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RESUMO

Nesta tese avaliamos os algoritmos para a andlise bayesiana de modelos
mistos em dados categorizados ordinais, bem como a sua implementacdo na bib-
lioteca Bayesthresh para o ambiente de programacdo R. O pacote Bayesthresh
apresenta uma estrutura flexivel para inser¢do de modelos mistos e utiliza-se do
processos de Monte Carlo via Cadeias Markov (MCCM) para obtencao das aprox-
imacdes numéricas das distribui¢des a posteriori para os pardmetros do modelo. O
estudo sobre a eficiéncia dos algoritmos implementados no pacote avaliou o tempo
de processamento, a dependéncia das cadeias MCCM geradas e efeitos de sensi-
bilidade a especificacdo das distribui¢cdes "a priori"para as componentes da varian-
cia. Adicionalmente foram calculados os erros (viés e Erro Quadratico Médio -
EQM) das estimativas a posteriori obtidas para os efeitos fixos, efeitos aleatérios
e componentes da varidncia. Um exemplo € apresentado de um experimento com
variedades de tomateiro cujo objetivo € a sele¢do para a resisténcia a requeima
causada pelo fungo Phytophthora infestans. Os algoritmos descritos por Nandram
e Chen (1996) e sua modificacdo para a introdugdo da distribuigcdo t para o traco
latente foram os mais rapidos e precisos, porém, para experimentos simulados com
correlacdo intraclasse igual a 0.8 (valor alto na prética), estes algoritmos tenderam
a superestimar esta correlacdo. Na ilustragdo sdo apresentadas estimativas uteis
para a selecdo de variedades bem como o equivalente bayesiano de um teste para
decidir se o traco latente tem distribui¢do gaussiana, ndo encontrando evidéncias
em contrdrio. Em artigo adicional explora-se a utilizacdo da ferramenta construida
com exemplos de possibilidades de andlise. Nesta ilustracdo foi analisado um
experimento sensorial de conservas de banana desidratadas sob diferentes concen-
tracdes de acucar, descrito por Silva (2008).

Palavras-chave: Andlise bayesiana. Andlise threshold. Biblioteca R. Modelos
mistos. MCCM



ABSTRACT

In this thesis we evaluate algorithms for Bayesian analysis of ordinal cat-
egorical data as well as their implementation in the library Bayesthresh for the R
statistical programing environment. Bayesthresh package has a flexible structure
to insert mixed models and uses Markov Chain Monte Carlo (MCMC) sampling to
approximate posterior distributions for model parameters. Simulation study of the
efficiency of the algorithms considered processing time, dependency in the MCMC
sampling chains and sensitivity to prior specifications for the variance components.
Mean Squared Error (MSE) and average Bias in the marginal posterior distribu-
tions where also evaluated. An example is discussed from a breeding experiment
for resistance to late blight (Phytophthora infestans) in varieties of tomato. Algo-
rithms described by Nandran and Chen (1996) and derived algorithms were the
faster and more accurate, although slightly overestimating intraclass correlation
(p) in experiments with higher parametric values (p = 0.8). In the example useful
estimates for plant breeding are presented, as Bayes factor test to decide on latent
trait having Gaussian distribution. Gaussian distribution was as likely as Student’s
t distribution. An additional paper explores the uses of the modeling tool with an
example from sensory analysis of dehydrated banana candy recipes with different
sugar content, described by Silva (2008).

Keywords: Bayesian analysis. Mixed models. R package. Threshold models.
MCMC
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PRIMEIRA PARTE

1 INTRODUCAO

Varidveis discretas sdo classificadas como ordinais quando os seus niveis
podem ser ordenados de forma a representar algum tipo de mensuragcdo, como por
exemplo, a escala de dureza de um mineral, que varia de 1 a 10, escalas diagraméti-
cas utilizadas para avaliacdo da severidade de doencas de plantas, notas de escore
corporal de animais e a escala hedo6nica utilizada em anélise sensorial de alimen-
tos. Durante o século passado, a forma mais comum de andlise pratica deste tipo
de varidvel foi a aproximag¢@o normal apds transformagdes que preservassem gros-
seiramente sua escala. Recentemente, diversas metodologias de andlises para da-
dos categorizados ordinais sdo propostas, tanto no dmbito da inferéncia Bayesiana
com os modelos hierdrquicos, quanto no ambito da inferéncia fiducial com os mod-
elos generalizados mistos. E crescente a percepcio de que os modelos com efeitos
aleatorios t&ém melhores propriedades explicativas em experimentos planejados.

Generalizagoes de efeitos aleatérios para varidveis nao Gaussianas apre-
sentam complica¢des matemadticas quanto ao processo de integracdo utilizado para
estimar seus efeitos. Uma forma de contornar o problema de integragdo € o uso dos
métodos de Monte Carlo via Cadeias Markov (MCMC). O uso destes algoritmos
em andlises de rotina é dificultado pela pouca disponibilidade de softwares que
possuem os mesmos implementados. O pacote MCMCglmm (HADFIELD, 2010)
disponivel para o software R (R DEVELOPMENT CORE TEAM, 2012) possui o
algoritmo proposto por Cowles (1996) para uso. Porém, ndo foi realizado nenhum
estudo que avalie a eficiéncia dos algoritmos propostos por Albert e Chib (1993),
Sorensen et al. (1995), Cowles (1996) e Nandran e Chen (1996) e as extensdes
proposta por Silva e Bueno-Filho (2010).

Visando facilitar o uso desta metodologia, objetivou-se com a presente
tese de doutoramento avaliar a eficiéncia dos algoritmos existentes para andlises
de modelos mistos em dados categorizados e implementar um pacote para uso no
ambiente de programacao estatistica R que apresente uma estrutura flexivel para a

inser¢do de modelos mistos.



2 REFERENCIAL TEORICO

Variaveis ordinais representam uma escala de grandeza, sendo expressa
por valores inteiros, de forma que o resultado final seja a ordenag@o dos elementos
avaliados (STEVENS, 1968). Este tipo de varidvel pode ser encontrada em diver-
sas areas do conhecimento (CORREA; BUENO-FILHO; CARMO, 2009; GOB;
MCCOLLIN; RAMALHOTO, 2007, PIEPHO; KALKA, 2003; SORENSEN et
al., 1995; STEVENS, 1968; TABOR, 1954), porém a atribui¢do da varidvel ao
elemento avaliado € realizada de forma subjetiva, principalmente pela dificuldade

em se quantificar determinadas caracteristicas com o uso da medicao.
As andlises de varidveis ordinais, em sua grande maioria, ndo consideram

a observagdo feita por Stevens (1968) sobre a invariancia de que uma varidvel or-
dinal, que pode ser transformada desde que a sua informacao empirica seja preser-
vada, pois a maior parte das andlises consideram a varidvel ordinal como uma
varidvel continua. Diante dos avangos computacionais ocorridos nos tltimos 30
anos, diversas formas de andlise para varidveis ordinais foram propostas, dentre
elas o uso de modelos generalizados e generalizados mistos (BRESLOW; CLAY-
TON, 1993; MCCULLOCH; SEARLE, 2001), modelos hierdrquicos bayesianos
(BROWNE; DRAPER, 2006a), modelos thresholds baseados na verossimilhaca
(BROCKHOFF; CHRISTENSEN, 2010; PIEPHO; KALKA, 2003) ¢ modelos
thresholds bayesianos (ALBERT; CHIB, 1993; COWLES, 1996; KIZILKAYA et
al., 2003; NANDRAN; CHEN, 1996; POON; WANG, 2012; SILVA; BUENO-

FILHO, 2010).
Dentre as diversas metodologias de andlise, os modelos thresholds bayesianos

s@o considerados extremamente flexiveis e utilizados em diversas areas de pesquisa
(ALBERT; CHIB, 1993; COWLES, 1996; NANDRAN; CHEN, 1996; KIZILKAYA
et al., 2003; SILVA; BUENO-FILHO, 2010). Este tipo de modelo pode ser especi-
ficado de forma que uma resposta é observada em uma dada categoria se o valor
desta varidvel estd entre os limites que definem tal categoria (SILVA; BUENO-

FILHO, 2010).
Apesar das recomendac¢des para o uso de modelos thresholds bayesianos

na andlise de dados categorizados ordinais, problemas de convergéncia nos paramet-

ros thresholds sdo observados, tornando a analise extremamente lenta (ALBERT;



CHIB, 1993). Visando contornar este problema, alguns autores sugerem modi-
ficagcdes nos algoritmos de forma a tornd-los mais eficazes no processo de con-
vergéncia dos parametros thresholds (COWLES, 1996; KIZILKAYA et al., 2003;

NANDRAN; CHEN, 1996; POON; WANG, 2012; SILVA; BUENO-FILHO, 2010).
Albert e Chib (1993) foram os primeiros autores a utilizarem um modelo

threshold para andlise de dados bindrios ou com multiplas categorias utilizando
inferéncia Bayesiana, porém, devido a complicacdes no processo de convergéncia,
modificacdes no algoritmo original foram propostas (COWLES, 1996; KIZILKAYA

et al., 2003; NANDRAN; CHEN, 1996; SORENSEN et al., 1995).
Inicialmente, Albert e Chib (1993) propuseram a amostragem de Gibbs

para a obtencdo da distribui¢do marginal dos pardmetros do modelo utilizando
a distribuicdo t-Student acumulada. Sorensen et al. (1995) adaptaram o modelo
proposto por Albert e Chib (1993), porém, utilizando a distribui¢do normal acu-
mulada como fung¢do de ligagdo. Um problema evidenciado por Sorensen et al.
(1995) neste algoritmo € a forte autocorrelacdo entre as estimativas geradas no
processo de amostragem de Gibbs, comprometendo o tempo de processamento
devido a necessidade de obten¢do de longas cadeias. Na tentativa de amenizar a
forte autocorrelacdo, Cowles (1996) propds um algoritmo que a atualizacio dos
parametros de limiar e da varidvel latente € feita de forma a aceitar ou rejeitar um
vetor completo com todos estes parametros. Neste caso, utiliza-se a amostragem
de Gibbs com um passo de Metropolis-Hastings para o vetor em questdo. Ape-
sar do algoritmo proposto por Cowles (1996) apresentar melhores propriedades de
convergéncia que os algoritmos propostos por Albert e Chib (1993) e Sorensen
et al. (1995), a variancia da distribuicdo geradora de candidatos para a varidvel

latente € de dificil obtencao.
Devido a dificuldade de obtencao da variancia para a distribui¢do geradora

de candidatos para os parametros de limiar e a fim de melhorar o processo de
amostragem, com a reducdo da autocorrelag@o entre as amostras, Nandran e Chen
(1996) propuseram um algoritmo para amostrar pardmetros associados aos de lim-
iar limitados entre O e 1, tendo como funcdo geradora de candidatos para tais
parametros a distribuicdo de Dirichlet e a distribuicdo Gaussiana para a varidvel

latente.
Muitos autores dedicam-se a melhoria dos algoritmos para anélise de mod-

elos thresholds bayesianos, porém, eles nao sdo utilizados em andlises de rotina



devido a pouca disponibilidade de softwares que contemplem tais algoritmos. Os
poucos softwares que disponibilizam a anédlise de modelos thresholds bayesianos
podem ser enumerados, sendo o WinBUGS (SPIEGELHALTER; THOMAS; LUNN,
2003), MLwiN (BROWNE, 2011), glmmBUGS (BROWN, 2010) e o MCMCglmm
(HADFIELD, 2010), porém, nenhum destes softwares possuem a implementagao
do algoritmo descrito por Nandran e Chen (1996) para andlise de modelos thresh-
olds mistos bayesianos ou dos demais algoritmos descritos de forma a facilitar a

analise para o usudrio final.



3 CONSIDERACOES GERAIS

As generalizagdes tedricas propostas no presente trabalho se mostraram
eficazes na melhoria do processo de convergéncia dos pardmetros thresholds para
andlise de dados categorizados ordinais, sendo que nos estudos de simulagdo real-
izados e no exemplo de aplicacdo ndo houve diferencas entre a distribui¢cdo Gaus-
siana acumulada ou da t-Student acumulada como funcio de ligacao.

O software desenvolvido para a andlise de modelos thresholds mistos bayesianos
implementado para uso em software R versao 2.15.1 ou versdo superior se mostoru
uma ferramenta de uso facil e acessivel, podendo ser utilizado em andlises de
rotina. O presente software, denominado Bayesthresh, ja estd disponivel no site
http://cran.r-project.org/web/packages/Bayesthresh/index.html

O pacote apresentado nesta tese € passvel de atualiza¢Ges e o seu uso é de
inteira responsabilidade do usuério final.

Os capitulos seguintes desta tese constituem dois artigos que resumem
o estudo da andlise bayesiana de modelos threshold por nés implementado. No
primeiro artigo comparamos os algoritmos em um estudo de simulagdo para tama-
hos experimentais representativos de potenciais usos da metodologia. No segundo
artigo apresentamos uma biblioteca R para a anélise bayesiana de modelos mistos
threshold.
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SEGUNDA PARTE

ARTIGO 1 Algoritmos para analise Bayesiana de modelos de limiar mistos
com efeitos aleatdrios

RESUMO

Neste estudo, foram avaliados os algoritmos descritos por Albert e Chib
(1993) (AC), Cowles (1996) (MC) e Nandram e Chen (1996) (NC) para andlise
bayesiana de dados categorizados ordinais. Foram também avaliadas as mod-
ificagdes destes algoritmos propostas por Silva (2008) (NCG, NCt) e Silva e
Bueno Filho (2010) (ACt). Os algoritmos foram avaliados em diferentes situacdes
experimentais em dois delineamentos diferentes (um sistema triplo de Steiner
com 7 tratamentos e um ldtice simples 10x10). Os experimentos foram simu-
lados supondo quatro valores diferentes para a correlacdo intraclasse. Os algo-
ritmos foram avaliados quanto a dependéncia da cadeia gerada pelo processo de
amostragem, o total de iteragdes para convergéncia dos parametros do modelo, o
erro quadrético médio (EQM) dos efeitos aleatdrios, efeitos fixos e da correlagdao
intraclasse estimada. Tanto em experimentos cujo o interesse estd nas estimativas
dos efeitos fixos quanto aleatérios, os algoritmos NCG e NCt apresentam esti-
mativas com menor EQM, além da vantagem de apresentar menor dependéncia
entre as amostras MCCM e por conseguinte, a rapida convergéncia dos paramet-
ros. Em delineamento com um grande nimero de efeitos aleatdrios, os algoritmos
descritos NC e NCt superestimaram a correlagao intraclasse quando o valor simu-
lado era alto (0.8). Isto no entanto ndo acarretou maior viés ou maior EQM do que
o encontrado nos demais delineamentos. Um exemplo € apresentado com a anélise
de dados do melhoramento do tomateiro para a resisténcia a requeima (Phytoph-
tora infestans). Aplicando o fator de Bayes a este experimento, ndo houve indi-
cios para trocar a distribui¢do Gaussiana pela distribuicdo t-Student para o trago
latente. Os algoritmos sdo consistentes quanto ao ranqueamento dos efeitos das
variedades e podem ser utilizados para a selecdo de gendtipos resistentes com base
no traco latente.

Palavras-chave: Algoritmos MCCM. Anilise bayesiana. Modelos de limiar.
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ABSTRACT

In this paper we evaluate algorithms for Bayesian analysis of ordinal cat-
egorical data described by Albert and Chib (1993) (AC), Cowles (1996) (MC)
and Nandram e Chen (1996) (NC) as well as the modifications proposed by Silva
(2008) (MCt, NCt) and Silva and Bueno Filho (2010) (ACt). Behaviour of the
algorithms were studied under different experimental situations under simulation,
such as two different designs (a Steiner Triple System with 7 treatments and a
Simple Lattice Square 10x10) and four values for the intraclass correlation of
random effects. Algorithms were evaluated about dependency in the resulting
Markov Chain of the sampling process, the number of iterations until conver-
gence diagnostics the mean squared error (MSE) and the average Bias for the
parameters estimated in the posterior chain. NC and NCt resulted in faster and
accurate algorithms, showing also smaller dependency in the sampling process.
For larger designs and higher values of intraclass correlation (0.8) NC and NCt
overestimated these correlation. Nevertheless this brings no problem of inflating
MSE or average bias. An example from tomato breeding to select varieties with
higher resistance to late Blight (Phytophtora infestans). Bayes factor applied to
this example brought no evidence of Student-t distribution being better than Gaus-
sian distribution to model liability. Algorithms are consistent as to the ranking of
varieties and could be a useful tool to selection in plant breeding.

Keywords: Bayesian analysis. MCMC algorithms. Threshold models
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1 INTRODUCAO

Dados categorizados ordinais sdo amplamente utilizados em diversas dreas
de pesquisa, sendo em grande maioria, oriundos de medidas subjetivas. Diversos
exemplos podem ser encontrados na literatura, como por exemplo em estudos de
opinido (GOB; MCCOLLIN; RAMALHOTO, 2007), ciéncia dos alimentos com
o uso da escala hedonica para avaliacdo de atributos sensoriais Piepho e Kalka
(2003), na genética quantitativa animal Sorensen et al. (1995), na fitopatologia
com as escalas diagraméticas para quantificacdo de doencas (CORREA; BUENO-
FILHO; CARMO, 2009) e nas ciéncias fisicas com a escala de dureza de Mohs
(TABOR, 1954).

Alguns métodos sdo propostos para andlises de dados categorizados, e en-
tre eles, estdo os modelos de limiar. Modelos de limiar utilizam uma variavel
latente com distribui¢do continua de modo que a resposta observada em uma
determinada categoria esteja entre os limites que definem tais categorias (AL-
BERT; CHIB, 1993; KIZILKAYA et al., 2003; MCCULLOGH; SEARLE, 2001;
SORENSEN et al., 1995; PIEPHO; KALKA, 2003). Implmentacdes Bayesianas
para os modelos de limiar foram propostas inicialmente por Albert e Chib (1993)
para andlise de modelos com efeitos fixos utilizando a amostragem de Gibbs para
obter as distribui¢des marginais dos pardmetros com a distribuicao Gaussiana para
a varidvel latente. Entretanto, a forte autocorrelacdo entre as amostras para a
obtencdo das marginais dos pardmetros dificulta o uso deste algoritmo devido
ao tamanho da amostra gerada durante o processo de Gibbs, fato observado por
Sorensen et al. (1995) ao extenderem o algoritmo para uso em modelos de efeitos
mistos. Uma extensdo deste algoritmo também foi proposta por Silva e Bueno-
Filho (2010) ao utilizar a distribuicao t-Student como varidvel latente em modelos
de efeitos mistos.

Para acelerar o processo de convergéncia, Cowles (1996) propds um algo-
ritmo que utiliza amostragem de Gibbs com um passo do algoritmo de Metropolis-
Hastings, de forma a aceitar ou rejeitar todo o vetor de parimetros thresholds.
Nandran e Chen (1996) para acelerar o processo de amostragem, propuseram uma
reparametrizacdo para os parametros de limiar considerando a distribui¢do Dirich-
let como geradora de candidatos para os padmetros thresholds, ficando os mesmos
limitados entre 0 e 1, o que ndo ocorre com os algoritmos propostos por Albert
e Chib (1993) e Cowles (1996), pois seus parametros thresholds ficam limitados
entre 0 e co. Silva (2008) iniciou a extensdo do algoritmo proposto por Nandran e
Chen (1996) para andlise de modelos mistos, utilizando a distribuicdo Gaussiana e
a t-Student para a varidvel latente, mas nio ha estudos que comparem a eficiéncia
dos algoritmos propostos por Albert e Chib (1993)(ACG e ACt), Cowles (1996)
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(MCG e MCt) e Nandran e Chen (1996) (NCG e NCt) para andlise de modelos
mistos. Portanto, o presente trabalho tem como objetivos apresentar as extensoes
do algoritmo proposto por Nandran e Chen (1996), iniciadas por Silva (2008) e
conclui-las, assim como comparar a eficiéncia destes algoritmos com as extensoes
propostas por Silva e Bueno-Filho (2010) e Sorensen et al. (1995) que extendem o
algoritmo de Albert e Chib (1993) para andlise de modelos mistos e também com
os algoritmos propostos por Cowles (1996), via processo de simulacio e analisar
um conjunto de dados referente a selecdo 66 familias de tomate resistentes a Phy-
tophthora infestans.



23

2 EXTENSOES PARA MODELOS MISTOS DO ALGORITMO DE Nan-
dran e Chen (1996)

Iremos apresentar as extensdes para modelos mistos do algoritmo proposto
por Nandran e Chen (1996) utilizando a distribuicdo Gaussiana e t-Student para
variavel categorizadas com 3 ou mais categorias.

2.1 NCGaussian

O vetor de parAmetros thresholds, definido por v, é o vetor que divide a
retareal em K intervalos disjuntos, da seguinte forma, (70,71); [v1,72); - - - [Ye—1,7k)
comyy = —o0 € Y = +00. NC propuseram a distribui¢do de Dirichlet como ger-
adora de candidatos para os pardmetros thresholds e adotaram y; = 0, desta forma,
cada 7/, serd a distancia entre 7y, € 1 dado pela transformagdo v, = vy, — 1. As-
sim, a varidvel latente € obtida por meio da expressdo L = L; — v;,i = 1,....,ne
entdo, Y; = k se y,—1—71 < L; < v —1. A partir da reparametrizago proposta
por Nandran e Chen (1996), temos § como uma varidvel auxiliar, 7;/* o novo vetor
dos pardmetros thresholds, #* como o novo vetor de efeitos fixos e aleatérios e L*
sendo a varidvel latente reparametrizada (2.1).

6= 1/’7}(—17
Ve =0y, k=012, K, (2.1)

0* =d60e L* =0L"

Com esta reparametrizagdo, para problemas com trés categorias, ndo ex-

istird nenhum parametro de limiar a ser estimado. O jacobiano da transformacao
< 21— 1 (n+m+K)

de 9 € dados por [0°] 2 , que representa o erro do trago latente, em que
n € o nimero de observagdes (comprimento do vetor ¥), m o nimero de varidveis
explicativas e K o nimero de classes observadas em y. Assumindo uma priori
gamma inversa para 62 e considerando uma distribui¢io acumulada Gaussiana (¢)
como fungdo de ligacdo, temos a distribui¢do conjunta a posteriori, dada por:

k

P (0*,72*,52,L*\y) ox H i) (L;‘, wzﬂ*,(SQ) e %:11)(L;k*) 22
i=1 :

x ©(6%0,6°V)(6%) " ?p(07)p(6)
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O (02) representa os componentes da varidncia dos efeitos aleatérios. Para
0 caso de um modelo misto, V' é uma matriz na dimensao dos efeitos fixos mais
efeitos aleatorios, sendo os efeitos fixos igual a zero e para os efeitos aleatérios, ela
¢ a matriz A, que pode ser uma matriz I,,,.,,, ou no caso de genealogia conhecida,
na genética, pode ser a matriz de parentesco (HENDERSON, 1976) ou ainda al-
guma medida de similaridade genética (obtida com marcadores moleculares, por
exemplo).

A distribuicdo condicional completa para 0* é dada por:

0*|L*,6°Y,05 ~ N (B~'W'L*,6*B 1) (2.3)

com W = [X|Z], sendo X e Z as matrizes de efeitos fixos e aleatdrios respectiva-
mente. Em (2.3), B é o vetor de efeitos fixos, que é dado por B = 82V~ + W'V,
Para p(6%) em (2.2), nés temos uma distribui¢do gamma inversa como priori.

- d
p(6%) o< (62)" T egp {—52} (2.4)
em que c e d sdo hiperparimetros desta priori, entdo, a distribuicdo condi-
cional completa a posteriori para 62 serd:

6%0*.Y,0% ~ GI(as,bs) (2.5)

sendo, as o parametro de forma e bs o parimetro de escala, conforme (2.6)
e (2.7)

n+m+ K+ 2¢c
a(;: 2 (2.6)

L* — W) (L* — Wo*) + 0 V—10* +2d
55:( Wor) W2)+ v + (2.7

Para a variancia dos efeitos aleatrios (02), a priori adotada é uma gamma
inversa, conforme (2.8).

—b
P(oy) = (03)“"Veap <2> 2.8)
UU
A distribuico condicional completa para (¢2) é dada por:

[

p(oh]0* L") = (o)~ & eap {2<u'u + 2b>} 2.9)
g

SN
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Em (2.9), temos o nicleo de uma distribui¢do gamma inversa (2.10)

(2.10)

2a u'u+2b
05‘9*,L*,yNGI <q4‘2 a7uu;— )

Com a reparametrizacdo em (2.1) a distribuicdo condicional para

(7**|0**, 62,Y") fica sendo:
— 9** _w/e**
e 2 [0)) 711} — P i
o) < [ 5

X H [0} <—w€> ) (W)] (2‘]1)
1 - wjg™ VI, — wlf
Yi=K-1

e para (L*|y**, 6%, 2,Y), sua condicional a posteriori completa é dada por:

Ly, 0%,6%Y = k ~ N(W#*,6%). (2.12)

Para a amostragem de v** € utilizado um passo do algoritmo Metropolis-
Hastings, pois este pardmetro ndo tem uma distribui¢cdo fechada para que se possa
utilizar o método de Gibbs. Conforme a reparametrizagdo em (2.1), temos que

7 = 094%, = 1, e desta forma, construimos um vetor auxiliar p, definido em
(2.13)

Pio1 =7 — Yoy, k=2, , K —1; (2.13)
em que

p=(P1p2pe2) ok 20, k=12, K—2e > p=1 (214

De acordo com o Nandran e Chen (1996), pelo teorema do valor médio,
nds tem-se:

o\ (e 1 (G- wle”
i L A Y T ) = iy OB |
(300 g () g (i)
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emque &1 € (V5575 ) k= 23,...,K — 1, e ®(.) é a funcdo densidade acu-
mulada normal padrao. Utilizando o resultado de (2.15) tem-se:

m(y*6%,6%Y) o< h1(€)h2(p) (2.16)

e na expressdo anterior, hl e h2 sdo respectivamente:

K—-2 ng ! s
e~ 11T (%)

k=1 i=1
e
K-2
ha(p) = H prett
k—1

Pode-se observar que a distribui¢io condicional de v** € dada pelo produto
de h; X hga, em que ho € o nicleo de uma distribui¢do Dirichlet com parametros
n=(ng+1,.ng_1+ 1)/ e ho ndo depende de #** e nem de . Com 0s novos
valores de p gerados a partir de h a constru¢do dos novos valores de ~;* € como
se segue:

k—1
W= pijk=2..K-2 (2.17)
=1

A probabilidade de aceitagdo do novo vetor

¢ o min(1, o), em que,
a=w(y™, pl) fwy™Y, pu=h), (2.19)

e j representa a j-ésima iteracdo do algoritmo. Em (2.19), a forma geral da dis-
tribuicdo de w(y**, p) é dada por w(y**,p) = P(y**|0*,62)/P(p|n,0*,0%). A ex-
pressdo de P(v**|0*,6%) é dada em (2.11) e P(p|n, #*,6%) é a distribuigdo Dirich-
let,

1 B2 1
(k1)
pp)= p (2.20)

K—2
em que pi,....px—2 > 0; > pr = 1 eng,...,nx—1 > 0. Na expressdo acima,
k=1



27

Z(n) é a constante normalizadora dada por
Zn)= k=L (2.21)

Como o interesse € na distribuicdo conjunta de L* e +**, a amostragem
¢ realizada para p e, a partir dos elementos deste vetor constréi-se 7", e caso o
novo vetor de parametros thresholds seja aceito atualiza-se os valores de L*. Caso
contrdrio continua com a amostra anterior da varidvel latente.

2.2NCt

Utilizando a distribui¢do t-Student acumulada como fung¢ao de ligacdo e a
parametrizacio apresentada em (2.1) , a verossimilhanga € dada por:

e ’9* *k ’0*
P(Y; = k|9*75707’7**) = F’U (W) _FU (W) 7k = 1>27"'7K

(2.22)
em que F), é a fungdo de distirbuicdo acumulada t-Student com v graus de liber-
dade. Por facilidades algébricas para a obtenc¢do das condicionais completas a
posteriori, a distribuicao t-Student é escrita em dois estdgios (2.23) e (2.24), con-
forme Sorensen e Gianola (2002), sendo um misto de distribuicdo Gaussiana com
uma distribuicdo gama inversa para os parametros de variancia.

Ailv ~ Gamma(g,g) (2.23)
2°2
62
Li6%,0% N\ ~ N <wi9*, x> (2.24)

Desta forma, o modelo em (2.22) pode ser reescrito como:

sk _ o0/ ok _wf
P(}/Z = k|‘9*75ivvury**) = FU <M9*> _FU (ryk_lalg"‘) k= 1’27"‘7K

3

(2.25)
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A priori para a distribui¢do de v, é conforme Kizilkaya et al. (2003), sendo
p(v) = 1/(14v)?. Assumindo priori vaga para 6* a posteriori conjunta para todos
0s parametros é:

p(@ " Vk 7L )“y) (08 (62) 2 [H¢ <Lz 7wi9 7)\) I[’yl’;*ﬁzil)([’k)]
i=1 t

X [H Agg)ilexp (—31})
i=1

x p(a2)p(%)p(v)

1 (2.26)

@(9*,0,5%/)m

em que A = {\;}";, V foi definido em (2.2). A priori para 62 é como em (2.4) e

para o2 ¢ uma gamma inversa, conforme (2.8) o
A seguir sdo apresentadas as condicionais completas a posteriori para to-

dos os pardmetros observados. Sendo a distribui¢do condicional completa para 6*
indicada abaixo.

0*|L*,6% 0.\ ~ N(M~'W' R™'L* 5> M) (2.27)
sendo M = W' R™IW + §2V 1

O parametro \; tem distribui¢do condicional conforme expressao a seguir
Kizilkaya et al. (2003).

v+1Y)_ . , 2
p(Ni|A=i, L*,0% 0) )\Z-( =) 1e:cp <—); ((L;k - wﬂ*) + v)) (2.28)

em que A_j, denota todos os elementos de A exceto \;. A distribui¢do acima
¢ proporcional a uma distribui¢do gamma com pardmetros (v + 1)/2 e (L —
w;G*)2 + v, isto é,

11 ro\ 2
Ni|A_i,LE,0% 0,6% ~ Gamma (v ;— 5 (( = wﬂ*) + v)) (2.29)

2
LE|Xi,0% 0,6 ~ N (wga*,‘;) (2.30)

A distribuicdo condicional para v ndo tem forma fechada, portanto, sua
amostragem € realizada conforme Kizilkaya et al. (2003), utilizando o algoritmo
Metropolis-Hastings para sua amostragem da sua distribuicdo (2.31).

* T 2 (%)(U/Q) " “ %—1 (% ‘ 1
p(v|0*,L* \,0%) x (I‘(v/2) il;[l)\l- exp (5)\2) m (2.31)
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A distribui¢io condicional para 2 tem a mesma forma como em (2.5).
Como para o caso do modelo normal, a distribui¢do conjunta de L** e v** pode ser
escrita por meio do produto das condicionais (y**0*,62,\,Y) e (L*|y**,0*,62,\,Y).
A distribuicdo completa para a variavel latente € como em (2.30). Para v** a dis-
tribuic@o condicional completa é dada por:

*ok * ’0 ;9**
p(’y |527)\79 ) H [ ( ) _q)< S )]
ﬁ Vi
- w,H** N5 — w0
\//\7 VA

LR )
ViK1 Vn VA

(2.32)

Da mesma forma que em (2.15), de acordo com o teorema do valor médio,
temos:

> (% 6“% ) % <7k_1 i w; ) 7(1) <§k 1 . a0 >pk1 (2.33)

emque &1 € (5705 ,), k= 2,...,K — 1, e ®(.) é a fungdo densidade normal
padrdo. E apartir de (2.33) temos:

7T(7**16%,0%,Y) o< h3(€)ha(p) (2.34)

sendo hjs e hy de (2.34), respectivamente:

nn( )

k=1 i=1 \/)\i

H et (2.35)

O procedimento para gerar os candldatos para a varidvel latente com dis-
tribuicdo t-Student, a construcdo dos thresholds e a probabilidade de aceitagdo em
(2.19) sao idénticos ao modelo normal, com exce¢do do parametro de escala, que

. .5
para a distribuicao t-Student é I
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3 ESTUDO DE SIMULACAO

O estudo de simulagdo foi conduzido para avaliar o erro quadratico mé-
dio das estimativas dos efeitos fixos, aleatdrios e correlagdo intraclasse. Também
foram avaliados a correlacdo entre os valores preditos e observados, o tempo de
processamento, o grau de autocorrelacio da cadeia simulada e o descarte inicial.
Todos os algoritmos foram implementados para uso em software R, com o uso
do pacote Bayesthresh. Foram considerados dois delineamentos experimentais em
blocos incompletos: um delineamento pequeno representado pelo Sistema Triplo
de Steiner (STS) com sete tratamentos e um delineamento grande parcialmente
balanceado representado por um Létice Quadrado Simples (LQS) com 100 trata-
mentos. A descricdo dos delineamentos serd apresentada nas proximas subsecoes.

3.1 Sistema Triplo de Steiner (STS)

O sistema triplo de Steiner foi constituido de sete tratamentos, duas repeticdes
e sete blocos de tamanho trés. O modelo linear utilizado para simular os efeitos e
as realizacdes da varidvel observada foi:

u=pu+ Xb+ Za+e€ (3.36)

sendo u o vetor da realizacdes da varidvel observada, i € a média geral, sendo 5;
b é o vetor dos efeitos fixos, com b ~ N(0,1) e X é a matriz de delineamento
dos efeitos fixos; a € o vetor dos efeitos aleatdrios, simulado de uma distribui¢io
normal, entdo a ~ N(0,02) e Z é a matriz de delineamento dos efeitos aleatdrios.
No caso dos efeitos aleatérios, foram adotados quatro valores para 02, sendo (0.1,
0.2, 0.5 € 0.8). Para o erro amostral () foi considerado que ¢ ~ N(0,02), onde,

02 = (0.9,0.8,0.5€0.2). A partir das combinagdes de o2 e o2, nés obtemos

quatro valores paramétricos para a correlacio intraclasse p = i
0.1,0.2,0.5e0.8.

O vetor u gerado a partir de (3.36) € um vetor de uma varidvel aleatéria
continua e sua transi¢do para varidvel categérica foi realizada a partir de qua-
tro valores para os quantis de u, obtendo-se assim cinco categorias, indo de 1 a
5. Foram adotados trés distribuicdes para a varidvel categorizada, simétrica, as-
simétrica e uniforme. Para a distribuicao simétrica foram considerados os quantis

0.0001, 0.15, 0.50 e 0.85, no caso assimétrico, os quantis 0.4, 0.5, 0.75 e 0.90

o . .
572> quais sejam
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e para o caso da distribui¢do uniforme, temos 0.017, 0.28, 0.525 e 0.775, entdo
n €k, k=12,...,5se:

;U < Q

, Q1 <u; < Qo

Q2 <u; < Q3 (3.37)
, Q3 <u; <Qq

;Ui > Qq

i

Il
U = W N

A figura (1) ilustra a distribuicao da varidvel resposta categorizada.

Assimeétrico Simeétrico Uniforme

05
|
05
|
05
|

04
04
04

Frequéncia relativa

Frequéncia relativa
Frequéncia relativa

0.1

0.0
L
0.0
L
0.0
L

Figura 1 Distribuic@o da varidvel resposta nas diferentes configuragdes de exper-
imentos, no Sistema Triplo de Steiner

Por fim, temos 4 diferentes valores para p combinados com 3 distribui¢des
para a varidvel resposta, totalizando 12 situacdes experimentais diferentes. As situ-
acdes experimentais foram analisadas considerando duas diferentes prioris para a
variancia dos efeitos aleatérios, sendo uma gamma inversa, GI ~ (3, 5)(priori
menos informava) e GI ~ (8, 5)(priori mais informativa). Para o caso dos
modelos NCG e NCt, cuja a priori para o2 é uma gama inversa, foi adotado

GI~ (20, 5). | |
Os experimentos simulados foram analisados pelo modelo apresentado em

(3.38).
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Nijk = b+ Ti + Bj + €k (3.38)

onde ;51 € o vetor associado as observagdes do tratamento ¢ no bloco j;
1 € uma constante; 7; € o efeito do it" tratamento, assumido como fixo; Bjéo
efeito do jth bloco, assumido como aleatério; €;;, € 0 erro experimental. Para
cada situagdo experimental, foram simulados 1000 experimentos.

3.2 Latice quadrado (LQ)

Um delineamento latice quadrado simples 10x10, constituido por com 2
repeticdes, 10 blocos e 100 tratamentos foi utilizado nesta simulagdo. O modelo
descrito para a geracdo das observagdes foi descrito em (3.36). O vetor de resposta
simulado foi categorizado em 9 classes utilizando os quantis 0.005, 0.075, 0.185,
0.325, 0.50, 0.675, 0.825 € 0.925, sendo considerada uma distribui¢do assimétrica,
com as categorias indo de 1 a 9. Para os efeitos fixos e aleatdrios, foi utilizado o
mesmo procedimento descrito na se¢do (3.1), totalizando 4 situagdes experimen-
tais. O modelo de analise foi descrito em (3.38).

Assim como o STS, o LQ foi analisado considerando duas prioris distintas
para os componentes da variancia, sendo uma GI ~ (3, 5) (Priori menos informa-
tiva) e GI ~ (10, 2) (priori mais informativa). A priori para a variancia residual
foi a mesma utilizada na andlise do experimento STS, sendo G (20, 5), para os
algoritmos NCG e NCt. Os demais algoritmos apresentam varidncia residual igual
a 1. Para o LQ foram simulados 500 experimentos para cada situagdo experimen-
tal.

3.1 Procedimento de simulacao

O procedimento de simulagao foi iniciado com a obten¢do de uma cadeia
inicial de 4000 amostras, sendo avaliada pelo teste de Raftery e Lewis (RAFTERY;
LEWIS, 1992) para avaliar o descarte inicial ("burn in") e a dependéncia da cadeia
("jump"). A partir do diagndstico de Raftery e Lewis foram geradas duas cadeias
independentes e aplicado o teste de Gelman e Rubin (GELMAN; RUBIN, 1992)
para avaliar a convergéncia dos parametros. O procedimento de anélise foi real-
izado com o auxilio do pacote Bayesthresh (CORREA; BUENO-FILHO, 2012) e
o diagnoéstico da cadeia foi realizado com o auxilio do pacote coda (PLUMMER et
al., 2006), ambos implementados para uso no software R Development Core Team
(2012).



33

4 RESULTADOS E DISCUSSOES

Os algoritmos NCG e NCt que utilizam a reparametrizacdo proposta por
Nandran e Chen (1996) que possuem como geradora de candidatos para os paramet-
ros thresholds a distribuicao de Dirichlet, apresentaram menor EQM para as esti-
mativas dos efeitos fixos, quando comparada aos demais algoritmos, independente
do delineamento utilizado (Figura 2).
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Figura2 Erro quadratico médio para a média a posteriori dos efeitos fixos no
delineamento STS

Nao foi observado efeito da priori para os componentes da variancia no
EQM dos efeitos fixos para os algoritmos NCG e NCt. Para os demais algoritmos,
quanto maior a correlacdo intraclasse, maior foi a diferenca entre o EQM da pri-
ori informativa e da priori ndo informativa, sendo a priori nao informativa a que
apresentou maior EQM (Figura 2). A funcio de ligacdo ndo afetou a posteriori
dos efeitos fixos, sendo que a distribuicdo Gaussiana ou a t-Student apresentaram
comportamento semelhante quanto ao EQM, seja considerando uma distribui¢io

simétrica, assimétrica ou uniforme. .
Comportamento semelhante ao encontrado para o EQM dos efeitos fixos,

foi observado para os algoritmos NCG e NCt para o EQM dos efeitos aleatérios,
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ou seja, independente da priori utilizada e da distribuicdo da varidvel resposta, o
EQM foi semelhante. J4 os algoritmos ACG, ACt, MCG e MCt, quando utilizamos
a priori informativa apresentaram EQM semelhante ao obtido com os algoritmos
NCG e NCt (Figura 3).

Apesar de Strandén e Gianola (1998) sugerirem que a distribui¢do t-Student
pode ser mais flexivel que a distribui¢do Gaussiana e sugerem que em casos de as-
simetria na distribuicdo da varidvel resposta, a t-Student pode ser mais robusta,
este efeito ndo foi observado, pois a distribui¢do t-Student apresentou comporta-
mento semelhante a distribuicdo Gaussiana. Kizilkaya et al. (2003) alertou sobre
a necessidade de maiores estudos com o uso da distribui¢do t-Student em modelos
thresholds, afim de verificar suas propriedades diante dos resultados apresentados
por Strandén e Gianola (1998). Apesar do menor EQM para os algoritmos NCG e
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Figura3 Erro quadritico médio para a média a posteriori dos efeitos aleatdrios
no delineamento STS

NCt para a posteriori dos efeitos fixos e aleatérios, 0s mesmos apresentaram maior
sensibilidade a priori usada para os componentes de varidncia, sendo a priori infor-
mativa (GI ~ (3, 5)) mais acurada apenas nas combinagdes em que a correlagio
intraclasse era de 0.1 e 0.2, com tendéncia a superestimar os valores de p para os
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maiores valores da correlacdo intraclasse (Figura 4). Para os casos em que a corre-
lacdo intraclasse era igual ou superior a 0.5, a priori menos informativa apresentou
menor EQM para p. Os demais algoritmos, quando utilizamos a priori informativa
apresentaram menor EQM para p, mas, quando avaliadas com p = 0.8, o EQM
destes algoritmos (ACG, ACt, MCG e MCt) também se elevou, porém, em menor
valor que os algoritmos NCG e NCt. A correlagdo entre os valores preditos e ob-
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Figura4 Erro quadratico médio para a correlag@o intraclasse no delineamento

LQ

servados foi aproximadamente de 0.99 para a correlacdo intraclasse de 0.8 e para
valores de p < 0.8 a correlagdo variou entre 0.75 e 0.90.

Nao evidenciamos diferengas entre o uso da distribuicdo t-Student e da dis-
tribuicdo Gaussiana como funcdo de ligacdo. As maiores diferencas foram obser-
vadas entre os algoritmos, indicando que a reparametriza¢do proposta por Nandran
e Chen (1996) com o uso da distribui¢do Dirichlet como geradora de candidatos de
~* se apresentou mais flexivel diante das diferentes situa¢des experimentais simu-
ladas, com menor EQM para as estimativas dos efeitos fixos e aleatdrios, apesar de
apresentar maior sensibilidade para a priori dos componentes da varidncia, quando
a correlacdo intraclasse a ser estimada € considerada alta. O menor EQM para
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os algoritmos NCG e NCt podem ser evidenciados na Figura (5), onde pode ser
observado que o algoritmo NCG amostra uma cadeia com menor dispersao.
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Figura5 Densidade a posteriori do vetor A para um exemplo simulado no delin-
eamento STS com p = 0.2, com burn=0, jump=1 e tamanho final da
cadeia igual a 4000 com distribuicdo simétrica, assimétrica e uniforme
para a varidvel resposta. As linhas pontilhadas representam as médias
a posteriori das posi¢des dos thresholds

A menor dispersao da apresentada na cadeia gerada com os algoritmos uti-
lizando a reparametrizacdo de Nandran e Chen (1996), ndo apenas reduz o EQM
dos efeitos fixos e aleatérios, como também, acelera o processo de convergén-
cia da cadeia. Nandran e Chen (1996) ao compararem seu algoritmo utilizando
a distribui¢do acumulada Gaussiana como fungdo de ligagdo, com os algoritmos
de Albert e Chib (1993) e Cowles (1996) observaram uma melhoria no processo
de convergéncia. Para o caso dos modelos mistos, também foi evidenciado uma
reducdo no ndmero de iteragdes para que a convergéncia ocorra, apesar de nao
haver diferencga entre o uso da distribuicdo Gaussiana ou t-Student no processo
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Tabelal Meédia do tempo de processamento, burn-in, jump e total de iteracdes
para os seis algoritmos avaliados nos delineamentos STS e LQS, pelo
teste de Raftery e Lewis.

Algoritmo ‘ Tempo(min.) Burning Jump Total de iteragdes

STS
ACG 3.57 7836 17.59 67032.08
ACt 4.12 89.23 2221 83281.63
MCG 1.97 61.87 1538 57742.86
MCt 433 7505  18.72 70173.76
NCG 0.91 2379 6.65 25255.95
NCt 1.06 2348  6.84 25959.31
LQS
ACG 2374 60.74  15.17 56869.24
ACt 41.40 9438 2034 76290.67
MCG 11.39 27.00  8.09 30317.97
MCt 39.20 4725  13.76 51562.65
NCG 9.74 1474 4.57 17150.79
NCt 16.20 1643 5.15 19226.35

de convergéncia, pelo teste de Raftery e Lewis. A tabela 1 apresenta o tempo de
processamento, o descarte inicial, o salto entre as iteracdes e o total de iteragdes.

Para os componentes da variincia, a priori informativa acelera o processo
de convergéncia dos algoritmos (Tabela 2), mas nao afeta o desempenho dos algo-
ritmos de forma a melhorar seu desempenho global, ou seja, os algoritmos NCG
e NCt apresentaram maior velocidade de convergéncia que os demais algoritmos
independente da priori utilizada. O fato de um delineamento apresentar um maior
nimero de efeitos aleatérios a serem estimados, como o LQS, em relacdo a um
delineamento com poucos efeitos aleatérios, STS, ndo aumentou a dependéncia da
cadeia gerada durante o processo de amostragem, ou seja, independente do nimero
de efeitos aleatdrios a serem estimados, os algoritmos NCG e NCt demonstraram
performance superior aos demais algoritmos avaliados.

O algoritmo NCG, além de reduzir a dependéncia das amostras, promoveu
a maior convergéncia dos parametros estimados, em ambos delineamentos utiliza-
dos. Kizilkaya et al. (2003) ao sugerir que a amostragem do vetor de pardmetros
thresholds fosse realizada a partir da aceita¢do ou ndo do vetor, reduziu a inde-
pendéncia entre as amostras geradas, mas ndo promoveu uma alta convergéncia
dos parametros nas situacOes simuladas (tabela 3). Uma das vantagens nos algo-
ritmos NCG e NCt € a reparametrizagdo proposta por Nandran e Chen (1996) para
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Tabela2 Meédia do tempo de processamento, burn-in, jump e total de iteracdes
para as duas prioris utilizadas na estimativa dos componentes das var-
iancias para os delineamentos STS e LQS, pelo teste de Raftery e

Lewis.
Priori Tempo (min.) Burn-in Jump Total de iteracdes
STS
Informativa 2.35 52.58 1348 50485.61
Nao informativa 2.97 64.68  15.65 59309.06
LQS
Informativa 19.08 36.49 10.57 39591.30
Nio informativa 28.08 50.36 11.79 44214.49

Tabela 3 Taxa de convergéncia das amostras para os delineamentos em STS e
LQS, nos seis algoritmos avaliados, pelo teste de Gelman e Rubin.

Delineamento
STS Latice
ACG 0.77 0.81
ACt 0.74  0.75
MCG 0.61  0.65
MCt 050 042
NCG 0.89 0.96
NCt 0.72  0.96

Algoritmo

a distribuicdo geradora de candidatos para os pardmetros thresholds, que tem por
caracteristica definir os thresholds no intervalo [0,1]. A distribui¢do de Dirichlet,
proposta por Nandran e Chen (1996) é uma distribuicao conjugada da multinomial,
0 que caracterizou ser uma distribui¢do mais adequada que a distribuicao normal
para a amostragem dos thresholds.

A acelaracdo no processo de convergéncia promovido pelos algoritmos
NCG e NCt pode ser melhor entendido observando a figura (6), que ilustra a tra-
jetodria da cadeia do segundo threshold para o delineamento STS, apresentado na
figura 5. Podemos observar que o algoritmo adaptado de Nandran e Chen (1996)
necessita de poucas interagdes para obter uma cadeia estaciondria e independente.

Os resultados obtidos no processo de simula¢do corroboram com 0s en-

contrados por Nandran e Chen (1996) quanto a melhoria no processo de con-
vergéncia com o uso da distribuicdo de Dirichlet para amostragem dos thresholds
e a sua reparametrizacdo. As simulagdo também demonstraram que os algoritmos
NCG e NCt podem ser utilizados em diversas situa¢des experimentais, para analise
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de modelos mistos, obtendo estimativas precisas, tanto para a posteriori dos efeitos
fixos, aleatdrios, componentes da varidncia e valores preditivos.
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Figura 6 Trajetéria da cadeia para um exemplo simulado no delineamento STS
com p = 0.2, com burn=0, jump=0 e tamanho final da cadeia igual a
4000 para o threshold 2 com distribui¢do simétrica, assimétrica e uni-
forme para a varidvel resposta
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5 UM EXEMPLO DE APLICACAO

Com o presente experimento objetivou-se avaliar a resisténcia de 66 familias
de tomateiro a requeima. O delineamento utilizado foi de blocos incompletos,
sendo cada bloco constituido por 33 plantas, sendo 10 repeticdes por familia, to-
talizando 20 blocos. As avaliacdes da severidade da doenca foram realizadas sem-
analmente durante 54 dias. A escala de avaliagdo da severidade da doenga possuia
6 categorias, sendo que cada categoria representa 1%, 5%, 10%, 16%, 32% e 50%
de severidade da doenca (CORREA; BUENO-FILHO; CARMO, 2009). O mod-
elo adotado para anélise do experimento foi parcela subdividida no tempo, onde
as parcelas sdo os blocos incompletos casualizados e as subparcelas sdo as ob-
servacoes no tempo dentro de cada planta. A anélise inicial para os 6 algoritmos
utilizados no presente estudo, se deu com uma cadeia inicial de 4000 iteragdes
e analisada pelo teste de Raftery e Lewis para obtencdo do tamanho de amostra
ideal. A partir da amostra estimada pelo teste de Raftery e Lewis foram geradas
duas cadeias para cada algoritmo e aplicado o teste de Gelman e Rubin para avaliar
a convergéncia das amostras. O fator de Bayes Jeffreys (1961) foi aplicado entre
os modelos com distribuicdo acumulada Normal e t-Student para verificar evidén-
cias sobre a superioridade de um modelo em relagdo ao outro na estimagdo dos
parametros. Para o cdlculo da estimativa do fator de Bayes, foi gerada uma cadeia
para cada modelo com um descarte inicial de 100 iteracdes, salto de 10 iteracdes
e um numero efetivo de iteragdes de 4000. O fator de Bayes foi obtido conforme
Gelman et al. (2003) utilizando a estimativa média para a log-verossimilhanga
da distribuicdo a posteriori. As andlises do experimento foram realizadas uti-
lizando um computador com processador Core(TM)i7-2600 de 3.4GHz com 16
Gb de memdria RAM. Na tabela (4) sdo apresentados os pardmetros estimados
e os pardmetros utilizados no processo de amostragem, como o descarte inicial

(Burn), o salto (Jump) e o nimero de iteragdes efetivas (Iter).
Podemos observar que os algoritmos propostos por Kizilkaya et al. (2003)

apresentaram os menores tempo de processamento e o algoritmo ACt apresentou o
maior tempo de processamento, mas, para os parametros de descarte inicial, salto
e nimero efetivo de iteracdes ndo houve grandes diferencas entre os algoritmos
avaliados. Apesar do processo de simulag@o indicar um menor tempo de proces-
samento para os algoritmos NCG e NCt, no presente experimento apenas o algo-
ritmo ACt apresentou um tempo muito superior aos demais, sendo uma diferenca
de aproximadamente 93 vezes a mais no tempo de processamento. Apesar das
menores estimativas apresentadas pelos algoritmos NCG e NCt para a varidncia
genotipica, a correlacdo intraclasse estimada para os gendtipos foi maior nestes al-
goritmos (tabela 4). Os resultados das estimativas da correlag@o intraclasse para os
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Tabela4 Parametros do processo de iteragdo apds aplicacdo do teste de Raftery
e Lewis para a obtencdo da amostra ideal e pardmetros dos modelos a
partir da amostra ideal.

ACG ACt MCG MCt NCG NCt
LogVeros. -4813.46 -5072.754 -4302.46.16 -4701.44 -7095.68 -6801.88
Ooen 0.137 0.127 0.198 0.141 0.059 0.059
of 0.028 0.052 0.031 0.029 0.036 0.026
o2, 1.00 1.00 1.00 1.00 0.16 0.11
Pgen 0.12 0.11 0.16 0.12 0.26 0.34
Burn 688 698 333 31 6 194
Jump 37 45 96 1 9 66
Tempo (min.) | 2.17 192.68 1.68 41.31 2.60 194.76

gendtipos, ndo apresentaram valores semelhantes entre todos os algoritmos, ape-
sar da priori utilizada para os componentes da variancia ter sido a mesma priori
informativa usada nas simulacdes.

A estimativa do fator de Bayes foi aproximadamente igual a 1 entre as com-
paracdes dos modelos com distribui¢do normal acumulada e os modelos com a
distribuicao t-Student acumulada, evidenciando que ambas distribui¢des apresen-
taram desempenho semelhante.

ACG Act MCG

Severity (%)

T T T T T T T T T T T T T T T
0O 10 20 30 40 50 O 10 20 30 40 50 O 10 20 30 40 50

Time (days)

Figura7 Valores preditos para os 66 gentétipos de tomate quanto a resisténcia
da requeima nos 6 algoritmos utilizados para anélise
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Apesar das diferengas entre os tempos de processamento e parametros para
convergéncia dos algoritmos, ndo houve diferencas no ordenamento dos genétipos
quanto a resisténcia da doenga, indicando que a predi¢do entre os algoritmos foi
semelhante. A figura (7) apresenta a predi¢do dos 66 gentétipos quanto a resistén-
cia a doenca nos algoritmos utilizados para andlise. E a figura (8) apresenta a
predicdo e o intervalo HPD para o genétipo mais resistente (gendtipo 62), para
um gendtipo com resisténcia moderada (gendtipo 10) e um gendtipo suscetivel a
doenca (genétipo 2)

Genotype 2 = - - - Genotype 10 «------ Genotype 62 - =---

30 -

20

Severity

10 H

o 10 20 30 40 50
Time (days)

Figura 8 Valores preditos para 3 gendtipos com diferentes niveis de resisténcia a
doenga. A linha continua indica o intervalo HPD em relacdo ao valor
predito para a severidade
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6 CONCLUSAO

A proposta de extensdo do algoritmo de Nandran e Chen (1996) para
andlise de modelos mistos é uma alternativa mais rédpida que os algoritmos apre-
sentados por Albert e Chib (1993) e Kizilkaya et al. (2003), nas diversas situagdes
experimentais simuladas. Os resultados observados nas simulacdes e no exemplo
de aplicacdo ndo evidenciaram diferencas entre o uso da distribuicdo Gaussiana ou
t-Student, indicando que a distribuicio Gaussiana, mesmo em experimentos com
um nimero pequeno de amostras pode ser utilizada.
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ARTIGO 2 Bayesthresh: library para analise de dados categorizados via in-
feréncia Bayesiana

RESUMO

A biblioteca Bayesthresh desenvolvida para o ambiente de programacao
R consiste na implementag@o dos algoritmos descritos por Albert e Chib (1993)
(AC), Cowles (1996) (MC) e Nandram e Chen (1996) (NC) para andlise bayesiana
de dados categorizados ordinais. Foram também implementadas modificacdes
deste algoritmos como as propostas por Silva (2008) (NCG, NCt) e Silva e Bueno
Filho (2010) (ACt). A biblioteca apresenta uma estrutura flexivel para andlise
de modelos lineares em que se possa considerar efeitos aleatérios (assumindo
uma distribuicdo a priori comum). E possivel especificar os hiperparimetros das
prioris para as componentes da varidncia, sendo que para os algoritmos NCG e
NCt é também preciso especificar a priori para a variincia do erro no trago latente.
Estruturas de matrizes de variancia para os efeitos aleatdrios podem também ser
incluidas. Algumas possibiidades de andlise sdo apresentadas em um exemplo.
Utilizamos nesta ilustracdo um experimento da andlise sensorial de conservas de
banana desidratadas sob diferentes concentracdes de agucar, descrito em Silva
(2008).

Palavras-chave: Modelos mistos. Andlise bayesiana. Andlise de limiar. Biblioteca
R.
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ABSTRACT

Bayesthresh is a library developed for the R statistical programing en-
vironment. It implements algorithms to Bayesian analysis of ordinal categori-
cal data described by Albert and Chib (1993) (AC), Cowles (1996) (MC) and
Nandram and Chen (1996) (NC). Modifications of those algorithms as described
by Silva (2008) (NCG, NCt) and Silva and Bueno Filho (2010) (ACt) were also
implemented. The library brings a flexible structure for analysing linear mixed
models assuming common prior distributions for random effects. It is also pos-
sible to specify hyperparameters for variance components. For the NC and NCt
algorithms, hyperparameters for error variance in liability scale are also needed.
Covariance structures for random effects can also be modeled. Some analyti-
cal possibilities are presented in an example from sensory analysis of dehydrated
sweet banana produced with different sugar content, described by Silva (2008).

Keywords: Bayesian analysis. Mixed models. Threshold models. R package.
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1 INTRODUCAO

Em diversas 4reas do conhecimento hd presenca de dados categorizados,
como por exemplo, na ciéncia dos alimentos com o uso da escala hedonica para
avaliacdo de atributos sensoriais (PIEPHO; KALKA, 2003), na genética quantita-
tiva animal (SORENSEN et al., 1995), na fitopatologia com as escalas diagramati-
cas para quantificagio de doencas (CORREA; BUENO-FILHO; CARMO, 2009),
entre outras. Diversos métodos de andlises sdo propostos para tais varidveis (AL-
BERT; CHIB, 1993; KIZILKAYA et al., 2003; MCCULLOGH; SEARLE, 2001;
PIEPHO; KALKA, 2003; SORENSEN et al., 1995). Dentre as diversas metodolo-
gias propostas, temos os métodos de Monte Carlo via Cadeias Markov (MCMC),
que fornecem uma estratégia para marginalizar os efeitos aleatdrios, sendo con-
siderados robustos (BROWNE; DRAPER, 2006b). Uma alternativa de analise
utlizando os métodos MCMC € o uso de modelos thresholds mistos, na qual uma
variavel latente, com distribui¢ao continua € especificada de forma que a resposta é
observada em uma dada categoria se o valor desta varidvel estd entre os limites que
definem tal categoria (ALBERT; CHIB, 1993). A literatura disponibiliza diversos
algoritmos para andlise de modelos thresholds mistos, podendo esses algoritmos
serem divididos em trés grupos (tabela 5). O primeiro grupo utiliza a amostragem
de Gibbs a partir da distribui¢do a posteriori conjunta para gerar os parametros
thresholds, o segundo e o terceiro grupos utilizam o algoritmo Metropolis-Hastings
(MH), sendo que um grupo utiliza a distribui¢do Gaussiana como geradora de can-
didatos e o outro grupo utiliza a distribuicdo Dirichlet como geradora de candidatos
para os parametros thresholds.

Tabela 5 Algoritmos encontrados na literatura para andlise de modelos thresh-
olds mistos e seus respectivos processos de amostragem para obtenc¢ao
dos parametros thresholds.

Amostragem  Varidvel latente Autores Algoritmo
Gibbs Gaussiana Sorensen et al. (1995) ACG
t-Student Silva e Bueno-Filho (2010) ACt
. Gaussiana Kizilkaya et al. (2003) MCG
MH+Gaussiana o qeng Kizilkaya et al. (2003) MCt
.. Gaussiana Silva (2008) NCG
MH+Dirichlet o\ dent Silva (2008) NCt

Apesar da existéncia de diversos algoritmos para andlise de modelos thresh-
olds mistos, problemas como a presenca de forte aucorrelagdo das amostras ger-
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adas durante o processo MCMC, afeta o desempenho dos algoritmos, necessi-
tando de longas cadeias para que ocorra a convergéncia dos parametros estimados
(ALBERT; CHIB, 1993; KIZILKAYA et al., 2003). Atualmente, temos diversos
softwares que realizam a andlise de modelos thresholds, WinBUGS (SPIEGEL-
HALTER; THOMAS; LUNN, 2003), MLwiN (BROWNE, 2011), glmmBUGS
(BROWN, 2010) e MCMCglmm (HADFIELD, 2010), porém, nenhum destes pos-
sui a implementacdo dos algoritmos adaptados de Nandran e Chen (1996) para
modelos thresholds mistos e os demais algoritmos da tabela (5) em um tnico pa-
cote. Os algoritmos de Nandran e Chen (1996) adaptados para modelos mistos
surgem como uma alternativa para o problema de autocorrelacdo das amostras,
resultando em menor tempo de processamento, além da flexibilidade quanto a var-
iancia do erro no traco latente (0'2), que tem como priori a distribuigio gamma
inversa. O pacote Bayesthresh estd disponivel em Comprehensiva R Archive Net-
work em http://CRAN.R-project.org/package=Bayesthresh.

Neste artigo nds faremos um breve resumo sobre os algoritmos adaptados de Nan-
dran e Chen (1996) para modelos mistos quanto a estratégia de estimac¢do. Poucos
resultados sdo apresentados e informagdes adicionais podem ser obtidas consul-
tando as referéncias da tabela (5). Temos como principal objetivo apresentar um
pacote para andlise de modelos thresholds mistos utilizando inferéncia Bayesiana
que seja rdpido e de uso fécil para an’alises em diversas dreas do conhecimento.
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2 O SOFTWARE

A ilustracdo do uso do software serd realizada com um conjunto de dados
de andlise sensorial apresentado no artigo de Silva e Bueno-Filho (2010), cujo o
interesse era de avaliar diferengas sensoriais em amostras de bananas desidratadas
em 3 concentracdes diferentes de sacarose, sendo 30%, 40% e 50%. A escala
ordinal apresentava 9 valores, que variavam de 1 a 9. Para o presente experimento,

36 consumidores entre criancas e adultos foram consultados.
R> library(Bayesthreshg

2.1 Notacao

A insercdo dos termos no modelo pode ser realizada com fatores e var-
idveis numéricas nos efeitos fixos e aleatérios (2.39). Nao ha limites para o nimeros
de efeitos aleatdrios a serem incluidos no modelo, sendo que cada efeito aleat6rio
resulta em um componente da varidncia. A varidvel resposta fica a esquerda do
operador ~ e os demais termos separados por ‘+’. Os efeitos aleatérios séo es-
pecificados do lado direito de uma barra vertical ’I’. A biblioteca segue a notacdo
Wilkinson e Rogers (1973). Efeitos aninhados podem ser inseridos com o oper-
ador *\’ tanto nos efeitos fixos como nos efeitos aleatérios e interagdes com o
operador **’, interagdes entre efeitos aleatdrios devem ser indicados com ’:’.

Y ~ fized; + - - - + fized, + (1|random;) + - - - + (1|random,,)

2.2 Argumentos

A fun¢do Bayesthresh é provida dos algoritmos descritos na tabela (5),
com interesse nas estimativas dos efeitos aleatérios e componentes da variancia,
sendo possivel a insercdo de estruturas de varidncias para os efeitos aleatdrios.

Para o exemplo utilizado, os niveis de sacarose serdo analisados como fatores.
R> model <- Bayesthresh(cor ~ Sacarose + (1|Consumer),

+ data = sensory, Write=TRUE,
+ algor = list(algorithm = 'NC', link='Gaussian'),

+ burn = 50, jump = 5, ef.iter = 4000)

Nas préximas secoes iremos descrever os principais argumentos da func¢éo
Bayesthresh, como a inser¢cdo de uma matriz de variancias (A) para os efeitos
aleatérios, os parametros das prioris para os componentes da variancia (02) e var-
iancia residual (c2), os algoritmos a serem utilizados e os parimetros do processo

de amostragem.
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2.3 Estrutura da matriz dos efeitos aleatorios (A)

A insercdo de uma matriz de variancias para os efeitos aleatorios ndo é
realizada de forma direta. A matriz deve ser construida com o auxilio da func¢do
kinship() que estd presente no pacote kinship2 (THERNEAU et al., 2011), que
retorna a matrix descrita por Henderson (1976), que representa a correlagdo estru-
tural entre os efeitos aleatdrios, sendo por padrao A = I,

2.4 Prioris e algoritmos

Temos como pardmetros para as posterioris de o2 e o2 uma distribuicio

gamma inversa, que deve ser especificada no argumento priors, sendo definido
como uma lista. A lista deve conter os argumentos 7w € su que indicam respec-
tivamente, os pardmetros de forma e escala para os componentes da varidncia. Os
argumentos dre e dse sdo os pardmetros da gamma inversa para o erro no trago
latente, que deve ser especificado apenas para os algoritmos NCG e NCt.

R> priors = list(ru = 10, su = 2, dre = 20, dse = 5)

E importante salientar que os algoritmos ACG, ACt, MCG, MCt apre-
sentam variancia do erro no traco latente igual a 1, por isto, ndo h4 necessi-
dade de especificar a variancia do erro no traco latente (SORENSEN; GIANOLA,
2002) . Por padrio, temos como pardmetros para o2 e o2, uma GI ~ (10,2) e
GI ~ (20,5), respectivamente, cuja a frequéncia no processo de amostragem ¢é
apresentado na figura (9). A especificagdo do algoritmo utilizado e da distribui¢io
da variavel latente € feita com o algoritmo algor, que é uma lista. O argumento
algor deve conter os objetos algorithm e link, sendo o primeiro a indicagdo do
algoritmo e o segundo a especificagdo da distribui¢do da varidvel latente. A tabela

(6) apresenta as especificagdes dos algoritmos e suas prioris.

R> algor = list(algorithm="'NC', link='Gaussian')

2.5 Parametros do processo de amostragem

Os parametros do processo de amostragem sio definidos pelos argumentos
burn que indica o descarte inicial da cadeia, o jump que representa o salto entre
as iteracdes e o ef.iter que indica o nimero efetivo de iteracdes apds o descarte
inicial e o salto entre as iteracdes. Por padrio, o valor inicial para o burn, jump e
ef.iter é 25, 5 e 4000, respectivamente.
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GI=(10,2) GI=(20,5)

1500 — -

1000 — -

Frequencia

500 — o

02 04 06 08 10 0.2 0.4 0.6 0.8

Figura9 Frequéncia das prioris utilizadas como padrio no processo de
amostragem

Tabela 6 Identificag@o dos algoritmos e dos pardmetros das prioris utilizadas para
o processo de andlise.

Algorithm Link o2 ol
ACG Gaussian GI ~ (ru,su) 1
ACt t GI ~ (ru,su) 1
MCG Gaussian GI ~ (ru,su) 1
MCt t GI ~ (ru,su) 1
NCG Gaussian  GI ~ (ru,su) GI ~ (dre,dse)
NCt t GI ~ (ru,su) GI ~ (dre,dse)
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3 EXEMPLO DE ANALISE

O conjunto de dados utilizado por Silva e Bueno-Filho (2010) serd uti-
lizado para ilustrar o uso do pacote. O experimento teve como objetivo avaliar
amostras de banana desidratada com trés concentragdes diferentes de agticar, sendo
30%, 40% e 50%. Foi utilizado uma escala ordinal de 9 categorias que variava de
1 a 9. Para este exemplo, 36 consumidores entre criancas e adultos foram consul-
tados.

Para ilustrar as diferencas entre os algoritmos implementados, iremos con-
siderar os algoritmos AC, M C e NC utilizando a distribui¢do Gaussiana para a
varidvel latente. Uma andlise inicial para determinar o descarte inicial (burn) e a
dependéncia da cadeia (jump) serd realizada com 4000 iteracdes totais e aplicado
o teste de Raftery e Lewis (RAFTERY; LEWIS, 1992).

R> # Algoritmo padr\~ao (NAMDRAM;CHEN, 1996)

R> modelNC<- Bayesthresh(cor ~ Sacarose+(1|Consumer),
+ Write=TRUE, burn = 0, jump = 1)

R> # Algoritmo de Albert e Chib (1993)

R> modelAC<- Bayesthresh(cor ~ Sacarose+(1|Consumer),
+ Write=TRUE,

+ algor=list(algorithm='AC', link='Gaussian'),

+ burn =0, jump = 1)

R> # Algoritmo de Cowles (1996)

R> modelMC<- Bayesthresh(cor ~ Sacarose+(1|Consumer),
+  Write=TRUE,

+ algor=list(algorithm='MC', link='Gaussian'),

+ burn =0, jump = 1)

3.1 Saidas

O sumdrio das fun¢do Bayesthresh apresenta a Deviance do modelo,
a verossimilhaga marginal, a média a posteriori dos componentes da varidncia e
efeitos fixos, os parametros do processo de amostragem e o tempo de processa-
mento, em segundos. O desvio-padrao das médias a posteriori também sao lis-
tadas. A cadeia do processo de amostragem sé serd armazenada caso o argumento
Write seja definido como TRUE, Write = T RU E, caso contrario a cadeia ndo
serd armazenada.
R> summary(modelNC)
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Threshold model with algorithm NC and link Gaussian
Formula: cor ~ Sacarose + (1 | Consumer)

Deviance: 312.7847

Marginal Log-likelihood:
Post. mean Post.std.dev
-156.3923 4.262392

Random effects:

Post.variance Post.std.dev
Consumer 0.2110930 0.07024418
Residuals 0.4627787 0.07458932

Fixed effects:

Estimate Std. Dev
(Intercept) 1.0296664 0.1620369
Sacarose40 -0.1940975 0.1833103
Sacarose50 -0.1669788 0.1805000

Iteraction Control:
Burn = 0 , Jump = 1 , Iteraction = 4000
Time elapsed 14.466 seconds

A manipulacdo das cadeias geradas durante o processo de amostragem
pode ser realizada com o auxilio do pacote coda Plummer et al. (2006), que pos-
sui diversas fungdes para manipular cadeias geradas por processos MCMC. Para
ilustrar as diferencas entre as cadeias geradas para os thresholds, nos diferentes
algoritmos utilizados para andlise, iremos destacar o threshold 4 (Figura 2).

A cadeia armazenada por ser extraida com a funcdo M C' M C'sample, que
retorna uma lista com 3 elementos, sendo um que armazena o vetor da posteriori
dos pardmetros estimados, outro elemento que armazena a posteriori dos com-
ponentes da variincia e o terceiro que armazena os pardmetros dos thresholds
amostrados.

R> chainAC <- MCMCsample(modelAC)
R> chainMC <- MCMCsample(modelMC)
R> chainNC <- MCMCsample(modelNC)

As diferencas no comportamento das cadeias dos pardmetros amostrados,
pode ser observada no teste de Raftery e Lewis para diagndstico da cadeia. Apli-
cando o teste, na cadeia a posteriori da analise considerando o algoritmo NC, e
lembrnado que os thresholds, deste algoritmo, ficam limitados entre O e 1, temos:
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Figura 10 Traco e densidade da cadeia amostrada dos algoritmos AC, MC e NC

para o threshold 4

R> round(chainNC[[3]][1:3,],3)
[,5]
0 0.014 0.021 0.022 0.082 0.263 0.455
0 0.018 0.025 0.026 0.060 0.206 0.349

0 0.002 0.002 0.032 0.103 0.171 0.404
Aplicando o teste na cadeia dos thresholds, temos:
R> raftery.diag(mcmc(
+ chainNC[[3]][,-c(1,ncol(chainNC[[3]]))]))
Quantile (q) = 0.025

[,1]

(1,1
[2,]
(3,1

Accuracy (r)
Probability (s) = 0.95

[,2]

[,3]

+/- 0.005

Burn-in Total

(M) (N) (Nmin)
4 5167 3746
5 5797 3746
5 5747 3746
4 4753 3746
4 4753 3746
4 5277 3746

(2003).

[,4]

e N S

1

41

[,6]

Lower bound Dependence
factor (I)
.38
.55
.53
.27
.27

[,71 [,8]

1
1
1

Ap6s o teste de Raftery e Lewis, obtemos duas cadeias vélidas para avaliar
a convergéncia dos pardmetros com o teste de Gelman e Rubin Gelman et al.
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chainNCl<- Bayesthresh(cor ~ (1|Consumer)+Sacarose,
data=sensory,

Write=TRUE, burn=5, jump=2, ef.iter=4000)
chainNC2<- Bayesthresh(cor ~ (1|Consumer)+Sacarose,

data=sensory,
Write=TRUE, burn=5, jump=2, ef.iter=4000)

Aplicando o teste de Gelman e Rubin para testar convergéncia.
chainTheta <- gelman.diag(mcmc.list(mcmc(
MCMCsample(chainNC1)[[1]]),
mcmc (MCMCsample(chainNC2)[[1]])))
chainVari <- gelman.diag(mcmc.list(mcmc(
MCMCsample(chainNC1)[[2]]),
mcmc (MCMCsample (chainNC2)[[2]])))

E importante lembrar que os algoritmos NCG e NCt possuem os thresh-

olds limitados entre O e 1, por isso a necessidade de exclui-los do teste de diagnds-
tico de convergéncia de Gelman e Rubin.

R>
+
+
R>

chainThresh <- gelman.diag(mcmc.list(mcmc(
MCMCsample(chainNC1)[[3]][,-c(1,8)]),
mcmc (MCMCsample(chainNC2) [[3]][,-c(1,8)])))
chainThresh

Potential scale reduction factors:

(1,
[2,
(3,
(4,
(5,
(6,

Point est. Upper C.I.
1.00
.00
.00
.01
.00
.00

]
]
]
]
]
]

e e
e

Multivariate psrf
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3.2 Efeitos fixos e aleatorios

A média a psoteriori dos efeitos fixos pode ser obtida com o comando
coef, ou seu sindnimo coe f ficients. Intervalos de credibilidade HPD para a pos-
teriori dos efeitos fixos podem ser obtidos com o argumento H P Dinterval =
TRUF, que por padrdao é FALSE.

R> coef(chainNC2, HPDinterval=TRUE)
$Coefficients

Estimate Std. Dev
(Intercept) 1.0310335 0.1548962
Sacarose40 -0.2009396 0.1800662
Sacarose50 -0.1692107 0.1791730

$HPD.interval
lower upper

(Intercept) 0.7436855 1.3452706
Sacarose40 -0.5513032 0.1524372
Sacarose50 -0.5299764 0.1812917
attr(,"Probability")
[1] 0.95

Um sumadrio da média a posteriori dos efeitos aleatorios pode ser obtido
com a fun¢do random.e f fects e o comando plot apresenta a média a posteriori e
os intervalos de credibilidade pivotal e HPD, sendo o padrio os intervalos pivotal
para as médias a posteriori (Figura 3). Para plotar intervalos de credibilidade HPD,
o argumento interval deve ser definido como 'hpd’, por padrio é 'con fidence'.
R> aleat <- random.effects(chainNC2, HPDinterval=TRUE)

Os valores preditos podem ser obtidos pela funcio predict.
R> predict(chainNC2)

3.3 Fator de Bayes

Comparagdes entre 2 modelos podem ser realizadas com o uso do Fator
de Bayes, conforme (GELMAN et al., 2003), o qual de forma geral é dado por:

_pIM;) [ p(yl0:i, Mi)pi(6:] M;)do

B;; = =
T p(yIMy) [ p(yl6;,M;)p; (65 M;)de
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R> plot(aleat, interval="hpd", main="HPD interval")

HPD interval

0.82 1.33
| |

0.32
|

Mean
!

-0.18

-0.68

-1.18

L N I O I B
1 21 4 10 22 3 2 31 24 34 17 11 25 7 13 15 23 20

Index

Figura 11 Meédia a posteriori dos efeitos aleatdrios para os Consumidores e 0s
intervalos de credibilidade HPD

em que p(y|M;) e p(y|M;) é a probabilidade marginal do respectivo modelo. A
obtencdo da probabilidade marginal é realizada com a amostra a posteriori, na
escala log. O estimador da marginal dos dados € a média aritmética dos valores de
verossimilhancga obtidos a cada ciclo do processo MCMC.

Para verificar se hé evidéncias de que um modelo apenas com a média geral ap-
resenta a mesma explicagdo que um modelo com a fonte de variag@Sacarose, nés
utilizamos o fator de Bayes conforme a sintaxe abaixo. Sendo que a média geral é
indicada por 1.

R> model2 <- Bayesthresh(cor ~ -1 + (1|Consumer),
+ data = sensory,
+ burn =5, jump = 2, ef.iter = 4000)

Aplicando o fator de Bayes nos modelos 1 e 2, temos:
R> Bayes. factor(chainNC1,model2, inter=TRUE)
Bayes factor for comparison two models

Model 1: cor ~ (1 | Consumer) + Sacarose
Model 2: cor ~ -1 + (1 | Consumer)
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Bayes factor
modell/model2 1.028316

Scale for interpretation of the Bayes factor

B_ij Evidence in favor of M_1
<1 negative (favor of M_2)
1 to 3 doubtfull
3 to 10 substantial
10 to 30 strong
30 to 100 very strong
>100 decisive
Jeffreys(1961)

Caso fossem detectadas diferengas entre os niveis de Sacarose, seria mais
adequado considerar tais niveis como varidvel continua e ajustar um modelo de
regressao.

O sumadrio da fun¢do Bayesthresh, tem por padrdo o argumento inter =
TRUEFE, que retorna um quadro auxiliar para interpretacdo do resultado do fator
de Bayes. Para suprimir o quadro, basta especificar inter = FALSE
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4 CONSIDERACOES FINAIS

Este artigo apresenta uma biblioteca em R para andlise de modelos thresh-
olds mistos utilizando o processo de Monte Carlo via Cadeias Markov de aproxi-
macdes numéricas para a distribuicio a posteriori dos pardmetros do modelo. Um
aspecto importante do pacote é a inclusdo de dois algoritmos cuja a variancia do
erro do trago latente é parametro do modelo, podendo ser amostrada com o uso de
uma distribui¢@o a priori gamma inversa. Além disso, permite a inclusdo de uma
matriz para estruturar os efeitos aleatorios. O pacote apresenta diversos algoritmos
com diferentes caracteristicas para andlises de dados categorizados de forma sim-
ples e rdpida. Informagdes tedricas sobre a implementacao dos algoritmos, podem
ser obtidas com maiores detalhes nas referéncias apresentadas na tabela (5).
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