7 1Ugin

UNIVERSIDADE FEDERAL DE LAVRAS

MARCEL IRVING PEREIRA MELO

MODELAGEM DE PREMIOS DE SEGUROS DE
AUTOMOVEIS VIA APROXIMACAO DE LAPLACE
ANINHADA INTEGRADA (INLA)

LAVRAS - MG
2016



MARCEL IRVING PEREIRA MELO

MODELAGEM DE PREMIOS DE SEGUROS DE AUTOMOVEIS VIA
APROXIMACAO DE LAPLACE ANINHADA INTEGRADA (INLA)

Dissertacdo apresentada a Universidade Federal
de Lavras, como parte das exigéncias do Programa
de Pés-Graduacdo em Estatistica e Experimenta-
¢do Agropecudria, drea de concentracao em Esta-
tistica e Experimentacdo Agropecudria, para a ob-
tencdo do titulo de Mestre.

Orientador
Dr. Jadlio Silvio de Sousa Bueno Filho

LAVRAS - MG
2016



Ficha catalografica elaborada pelo Sistema de Geracao de Ficha
Catalografica da Biblioteca Universitaria da UFLA, com dados
informados pelo(a) préprio(a) autor(a).

Mélo, Marcel Irving Pereira.

Modelagem de prémios de seguros de automdveis via Aproximacao
de Laplace Aninhada Integrada (INLA) / Marcel Irving Pereira Mélo. —
Lavras : UFLA, 2016.

100 p.

Dissertacao (mestrado académico) — Universidade Federal de Lavras,
2016.

Orientador: Jilio Silvio de Sousa Bueno Filho.

Bibliografia.

1. Distribuicdo Gama 2. Modelos Espaciais 3. Modelos Gaussianos
Latentes 4. Seguros de Automoveis . I. Universidade Federal de Lavras.
II. Titulo.




MARCEL IRVING PEREIRA MELO

MODELAGEM DE PREMIOS DE SEGUROS DE AUTOMOVEIS VIA
APROXIMACAO DE LAPLACE ANINHADA INTEGRADA (INLA)

Dissertacdo apresentada a Universidade Federal
de Lavras, como parte das exigéncias do Programa
de Pés-Graduacdo em Estatistica e Experimenta-
¢do Agropecudria, drea de concentracao em Esta-
tistica e Experimentacdo Agropecudria, para a ob-
tencdo do titulo de Mestre.

APROVADO em 01 de abril de 2016.
Dra. Izabela Regina Cardoso de Oliveira UFLA

Dr. Leandro Ferreira UNIFAL-MG

Dr. Julio Silvio de Sousa Bueno Filho
Orientador

LAVRAS - MG
2016



AGRADECIMENTOS

Ao professor Jilio Silvio de Sousa Bueno Filho, pela orientagao, pelos en-
sinamentos, incentivos, confianga e por ser um profissional exemplar e consciente

do seu papel na construc¢do da ciéncia.

Ao professor Reinaldo Antdnio Gomes Marques pelos ensinamentos, su-
gestdes, criticas, incentivos, confianca e todo auxilio oferecido para a realizacio

do trabalho, sempre disposto a ajudar.

Aos professores Danilo Machado Pires, Leandro Ferreira, Luiz Alberto
Beijo e Izabela Regina Cardoso de Oliveira pelos ensinamentos, contribui¢des, su-

gestdes e criticas.

A minha mae Neusa e meu pai Osvaldo, sempre dedicados na minha edu-
cacdo e formacdo humana, serei eternamente grato pelo amor, carinho e esfor¢o

que tiveram por mim.
Aos meus irmaos Roger e Rafael pela a amizade e respeito.

A minha noiva Renata, pelo amor, carinho, dedicacdo, companheirismo,
respeito e por todos esses anos que compartilharmos juntos. Pelas sugestdes, criti-

cas e auxilios para a realizacdo do trabalho.

A minha segunda familia, meu sogros Sebastido e Maria de Fitima e meus

cunhados Renan e Rosana, pela hospitalidade, pela amizade, respeito e apoio.

Aos professores do Programa de Pés Graduacdo em Estatistica e Expe-
rimentagdo Agropecudria, em especial, aos professores Daniel, Devanil, Lucas,

Augusto, Marcio e Thelma.

Aos meus colegas da Pés, Guilherme, Kelly, Janaina, Lilian, Carlos, Hen-

rique.



Aos funciondrios do DEX, sempre dispostos a ajudar e auxiliar no que for

necessdrio, em particular, 2 Nadia e a Jose.

Aos professores do ICSA da UNIFAL-MG, em especial, os professores

Léo, Marcal, Deive, Gislene, Luciene, Leticia e Pamila.

Aos meus professores do ensino fundamental Nélson, Jodo Grilo, Afonso

e Mauricio que me ensinaram e sempre me incentivaram a estudar.

A CAPES, pelo apoio financeiro e por contribuir com o desenvolvimento

da pesquisa e conhecimento.

A todas as pessoas que de algum modo me ajudaram para que eu pudesse

concluir o mestrado, 0 meu muito obrigado!



RESUMO

Nessa dissertacdo de mestrado, € realizada a anélise bayesiana para dados
de seguro de automdveis utilizando modelos que pertencem a uma classe denomi-
nada de modelos gaussianos latentes. Tais modelos englobam os modelos lineares
generalizados e mistos e podem assumir diversas estruturas, como por exemplo,
temporais, espaciais e espaco-temporais. Para a estimacao das distribuicdes margi-
nais a posteriori utiliza-se a Aproximacao de Laplace Aninhada Integrada (INLA),
um veloz algoritmo deterministico para inferéncia bayesiana com aplicag@o nestes
modelos. A selecdo de modelos foi baseado no Deviance Information Criterion
(DIC) e na pseudo log-verossimilhanca marginal (LPML) que mede a qualidade
preditiva do modelo e é baseada na ordenada da densidade preditiva condicional
(CPO). Para verificar a calibragdo do modelo, um histograma da transformacgdo
integral de probabilidade (PIT) € construido, a fim de verificar a uniformidade dos
dados. a luz dos resultados, conclui-se que condutores do sexo masculino, em
média, pagam um prémio maior que condutores do sexo feminino. De forma ané-
loga, condutores mais jovens pagam, em média, um prémio maior que condutores
mais experientes. Destaca-se ainda que, os modelos que melhor descrevem os
dados contém efeitos agrupados (aleatérios) e que, dentre estes, 0S mais precisos
incluem efeitos espaciais.

Palavras-chave: Distribuicio Gama, Modelos Espaciais, Modelos Gaussianos La-
tentes, Seguro de Automaoveis.



ABSTRACT

In this dissettation we carried out Bayesian analysis for auto insurance
data using latent Gaussian models. Such class of models include generalized li-
near (mixed) models and can take various structures, such as temporal, spatial
and spatiotemporal. To evaluate the marginal posterior distributions we use the
Integrated Nested Laplace Approximation (INLA). This is a fast deterministic al-
gorithm for Bayesian inference with direct application to latent Gaussian models.
Model selection was based on Deviance Information Criterion (DIC) as well as
the log pseudo marginal likelihood (LPML) that measures the predictive quality
of the model and is based on the conditional predictive density ordinate (CPO). To
check the model calibration, a histogram of probability integral transform (PIT)
was drawn in which we verify the uniformity of the data. In view of the results to
drivers premium, we conclude that males pay a higher premium than females, on
average. Similarly, youngers pay on average a higher premium than more experi-
enced drivers. We also emphasize that the model that best adjust to data, includes
grouping (random) effects, and those are best modelled including spatial effects.
Keywords: Automobile Insurance, Gamma Distribution, Gaussian Latent Models,
Spatial Models.



Lista de Figuras

A W NN =

10

11

12

13

Evolucdo do Prémio Direto Anual . . . . ... ... ... ....
Principais segmentos do seguro-2013 . . . . .. ... ... ...
Box-Plot do Prémio Médio Estratificado por Sexo do Condutor . .
Propor¢ao do nimero de sinistros (a esquerda) e do valor total
pago em indenizacgdes (a direita) por sexo do condutor, entre os
anosde 2007 a2014. . . . . . ..o
Boxplot do prémio médio estratificado por faixa etdria . . . . . .
Dispersao entre os valores médio do Prémio de 2007 a 2014
Evolucdo do prémio médio de seguros de automoveis entre 0s anos
de2007a2014 . . . ...
Histograma da transformacao integral de probabilidade . . . . . .
Dispersdo entre os valores médios dos prémios observados e os
valores médios dos prémios preditos . . . . . .. ... ...
Média a posteriori para os efeitos espaciais para cada estado do
Brasil (¢ = exp(u + v)) referente aos anos de 2007 a2014 . . . .
Probabilidade a posteriori p((x, > 1|y) para os efeitos espaciais
para cada estado do Brasil referente aos anos de 2007 a 2014 . . .
Tendéncia temporal da média a posteriori do valor médio do pré-

mio de seguro de automdveis no Brasil para os anos de 2007 a

Média a posteriori da interacdo espago-tempo d; para o valor mé-
dio do prémio de seguro de automéveis no Brasil para os anos de
200722014 . . . o



Lista de Tabelas

0 N N L AW

Elementos de algumas distribuicdes da familia exponencial . . . . 32

Funcdo Desvio para os principais Modelos Lineares Generalizados 38

Dados Seguros de Automéveis . . . . . .. ... ... 64
Componentes aleatdrios presentes nomodelo . . . . . ... ... 68
Medidas para a comparagdo e selecdo de modelos . . . . . . . .. 75
Resumo dos efeitosdomodelo VI . . . . .. ... ... ..... 76
Resumo dos efeitos domodelo VI* . . . . . ... ... ... ... 77

Resumo dos efeitos fixos (escala natural) do Modelo VI* . . . . . 77



SUMARIO

1 INTRODUCAO . . . o vttt ettt et e e eeenn 12
2 OSEGURO . . ... ittt ettt e e e e 15
2.1 Conceitoe Finalidade ... .................... 15
2.2 Evolucao, principios e estrutura do sistema de seguros no Brasil 17
2.3 Espéciesdeseguro . . . . . .. . v vt vttt vttt 19
24 Seguro de automévelnoBrasil . ................. 20
24,1 CalculodePrémio .............000 ... 23
3 MODELO LINEAR GENERALIZADO . ............ 25
3.1 Vantagens do Modelo Linear Generalizado Sobre Dados Trans-
formados . ......... ... . it 28
3.2 A Média e a Varidncia de um Modelo Linear Generalizado. . . 28
33 Estimacao via Maxima Verossimilhanca . . ... ........ 32
34 FuncdoDesvio .. ... ...... .00, 37
4 MODELO LINEARMISTO ................... 38
4.1 ModeloGeral . . . ... ... ...ttt 39
5 MODELO LINEAR GENERALIZADO MISTO ........ 41
5.1 ModeloGeral . . . ... ...ttt it 42
5.2 Critérios de Informacao para Selecio de Modelos . . . . .. .. 44
6 ESTATISTICABAYESIANA . . ... ....00vuuunn.. 45
6.1 Inferéncia Bayesiana Aproximada . ............... 49
6.1.1 AmostradordeGibbs ... ......... ... . 0000, 50
6.1.2 Metropolis-Hastings . ....................... 51
6.1.3 INLA: Aproximacao de Laplace Aninhada Integrada . . . . . . 52
6.1.3.1 AproximacdodeLaplace...................... 53

6.1.3.2 Modelos Gaussianos Latentes . . . . ... ... ..., 54



6.1.3.3 MetodologiaINLA .. ...........0.000icee... 56

6.2
6.2.1
6.2.2
7

8

8.1

9

Verificacao e Critérios de Selecaio do Modelo . ... ...... 60
Métodos Baseados na Distribuicao Preditiva . . . . . ... ... 61
Deviance Information Criterion (DIC) . . . . . ... ....... 62
MATERIAL EMETODOS . ... .......c.couon... 64
RESULTADOS . . . . ittt ittt et e e 70
Discusstes . . . . v v it i e e e e e e e e e e e 85
CONCLUSAO . .......iiiiiiiiinnnnnn. 86
REFERENCIAS .. ........c.iuniiniunennnn.n 88

APENDICE . . . o ot i e e e e e e e e e e e e e e e 95



12

1 INTRODUCAO

O seguro é um instrumento financeiro que permite ao segurado, mediante
0 pagamento de uma quantia fixa (prémio), transferir as consequéncias financeiras
de um possivel evento danoso (risco). No entanto, ainda que o seguro no Brasil tem
alcancado nimeros cada vez maiores- em 2013 a participacdo do seguro no PIB
foi de 3%, enquanto que em 2003 esse nimero era de 1,81%- ainda ndo atingiu
patamares como em paises desenvolvidos, por exemplo os Estados Unidos, em

2013, tiveram a participacao dos seguros em 8% do seu PIB.

O seguro de automédveis € um dos ramos mais relevantes do seguro e teve
seu desenvolvimento principalmente, depois que a Superintendéncia de Seguros
Privados (SUSEP) editou a Circular n.27 em 1986, conferindo mais liberdade para
as seguradoras, com a liberag¢do da tarifa de automdveis. Nesse periodo, ocorre-
ram quatro evolugdes importantes no ramo: correcio monetdria da importancia
segurada; implantacdo do cédigo de defesa do consumidor; servigos de assistén-
cia aos veiculo e passageiros; especificacdo das caracteristicas dos condutores na
precificacdo (PITA; DOMINGUEZ, 2011).

Modelos para precificacdo do prémio de seguros de automéveis tem sido
propostos e a ferramenta estatistica mais comum para este tipo de andlise de da-
dos foi por muitos anos a de modelos lineares generalizados (GLM) (ANTONIO;
BEIRLANT, 2007). O grande mérito dessa abordagem € a generalizacdo da varia-
vel resposta, que pode ser estendida para distribui¢cdes que pertengam a familia
exponencial. E o uso de GLM dentro do contexto atuarial se deve ao fato de
que, existe uma vasta aplicacdo dos modelos da familia exponencial na andlise
de risco, como por exemplo, a modelagem da frequéncia de sinistros através da
distribuicdes Binomial, Poisson, Binomial Negativa e severidade como a distri-
bui¢do Gama e Normal Inversa (DICKSON, 2010), (KAAS et al., 2008), (TSE, 2009),
(EMBRECHTS; KLUPPELBERG; MIKOSCH, 1997). Todavia, a andlise por modelos li-
neares generalizados requer a suposi¢cdo de uma amostra de varidveis aleatérias
independentes, o que geralmente nao € satisfeito para dados de seguros (DENUIT et
al., 2006), (SHI, 2016).
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Os modelos lineares generalizados mistos (GLMM), que sdo extensdes
dos modelos lineares generalizados com a inclusdo de efeitos aleatérios, surgem
como alternativa quando ndo ha independéncia, pois determinam a estrutura de
correlacdo entre as observacdes e podem modelar dados bindrios, de contagem,

assim como dados agrupados e dados longitudinais.

Uma forma de modelo mais geral pode ser ainda definida. Os modelos
gaussianos latentes sdo uma subclasse de modelos de regressao de estrutura adi-
tiva e englobam os modelos lineares generalizados (mistos), modelos com efeitos
espaciais, temporais, espaco-temporais, de maneira que tais modelos permitem

uma vasta quantidade de aplicacgdes.

Dentro do paradigma bayesiano, a informacdo trazida pelos dados, des-
crita pela funcdo de verossimilhanca, ¢ combinada com toda informacao dispo-
nivel a priori, especificada em uma distribuicdo a priori e resumida, via Regra
de Bayes, em uma distribuicdo a posteriori, que detém toda informacao descrita
pelo pardmetro de interesse. No entanto, na maioria das situacgdes, a distribuicao a
posteriori ndo possui forma fechada, de forma que métodos numéricos sdo neces-
sérios para a aproximacdo dessas distribui¢des. Os métodos mais tradicionais para
a aproximacdo das densidades marginais a posteriori sao os Métodos de Monte
Carlo via Cadeia de Markov (MCMC). Entretanto, no contexto de modelos gaus-
sianos latentes, tais métodos podem apresentar problemas, no que diz respeito, a

tempo de execucdo e convergéncia.

Como alternativa aos métodos MCMC, Rue, Martino e Chopin (2009) de-
senvolveram a metodologia INLA, nomeada como Aproximacao de Laplace Ani-
nhada Integrada, um algoritmo deterministico para inferéncia bayesiana com sua
aplicacdo voltada para os modelos gaussianos latentes e possuindo um custo com-

putacional bem inferior aos métodos MCMC.

Dessa forma, o objetivo geral desse trabalho é apresentar uma andlise
bayesiana de modelos gaussianos latentes para dados de seguro utilizando a meto-

dologia INLA. Os objetivos especificos sdo:

» Apresentar a metodologia INLA, bem como, modelos gaussianos latentes e
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alguns dos seus casos particulares;

* Comparar algumas das possiveis estruturas dos modelos gaussianos latentes,
a fim de selecionar o modelo que melhor descreve os dados de seguro de

automoveis.

* Mostrar que a andlise pratica de modelos complexos com dependéncia espa-
cial e muitos fatores pode ser feita de forma rapida utilizando o INLA dentro
do Software R (R Core Team, 2014).
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2 O SEGURO

2.1 Conceito e Finalidade

Segundo Bowers et al. (1997) o seguro tem como fim, proteger o segurado
contra sérios danos financeiros resultantes de eventos aleatdrios que poderiam atra-

palhar seus planos.

O conceito de seguro, segundo Martins e Martins (2008), pode ser enten-
dido como a transferéncia das consequéncias derivadas da ocorréncia de um risco
da qual uma parte, o segurado, transfere a probabilidade de perda financeira para

outra parte, a seguradora.

Cavalieri Filho (2014) o conceitua como o contrato pelo qual o segurador,
mediante um recebimento de um prémio, assume perante o segurado a obrigacdo
de pagar-lhe uma determinada indenizag@o, prevista no contrato, caso o risco que

estd sujeito se concretize em um sinistro.

Ja Souza (2007) define o seguro como operacdo que toma forma juridica
de um contrato, em que uma das partes (segurador) garante obrigacdo para com
a outra (segurado), mediante o recebimento de uma quantia estipulada (prémio),
a compensd-la (indeniza¢do) ou compensar outra pessoa que tenha o direito (be-
neficidrio) por um prejuizo (sinistro), resultante de um evento futuro, possivel e

incerto (risco), indicado no contrato (apdlice).

Pimenta (2010) o define como instituto, pelo qual, por meio de cédlculos
atuariais, pode-se calcular probabilidades de perda, para que, mediante o paga-
mento de prémio, as consequéncias econdmicas do risco sejam garantidas por uma

terceira pessoa (segurador).

Apesar dos conceitos sobre seguro apresentados anteriormente, cabe res-
saltar que o seguro ndo transfere o risco do segurado para o segurador, pois esse
¢ intransferivel. Na verdade o seguro transfere as consequéncias econdmicas do

risco caso ele venha a se concretizar em sinistro (CAVALIERI FILHO, 2014).
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Nas palavras de Bowers et al. (1997) o seguro possui duas limitacdes ba-

sicas:

* Embora os outros tipos de perda s@o importantes, o seguro nao é capaz de
amenizd-las. O seguro estd restrito em reduzir as consequéncias de eventos

aleatdrios que podem ser mensurados em termos monetarios.

* O seguro nao € capaz de reduzir, pelo menos diretamente, a probabilidade da
ocorréncia do evento aleatério danoso. Isto é, o ato de contratar um seguro
ndo implica na redu¢@o da probabilidade de ocorrer uma perda. No entanto,
um sistema de seguros bem planejado frequentemente oferece incentivos

financeiros para atividades que previnam a ocorréncia de tal perda.

No artigo 757 do Cdédigo Civil (BRASIL, 2002) pode-se encontrar 0 con-
ceito de seguro disposto como: “Pelo contrato de seguro, o segurador se obriga,
mediante o pagamento do prémio, a garantir interesse legitimo do segurado, rela-

tivo a pessoa ou coisa, contra riscos predeterminados” (BRASIL, 2012, p.228).

Ha4 trés elementos do seguro que sdo considerados como fundamentais: o
risco, a mutualidade e a boa-fé (CAVALIERI FILHO, 2014). Por risco, entende-se
como qualquer situacdo em que exista a incerteza em um acontecimento futuro
danoso (HARRINGTON; NIEHAUS; HARRINGTON, 1999). Dado este aspecto, a ocor-
réncia deste acontecimento torna-se independente do anseio das partes e € o grande
elo para existéncia do seguro. Nao ha motivo para um individuo contratar um se-

guro cuja ocorréncia futura de um evento danoso nao seja possivel.

O mutualismo consiste em um determinado grupo de pessoas, que este-
jam expostas aos mesmos riscos, contribuirem para a formagao de um fundo para
reparar as consequéncias de sinistros que afetem qualquer membro desse grupo.
Portanto, a mutualidade representa o suporte econdmico em toda operagao de se-
guro, conferindo ao segurador o papel de administrador de fundos mutuais, que
recebe os prémios e paga as indenizacgdes, cobrando por isso um percentual (CA-
VALIERI FILHO, 2014).

Finalmente, o que Cavalieri Filho (2014) considera como o elemento mais
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importante do seguro: a boa-fé. Esse é o elemento juridico do seguro que se
define como a inteng¢do isenta de dolo ou malicia de ambas as partes envolvidas,
o segurado e o segurador. A boa-fé oferece viabilidade ao seguro, pois sem ela o

seguro se torna dependente de um processo burocrético de fiscalizagao.

Por outro lado, nas palavras de Souza (2007) os elementos essenciais do
seguro sdo mutualismo, incerteza e previdéncia. O mutualismo ja foi descrito. A
incerteza constitui um aspecto importante por estar presente na possibilidade de
ocorréncia do evento e no momento. E a previdéncia representa a necessidade que

as pessoas tem de proteger a si préprias e a seus bens.

2.2 Evolugio, principios e estrutura do sistema de seguros no Brasil

Na metade do século XIX, foi inaugurado, com a Lei n.556 de 25 de ju-
nho de 1850, o Cédigo Comercial Brasileiro. Alguns artigos dessa legislacio fo-
ram revogados pela lei n. 10.406/2002, o Cédigo Civil, mas os artigos 666 a 730
permaneceram em vigor. Esses artigos disciplinam o seguro maritimo e datam
as primeiras normas a respeito de seguro da histéria do Brasil. Antes disso, 0s
contratos seguiam normas gerais, particularmente, de origem romana. Embora a
legislacdo, nesse periodo, tratasse apenas de seguros maritimos, os seguros terres-

tres eram utilizados, ainda que sem normas que os regulassem (SILVA, 2012).

Silva (2012) relata que, durante o século XVIII, surgiram as primeiras
companhias seguradoras brasileiras: Boa F¢ (1808), Conceito Publico (1808) e In-
demnidade (1810). Os seguros terrestres passaram a ter legislacao prépria somente
com a promulga¢do do Cédigo Civil de 1916. Atualmente, no Direito do Seguro,

os principios mais importantes sdo:

* Principio da previdéncia: relativo a necessidade do homem em se preservar,

preservar seu patrimonio € as pessoas.

* Principio do mutualismo: a unido em grupos que cooperam mutuamente

buscando a garantia de recomposi¢do do patrimdnio de um membro que
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tenha sido vitimado.

* Principio da pulverizag¢do dos riscos: fracionamento dos riscos entre diver-

sas pessoas para que o evento possa ser suportado.

* Principio da garantia: aqueles que assumem o risco apenas garantem a re-

composicao dos danos para a vitima do dano.

* Principio da fungdo socioecondmica: visa proteger a sociedade e a econo-

mia, buscando preservar familias da ruina e manter empresas.

* Principio da licitude do interesse segurado: confere legitimidade somente

para operacdes securitarias licitas.

Em 21 de novembro de 1966, foi instaurado o Decreto-Lei n.73, chamado
Lei do Seguro, que dispde sobre o Sistema Nacional de Seguros Privados (SNSP)
e regula as operacdes de seguros e resseguros. Essa lei € considerada lei comple-

mentar por ter sido recepcionada na Constituicdo de 1988 (MARTINS, 2003).

Para a composi¢ao do SNSP, tem-se os seguintes 6rgaos, cada um com sua
funcéo especifica (SILVA, 2012):

* Conselho Nacional de Seguros Privados (CNSP): disciplina as regras ge-
rais do SNSP, regula a organizacdo, a composicdo e o funcionamento das
empresas seguradoras e fiscaliza as caracteristicas gerais dos contratos de
seguros. Também, disciplina sobre as sanc¢des legais aplicdveis, julga e pro-
cessa em segunda instancia os recursos das decisdes provenientes da Supe-

rintendéncia de Seguros Privados.

¢ Superintendéncia de Seguros Privados (SUSEP): fiscaliza a constitui¢do,
organizagdo, funcionamento e as operacdes das empresas de seguros priva-

dos.

* Resseguradores: sociedades empresdrias que realizam operagdes de resse-

guro € retrocessao.
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* Sociedades seguradoras autorizadas a operar em seguros privados: a-
quelas que se obrigam, perante pagamento do prémio, a garantir interesse
legitimo do segurado, relativo a pessoa ou a coisa, contra riscos predetermi-

nados.

* Corretores de seguros habilitados: exercem atividade de intermediagcao

entre os segurados e as seguradoras.

2.3 Espécies de seguro

Ha riscos em diversos tipos de atividades que podem ser objetos de cober-
tura, fornecendo diversas espécies de seguro. Dentre essas variadas espécies de

seguro existentes, Cavalieri Filho (2014) descreve que as mais comuns so:

* Seguro de coisas: também é chamado de seguro de danos e objetiva cobrir
os riscos de um bem que faz parte do patriménio do segurado, por exemplo:
seu automével, sua casa, entre outros. Esse seguro estd descrito nos artigos
778 a 788 do Cddigo Civil, que determina que nos seguros de dano a indeni-
zacdo deve ser suficiente somente para cobrir o dano sofrido. De modo que
todo pagamento a mais caracteriza enriquecimento sem causa e estimula a
fraude e a especulag@o (BRASIL, 2002).

* Seguro de pessoas: a cobertura é sobre riscos inerentes a pessoa. Tem-se,
por exemplo, o seguro de acidentes pessoais e de invalidez por enfermidade,
em que o beneficidrio € o proprio segurado. Em contrapartida, hd o seguro
de vida, individual ou coletivo, em que, caso ocorra a morte do segurado, o
beneficidrio serd um membro da familia. Ao contrdrio do seguro de danos,
o valor da indenizag¢do do seguro de pessoas ndo tem limitacdes, exceto o
limite estabelecido pelo segurador, o que ndo impede que o segurado faca
outros contratos sobre o mesmo risco com diferentes seguradoras. O Cédigo

Civil dispde sobre o seguro de pessoa nos artigos 789 a 802 (BRASIL, 2002).
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¢ Seguro de satde: é uma espécie de seguro de pessoas que visa a cober-
tura de servigos de assisténcia médica na iniciativa privada, constituindo os
planos privados de saide. E importante destacar que além das companhias
seguradoras, os planos de saide também sdo operados por cooperativas de
servicos médicos e por Medicina de Grupo. O que diferencia o seguro de
satide dos planos de saide em geral “é o fato de ser operado por companhia
de seguro mediante regime de livre escolha de médicos e hospitais e reem-
bolso das despesas médico-hospitalares nos limites da apdlice”(CAVALIERI
FILHO, 2014, p.447).

* Seguro de responsabilidade civil: cobre os riscos de perdas e danos cau-
sados pelo segurado a terceiros, constituindo uma subespécie do seguro de

danos.

2.4 Seguro de automaével no Brasil

De acordo com Pita e Dominguez (2011), o desenvolvimento do seguro
de automéveis no Brasil ocorreu, principalmente, depois que a SUSEP editou a
Circular n.27 em 1986, o que conferiu mais liberdade para as seguradoras, com a
liberagdo da tarifa de automdveis. Os autores apontam quatro evolucdes importan-
tes no ramo do seguro de automéveis. A primeira se relaciona a indenizag¢do no
caso de perda total, que se baseava no valor de mercado do veiculo, limitando-se
a importancia segurada. Com o aumento da inflacdo, o valor de mercado superava
a importancia segurada e a indenizag@o nio cobria o prejuizo. Entdo, incluiu-se
uma cldusula de correcdo monetéria da importancia segurada. A segunda evolucio
ocorreu com a implantacio do Cédigo de Defesa do Consumidor (CDC). As segu-
radoras passaram a entregar aos consumidores manuais de mais facil entendimento

do que os contratos de produtos, facilitando o acesso aos produtos.

O terceiro avanco, apontado por Pita e Dominguez (2011), foi a inclusdo
do servigco de assisténcia ao veiculo e aos passageiros, no inicio da década de

1990. Um servigo de baixo custo que ampliou a relacdo da seguradora com o
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cliente. Finalmente, o quarto elemento na evolu¢do do seguro de automoéveis foi
a especificacdo das caracteristicas dos condutores na precificacdo. Isso permitiu
que novos segurados pudessem adquirir o produto e ampliou a competicdo entre

as seguradoras.

A cobertura dos seguros de automdveis se estende aos veiculos automo-
tores terrestres, com duas ou mais rodas, circulantes em vias publicas. Porém,
reboques e tratores emplacados que rodem em vias publicas, também, podem ser
segurados. De acordo com Pita e Dominguez (2011) o seguro de automdveis cobre

0s seguintes riscos: .

* Automéveis (casco): colisdo, capotagem, queda de objetos sobre o veiculo,
queda sobre o veiculo da carga transportada por ele, queda acidental em
precipicios, de pontes ou viadutos, explosao, queda de raio, roubo ou furto
qualificado do veiculo ou de partes dele, submersdo, queda de granizo e

incéndio.

* Responsabilidade Civil Facultativa de Veiculos (danos a terceiros): dano
material, corporal ou moral causado a terceiros pelo veiculo segurado ou

reboque ou semirreboque atrelado ao veiculo segurado.

* Acidentes pessoais a passageiros: morte, invalidez permanente ou despesas

médicas ou hospitalares.

A contratacdo do seguro diante dos riscos apresentados pode se realizar
com cobertura bésica e também podem ser contratas coberturas adicionais. Em
qualquer cobertura, perdas parciais estdo sujeitas a franquia, um valor predeter-
minado, que se o prejuizo for inferior, ndo ha indenizagdo. Se, por outro lado, o
valor da reparacdo do dano for superior, o segurado paga o valor da franquia e a

seguradora indeniza o valor restante (PITA; DOMINGUEZ, 2011).

Em 1974, a Lei 6.194 criou o Seguro de Danos Pessoais Causados por
Veiculos Automotores Terrestres (DPVAT). Esse seguro objetiva garantir que, em

caso de acidentes causados por veiculos ou por suas cargas, as vitimas recebam
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uma indeniza¢do, quando ha morte ou invalidez permanente, ou reembolso de des-

pesas médicas.

O grafico da Figura 1 mostra a evolu¢do do prémio direto ao longo dos
anos de 2003 a 2014 para o ramo seguro de automdvel (casco), no Brasil. O valor
de prémio direto que em 2003 era de aproximadamente 7 bilhdes de reais, em
2014 aumentou para 21,8 bilhdes. Observa-se um crescimento de ano para ano,
com excecdo do ano de 2010 para 2011, em que houve uma queda de 15,2 bilhdes

de reais para 14,9 bilhdes.

R530.000M

R515.000M P_..n‘-—f""f
— -#‘

RST 500N} =

RS0
2003 2004 2005 2006 2007 2008 2009 2010 2011 2012 2013 2014

Figural Evolugdo do Prémio Direto Anual

A Figura 2 apresenta a distribuicdo do volume de prémios diretos entre
os principais segmentos de seguro no ano de 2013. Observa-se que o segmento de
seguros de automoéveis apresentava o segundo maior volume de prémios, represen-
tando 20,2% do mercado.

O seguro de automdveis perde apenas para o segmento Vida Gerador de
Beneficio Livre (VGBL), que € um produto de acumulagdo de recursos, um plano
previdencidrio, inserido no ambito dos seguros de pessoas pela SUSEP. Esse re-

presentava 42,8% do mercado, em 2013.

Na Figura 2 também se pode observar a participacdo do seguro obrigatério

DPVAT, que representava, no ano de 2013, apenas 2,9% do mercado de seguros.
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Figura2 Principais segmentos do seguro - 2013

2.4.1 Calculo de Prémio

Segundo Pita e Dominguez (2011), o célculo do prémio € baseado no risco
ao qual o bem segurado estd exposto, tais como suas caracteristicas, coberturas e o
periodo de cobertura. Os autores ainda salientam que as varidveis mais utilizadas
para explicar as caracteristicas do risco e auxiliar na precificacdo do prémio de

seguro de automoveis sdo:

* regido de circulacdo habitual do veiculo;

modelo do veiculo;
¢ ano do veiculo;
* género e idade do condutor;

e bonus.

Por meio do tratamento estatistico dessas varidveis as seguradoras elabo-
ram a tarifacdo do seguros de automdveis. Sao diversos os conceitos e metodolo-
gias envolvidos no cédlculo do prémio pago pelo segurado. No processo de preci-
ficacdo atuarial do custo de um seguro, destaca-se o método de tarifagdo baseado
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na estimativa da perda esperada com indeniza¢des. Em outras palavras, o valor
do prémio a ser calculado pela seguradora é uma fun¢do da varidvel aleatdria da
perda, isto é, se X for a varidvel aleatdria risco da ocorréncia de um determinado
sinistro, entdo, um principio de prémio P ¢é calculado de modo que, P = g(X),
em que g(-) é alguma fungédo (DICKSON, 2010).

Dickson (2010), Kaas et al. (2008), Denuit et al. (2006), apresentam varios
principios para o célculo do prémio, bem como, as propriedades desejaveis para

que se possa classificar tais principios.

A seguir, apresentam-se modelos que, frequentemente, auxiliam na preci-

ficac@o dos seguros de automéveis.
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3 MODELO LINEAR GENERALIZADO

Os Modelos Lineares Generalizados (GLM) sao uma classe de modelos
estatisticos que descrevem uma relagdo entre a média de uma varidvel resposta e
suas varidveis explicativas. Tais modelos, como o préprio nome sugere, sao na-
turalmente uma generalizacdo dos modelos lineares cldssicos (MCCULLAGH; NEL-
DER, 1989).

Serd aqui apresentado apenas as principais ideias de um modelo linear
generalizado. Ao leitor interessado em estudar tais modelos de uma forma mais
abrangente e completa, recomendam-se as obras de McCullagh e Nelder (1989),
Agresti (2013), Dobson e Barnett (2008) e Cordeiro e Demétrio (2010). Para
aqueles que buscam estudar tais modelos dentro do contexto de seguros e atudria,
recomendam-se as obras de Jong, Heller et al. (2008), Frees, Derrig e Meyers
(2014), Kaas et al. (2008) e Ohlsson e Johansson (2010).

Um modelo linear generalizado é constituido por trés componentes: o

componente aleatério, o componente sistemdtico e uma funcao de ligacao.

1. Componente Aleatério: é constituido por um vetor de observacdes y =

[y1,y2:---,yn] " assumido ser uma realizacdo do vetor aleatério Y = [V7,
Yo, ..., Yn]T, cujas componentes sdo independentemente distribuidas e
tendo como média g = [pi1, fi2, - - . , ftn] | . Ademais, a distribuico das va-

ridveis aleatérias do vetor Y pertence a familia exponencial de distribuicdes.

Resumidamente, temos
Y; ~ indep. fyv,(vi), i=1,...,n.

Frilyily, ) = exp { [yivi — b()/7* — e(yi,T) } - (1)

A distribui¢cdo dos Y;, dada pela equacgdo (1), € conhecida como a forma
candnica da familia exponencial, com as fungdes b(-), c(+,-) conhecidas, 7 é

o parametro de escala e ; denominado o pardmetro candnico ou natural da
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distribuicdo de Y;.

. Componente Sistemitico: relaciona um vetor n = [n1,72,...,7,]" de
varidveis explicativas através de um modelo linear. Seja z;;, 1 = 1,...,ne
j=1,...,paj-ésima varidvel explicativa da i-ésima observacdo. Entao,

p
n; = Zﬁjl‘z‘j- 2
i=1

Essa combinagéo linear de varidveis explicativas é nomeada de preditor li-
near e os 3; sdo os pardmetros cujos valores sdo desconhecidos e devem ser

estimados através dos dados.

Matricialmente, escrevemos

n=Xp, (3)
em que,
-
m T Tl T12 ... Tip b1
T
n2 Ty To1 T22 ... T B2
n= , X = | = , B=
T
Nn T, Tnl Tp2 ... Tpp Bp

A matriz X € conhecida e denominada de matriz modelo, cujo nimero de
linhas e colunas é dado pelas n observacdes e pelas p varidveis explicativas,

respectivamente. Enquanto que 3 é o vetor dos p pardmetros desconhecidos.

. Funcao de Ligacao: como o préprio nome diz, faz a ligacdo entre os com-
ponentes aleatério e sistemdtico por meio de uma fungdo g mondtona e di-
ferencidvel. Seja E[Y;] = p;, ¢ = 1,...,n e n; como definido em (2) a

funcdo de ligacdo g especifica que p; e n; sdo, de fato, iguais se escrevermos

ni = g(pi)- 4)
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Em suma, temos que um modelo linear generalizado pode ser descrito

como

Y; ~ indep. fy;(vs)
EY;] = pi =g " (m),

ou, equivalentemente

9(pi) = ni.

No modelo linear normal tem-se que E[Y] = p = n = X3. Tra-
zendo esse para o contexto de modelos lineares generalizados, tem-se, nesse caso,
uma fung¢do de ligacdo ¢(-) identidade. Para este modelo, uma funcdo de ligagdo
identidade € plausivel, porque tanto a média p, quanto o preditor linear 17 podem
assumir quaisquer valores na reta real. No entanto, para dados de contagem cuja
distribuicdo € de Poisson, necessariamente, tem-se que a média > 0, logo, a
funcdo de ligacdo identidade ndo € interessante para esse modelo, uma vez que
o preditor linear 1) pode assumir valores negativos, enquanto que a média p ndo.
Uma fung¢do de ligag@o logaritmica para o modelo Poisson € de maior interesse,
pois log(p) = m que aplicando a fung¢do inversa tem-se p = e", isto é, o preditor
linear pode ser negativo, enquanto que a média sempre serd positiva. Algumas

vantagens do modelo linear generalizado sdo apresentadas na secao 3.1.

Cabe ressaltar que, a escolha da fun¢do de ligagdo estd vinculada ao tipo
da resposta Y, e varia de modelo para modelo. Em especial, tem-se o interesse
na func¢do de ligacdo que coincide com o pardmetro candnico, pois esta apresenta
algumas vantagens tedricas como: simplificagdo do algoritmo de estimacio e os

pardmetros ndo necessitam de transformacio (AGRESTI, 2013).
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3.1 Vantagens do Modelo Linear Generalizado Sobre Dados Transformados

Uma maneira tradicional para modelar os dados ¢ aplicar uma transforma-
cdo em Y; de tal modo que a varidvel resposta siga aproximadamente distribui¢io
normal com variadncia constante para que, entdo, seja possivel aplicar regressiao
via quadrados minimos ordindrios (AGRESTI, 2013). Em modelos lineares genera-
lizados, uma das principais ideias é evitar a transformacao dos dados, tendo como
alternativa a aplicacdo de uma func¢do de ligacdo na média de uma resposta para
se ajustar o modelo resultante via mdxima verossimilhan¢a (MCCULLOCH; SEARLE;
NEUHAUS, 2008). Desta forma, como o processo maximiza a verossimilhanga para
a escolha da distribui¢do de Y;, ndo é imprescindivel que se tenha normalidade e

variancia constante.

Uma outra vantagem da formulacio por meio de modelos lineares genera-
lizados é que os pardmetros do modelo descrevem g(E[Y;]), em vez de E[g(Y;)]
como acontece quando se aplica alguma transformacgdo nos dados. Consequente-
mente, quando se aplica a funcdo inversa de g, os parametros descrevem os efeitos
das varidveis explicativas na F[Y;], o que é muito mais relevante que os efeitos
das varidveis explicativas na E[g(Y;)], que ocorre quando se transforma os dados
(AGRESTI, 2013).

3.2 A Média e a Variancia de um Modelo Linear Generalizado

Para a caracterizacdo da média e a varidncia de um modelo linear genera-

lizado com varidvel resposta y; € necessdria a apresentacdo do teorema a seguir.

Teorema 1. Seja f(y|0) uma fun¢do de densidade probabilidade que satisfaz a

seguinte igualdade

| 20s 100 = [ o [( G 108106i0)) 1070)] .
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(também verdade para a familia exponencial), entdo

Ey [880 log f(y\G)] =0 ()

2

(%109; f(y\9)>2] = —Ey {8892 logf(y\e)} :
(6)

Varg [889 log f(y\g)] = FEy

Demonstracdo. Por defini¢do € sabido que

B | gyrossin)] = [ (5 1os00i0)) sty
o)
20

- [ () s
= [ (i) a
sty

1

89[
= 0.

9
0
9
Também € conhecido que

Varg [;@ 1ng(y|9)] = Ey :(;logf(y]9)>2: - <E@ [;0 logf(ym)bz

7 E
_ 5 (891ogf<yre>) 0

g -
= Ey <8910gf(y’9)> :
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Por fim, tem-se que

82
Eo | 553 toe Ful0)| =

- [ (;j log f<yw>> F(5160)dy

-2 (;elogf(yt‘))) F(5160)dy

o 55/ (o)
_ | 08
- /. ae( 7o) )f Wiy

o | [l 016)] F10) = 5 F W10 55/ (016)
90 o0 00
/. { (Fwe) }f(ya)dy

w [ g fWl9)] £516) w12 f(y10)]”
- z 0)dy — LogTWIO 419
I v T L B AL
(56 (W10)]
(

0 52 00 0 2
- [ gt - | oo{ o } £(wl6)dy

o? 0 0o o 2
= 892/_00 J‘(yIQ)dy—/_oo (aglogf(y|9)> f(yl0)dy

= o[ (;alogﬂy\m)zf(yrmdy
_ ((;logf@ym)?].

O

Com o auxilio do Teorema 1, obtemos a E[Y;] e Var[Y;]. Veja que, par-

tindo da equacdo (5), temos:
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68% i(yilvz,f)} = B :8(1 (exp {lyivi — b(v)l/7° — C(yz-,f)})}
= | s~ b/ = )}
el Bl

Consequentemente,

9b(vi)
Ao )] = o
-elfu-2)] -
i
9b(vi)
By = pwi = 7
il = pi == @)
A variancia € obtida através da equacdo (6), que nos permite igualar
, 9b(7i) 2| _ 1 9%b(y,
vor |[{u- %001 /7 - ﬂ T h
92b
Yi—Hi| L
=>Var[ = } = 7_2 a%
0?b(y;
Var[y) = 72 a(z ) = 720 (). (8)
Vi
9%b(v)

A fungdo v(p;) = B 2 ¢ nomeada funcdo de varidncia, uma vez que

indica como a variancia de y; depende da esperancga de y;.
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A Tabela 1 resume as principais distribuicdes que pertencem a familia
exponencial.

Tabela 1 Elementos de algumas distribuicdes da familia exponencial

Normal Poisson Binomial Gama
Notagio N(u,0”) P(u) B(m,m)/m  G(u,v)
T o? 1 1/m vt
b(%) v/ exp(y)  log(1+e”)  —log(~7)

Yy m

ey 7) 5 (Frmos@mn) <oy t0o() vios(en) — tos(y) — los(r(v)
Ey[Y] ¥ exp(7) e /(1+e”) —1/v
ligag@o candnica g(u) w log(p) log <1L 1/p
v(p) 1 w pl—p) u’

Fonte: (MCCULLAGH; NELDER, 1989)

3.3 Estimacfo via Maxima Verossimilhanca

Antes de ser apresentada a fung¢do de verossimilhanca, sdo estabelecidas

duas identidades tteis que nos auxiliam no processo de estimagao.

As duas identidades uteis sdao

- ()
4 -1
- |5 (%52)
_ [a%m)} B

- : ©)
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i Opi Og(pq)

B 0B 9g(pi)
Opi  0g(pi)
dg(wi) 0B

N —1
) a9

-1
_ <8g(,u,~)) ZUZT (10)
Opi

|
VR

A funcio de verossimilhanca é dada por

Lvily) = [I v
i=1
= H exp {[yz'%‘ = b(vi)] /7'2 — c(yi, T)}
i=1
= exp {Z [ivi — b(74)] /7'2 = c(yi, 7)} .

i=1

Para a obtencdo das equacdes de verossimilhanga, pode-se utilizar a fungdo log-
verossimilhanga | = log(L(;|y;)), de forma que

n n

L= v — b))/ = elyir).

=1 =1

Derivando [ em relacdo a 3, tem-se

oB T2

oL 1Zn: Oy 0b(i) O
Yo~ oy 0B

=1
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Utilizando o resultado (7)

1

M
QJQ)
T2
Q
3=

utilizando os resultados (9) e (10)

T (i) gu(si)

1 n
= > (i~ pwigu(m)z] (1)
i=1
em que w; = [v(wi)g; (1i)]
Matricialmente,
ol 1
B ﬁXTWA(y — )

com W = Diag{w;} e A = Diag{g,(i)},i=1,...,n

Dessa forma as equacdes de maxima verossimilhanca sao dadas por

X WAy=X"WAgp, (12)

em que W, A e p envolvem o vetor 3 desconhecido. Como essas funcgdes sdo

nio lineares em 3, a igualdade em (12) ndo tem solucdo analitica.

A solugdo das equacdes de verossimilhanga (12) para 3 sdo, frequente-
mente, resolvidas através do Método Iterativo de Quadrados Minimos Pondera-
dos. Isso pode ser conseguido com a utilizagdo do Método de Fisher (do inglés

Fisher Scoring Method) (JENNRICH; SAMPSON, 1976), que € um método iterativo
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para maximizar a fungdo de verossimilhanca e assume a forma

_1ﬁ

90 (13)

mmﬂzgmuﬂﬂymﬂ

)
9—6(m)
nas quais (m) indica a m-ésima itera¢do, I(0) denota a matriz da informacéo de
Fisher e 6 ¢ o vetor de pardmetros. A matriz da informacéo I(0) é definida como

H@ZEPZM}

00007

Outra forma muito dtil de I(0) é, sob certas condi¢des de regularidade
(SEARLE; CASELLA; MCCULLOCH, 2009), dada por

I6)=-FE 87% (14)
N 00007 |-
Aplicando este método para 3 temos o seguinte resultado
gmn::gmpwwﬂ*ﬂ,
B B=p(m)
= B+ (XTWX)T' X TWA(y —p), (15)

pois,

ol 1

8- ﬁXTWA(’y — 1)
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[
0%l
1oy = -F [%%T]
o OW A
_ S al s al o
= E[ 5 X WA(?,@T X 98" (y—p)
op
_ - xT
= 7_2X WA—aﬁT—FO

1
= —2XTWAA_1X, usando o resultado (10)
-

1
= X' WX.
-

Para a equacgdo (15), entende-se que W, A e u sdo avaliados em ,B(m).

Um outro resultado interessante é a relacdo entre a inversa da matriz da

informacdo de Fisher e a variancia assintética de 3. Temos que,

Vars[B] ~ [1(8)] ! = 7(XTWX), (16)
em que Vary denota a variancia assintdtica.

Ainda, tem-se que o estimador de maxima verossimilhanga 3 € assintoti-
camente ndo viesado e, para amostras grandes, tem distribuicdo aproximada nor-

mal p-variada. Desta forma,

B~ Ny (B,1(B)7). (17)

Os resultados (16) e (17) sdo a base do teste de significancia de Wald,
que poderia ser utilizado no caso de inferéncia fiducial, no entanto ndo vai ser o

objetivo desse trabalho.
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3.4 Funcao Desvio

Quando se considera a escolha de algum modelo para um conjunto de
dados, deve-se definir uma amplitude de possibilidades. O modelo nulo é o mais
simples dos modelos, enquanto que o mais complexo é frequentemente conhecido
por modelo saturado ou completo (FARAWAY, 2005).

O modelo nulo possui apenas um parametro, sendo representado por um
unico u para todos os y;. Tal modelo designa toda a variagdo entre os y; para
o componente aleatério. J4 o modelo saturado possui 7 pardmetros — um para
cada uma das n respostas y; — e designa toda variacdo nos y; para o componente

sistemdtico ndo remanescendo nada para o componente aleatdrio.

Segundo McCullagh e Nelder (1989), o modelo saturado € ndo informa-
tivo, pois ndo fornece nenhum resumo dos dados. E ndo parcimonioso, porque
possui muitos pardmetros. Todavia, tem grande utilidade no momento da escolha
do modelo, pois fornece um indicativo de como deve ser o ajuste de um modelo
com p < m pardmetros, assim sendo, utilizado para compara¢do com outros mo-

delos ajustados.

A qualidade do ajuste de um modelo linear generalizado é medida atra-
vés da funcdo desvio ou simplesmente deviance (em inglés), que consiste em uma
distancia entre o modelo saturado (com n pardmetros) € o modelo sob investi-
gacdo (com p parametros) avaliado na estimativa de maxima verossimilhanca B
(AGRESTI, 2013).

Suponha um modelo linear generalizado com vetor de observacdes y =
(Y1, Y2, ... yn] " denote por I(p|y) a funcdo de log-verossimilhanca especificada
em termos das médias pt = [p1, o, . . ., jtn] . Denote ainda por [(fi|y) a fungdo
de log-verossimilhanca maximizada sobre 3 para o modelo em observagdo. O

modelo saturado é denotado por /(y|y). Desta forma, tem-se que

—2log§§5',’£ — “2[(aly) - U(yly))] = ~D(yl@). (1)
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D(y|f) é definida como fung@o desvio. Um pequeno valor da fungdo

desvio significa que, com menos parametros, obtém-se um ajuste tdo bom quanto

o do modelo completo. Definam-se 7; = ~;(ft) € 4 = ~i(f1), as estimativas de

méxima verossimilhan¢a para os modelos completo (p = n) e incompleto (p < n),

respectivamente, tem-se que a funcdo desvio é dada por

(yli) =2 {wil¥i — 4 + (%) — b(3:)]}-
i=1

Na Tabela 2, apresenta-se a fungdo desvio para os modelos mais conheci-

dos.

Tabela2 Fungdo Desvio para os principais Modelos Lineares Generalizados

GLM Funcdo Desvio
n
Normal Z(yl — 15)?
i=1
n
Poisson 2 [yilog(yi/ i) — (vi — )]
iil
Binomial 2 {yilog(yi/iui) + (m — ;) log[(m — y;)/(m — f1:)]}
iil
Gama

Normal Inversa

2> {—log(yi/fui) + (yi — fi)/fui}
=1
> (i — )/ (BFvi)

i=1

4 MODELO LINEAR MISTO

A maioria dos estudos praticos, nos mais distintos campos da ciéncia, en-

volve algum tipo de modelo de regressdo, com a finalidade de descrever compor-

tamentos, identificar fatores que afetam/explicam algum fendmeno. No entanto,

uma grande gama desses modelos utilizam suposi¢do de que as observacdes sao in-



39

dependentes e ¢ comum em muitas dreas da ciéncia, como por exemplo, economia,
saude, genética, agrdria, a ocorréncia de dados que possuem uma dependéncia en-
tre si, nomeadamente, dados agrupados. Sendo assim, os modelos lineares mistos
tratam de uma estrutura mais complexa. As observagdes entre grupos ou clas-
ses sdo independentes, mas as observacdes dentro de cada grupo sdo dependentes,
pois elas pertencem a mesma subpopulacdo. Dessa forma, tem-se dois tipos de

variacdo: entre classes e intra-classes (DEMIDENKO, 2013).

Os modelos lineares mistos, ou modelos de efeitos mistos, ou, simples-
mente, modelos mistos sdo modelos que apresentam tanto efeitos fixos quanto
efeitos aleatdrios e sdo usados, essencialmente, para descrever relagdes entre uma
varidvel resposta e algumas varidveis explicativas em dados que sdo agrupados de
acordo com um ou mais fatores de classificacdo (PINHEIRO; BATES, 2006). Exem-
plos de tipos de dados agrupados sdo: dados longitudinais, dados de medidas re-

petidas, dados multiniveis e planejamento em blocos.

Serd apresentado, um breve resumo sobre modelos mistos. Ao leitor inte-
ressado em maiores detalhes sobre esses modelos, recomenda-se os trabalhos de
McCulloch, Searle e Neuhaus (2008), Pinheiro e Bates (2006), Rencher e Schaalje
(2008), Searle, Casella e McCulloch (2009) e Demidenko (2013).

4.1 Modelo Geral

Em modelos mistos, alguns pardmetros nao sdo tratados como constantes,
mas sim, como varidveis aleatérias. Os efeitos fixos sdo usados para modelar a
média de Y, enquanto que efeitos aleatérios determinam a estrutura da variancia-
covariancia de Y. De fato, uma primeira razao para a inclusao de efeitos aleatérios
¢ simplificar a drdua tarefa de especificar os n(n + 1)/2 elementos distintos de
Var[ynx1] (MCCULLOCH; SEARLE; NEUHAUS, 2008).

O modelo linear misto é especificado, de maneira mais conveniente, con-

dicionalmente e é matricialmente definido por
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E[Y’U:u] =X0B+ Zu, (19)
tal que
Y1 T11 T12 T1p b1
Y2 Tl o2 T2p B2
Yy = ) X = s /6 = . )

Un Tnl Tp2 Tnp ﬁp
211 212 Z1q uy
Z21 222 Z2q U2

Z == . u =

Znl  2Zn2 Zng Ugq

Tem-se no modelo (19), o vetor y referente a varidvel resposta; 3 o ve-
tor de parametros para os efeitos fixos, assim como u € o vetor de pardmetros
dos efeitos aleatdrios. As matrizes X e Z denotam as matrizes modelo para os
efeitos fixos e aleatérios, respectivamente. Costuma-se adotar letras romanas para
os parametros dos efeitos aleatdrios e letras gregas para os pardmetros dos efeitos

fixos.
Por questdo de simplicidade, define-se, E[Y |U = u] = E[Y |u].

Para obter E[Y] e Var[Y] é necessério especificar u, de modo que

U~ (0,D), (20)

isto é, U tem distribui¢do cuja E[U] = 0 e Var[U] = D. Portanto,
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ElY] = E[E[Y|u]]
= FE[XB+ Zu]
= XpB+ ZE|u]
- X3 Q1)

Para especificar Var[Y], é necessario que se defina também

Var[Y |u] = R. (22)

Consequentemente,

VarlY] = E[Var]Y|u]]+ Var[E]Y |u]
= FE[R|+Var[Xp+ Zu]
= R+ ZVar[ulZ'
= R+ZDZ'. (23)

Dos resultados (21) e (23), confirma-se que efeitos fixos modelam a média,

enquanto que efeitos aleatérios determinam a variancia de Y.

5 MODELO LINEAR GENERALIZADO MISTO

Os modelos lineares generalizados mistos s@o extensdes dos modelos li-
neares generalizados com a inclusdo de efeitos aleatdérios. O uso desses modelos
tem aumentado significativamente, principalmente, por estes terem a capacidade

de modelar dados bindrios, de contagem, assim como dados agrupados e longitu-
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dinais (ANTONIO; BEIRLANT, 2007).
5.1 Modelo Geral

Para especificar o modelo, inicia-se descrevendo a distribuicdo condici-
onal do vetor resposta Y dado os efeitos aleatérios w. Assim como (1) e (4),
assume-se, usualmente, mas ndo necessariamente, que os elementos de Y sejam,
condicionalmente independentes, cada um distribuido com densidade da forma da

familia exponencial ou aproximada. Portanto,

Yilu ~ indep. fy,ju(yilu)

fyio (wilw) = exp{[yivi — b(7:)]/7% — c(yi, )} (24)

Como salienta McCulloch, Searle e Neuhaus (2008), por meio de (5) é
sabido que a média condicional de Y; € relacionada com v; em (24) através da
identidade ju; = Ob(~y;)/0v;. E em uma transformacdo desta média que se tem o
interesse em modelar linearmente, contendo tanto fatores fixos quanto aleatoérios.

Dessa forma,

() = =z B+ 2z u. (25)

em que,

* ¢(-) é uma fungéo de ligagdo conhecida que conecta a média condicional de

Y; a forma linear dos preditores;

T

e x; éai-ésima linha da matriz modelo para os efeitos fixos;

* 3 € o vetor de parAmetros dos efeitos fixos;
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. ziT que € a i-ésima linha da matriz modelo para os efeitos aleatérios;

e u € o vetor de efeitos aleatorios.

Cabe ressaltar que y; denota a média condicional de Y;|u, diferentemente
do caso dos modelos lineares generalizados, em que p; representa a média incon-
dicional de Y;. Na mesma ldgica, (8) representa, nesse contexto, a variincia de

Para completar a especificacdo, assume-se uma distribuicdo para os efeitos

aleatorios. Portanto,

U ~ fu(u). (26)

Uma vez que a especificagdo do modelo em (24) e (25) € realizada condi-
cionalmente ao valor de u, é também interessante derivar aspectos da distribui¢io
marginal de Y;, com o propdsito de entender as suposi¢des assumidas para os da-

dos observados.

A esperanca de Y pode ser obtida pela lei da esperancga iterada:

ElY;] = E[E[Y|u]]
= E[Ni]
= Elg 'z B+ 2z u)]. (27)

Para a derivacdo da variancia de Y, utiliza-se o teorema da varidncia total

(CASELLA; BERGER, 2002). Tem-se:
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VarlY;i] = Var[E[Y;u]] + E[Var|Y;|u]]
= Var[u] + Blr*0(u)]
= Varlg (@ B+ z/uw)] + Elr*u(g™ (&] B+ 2/ u))]. (28)

O uso de efeitos aleatérios introduz uma correlacio entre as observacgoes
que possuam qualquer efeito aleatério em comum. Desta forma, a covariincia

entre duas observagdes é dada por:

Cov(Y;,)Y;) = Cov(E[Y;|u], E[Y;|u]) + E[Cov(Y;,Yj|u)]
= Cov(pi,u;) + E[0]
= Cov(g ' (z{ B+ 2z u), g_l(ij,B + z;—u)) (29)

5.2 Critérios de Informacéo para Seleciao de Modelos

Dentre os critérios de informacdo utilizados para verificar a adequacio
dos modelos aos dados e também para a comparagdo entre modelos destacam-se
o Critério de Informagdo de Akaike (AIC) (AKAIKE, 1974) e o Critério Bayesiano
de Schwarz (BIC) (SCHWARZ et al., 1978). Tais critérios se baseiam no valor da log-
verossimilhanga avaliada no ponto de mdxima verossimilhanca e também contam
com uma penaliza¢do para o nimero de pardmetros p estimados do modelo em
questdo. A ideia é obter um modelo parcimonioso que se ajuste bem aos dados.

As estatisticas dos critérios sao:

AIC = =21(Bpcly) + 2p (30)
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BIC = —21(0ely) + plogn, (31)

em que n define o tamanho da amostra e 6,,,;. € o estimador de maxima verossimi-

lIhanga para 6.

Em termos de selecdo de modelos, diz-se que um modelo m1 é preferivel
ao modelo m2 pelo Critério de Akaike se AIC),1 < AIC),2. O mesmo raciocinio

vale para o BIC.

6 ESTATISTICA BAYESIANA

De acordo com Christensen et al. (2011), a anélise bayesiana baseia-se na
premissa de que toda incerteza deve ser modelada usando probabilidades e que a
inferéncia estatistica deve tirar conclusdes 16gicas baseadas nas leis de probabili-
dade.

Segundo Gelman et al. (2013), a caracteristica essencial de métodos baye-
sianos € seu uso explicito da probabilidade para quantificar a incerteza em inferén-

cias baseadas na andlise estatistica dos dados.

A abordagem bayesiana da estatistica €, fundamentalmente, diferente da
abordagem cléssica ou frequentista, que até entdo tem sido apresentada. Na abor-
dagem frequentista, o pardmetro 6 é considerado desconhecido, porém sendo uma
quantidade fixa. Resumidamente, uma amostra aleatdria € retirada da populacio
indexada por 6 e, baseado nos valores observados da amostra, obtém-se todo o

conhecimento sobre o valor de 6.

Ja no paradigma bayesiano, o parametro 6 é considerado uma quantidade
cuja variacdo pode ser descrita por uma distribuicdo de probabilidade, denomi-
nada distribuicdo a priori, ou simplesmente, a priori. A distribuicdo a priori é
uma distribuicio subjetiva, baseada na crenca do experimentador. Uma amostra

¢ coletada de uma populacdo indexada por 6 e a distribuicdo a priori € atualizada
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com a informacdo contida na amostra. A essa atualizacio, d4-se o nome de distri-
bui¢do a posteriori, ou apenas a posteriori (CASELLA; BERGER, 2002). Através da

distribuigdo a posteriori tiram-se conclusdes sobre 6.

De acordo com Paulino, Turkman e Murteira (2003), a possibilidade de se
incorporar informagdes passadas no modelo é uma das vantagens em se utilizar do

paradigma bayesiano.

O nome da corrente Estatistica Bayesiana se deve ao fato de que o inter-
médio da atualizacdo da priori para a posteriori € dado com o uso do Regra de

Bayes. Tal regra ¢ descrita a seguir.

Denote por p(6) a distribuigdo a priori e por p(y|@) a distribuicdo amos-
tral (ou distribui¢do dos dados), entdo a distribuicdo a posteriori, a distribuicdo

condicional de # dado a amostra, y, é

p(0.y) _ p(0)p(ylo)
p(Bly) = = ; (32
=) T )
em que, p(y) = Zp(&)p(yW) com a soma sobre todos os valores possiveis de 0
0

oup(y) = /p(@)p(y|0)d0 no caso de # continuo.

Outra forma equivalente de (32) omite p(y), que ndo depende de 0 e, fi-
xado y, pode ser considerada uma constante normalizadora e € bastante util em
problemas que envolvem estimacdo de parametros. Desse modo, tem-se a densi-

dade a posteriori ndo normalizada, dada pelo lado direito da seguinte expressao

p(0ly) < p(0)p(ylo). (33)

Cabe salientar que a distribui¢do p(y|6) é uma funcéo de 6 ao invés de y
e é nomeada funcdo de verossimilhanca, para y fixo, que, por sua vez, fornece a
verossimilhanga ou plausibilidade de cada um dos possiveis valores de § (GELMAN
etal., 2013).



47

Desse modo, a fun¢@o de verossimilhanga tem funcdo determinante em
(32) e (33), uma vez que representa a maneira pela qual os dados y contribuem
para a informag@o sobre f (PAULINO; TURKMAN; MURTEIRA, 2003).

Em suma, a distribuicdo a posteriori é construida via Regra de Bayes,
composta pela informagao prévia do pesquisador, descrita pela distribui¢ao a pri-

ori e pela informacdo fornecida pelos dados através da funcio de verossimilhanga.

A distribuicdo a priori mais simples do ponto de vista matemadtico da infe-
réncia bayesiana € chamada de priori conjugada e ocorre quando as distribuicdes a
priori e a posteriori pertencem a mesma familia de distribui¢cdes (CASELLA; BER-
GER, 2002). Quando se usa uma priori conjugada, a integracdo necessaria para
obter a constante normalizadora na Regra de Bayes é contornada. No entanto,
nem todo modelo aleatdrio possui uma priori conjugada associada e, algumas ve-
zes, se utiliza uma priori ndo conjugada mesmo que a priori conjugada exista para
o modelo, uma vez que a informacao prévia pode nao ser bem representada pela

priori conjugada (KELLY; SMITH, 2011).

Denomina-se de priori informativa, a distribui¢io a priori construida ba-
seada na informacao prévia do pesquisador sobre o pardmetro . Para a ocasido em
que o pesquisador desconhece tal informagao prévia sobre 6, ou os dados possuem
uma grande relevancia, € racional que a escolha seja de uma priori ndo informativa
(GELMAN et al., 2013). A maneira mais conhecida para a defini¢do de uma priori

nao informativa foi proposta por Jeffreys (1961).

A distribuicio a posteriori € usada para fazer afirmagdes sobre 6, pois nela
contém toda sua informacdo probabilistica. Sendo assim, podem ser utilizados,
por exemplo, como estimadores pontuais a média, moda e mediana da posteriori,
bem como estimadores intervalares, conhecidos como intervalos de credibilidade.
Define-se C' um intervalo de credibilidade 100(1 — )%, 0 < « < 1 para 6 se
PoeCl=1-a.

Apesar da aparente semelhanga com os intervalos de confianga, os interva-
los de credibilidade possuem interpretagdo completamente diferente da abordagem

frequentista. Um intervalo de confianga com 100(1 — )% sugere que se fosse re-
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petido o mesmo experimento, nas mesmas condi¢des, para um grande niimero n
de vezes, entdo o verdadeiro valor de 6 estaria fora do intervalo em apenas 100a%
das vezes. Desta forma, no intervalo de confianga, o intervalo € aleatério, a es-
timativa intervalar € um dos possiveis valores realizados desse intervalo aleatério
e, uma vez que 6 é tratado como fixo, a estimativa intervalar cobre o verdadeiro
valor 6 com probabilidade 0 ou 1. Quando se declara um intervalo com confianga
100(1 — a)%, significa que 100(1 — «)% dos valores amostrados do intervalo
aleatdrio cobrem o verdadeiro valor do parametro § (CASELLA; BERGER, 2002).

Diferentemente, um intervalo de credibilidade indica explicitamente a pro-
babilidade a posteriori de 6 encontrar-se dentro de seus limites, P(6 € C'). Isso é
possivel devido ao pardmetro de interesse 6 ser tratado como uma variavel aleat6-
ria, que por sua vez ¢ associada a uma distribuicao de probabilidade (BLANGIARDO;
CAMELETTI, 2015).

Com o mesmo nivel de credibilidade, existe uma infinidade de intervalos.
A regido com menor amplitude para um mesmo nivel de credibilidade é chamada
de intervalo de mdxima densidade a posteriori (HPD), do inglés highest posterior
density), e consiste em tomar os valores de # que possuem maior densidade a

posteriori.

Uma outra distribuicdo importante para a inferéncia bayesiana é a cha-
mada distribuicdo preditiva a posteriori, pois uma vez que os dados y sdo ob-
servados, pode-se ter o interesse em predizer y; desconhecidos, mas observaveis
do mesmo processo. A distribuicdo a posteriori preditiva, que serd denotada por
p(y*|y), é a posteriori, pois é condicional as observagdes y e € preditiva porque é
uma predi¢@o para um y* observavel (GELMAN etal., 2013). A distribui¢io p(y*|y)

pode ser obtida do seguinte modo:
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p(y'ly) = / Py Oly)do
= / p(y*10,y)p(0ly)do

- / p(y"10)p(81y)d6. (34)

Em que na tltima linha da equacéo (34) se considera que y* e y séo con-

dicionalmente independentes dado 6.
6.1 Inferéncia Bayesiana Aproximada

Quando se utiliza priori conjugada, a forma funcional da distribui¢do a
posteriori é conhecida. Ainda que a distribui¢do a posteriori seja analiticamente
tratdvel, o uso de priori conjugada é muito rigoroso e ndo representa a maioria
dos casos na pratica (GELMAN et al., 2013). Quando o uso da conjugada ndo é
adequada, na maioria das situagdes a distribui¢do a posteriori nao possui forma
fechada e as integrais necessdrias para a obtencdo das marginais e avaliacdo dos
estimadores bayesianos ndo possuem solucio analitica (ROBERT; CASELLA, 2004).
Desse modo, métodos numéricos sdo requisitados para que esse impasse seja con-
tornado. Na sequéncia apresentam-se, de maneira sucinta, duas metodologias con-
sagradas da computacdo bayesiana: os métodos de Monte Carlo via Cadeias de
Markov (MCMC) mais precisamente, os algoritmos Amostrador de Gibbs (Gibbs
Sampling) e o de Metropolis-Hastings. Resumidamente, os métodos MCMC ge-
ram valores através de uma distribui¢do condicional a posteriori para cada para-
metro, de modo que se tenham uma sequéncia de valores que representam uma
aproximacdo da distribui¢do a posteriori € que podem ser utilizados para obter
qualquer medida de resumo a posteriori de interesse. Para um estudo detalhado,
recomenda-se as obras de Press (2002) e Robert e Casella (2004).
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6.1.1 Amostrador de Gibbs

O Amostrador de Gibbs foi, primeiramente, proposto por Geman e Geman
(1984) dentro do contexto de modelos de processamento de imagens e proposto
por Gelfand e Smith (1990) como uma abordagem baseada em amostragem para

calcular densidades marginais dentro do paradigma da inferéncia bayesiana.

O interesse maior estd na distribuigdo a posteriori p(6|y) de um conjunto
de pardmetros @ = {61,...,0,}. Para simular valores de p(@|y), ¢ necessdrio
uma distribuicdo condicional completa para cada parametro 6;, ou seja, uma dis-
tribui¢do condicional a posteriori de 0; dado todos os outros parimetros. Para
simular um valor de p(6|y), o algoritmo gera, iterativamente, valores de todas as
condicionais completas. Um algoritmo descrito em Press (2002) é apresentado a

seguir:

1. escolha valores iniciais para 00 = (0&0), Héo), cee 9}(,0)) e inicie o contador
dacadeiat = 1;

(t)

2. obtenha um novo vetor 89 = (1951‘/)7 05°,..., GS)), a partir de 01 através

de sucessivas geracao de valores:

° Hgt) da distribui¢@o condicional completa p(6; lﬁg_l) ) 0:(;_1), e 01(;*1), Y)

° Qét) da distribui¢do condicional completa p(02|9§t), 9:(;71) Yo ,91(,25*1), Y)

com 9§t_1) substituido por 09 ;

° %t) da distribui¢do condicional completa p(6,| Qgt)’ eét—l)’ L 0}()1:1)’ y)
com 0V, ., 9;:1) substituido por 61, ..., gg_) X

3. altere o contador ¢ para t + 1;

4. retorne ao passo 2 até atingir convergéncia.
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6.1.2 Metropolis-Hastings

O algoritmo de Metropolis-Hastings foi inicialmente proposto por Metro-
polis et al. (1953) e, entdo, generalizado por Hastings (1970). Para fins didéticos,

¢ considerado o caso em que 6 € univariado.

1. escolha um valor inicial para ° e inicie o contador da cadeia t = 1;

2. amostre #* de uma distribuicdo geradora de candidatos proposta g(6*|0¢~1));

p(y|0*)p(67) > .

p(yl0¢D)p(ot=D)
gere um nimero aleatério v de uma distribuicao uniforme 0 e 1;

3. calcule a probabilidade de aceitagdo o = min <1,

(t+1) —_ 0*

4. se a > u, entdo, aceite #* e faga 0 , caso contrério, rejeite 6% e

faca e+ = g(1),

5. incremente o contador da cadeia de ¢ para ¢ + 1 e retorne ao passo 2.

Para implementar o algoritmo de Metropolis-Hastings se faz necessario a
escolha de uma distribui¢do de probabilidade auxiliar que gera os valores candida-
tos a comporem a amostra de ¢. Frequentemente, uma funcio de densidade simé-
trica é preferida, tal que ¢(0*|0"~Y) = ¢(8*~1)|0*). Para esse caso, Blangiardo
e Cameletti (2015) sugerem como possiveis escolhas as distribuicdes Uniforme e

Normal centrada em torno do dltimo valor, como segue:

q(0*10% ) ~ Uniforme(0®1 —~,00=1 4 4) (35)

ou ainda,
q(6*10%) ~ Normal(84~1,~?), (36)

em que v é um parametro de calibrac@o escolhido, apropriadamente, com respeito

a efici€ncia do algoritmo (controle da taxa de aceitacdo do algoritmo).
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6.1.3 INLA: Aproximacao de Laplace Aninhada Integrada

A Aproximacgdo de Laplace Aninhada Integrada (INLA), do inglés Inte-
grated Nested Laplace Approximation, € um algoritmo deterministico para inferén-
cia bayesiana, proposto por Rue, Martino e Chopin (2009), que foi desenvolvido
especialmente para ser aplicado a uma classe de modelos estatisticos, conhecidos
como modelos gaussianos latentes. Tais modelos, englobam uma gama de mode-

los de regressdo com estrutura aditiva.

Em palavras, os modelos gaussianos latentes sdo tais que, o seu campo
latente é gaussiano, controlado por alguns hiperpardmetros e também podem as-
sumir ndo normalidade na varidvel resposta. Na maioria das situacdes as distri-
bui¢des marginais a posteriori ndo possuem forma fechada e métodos computaci-
onais para obten¢do dessas distribuicdes sdo evocados. Comumente, os métodos
de Monte Carlo via Cadeia de Markov s@o os métodos implementados para a so-
lucdo desses problemas. No entanto, Rue, Martino e Chopin (2009) salientam
que tais métodos ndo sdo uma ferramenta apropriada para uma anélise rotineira
de modelos gaussianos latentes, pois podem apresentar um tempo computacional
muito elevado ou até mesmo ndo atingir convergéncia. Nesse ponto, o INLA ¢
uma alternativa para contornar essas limitagdes. Sua eficiéncia computacional é a
sua principal vantagem frente aos métodos MCMC dentro do contexto de modelos

gaussianos latentes.

Rue, Martino e Chopin (2009) ainda destacam que o INLA ainda possui
virtudes como a de ndo necessitar a verificagdo da convergéncia, possuir simples
critérios de comparacdo de modelos e diversas medidas preditivas de modo que os

modelos possam ser comparados e 0 modelo em estudo ser contestado.

O niucleo da abordagem INLA ocorre via aproximagdo de Laplace, apre-

sentada a seguir.
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6.1.3.1 Aproximacio de Laplace

Suponha que o interesse € calcular a seguinte integral

/ fly)dy = / exp(log f(y))dy, (37)

em que f(y) é uma fungdo de densidade de uma varidvel aleatéria Y. Aplicando
a aproximacdo de segunda ordem via Série de Taylor em log f(y) avaliado em

Y = Yo, tem-se

dlog f(y) (y —y0)* 0%log(f(y))

log f(y) ~ log(yo) + (¥ — o)

oy 2 Oy?
Y=Yo Y=o
0l
Definindo y como a moda y* = arg max log f(y), entdo ng(y) 0.
Y Yy
y=y*
A integral de interesse pode ser aproximada como:
*\2 92
oy W—y") 0% log f(y
/f(y)dy ~ /exp log f(y )+( ) 2( ) dy
2 dy
y=y*
(y —y*)* 9 log f(y)
= fy") / exp 5 042 dy.
y=y*
. 9%1
Veja que, se for denotado 0% = —1 / Lf(y) , obtém-se o nicleo de uma

Oy?

Y=yx*

) /exp <—(y2_02y)2> dy

k)2
= f(y*)v27ra2*/\/271r?exp (_(y%‘g*)) dy. (38)

distribuicdo normal

[ v

Q
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Mais precisamente, a integral avaliada no intervalo («,3) pode ser aproximada por

B
/ Fw)dy ~ F(y")V2ro (B(8) — B(a), (39)

em que ®(.) denota a funciio de distribuicio da Normal(y*, o2 ).
6.1.3.2 Modelos Gaussianos Latentes

Como dito anteriormente, o método INLA foi desenvolvido para fazer in-
feréncia, em especial, na classe dos modelos gaussianos latentes. Para definir um
modelo gaussiano latente dentro do paradigma bayesiano, deve-se primeiro consi-
derar uma distribuicdo de probabilidade para a varidvel resposta y;, caracterizada
por um pardmetro E[Y;] = p;, definido como uma fung¢do do preditor de estrutura
aditiva n; através de uma fung¢do de ligagéo g(-), tal que g(u;) = n;. De forma que

o preditor n; é dado por:

M L
mi=Bo+ Y BmTmi+ Y filz),
m=1 =1

* [y € um escalar que representa o intercepto;

* B={p1,P,..., m} quantificam o efeito linear das varidveis explicativas

x = {x1,x2,..., T} na varidvel resposta;
o f={f1("), f2(),..., fr(-)} é uma colecdo de fun¢des definidas em termos

de um conjunto de covaridveis z = {z1, z2,..., 2L}

Rue, Martino e Chopin (2009) ressaltam que essa classe de modelos pos-
suem uma riqueza de aplicagdes, devido a enorme quantidade de formas que as

fungdes fi(-) podem tomar. Natario (2013) exemplifica algumas dessas formas:

* Modelos Lineares Generalizados: f;(-) = 0.
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* Modelos Lineares Generalizados Mistos: f ~ Normal(0, Q™).

* Modelos Espaciais e Espaco-Temporais:

~ C AR (efeitos espaciais estruturados);

~ AR(¢, aj%l) (efeitos temporais);

> > >

()
()~ N ormal((),a]%l) (efeitos nao espacialmente estruturados);
()
()

~ Normal(0, a]%l) (efeitos ndo temporalmente estruturados).

Defina-se 6 = { Sy, B,f } como o conjunto de pardmetros das varidveis la-
tentes de interesse para se fazer inferéncia. Ademais, seja b = [1)1, %2, ..., 9 K]T
um vetor de K hiperparametros. Assumindo independéncia condicional, a distri-

buicdo das n observacdes é dada pela seguinte verossimilhanca:

n

p(y|0,%) = [ [ p(wilb:, ),
i=1
em que cada y; se relaciona a somente um elemento 6; no campo latente 6. Para o
campo latente 0, assume-se uma priori normal multivariada com vetor de médias
0 e matriz de precisdo Q (1)), isto é, 8|tp ~ Normal(0, Q(¢)) ') com fungio de
densidade dada por

p(61) = (22) " IQU) M exp (507 QS

Os componentes do campo latente 6 sdo assumidos condicionalmente in-
dependentes, o que implica em uma matriz de precisdo Q(v)) esparsa. Tal condi-
¢do permite um ganho computacional no processo de inferéncia. Dessa forma, a

distribuicdo a posteriori de 0 e 1) pode ser escrita como:
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p(0,9,y)
p(y)
p(0.,y)

p(0,9) x p(y|6,%)
p(v) x p(0]v) x p(y|0,2)

o p(p) x p(Blw) x | [ p(vilbiwp)
=1

p(@Yly) =

o p(1h) x |Q(p)|"* exp (‘;HTQ(«N’) -

H exp(log(p(vil0i,v)))
=1

x p(w) x Q)] exp (—;OTQ<¢>0+ Zlog@(yiwi,w))) -

i=1

6.1.3.3 Metodologia INLA

Rue, Martino e Chopin (2009) afirmam que para fazer inferéncia bayesi-
ana tem-se o interesse em obter as distribui¢des marginais a posteriori para cada
elemento do vetor de parametros e do vetor de hiperpardmetros, pois toda a in-
formacdo sobre os parAmetros se encontram nessas distribui¢cdes. Na metodologia
INLA, o interesse € obter aproximacdes dessas marginais a posteriori, tanto das

variaveis latentes

p(0i]y) = / p(0;, y)dp = / p(6:l2p.)p(bly) o,

quanto dos hiperparametros do modelo gaussiano latente

p(ely) = / p(ply)dep_.
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em que ©_ € o vetor ¢ sem a k-ésima componente.

Denote por p(+|-) uma distribui¢do condicional aproximada em seus argu-

mentos, a metodologia INLA tem por objetivo construir aproximagdes aninhadas:

B(ely) = / Baply)dvp—s,
B(6:ly) = / 5619 )5 (b ) dep.

Para o cdlculo da distribuicdo a posteriori conjunta dos hiperpardmetros,

utiliza-se o seguinte resultado.

p(0,9|y)
p(Yly) 2O
p(yl0)p(04p) 1
p(y) p(0)v,y)
p(yl0,)p(0|Y)p(y) 1
p(y) p(0Y,y)
p(y|0,4)p(0|¢)p(+)

p(0)v,y)

A aproximaco da distribui¢do a posteriori conjunta dos hiperparametros é dada

por

p(yl0,9)p(0|¢)p(v)

p(Bl¢,y) 6—0-()

em que p(0|1, y) é a aproximacdo gaussiana de p(0[1, y) e 0*(¢») é a moda da

p(Yly) o<

(40)

condicional completa de 8 para um dado 1) que é obtida através de algum método

de otimizacdo, como por exemplo, o de Newton-Raphson.

Blangiardo e Cameletti (2015) afirmam que a aproximagao gaussiana aca-

ba sendo precisa, uma vez que p(@|1,y) é quase Normal, pois a priori do campo
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latente necessita de normalidade e y geralmente é nao informativo com distribui-

¢do bem comportada.

O préximo passo é calcular p(6;|1p,y) que é necessdrio para o célculo
da marginal a posteriori p(6;|y). Para essa aproximagdo Rue, Martino e Chopin
(2009) sugerem trés estratégias distintas: aproximagao gaussiana, aproximagao de
Laplace completa e aproximacdo de Laplace simplificada. Tais estratégias variam

entre eficiéncia computacional e precisdo da aproximacao.

A aproximagdo gaussiana € a mais simples das estratégias, possui maior
eficiéncia computacional e menor precisdo. Consiste em aproximar p(6;|1,y) di-
retamente das marginais de p(@|,y), obtida anteriormente no denominador de
(40), para encontrar p(3h|y). Isto &, p(60i[3b.y) = N (1:(3), 02()), em que ps(3h)
é o vetor de médias e o2 (%) o vetor de varifncias marginais da aproximagao gaus-

siana.

A aproximagdo de Laplace completa € a mais precisa e a computacional-
mente mais custosa dentre as estratégias e consiste em reescrever 8 = (6;,0_;) e

usar agora a aproximagcdo de Laplace para obter p(6;|1,y). Note primeiro que

p((0:,0)—i|v,y)

p(Oil.y) p(0-i|0i,,y)
p(0,%]y) 1
p(Yly) p(0-i0:i9,y)
p(0.%]y)
p(0_0:.y)

Assim a aproximacgdo de Laplace completa de p(0;|1,y) é

p(0,9|y)

pO-ilbiy)|, . )

p(0ilY,y) (41)

em que p(0_;]0;,%,y) é a aproximacdo gaussiana para 0_;|0;,%,y e 0 ,(0;,2)) é

a moda.

A aproximacdo de Laplace simplificada é baseada na expansio em Série
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de Taylor da aproximacdo de Laplace dada em (41) e para mais detalhes ver (RUE;
MARTINO; CHOPIN, 2009).

Uma vez obtidas p(v|y) e p(0;|¢, y), a marginal a posteriori p(6;|y) é

aproximada por
(6:ly) = / B(6:1, 9P|y dap,

e a integral pode ser resolvida numericamente através de uma soma finita ponde-

rada, dada por
P0ily) = p(0:9Y), y)p(p |y)A;, (42)
J

para alguns relevantes pontos de integra¢do {’l/)(j )} com um correspondente con-

junto de pesos {A;}.

Blangiardo e Cameletti (2015) fornecem os passos da metodologia INLA:

1. Explorar a distribui¢do a posteriori conjunta p(t|y) a fim de obter pontos
{w(j )} com alta densidade, necessarios para a integragdo numérica em (42).
Para esta etapa, Rue, Martino e Chopin (2009) propdem dois esquemas dis-
tintos de exploracdo que requerem uma reparametrizacao do espaco de 1, a

fim de se obter densidades mais regulares. Os passos sdo descritos a seguir:

(a) Localize amoda de ¥* de p(t)|y) através da otimizacao de log p(v|y)
com respeito a 1, por exemplo, utilizando o Método de Newton-Raph-

son.
(b) Calcule a matriz Hessiana negativa H da configura¢io modal.
(c) Calcule a autodecomposi¢do X = VAV, em que X = H L.

(d) Defina a nova varidvel z, com componentes padronizados e mutua-

mente ortogonais, tais que
P(z) =" + VA2,

O primeiro esquema de exploragdo constréi uma grade de pontos u-

sando a parametrizacdo z, que utiliza a maior parte da densidade de
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p(¥ly).

O segundo esquema, chamado planejamento composto central (do in-
glés central composite design) (CCD), deve ser usado para reduzir
custo computacional; nesse esquema, o problema da integracio ¢ visto
como um problema de planejamento. Utilizando a moda 1™ € a matriz
hessiana H alguns pontos relevantes no espaco de 1) sdo seleciona-
dos para fazer uma aproximacao de segunda ordem para uma varidvel

resposta.

ApO6s realizar a exploragdo por grade, cada marginal a posteriori
p(Yr|y) pode ser obtida usando um algoritmo de interpolagdo, ba-
seado nos valores da densidade de p(t|y) avaliada no conjunto de
pontos de integragdo {1/1,9 )}. O algoritmo da interpolacdo pode ser

encontrado em Martins et al. (2013).

2. Para cada valor {1/},(3 ) }, a condicional a posteriori p(6;]1p7) y) sio avaliadas
em uma grade de valores selecionados para #; e a marginal a posteriori

p(6;]y) é obtida pela integracdo numérica em (42).

6.2 Verificacdo e Critérios de Selecao do Modelo

Um importante aspecto da modelagem bayesiana se refere a avaliacdo da
plausibilidade e do ajuste do modelo. Por plausibilidade entende-se pela a avalia-
cdo de quais varidveis devem ser incluidas no modelo, os tipos de suposi¢des que
devem ser assumidas nos parametros, as prioris que devem ser assumidas para os
pardmetros e hiperparametros. Para o ajuste, o intuito é encontrar o modelo que
melhor se ajusta aos dados disponiveis e comparar distintos modelos para as va-
riaveis incluidas (BLANGIARDO; CAMELETTI, 2015). Uma forma de combinar os
conceitos de plausibilidade e ajuste é dada pela andlise de sensibilidade(GELMAN
et al., 2013). Normalmente sdo utilizadas metodologias baseadas na distribui¢ao

preditiva e na funcio deviance, que sdo sucintamente apresentadas a seguir.
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6.2.1 Métodos Baseados na Distribuicao Preditiva

A ideia por trds desses métodos € segregar a amostra de observacgdes y em
dois grupos, tal que ¥y = (¥, Y.), em que y é utilizado para o ajuste do modelo e
para estimar a distribuicdo a posteriori dos parametros, e y. € usado para verificar

a plausibilidade do modelo (model criticism).

A maneira mais comum para segregar y ¢ através da validagdo cruzada
(cross-validation), que segrega y de modo que cada observacio pertenca somente
a um dos dois grupos yy € y.. Para verificar a adequagdo do modelo, dois indices

sdo usados. Sao eles:

¢ ordenada preditiva condicional (conditional predictive ordinate): C PO; =

p(yi lyy);

* transformacdo integral de probabilidade (probability integral transform)
PIT; = p(y; < yilyy)-

Gneiting, Balabdaoui e Raftery (2007) sugerem que a distribui¢do empi-
rica da PIT pode ser usada para a avaliagdo do desempenho preditivo do modelo;
uma distribui¢do preditiva é considerada coerente se a distribuicdo empirica da PIT
é Uni forme(0,1). Uma outra medida de resumo do ajuste do modelo é dada pela
pseudo marginal log verossimilhanca (log pseudo marginal likelihood) (LPML)
sugerida por, Geisser e Eddy (1979), a LPML deriva consideracdes preditivas e
conduz a pseudo fatores de Bayes para a escolha de modelos. Segundo Carlin e
Louis (2008), a LPML pode ser usada para comparar/competir modelos, em ter-
mos de predi¢do, e quanto maior for o seu valor, melhor € o ajuste do modelo. A
LPML ¢ dada por:

n
LPML = logCPO;, (43)
i=1
em que C'PO; é a i-ésima ordenada preditiva condicional, isto €, é a densidade

preditiva baseada em y_; avaliada em y;.
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6.2.2 Deviance Information Criterion (DIC)

Sugerido por Spiegelhalter et al. (2002) o DIC € reconhecido como uma
versdo bayesiana do AIC em (30) e foi desenvolvido justamente para comparar
modelos bayesianos. As diferencas entre o DIC e o AIC, estdo no fato de se uti-
lizar o estimador bayesiano ébayes = FI[f|y] no lugar do estimador de maxima
verossimilhanga Oimie; € no de substituir o nimero de parametros p por um outro,
denotado por pp, que representa o nimero efetivo de pardmetros e faz uma corre-

¢do de viés baseado nos dados. Analogamente ao AIC, o DIC é definido como:

DIC = —210g(p(y|0rayes)) + 20D, (44)

em que,

pp = Egy[—21log(p(y0))] + 21og(p(y|Opayes))- (45)

Recordando a equagdo (18) a Deviance avaliada em 6 é dada por D(0) =

—2log(p(y|#)). Consequentemente, pode-se reescrever (45), como

pp = Egy, [D(0)] — D(Eg),[0]) = D — D(9). (46)

Equivalentemente (44), temos

DIC =D + pp. 47)

Em palavras, o DIC € a soma da média a posteriori da Deviance e o nu-
mero efetivo de pardmetros que € determinado por (46). Andlogo ao AIC, diz-se
que modelo m; é preferivel ao modelo my se DIC,,, < DIC,,,. Cabe ressaltar
que o modelo com menor DIC ndo necessariamente serd um modelo adequado se

ndo reproduzir os dados adequadamente, sendo, entdo, necessario avaliar a consis-
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téncia das previsdes do modelo (CONGDON, 2010). Outro ponto a se destacar € que
o DIC tem a tendéncia de sub penalizar modelos complexos com muitos efeitos
aleatérios (PLUMMER, 2008).
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7 MATERIAL E METODOS

Os dados siao referentes ao seguro de automdveis entre os anos de 2007 a
2014 por unidade da federacdo (UF) e foram obtidos junto ao AUTOSEG - Sis-
tema de Estatisticas de Automéveis da Superintendéncia de Seguros Privados. O
banco de dados contém ao todo 2160 observagdes e é constituido pelas varidveis:
prémio médio; sexo do condutor; faixa etdria do condutor; importancia segurada
média; ndmero de sinistros por colisdo; nimero de sinistros por incé€ndio ou roubo;
nimero de sinistro por outras causas; valor total de indenizacdes por colisdo; valor
total de indenizagdes por incéndio ou roubo; valor total de indenizag¢des por outras

causas. A Tabela 3 mostra como os dados estao dispostos

Tabela 3 Dados Seguros de Automdveis

Ano UF Sexo Faixa Etdria Importancia Segurada Média ... Prémio Médio
2007 AC  Feminino 18-25 30299 . 1233
2007 AC  Feminino 26-35 33696 o 1083
2007 TO Masculino >55 32646 . 1617
2008 AC Feminino 18-25 32899 o 1268
2008 AC Feminino 26-35 35860 o 1108
2014 TO Masculino >55 54938 e 2007

Uma anélise descritiva dos dados de seguros de automodveis € realizada.
Posteriormente, para o ajuste dos modelos, serd considerado como varidvel res-
posta y o valor médio do prémio de seguro de automdvel, tendo como intuito
verificar a influéncia que as varidveis citadas exercem no valor médio do prémio

de seguro de automoveis.

Para o ajuste dos modelos, utiliza-se a metodologia INLA, mais precisa-
mente, utilizando a estratégia da Aproximacio de Laplace Completa para as apro-
ximagoes das distribui¢des marginais a posteriori e planejamento composto central
para exploragdo da grade de pontos. O critério utilizado para a selecdo do modelo

serd baseado nos critérios, DIC, que fornece o melhor trade-off entre ajuste e
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complexidade e LPM L que mensura a qualidade preditiva do modelo. Para a ve-
rificag@o da calibracdo do modelo constréi-se um histograma das transformacdes

integral de probabilidade.

A aproximacdo de Laplace Completa foi escolhida como estratégia de
aproximacdo das marginais a posteriori, pois, segundo Schrodle et al. (2011), o
célculo de medidas preditivas frequentemente requer a aproximacgdo de Laplace
Completa para alcangar resultados confidveis e tais medidas podem ser obtidas na

metodologia INLA sem a necessidade de reexecutar o ajuste do modelo.

As varidveis explicativas consideradas no estudo sio:

» Sexo que representa o sexo do condutor, com dois niveis: masculino e fe-

minino;

* FaixaFEtaria representando a faixa etdria do condutor, dispondo de cinco
niveis: entre 18 e 25 anos, entre 26 € 35 anos, entre 36 € 45 anos, entre 46 ¢

55 anos e maior que 55 anos;
* ImpSegurada é o valor médio em reais da importancia segurada;
* SinistrosColisao é o nuimero de sinistros ocorridos por colisdo;

e SinistrosIncRoubo é o nimero de sinistros ocorridos por incéndio ou

roubo;
» SinistrosOut é o numero de sinistros ocorridos por outras causas;

* IndenizacaoColisao é o valor em reais pago em indenizag¢des devido a

sinistros por colisdo;

* IndenizacaolncRoubo € valor em reais pago em indenizac¢des devido a

sinistros ocorridos por incé€ndio ou roubo;

¢ IndenizacaoOut é o valor em reais pago em indenizacdes devido a sinis-

tros ocorridos por outras causas;
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* UF que representa a unidade da federacdo, com vinte e sete niveis referentes

a cada estado do Brasil;

e Ano que representa o ano, contendo 8 niveis de 2007 a 2014.

Para a andlise, serd descrito um modelo geral que servird de base para
todos os modelos ajustados neste estudo. O modelo geral é similar ao modelo
descrito em Bernardinelli et al. (1995), que ainda sugere que efeitos de area e
tendéncia temporal sejam tratados como aleatérios. O modelo geral é apresentado

a seguir:

Yijkt |ijrt,Tg ~ Gama(ty, 7o/ fijkt )

i=12.=12,....5.k=1,...,27,t=1,...,8.

Nijkt = log(pijre) = log(ImpSegurada;jit) + Po + f1Sexo; +
BeojFairaEtaria; + B3SinistrosColisao;jxs +
BaSinistrosIncRoubo;jrs + B5SinistrosOutjr: +
BeIndenizacaoColisaojk: + BrIndenizacaolncRoubojjk: +
BgIndenizacaoOut;ji; +

U + v+ + O + O (48)

De modo que a priori do hiperparametro de precisdo das observagdes gama
74, € definida para log 7, de tal modo que log(7y) ~ loggama(1,0.01). A varidvel
“valor médio da importincia segurada” ¢ uma medida de exposi¢do, portanto, é
incluida no modelo como um offset. Para os parametros dos efeitos fixos (incluindo
um intercepto) 3, assume-se que ha informacao suficiente nos dados, de modo que
uma priori normal com grande variincia forneca pouca informacao a priori (FONG;
RUE; WAKEFIELD, 2009). Desse modo, 3 ~ Normal Multivariadai2(0,100%1).

O efeito aleatorio referente a unidade da federacdo possui duas compo-
nentes: ug que é um efeito estruturado no espaco e v ndo estruturado no espaco.

Para o efeito estruturado espacialmente uy, aplica-se o Modelo de Besag, uma
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estrutura espacial autorregressiva condicional intrinseca (iCAR) (BESAG; KOOPER-

BERG, 1995). Seja u = [uq, . .. ,u27]T, o modelo de Besag é definido como:

1 1
uglug, k # 1,7, ~ Normal —Zul, ,
ng ol NiTy

em que n; é o nimero de vizinhos da area k, k£ ~ [ indica que as unidades da
federacdo k e [ sdo vizinhas. A priori do hiperpardmetro de precisao 7, € definida

para log 7, de tal modo que log(7,) ~ loggama(1,5 x 107°).

Para o efeito espacial ndo estruturado assume-se v, ~ Normal(0,1/7,),
e a priori do hiperparametro de precisao 7, € definida para log 7, de tal modo que

log 7, ~ loggama(1,5 x 107°).

Da unido do Modelo de Besag, uy, € o modelo espacial ndo estruturado
vk origina-se o modelo de Besag—York—Mollie (BYM) (BESAG; YORK; MOLLIE,
1991).

Ja v e ¢, sdo as duas componentes de efeito aleatério da varidvel ano.
Sendo que y; é temporalmente estruturada e ¢; é ndo estruturada no tempo. Para
o efeito temporal estruturado -, pode ser modelado dinamicamente, por exemplo,
através de um passeio aleatério de ordem 1 (RW1) ou de ordem 2 (RW2), definidos

como

RW1
Velye-1 ~ Normal(yi—1,1/7y)

RW2

YelVe-1,ve—2 ~ Normal(2vi—1 + 712, 1/77).

A priori do hiperpardmetro de precisio 7 € definida para log(,), de modo
que log(7,) ~ loggama(1,5 x 107°).
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O pardmetro ndo temporalmente estruturado ¢; ~ Normal(0,1/7,) e

log(7y) ~ loggama(1,5 x 107°).

Ha ainda o pardmetro di; que é ndo estruturalmente modelado e repre-
senta a interagéo entre o espago e tempo. Dessa forma, dx; ~ Normal(0,1/75) e

log(75) ~ loggama(1,5 x 107°).

O modelo que contém interacio espago-tempo se atenta para o fato de que
as unidades espaciais podem se comportar diferentemente da tendéncia temporal
principal quando observada no decorrer de um longo periodo de tempo (SCHRODLE
etal,, 2011). A inclusdo da interagcdo espaco-tempo no modelo deve explicar dife-
rencas da tendéncia temporal para diferentes unidades da federacdo. Se . < 0,
entdo a tendéncia média do unidade da federagdo especifica é menor que a ten-
déncia média, em contrapartida, d; > O implica que a tendéncia da unidade da
federacao especifica € mais acentuada do que a tendéncia média. Outras especifi-
cacdes para interacao de espaco-tempo, que ndo sdo tratadas neste trabalho, podem

ser encontradas em Knorr-Held (2000).

Knorr-Held (2000) complementa que no modelo de Bernardinelli et al.
(1995) varias modificagdes e extensdes sdo possiveis, no entanto, recomenda omi-
tir apenas efeitos principais em que sua intera¢do ndo € assumida. Dessa forma, a

Tabela 4 elenca algumas variacdes do modelo geral (48) a serem ajustados.

Tabela 4 Componentes aleatdrios presentes no modelo

Modelo  up v Ve Ot Okt
I _ _ _ _ _
I —  sim - sim sim
I sim - - sim  —
v sim - sim(rw1) - -
\% sim — sim(wl) sim -
VI sim  sim - sim  sim
VII sim sim sim (rwl) sim sim

VIII sim sim sim (rw2) sim sim
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O software R (R Core Team, 2014), bem como os pacotes stats (R Core Team,
2014), lattice (SARKAR, 2008), maptools (BIVAND; LEWIN-KOH, 2016), spdep (BI-
VAND; PIRAS, 2015) e INLA (RUE; MARTINO; CHOPIN, 2009) serdo utilizados para
a descri¢do dos dados e para o ajuste dos modelos apresentados. Enquanto que
o mapa do Brasil, bem como, sua estrutura de vizinhanca foram obtidos junto ao

Ministério Meio Ambiente.
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8 RESULTADOS

Antes de ser apresentado o ajuste dos modelos descritos na Se¢do 7, re-
aliza-se uma breve descri¢do dos dados. Inicia-se tentando comparar condutores
do sexo masculino e feminino. Na Figura 3, apresenta-se uma comparagdo entre o

sexo do condutor e seu respectivo valor médio do prémio, através de um boxplot

estratificado.
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Figura3 Box-Plot do Prémio Médio Estratificado por Sexo do Condutor

Pode-se observar que condutores do sexo masculino pagam, em média,
um maior prémio para ter seu automoével segurado. Esse fato pode ser explicado
através da participacdo dos condutores do sexo masculino no niimero de sinistros

e, sobretudo, no valor total pago em indeniza¢des. Na Figura 4 € apresentada essa
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Figura4 Propor¢do do nimero de sinistros (a esquerda) e do valor total pago em
indenizacdes (a direita) por sexo do condutor, entre os anos de 2007 a
2014.

Observa-se que condutores do sexo masculino sofreram mais sinistros que
condutores do sexo feminino (53,42% do total de sinistros), mas esse niimero nio é
tao expressivo quanto a propor¢do do valor gasto em indenizagdes dos sinistros dos
condutores do sexo masculino, que foi de 61,62%. Condutores do sexo masculino

pagam, em média, um prémio de seguro de automdvel mais caro, devido a sua
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predominante participag@o no total gasto em indenizagdes.

No mesmo sentido da comparacio entre condutores do sexo masculino e
feminino, compara-se condutores de faixa etarias diferentes. A Figura 5 apresen-

tam boxplots do valor médio em prémios estratificado por faixas etdrias.
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Figura5 Boxplot do prémio médio estratificado por faixa etaria

Os boxplots sugerem uma pequena tendéncia de condutores mais jovens

pagarem, em média, um prémio um pouco maior que condutores mais experientes.
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A Figura 6 apresenta a dispersio entre o valor médio do prémio dos anos
de 2007 a 2014.
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Figura 6 Dispersao entre os valores médio do Prémio de 2007 a 2014

Pode-se observar uma forte associacio linear entre os valores do prémio
médio entre todos anos em estudo. Apesar de ainda forte, essa associacdo linear
tende a diminuir a medida que a diferencga entre os anos aumentam. Uma vez que
a varidvel resposta dos modelos a serem ajustados € o prémio médio, a existéncia
dessa associacgdo entre os valores médios do prémio e os anos é um indicio de que

o modelo deve considerar a correlacio entre as observagdes da varidvel resposta.

A Figura 7 apresenta a evolucdo do valor médio do prémio do seguro de

automoéveis para os anos de 2007 a 2014. Pode-se constatar que houve um cresci-
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mento do valor médio do prémio no periodo.
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Figura7 Evolu¢do do prémio médio de seguros de automéveis entre os anos de
2007 a 2014

Com a finalidade de selecionar o melhor modelo, apresenta-se na Tabela
5 os valores do Critério de Informagado de Deviance, bem como a pseudo marginal

log verossimilhanca.
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Tabela 5 Medidas para a comparacdo e sele¢cdo de modelos

Modelo DIC PD D LPML

| 27293,76 15,43 27278,33 -13660,11
II 22515,78 232,97 22282,81 -11266,41
III 23458,00 62,10 23295,89 -11732,53
v 23457,99 62,09 2339590 -11732,53
A% 23457,91 61,96 23395,95 -11732,53
VI 22515,76 232,64 22283,08 -11266,37
VII 22516,86 232,72 22283,14 -11266,45

VIII 22516,03 232775 22283,28 -11266,46

A Tabela 5 mostra que o modelo melhor ajustado foi o modelo II, uma
vez que detém o menor D = 22282 81, no entanto, sua penalizagio, medida pelo
nimero efetivo de pardmetros pp é grande o suficiente para que o modelo ndo
forneca o menor DIC. Sendo assim, o modelo VI, que detém o menor DIC, é o
modelo que oferece o melhor trade - off entre ajuste e complexidade e, portanto,
€ o modelo selecionado para o estudo. Para corroborar com a escolha, o modelo
VI possui a maior LPML, o que indica que é o modelo com maior capacidade

preditiva dentre os modelos ajustados.

Dessa forma, apresenta-se um resumo dos efeitos do modelo VI na Tabela
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Tabela 6 Resumo dos efeitos do modelo VI

Parametro Média a posteriori IC 95% sd
Intercepto™ —3,208 (—3,263; —3,153) 0,028
Sexo Masculino 0,121 (+0,117;+0,124) 0,002
FaixaEtaria26-35 -0,217 (—0,222; —0,212) 0,003
FaixaEtaria36-45 ~0,297 (—0,302;-0,291) 0,003
FaixaEtaria46-55 -0,296 (—0,301;—0,290) 0,003
FaixaEtaria>55 ~0,347 (—0,351;-0,341) 0,003
N° Colisio —0,012 (—0,032;40,008) 0,010
N° Inc. ou Roubo 0,050 (+0,015;40,085) 0,011
N° Outras Causas —0,004 (—0,011;40,003) 0,004
Ind. Colisdo —0,038 (—0,061;—0,016) 0,011
Ind. Inc. ou Roubo —0,015 (—0,052;4-0,021) 0,018
Ind. Outras Causas 0,003 (—0,007;+0,013) 0,005
Hiperparametro Média a posteriori  IC 95% sd

T, 776,378 (727,741;827,265) 25,321
Tu 101,155  (53,025;179,627) 32,669
Ty 1774,501  (278,940; 5566,120) 1427,7
Té 204,347 (67,397;441,230) 97,447
75 043,357 (740,072;1184,296) 113,072

* Intercepto confundido com Sexo Feminino e Faixa Etéria de 18 a 25 anos

Observa-se que na Tabela 6, as varidveis "ntimero de sinistros ocorridos
por colisdo", "nimero de sinistros ocorridos por outras causas”, "indenizacdo de
sinistros ocorridos por incéndio ou roubo"e "indenizacao de sinistros ocorridos por
outras causas'ndo possuem efeitos significativos, uma vez que o valor O pertence
ao intervalo de 95% de credibilidade dessas variaveis. Dessa forma, tais variaveis
foram retiradas do modelo. Posteriormente, um novo modelo (VI*) foi ajustado
sem essas varidveis o que ocasionou um melhor ajuste (DIC = 22512,92) e uma
melhor capacidade preditiva (LPML = —11263,38). Um resumo do modelo é

descrito na Tabela 7
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Tabela7 Resumo dos efeitos do modelo VI*

Parametro Média a posteriori 1C 95% sd
Intercepto™ —3,2080 (—3,2638; —3,1522) 0.0279
Sexo Masculino 0,1216 (4+0.1184; +0.1249) 0,0017
FaixaEtaria26-35 —0,2170 (—0.2221; —0.2119) 0,0026
FaixaEtaria36-45 —0,2977 (—0.3030; —0.2925) 0,0027
FaixaFEtaria46-55 —0,2964 (—0.3016; —0.2912) 0,0026
FaixaEtaria>55 —0,3476 (—0.3527; —0.3424) 0,0026
N° Inc. ou Roubo 0,0324 (4+0,0249; +0,0398) 0,0038
Ind. Colisdo —0,0481 (—0.0557; —0.0405) 0,0039
Hiperparametro Média a posteriori I1C 95% sd

Tq 776,0178 (727,5512; 826,7817) 25,2492
Tu 97,2469 (49,6866; 175,6810) 32,5086
T 1848,2822 (265,1595;5923,9904) 1539,5079
Té 201,2357 (67,2357;438,8471) 96,9871
Ts 938,7998 (737,7329;1170,2523)  110,2751

* Intercepto confundido com Sexo Feminino e Faixa Etdria de 18 a 25 anos

Como os parametros estdo na escala logaritmica, por uma questio de fa-
cilidade de interpretacdo, € aconselhavel trazé-los para sua escala natural, através
de sua funcdo inversa exp(-). A Tabela 8 apresenta os efeitos das varidveis em sua

escala natural.

Tabela 8 Resumo dos efeitos fixos (escala natural) do Modelo VI*

Parametro Meédia a posteriori  Lljcosy,  LSic95%
Intercepto™ 0,0405 0,0383 0,0427
Sexo Masculino 1,1294 1,1257 1,1330
FaixaEtaria26-35 0,8050 0,8009 0,8090
FaixaEtaria36-45 0,7425 0,7386 0,7464
FaixaFEtaria46-55 0,7435 0,7397 0,7473
FaixaEtaria>55 0,7064 0,7028 0,7100
N° Inc. ou Roubo 1,0329 1,0253 1,0406
Ind. Colisao 0,9530 0,9458 0,9602

* Intercepto confundido com Sexo Feminino e Faixa Etdria de 18 a 25 anos
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Os efeitos que antes eram aditivos sdo, apds a transformacdo , multipli-
cativos e estdo descritos na Tabela 8. Para uma interpretacdo, o efeito do inter-
cepto, que estd confundido com condutores do sexo feminino e faixa etdria de
18 a 25 anos, € de 0,0405, que significa um prémio médio no valor de 4,05% do
valor da importancia segurada média. Para condutores do sexo masculino entre
18 e 25 anos hd um aumento de 12,94% a mais em relacdo ao intercepto, isto &,
1,1294%0,0405 = 0,0457, que representa 4,57% do valor da importancia segurada
média. Para um condutor do sexo feminino entre 36 a 45 anos, por exemplo, equi-
vale a 74,25% do valor em relagdo ao intercepto, isto é, 0,7425 x 0,0405 = 0,0301

3,01% do valor da importancia segurada média.

Para checar a calibragdo do modelo, Czado, Gneiting e Held (2009) suge-
rem a constru¢do do histograma da transformacao integral de probabilidade. Um
modelo bem calibrado deve ter um histograma préximo da uniformidade. A Figura
8 apresenta o histograma da transformacao integral de probabilidade que mostra

estar proximo da uniforme, indicando que o modelo VI* estd bem calibrado.
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Figura 8 Histograma da transformacdo integral de probabilidade

A Figura 9 apresenta um grafico de dispersdo da média a posteriori da
distribuicdo preditiva contra os valores médio do prémio de seguro de automoveis.
Salvo algumas excegdes, pode ser observado que os valores preditos do prémio
médio estdo bem préximos dos valores observados, o que ¢ um bom indicativo
do desempenho da distribui¢do preditiva a posteriori. Tais excecdes, tratam-se
das observacdes 166, 1111, 1112, 1247, 1258, 1895 que pertencem a classes de
condutores que tiveram um valor médio do prémio baixo, no entanto, possuem
perfis em que o valor do prémio médio é mais elevado. As observacdes destacadas
foram retiradas do conjunto de dados e um novo ajuste do modelo foi realizado,

porém ndo houve alteracdes inferenciais.
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Figura9 Dispersdo entre os valores médios dos prémios observados e os valores
médios dos prémios preditos

A Figura 10 apresenta a média a posteriori do efeito espacial para cada
estado brasileiro. Destaques para os estados Rio de Janeiro e Pard (4reas mais
escuras) que obtiveram os maiores efeitos dentre os estados, o que implica em
uma maior influéncia desses estados no aumento do valor médio do prémio de
seguro de automdveis. Por outro lado, Santa Catarina, Sergipe e Paraiba (dreas
em branco) foram os estados que tiveram efeitos espaciais menores do que 1, de
modo que contribuiram para uma diminui¢do do valor médio do prémio em seus
respectivos estados. Ademais, todos os estados da regido sul e a maioria da regido
nordeste, tiveram efeitos espaciais menores que 1 e de uma maneira geral, tem-se
que as regides norte, centro-oeste e sudeste apresentaram efeitos maiores que 1,

exceto Minas Gerais, Distrito Federal e Mato Grosso do Sul em que tais efeitos
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provocam uma reducao no valor do prémio médio.

[1.1,1.25]
[1,1.1]
0.9,1]
[0.8,0.9]

Figura 10 Média a posteriori para os efeitos espaciais para cada estado do Brasil
(¢ = exp(u + v)) referente aos anos de 2007 a 2014

Com o auxilio da Figura 11, tem-se a probabilidade a posteriori de que o
efeito espacial seja maior que 1, que auxilia no mapeamento da incerteza associada
a média posteriori apresentada na Figura 10.
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Figura 11 Probabilidade a posteriori p({; > 1|y) para os efeitos espaciais para
cada estado do Brasil referente aos anos de 2007 a 2014

Através da Figura 11, com alta probabilidade a posteriori as regides su-
deste, centro-oeste e norte, salvo excecdes (cores brancas e cinzas dessas regides),
obtiveram um efeito espacial maior que 1 e, ha uma probabilidade a posteriori
muito baixa de que os efeitos espaciais dos estados das regides sul e nordeste
(com excegdes de estados das cores pretas dessas regides) sejam maiores que 1,

isto é, provoquem um aumento no prémio médio para suas dreas.
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A Figura 12 mostra a média a posteriori da tendéncia temporal para os
anos de 2007 a 2014. De uma maneira geral, houve um efeito crescente no valor
médio do prémio entre os anos de 2007 a 2014, com destaque para as quedas 2008,
2009 e 2011 e para as ascensdes em 2013 e 2014.
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Figura 12 Tendéncia temporal da média a posteriori do valor médio do prémio
de seguro de automéveis no Brasil para os anos de 2007 a 2014

A Figura 13 mostra a média a posteriori da interagdo espago-tempo para
o valor do prémio médio para os anos entre 2007 a 2014. Os estados com colo-
racao mais escura em suas respectivas dreas, tiveram, para o ano especifico, uma
tendéncia temporal mais acentuada que a média da tendéncia temporal para o ano
em questdo. No ano de 2014, em que a média a posteriori da tendéncia temporal
foi a mais alta dentre os anos considerados (ver Fig. 12) os estados como Rio de
Janeiro, Espirito Santo, Amazonas, Bahia e todos os outros estados com colora-

¢do mais escura, tiveram uma média a posteriori da tendéncia temporal ainda mais
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acentuada do que a média geral da tendéncia temporal para o ano de 2014. Por
outro lado, em 2014, estados como o de Santa Catarina, Rio Grande do Sul, Ma-
ranh@o e outros que possuem a drea com coloragdo mais clara, tiveram uma média
a posteriori da tendéncia temporal menos acentuada que a média a posteriori da

tendéncia temporal para o ano de 2014.

2013 2014

2010 2011 2012

0,01, 1]
<0.01,0.01]
[-1,-0.01]

2007 2008 2009

Figura 13 Média a posteriori da intera¢do espago-tempo Jdy; para o valor médio
do prémio de seguro de automoéveis no Brasil para os anos de 2007 a
2014
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8.1 Discussoes

Quanto ao modelo gama ajustado para o valor médio do prémio de seguro

de automoveis, cabe alguns destaques:

* O computador utilizado para os ajustes do modelo foi um Intel Core 17 CPU
3517U @ 1,9 GHz x 4 e o tempo de execucdo para o modelo selecionado
foi de 14s utilizando a estratégia da aproximacao gaussiana, 17s para a apro-
ximagdo de Laplace simplificada e de 220s para a aproximacdo de Laplace
(completa). Ademais, em termos inferenciais, ndo houve diferenca entre as
estimativas dos efeitos para o modelo ajustado com Aproximacdo de La-

place (completa) e Aproximacio Gaussiana.

* Verifica-se que condutores do sexo feminino tem uma reducao no prémio em
relacdo aos condutores do sexo masculino. A classe de condutores do sexo
masculino entre 18 e 25 anos sofrem um aumento de 12,94% em relacdo ao
prémio médio pago por condutores do sexo feminino na mesma faixa etaria
que, inicialmente, pagam um prémio médio equivalente a 4,05% da impor-
tancia segurada média. Condutores com mais idade possuem uma reducio
do valor de seu prémio em relacdo as outras classes de condutores, sendo

ainda maior comparado com os que possuem entre 18 e 25 anos.

* Condutores dos estados das regides Norte, Centro-oeste e Sudeste, exceto os
estados de Minas Gerais, Mato Grosso do Sul e Brasilia, tem um aumento na
média do prémio de seguro de automéveis, em especial os estados do Rio de
Janeiro e Par4, dreas em que o aumento € ainda maior. Em contrapartida, os
estados das regides Sul e Nordeste, exceto os estados do Maranhao, Piaui,
Bahia e Alagoas, tem uma diminuicao no valor do prémio médio, notada-
mente nos estados de Santa Catarina, Sergipe e Paraiba em que a redugdo é

ainda maior.

» Existe uma tendéncia do valor médio do prémio aumentar ao longo do anos,
embora os nos de 2008, 2009, 2011 e 2012 se mostrem contrdrio a essa

afirmagdo, hd uma tendéncia de aumento nos valores médios dos prémios
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muito forte nos anos de 2013 e 2014 e esses valores devem manter-se ao

menos no mesmo patamar durante os proximos anos.

* Na interacéo espaco-tempo, a tendéncia temporal da regido Norte mostrou-
se, na maioria dos anos, uma tendéncia temporal mais acentuada que a ten-
déncia temporal média dos respectivos anos. Os estados Rio Grande do Sul
e Santa Catarina, pertencentes a regido Sul, apresentaram, para os anos de
2007, 2010, 2011 e 2014, uma tendéncia temporal abaixo que a tendéncia
temporal média para os seus respectivos anos. O estado do Parand, por sua
vez, apresentou uma tendéncia temporal acima da média, na maioria dos
anos. Na regido Sudeste, os estados de Sdo Paulo e Rio de Janeiro apresen-
taram uma tendéncia temporal maior, enquanto que Minas Gerais, em sua
maioria dos anos, apresentou uma tendéncia temporal menor que a média.
O estado do Espirito Santo apresenta uma tendéncia temporal mais proxima
da média. J4 a regido Nordeste, houve uma maior variacdo, com 0s seus
estados ora apresentando uma tendéncia temporal maior, ora apresentando

uma tendéncia temporal menor que a média.

9 CONCLUSAO

Nessa dissertacdo foi apresentada uma anélise bayesiana de modelos gaus-
sianos latentes aplicados a dados de seguros de automdveis entre os anos de 2007
a2014.

Com os resultados apresentados, pode-se observar que a metodologia INLA
fornece uma nova, rdpida e interessante maneira de aproximar as marginais a pos-
teriori de uma ampla variedade de modelos bayesianos hierdrquicos e pode ser
utilizada por vérios pesquisadores de diferentes dreas de aplicacdo. Dessa forma,
a metodologia INLA representa um importante avango no campo da estatistica
bayesiana e, por ser mais veloz, surge como uma boa alternativa as aproximacoes
via MCMC, para o caso em que o modelo ajustado pertenca a classe de modelos

gaussianos latentes.
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Observa-se que a modelagem que inclui efeitos agrupados (aleatérios) foi
capaz de descrever melhor os dados de seguro de automdveis do que o modelo
linear generalizado. Dentre esses modelos com efeitos agrupados, os mais precisos

incluem efeitos espaciais.
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APENDICE - Rotina utilizada para a metodologia INLA

Apés baixar o mapa do Brasil no Ministério do Meio Ambiente (sdo trés
arquivos: .dbf, .shx e .shp) e apds carregar o conjunto de dados para o ajuste do
modelo. A andlise ocorreu do seguinte modo:

# carrega o mapa na variavel brasil.
brasil <- readShapePoly ("estadosl_2007")

# data.frame com os dados a serem analisados
data <- data.frame(NAME = UF, y =vy, x1 = x1,
x2 = x2, IS_MEDIA = IS_MEDIA , ul = ul, u2 = u2,

nincendio = nincendio, ncolisao = ncolisao,
noutras = noutras, indcol = indcol,
indinc = indinc, indout = indout)

# numero de estados (27)
Nareas <- length (brasil$SIGLAUF3)

# Nesta parte criamos o respectivo grafico
temp <- poly2nb(brasil)
nb2INLA ("LDN.graph", temp)

#Assim criamos um arquivo chamado ‘‘LDN-INLA.adj’’
# préoprio para o INLA

LDN.adj <- paste(getwd(),"/LDN.graph", sep="")

# A ordem dos dados necessita ser a mesma entre
os dados e o objeto poligono espacial, que
informa a estrutura de viinhanca assim,
necessitamos reordenar os dados de modo que
fique de acordo

TR

boroughs <-brasil
data.boroughs <-attr (boroughs, "data")
order <- match (data.boroughs$SIGLAUF3,
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dataS$SNAME)

order <- rep(order, each = 80)
ID <-rep(l:27, each = 80)
data <— cbind(order, ID,data)

#### interacao espaco tempo
ID.area.year <—- rep(l:(8x27),10)

formula.int <- PREMIO_MEDIO ~ SEXO + FAIXA_ETARIA +
nincendio + indcol +
# modela a componente espacial

f (ul, model="bym", graph="LDN.graph") +
# modela a compenente temporal
f(u2, model = "iid") +

# modela a interacdo espago-tempo
f(ID.area.year, model="1iid")

inla.gamma5 <- inla(formula.int, data = data,
# offset importancia segurada

offset = log(IS_MEDIA) ,

# Reposta Gama

family = "gamma",

# Estratégia de aprox. Laplace Completa
control.inla = list(strategy ="laplace"),
control.predictor = list (compute = TRUE),

# Computar o DIC e a CPO

control.compute = list (dic=TRUE, cpo = TRUE))

# obtém o resumo dos efeitos do modelo
summary (inla.gammab)

# DIC Total
inla.gamma5$dicS$dic

# DIC Segregado
round (inla.gamma5$dicSp.eff, 2)

round (inla.gamma5$dicSmean.deviance, 2)



# Obtém a LPML
sum (log(inla.gamma5$cpoS$Scpo))

# Mostra se houve falha na estimacgao

# Ndo houve falha caso o valor igual 0
# Houve falha caso o valor seja 1

# Retorna a soma das falhas

sum(inla.gammab$cpo$Sfailure)

#Plota o histograma da
#transformagdo integral de probabilidade
hist (inla.gamma5S$cpoS$pit, 10, freq = FALSE)

# Obtém os yx preditos
yvhat <- inla.gamma5$summary.fitted.values$mean

# plota o grafico de dispersdo entre o

# predito e o observado

plot (inla.gamma5S$summary.fitted.valuesSmean,
PREMIO_MEDIO)

fobter o mapa de interacao espaco-tempo
delta.intI <- data.frame (
delta=inla.gammab$summary.random$ID.area.year[,2],
year=datas$u2, ID.area=datasul)

delta.intI.matrix <- matrix(delta.intI[,1],
270, 8, byrow=FALSE)
rownames (delta.intI.matrix)<- delta.intI[1:270, 3]

# define os intervalos das interagdes
cutoff.interaction <- c¢(-1,-0.01,0.01,1)

delta.intI.factor <- data.frame (NAME=data$SNAME)
for(i in 1:8) {

delta.factor.temp <- cut(delta.intI.matrix[,i],
breaks=cutoff.interaction, include.lowest=TRUE)
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delta.intI.factor <- cbind(delta.intI.factor,
delta.factor.temp)
}

colnames (delta.intI.factor)<- c("NAME",
seq(2007,2014))

attr(london.gen, "data") <- cbind(attr (london.gen,

"data") ,

intI=delta.intI.factor)

trellis.par.set (axis.line=1ist (col=NA))
spplot (obj=london.gen,
zcol=c("intI.2007","intI.2008",
"intI.2009","intI.2010",
"intI.2011","intI.2012",

"intI.2013", "intI.2014"),
col.regions=gray(2.5:0.5/3),
names.attr=seq(2007,2014) ,main="")

# obter mapa espacial dos efeitos e
# da prob a posteiori de tais efeitos
# sejam maior que 1

csi <- inla.gamma5$marginals.random$ul[l:Nareas]
zeta <- lapply(csi,

function(x) inla.emarginal (exp, X))

#obter o mapa

#intervalos

zeta.cutoff <- ¢(0.8,0.90,1.0,1.1,1.25)

# tranformar zeta em variavel categorica

cat.zeta <- cut (unlist (zeta),breaks=zeta.cutoff,
include.lowest=TRUE)

table (cat.zeta)

# Cria um data.frame com todas informacdes

# necessarias para o mapa

maps.cat.zeta <- data.frame (ID=1:27,
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cat.zeta=cat.zeta)

# Adiciona a variavel categorcia zeta
# ao poligono espacial

data.boroughs <- attr(london.gen, "data")

attr (london.gen, "data") <- cbind(attr (london.gen,

"data") ,
maps.cat.zeta)

spplot (obj=london.gen, zcol= "cat.zeta",
col.regions=gray(seqg(0.99,0.1,length=4)),
asp=1)
#H#H#
a <=0
csi <- inla.gamma5$marginals.randomS$Sul[l:Nareas]
prob.csi <- lapply(csi, function (x)
{1 - inla.pmarginal (a, x)})
zeta.cutoff <- ¢(0,0.2,0.8,1)
cat.zeta <- cut (unlist (prob.csi),

breaks=zeta.cutoff,
include.lowest=TRUE)

table (cat.zeta)

# Cria um data.frame com todas

# informacdes necessarias para o mapa

maps.cat.zeta <- data.frame (ID=1:27,
cat.zeta=cat.zeta)

#Adiciona a variavel categorcia zeta
#ao poligono espacial
data.boroughs <- attr (london.gen, "data")
attr(london.gen, "data") <- cbind(
attr (london.gen,
"data"),
maps.cat.zeta)

spplot (obj=london.gen, zcol= "cat.zeta",
col.regions=gray(seq(0.99,0.1,length=3)),

asp=1)
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temporal .CAR <-lapply (
inla.gamma5$marginals.random$ID.yearl,
function (X) {

marg <- inla.tmarginal (
function (x) exp(x), X)
inla.emarginal (mean, marg)

})

temporal.IID <- lapply(
inla.gamma5$marginals.random$Su2,
function (X) {

marg <- inla.tmarginal (
function(x) exp(x), X)
inla.emarginal (mean, marg)

1)

# Obter o grafico temporal

ano <- 2006 + 1:8

plot (1:8,seg(0.9,1.15,1length=8),
type="n", xlab="t",

ylab=expression (exp (phi[t])))

lines (unlist (temporal.IID))

lines (vetor, lty=2)

lines (unlist (temporal.CAR), lty=2)

abline (h=1, 1ty=1)



