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RESUMO

Ações representam parte do capital próprio de uma corporação, e são negociadas majoritaria-
mente em bolsas de valores por meio do processo denominado distribuição secundária. Diante
da possibilidade de ganhos financeiros decorrentes da oscilação constante nos preços de ati-
vos acionários, atividades especulativas constituem prática comum neste mercado, levando a
um ambiente altamente competitivo. A Hipótese do Mercado Eficiente (HME) assume não ser
possível a obtenção de retornos excessivos consistentemente, pois qualquer tipo de informação
seria rapidamente refletida no preço do ativo. Neste trabalho foi proposto um modelo de sis-
tema para atuação especulativa em mercado de ações, de forma a verificar a hipótese fraca da
HME. Este modelo foi proposto com base em estudos bibliográficos e na revisão sistemática de
literatura, conduzida como parte deste trabalho. A proposta tem como base o emprego de uma
estratégia de seguimento de tendências baseada em múltiplos tempos gráficos, apoiada pela pre-
visão de comportamento por algoritmos de inteligência computacional. O modelo proposto é
fundamentado em características comportamentais do mercado acionário, originárias da escola
de Análise Técnica e Teoria de Dow, e utiliza um conjunto de indicadores técnicos calculados a
partir de dados provenientes da própria movimentação histórica do ativo. No intuito de verificar
a viabilidade da proposta, foi desenvolvida uma versão do sistema para avaliação do desempe-
nho sobre dados históricos de 30 ações da BM&FBovespa. Sobre esta base de dados, o sistema
foi avaliado com dados fora da amostra no período fechado de 01/01/2010 a 31/08/2016. Para
uma simulação mais condizente com a realidade, foram considerados os custos transacionais e
bid-ask spread, além de restrições quanto ao tamanho do lote de negociação. Nas simulações,
o sistema proposto conseguiu um desempenho financeiro acumulado (ROI - Return On Invest-
ment) médio, 20,32% superior à média do mercado. No entanto, ao considerar o resultado ROI
sobre cada ativo avaliado, o desempenho do mercado foi superior ao do sistema em 53,33% dos
casos, confirmando portanto a Hipótese do Mercado Eficiente. Outras medidas de desempenho
indicam viabilidade da proposta, que mostrou-se menos arriscada e com maior propensão de
resultados financeiros positivos. O sistema foi também comparado à uma estratégia baseada em
cruzamento de médias móveis, conseguindo um ROI 79,97% superior à esta. Para o mesmo
período considerado nas simulações, enquanto o desempenho IBOVESPA foi de -17,34%, o
sistema conseguiu um ROI médio de 97,47%. Os resultados mostram ainda possibilidade de
potencialização dos retornos financeiros alcançados pelo sistema, visto que nas simulações de
operação o capital foi utilizado em média por apenas 25,55% do tempo total disponível. A
proposta foi também comparada aos resultados do estado da arte sobre o índice Shanghai Stock
Exchange Composite. Nesta última comparação, foi considerado o período fora da amostra de
2001 a 2013, onde o sistema proposto alcançou um ROI 35,94% superior.

Palavras-chave: Mercado de Ações. Hipótese do Mercado Eficiente. Seguimento de Tendência.
Inteligência Computacional. Previsão de Comportamento.



ABSTRACT

Stocks correspond to a share of equity in a corporation, and they are traded mostly on stock
exchanges by the process denominated secondary distribution. With the possibility of financial
gains due to the constant changes in stock prices, speculative activities are a common practice
in this market, leading to a highly competitive environment. The Efficient Market Hypothesis
(EMH) assumes that it is not possible to obtain consistently excessive returns, since any type
of information would be quickly reflected in share prices. In this work, a system model for
speculative activities in the stock market was proposed, in order to verify the weak form of
EMH. This model was proposed based on bibliographic studies and in a systematic literature
review, conducted as part of this work. The proposal is based on the use of a trend-following
strategy, based on multiple graphical times, supported by behavior prediction by the computati-
onal intelligence algorithms. The proposed model is based on behavioral characteristics of the
stock market, originating from the Technical Analysis school and Dow Theory, and uses a set of
technical indicators calculated from the own historical stock activity. In order to verify the feasi-
bility of the proposal, an evaluation version of the system was developed. This version was then
evaluated over a historical data from 30 shares of BM&FBovespa. On this database, the system
was evaluated with an out-of-sample data that covered the whole period from 01/01/2010 to
08/31/2016. To a more realistic simulation, we considered transaction costs and bid-ask spread,
as well as restrictions on the shares lot size. In the simulations, the proposed system achieved an
average cumulative financial performance (ROI - Return On Investment), 20.32% higher than
the market average. However, when considering the individual ROI on each share, the market
performance was superior to the system in 53.33% of the cases, confirming the Efficient Mar-
ket Hypothesis. Other performance measures indicate feasibility of the proposal, which have
shown to be less risky and more likely to have positive financial results. The system was also
compared to a Moving Average Crossovers strategy, achieving a ROI of 79.97% higher. To the
same considered period in the simulations, while the IBOVESPA performance was -17.34%, the
system achieved an average ROI of 97.47%. The results also showed the possibility of incre-
asing financial returns with the proposed system, since in the operation simulations the capital
was used, on average, in 25.55% of the total available period. The proposal was also compared
to the state of the art on the Shanghai Stock Exchange Composite Index, from 2001 to 2013. In
this last comparison, the proposed system achieved an ROI 35.94% higher.

Keywords: Stock Market. Efficient Market Hypothesis. Trend Following. Computational
Intelligence. Behavior Prediction.
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1 INTRODUÇÃO

A bolsa de valores consiste em um ambiente onde ampla variedade de produtos e servi-

ços (ações, títulos de renda fixa, moedas, etc.) são negociados (BM&FBOVESPA, 2017). Em

operação no Brasil existe atualmente a Bolsa de Valores, Mercadorias e Futuros de São Paulo

(BM&FBovespa), com ações de mais de 340 empresas cadastradas. Uma ação corresponde

a parte do capital próprio de uma empresa (TEWELES; BRADLEY, 1998), e são geralmente

negociadas em bolsas de valores por meio do processo denominado distribuição secundária.

A variação nos preços de ativos negociados em bolsas de valores atrai inúmeros tipos de

participantes, que buscam a todo instante identificar e explorar oportunidades, gerando um am-

biente altamente competitivo. Mas como já indicado por Copeland e Weston (1988), a própria

atuação conjunta de investidores na tentativa de tirar proveito de algum comportamento pre-

visto, pode precipitar o movimento esperado, inviabilizando os resultados. Esta afirmação de

Copeland e Weston (1988) alinha-se à Hipótese do Mercado Eficiente (HME) (FAMA, 1970),

onde é assumido não ser possível a obtenção de lucros excessivos consistentes superiores à

média do mercado, pois qualquer tipo de informação seria rapidamente refletida no preço do

ativo.

Claramente opostas à HME, os métodos de análise e previsão acionária mais conheci-

dos, a Análise Técnica (AT) (EDWARDS; MAGEE; BASSETTI, 2007) e a Análise Fundamen-

talista (AF) (MURPHY, 1999), são amplamente utilizados (ROMEU; SERAJUDDIN, 2001).

Enquanto a AF acredita na existência de um valor intrínseco da ação, determinado por fatores

econômicos subjacentes, a AT baseia-se em fatores comportamentais e psicológicos, que se-

riam refletidos em gráficos e indicadores técnicos. Evidências empíricas favoráveis, e também

contrárias, às análises técnica e fundamentalista são encontradas na literatura.

Conceitos relativos à análise técnica indicam uma possível ineficiência do mercado em

refletir instantaneamente as informações disponíveis, sendo esta uma possível causa para o sur-

gimento de movimentos de tendência nos preços. A teoria de Dow (RHEA, 1932) já afirmava

que o mercado era eficiente em refletir rapidamente qualquer tipo de informação, afirmando

também ser perceptível que os preços moviam-se em tendências, guiadas principalmente pela

atuação de grandes investidores a partir de previsões quanto às perspectivas econômicas do

ambiente.

Mesmo com fortes evidências empíricas favoráveis à validade da hipótese fraca da HME,

de acordo com Agrawal, Chourasia e Mittra (2013), conceitos relativos à AT são ainda larga-
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mente utilizados por grande número de participantes do mercado. Livros especializados em aná-

lise técnica (MURPHY, 1999; ACHELIS, 2000; ROMEU; SERAJUDDIN, 2001; EDWARDS;

MAGEE; BASSETTI, 2007; PRING, 2014) apresentam conceitos e técnicas aparentemente

viáveis quanto ao emprego de tais estratégias, relacionadas principalmente ao seguimento de

tendências (TF - Trend-Following) — estratégia de negociação onde busca-se atuar na mesma

direção da tendência vigente (EDWARDS; MAGEE; BASSETTI, 2007).

A hipótese fraca da HME afirma não ser possível a construção de regras de negociação,

a partir de informações públicas acerca da movimentação do próprio ativo, capazes de gerar re-

torno financeiro consistente superior à média do próprio desempenho do mercado. Embora con-

testada por diversos trabalhos, estudos bibliográficos mostram que a HME, ao menos em suas

hipóteses fraca e semi-forte, tem prevalecido. No trabalho de Park e Irwin (2007), por exemplo,

comenta-se sobre a recorrência de problemas metodológicos em publicações relacionadas ao

tema da pesquisa, relativos a, por exemplo, contabilização inadequada de custos transacionais,

dentre outros. Da mesma forma, na Revisão Sistemática da Literatura (SLR - Systematic Li-

terature Review) (KITCHENHAM, 2004) conduzida como parte desta pesquisa (Apêndice A),

constatou-se que diversos trabalhos apresentam problemas metodológicos variados, dentre os

quais encontra-se a falta, ou inadequada, contabilização de custos operacionais.

Diante das evidências quanto à validade da HME, e levando-se em conta conceitos e

alegações contrárias a tais evidências, a seguinte questão de pesquisa foi definida: um sistema

fundamentado em AT e teoria de Dow é capaz de superar a HME em sua hipótese fraca? No

intuito de responder a esta questão, em seguida são apresentados os objetivos deste trabalho.

1.1 Objetivos

Objetivou-se neste trabalho propor um modelo de sistema para atuação especulativa em

mercado de ações, de forma a verificar a hipótese fraca da HME. O modelo proposto emprega

uma estratégia de seguimento de tendências baseada em múltiplos tempos gráficos, apoiada

por técnicas de previsão por algoritmo de Inteligência Computacional (IC). A proposta possui

foco na atuação de médio e longo prazo, e utiliza dados provenientes da própria movimentação

histórica do ativo. O modelo proposto é fundamentado em características comportamentais do

mercado acionário, originárias da escola de Análise Técnica (AT) e Teoria de Dow. Para alcance

do objetivo geral, foram definidos os seguintes objetivos específicos:
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• verificar, por meio da técnica SLR, o estado da arte quanto ao emprego de algoritmos

computacionais para previsão de comportamento de ativos do mercado acionário;

• propor um modelo de sistema para atuação em mercado acionário;

• desenvolver uma versão de avaliação da proposta;

• construir um ambiente de testes para realização dos experimentos;

• avaliar o desempenho do sistema, segundo critérios da HME;

• comparar os resultados preditivos entre os algoritmos de IC empregados;

• comparar o desempenho do sistema a uma estratégia de negociação baseada em cruza-

mento de médias móveis;

• comparar o desempenho do sistema ao estado da arte.

1.2 Justificativas

Diante da dificuldade envolvida na previsão de comportamento do mercado acionário,

estratégias de seguimento de tendência (TF - Trend-Following) são amplamente aceitas devido

a seu princípio simples de funcionamento (HU et al., 2015). Este tipo de estratégia é ampla-

mente empregada nos mercados de câmbio (JAMES et al., 2003) e commodity (SZAKMARY;

SHEN; SHARMA, 2010), com histórico de sucesso para este último, mesmo após contabili-

zação de taxas transacionais (SZAKMARY; SHEN; SHARMA, 2010). É afirmado por Hu et

al. (2015) que, apesar de algumas evidências promissoras quanto à estratégia TF no mercado

acionário, poucos trabalhos investigam a aplicação de técnicas de Inteligência Computacional

(IC) no suporte a este tipo de estratégia. Esta carência mencionada por Hu et al. (2015), foi tam-

bém observada pela SLR (Apêndice A) conduzida como parte desta pesquisa. Considerando a

importância da análise de múltiplos tempos gráficos, apontada tanto pela AT, quanto teoria de

Dow, foi observado por meio da SLR e estudos bibliográficos, certa lacuna de pesquisa quanto

ao emprego de múltiplos tempos gráficos no desenvolvimento de estratégias TF, apoiadas por

algoritmos de inteligência computacional.

Atsalakis e Valavanis (2009) afirmam que o mercado acionário é um sistema sem me-

mória (memoryless), ou seja, cotações históricas não definem o preço seguinte, alinhando-se
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ao conceito de padrão de comportamento aleatório (random walk), definido pela HME. Em-

bora a previsão confiável do preço absoluto de ativos, desempenhada por algoritmos de IC,

seja improvável, evidências empíricas mostram certa capacidade quanto à previsão de tendên-

cias (ATSALAKIS; VALAVANIS, 2009). Tais evidências alinham-se aos conceitos da análise

técnica e teoria de Dow, quanto aos padrões de comportamento deste mercado.

1.3 Organização do Texto

O restante deste trabalho está organizado da seguinte maneira: o Capítulo 2 apresenta

o referencial teórico sobre o mercado de ações, algoritmos de classificação, e estado da arte;

no Capítulo 3 é apresentada a metodologia, com o detalhamento do sistema proposto e versão

desenvolvida para avaliação, configuração dos experimentos, parâmetros de referência adota-

das na comparação dos resultados, e métricas de avaliação; no Capítulo 4 são apresentados os

resultados e feita a discussão sobre o desempenho do sistema desenvolvido, bem como dos pa-

râmetros de referência adotados; no Capítulo 5 são feitas as conclusões; e a revisão sistemática

da literatura, desempenhada como parte deste trabalho, é apresentada no Apêndice A.
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2 REFERENCIAL TEÓRICO

Neste capítulo são descritos conceitos relativos ao mercado de ações, estratégias de

negociação com algoritmos, Hipótese do Mercado Eficiente, teoria de Dow, tipos de análise

Fundamentalista e Técnica, algoritmos para classificação de dados, e técnicas para seleção de

características. Ao final do capítulo é apresentado o estado da arte tomado como referência.

2.1 Mercado de Ações

Ações são ativos financeiros que representam parte do capital próprio de uma corporação

(TEWELES; BRADLEY, 1998; BM&FBOVESPA, 2017). Uma ação constitui a menor fração

do capital da empresa emissora, e são conversíveis em dinheiro por meio da negociação em

Bolsa de Valores ou Mercado de Balcão (BM&FBOVESPA, 2017). No Brasil, as ações podem

ser de dois tipos: (i) ordinárias, as quais proporcionam participação nos resultados da empresa

e conferem ao acionista direito de voto em assembleias; e (ii) preferenciais, que garantem ao

acionista prioridade no recebimento dos dividendos, e no reembolso de capital, em caso de

dissolução da sociedade (BM&FBOVESPA, 2017).

A negociação de ações é feita por meio de distribuição primária ou secundária. O pro-

cesso de negociação inicial das ações, onde a empresa emissora vende suas ações aos investi-

dores, é chamado mercado primário, ou distribuição primária (TEWELES; BRADLEY, 1998;

BM&FBOVESPA, 2017). Qualquer negociação subsequente à oferta primária de ações é de-

nominada distribuição secundária (TEWELES; BRADLEY, 1998; BM&FBOVESPA, 2017).

Desta maneira, pode-se dizer que qualquer negociação de ações feita em Bolsa de Valores são,

por natureza, provenientes de distribuição secundária (TEWELES; BRADLEY, 1998). Isto sig-

nifica que, quando um investidor compra ações de determinada empresa, o dinheiro vai para o

investidor detentor das ações, e não para a empresa.

O processo de abertura de capital, com a emissão de ações por parte das empresas, cons-

titui importante instrumento para levantamento de capital para estas corporações (TEWELES;

BRADLEY, 1998; BM&FBOVESPA, 2017). A emissão de novas ações pode ser feita por meio

de financiamento de projetos de expansão, o que provê aumento do capital próprio empresarial,

com admissão de novos sócios (BM&FBOVESPA, 2017).

No Brasil, ações podem ser negociadas em Bolsa de Valores ou em Mercado de Bal-

cão. O termo Mercado de Balcão refere-se a qualquer tipo de negociação de títulos e valores

mobiliários, efetuada fora da Bolsa de Valores, sob fiscalização da Comissão de Valores Mo-
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biliários (CVM) (BM&FBOVESPA, 2017; BUSSOLA, 2017). Bolsas de valores são institui-

ções que administram mercados, organizados e regulamentados, de títulos, valores mobiliários

(ações de empresas, moedas, etc.) e contratos derivativos, negociados a preços controlados

pela força resultante entre oferta e demanda (BM&FBOVESPA, 2017; WEBFINANCE, 2017).

Fundada em 1890, a Bolsa de Valores, Mercadorias e Futuros de São Paulo (BM&FBovespa)

(BM&FBOVESPA, 2017), é a única em operação atualmente no Brasil, e constava em janeiro

de 2017 com 349 empresas cadastradas1. Bolsas de valores estão presentes em várias partes do

mundo, a exemplo da bolsa de Amsterdam (Euronext Amsterdam), fundada em 1602, e a bolsa

de Nova Iorque (NYSE - New York Stock Exchange), fundada em 1792.

A liquidez das ações — facilidade de conversão do ativo financeiro em dinheiro (HIL-

LIER et al., 2014) — constitui um fator importante para atração de investidores. Diante disto,

muitas empresas contratam pessoas jurídicas, denominadas formadores de mercado (market-

maker)2, para realização de compras e vendas de suas ações, no intuito de manter a liquidez

(BM&FBOVESPA, 2017). A BM&FBovespa também permite a atuação de formadores de

mercado independentes. A formação de mercado é comumente desempenhada com a utilização

de robôs de alta frequência (HFT - High-Frequency Trading) (ALDRIDGE, 2010).

Durante o funcionamento do mercado (pregão), é comum observar uma variação cons-

tante nos preços das ações. É importante destacar que o preço divulgado constitui apenas um

histórico, referente ao valor das últimas negociações efetuadas naquele patamar. Não se pode

garantir que novos negócios serão feitos no preço divulgado, pois a variação e direção dos pre-

ços depende do equilíbrio entre compradores e vendedores. O impasse entre estas duas partes

resulta em um bid–ask spread, que diz respeito à diferença entre o maior preço em que um

comprador esteja disposto a pagar (bid) e o menor preço em que um vendedor esteja disposto

a vender (ask) (TEWELES; BRADLEY, 1998; ALDRIDGE, 2010). Percebe-se então que o

preço não é ajustado pelo resultado simples entre oferta e demanda, mas quando uma das par-

tes, ou ambas, se reposiciona. Desta forma, a cotação tende a ser alterada a todo instante, na

direção em que os negócios fluírem.

1 BM&FBOVESPA. Valor de mercado das empresas listadas. 2017. Disponível em:
<http://www.bmfbovespa.com.br/pt_br/servicos/market-data/consultas/mercado-a-vista/valor-de-
mercado-das-empresas-listadas/bolsa-de-valores/>. Acessado em 4 de março de 2017.

2 BM&FBOVESPA. Sobre o formador de mercado. 2017. Disponível em:
<http://www.bmfbovespa.com.br/pt_br/servicos/formador-de-mercado/como-funciona/>. Aces-
sado em 4 de março de 2017.
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Como pode ser notado, a movimentação do mercado é resultante do processo de tomada

de decisão das partes envolvidas. Além dos fatores inerentes ao próprio comportamento hu-

mano, é necessário considerar a volatilidade adicional resultante da atuação de robôs, como

por exemplo os robôs de alta frequência High-Frequency Trading (HFT) (ALDRIDGE, 2010).

De acordo com Gregoriou (2015), embora tragam maior liquidez e contribuam para um menor

bid–ask spread, HFTs influenciam no aumento da volatilidade e trazem maior risco de manipu-

lação ao mercado.

Pode-se dizer que o universo de fatores capazes de influenciar a formação do preço de

uma ação é indeterminado. Por exemplo, de acordo com DeFusco et al. (2011), o preço da ação

de uma empresa com participação pública pode ser influenciado por: fatores macroeconômicos;

níveis de gastos governamentais; ciclos econômicos; etc. Além de questões inerentes à própria

empresa, tais como: lucratividade; dívidas; políticas de distribuição de dividendos; governança

corporativa; etc. Inúmeros fatores, associados a questões psicológicas dos investidores, e atua-

ção de robôs, tornam a precificação acionária algo muito imprevisível.

Independentemente das oscilações constantes no preço, é notável que ações possuem

certo valor intrínseco, pois representam parte do capital próprio de uma empresa. O seu detentor

possui direitos, dentre os quais estão: (i) participação nos lucros em forma de dividendos ou

juros sobre capital próprio; (ii) preferência para subscrição de ações; (iii) participar do acervo

da companhia, em caso de liquidação; dentre outros. O Brasil regulamenta este mercado através

da lei 6404/763, denominada lei das Sociedades Anônimas. Além dos direitos garantidos ao

investidor, há também que se levar em consideração a possibilidade de crescimento e aumento

dos lucros da empresa, o que geralmente resulta em maior procura por suas ações e consequente

valorização.

2.1.1 Especulação

No contexto financeiro, o termo "especulação", de acordo com o dicionário Oxford

(2017), diz respeito aos tipos de investimento onde haja expectativa de lucro, mas com risco

de prejuízo. Segundo esta definição, quase todos os investimentos, mesmo aqueles de baixo

risco, são considerados especulativos. Como relatado por Szado (2011), não há uma definição

precisa quanto aos termos "especulação" ou "expeculação excessiva", podendo variar muito en-

3 LEI No 6.404, DE 15 DE DEZEMBRO DE 1976. Disponível em:
<http://www.planalto.gov.br/ccivil_03/leis/L6404compilada.htm>. Acessado em 4 de março de
2017.
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tre as fontes de pesquisa. No presente trabalho, e levando-se em consideração o investimento

em ações, é considerada atividade de especulação qualquer tipo de negociação sobre ativos

do mercado acionário, a exceção do emprego de Buy-and-Hold (B&H) — estratégia de inves-

timento de longo prazo onde a ação é mantida por tempo indeterminado (DEVI; SUNDAR;

ALLI, 2013).

Diante da possibilidade de ganhos a partir da oscilação constante nos preços das ações, a

especulação financeira consiste em uma prática comum e antiga no mercado acionário, como já

relatado por Nelson (1912) e Hamilton (1922). É considerado que a especulação excessiva pode

resultar em flutuações não condizentes com a realidade (CFTC, 2017), podendo levar a bolhas

especulativas (HILLIER et al., 2014), mas no geral, a atuação deste tipo de participante é de

grande importância, pois contribui para o aumento da liquidez (BEKAERT; HARVEY, 2000;

HILLIER et al., 2014). E como apontado por Keynes (1923) e Hicks (1946), especuladores

exercem importante papel no compartilhamento do risco com investidores Hedge, que buscam

proteção frente à volatilidade do mercado. E ainda como sugerido por Grossman e Stiglitz

(1980) e Grossman (1995), atividades especulativas aumentam a velocidade com que o preço

se ajusta às informações, ou seja, contribuem para o aumento da eficiência do mercado.

2.1.2 Venda a Descoberto

Venda a Descoberto (SL - Short Sell) consiste em um mecanismo que possibilita ao

especulador a venda de ativos que não possui (ASNESS; FABOZZI, 2004; REILLY; BROWN,

2011). Para que isto seja possível, é necessário que as ações tenham sido anteriormente alugadas

de outro investidor (ASNESS; FABOZZI, 2004) — no Brasil, o aluguel não é necessário para

operações de SL iniciadas e finalizadas em um mesmo dia (DT - Day Trade) (XPI, 2017).

O encerramento de uma operação de SL ocorre na compra da mesma quantidade de ações

vendidas inicialmente. A diferença de preço, sem considerar taxas, entre os valores de venda e

compra, constituirá o lucro ou prejuízo do investidor. Após o encerramento da operação de SL,

as ações podem ser devolvidas ao doador, que receberá também os valores referentes à taxa de

aluguel negociada (XPI, 2017). Operações de venda a descoberto possibilitam ao especulador

a obtenção de lucros, mesmo com a desvalorização do ativo. Este tipo de operação é comum no

contexto do mercado acionário, como já relatado por Nelson (1912).

Como mencionado por Asness e Fabozzi (2004), este tipo de atuação possui papel im-

portante no mercado acionário. Investidores mais atentos conseguem identificar ativos super-
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valorizados, e a sua atuação contrária ao movimento principal contribui para a eficiência do

mercado, tornando o ambiente mais seguro para todos os participantes (ASNESS; FABOZZI,

2004). Sem operações de SL, a única maneira de expressar sentimento negativo seria não com-

prando ativos, e desta maneira os preços se mostrariam enviesados a olhares otimistas (AS-

NESS; FABOZZI, 2004).

2.1.3 Estratégias de Negociação com Algoritmos Computacionais

Um algoritmo pode ser definido como um conjunto finito de regras a serem seguidas

para solução de um problema (PRESS, 2016). Já um algoritmo computacional diz respeito ao

conjunto de regras desempenhadas por um computador, para solução de um problema qualquer.

De acordo com a abordagem de Aldridge (2010), algoritmos computacionais que implemen-

tam estratégias de negociação de ativos em mercado acionário podem ser agrupados nas duas

categorias a seguir:

• algoritmos de alta-frequência (HFT - High-Frequency Trading): são, segundo a NASDAQ

(2016), algoritmos proprietários que podem operar de duas maneiras distintas: (i) através

da segmentação de grandes ordens de compra ou venda em ordens menores, a fim de

obter o melhor preço possível; (ii) ou em busca de pequenas oportunidades de lucro nas

constantes movimentações de ativos no mercado. Este último tipo depende diretamente da

baixa latência de comunicação com a bolsa de valores, sendo comum a execução de várias

ordens com intervalo de poucos microssegundos (LEWIS, 2014). Ainda de acordo com

Aldridge (2010), HFT trata-se de uma metodologia de operação fundamentada em análise

quantitativa, incorporada em sistemas computacionais de processamento de dados, os

quais efetuam decisões de operações em altas velocidades e com alta frequência, sem

no entanto manter posições em aberto de uma dia para o outro. Desta maneira, pode-

se afirmar que os algoritmos de alta-frequência mais rápidos, e com menor latência de

comunicação, possuem maior chance de sucesso;

• algoritmos de baixa-frequência (LFT - Low-Frequency Trading): não foi encontrada uma

definição formal para LFT, sendo portanto qualquer tipo de operação com algoritmo, que

não seja do tipo HFT. Diferem-se dos algoritmos de alta-frequência principalmente pela

elevada rotatividade de capital em curto espaço de tempo promovidos pelos HFTs, quando

comparados com os LFTs (ALDRIDGE, 2010). Ainda de acordo com Aldridge (2010),
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algoritmos HFTs são caracterizados por um maior número de negócios, e ganho reduzido

por operação, enquanto algoritmos de baixa-frequência buscam maior retorno por opera-

ção, mas em número reduzido de atuações. Outro ponto de contraste entre HFT e LFT é

quanto à regularidade no espaçamento de dados históricos de negociação. Algoritmos de

negociação em alta-frequência trabalham com tick-data, que são informações de cotações

que podem chegar de forma aleatória em espaços de tempo muito curtos (ALDRIDGE,

2010). Já os dados de negociação empregados por algoritmos LFT são regulares e se-

quenciais (ALDRIDGE, 2010).

Tanto algoritmos HFT quanto LFT, além de informações de movimentação do próprio

mercado (análise técnica), podem utilizar outras fontes de informação, como por exemplo: da-

dos fundamentalistas; de outros mercados; notícias; etc.

Algoritmos de negociação em alta-frequência possuem natureza autônoma (ALDRIDGE,

2010), ou seja, realizam operações diretamente no mercado, sem interferência humana. Já algo-

ritmos de negociação em baixa-frequência podem operar de forma autônoma, ou apenas auxili-

ando no processo de tomada de decisão do investidor, através da identificação de oportunidades.

2.1.4 Hipótese do Mercado Eficiente

A Hipótese do Mercado Eficiente (HME) diz respeito à eficiência do mercado em refletir

nos preços das ações, quaisquer tipos de informações relevantes, tais como: notícias; padrões

de movimentação histórica; previsões de comportamento; relatórios econômicos; expectativa

de crescimento da empresa e distribuição de dividendos; dentre outros (FAMA, 1965; FAMA,

1970). Se há eficiência de mercado, então qualquer estratégia baseada em informações históri-

cas não conseguirá um retorno financeiro líquido consistente superior a uma simples estratégia

Buy-And-Hold (FAMA, 1970). É ainda afirmado por Fama (1970), que o comportamento dos

preços seguem um modelo aleatório (random walk), ou seja, a cotação subsequente é aleatória

em relação ao histórico, portanto imprevisível. É afirmado por Copeland e Weston (1988), que

se o mercado mostrar-se eficiente, o preço da ação constituirá um sinal efetivo e suficiente para

alocação de capital por parte dos investidores. Para Asness e Fabozzi (2004), eficiência de mer-

cado seria o resultado do sentimento coletivo, em algum ponto entre otimismo e pessimismo.

Fama (1970) define a noção de eficiência de mercado em três hipóteses:
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• fraca: nesta hipótese, é considerado não ser possível auferir lucros excessivos consistentes

a partir de regras de negociação baseadas em qualquer tipo de movimentação histórica do

mercado. Ou seja, isoladamente, dados históricos são inúteis para o investidor;

• semi-forte: esta hipótese assume não ser possível auferir lucros excessivos consistentes

a partir de qualquer tipo de informação de conhecimento público. Esta hipótese inclui,

além do histórico de cotações e retornos do ativo, qualquer informação óbvia disponibili-

zada publicamente, tais como: relatórios anuais da empresa, anúncios de desdobramento

acionário, etc.;

• forte: esta hipótese assume que nenhum investidor conseguirá auferir lucro excessivo

consistente a partir de qualquer tipo de informação, seja ela de conhecimento público ou

não.

A eficiência perfeita do mercado acionário, de acordo com Fama (1970) e Fama (1991),

é esperada em um ambiente igualitário, onde: (i) não existam custos financeiros transacionais;

(ii) todas as informações sejam gratuitas e disponíveis a todos os envolvidos; e (iii) todos con-

cordem em mesmo grau de relevância quanto ás informações existentes. Embora este ambiente

igualitário seja o ideal para uma perfeita eficiência de mercado, Fama (1970) afirma que, no

geral, o mercado acionário mostra-se eficiente mesmo na ausência destas condições.

Fama (1970) não encontra evidências empíricas suficientemente fortes contra as hipó-

teses "fraca" e "semi-forte", e apenas evidências limitadas contra a hipótese "forte". Ou seja,

o mercado mostra-se muito eficiente quanto às informações óbvias de conhecimento público.

Ainda de acordo com Fama (1970), devido às evidências limitadas contra a hipótese "forte", o

acesso privilegiado às informações não constitui um fenômeno que se prevaleça no mercado.

As pesquisas e evidências apresentadas por Fama (1970) são muitas vezes contestadas, como

por exemplo, Copeland e Weston (1988) afirmam que a hipótese "forte" é improvável, pois

evidências empíricas revelam que insiders — pessoas com acesso privilegiado a informações

estratégicas — muitas vezes conseguem retornos anormais. Mas como já relatado por Hamil-

ton (1922), alinhando-se às conclusões de Fama (1970), a obtenção de vantagem financeira por

insiders não constitui regra, pois nem sempre é possível antever a reação do mercado frente às

novas informações.

A atuação de robôs HFT têm aparentemente mostrado ineficiência do mercado quanto à

hipótese "forte", ao menos no mercado norte americano. Lewis (2014) cita evidências que apon-
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tam para a atuação de robôs HFT, chegando a representar mais de 50% das transações diárias

do mercado norte americano a partir de meados de 2006. Muitos destes robôs, segundo Lewis

(2014), conseguem lucros elevados, e sem risco, por meio de práticas ilícitas denominadas front

running.

Outra questão relevante é quanto ao meio de obtenção de informações para a realização

de análises e previsões, podendo ser por meio público, onde não há custo, ou por meio privado,

com algum custo. Cornell e Roll (1981) afirmam que, na média, indivíduos que se utilizam de

informações pagas devem conseguir um retorno superior àqueles que não utilizam, mas apenas

na forma de lucro bruto, o lucro líquido de ambos tende a ser o mesmo. Copeland e Weston

(1988) apresentam evidências empíricas que vão de encontro a esta afirmação. Desta forma,

estes autores afirmam que o mercado é eficiente quanto à existência de informações disponíveis

à comunidade, sejam estas gratuitas ou não.

A hipótese do mercado eficiente é alvo de inúmeras contestações. Vários autores pu-

blicaram trabalhos com evidências empíricas contra à HME, sendo o foco principal da crítica

o tempo de reação do mercado às informações. De acordo com Jegadeesh e Titman (1993), se

os preços das ações refletirem de forma precipitada ou tardia o valor das informações, então

estratégias de investimento baseadas no histórico de retorno podem ser rentáveis. Foi relatado

por Jegadeesh e Titman (1993) algumas evidências empíricas com resultados positivos na uti-

lização de estratégias baseadas no seguimento de tendência a curto prazo. Ainda de acordo

com Jegadeesh e Titman (1993), as evidências indicam um certo atraso da cotação em relação a

algumas informações específicas. Já Michaely, Thaler e Womack (1995) indicam casos em que

o mercado se mostrou lento ao assimilar informações quanto ao pagamento de dividendos por

parte das empresas.

Fama (1998) afirma que, no mercado acionário, retornos financeiros anormais tendem

a ser nulos, mas que eventualmente pode-se observar ocasiões onde informações foram sub

ou sobre-estimadas, causando distorções momentâneas nos preços. Ocasiões de sub ou sobre-

valorização ocorrem aleatoriamente, e em proporções semelhantes, o que inviabilizaria a utili-

zação de estratégias baseadas em eventos desta natureza (FAMA, 1998).

Diversos economistas e estatísticos consideram que a movimentação do mercado acio-

nário é parcialmente previsível (MALKIEL, 2003), podendo proporcionar o emprego de estraté-

gias de investimento economicamente viáveis. Ainda de acordo com Malkiel (2003), uma nova
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geração de economistas enfatizam a importância de fatores psicológicos e comportamentais na

determinação dos movimentos deste mercado.

2.1.5 Teoria de Dow

No final do século 19 e início do século 20, Charles Henry Dow publicou no jornal

de wall street (The Wall Street Journal) vários editoriais que reapresentavam o seu ponto de

vista em relação ao comportamento do mercado acionário, nunca chegando a escrever um livro

sobre o assunto. Após sua morte em 1902, suas ideias passaram a ser estudadas e refinadas por

Samuel Armstrong Nelson e William Peter Hamilton, que publicaram respectivamente os livros

The ABC of stock speculation (1912) e The Stock Market Barometer (1922). Além do seu livro,

Hamilton publicou diversos editoriais no jornal de wall street, que ajudaram a compreender

melhor as publicações de Dow. Em 1932 Robert Rhea publicou o livro The Dow Theory, que

através das análises do conteúdo disponível até aquele momento, definiu pela primeira vez de

forma clara a teoria de Dow. Segundo Rhea (1932), a teoria de Dow é composta por 6 princípios:

• o mercado possui três movimentos: Dow mostra que existem simultaneamente três movi-

mentos, ou tendências, em progresso no mercado acionário. O maior e mais importante é

o movimento primário (ou principal), que pode durar de um a vários anos. O movimento

primário pode ser ascendente (bull market) ou descendente (bear market). No curso do

movimento primário ocorrem os movimentos secundários, representados por movimen-

tações acentuadas, contrárias à tendência principal (recebem o nome de rali quando a

tendência principal é de baixa, e de correção em caso contrário), podendo durar de 10

dias a 3 meses. Dow identificou que os movimentos secundários, na maioria dos casos,

retrocedem de 33% a 66% do movimento principal desde o seu início ou desde o último

movimento secundário (RHEA, 1932; EDWARDS; MAGEE; BASSETTI, 2007). Simul-

taneamente aos movimentos primários e secundários ocorrem os movimentos terciários,

que para Dow são as oscilações ocorridas de um dia para o outro. O movimento terciário

pode durar alguns dias ou até 3 semanas, e são pequenos movimentos que ocorrem contra

a tendência primária ou secundária. Dow afirma que a tendência terciária é a única pas-

sível de algum tipo de manipulação, o que seria improvável para as tendências primária

e secundárias. Edwards, Magee e Bassetti (2007) afirmam que nas condições atuais de

mercado, seria improvável manipulação em qualquer uma das tendências;

• a tendência primária é composta por três fases distintas:
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1. acumulação: período em que os investidores com maior percepção iniciam as

operações de compra ou venda, indo contra a opinião geral sobre o estado do mer-

cado. Durante este estágio os preços não oscilam muito, os grandes investidores

absorvem aos poucos a demanda generalizada. Como este estágio consiste na

reversão da tendência principal anterior, pode ser difícil distingui-lo de um movi-

mento secundário. Quando a tendência em formação é de alta (bull market), esta

fase ocorre meio a um forte ambiente de pessimismo, normalmente muito elevado

no final de uma longa tendência de baixa. Já quando a tendência em formação é

de baixa (bear market), a primeira fase ocorre meio à enorme euforia e otimismo

do público em geral, com notícias positivas e percepção otimista generalizada

quanto à economia e ao mercado. Enquanto o público em geral compra avida-

mente, grandes investidores mais atentos realizam lucros e iniciam operações de

venda a descoberto;

2. participação: esta fase ocorre quando analistas técnicos e seguidores de tendências

percebem a formação de uma nova tendência primária e iniciam sua participação

no mercado, dando mais força ao movimento. Esta é normalmente a fase mais

longa e com maior alteração nos preços. Quando a tendência primária em forma-

ção é de alta, os preços das ações sobem, coincidindo com a melhoria geral do

ambiente econômico e aumento no desempenho das empresas. À medida em que

o mercado melhora e as ações aumentam de preço, mais investidores entram no

mercado, elevando ainda mais as cotações. Já nos casos onde a tendência principal

é de baixa, nesta fase já ocorre a percepção de deterioração do ambiente econô-

mico em geral, sem perspectivas claras de recuperação. Os preços caem à medida

em que os investidores se desfazem de suas ações, e efetuam operações de venda

a descoberto;

3. distribuição: quando a tendência primária é de alta, esta fase é marcada pelo ex-

cesso, euforia e grande participação do público, movido pela percepção de pros-

peridade e veiculação de noticias positivas. O mercado acionário parece próspero

a todos. É uma fase marcada pela elevada especulação e forte movimento ascen-

dente nos preços. Investidores mais atentos percebem a possível saturação da ten-

dência primária. Porém, na percepção do público em geral, o mercado continuará

se valorizando indefinidamente. Cada vez mais, as pessoas se mostram interes-
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sadas em participar, inflando o mercado até um ponto em que a manutenção dos

preços se torna insustentável. O efeito da supervalorização acionária decorrente

da procura excessiva é referenciado como "exuberância irracional" (SHILLER,

2015). Em mercados com tendência primária em queda, esta fase é marcada pelo

pânico generalizado, acompanhado por fortes oscilações dos ativos. Frente às con-

secutivas quedas nos preços, acompanhadas pela veiculação de notícias negativas

sobre a situação e rumos da economia, a grande massa, em pânico, se desfaz de

suas ações, deteriorando cada vez mais os preços. A fase continua até o ponto

em que o público em geral já se encontra fora do mercado, a maioria em grande

prejuízo pois compraram na euforia da tendência principal anterior. No momento

em que tudo parece ruim, com o mercado acionário desvalorizado e um ambiente

econômico negativo, os grandes investidores iniciam suas compras. Dando início

à fase de acumulação. O ciclo é então reiniciado;

• o mercado reflete tudo: de acordo com Rhea (1932), a teoria de Dow assume que o mer-

cado reflete imediatamente qualquer nova informação relevante. Esta afirmação está de

acordo com a HME proposta alguns anos depois por Fama (1970). Ainda de acordo com

Hamilton (1922), Dow assume também que o mercado representa tudo a cerca de todos

os participantes, como o conhecimento, expectativas, crenças, previsões, etc. Enfim, a

cotação representa todos os possíveis fatores disponíveis até aquele momento, inclusive

perspectivas futuras;

• os índices devem se confirmar: na época em que a teoria foi desenvolvida, os índices Dow

Jones Industrial Average (DJIA) e Dow Jones Transportation Average (DJTA) reuniam

as mais importantes empresas dos setores industrial e transporte respectivamente. Dow

observou que a indústria precisava transportar a sua matéria prima e seus produtos aca-

bados, normalmente por meio de trilhos (HAMILTON, 1922; RHEA, 1932). Portanto,

uma tendência não poderia acometer o setor industrial sem antes ser iniciada no setor de

transportes (HAMILTON, 1922; RHEA, 1932). Pois antes mesmo de vender os produtos,

a indústria precisava transportar a sua matéria prima, logo o setor de transportes iniciava o

crescimento, ou retração, antes do setor industrial. Dow concluiu que, para uma tendência

ser considerada verdadeira ela deveria ser confirmada em ambos os índices (HAMILTON,

1922; RHEA, 1932);
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• as tendências são confirmadas pelo volume: de acordo com a teoria, embora os movimen-

tos nos preços sejam suficientes para identificar uma tendência, o aumento do volume de

ativos negociados auxilia na confirmação (RHEA, 1932; EDWARDS; MAGEE; BAS-

SETTI, 2007). É esperado que o volume mantenha-se elevado enquanto os preços se

movem em direção à tendencia principal, e que diminua caso contrário. Segundo Reilly

e Brown (2011), analistas técnicos consideram o aumento do volume, juntamente com a

movimentação do mercado, um sinal de força do movimento;

• a tendência principal existe até que sinais definitivos provem o contrário: a teoria de Dow

afirma que durante o curso de uma tendência primária, diversos movimentos contrários

podem ocorrer, mas que em algum momento a tendência principal será retomada (RHEA,

1932). Portanto, a tendência primária estará em andamento até que uma nova tendência

contrária seja claramente identificada;

2.1.6 Análise Fundamentalista

A Análise Fundamentalista (AF) tem como base de estudos fatores econômicos que pos-

sam influenciar o desempenho empresarial (MURPHY, 1999; REILLY; BROWN, 2011). Neste

tipo de análise, quaisquer fatores internos e externos à empresa podem ser levados em conta,

desde perspectivas de desenvolvimento próprio da companhia, a questões de desempenho indus-

trial do setor ou país de atuação (MURPHY, 1999; REILLY; BROWN, 2011). Desta maneira, a

análise fundamentalista busca definir, tendo como base fatores econômicos subjacentes, o valor

intrínseco, ou justo, de uma ação, bem como o seu potencial de desempenho futuro.

Para a AF, o cálculo do valor intrínseco pode envolver diversos fatores, tais como: pa-

trimônio líquido, taxa de crescimento da empresa, taxa de valorização acionária, perspectivas

da distribuição de lucros, perspectiva de aumento do lucro, taxa de endividamento, fluxo de

caixa, capacidade de crescimento do setor de atuação, perspectivas futuras quanto ao mercado

econômico, variáveis de risco, dentre outros.

Pode-se identificar dois tipos de perfis de atuação neste tipo de análise:

• investidores Buy-and-Hold: adquirem ações de companhias consideradas promissoras,

segundo suas análises. Geralmente só desfazem destas ações no momento em que a

empresa deixa de atender a seus requisitos e expectativas. Momentos de crise financeira

podem ser vistas como oportunidade para aquisição de mais ações, pois estas podem se

tornar baratas em relação ao valor intrínseco calculado;
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• especuladores: buscam a obtenção de lucro a partir da discrepância entre o preço de

cotação e o valor intrínseco. As estratégias são construídas com base na diferença entre

o valor intrínseco e a cotação no mercado, levando sempre em conta perspectivas futuras

(NELSON, 1912; REILLY; BROWN, 2011). Se uma ação está subvalorizada, compra e

aguarda até que a cotação alcance algum ponto de saturação. E caso o ativo mostre-se

supervalorizado, podem atuar por meio de venda a descoberto.

Para Reilly e Brown (2011), discrepâncias entre cotação e valor intrínseco são ocasio-

nais, sendo ligeiramente corrigidas pela intensa atuação de investidores. Ainda de acordo com

Reilly e Brown (2011), somente conseguirá retorno financeiro significativo, a fração de investi-

dores capazes de identificar tais divergências mais rapidamente.

Como já relatado por Nelson (1912), grandes investidores conseguem retornos anormais

a longo prazo, através da identificação de oportunidades por meio da previsão precisa do com-

portamento futuro do mercado, tendo como base a abordagem fundamentalista. Neste sentido,

Nelson (1912) ainda afirma que, independentemente das flutuações de curto prazo provenien-

tes de especulação e manipulações, no longo prazo, são os investidores fundamentalistas quem

determinam a direção do mercado.

De acordo com os conceitos da análise fundamentalista, pode-se concluir que:

• como os grandes investidores apoiam suas decisões em questões econômicas, tanto da em-

presa, quanto do ambiente, é esperado que no longo prazo o mercado acionário movimente-

se de acordo com o desempenho econômico do ambiente;

• a empresa detém parcela de influência sobre a cotação das suas ações no mercado. Esta

influência pode ser expressa pela própria capacidade de crescimento e lucratividade.

2.1.7 Análise Técnica

No contexto do mercado de ações, Análise Técnica (AT) é um termo utilizado para defi-

nir a forma de análise onde assume-se que dados históricos provenientes da própria atividade do

mercado, constituem a melhor fonte de informação para deduzir comportamento futuro (RO-

MEU; SERAJUDDIN, 2001; EDWARDS; MAGEE; BASSETTI, 2007; REILLY; BROWN,

2011). A análise técnica não considera nenhuma informação além daquelas geradas pelos pró-

prios ativos (valores de cotação e volume), contrastando radicalmente com a análise funda-

mentalista. A ideia geral da AT consiste na construção de um conjunto de sinais sistemáticos,
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capazes de apontar ao especulador os momentos propícios para entrada e saída de operações

financeiras (ROMEU; SERAJUDDIN, 2001).

Alguns analistas técnicos afirmam ser inútil assimilar um valor intrínseco a uma ação,

pois existem casos históricos onde, embora a empresa tenha mantido um desempenho estável,

o preço da sua ação sofreu grande variação (EDWARDS; MAGEE; BASSETTI, 2007). Para

a AT, o valor real de uma ação consiste na sua cotação atual, determinada única e exclusiva-

mente pelas relações entre oferta e demanda, refletidas pelas transações realizadas na bolsa de

valores (EDWARDS; MAGEE; BASSETTI, 2007). Ainda de acordo com Edwards, Magee e

Bassetti (2007), além da influência resultante da atuação de fundamentalistas, as relações que

determinam a formação do preço são resultado da atuação de inúmeros outros investidores sen-

síveis a fatores como: esperança, medo, humor, suposições, necessidades, etc. Pode-se assumir

ainda que devido a própria natureza humana, muitos investidores cometam erros em detrimento

de atitudes ilógicas, ou sejam influenciados por fatores irrelevantes (ROMEU; SERAJUDDIN,

2001).

A julgar pela quantidade de fatores envolvidos no processo de tomada de decisão, e

quantidade de participantes, é natural esperar um comportamento caótico na movimentação do

mercado. No entanto, Edwards, Magee e Bassetti (2007) afirmam ser perceptível através do

histórico, que os preços se movimentem em tendências, e que a tendência se mantém até que

algo modifique o balanceamento entre oferta e demanda. Ou seja, embora o mercado mostre-se

volátil e caótico no curto prazo, é possível observar a existência de uma tendência principal,

assim como relatado na teoria de Dow.

A análise técnica possui forte embasamento nos conceitos da teoria de Dow, como por

exemplo, são premissas da AT:

• o mercado apresenta um comportamento cíclico (ROMEU; SERAJUDDIN, 2001; AGRAWAL;

CHOURASIA; MITTRA, 2013);

• os preços movem-se em tendências, definidas pelas atitudes dos investidores, em resposta

a diferentes forças (REILLY; BROWN, 2011; AGRAWAL; CHOURASIA; MITTRA,

2013; EDWARDS; MAGEE; BASSETTI, 2007);

• devido a características psicológicas, investidores reagem de forma previsível às oscila-

ções do mercado (AGRAWAL; CHOURASIA; MITTRA, 2013; ROMEU; SERAJUD-

DIN, 2001);
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• o volume de negociações acompanha a intensidade da tendência (EDWARDS; MAGEE;

BASSETTI, 2007);

• a tendência uma vez estabelecida, tende a continuar forte (EDWARDS; MAGEE; BAS-

SETTI, 2007).

A análise técnica assume que nem todos os participantes possuem acesso às mesmas in-

formações o tempo todo, e que diferentes investidores podem reagir de formas distintas a uma

mesma informação (ROMEU; SERAJUDDIN, 2001). Desta forma, os preços se moveriam em

tendência à medida em que as informações são dissipadas pelas diferentes classes de investido-

res. Ainda de acordo com Romeu e Serajuddin (2001), o objetivo do analista técnico é detectar

o surgimento de tendências, para então segui-las.

A análise técnica compreende um grande número de formas de operação e interpretação,

a maioria baseada em gráficos compostos por indicadores estatísticos, gerados a partir de dados

provenientes da própria movimentação do mercado.

Aproximadamente 90% dos principais negociadores de ações (traders) se apoiam nos

conceitos da análise técnica (AGRAWAL; CHOURASIA; MITTRA, 2013). Embora ampla-

mente utilizada, a AT recebe críticas pela elevada subjetividade, pois diferentes investidores

podem interpretar um mesmo gráfico ou indicador, de maneiras distintas, chegando a conclu-

sões divergentes (AGRAWAL; CHOURASIA; MITTRA, 2013). Os movimentos previstos pela

AT não são garantidos, podendo falhar sem qualquer motivo aparente (ROMEU; SERAJUD-

DIN, 2001). Ainda assim é reconhecido que os elementos da análise técnica oferecem boa base

de apoio à tomada de decisão, tanto pela análise visual quanto pela utilização de indicadores

técnicos estatísticos. A observação do volume e da movimentação dos preços são suficientes

para dar ao investidor um senso de direção do mercado, pois, de acordo com Romeu e Sera-

juddin (2001), estes são ótimos indicadores sobre a situação das condições de equilíbrio entre

oferta e demanda.

De acordo com Murphy (1999), as análises técnica e fundamentalista buscam o mesmo

objetivo: determinar a direção provável dos preços futuros. Estas estratégias apenas abordam

o problema de perspectivas distintas. Enquanto fundamentalistas estudam as causas e motivos

dos movimentos do mercado, analistas técnicos buscam o efeito. Para estes últimos, as razões

que levaram aos efeitos são irrelevantes.
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2.1.7.1 Indicadores Técnicos

Indicadores técnicos consistem em cálculos matemáticos efetuados a partir dos dados de

movimentação histórica do próprio mercado (MURPHY, 1999; EDWARDS; MAGEE; BAS-

SETTI, 2007). Para estes cálculos, são utilizados os valores de movimentação básicos: "aber-

tura", "máxima", "mínima", "fechamento", e "volume" de ativos negociados. Estes indicadores

produzem dados numéricos que podem ser analisados visualmente, sendo geralmente plotados

junto aos gráficos de cotações históricas (MURPHY, 1999).

A média móvel (MM) é uma técnica utilizada para exibição de valores médios de co-

tação, dentro de um período estabelecido (ROMEU; SERAJUDDIN, 2001). É um indica-

dor técnico antigo, mas ainda amplamente utilizado para análise de movimentos do mercado

(EDWARDS; MAGEE; BASSETTI, 2007). Tal indicador auxilia na identificação de tendên-

cias, e demonstra capacidade de suavização de ruídos derivados da volatilidade (ROMEU; SE-

RAJUDDIN, 2001). Existem diversos tipos de médias móveis, de acordo com Murphy (1999)

e Edwards, Magee e Bassetti (2007), as mais utilizadas são:

• média móvel simples (SMA - Simple Moving Average): este é o tipo de média móvel

mais comum e geralmente a mais utilizada por analistas técnicos (EDWARDS; MAGEE;

BASSETTI, 2007). Uma SMA é calculada através da média aritmética das n últimas

cotações do ativo (MURPHY, 1999; ROMEU; SERAJUDDIN, 2001);

• média móvel ponderada (WMA - Weighted Moving Average): neste tipo de média, cada

valor é multiplicado por um fator de ponderação (ROMEU; SERAJUDDIN, 2001). É

geralmente calculada de forma que os valores mais recentes tenham mais influência sobre

o resultado (ROMEU; SERAJUDDIN, 2001; EDWARDS; MAGEE; BASSETTI, 2007);

• média móvel exponencial (EMA - Exponential Moving Average): este tipo de média é

uma forma de WMA, pois atribui maior peso aos valores recentes (MURPHY, 1999;

EDWARDS; MAGEE; BASSETTI, 2007). A diferença entre WMA e EMA, é que esta úl-

tima utiliza um valor de diferença exponencial entre os fatores de ponderação (EDWARDS;

MAGEE; BASSETTI, 2007).

Médias ponderadas potencializam os efeitos de variações recentes, o que as tornam mais

sensíveis que médias móveis simples (EDWARDS; MAGEE; BASSETTI, 2007). Esta carac-

terística deve ser observada com cautela, pois, de acordo com Murphy (1999), médias móveis

mais lentas apresentam maior confiabilidade quanto à identificação de tendências.
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Como afirmado por Romeu e Serajuddin (2001), estratégias com médias móveis fun-

cionam muito bem somente quando o ativo possui tendência principal de alta ou baixa. Para

mercados em movimentação lateral, no entanto, estratégias baseadas em médias móveis tendem

a falhar (ROMEU; SERAJUDDIN, 2001).

Diversos outros indicadores podem ser calculados a partir dos dados de movimentação

do ativo. Basicamente, os indicadores técnicos pode ser dos seguintes tipos:

• momento: indicadores que buscam captar mudanças entre otimismo e pessimismo dos

participantes do mercado, refletidas nas alterações de preços (ROMEU; SERAJUDDIN,

2001). Estes indicadores acompanham a taxa de variação dos preços e contribuem para a

identificação da velocidade de mudança da informação em análise, auxiliando na identifi-

cação de áreas de saturação de venda ou compra (WILLIAMS, 1984). Desta forma, este

tipo de indicador pode auxiliar na identificação do surgimento, continuidade, ou encerra-

mento da tendência (ROMEU; SERAJUDDIN, 2001). Os indicadores de grande popula-

ridade, que se enquadram unicamente nesta categoria são: Rate of Change (ROC) (AP-

PEL; HITSCHLER, 1990), Momentum (WILDER, 1978), Williams’ %R (WILLIAMS,

1979), e Parabolic Stop And Reverse (SAR) (WILDER, 1978);

• osciladores: são indicadores que flutuam, ou oscilam, sobre linhas fixas, indicando se

o ativo encontra-se em estágio "sobrecomprado" (overbought) — supervalorizado —

ou "sobrevendido" (oversold) — subvalorizado — (ROMEU; SERAJUDDIN, 2001).

Grande quantidade de indicadores se enquadram nesta categoria, como por exemplo: Re-

lative Strength Index (RSI) (WILDER, 1978), Stochastic (ACHELIS, 2000), Moving Ave-

rage Convergence/Divergence (MACD) (ACHELIS, 2000), Triple Exponential Average

(TRIX) (CHANDE; KROLL, 1994), Aroon (THOMSETT, 2010), dentre outros. Diversos

osciladores, como os listados no exemplo, são também indicadores de momento, sendo

portanto muitas vezes referenciados também como osciladores de momento;

• volatilidade: a volatilidade é dada pelo grau de oscilação no preço da ação. Alta volati-

lidade indica elevada variação no preço, o que naturalmente gera mais oportunidades de

lucro, a um risco elevado. Basicamente, indicadores de volatilidade auxiliam na iden-

tificação de áreas com maior flutuação dos preços, provendo ao investidor meios para

identificação de possível comportamento futuro. Alguns exemplos de indicadores nesta

categoria estão: Bollinger Bands (BOLLINGER, 2001), True Range (TR) (CHANDE;
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KROLL, 1994), Average True Range (ATR) (WILDER, 1978), Variance (TRADINGSO-

LUTIONS, 2017), e Standard Deviation (STOCKCHARTS, 2017c);

Os indicadores mencionados acima são alguns dos mais tradicionais, não necessaria-

mente os melhores. De acordo com Edwards, Magee e Bassetti (2007), é necessário cautela

na utilização destes recursos, pois o excesso de informação técnica criada pela utilização de

indicadores pode confundir a análise, impactando negativamente no resultado.

Indicadores técnicos, ou análise técnica estatística, têm sido utilizados na tentativa de

prever tendências de mercado e descobrir oportunidades de negócios (EDWARDS; MAGEE;

BASSETTI, 2007). Mas ainda de acordo com Edwards, Magee e Bassetti (2007), a utilização

deste recurso para previsão do mercado acionário resulta em uma tarefa de alta complexidade,

pois este mercado possui padrão de comportamento guiado, dentre outros fatores, principal-

mente por emoções humanas.

2.1.7.2 Evidências Empíricas

A análise técnica é criticada pela elevada subjetividade envolvida em seus fundamen-

tos (LO; MAMAYSKY; WANG, 2000; AGRAWAL; CHOURASIA; MITTRA, 2013). Lo,

Mamaysky e Wang (2000) citam por exemplo que as formas geométricas no histórico de mo-

vimentações podem muitas vezes ser reconhecidas apenas aos olhos de quem observa. Este

problema também afeta a utilização de indicadores técnicos, pois um mesmo indicador pode

ser interpretado de maneira distinta por diferentes analistas. Reilly e Brown (2011) ainda afir-

mam que o grande desafio enfrentado pela análise técnica consistem nos resultados empíricos

apresentados pela HME. Como pode ser observado, a análise técnica conflita com a HME em

sua hipótese fraca.

Várias pesquisas têm buscado verificar a eficiência de mercados acionários por meio da

utilização de componentes da análise técnica. Por exemplo, no contexto de análise gráfica Lo,

Mamaysky e Wang (2000) propõem a utilização de uma abordagem automatizada de regres-

são não-paramétrica por kernel para reconhecimento de padrões gráficos utilizados na AT. O

modelo desenvolvido foi aplicado na análise de diversas ações americanas em atividade entre

os anos de 1962 e 1996. Os autores verificaram que alguns padrões gráficos auxiliaram com

informações incrementais, principalmente em ações da NASDAQ. No entanto, Lo, Mamaysky

e Wang (2000) salientam que os resultados alcançados não implica em afirmar que a análise téc-
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nica pode ser utilizada para alcançar retornos excessivos na negociação de ações, apenas indica

que ela pode contribuir no processo de tomada de decisão.

Na mesma linha, o trabalho desenvolvido por Cervelló-Royo, Guijarro e Michniuk

(2015) aborda a identificação do padrão gráfico flag (bandeira) como sinal de entrada. Para o re-

conhecimento do padrão foi utilizada uma matriz de pesos em que foram submetidos valores de

cotação ("abertura" e "fechamento"). O experimento foi conduzido sobre dados intradiários de

15 minutos do índice DJIA, no período de maio de 2000 a novembro de 2013, totalizando 91307

registros. O melhor resultado alcançado pelo modelo no período foi de 180% sobre o capital ini-

cial. Já o emprego de Buy-and-Hold simples sobre o índice DJIA apresentaria uma valorização

de aproximadamente 50,17% para o mesmo período, o que, segundo os autores, comprovaria

a ineficiência deste mercado. No entanto é necessário fazer algumas considerações. Primei-

ramente nota-se que os autores não contabilizaram custos transacionais. No experimento de

maior retorno foram efetuadas 186 operações lucrativas, mais 1216 negativas (stops), totali-

zando 1402 transações de entrada (compra) mais 1402 de saída (venda). Então seria necessário

contabilizar o custo de 2804 transações no período. A não contabilização dos custos envolvidos

deixa dúvidas quanto à eficácia do modelo em superar a HME em sua hipótese fraca.

Já na aplicação de indicadores técnicos, o trabalho desenvolvido por Metghalchi, Chang

e Garza-Gomez (2012) estuda a lucratividade na utilização de estratégias de negociação ba-

seadas em 9 indicadores populares. O estudo foi conduzido no índice da bolsa de valores de

Taiwan, no período de novembro de 1990 a agosto de 2010. Os indicadores foram combinados

e utilizados em três estratégias de atuação distintas. Ao todo 66 configurações foram avaliadas.

De modo geral, foi observado uma relação inversa entre a quantidade de indicadores técnicos

combinados, e a lucratividade. Os autores chegam à conclusão que as técnicas possuem poder

preditivo, mas não é fácil projetar uma estratégia capaz de superar o emprego de um simples

B&H, após a contabilização dos custos operacionais. Embora tenham sido avaliadas 66 mode-

los, baseados em 6 indicadores, somente alguns foram capazes de superar o emprego de B&H.

Han, Yang e Zhou (2013) abordam a utilização de médias móveis como indicador téc-

nico para sinal de negociação. Foi avaliada a aplicação da técnica no período de julho de 1963 a

dezembro de 2009 entre diversos portfólios de investimento em ações do mercado norte ameri-

cano. Dentre as configurações avaliadas, o melhor resultado foi atingido com uma média móvel

de 10 períodos. Com esta configuração, a quantidade de operações chegou a 20% do total de

dias do período, e cada operação foi mantida por cerca de 9 a 10 dias antes de ser encerrada. Na



37

comparação com B&H, os autores afirmam conseguir um retorno anual médio superior entre

8,42% e 18,7%. Foi constatado pelos autores que a técnica é capaz de gerar maior retorno em

períodos de recessão que expansão.

Yu et al. (2013) avaliam a aplicação de médias móveis e da técnica trading range brea-

kout (TRB) como indicadores de sinal de negociação. Foram avaliados cinco índices das bolsas

de Singapura, Malásia, Indonésia, Filipinas e Tailândia, nos períodos de 1991 a 2008. O TRB

emprega o conceito de linhas de suporte e resistência, onde o sinal de compra é gerado quando

o preço de fechamento atual supera a máxima histórica (50, 150 ou 200 dias), e o sinal de venda

quando o fechamento atual é menor que a mínima histórica. Já nas regras com médias móveis,

o sinal de compra ou venda é dado pelo cruzamento das médias, uma de curto prazo (1, 2 ou 5

dias) e outra de longo prazo (50, 150 ou 200). Sem considerar os custos de operação, tanto MM

e TRB conseguiram retornos significativos. Os resultados com TRB foram consistentemente

superiores à utilização de médias móveis. No entanto, nenhuma das técnicas conseguiu superar

o emprego de B&H após contabilização dos custos operacionais.

No trabalho desenvolvido por Neely et al. (2014), alguns indicadores técnicos são uti-

lizados para previsão do prêmio de risco — recompensa por assumir risco (HILLIER et al.,

2014) — para investimento em ações do mercado norte americano. Foram efetuadas compara-

ções quanto à utilização de indicadores fundamentalistas (variáveis macroeconômicas) para o

mesmo fim. Os resultados estatísticos e econômicos apresentam melhores desempenhos com a

utilização de indicadores técnicos que fundamentalistas.

É importante destacar o trabalho de Park e Irwin (2007), em que são analisados mais

de 100 trabalhos acerca da lucratividade na utilização de estratégias de negociação baseadas

em análise técnica. Os autores agrupam os estudos em duas categorias: "antigos" (1960–1987)

e "recentes" (1988–2004). Os estudos "antigos" indicam que estratégias baseadas em análise

técnica são rentáveis em mercados Foreign Exchange (FOREX) e mercados futuros, mas não

no mercado acionário. Já quanto aos resultados "recentes", estes indicam que estratégias de

negociação baseadas em análise técnica foram capazes de gerar lucros consistentes no mercado

acionário americano ao menos até o início da década de 1990, mas não além disto. De um total

de 95 estudos "recentes", 56 apontam resultados positivos na utilização de análise técnica, 20 in-

dicam desempenho negativo, e 19 apontam resultados mistos. Os autores ressaltam que embora

as evidências indicam capacidade de sucesso quanto à utilização de estratégias de negociação

baseadas em análise técnica, muitos estudos estão sujeitos a vários problemas quanto a seus
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procedimentos de teste, como: data dredging (SMITH; EBRAHIM, 2002), dificuldades em es-

timar risco, e não contabilização de custos operacionais. Os resultados mostram que estratégias

baseadas em análise técnica dificilmente sobrevivem à contabilização de custos transacionais.

2.2 Classificação de Dados

Classificação, segundo Tan et al. (2006), consiste na tarefa de organizar objetos em

categorias pré-determinadas. Um algoritmo de classificação (classificador), de acordo com He-

rawan, Ghazali e Deris (2014), consiste em um procedimento para seleção de uma hipótese a

partir de um conjunto de alternativas, de tal forma que a escolha melhor se adeque ao conjunto

de dados utilizados para observação. O objetivo de um classificador consiste na construção de

modelos que apresentem capacidade de prever as classes, ou categorias, de diferentes objetos

(HERAWAN; GHAZALI; DERIS, 2014). Ainda de acordo com Sebastiani (2002), a tarefa de

classificação tem por objetivo rotular, de forma automática, dados às categorias corretas.

Um classificador adquire conhecimento através do processo de aprendizagem. De acordo

com (BISHOP, 1995), são três os paradigmas de aprendizagem existentes:

• supervisionado: é um paradigma de aprendizagem no qual o treinamento é conduzido

com a utilização de valores alvo, onde, para cada entrada apresentada ao modelo, há um

valor de saída desejado (BISHOP, 1995; HAYKIN, 1998);

• não-supervisionado: é um paradigma de aprendizagem no qual não são fornecidos valores

alvo ao algoritmo (BISHOP, 1995; HAYKIN, 1998). Este paradigma é muito utilizado

para clusterização através de agrupamento probabilístico (BISHOP, 1995). Valores simi-

lares com base em alguma medida estatística são agrupados em classes (BISHOP, 1995);

• por reforço: é um paradigma de aprendizagem cuja saída apresentada pelo modelo é ava-

liado segundo critérios pré-definidos de correto ou incorreto, sem, no entanto, informar o

valor desejado (BISHOP, 1995).

A eficiência do classificador em categorizar corretamente amostras não pertencentes ao

conjunto empregado no treinamento, traduz sua capacidade de generalização (BISHOP, 1995;

MITCHELL, 1997). Desta forma, pode-se dizer que o objetivo final do treinamento consiste na

maximização da capacidade de generalização do modelo (BISHOP, 1995).



39

2.2.1 Máquinas de Vetores de Suporte

Máquinas de Vetores de Suporte (SVM - Support Vector Machines) constituem uma téc-

nica de aprendizado supervisionado, concebida por Cortes e Vapnik (1995). O algoritmo SVM

consiste em um método de classificação binário, e possui embasamento na teoria de aprendiza-

gem estatística de Vapnik (1995). O objetivo desta teoria é encontrar uma função matemática

específica, capaz de classificar dados desconhecidos a partir de um conjunto de dados de trei-

namento (SCHÖLKOPF; SMOLA, 2002).

SVMs possuem capacidade de classificação linear de dados originalmente não linear-

mente separáveis (CORTES; VAPNIK, 1995; HEASRT et al., 1998; SCHÖLKOPF; SMOLA,

2002). Isto é possível pois o conjunto de dados originais é mapeado em um novo espaço de

maior dimensão, denominado espaço de características (CORTES; VAPNIK, 1995; HEASRT

et al., 1998; SCHÖLKOPF; SMOLA, 2002). SVMs, diferentemente de Redes Neurais Artifici-

ais (MITCHELL, 1997), garantem que o hiperplano obtido na separação dos dados corresponde

àquele de maior margem de afastamento (CORTES; VAPNIK, 1995; HEASRT et al., 1998). O

hiperplano ótimo é aquele capaz de fazer a separação linear dos dados nesta nova dimensão

(CORTES; VAPNIK, 1995; SCHÖLKOPF; SMOLA, 2002).

A Figura 2.1 apresenta um problema de classificação binária entre dois tipos objetos

distintos, onde o hiperplano ótimo é representado pela linha sólida central (SCHÖLKOPF;

SMOLA, 2002). Esta figura exibe um vetor de pesos w e um limiar b, tal que yi((w,xi)+b)> 0,

onde (i = 1, ...,m). Redimensionando w e b, de modo que os pontos mais próximos ao hiperpla-

nos satisfaçam |(w,xi)+b|= 1, obtêm-se uma forma canônica de (w,b) relativa ao hiperplano,

satisfazendo yi((w,xi)+b) >= 1. A margem de separação, medida perpendicularmente ao hi-

perplano, neste exemplo, equivale a 2/||w||. Isto pode ser observado ao considerar dois pontos

x1,x2, em lados opostos da margem de separação, ou seja, (w,x1)+b = 1 e (w,x2)+b =−1, e

projetá-los sobre o vetor normal do hiperplano w/||w||.

Considerando que um conjunto de dados pode conter ruídos e outliers — valores atípicos

—, podendo impossibilitar separação linear, mesmo em dimensões superiores, Cortes e Vapnik

(1995) apresentam uma modificação no SVM que permite a existência de erros no conjunto de

dados de treinamento. Esta modificação é denominada SVM de margens suaves (soft margin)

(CORTES; VAPNIK, 1995). Desta forma, SVMs lineares podem ser empregados em problemas

de classificação não linearmente separáveis.
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Figura 2.1 – Hiperplano Ótimo e Margens de Separação Sobre um Problema de Classificação Binária.

Fonte: (SCHÖLKOPF; SMOLA, 2002).

De acordo com Heasrt et al. (1998), a utilização de funções kernel possibilita a obtenção

de um hiperplano de separação não linear, sem necessidade de mapeamento explícito dos dados

para o espaço de características. Os cálculos necessários são feitos a partir dos próprios dados

de entrada (HEASRT et al., 1998). Heasrt et al. (1998) mostram ainda que os resultados obtidos

com funções kernel apropriadas, são equivalentes àqueles computados a partir dos produtos

escalares dos pontos no espaço de características.

A utilização de funções kernel atribui característica não linear ao SVM, pois, o hiper-

plano gerado a partir dos dados de entrada corresponde a uma função de decisão não linear,

cuja forma é definida pela própria função kernel empregada (HEASRT et al., 1998). De acordo

com Burges (1998), a não-linearização de SVMs a partir de funções kernel torna o algoritmo

mais eficiente e tratável do ponto de vista computacional. E segundo Herbrich (2001), fun-

ções kernel são capazes de calcular o produto escalar entre pontos no espaço de caracterís-

ticas, a partir dos pontos provenientes do espaço de entrada. Desta maneira, pode-se dizer

que a utilização de SVMs com funções kernel simplifica e adiciona não-linearidade ao mo-

delo, sem no entanto diminuir a capacidade classificatória. A Figura 2.2 exibe um exemplo de

classificador SVM resultante da aplicação de uma função kernel RBF (Radial Basis Function)
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k(x,x′) = exp(−||x− x′||2), com espaço de entrada definido em X = [−1,1]2 (SCHÖLKOPF;

SMOLA, 2002).

Figura 2.2 – Exemplo de classificador SVM encontrado por uma função RBF.

Fonte: (SCHÖLKOPF; SMOLA, 2002).

De acordo com Cortes e Vapnik (1995), e Burges (1998), para que uma função seja uti-

lizada como kernel do SVM, esta precisa satisfazer as condições do teorema de Mercer (MER-

CER, 1909). As funções kernel mais utilizadas, de acordo com Huang et al. (2015), são: (i)

polinomial; (ii) função de base radial (RBF - Radial Basis Function), ou gaussiana; e (iii) tan-

gente hiperbólica.

2.2.2 Redes Neurais Artificiais

Redes Neurais Artificiais (ANNs - Artificial Neural Networks) compreende um campo

da inteligência computacional em que busca-se o desenvolvimento de sistemas computacionais

inteligentes, cuja forma de aprendizado é inspirada no processo desempenhado pelo sistema

neural biológico (RAO, 1995; HAYKIN, 1998). Assim como o cérebro humano, uma rede neu-

ral utiliza um conjunto de unidades paralelas de processamento interconectadas, total ou par-

cialmente, denominadas neurônios, para processar informações (RAO, 1995; HAYKIN, 1998).

Os estudos na área de redes neurais iniciaram-se em 1943, com a publicação de McCulloch e

Pitts (1943), onde um neurônio artificial foi representado através de um modelo matemático

simplificado.
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O neurônio artificial, ilustrado pela Figura 2.3, é a unidade básica de processamento em

uma rede neural, sendo fundamental para o seu funcionamento (HAYKIN, 1998).

Figura 2.3 – Estrutura básica de um neurônio artificial.

Fonte: adaptado de Haykin (1998).

A partir Figura 2.3, pode-se identificar os três componentes principais de um neurônio

artificial:

• sinais de entrada: são os valores, juntamente com os respectivos pesos, apresentados

à entrada da rede neural. Podem ser referenciados também como sinapses (HAYKIN,

1998);

• junção somadora: neste ponto é efetuada a soma dos sinais de entrada, já com os respec-

tivos pesos aplicados (HAYKIN, 1998);

• função de ativação: utilizada para limitar, geralmente nos intervalos [0,1] e [-1,1], a am-

plitude de saída do neurônio (HAYKIN, 1998).

A Figura 2.3 mostra ainda um quarto elemento, denominado bias. Este é um parâmetro

externo fixo, informado juntamente com o conjunto de sinais de entrada. O bias atua como

parâmetro de ajuste do grau de influência dos valores de entrada, sobre a saída da função de

ativação (HAYKIN, 1998). O valor do bias é fixo, e o seu peso, assim como o peso das outras

entradas, é modificado durante o processo de treinamento da rede.

Redes neurais possuem elevada capacidade de representação de mapeamento não-linear

entre grande quantidade de variáveis de entrada e saída, em que a forma de mapeamento é

determinada através de parâmetros (pesos) ajustáveis (BISHOP, 1995). O processo de ajuste
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dos pesos, tendo como base um conjunto de dados, é chamado processo de treinamento, ou

aprendizado (BISHOP, 1995; HAYKIN, 1998). E por esta razão, o conjunto de dados utilizado

neste processo é denominado "dados de treinamento" (BISHOP, 1995; HAYKIN, 1998). O

ajuste dos pesos é feito com o objetivo de minimizar o erro entre a saída apresentada pela rede

e o valor esperado. O erro da rede é geralmente calculado por meio de uma função quadrática,

como a Mean Squared Error (MSE) (RAO, 1995). O MSE indica o desvio global das previsões

em relação aos valores esperados (RABUNAL; DORADO, 2005), sendo calculado a partir da

seguinte equação:

MSE =
1
n

n

∑
t=1

(xt− x̂t)
2 (2.1)

onde xt denota o valor esperado. E x̂t especifica o valor retornado pela rede neural.

O treinamento da rede neural é um processo contínuo, onde cada passada por todo o

conjunto de dados é denominado "época" (RAO, 1995). O processo é repetido através das

épocas até que algum critério de parada seja satisfeito.

A maneira como os neurônios são dispostos em uma rede neural, influencia diretamente

o algoritmo utilizado para treinamento (HAYKIN, 1998). Uma rede neural é constituída de

neurônios dispostos em camadas, podendo ser feedforward ou recorrente (cíclica). Uma rede

feedforward é aquela em que as saídas dos neurônios de uma camada são sempre enviadas

como entrada para a camada subsequente (HAYKIN, 1998). Enquanto uma rede recorrente é

aquela cuja saída dos neurônios de uma camada são enviados como entrada para neurônios da

mesma camada ou camadas anteriores (HAYKIN, 1998). Abaixo são descritas as três classes

fundamentais de arquiteturas de redes neurais:

1. feedforward de camada única: modelo feedforward ilustrado pela Figura 2.4, composto

de uma camada de entrada e uma de saída (HAYKIN, 1998). Este modelo é chamado

de camada única pois somente a camada de saída efetua processamento sobre os dados.

De acordo com Bishop (1995), redes de camada única são bastante limitadas e pouco

flexíveis quando comparadas às de múltiplas camadas;

2. feedforward de múltiplas camadas: este modelo, ilustrado pela Figura 2.5, distingue-se

do anterior pela existência de uma ou mais camadas intermediárias, também referenci-

adas como camadas ocultas. De acordo com Haykin (1998), a adição de uma ou mais

camadas ocultas habilita à rede extrair dados estatísticos de ordem superior, caracterís-
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Figura 2.4 – Rede neural feedforward de camada única.

Fonte: adaptado de Haykin (1998).

tica de alta relevância quando a camada de entrada apresenta muitos elementos. Ainda

segundo Bishop (1995), múltiplas camadas trazem maior capacidade de generalização

à rede neural. Embora alguns problemas específicos sejam melhor resolvidos com uma

quantidade maior de camadas (BISHOP, 1995), o teorema da aproximação universal

(CYBENKO, 1989; HORNIK, 1991) diz que, uma rede neural Multilayer Perceptron

(MLP), com apenas uma camada oculta, é capaz de aproximar qualquer função contínua

definida em um hipercubo unitário;

Figura 2.5 – Rede neural feedforward de múltiplas camadas.

Fonte: adaptado de Haykin (1998).
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3. recorrentes: são redes que possuem ao menos um laço de retorno, seja para a própria

camada ou camadas anteriores (HAYKIN, 1998). Este tipo de rede pode também ser de

camada única ou de múltiplas camadas, e a recorrência pode ocorrer tanto para o próprio

neurônio (auto-realimentação), para outro na mesma camada, ou para camadas anteri-

ores (HAYKIN, 1998). A Figura 2.6 ilustra uma rede neural recorrente sem camadas

ocultas, e sem auto-realimentação.

Figura 2.6 – Rede neural recorrente sem camadas ocultas e sem auto-realimentação.

Fonte: Haykin (1998).

No contexto de redes neurais, funções de ativação são responsáveis por limitar a ampli-

tude de saída do neurônio para uma faixa de valores estabelecida (HAYKIN, 1998). A escolha

da função de ativação depende do tipo de problema abordado, e, segundo Bishop (1995), devido

aos diferentes papéis desempenhados pelas camadas ocultas e a camada de saída, é comum a

utilização de funções de ativação distintas em ambas. De acordo com Haykin (1998), são três

os tipos básicos de função de ativação:

• degrau (threshold): esta é uma função binária, que pode assumir um entre dois valores.

A função degrau é definida pela seguinte equação:

f (u) =

 1 se u ≥ 0

0 se u < 0
(2.2)
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na equação acima, a função pode assumir os valores 0 ou 1;

• semi-linear (piecewise-linear): neste tipo de função, caso o fator de amplificação da re-

gião linear seja muito elevado, esta será reduzida à função degrau (HAYKIN, 1998). A

função semi-linear é definida pela seguinte equação:

f (u) =


1 se u ≥ 1

u se 0 < u < 1

0 se u ≤ 0

(2.3)

• sigmoide (sigmoid): este tipo de função possui o gráfico no formato de S, e exibe um

bom balanceamento entre os comportamentos linear e não-linear (HAYKIN, 1998). Ao

contrário da função degrau, a sigmoide pode assumir qualquer valor no intervalo fechado

[0,1]. Um exemplo de função sigmoide é a função logística definida pela pela seguinte

equação:

f (u) =
1

1+ e−au (2.4)

onde a é o parâmetro de inclinação da função f(u).

Haykin (1998) afirma que a diferenciabilidade da função de ativação utilizada é uma

característica importante no contexto de redes neurais, e neste aspecto, funções sigmoide são

preferíveis às funções degrau e semi-linear.

As funções de ativação citadas possuem faixa de valores entre 0 e 1, não constituindo

regra. Estas funções mencionados são as básicas, diversos outros tipos podem ser empregadas.

Por exemplo, caso seja necessária a utilização de funções que englobam o intervalo de -1 a

+1, uma alternativa à sigmoide pode ser a função tangente hiperbólica (hyperbolic tangent)

(HAYKIN, 1998), definida pela seguinte equação:

tanh(u) =
eu− e−u

eu + e−u (2.5)

Redes neurais possuem padrão de comportamento estocástico, pois os seus pesos são

iniciados aleatoriamente. Em consequência, este tipo de algoritmo é não determinístico, pois a

cada execução o resultado pode ser distinto. Por este motivo, no intuito de observar o desem-
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penho médio e variação dos resultados apresentados pela rede neural, Bishop (1995) aponta a

necessidade de repetição do treinamento por diversas vezes.

2.2.3 Pré-processamento

A aplicação de algum pré-processamento sobre os dados de entrada é muita vezes ne-

cessária (BISHOP, 1995). E a escolha do método mais adequado contribui significativamente

para a melhoria no desempenho final do classificador (BISHOP, 1995). Algumas das formas

mais importantes de pré-processamento são listadas a seguir (BISHOP, 1995):

• normalização: uma das formas mais comuns de pré-processamento é através do processo

de alteração da escala dos dados de entrada em um processo chamado normalização. A

normalização é feita de forma que cada variável de entrada tenha uma nova escala com

média zero, e desvio padrão unitário (BISHOP, 1995). O processo de normalização é

muito útil principalmente nos casos em que as variáveis de distinguem muito umas das

outras em relação à magnitude dos dados. Sem a normalização, variáveis com ordem de

magnitude muito elevadas podem influenciar a saída mais que as outras. E de acordo com

Bishop (1995), a amplitude do valor de entrada pode não refletir a sua importância sobre

a saída desejada. Ao aplicar uma transformação linear para alteração de amplitude, todas

as variáveis de entrada passarão a ter valores similares (BISHOP, 1995). Desta forma, é

possível concluir que um dos objetivos da normalização é mitigar o efeito da magnitude

da entrada sobre o treinamento. Ainda de acordo com Bishop (1995), para problemas de

regressão, é aconselhado efetuar também a normalização dos valores-alvo utilizados no

treinamento;

• redução da dimensionalidade: esta é uma abordagem que envolve a eliminação de parte

dos dados de entrada e, segundo Bishop (1995) e Rao (1995), deve ser feita sempre que

possível. Um dos principais problemas decorrentes da dimensão de entrada muito elevada

é conhecido como "maldição da dimensionalidade" — a partir de um certo ponto, a adição

de novas características pode levar a uma redução do desempenho do modelo, pois o

custo computacional cresce exponencialmente com a dimensão do problema (NOVAK;

RITTER, 1997). A redução da dimensionalidade pode ser feita através de três maneiras

principais (BISHOP, 1995):
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– remoção de variáveis irrelevantes: além do aumento desnecessário na dimensão, va-

riáveis irrelevantes podem diminuir a capacidade de generalização do classificador,

mesmo após aplicação de métodos para prevenção de overfitting. O problema ocorre

pois, a informação irrelevante contida nestas variáveis pode influenciar no resultado

para dados desconhecidos (ROMERO; SOPENA, 2008);

– remoção de variáveis com forte relação: a correlação entre variáveis também pode

ser utilizada para redução da dimensionalidade. Quando a correlação entre duas

ou mais variáveis é alta, há grandes chances de que uma mesma informação esteja

representada mais de uma vez (BISHOP, 1995);

– combinação de variáveis: uma outra forma para reduzir a dimensão é através da

combinação, linear ou não-linear, de valores para geração das entradas para o clas-

sificador;

• conhecimento a priori: desempenhada através da inclusão de informações adicionais e

relevantes, que possam auxiliar na solução. Segundo Bishop (1995), a incorporação de

conhecimento a priori pode melhorar drasticamente o desempenho do modelo em alguns

casos. Ainda de acordo com Bishop (1995), o conhecimento a priori pode ser adicionado

tanto na etapa de pré-processamento, quanto na estrutura do modelo;

• correção: devido a inconsistências, pode ser necessário algum tipo de ajuste nos dados

disponíveis para treinamento.

2.2.4 Seleção de Características

A técnica de Seleção de Características (SC) busca a redução da dimensionalidade, sem,

no entanto, eliminar informações relevantes (HAYKIN, 1998), tratando o problema decorrente

da "maldição da dimensionalidade". De acordo com Bishop (1995) e Romero e Sopena (2008),

a redução da dimensionalidade pode ser desempenhada por três maneiras principais: (i) remo-

ção de variáveis irrelevantes; (ii) remoção de variáveis com forte correlação; e (iii) combinação

de variáveis. A redução da dimensionalidade pode resultar em maior agilidade no treinamento,

e no aumento da capacidade de generalização (BISHOP, 1995).

Na expectativa de obtenção de um sub-conjunto de dados mais facilmente manipulável,

diversas técnicas têm sido empregadas para redução da dimensionalidade do espaço de caracte-

rísticas original (DUDA; HART; STORK, 2000).
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O discriminante linear de Fisher (FDR - Fisher Discriminant Ratio) (DUDA; HART;

STORK, 2000), ou Fisher Score, consiste em uma técnica que possibilita a seleção de caracte-

rísticas por meio de ranqueamento, sendo uma das mais utilizadas para este fim (GU; LI; HAN,

2012). A ideia principal desta técnica consiste na seleção de um sub conjunto de características,

de modo que as distâncias entre os dados de classes distintas sejam maximizadas, enquanto as

distâncias entre dados de uma mesma classes sejam minimizadas (GU; LI; HAN, 2012). O

FDR faz a seleção de parâmetros independentes, a partir do custo de cada variável (score) em

relação ao critério de Fisher (DUDA; HART; STORK, 2000; GU; LI; HAN, 2012). De acordo

com Gu, Li e Han (2012), a função custo do FDR é dada pela seguinte equação:

f (x j) =

c
∑

k=1
nk(µ

j
k −µ j)2

(σ j)2 (2.6)

Onde, x j = [x1, ...,xn]
T , nk representa o tamanho da classe k. µ

j
k representa a média da

classe k, em relação à variável j. Enquanto µ j e σ j denotam respectivamente a média e desvio

padrão de todo o conjunto de dados em relação à variável j. O valor de (σ j)2 é dado por:

(σ j)2 =
c

∑
k=1

nk(σ
j

k )
2 (2.7)

Onde σ
j

k especifica o desvio padrão da classe k em relação à variável j.

É calculado um score para cada parâmetro independente, e os n parâmetros com maior

score são selecionados (GU; LI; HAN, 2012). Esta abordagem, segundo Gu, Li e Han (2012),

leva à seleção de um conjunto sub-ótimo de características, pois, embora a técnica FDR seja

capaz de identificar as variáveis mais relevantes, não elimina casos de redundância.

Como apontado por Hall (1999), a técnica denominada Coeficiente de Correlação de

Pearson (CCP) pode ser utilizada para seleção de características por meio da eliminação de

atributos redundantes. Esta técnica possibilita mensurar a covariância — medida da variação

conjunta, ou grau de associação, entre duas variáveis aleatórias (RICE, 2006) — entre dois parâ-

metros quaisquer. Sendo uma medida de associação linear entre duas variáveis (BOSLAUGH,

2012). Através do CCP é possível identificar o grau de redundância entre as duas variáveis

avaliadas. Se cada variável possui N valores escalares, o coeficiente de correlação (p) pode ser

obtido a partir da seguinte equação (MATHWORKS, 2017):
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p =
1

N−1

N

∑
i=1

(
Ai−µA

σA
)(

Bi−µB

σB
) (2.8)

Onde µA e σA representam respectivamente a média e desvio padrão de A. E µB e σB

denotam respectivamente a média e desvio padrão de B. Este coeficiente, representado por p,

pode assumir valores entre -1 e 1 (BOSLAUGH, 2012). Onde 0 indica que não há nenhum tipo

de relação, -1 especifica correlação negativa máxima, e +1 indica correlação positiva perfeita

(BOSLAUGH, 2012). A correlação negativa mostra que, enquanto uma variável varia para uma

direção, a outra varia em sentido oposto. E a correlação positiva indica variação para o mesmo

sentido de ambos os parâmetros.

2.3 Estado da Arte

No trabalho de Hu et al. (2015), foi utilizado um algoritmo evolucionário do tipo eX-

tended Classifier Systems (XCS) no desenvolvimento de um sistema para atuação em mercado

acionário. O algoritmo utiliza como base um conjunto de indicadores técnicos para a constru-

ção de regras de negociação, que são combinadas com uma estratégia de seguimento de ten-

dência (TF - Trend-Following). O trabalho consiste na aplicação de técnicas de aprendizagem

evolutiva para descoberta de regras de negociação (trading rules). Para lidar com o problema

de Concept-Drift — característica não estacionária inerente ao comportamento do mercado de

ações, onde dados subjacentes responsáveis pela precificação acionária sofrem alteração ao

longo do tempo (TSYMBAL, 2004; ZLIOBAITE, 2010) —, comum neste tipo de problema, o

algoritmo procura adaptar-se ao ambiente, avaliando novas regras e eliminando as antigas com

baixo desempenho.

O modelo proposto por Hu et al. (2015) foi validado em três grandes índices da bolsa

de Shanghai (Shanghai Stock Exchange), no período de Janeiro de 2001 a Julho de 2013. Para

construção dos indicadores técnicos foram utilizados valores de cotação ("abertura", "máxima",

"mínima" e "fechamento") e "volume" diários. A estratégia de negociação empregada consistiu

na identificação de uma tendência superior por meio da análise de uma média móvel de 20 dias,

atuando no mercado apenas quando a previsão do algoritmo alinhava-se à este indicador. Os

resultados mostram que o modelo superou o emprego de B&H, mesmo após a contabilização

dos custos. Os autores também constataram que o algoritmo proposto saiu-se melhor que a
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utilização de arvores de decisão e redes neurais artificiais. Foram utilizados Stop Loss e Stop

Gain de 5%.
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3 METODOLOGIA

Neste capítulo é apresentada a metodologia empregada neste trabalho. Primeiramente

é feita a descrição do sistema proposto, bem como da versão desenvolvida para avaliação da

proposta. Em seguida, são descritas as configurações relativas aos custos financeiros opera-

cionais, bid-ask spread, período considerado, tamanhos dos lotes acionários, e base de dados

utilizada. Na seção seguinte, são descritos os parâmetros de referência (baselines) adotados em

comparação aos resultados alcançados pelo sistema desenvolvido. E as métricas de avaliação

empregadas são apresentadas na última seção.

3.1 Sistema Proposto

Esta seção apresenta um modelo de sistema para especulação de ativos em mercado

acionário. A proposta de atuação é focada no médio e longo prazo, com utilização de dados

históricos disponíveis livremente na internet. O modelo tem como fundamento características

comportamentais do mercado, originárias da escola de Análise Técnica (AT) e Teoria de Dow.

A estrutura do sistema proposto é ilustrada na Figura 3.1.

Figura 3.1 – Arquitetura geral do sistema proposto.

A Figura 3.1 apresenta uma estrutura modular, indicando a possibilidade de funcio-

namento distribuído e independente das partes. A utilização de dados disponíveis na internet
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propicia coleta em tempo real. E o recurso de Acesso Direto ao Mercado (DMA - Direct Market

Access)1, provido pela BM&FBovespa, viabiliza ao sistema um modo de atuação autônoma.

No intuito de verificar a viabilidade da proposta, foi desenvolvida uma versão do sistema

para avaliação do desempenho sobre dados históricos. Os módulos 1, 2, 3, 4 e 7 foram desen-

volvidos com a linguagem de programação Java2, e os módulos 5 e 6 foram implementados no

MATLAB R©3. Os dados coletados e manipulados pelo sistema são armazenados em Sistema de

Gerenciamento de Banco de Dados (SGBD) MySQL Server Community Edition4.

Os módulos ilustrados pela Figura 3.1 são apresentados em seguida. E ao final de cada

módulo, é feita a descrição da versão de avaliação desenvolvida.

3.1.1 Módulo 1 - Coleta de Dados Primários

3.1.1.1 Proposta

Este módulo é responsável pela recuperação periódica dos dados primários necessários

para operação do sistema. Neste trabalho, são considerados primários os dados históricos pro-

venientes das negociações e comercialização do ativos, providos pela fonte da informação. As

seguintes informações são consideradas dados primários e precisam ser recuperadas periodica-

mente para os tempos gráficos diário, semanal e mensal:

• data contendo dia, mês e ano;

• valor de abertura da ação;

• valor máximo alcançado pela ação;

• valor mínimo atingido pela ação;

• valor de fechamento da ação;

• quantidade de ativos negociados (volume);

1 BM&FBOVESPA. Acesso Direto ao Mercado - DMA. 2007. Disponível em:
<http://www.bmfbovespa.com.br/pt_br/servicos/negociacao/acesso-direto-ao-mercado-dma/sobre-
dma/>. Acessado em 4 de março de 2017.

2 ORACLE. The Java Tutorials. 2015. Disponível em: <http://docs.oracle.com/javase/tutorial/java/>.
Acessado em 4 de março de 2017.

3 MATHWORKS. MATLAB. 2017. Disponível em: <https://www.mathworks.com/products/matlab.html>.
Acessado em 4 de março de 2017.

4 ORACLE. MySQL Community Server. 2017. Disponível em: <https://www.mysql.com/>. Aces-
sado em 4 de março de 2017.
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• valor de fechamento ajustado para dividendos e desdobramentos.

Os dados de movimentação semanais e mensais podem ser computados a partir dos da-

dos de movimentação diária. Portanto, se a fonte de dados utilizada não prover tais informações,

as mesmas podem ser apuradas da seguinte forma:

• dados de movimentação semanais: para o valor "dia" do campo data, é utilizado o dia do

primeiro dia útil da semana. O valor de abertura refere-se ao valor de abertura do primeiro

dia útil da semana. Os valores máximo e mínimo referem-se respectivamente aos valores

máximos e mínimos atingidos durante a semana. Os valores de fechamento e fechamento

ajustado, dizem respeito aos valores de fechamento e fechamento ajustado do último dia

útil da semana. E o volume é obtido através do cálculo da média aritmética dos volumes

dos dias daquela semana;

• dados de movimentação mensais: para o valor "dia" do campo data, é utilizado o dia do

primeiro dia útil do mês. O valor de abertura refere-se ao valor de abertura do primeiro

dia útil do mês. Os valores máximo e mínimo referem-se respectivamente aos valores

máximos e mínimos alcançados durante o mês. Os valores de fechamento e fechamento

ajustado, dizem respeito aos valores de fechamento e fechamento ajustado do último dia

útil do mês. E o volume é obtido a partir do cálculo da média aritmética dos volumes dos

dias do mês em questão.

A distribuição de dividendos, bem como a ocorrência de desdobramentos e grupamen-

tos, resulta em alterações bruscas nos preços das ações. Tais eventos, se não tratados, po-

dem influenciar na análise da movimentação histórica do ativo. A variação brusca na linha do

tempo pode levar a interpretações errôneas quanto ao movimento real desempenhado pelo ativo.

Levando-se em conta que indicadores técnicos possuem como objetivo auxiliar na tomada de

decisão, tendo como base o comportamento histórico do ativo, a utilização de valores ajustados

mostrou-se mais adequada. Caso a fonte de dados não forneça todos os valores em formato

ajustado, será preciso calcular os outros valores por meio de um fator de ajuste. É necessário

observar que, caso exista alguma base de dados histórica armazenada pelo sistema, estes dados

precisam ser atualizados para os novos padrões de ajuste.

O ajuste dos demais valores pode ser feito com base na relação de ajuste calculada entre

um dos valores fornecidos em formato original e o seu formato ajustado. A relação de ajuste

(r) pode ser calculada através da seguinte equação:



55

r =
va

v
(3.1)

Onde va denota o valor ajustado, e v o valor original.

Desta maneira, os valores fornecidos sem ajuste podem ser calculados a partir da equa-

ção:

va = v∗ r (3.2)

Onde va identifica o novo valor ajustado, v o valor real, e r o fator de ajuste calculado

por meio da equação 3.1.

3.1.1.2 Solução Desenvolvida para Avaliação

Foi utilizado como fonte de dados o Yahoo Finance5. Esta fonte disponibiliza forma de

acesso online ao histórico de cotações de ativos da BM&FBovespa, nos tempos gráficos: diário,

semanal, e mensal. Os dados foram recuperados em formato CSV (Comma-Separated Values),

sendo constituído das seguintes informações:

• date: data em formato ano-mês-dia;

• open: valor de abertura do ativo;

• high: valor máximo do ativo;

• low: valor mínimo do ativo;

• close: valor de fechamento do ativo;

• volume: quantidade de ativos negociados;

• adj close: valor de fechamento ajustado para dividendos e desdobramentos.

Somente o valor de fechamento foi disponibilizado nos dois formatos, sem ajuste ("Close")

e com ajuste ("Adj Close"), desta maneira, foi necessário ajustar os demais valores ("Open",

"High" e "Low") por meio das equações 3.1 e 3.2. Foi constatado que os valores de "Volume"

disponibilizados já se encontravam ajustados.

5 YAHOO!. Yahoo! Finace. 2007. Disponível em: <https://finance.yahoo.com/>. Acessado em 4 de
março de 2017.
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Os dados dos três tempos gráficos foram coletados e armazenados em banco de dados. O

módulo depende de um cadastro prévio dos códigos das ações a serem consideradas para coleta

do histórico. Para este experimento, foram cadastradas as 50 ações constituintes do Índice

IBrX-50 da BM&FBovespa.

3.1.2 Módulo 2 - Cálculo de Indicadores Estatísticos

3.1.2.1 Proposta

Este módulo é responsável pela geração de indicadores técnicos estatísticos, calculados

a partir da movimentação histórica do próprio ativo. Tais indicadores são elaborados a partir

dos valores históricos de "abertura", "fechamento", "máxima", "mínima", e "volume", mantidos

pelo Módulo 1. O emprego de indicadores técnicos baseia-se nos conceitos da Análise Técnica

(AT), sobre a possibilidade de detecção e dedução de movimentos do ativo por meio da análise

de atividade histórica do próprio mercado.

Há grande variedade de indicadores técnicos estatísticos com documentação acessível.

Alguns deles, embora antigos, a exemplo do Relative Strength Index (RSI) (WILDER, 1978),

são ainda largamente utilizados. Não há quantidade limite de indicadores a serem considerados

neste módulo. A seleção de caraterísticas relevantes, bem como o tratamento de redundâncias,

são atividades desempenhadas por módulo específico.

Todos os indicadores técnicos considerados devem ser calculados para os tempos gráfi-

cos semanal e mensal. O indicador RSI é utilizado pelo módulo 7, sendo portanto necessário o

seu cálculo também para o tempo gráfico diário.

3.1.2.2 Solução Desenvolvida para Avaliação

Buscou-se utilizar a maior gama possível de indicadores técnicos, a lista final foi defi-

nida após análise dos indicadores mais utilizados em trabalhos recentes (FONG; SI; TAI, 2012;

BHAT; KAMATH, 2013; BODAS-SAGI et al., 2013; De Oliveira; NOBRE; ZÁRATE, 2013;

WU; YU; CHANG, 2014; BISOI; DASH, 2014; SHYNKEVICH et al., 2014; WANG; YU;

CHEUNG, 2014b; CHANG; WU, 2015; DASH; DASH, 2015; GONZALEZ; PADILHA; BA-

RONE, 2015; PATEL et al., 2015; ZBIKOWSKI, 2015; AZIMIFAR; ARAABI; MORADI,

2015; IACOMIN, 2016), e por indicações em literatura especializada (CHANDE; KROLL,

1994; ROMEU; SERAJUDDIN, 2001; ACHELIS, 2000; LARSON, 2002; EDWARDS; MA-
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GEE; BASSETTI, 2007; THOMSETT, 2010). São calculados 36 indicadores técnicos. Alguns

indicadores resultam em mais de um dado de saída. Ao final, 43 dados distintos são produzidos.

Para as previsões de direção com dados fora da amostra a partir de 01/01/2010, foi

necessário histórico de 24 meses de indicadores técnicos para as previsões mensais, e histórico

de 104 semanas de indicadores para previsões semanais. Desta maneira, foi preciso calcular o

grupo de indicadores desde o ano de 2008. Para tal, foram necessários dados desde o ano de

2004. O Indicador TRIX, por exemplo, necessita de 43 registros históricos em sua configuração

original.

Os indicadores técnicos são calculados através da utilização de dados históricos da mo-

vimentação do próprio ativo, e possuem parametrização variável. Os indicadores foram cons-

truídos considerando a configuração padrão indicada pela documentação de cada um deles. Por

exemplo, no indicador Chaikin A/D Oscillator (THOMSETT, 2010) são utilizadas duas médias

móveis exponenciais, de 3 e 10 períodos.

A relação com todos os indicadores técnicos calculados pelo módulo é apresentada na

Tabela 3.1. As colunas "Indicador" e "Saídas" da Tabela 3.1 especificam respectivamente, a

descrição do indicador, e a quantidade de saídas de dados geradas pelo mesmo. Todos os in-

dicadores listados pela Tabela 3.1 são calculados para os tempos gráficos semanal e mensal.

Apenas o indicador RSI é calculado para os três tempos gráficos (diário, semanal e mensal),

pois, além de ser utilizado para previsões semanais e mensais no Módulo 6, o RSI é utilizado

como filtro de sinais pelo Módulo 7.

3.1.3 Módulo 3 - Detecção de Tendências

3.1.3.1 Proposta

Este módulo é responsável pela detecção de tendências mensais e semanais de ativos

do mercado acionário. Em alusão aos tipos de movimentos descritos pela Teoria de Dow, as

tendências mensais e semanais são também referenciadas neste trabalho como "primárias" e

"secundárias", respectivamente.

Ao observar o histórico de cotações de uma ação, é perceptível que em certos intervalos

de tempo os preços parecem movimentarem-se rumo a uma direção principal. Se a movimenta-

ção é de valorização, é considerado que o ativo está em tendência de alta. Caso a movimentação

seja de desvalorização, é assumida uma tendência de baixa. E nas situações com impossibili-
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Tabela 3.1 – Relação de indicadores técnicos calculados pelo Módulo 2 da versão de avaliação.

Indicador Saídas
Chaikin A/D Line (ad) (THOMSETT, 2010) 1
Chaikin A/D Oscillator (adosc) (THOMSETT, 2010) 1
Average Directional Movement Index (adx) (WILDER, 1978) 1
Average Directional Movement Index Rating (adxr) (WILDER, 1978) 1
Absolute Price Oscillator (apo) (FIDELITY, 2017) 1
Aroon (aroon) (THOMSETT, 2010) 2
Aroon Oscillator (aroonosc) (THOMSETT, 2010) 1
Average True Range (atr) (WILDER, 1978) 1
Bollinger Bands (bbands) (BOLLINGER, 2001) 3
Balance Of Power (bop) (LARSON, 2002) 1
Commodity Channel Index (cci) (ACHELIS, 2000) 1
Chande Momentum Oscillator (cmo) (CHANDE; KROLL, 1994) 1
Directional Movement Index (dx) (WILDER, 1978) 1
Moving Average Convergence/Divergence (macd) (ACHELIS, 2000) 2
Moving Average Convergence/Divergence Histogram (macd_hist) (ACHELIS, 2000) 1
Money Flow Index (mfi) (ACHELIS, 2000) 1
Minus Directional Indicator (minus_di) (WILDER, 1978) 1
Minus Directional Movement (minus_dm) (WILDER, 1978) 1
Momentum (mom) (WILDER, 1978) 1
Normalized Average True Range (natr) (FORMAN, 2006) 1
On Balance Volume (obv) (GRANVILLE, 2010) 1
Plus Directional Indicator (plus_di) (WILDER, 1978) 1
Plus Directional Movement (plus_dm) (WILDER, 1978) 1
Percentage Price Oscillator (ppo) (STOCKCHARTS, 2017b) 1
Rate of Change (roc) (APPEL; HITSCHLER, 1990) 1
Relative Strength Index (rsi) (WILDER, 1978) 1
Parabolic Stop And Reverse (SAR) (WILDER, 1978) 1
Standard Deviation (stddev) (STOCKCHARTS, 2017c) 1
Stochastic (stoch) (ACHELIS, 2000) 2
Stochastic Fast (stochf) (ACHELIS, 2000) 2
Stochastic Relative Strength Index (stochrsi) (CHANDE; KROLL, 1994) 2
True Range (trange) (CHANDE; KROLL, 1994) 1
Triple Exponential Average (trix) (CHANDE; KROLL, 1994) 1
Ultimate Oscillator (ultosc) (WILLIAMS, 1984) 1
Variance (var) (TRADINGSOLUTIONS, 2017) 1
Williams’ %R (willr) (WILLIAMS, 1979) 1
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dade de identificação da direção principal, é considerado que o ativo está sem tendência defi-

nida.

A SLR mostra que alguns trabalhos (SAHIN; OZBAYOGLU, 2014; WEI; CHAUDHARY,

2015; HU et al., 2015) utilizam a estratégia de cruzamento de médias móveis para detecção de

tendências. Mas como bem apontado por Iman e Kemin (2015), o cruzamento de médias móveis

funciona muito bem para ativos em tendência definida, podendo falhar em períodos de estagna-

ção. No trabalho desenvolvido por Bhat e Kamath (2013), a identificação de tendências é feita

com a utilização do indicador técnico Moving Average Convergence/Divergence (MACD). Este

indicador apresentou-se mais adequado para detecção de tendências que o emprego de médias

móveis. Desta maneira, neste módulo é indicado o uso do MACD para detecção de tendências.

3.1.3.2 Solução Desenvolvida para Avaliação

O indicador MACD, calculado pelo Módulo 2, foi utilizado para detecção de tendências

primárias e secundárias. Para melhor entendimento da estratégia utilizada, a composição do

MACD é descrita a seguir:

• linha MACD: diferença entre duas médias móveis exponenciais (EMA - Exponential Mo-

ving Average) de 12 e 26 períodos (EMA12 - EMA26);

• linha de Sinal: média móvel exponencial de 9 períodos sobre a linha MACD;

• histograma MACD: diferença entre a linha MACD e a linha de Sinal (Linha MACD -

Linha de Sinal).

A identificação de tendências com o MACD foi desempenhada a partir das regras abaixo:

• tendência de alta: linhas MACD e Sinal maiores que zero. E histograma MACD positivo;

• tendência de baixa: linhas MACD e Sinal menor que zero. E histograma MACD negativo;

• tendência indefinida: qualquer outra combinação além daquelas citadas anteriormente.

As regras acima foram definidas após análise da composição e funcionamento do MACD.

Este indicador é também utilizado por Bhat e Kamath (2013) na identificação de tendências, mas

com regras diferentes às aplicadas aqui.
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3.1.4 Módulo 4 - Remoção de Ruídos

3.1.4.1 Proposta

Este módulo é responsável pela suavização dos efeitos da volatilidade excessiva nos va-

lores de fechamento a serem utilizados para previsões de direção dos ativos. A volatilidade

é uma característica inerente ao mercado acionário, sendo encarada neste trabalho como um

ruído sobre o sentido principal da tendência. Entende-se que qualquer estratégia baseada em

seguimento de tendências no mercado acionário está interessada em seguir o movimento prin-

cipal, livre de ruídos intermediários. Ignorar a ocorrência de ruídos pode levar a um excesso de

negociações, inviabilizando o sistema e estratégia empregados. Como evidenciado por Chiang

et al. (2016), a suavização de ruídos por meio da eliminação de pequenas flutuações do mercado

resultou em diminuição drástica na quantidade de atuações no mercado.

Os resultados da SLR indicam três técnicas principais utilizadas para suavização de ruí-

dos provenientes da volatilidade sobre valores de fechamento em ativos do mercado acionário:

(i) Médias Móveis (LUO; SI; FONG, 2012; BRASILEIRO et al., 2013; SHYNKEVICH et al.,

2014; NAYAK; MISHRA; RATH, 2015); (ii) transformada Wavelet (CHIANG et al., 2016;

DABHI; CHAUDHARY, 2016); e (iii) transformada de Fourier (HONG; ZHANG, 2012; HU-

ANG et al., 2015). Foi observado por meio dos resultados dos trabalhos citados, que médias

móveis mostraram-se adequadas à tarefa de suavização de ruídos, e dada a sua simplicidade de

cálculo e interpretação, são indicadas para utilização neste módulo.

3.1.4.2 Solução Desenvolvida para Avaliação

Assim como em outros trabalhos publicados (LUO; SI; FONG, 2012; BRASILEIRO

et al., 2013; SHYNKEVICH et al., 2014; NAYAK; MISHRA; RATH, 2015), o tratamento de

ruídos neste módulo foi efetuado por meio da aplicação de uma média móvel sobre os valores

de fechamento. Após testes preliminares, optou-se pela utilização de uma média móvel simples

(SMA - Simple Moving Average) de 12 períodos (SMA12) para os tempos gráficos semanal e

mensal. Para exemplificar, na Figura 3.2 é exibido o gráfico semanal da ação SUZB5, junta-

mente com uma média móvel simples de 12 períodos. Como pode ser observado no gráfico, a

média móvel empregada consegue suavizar as oscilações bruscas decorrentes da volatilidade.
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Figura 3.2 – Exemplo de média móvel simples de 12 períodos (SMA12) sobre o gráfico semanal da ação
SUZB5 para o período de 01/01/2012 a 01/01/2014.

3.1.5 Módulo 5 - Seleção de Características

3.1.5.1 Proposta

Este módulo é encarregado pela etapa de seleção de características relevantes, tendo

como base os indicadores técnicos gerados pelo Módulo 2. Em função da quantidade de in-

dicadores técnicos estatísticos existentes, a dimensão de dados produzida pelo Módulo 2 é in-

determinada. E devido ao problema decorrente da "maldição da dimensionalidade" (NOVAK;

RITTER, 1997), a aplicação de técnicas para redução da complexidade dimensional mostra-se

essencial.

Como mencionado por Gu, Li e Han (2012), a técnica FDR permite a seleção de ca-

racterísticas por meio de ranqueamento, sendo uma das técnicas mais utilizadas para este fim.

E assim como feito por Ferreira (2010) e Zbikowski (2015), a técnica FDR foi adotada como

ferramenta para seleção de características neste módulo.

Visto que o FDR não fornece um meio para eliminação de redundâncias (GU; LI; HAN,

2012), observou-se que o processo de seleção de características poderia ser otimizado com

o emprego de verificação de correlação por meio da técnica CCP. Com esta técnica pode-se

mensurar o grau de redundância, expresso pelo coeficiente de correlação, entre duas variáveis

quaisquer.

3.1.5.2 Solução Desenvolvida para Avaliação

A seleção de característica foi desempenhada em duas etapas, executadas de forma se-

quencial. Primeiro é feita a seleção dos parâmetros mais relevantes, resultando em um conjunto
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sub-ótimo de características. Este conjunto é então submetido à etapa de verificação e elimina-

ção de redundâncias. As etapas são descritas à seguir:

• seleção de parâmetros relevantes: de acordo com Gu, Li e Han (2012), de modo geral, a

seleção de características com FDR é feita a partir da escolha dos n parâmetros com maior

score. Sendo o valor de n definido de forma empírica. Neste trabalho, por outro lado, fo-

ram selecionados os parâmetros com score maior, ou equivalente, à media aritmética dos

scores obtidos pelo conjunto de parâmetros. Desta maneira, a quantidade de parâmetros

variou a cada etapa de seleção, de acordo com o score médio do conjunto. Este método foi

utilizado após testes empíricos com diversas configurações de n, onde a abordagem com

score médio mostrou-se mais adequada, promovendo melhores resultados classificatórios

quando combinado à segunda etapa;

• eliminação de redundâncias: o conjunto de parâmetros resultante da etapa anterior é sub-

metido a um processo de verificação e eliminação de redundâncias por CCP (p). Nesta

etapa, é calculado p de cada parâmetro em relação a todos os demais. Desta maneira,

obtém-se uma matriz de coeficientes p, onde a diagonal principal é composta pelo nú-

mero um, referente ao valor p do parâmetro com ele próprio. A diagonal principal foi

desconsiderada na verificação de redundâncias. Após testes empíricos, foi observado

que limites (threshold) de -0,8 e +0,8 resultaram em boa capacidade de eliminação de

parâmetros, sem perda de eficiência de classificação. Desta forma, foram consideradas

redundâncias valores de p positivos superiores a 0,8, e valores de p negativos inferiores

a -0,8. A escolha entre os parâmetros a serem mantidos foi com base no score FDR de

cada um deles, ou seja, o parâmetro com maior score foi mantido, e os outros em conflito

com este foram descartados.

3.1.6 Módulo 6 - Previsão

3.1.6.1 Proposta

Este módulo é responsável pela previsão da direção no instante um passo à frente, se-

manal e mensal, do ativo em análise. A atividade de previsão é abordada neste trabalho como

um problema de classificação entre dois grupos distintos. É considerado que a direção livre

de ruídos sempre varia, para cima ou para baixo, no instante um passo à frente. Os grupos de

variação considerados são:
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• positiva: taxa de variação no instante um passo à frente, em relação ao ponto atual, maior

que zero;

• negativa: taxa de variação no instante um passo à frente, em relação ao ponto atual, menor

ou igual à zero.

Caso não ocorra variação entre duas amostras, optou-se pela classificação negativa do

evento. Esta abordagem evita a complexidade adicional de lidar com uma classe de variação

extra. Levando-se em conta a volatilidade do mercado, uma variação nula entre dois eventos

consecutivos mostra-se pouco provável.

3.1.6.2 Solução Desenvolvida para Avaliação

A SLR desempenhada como parte deste trabalho mostra que Máquinas de Vetores Su-

porte (SVM - Support Vector Machine), e Redes Neurais Artificiais (ANN - Artificial Neural

Network), são os tipos de algoritmos mais utilizados para previsão comportamental de ativos

em mercado acionário. Nas publicações analisadas, ambos algoritmos conseguem desempenhos

promissores.

Diante das pesquisas realizadas, não foi possível constatar qual seria o melhor algoritmo

para previsões em mercado acionário. Por exemplo, no trabalho de Xu, Li e Luo (2013), o

SVM alcança desempenho superior ao algoritmo Random-Forest (RF) utilizado na comparação.

Enquanto no trabalho desenvolvido por Patel et al. (2015), RF consegue melhores resultados

que SVM e ANN. Na publicação de Paliyawan (2015) é feita uma comparação entre ANN e um

algoritmo do tipo Decision-Tree (DT), ambos apresentam desempenhos similares. O mesmo

ocorre em uma comparação entre DT e SVM, feita por Panigrahi e Mantri (2015a), onde ambos

apresentam resultados similares.

Em função dos resultados observados, os algoritmos SVM e ANN foram considerados

para composição deste módulo. Ambos algoritmos foram empregados na previsão de direção

do movimento no instante um passo à frente, semanal e mensal, de todos os ativos considerados.

O desempenho dos algoritmos foi comparado por meio da taxa de acerto de direção (HR - Hit

Ratio). Devido sua natureza estocástica, o experimento com ANN foi repetido por 10 vezes, e

a média aritmética sobre a medida HR foi utilizada na comparação com os resultados do SVM.

Para ambos os classificadores, os dados de entrada, bem como os valores alvo, foram norma-

lizados para o intervalo [-1,1]. O algoritmo com maior valor de HR médio sobre as previsões
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semanais e mensais foi selecionado para composição deste módulo nos testes de desempenho

financeiro do sistema. A seguir são descritas as configurações utilizadas para os algoritmos

ANN e SVM, bem como a metodologia de treinamento empregada.

3.1.6.3 Configuração do Algoritmo ANN

Foi utilizada uma rede neural Multilayer Perceptron (MLP) com 3 camadas, com uma

camada oculta. De acordo com o teorema da aproximação universal (CYBENKO, 1989; HOR-

NIK, 1991), uma rede MLP com apenas uma camada oculta é capaz de aproximar qualquer

função contínua definida em um hipercubo unitário. Foi utilizada a implementação de rede

neural patternnet6 do MATLAB R©.

A quantidade de neurônios na camada de entrada varia de acordo com a dimensão dos

dados resultantes da etapa de seleção de características. A camada de saída é composta por dois

neurônios, um para cada classe de variação (alta ou baixa). E a quantidade de neurônios da

camada oculta foi dada pela seguinte equação:

n = 2∗
√

(m+2)∗ni (3.3)

Onde ni representa a quantidade de neurônios da camada de entrada, e m a quantidade de

neurônios da camada de saída. A equação 3.3 foi proposta por Huang (2003), com evidências

de ganho de desempenho preditivo, sendo mais tarde utilizada também por De Oliveira, Nobre

e Zárate (2013). Sendo a quantidade de neurônios definida por um número inteiro, o resultado

da equação 3.3 é arredondado à parte inteira.

Foi utilizada a função de ativação Tangente Hiperbólica para a camada o oculta e ca-

mada de saída. O treinamento da rede neural foi efetuado com o algoritmo Scaled Conjugate

Gradient Backpropagation (MILLER, 1993), sendo a quantidade limite de épocas de treina-

mento definida para 1000. O valor objetivo para minimização do Mean Squared Error (MSE)

foi definida em 0, ou seja, o treinamento também será interrompido caso seja atingido um MSE

igual a 0 para a base de treinamento.

A parcela de 10% dos dados disponíveis para treinamento foi utilizada como base de

validação. Os dados utilizados para validação foram extraídos aleatoriamente da base disponível

para treinamento, e utilizados para avaliação de desempenho durante o processo de treinamento

6 MATHWORKS. Pattern Recognition Network. 2017. Disponível em:
<https://www.mathworks.com/help/nnet/ref/patternnet.html>. Acessado em 4 de março de 2017.
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da rede neural. O desempenho da rede sobre a base de validação foi também utilizado como

um critério de parada do treinamento. Caso o MSE aumentasse por x vezes, definido em 10,

sobre os dados de validação, o treinamento era encerrado, e a rede final era aquela com melhor

desempenho sobre a base de validação.

Um último critério de parada foi quanto à magnitude do gradiente. Caso o desempenho

do gradiente caísse abaixo do valor mínimo, definido em 1e-6, o treinamento da rede neural era

encerrado.

3.1.6.4 Configuração do Algoritmo SVM

No kernel do SVM foi utilizada uma função de base radial (RBF - Radial Basis Func-

tion) gaussiana. Este tipo de função foi selecionado após análise de algumas publicações. Nos

trabalhos de Lin e Lin (2003) e Wu e Chang (2012), são apontadas vantagens na utilização de

função kernel do tipo RBF para o SVM. Este tipo de função kernel também é utilizada nas

publicações de Chen e Chen (2013), Gonzalez, Padilha e Barone (2015), Huang et al. (2015) e

Iacomin (2016), com o alcance de resultados promissores.

Foi utilizada a implementação do SVM fitcsvm7 do MATLAB R©. A opção KernelScale

do algoritmo foi configurada para auto, desta forma, a cada treinamento foi aplicada uma heu-

rística interna para configuração do valor do sigma da função RBF utilizada. O treinamento do

SVM foi desempenhado com o algoritmo Sequential Minimal Optimization (SMO) (PLATT,

1998).

3.1.6.5 Metodologia Utilizada para Treinamento e Teste dos Classificadores

A movimentação do mercado acionário pode ser vista como resultante do comporta-

mento humano na busca contínua pelo lucro. Esta busca leva a constantes mudanças de estraté-

gias e consequente alteração na dinâmica de comportamento do mercado, invalidando estraté-

gias até então funcionais. Este aspecto não estacionário está relacionado ao problema conhecido

como Concept-Drift. Portanto, pode-se inferir que o êxito de um modelo de negociação autô-

nomo para o mercado acionário depende da sua capacidade de adaptação contínua ao ambiente,

uma importante característica também observada por Hassan et al. (2013) e Hu et al. (2015).

7 MATHWORKS. Support Vector Machine Classifier. 2017. Disponível em:
<https://www.mathworks.com/help/stats/fitcsvm.html>. Acessado em 4 de março de 2017.
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Como já observado por Chevapatrakul (2013) e Sirohi, Mahato e Attar (2014), o em-

prego de dados mais recentes pode contribuir para o aumento da capacidade adaptativa do

modelo de previsão. Deste modo, um processo de treinamento e teste efetuado de forma pro-

gressiva (janela deslizante) sobre o conjunto de dados, aparenta ser mais adequado ao tipo de

problema abordado nesta pesquisa. Assim como desempenhado por Chevapatrakul (2013) e

Sirohi, Mahato e Attar (2014), a progressão da janela a cada nova previsão mostra-se coerente,

pois o classificador sempre será treinado com dados recentes. Este tipo de abordagem busca

adaptação aos padrões de comportamento recentes do ambiente. Pois, como já observado por

Malkiel (2003), muitos padrões de comportamento que possibilitavam ganhos financeiros pa-

recem ter desaparecido depois que se tornaram públicos. Desta maneira, é perceptível que

qualquer padrão repetitivo capaz de gerar algum lucro tende a ser rapidamente extinto.

Os treinamentos e testes dos classificadores foram desempenhados com a utilização de

janela deslizante. Foi empregada uma janela com 2 anos de dados históricos, ou seja, 24 e 104

registros para os tempos gráficos mensal e semanal, respectivamente. A janela foi deslocada a

cada novo teste. Desta maneira, o teste fora da amostra utilizado no experimento k, passou a

fazer parte da base de treinamento no experimento k+1. Esta metodologia incremental garante

a atualização do sistema quanto às movimentações mais recentes do mercado.

3.1.7 Módulo 7 - Emissão de Sinais e Atuação

3.1.7.1 Proposta

Este módulo é responsável por gerar sinais indicativos de entrada e saída de operações

financeiras no mercado. Neste trabalho, o termo "sinal" especifica o envio de um indicativo de

entrada ou saída de operação financeira em ativos do mercado acionário. Um sinal de entrada

pode ser dos tipos: (i) "compra"; ou (ii) "venda a descoberto". Enquanto um sinal de saída pode

ser dos tipos: (i) "venda", para encerramento de operações de "compra" em andamento; ou (ii)

"compra", para encerramento de operações de "venda a descoberto" em curso.

Para emissão de sinais de entrada, são utilizadas informações fornecidas pelos Módulos

2, 3 e 6. E a emissão de sinais de saída depende de informações providas pelo Módulo 3.

Para emissão de um sinal de entrada, os seguintes passos são necessários:

1. requisitar ao Módulo 3 as tendências primária e secundária em andamento;

2. requisitar ao Módulo 6 as previsões para o mês e semana correntes.
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A identificação da tendência em andamento é feita por meio das tendências detectadas

para a semana e mês anteriores. Estes dados estão indisponíveis para a semana e mês correntes

pois são calculados a partir dos valores de fechamento.

Os passos anteriores resultam em quatro indicadores, sendo dois para as tendências em

andamento, semanal e mensal, e dois para as previsões de direção, semanal e mensal. O alinha-

mento direcional dos quatro indicadores resultam na emissão de um sinal provisório. Se ocorre

alinhamento para cima, um sinal provisório de compra será emitido. E se o alinhamento é para

baixo, será emitido um sinal provisório de venda a descoberto.

Os sinais provisórios gerados na etapa anterior são submetidos a um filtro através do

indicador técnico RSI, gerado pelo Módulo 2. O RSI é um oscilador de momento, normalizado

entre 0 e 100 que, de acordo com o seu criador, Wilder (1978), é capaz de identificar pontos

sobrecomprados e sobrevendidos. Assim como indica Wilder (1978), o módulo considera pon-

tos sobrecomprados aqueles com RSI superior a 70, e sobrevendidos aqueles com RSI inferior

a 30. O filtro RSI utilizado aqui é calculado sobre os valores de fechamento da semana e dia

anteriores. Desta maneira, sinais de entrada somente são validados se o RSI da semana e dia

anteriores estiverem abaixo de 70 para sinais de compra, e acima de 30 para sinais de venda a

descoberto. Os trabalhos de Fong, Si e Tai (2012) e Brasileiro et al. (2013) utilizam o indicador

RSI de forma semelhante àquela utilizada aqui, mas em apenas um tempo gráfico.

Para que um sinal de saída seja emitido é necessário que alguma operação esteja em

andamento. O monitoramento e encerramento da posição constitui o gerenciamento de risco, o

qual deve encerrar a operação em momento aportuno por meio do envio de um sinal de saída

contrário ao sinal de entrada que originou a posição em aberto.

É comum o gerenciamento de risco ser desempenhado por meio do envio de ordens

Stop Loss (SL) e Stop Gain (SG), tendo como base a evolução positiva ou negativa do capital

alocado no ativo. Por exemplo: Teixeira e Oliveira (2010) utilizam SG e SL de 10% e 3%

respectivamente; já Hu et al. (2015) utilizam a variação limite de 5% para ambos os casos; no

trabalho de Brasileiro et al. (2013) os autores fazem a otimização dos limiares de Stop Loss

e Stop Gain através de um algoritmo do tipo Artificial Bee Colony (ABC), sendo estes limites

variando até 42% para SG, e até 6,3% para SL; já no trabalho de Chen e Chen (2016) foi definido

valor apenas para SL, de 10%, sendo a quantidade de dias com capital alocado (holding-period),

entre 5 a 20 dias, um segundo critério para encerramento da posição.
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Embora comum, a utilização de Stop Loss e Stop Gain mostra-se incoerente com a es-

tratégia de atuação do sistema proposto neste trabalho. Sendo o sistema guiado por movimenta-

ções multitemporais, e considerando a existência de ruídos advindos da volatilidade, entende-se

que a determinação de um percentual de SL ou SG impõe limitações ao sistema. Visto que a

abordagem utilizada foca movimentações de médio e longo prazo, e considerando os fatores

apontados, propõe-se que a emissão de sinais de saída seja guiada por meio da detecção de

descontinuidade da tendência em curso. Desta maneira, a emissão de um sinal de saída deve

seguir os seguintes passos:

1. requisitar ao Módulo 3 informações sobre a tendência em andamento;

2. caso a tendência detectada seja diferente daquela que originou a operação de entrada,

um sinal de saída será emitido.

Quanto ao modo de atuação, é possível que o sistema opere de duas formas distintas,

descritas em seguida:

• autônoma: através de Acesso Direto ao Mercado (DMA - Direct Market Access), o sis-

tema pode operar de modo autônomo, enviando ordens diretamente à BM&FBovespa.

Neste modo, pode ser ainda necessário atuação do utilizador nos casos de venda a des-

coberto. Pois, dependendo da corretora de valores utilizada será necessário entrar em

contato para efetivação de contrato de aluguel do ativo;

• envio de sinais: o sistema pode atuar de modo indireto através do envio de sinais por

e-mail, sms, aplicativos para smartphones, etc. Neste caso, será necessário uma confir-

mação por parte do utilizador quanto à efetivação da operação no mercado. Deste modo,

o sistema poderá iniciar o processo de acompanhamento para emissão do sinal de saída

em momento oportuno.

3.1.7.2 Solução Desenvolvida para Avaliação

Nesta etapa, foram desenvolvidas em linguagem de programação java, as rotinas neces-

sárias para simulações de operação em mercado (backtesting) a partir da base de dados histórica.

Foram observadas as questões operacionais e regras de negociação detalhadas na seção 3.2.

O gerenciamento de risco foi desempenhado por meio da verificação de descontinuidade

da tendência secundária. Tendências primárias mostraram-se demasiadamente lentas, atrasando

a saída, e tendências terciárias muito rápidas, em função da volatilidade do mercado.
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3.2 Configuração do Ambiente de Avaliação

A seguir são detalhadas as configurações utilizadas nos experimentos desempenhados

neste trabalho. São descritos: custos financeiros operacionais; bid-ask spread; o período con-

siderado; tamanho dos lotes de ações; procedimentos para simulação de ordens de compra e

venda; além da base de dados utilizada.

3.2.1 Custos Financeiros Operacionais

A simulação de operação em mercado (backtesting) possibilitou verificar o desempe-

nho virtual financeiro da versão de avaliação do sistema sobre dados históricos do conjunto

de ativos considerados. A contabilização de custos operacionais mostra-se essencial para uma

avaliação adequada do desempenho financeiro. A Tabela 3.2 apresenta os custos considerados

nas simulações deste trabalho.

Tabela 3.2 – Taxas consideradas na contabilização dos custos financeiros.

Taxa Valor
Corretagem R$ 14,90
Emolumentos 0,005%
Liquidação 0,0275%
Aluguel (a.a.) 1,00%
Liquidação CBLC (a.a.) 0,25%

Os valores percentuais referentes a "Emolumentos" e "Liquidação" da Tabela 3.2 foram

coletados no site da BM&FBovespa8 em dezembro de 2016, onde estão disponibilizados sob

o identificador "Pessoas físicas e demais investidores" da tabela "Emolumentos, Liquidação e

Registro", disponibilizada no endereço eletrônico.

Os valores de "Corretagem" e "Liquidação CBLC" da Tabela 3.2 foram recuperados

do site da corretora XP Investimentos (XPI)9, em dezembro de 2016. Na data da consulta

aos custos operacionais desta corretora, constava isenção quanto à taxa de custódia para renda

variável.
8 BM&FBOVESPA. Custos para o Mercado de Ações. 2017. Disponível em:

<http://www2.bmfbovespa.com.br/pt-br/servicos/custos-e-tributos/custos-operacionais/acoes.aspx>.
Acessado em 4 de março de 2017.

9 XP Investimentos. Custos Operacionais. 2017. Disponível em: <https://www.xpi.com.br/comece-a-
investir/custos-operacionais/>. Acessado em 4 de março de 2017.
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As taxas de aluguel podem variar a cada novo contrato firmado para cada ativo. Diante

disto, foi utilizado um valor fixo de aluguel para todas as ações. O valor do campo "Aluguel

(a.a.)" da Tabela 3.2 refere-se à taxa média de aluguel de 1,00% ao ano (a.a.), definida após

consulta ao site de empréstimos registrados10 da BM&FBovespa, feita em dezembro de 2016.

Foram observadas as últimas taxas médias de empréstimo ao tomador, negociadas em um prazo

de quinze dias úteis, sendo este o maior prazo disponibilizado para consulta. Como exemplo,

na época da consulta, foram observadas as taxas médias a.a. de 0,40%, 0,46%, 0,60% e 0,29%

para os ativos PETR4, VALE5, USIM5 e SUZB5, respectivamente.

Quanto à forma de contabilização dos custos listados na Tabela 3.2, os valores de "Cor-

retagem", "Liquidação", e "Emolumentos" foram considerados a cada operação de entrada e

saída. Além dos custos listados anteriormente, sobre operações de saída decorrentes de vendas

a descoberto incidem também as taxas de "Aluguel" e "Liquidação CBLC", que de acordo com

a corretora XPI (2017), devem ser calculadas considerando o valor pro rata, no dia seguinte à

data de devolução das ações (D+1);

3.2.2 Bid-Ask Spread

O bid-Ask spread interfere no desempenho financeiro ao impedir que a operação seja

executada no valor exato esperado pelo investidor. Diversas publicações (CHEN; SZETO, 2012;

LIANG; NG, 2012; WU; CHANG, 2012; BEKIROS, 2013; BRASILEIRO et al., 2013; WU;

YU; CHANG, 2014; XUE et al., 2015) não consideram a existência de bid-Ask spread, sendo

comum a utilização dos valores absolutos de abertura ou fechamento para simulações de ope-

rações. Neste trabalho é entendido que a utilização dos valores de abertura ou fechamento, sem

contabilizar nenhum tipo de perda, conflita com a realidade.

Ao considerar a impossibilidade de execução da ordem no preço desejado, este trabalho,

assim como feito por Bijl et al. (2016), contabilizou uma perda de 0,04% por operação. Nas

simulações realizadas neste trabalho, as operações foram efetuadas no valor de abertura do dia

útil seguinte à emissão do sinal, sendo contabilizado um custo adicional de 0,04% por operação.

10 BM&FBOVESPA. Empréstimos Registrados. 2017. Disponível em:
<http://www.bmfbovespa.com.br/pt_br/servicos/emprestimo-de-ativos/emprestimos-
registrados.htm>. Acessado em 4 de março de 2017.
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3.2.3 Período e Quantidades

O período utilizado nas simulações de operações financeiras foi de 01/01/2010 a 31/08/2016,

o que corresponde a 6 anos e 8 meses. Em cada simulação foi utilizado o capital inicial hipoté-

tico de R$100.000,00, sendo este capital atualizado com base nos resultados obtidos na evolução

das negociações. Buscou-se empregar todo o capital disponível a cada operação de entrada.

A quantidade de ações negociadas em cada operação dependeu do valor da ação naquela

data, bem como do capital disponível. As ações foram negociadas em lotes fechados. A quan-

tidade de ações por lote foi definida tendo como base informações11 sobre lotes de negociação

disponibilizados pela BM&FBovespa. Neste site, a grande maioria dos ativos possui quantia de

ações por lote definida para 100, portanto este valor foi utilizado. Desta maneira, a quantidade

mínima de ações por operação foi de 100, e a quantia máxima foi definida em um valor múltiplo

de 100.

Como as negociações foram efetuadas com base em lotes de ações, o capital total dis-

ponível dificilmente foi empregado por completo nas simulações. O valor total da operação de

entrada foi definido a partir do produto resultante do preço da ação, pela quantidade máxima de

ativos, calculada com base no tamanho do lote. O valor restante da operação foi tratado como

um valor residual. Este valor residual, após o pagamento dos custos operacionais, foi somado

novamente ao montante após o encerramento da operação.

Antes da efetivação da operação foi verificado se o valor residual seria suficiente para

o pagamento dos custos operacionais. Em caso negativo, o montante inicialmente considerado

para a negociação foi decrescido de 100 ações (1 lote), até que o valor residual fosse suficiente

para o pagamento das taxas. Este procedimento foi necessário apenas para as operações de

entrada, nas operações de saída as taxas foram descontadas após encerramento da posição.

3.2.4 Base de Dados

O universo inicial de ativos foi restringido ao grupo de ações compostas pelo Índice

Brasil 50 (IBrX-50)12. Foi utilizado este índice pois trata-se de um indicador de desempenho

médio dos ativos de maior negociabilidade e representabilidade do mercado de ações brasileiro

11 BM&FBOVESPA. Lotes de Negociação. 2017. Disponível em:
<http://www.bmfbovespa.com.br/pt_br/servicos/market-data/consultas/mercado-a-vista/lotes-de-
negociacao/>. Acessado em 4 de março de 2017.

12 BM&FBOVESPA. Índice Brasil 50 (IBrX-50). 2017. Disponível em:
<http://www.bmfbovespa.com.br/pt_br/produtos/indices/indices-amplos/indice-brasil-50-ibrx-
50.htm>. Acessado em 4 de março de 2017.
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(BM&FBOVESPA, 2017). Foi considerada a composição do índice vigente em 10/08/2016,

data em que o arquivo de composição do índice foi recuperado no site13 da BM&FBovespa. A

Tabela 3.3 apresenta a lista das ações pertencentes ao índice IBrX-50 em agosto de 2016.

Foram recuperados os dados de movimentação histórica diária, semanal e mensal, dispo-

níveis no intervalo fechado de 01/01/2003 a 31/08/2016, para todas as ações listadas na Tabela

3.3. Algumas ações, por terem sido incluídas na BM&FBovespa após a data inicial conside-

rada, não possuem dados a partir de 2003 exatamente, neste caso, a fonte de dados utilizada

disponibilizou o arquivo com todos os dados existentes após o período inicial informado.

3.3 Comparativos

Esta seção descreve os parâmetros de referência (baselines) adotados para comparação

com os resultados financeiros alcançados pelo sistema desenvolvido para verificação da pro-

posta.

3.3.1 Eficiência do Mercado Segundo a HME

O sistema proposto testa a Hipótese do Mercado Eficiente (HME) em sua forma fraca,

pois a tomada de decisão é feita a partir de dados provenientes da própria movimentação histó-

rica do ativo. A HME assume não ser possível auferir lucros excessivos, de forma consistente,

com regras de negociação baseadas em qualquer tipo de informação. Neste sentido, Fama

(1970) afirma que, se há eficiência de mercado, não será possível a obtenção de um retorno

financeiro líquido consistente superior àquele alcançado pelo emprego de um Buy-and-Hold

simples.

Neste trabalho, o desempenho B&H simples foi apurado com a efetivação de duas ope-

rações sobre cada ativo, sendo uma operação de compra, efetuada no primeiro dia considerado

no experimento (01/01/2010), e uma operação de venda, efetiva no última dia (31/08/2016).

Sobre estas operações foram aplicadas as mesmas regras descritas no tópico 3.2.3, para: capital

inicial; quantidade de ações negociadas; e contabilização dos custos operacionais. O B&H sim-

ples reflete o desempenho do próprio ativo ao longo do tempo, ou seja, reflete o desempenho do

mercado.
13 BM&FBOVESPA. Índice Brasil 50 (IBrX-50). 2017. Disponível em:

<http://www.bmfbovespa.com.br/pt_br/produtos/indices/indices-amplos/indice-brasil-50-ibrx-50-
composicao-da-carteira.htm/>. Acessado em 10 agosto de 2016.
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Tabela 3.3 – Lista de ações compostas pelo índice IBrX-50 em Agosto de 2016.

Código Descrição
ABEV3 AMBEV S/A
BBAS3 BRASIL
BBDC3 BRADESCO
BBDC4 BRADESCO
BBSE3 BBSEGURIDADE
BRAP4 BRADESPAR
BRFS3 BRF SA
BRKM5 BRASKEM
BRML3 BR MALLS PAR
BVMF3 BMFBOVESPA
CCRO3 CCR SA
CIEL3 CIELO
CMIG4 CEMIG
CPFE3 CPFL ENERGIA
CSAN3 COSAN
CSNA3 SID NACIONAL
CTIP3 CETIP
EMBR3 EMBRAER
EGIE3 ENGIE
EQTL3 EQUATORIAL
ESTC3 ESTACIO PART
FIBR3 FIBRIA
GGBR4 GERDAU
GOAU4 GERDAU MET
HYPE3 HYPERMARCAS
ITSA4 ITAUSA
ITUB4 ITAUUNIBANCO
JBSS3 JBS
KLBN11 KLABIN S/A
KROT3 KROTON
LAME4 LOJAS AMERIC
LREN3 LOJAS RENNER
MRVE3 MRV
MULT3 MULTIPLAN
NATU3 NATURA
PCAR4 P.ACUCAR-CBD
PETR3 PETROBRAS
PETR4 PETROBRAS
QUAL3 QUALICORP
RADL3 RAIADROGASIL
SBSP3 SABESP
SMLE3 SMILES
SUZB5 SUZANO PAPEL
TIMP3 TIM PART S/A
UGPA3 ULTRAPAR
USIM5 USIMINAS
VALE3 VALE
VALE5 VALE
VIVT4 TELEF BRASIL
WEGE3 WEG
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Foram comparados os desempenhos alcançados com B&H àqueles obtidos nas simu-

lações do sistema proposto. A verificação do nível de eficiência do mercado foi efetuada por

meio da medida de desempenho Return On Investment (ROI). Esta medida calcula o percentual

de retorno financeiro obtido ao final de cada experimento.

3.3.2 Cruzamento de Médias Móveis

Em análise técnica, o termo Golden Cross, ou Moving Average Crossovers, diz respeito

ao uso do cruzamento de médias móveis como indicador de momento de entrada e saída em ope-

rações (EDWARDS; MAGEE; BASSETTI, 2001; ROMEU; SERAJUDDIN, 2001; STOCK-

CHARTS, 2017a). Em um estudo publicado por ETFHQ (2017), foram conduzidos experi-

mentos com diferentes tipos de médias móveis, e inúmeras configurações, de forma a verificar

os melhores resultados deste tipo de estratégia sobre uma extensa base de dados histórica de

ativos acionários. Os melhores resultados alcançados por ETFHQ (2017) foram obtidos com

o emprego de duas médias móveis exponenciais de 13 e 48,5 períodos, sobre o tempo gráfico

diário.

Foi desenvolvido em linguagem de programação Java um módulo para simulação do

desempenho financeiro a partir de sinais gerados com o cruzamento de médias móveis. Fo-

ram utilizadas duas médias móveis exponenciais (EMA - Exponential Moving Average), de 13

(EMA-13) e 48 (EMA-48) períodos. Não foi utilizada a média móvel exponencial de 48,5 pe-

ríodos, pois a biblioteca14 utilizada para cálculo de médias móveis permite somente valores

inteiros. Mas como pode ser observado nos resultados apresentados por ETFHQ (2017), a va-

riação percentual de retorno anualizado na faixa de médias móveis entre 47 e 50 períodos é de

apenas 0,26%.

A partir do cálculo das médias móveis exponenciais de 13 e 48 períodos, para o tempo

gráfico diário, os seguintes sinais de negociação foram gerados:

• compra: quando EMA-13 cruza para cima EMA-48;

• venda: quando EMA-13 cruza para baixo EMA-48.

Neste tipo de estratégia, a operação é sempre iniciada com uma compra, e finalizada

com a venda. Como o cruzamento de médias móveis consiste em um indicador de tendência
14 TA-Lib. Technical Analysis Library. 2007. Disponível em: <http://www.ta-lib.org/>. Acessado em

4 de março de 2017.



75

de mercado, a operação é iniciada com a detecção do início de uma tendência de alta, sendo

encerrada com a detecção de término do movimento.

Foram aplicadas as mesmas regras utilizadas na simulação do sistema, descritas no tó-

pico 3.2.3. Foi considerado também o fator relativo ao bid-ask spread, relatado no tópico 3.2.2.

A comparação de resultados entre médias móveis e o sistema desenvolvido foi efetu-

ada por meio das medidas de desempenho: Annual Rate of Return (ARR), Return On Invest-

ment (ROI), Maximum Drawdown (MDD), Average Rate of Return per Trade (ARRT), Average

Annual Trades (AAT), Average Days Per Trade (ADT), e Time Rate with Capital Employed

(TRCE).

3.3.3 Estado da Arte

A forma de atuação empregada por Hu et al. (2015) é semelhante àquela utilizada no

sistema proposto neste trabalho. Ambas estratégias baseiam-se apenas em dados históricos de

movimentação do próprio mercado, e utilizam estratégias para detecção e seguimento de ten-

dências. Portanto buscou-se fazer uma comparação de desempenho entre ambos. Para tal, seria

necessário acesso aos mesmos dados históricos utilizados por Hu et al. (2015). No entanto, foi

conseguido acesso aos dados históricos necessários apenas do índice SSE-Composite. Para efe-

tuar os testes de desempenho no intervalo de janeiro de 2001 a julho de 2013 foram necessários

dados desde 1995. Os quatro primeiros anos, de 1995 a 1998, foram utilizados para gerar os

indicadores técnicos necessários para o treinamento a partir de 1999, e testes de 2001 em diante.

Os resultados foram comparados por meio das medidas de desempenho ARR, ROI e AAT.

Os dados deste índice foram obtidos por meio do site Yahoo Finance, onde é identificado

por SSE Composite Index, e possui o código "000001.SS". Sobre este índice foram simuladas

operações com o sistema, bem como a aplicação de B&H simples. Para viabilizar a utilização do

mesmo capital inicial, de R$100.000,00, utilizado nas outras simulações, bem como a utilização

de lotes com 100 ativos, foi necessário diminuir a magnitude dos valores de cotação. Por tratar-

se de um índice, os valores de cotação expressos são geralmente elevados, neste caso, para o

período considerado, as cotações de fechamento variaram entre 10125 e 60921. Os valores

de "abertura", "máxima", "mínima", e "fechamento" foram então deslocados em duas cadas

decimais à esquerda. Desta forma, os valores de fechamento passaram a variar entre 10,125

e 60,921, o que possibilitou uma simulação mais realística. É importante ressaltar que esta

mudança não influenciou nas medidas de desempenho empregadas.
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Quanto aos custos sobre operações de compra e venda, foram aplicadas as mesmas taxas

consideradas por Hu et al. (2015). Ou seja, 0,1% para operações de compra, e 0,2% para

operações de venda. Quanto aos custos adicionais relativos às operações de venda a descoberto,

foram consideradas as taxas de "Aluguel (a.a.)" e "Liquidação CBLC" listadas na Tabela 3.2,

embora Hu et al. (2015) não tenham comentado sobre taxas ou aplicação deste tipo de operação

em seu algoritmo.

3.4 Métricas de Avaliação

A seguir são apresentadas as métricas de avaliação empregadas neste trabalho. Primei-

ramente é descrita a medida utilizada para mensurar e comparar a precisão dos classificadores.

E em seguida são apresentadas as medidas empregadas na avaliação dos resultados obtidos por

meio das simulações de operação em mercado, desempenhadas neste trabalho.

3.4.1 Desempenho Preditivo

O desempenho preditivo dos algoritmos ANN e SVM foi comparado quanto a capaci-

dade de classificação correta entre as classes "alta" e "baixa", relativas à direção do próximo

movimento do ativo. Para este fim, foi utilizada a seguinte medida de desempenho:

• Hit Ratio (HR): medida para cálculo do desempenho dos classificadores quanto ao per-

centual de acerto de direção das previsões. O HR é calculado por meio da equação:

HR =

n
∑

t=1
x

n
100 (3.4)

onde x denota o acerto (1) ou erro (0) de direção prevista pelo modelo, e n indica a

quantidade total de amostras.

3.4.2 Desempenho Financeiro

A avaliação dos resultados financeiros foi efetuada por meio de sete medidas de desem-

penho. As três primeiras são medidas comuns e de uso recorrente na literatura. Já as outras

quatro medidas de desempenho foram definidas neste trabalho15, de forma a possibilitar maior

15 Nas pesquisas realizadas não foram localizadas medidas semelhantes em uso. Estas medidas podem
ter sido aplicadas em outros trabalhos, inclusive com outras nomenclaturas.
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detalhamento nas análises e comparativos entre resultados. A seguir são apresentadas as sete

medidas utilizadas para análise do desempenho financeiro:

• Annual Rate of Return (ARR): medida para cálculo da taxa anualizada de retorno sobre

o investimento. Esta medida equivale ao cálculo da taxa composta anual de crescimento

(CAGR - Compound Annual Growth Rate) (CHAN, 2009). A equação para cálculo do

ARR é dada por:

ARR = (
Vb

Va

1
n
−1)100 (3.5)

onde Vb denota o capital final acumulado, Va representa o montante financeiro inicial, e n

especifica a quantidade total de anos compreendida no período;

• Return On Investment (ROI): indicador econômico que possibilita medir o percentual de

retorno financeiro alcançado com a estratégia de investimento empregada (PHILLIPS;

PHILLIPS, 2006). O valor do ROI consiste na razão do lucro líquido, pelo custo do

investimento. É dado pela seguinte equação:

ROI =
Vb−Va

Va
100 (3.6)

onde Va representa o capital inicial, e Vb, o capital acumulado ao final do período consi-

derado;

• Maximum Drawdown (MDD): é uma medida de risco, que consiste no maior retorno

negativo acumulado no período (ALDRIDGE, 2010; AUER, 2015). É o percentual de

perda máximo atingido pelo investimento, em relação ao último montante máximo (pico)

alcançado. Quanto maior o valor do MDD, menos arriscado mostra-se o investimento. O

MDD é calculado a partir da seguinte equação:

MDD =
m− p

p
100 (3.7)

onde p representa o maior valor financeiro alcançado (pico) pelo investimento até o mo-

mento. E m especifica o menor valor atingido pelo investimento desde o último pico;
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• Percentual Médio de Retorno por Operação (ARRT - Average Rate of Return per Trade):

medida de desempenho que calcula o retorno percentual médio resultante de cada opera-

ção efetivada no mercado. A medida ARRT é dada pela seguinte equação:

ARRT =

n
∑

t=1
x

n
100 (3.8)

onde n denota a quantidade total de operações efetivadas durante todo o período. E x

especifica o retorno percentual resultante de cada operação. O valor de x é obtido a partir

da seguinte equação:

x =
vb− va

va
(3.9)

onde va especifica o valor inicial, antes do início da operação, e vb o valor final, após o

encerramento da operação;

• Média Anual de Operações (AAT - Average Annual Trades): esta medida retorna a média

anual de operações unitárias efetuadas. Sendo cada operação, de entrada ou saída, conta-

bilizada isoladamente. Esta medida de desempenho possibilita verificar a constância de

atuação do sistema ou estratégia empregada. A equação para cálculo do AAT é dada por:

AAT =

n
∑

t=1

y
(3.10)

onde n especifica a quantidade total de operações isoladas. E y denota a quantidade total

de anos do período considerado;

• Média de Dias por Operação (ADT - Average Days Per Trade): medida que retorna a

quantidade média de dias decorridos entre a entrada e a saída das operações. A medida

ADT é defina pela seguinte equação:

ADT =

n
∑

t=1
k

n
(3.11)

onde k denota a quantidade de dias transcorridos em cada operação. E n especifica a

quantidade total de operações realizadas durante o período considerado;
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• Percentual de Tempo com Capital Alocado (TRCE - Time Rate with Capital Employed):

esta medida de desempenho retorna o percentual de tempo em que o sistema, ou estraté-

gia, permaneceram com o capital empregado, levando-se em conta o período completo.

Desta maneira, a medida TRCE possibilita verificar o percentual de tempo médio em

que a estratégia esteve fora de operação, e portanto, não utilizando o capital. Esta infor-

mação é importante em função da possibilidade de alocação do capital em algum outro

investimento. O TRCE é obtido a partir da seguinte equação:

T RCE =
A
T

100 (3.12)

onde A especifica a soma do tempo total de todas as operações no período. E T denota o

tempo total do período considerado. O valor de A é dado pela seguinte equação:

A =
n

∑
t=1

Tb−Ta (3.13)

onde Ta e Tb especificam respectivamente as datas de entrada e saída da operação. E n

denota a quantidade total de operações realizadas no período.
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4 RESULTADOS E DISCUSSÕES

Neste capítulo, são apresentados e discutidos os resultados obtidos com a execução das

simulações de operação sobre dados históricos. Primeiramente, são descritos os resultados

provenientes da etapa de previsão de comportamento, onde são comparados os algoritmos SVM

e ANN. Em seguida, o desempenho financeiro alcançado pelo sistema proposto é detalhado e

comparado àqueles atingidos com B&H simples, e pela estratégia com Cruzamento de Médias

Móveis. E por fim, é feita a comparação dos resultados obtidos com o sistema, com aqueles

alcançados pelo estado da arte.

4.1 Previsão de Comportamento

Para que os testes com dados fora da amostra fossem efetuados a partir de 01/01/2010,

foram necessárias janelas históricas iniciais de 24 e 104 registros para os tempos gráficos mensal

e semanal, respectivamente. Para tal, foi necessário o cálculo do grupo de indicadores desde

01/01/2008. O cálculo de alguns destes indicadores exigiu até 4 anos de dados históricos, ou

seja, foram necessários dados desde 2004. Desta maneira, por falta de movimentações históricas

necessárias para o cálculo de alguns indicadores técnicos, foi necessário desconsiderar um total

de 17 ações. A relação com os ativos removidos por falta de histórico pode ser consultada na

Tabela 4.1, sendo estes identificados pela frase "Histórico insuficiente", da coluna "Motivo".

Além de ações com histórico insuficiente, a Tabela 4.1 exibe três outros ativos removi-

dos do experimento por apresentarem inconsistência nos dados históricos coletados. As ações

FIBR3 e UGPA3 apresentaram descontinuidade na linha do tempo, como pode ser observado

pelas Figuras 4.1 e 4.2. Enquanto a ação LREN3 apresentou inconsistência em valores de fe-

chamento (Figura 4.3). Desta maneira, no total, 20 ativos foram desconsiderados.

O desempenho Hit Ratio (HR) médio alcançado por cada classificador é apresentado

na Tabela 4.2. As colunas "Semanal"e "Mensal" identificam os tempos gráficos semanal e

mensal respectivamente. Devido a natureza não determinística da rede neural empregada, o

experimento com Artificial Neural Network (ANN) foi repetido por 10 vezes para cada ação,

a cada tempo gráfico. Portanto, o resultado apresentado para o algoritmo ANN equivale à

média aritmética sobre o HR de 10 execuções. A Tabela 4.2 mostra que, em média, Support

Vector Machine (SVM) e ANN conseguiram prever a direção correta do ativo em 87,86% e

85,06%, respectivamente. O desempenho HR foi o único critério para escolha do classificador.
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Tabela 4.1 – Relação de ativos desconsiderados nas simulações.

Ação Data Inicial Motivo
BBDC4 02/01/2008 Histórico insuficiente
BBSE3 29/04/2013 Histórico insuficiente
BRML3 05/04/2007 Histórico insuficiente
BVMF3 09/05/2011 Histórico insuficiente
CIEL3 29/06/2009 Histórico insuficiente
CTIP3 28/10/2009 Histórico insuficiente
EQTL3 07/04/2008 Histórico insuficiente
ESTC3 11/07/2008 Histórico insuficiente
FIBR3 01/01/2003 Descontinuidade
HYPE3 18/04/2008 Histórico insuficiente
JBSS3 29/03/2007 Histórico insuficiente
KROT3 14/03/2012 Histórico insuficiente
KLBN11 23/01/2014 Histórico insuficiente
LREN3 01/01/2003 Inconsistência
MRVE3 23/07/2007 Histórico insuficiente
MULT3 27/07/2007 Histórico insuficiente
PCAR4 02/01/2008 Histórico insuficiente
QUAL3 29/06/2011 Histórico insuficiente
SMLE3 29/04/2013 Histórico insuficiente
UGPA3 02/01/2003 Descontinuidade

Figura 4.1 – Gráfico semanal do ativo FIBR3, no período de 01/01/2003 a 31/08/2016. Espaçamentos
maiores retilíneos entre pontos do gráfico exibem inconsistência nos dados.
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Figura 4.2 – Gráfico semanal do ativo UGPA3, no período de 01/01/2006 a 31/08/2016. Espaçamentos
maiores retilíneos entre pontos do gráfico exibem inconsistência nos dados.

Figura 4.3 – Gráfico semanal do ativo LREN3, no período de 01/01/2006 a 31/08/2016. Inconsistências
devido à grande variação entre valores de fechamento subsequentes.
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Portanto, as previsões semanais e mensais do algoritmo SVM, sobre os dados fora da amostra

entre 01/01/2010 e 31/08/2016, foram utilizadas nas simulações de operação em mercado.

Tabela 4.2 – Desempenho Hit Ratio de SVM e ANN, nos tempos gráficos semanal e mensal, para o grupo
de ativos considerados.

Ativo SVM ANN
Semanal Mensal Semanal Mensal

ABEV3 84,48 85,00 82,39 87,00
BBAS3 89,37 85,00 87,27 76,00
BBDC3 87,36 90,00 85,34 81,00
BRAP4 87,93 90,00 86,26 84,75
BRFS3 87,93 91,25 85,55 89,50
BRKM5 91,95 87,50 88,82 81,75
CCRO3 83,91 90,00 81,64 88,88
CMIG4 87,93 80,00 86,38 76,13
CPFE3 89,08 87,50 88,05 85,63
CSAN3 87,93 87,50 87,21 87,88
CSNA3 87,64 90,00 85,23 84,50
EGIE3 85,92 87,50 83,10 81,25
EMBR3 86,21 93,75 85,34 88,50
GGBR4 90,03 90,00 88,86 85,38
GOAU4 90,52 90,00 88,68 88,13
ITSA4 83,91 85,00 82,27 75,38
ITUB4 85,59 82,50 84,27 74,00
LAME4 86,06 86,84 84,39 83,55
NATU3 87,36 90,00 86,01 87,13
PETR3 91,67 90,00 90,12 88,38
PETR4 91,86 87,50 90,76 85,63
RADL3 88,51 92,50 87,04 86,88
SBSP3 86,78 92,50 84,40 90,75
SUZB5 88,22 86,25 85,57 83,13
TIMP3 86,21 87,50 84,00 87,75
USIM5 88,76 90,00 88,13 85,13
VALE3 86,78 82,50 83,28 79,00
VALE5 86,74 90,00 84,47 86,38
VIVT4 87,64 88,75 84,45 89,38
WEGE3 83,33 87,50 82,30 83,25
Média 87,59 88,14 85,72 84,40
Média Geral 87,86 85,06

A Seleção de Características (SC) por meio de FDR e CCP permitiu identificar os indi-

cadores técnicos mais significativos a cada etapa de previsão. Foi alcançada redução média na

dimensão dos dados em 94,6% e 92,9%, para os tempos gráficos semanal e mensal respectiva-

mente. A redução da dimensionalidade não impactou o desempenho preditivo dos classificado-

res. Em média, foram utilizados 2,3 indicadores a cada previsão semanal, e 3,03 indicadores a
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cada previsão mensal. As Tabelas 4.3 e 4.4 exibem respectivamente, para os tempos gráficos

semanal e mensal, os 10 indicadores técnicos mais selecionados para treinamentos e previsões

de direção dos ativos no período de 01/01/2010 a 31/08/2016.

Tabela 4.3 – Relação com os 10 indicadores técnicos mais utilizados para previsões semanais.

Indicador %
willr 93,70
minus_dm 37,48
minus_di 28,60
stoch 18,45
natr 10,19
mfi 6,69
stochf 4,46
aroonosc 3,32
plus_di 3,16
stochrsi 3,09

Tabela 4.4 – Relação com os 10 indicadores técnicos mais utilizados para previsões mensais.

Indicador %
willr 52,50
var 27,55
natr 23,91
sar 23,83
minus_dm 15,19
trix 13,27
ultosc 13,02
stochf 12,19
stochrsi 12,10
stoch 11,39
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Para exemplificar, as Tabelas 4.5 e 4.6 mostram respectivamente os indicadores técni-

cos utilizados para previsões mensais e semanais do ano de 2015, para o ativo ABEV3. Os

indicadores utilizados a cada etapa foram selecionados pelo módulo de SC. Em 2015, o SVM

conseguiu HR semanal e mensal para ABEV3 de 84,62% e 91,67%, respectivamente.

Tabela 4.5 – Indicadores técnicos utilizados para previsões semanais de ABEV3 em 2015.

Período Indicadores
05/01/2015 mfi, stoch, willr
12/01/2015 adx, mfi, rsi, stoch, ultosc
19/01/2015 adx, macd_hist, rsi, ultosc
26/01/2015 a 16/02/2015 adxr, macd_hist, rsi, ultosc
23/02/2015 adxr, rsi, ultosc
02/03/2015 a 18/05/2015 adxr, willr
25/05/2015 adxr, ppo, willr
01/06/2015 a 12/10/2015 adxr, plus_di, ppo, willr
19/10/2015 adxr, plus_di, willr
26/10/2015 a 02/11/2015 adxr, plus_di, ppo, willr
09/11/2015 adxr, cci, plus_di
16/11/2015 adxr, plus_di, willr
23/11/2015 adxr, plus_di, ppo, willr
30/11/2015 a 14/12/2015 plus_di, willr
21/12/2015 adx, willr
28/12/2015 natr, willr

Tabela 4.6 – Indicadores técnicos utilizados para previsões mensais de ABEV3 em 2015.

Período Indicadores
Janeiro a Março sar, willr
Abril a Junho cci, sar, var
Julho a Setembro sar, var
Outubro sar, willr
Novembro a Dezembro plus_di, willr
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4.2 Simulações com Dados Históricos e Comparações

As simulações de operação do sistema sobre dados históricos foram conduzidas para os

30 ativos utilizados na etapa de previsão. A Tabela 4.7 exibe o desempenho resultante com a

atuação do sistema no período de 01/01/2010 a 31/08/2016, sobre cada um dos ativos conside-

rados.

Tabela 4.7 – Desempenho das simulações de atuação do sistema entre 01/01/2010 e 31/08/2016, para o
conjunto de ativos considerados.

Ação ROI ARR MDD ARRT AAT ADT TRCE
ABEV3 258,30 21,09 -3,34 15,07 3,03 75,50 31,02
BBAS3 12,69 1,81 -8,94 2,27 1,82 62,00 15,28
BBDC3 14,33 2,03 -26,58 1,57 4,24 43,43 24,98
BRAP4 124,36 12,88 -3,32 9,27 3,03 65,00 26,71
BRFS3 93,78 10,43 -5,72 5,84 3,94 65,38 34,92
BRKM5 46,52 5,90 -14,58 6,65 2,12 65,71 18,90
CCRO3 85,56 9,71 -4,73 7,26 3,03 50,70 20,83
CMIG4 58,04 7,10 -20,30 6,02 3,03 62,20 25,55
CPFE3 61,15 7,42 -3,67 6,47 2,42 67,38 22,14
CSAN3 132,14 13,46 -1,35 24,97 1,21 131,25 21,57
CSNA3 88,22 9,95 0,00 11,39 1,82 72,83 17,95
EGIE3 83,74 9,55 -4,40 6,22 3,33 77,91 35,21
EMBR3 68,56 8,14 -5,23 6,72 2,73 88,67 32,79
GGBR4 140,79 14,09 -8,99 11,02 2,73 57,56 21,28
GOAU4 129,82 13,29 -12,87 17,37 1,82 97,00 23,91
ITSA4 9,70 1,40 -11,63 1,27 3,03 52,60 21,61
ITUB4 9,91 1,43 -16,01 1,25 3,03 47,90 19,68
LAME4 35,06 4,61 -9,88 3,32 3,33 64,55 29,17
NATU3 119,25 12,49 -9,51 11,47 2,42 79,38 26,09
PETR3 22,82 3,13 -14,26 3,14 2,42 61,38 20,17
PETR4 52,26 6,51 -17,22 5,69 2,73 60,89 22,51
RADL3 365,56 25,94 -0,29 26,35 2,12 118,43 34,06
SBSP3 156,44 15,17 -21,33 11,07 3,33 68,00 30,73
SUZB5 163,52 15,64 0,00 22,41 1,52 95,40 19,60
TIMP3 34,86 4,59 -22,25 4,30 2,73 72,33 26,75
USIM5 257,70 21,06 -12,66 19,77 2,42 83,00 27,28
VALE3 49,47 6,21 -8,97 4,74 3,03 74,20 30,48
VALE5 55,89 6,89 -11,36 5,28 3,03 76,60 31,47
VIVT4 32,19 4,27 -8,96 3,14 3,03 52,10 21,41
WEGE3 161,61 15,51 -4,84 9,85 3,33 72,09 32,58
Média 97,47 10,74 -9,77 9,04 2,73 72,05 25,55

A "Média", contida nas Tabelas 4.7, 4.8 e 4.9, é calculada por meio da média aritmética

dos valores de cada medida de desempenho, exceto para a medida ARR. O ARR médio foi

obtido através da Fórmula 3.5, com a utilização de um montante financeiro inicial hipotético

qualquer, e capital final acumulado calculado a partir do valor médio da medida ROI.
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O maior retorno financeiro acumulado pelo sistema foi alcançado sobre o ativo RADL3.

Neste ativo, como pode ser observado pela Tabela 4.7, foi obtido um ROI de 365,56%, e ARR de

25,94%. O MDD obtido em RADL3 foi de -0,29%. Ou seja, durante todo o período de atuação

sobre este ativo, a taxa de contração máxima do capital acumulado, em relação ao montante

histórico máximo alcançado, foi de -0,29%. Ao todo, sobre o ativo RADL3, foram efetuadas 14

operações, sendo 7 operações de entrada, todas de compra, e 7 operações de saída. O retorno

percentual médio por operação finalizada em RADL3 foi de 26,35%, expresso por ARRT. A

medida AAT indica que foram efetuadas sobre RADL3, em média, 2,12 operações unitárias por

ano. A duração média de uma posição sobre RADL3 foi de 118,43 dias, expresso pela medida

ADT. E durante todo o período considerado, a medida TRCE aponta utilização do capital em

34,06% do tempo.

A Figura 4.4 exibe o gráfico com a evolução do capital inicial investido, de R$100.000,00,

sobre a simulação de atuação do sistema sobre o ativo RADL3. Ao final da simulação, em

31/08/2016, o capital acumulado foi de R$465.560,80.

Figura 4.4 – Evolução do capital investido sobre o ativo RADL3, com a aplicação do sistema proposto.

A Figura 4.5 mostra o gráfico com o retorno percentual atingido em cada operação

efetuada sobre RADL3, ao longo do período considerado. Apenas o primeiro resultado foi

negativo (-0.29%).

A Figura 4.6 exibe o gráfico com as operações efetuadas pelo sistema sobre a ação

RADL3, entre 01/01/2010 e 31/08/2016. Como pode ser observado pelo gráfico, todas as opera-

ções foram de "Compra", seguidas de uma operação contrária de venda ("Saída da Operação").

Sem definição de regras para Stop Loss ou Stop Gain, o sistema encerrou a posição ao detectar

alteração na tendência secundária.



88

Figura 4.5 – Retorno percentual alcançado ao final de cada operação efetuada pelo sistema sobre o ativo
RADL3.

Figura 4.6 – Operações efetuadas entre 01/01/2010 e 31/08/2016 pelo sistema sobre o ativo RADL3.
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O desempenho médio alcançado pelo sistema sobre o conjunto de ativos é exibido atra-

vés da linha "Média" da Tabela 4.7. Como pode ser observado, o sistema conseguiu um per-

centual acumulado de retorno (ROI) médio de 97,47%, e uma taxa composta de retorno anual

(ARR) média de 10,74%. Pode-se notar também por meio da medida TRCE, que em média o

capital ficou em uso por 25,55% do tempo. O pior desempenho do sistema foi obtido no ativo

ITSA4, com ROI e ARR de 9,70% e 1,40% respectivamente.

O encerramento de posições a partir da descontinuidade da tendência intermediária apre-

sentou comportamento favorável. A duração média das operações com resultados positivos foi

de 90,65 dias. Enquanto a média em operações com resultados negativos foi de 30,75 dias.

Estes números sugerem viabilidade na utilização de estratégias baseadas em descontinuidade

de tendências para o encerramento de posições.
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4.2.1 Comparação com Buy-and-Hold Simples

Foi calculado o desempenho Buy-and-Hold (B&H) para cada ativo utilizado nas simu-

lações com o sistema proposto. A Tabela 4.8 mostra o desempenho B&H simples sobre as 30

ações consideradas. As medidas de desempenho ARRT, AAT e ADT não foram calculadas pois

não se aplicam ao modo de operação B&H. A medida TRCE será sempre 100, pois neste tipo

de estratégia o capital permanece em uso durante todo o período.

Tabela 4.8 – Desempenho das ações utilizadas nas simulações com o sistema proposto.

Ação ROI ARR MDD ARRT AAT ADT TRCE
ABEV3 556,88 32,61 -21,35 - - - 100
BBAS3 19,96 2,77 -61,54 - - - 100
BBDC3 104,01 11,28 -41,56 - - - 100
BRAP4 -63,13 -13,90 -91,92 - - - 100
BRFS3 153,64 14,98 -39,07 - - - 100
BRKM5 111,26 11,87 -56,21 - - - 100
CCRO3 201,40 17,99 -45,45 - - - 100
CMIG4 -23,62 -3,96 -80,69 - - - 100
CPFE3 109,28 11,71 -42,68 - - - 100
CSAN3 102,78 11,18 -57,36 - - - 100
CSNA3 -53,63 -10,89 -88,99 - - - 100
EGIE3 145,69 14,43 -20,03 - - - 100
EMBR3 62,16 7,52 -53,68 - - - 100
GGBR4 -63,97 -14,19 -88,37 - - - 100
GOAU4 -86,06 -25,58 -97,32 - - - 100
ITSA4 45,28 5,76 -40,25 - - - 100
ITUB4 53,92 6,68 -41,14 - - - 100
LAME4 157,45 15,24 -34,49 - - - 100
NATU3 16,84 2,36 -63,73 - - - 100
PETR3 -58,30 -12,29 -84,73 - - - 100
PETR4 -60,43 -12,98 -87,55 - - - 100
RADL3 572,72 33,09 -43,22 - - - 100
SBSP3 294,07 22,83 -56,09 - - - 100
SUZB5 -38,15 -6,95 -81,74 - - - 100
TIMP3 60,12 7,31 -58,93 - - - 100
USIM5 -84,91 -24,69 -97,18 - - - 100
VALE3 -51,38 -10,25 -81,72 - - - 100
VALE5 -52,69 -10,62 -84,19 - - - 100
VIVT4 99,01 10,87 -36,09 - - - 100
WEGE3 199,88 17,90 -53,56 - - - 100
Média 81,01 9,31 -61,03 - - - 100

O desempenho B&H reflete o comportamento do próprio ativo. A operação é iniciada

com a compra da ação no primeiro dia, e finalizada com a venda no último dia do experimento.

Os melhores resultados B&H ocorreram sobre os ativos RADL3 e ABEV3, com a obtenção

de um percentual de retorno acumulado (ROI) de 572,72% e 556,88%, respectivamente. Já os
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piores desempenhos foram sobre as ações GOAU4 e USIM5, com ROI de -86,06% e -84,91%,

respectivamente.

A Figura 4.7 mostra o desempenho financeiro acumulado sobre a ação RADL3, tanto

do sistema proposto quanto do resultado B&H. Embora o retorno acumulado tenha sido menor

com o sistema, a manutenção do capital durante períodos de reversão, como nos que antece-

deram 2014 e 2016, mostra boa adaptabilidade do sistema quanto à movimentação do ativo.

Os resultados alcançados sobre RADL3 mostram eficiência do mercado quanto à atuação do

sistema sobre este ativo, pois o emprego de B&H conseguiu maior retorno financeiro.

Figura 4.7 – Desempenho financeiro do sistema, e resultado B&H sobre o ativo RADL3.

O melhor resultado do sistema sobre o emprego de B&H foi alcançado no ativo USIM5.

Nesta ação, o sistema obteve 257,70% de ROI, enquanto B&H resultou em prejuízo, com uma

contração de -84,91% do capital investido. Ainda neste ativo, enquanto o sistema obteve um

MDD de -12,66%, B&H atingiu -97,18% para a mesma medida. A Figura 4.8 exibe o gráfico

com a evolução do capital investido em USIM5, para ambas estratégias. As operações efetuadas

pelo sistema sobre este ativo podem ser observadas por meio do gráfico apresentado pela Figura

4.9. Com exceção da primeira operação, todas as outras foram operações de venda a descoberto.

Os resultados percentuais obtidos pelo sistema sobre USIM5 podem ser visualizados no gráfico

exibido pela Figura 4.10.
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Figura 4.8 – Evolução do capital investido sobre o ativo USIM5, com a aplicação do sistema proposto e
B&H.

Figura 4.9 – Operações efetuadas entre 01/01/2010 e 31/08/2016 pelo sistema, sobre o ativo USIM5.

Figura 4.10 – Retorno percentual resultante de cada operação efetuada pelo sistema sobre o ativo USIM5.
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O sistema também alcançou bons resultados sobre a ação SUZB5, quando comparado ao

desempenho B&H. Enquanto os resultados ROI e MDD com B&H foram de respectivamente

-38,15% e -81,74%, o sistema conseguiu 163,52% e 0% para as mesmas medidas. A Figura

4.11 mostra o gráfico com a evolução do capital resultante da aplicação de ambas as estratégias.

Neste ativo, o capital foi utilizado pelo sistema em 19,60% do tempo. Como pode ser observado

através do gráfico apresentado pela Figura 4.12, o sistema conseguiu atuação positiva nos dois

modos, tanto na compra, quanto venda a descoberto. Todos os resultados foram positivos, como

pode ser observado pelo gráfico exibido pela Figura e 4.13.

Figura 4.11 – Evolução do capital investido sobre o ativo SUZB5, com a aplicação do sistema proposto
e B&H.

Figura 4.12 – Operações efetuadas entre 01/01/2010 e 31/08/2016 pelo sistema, sobre o ativo SUZB5.

O pior resultado do sistema ocorreu sobre a ação ITSA4, com valores de ROI, ARR e

MDD de 9,70%, 1,40%, e -11,63% respectivamente. Neste mesmo ativo, o emprego de B&H

atingiu valores respectivos de 45,28%, 5,76% e -40,25%, para as mesmas medidas. A Figura

4.14 apresenta o gráfico que mostra a evolução do capital com ambas estratégias. As atuações

do sistema sobre o ativo ITSA4 podem ser observadas por meio do gráfico contido na Figura
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Figura 4.13 – Retorno percentual resultante de cada operação efetuada pelo sistema sobre o ativo
SUZB5.

4.15. Ao longo do período, o sistema efetuou 10 operações sobre ITSA4, com obtenção de

resultados positivos em 4 delas. A Figura 4.16 apresenta o gráfico com o retorno percentual

alcançado em cada atuação do sistema sobre este ativo. Como pode ser observado, o mercado

mostrou-se eficiente quanto a utilização do sistema sobre o ativo ITSA4.

Figura 4.14 – Evolução do capital investido sobre o ativo ITSA4, com a aplicação do sistema proposto e
B&H.
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Figura 4.15 – Operações efetuadas entre 01/01/2010 e 31/08/2016 pelo sistema sobre o ativo ITSA4.

Figura 4.16 – Percentual de retorno a cada operação efetuada pelo sistema sobre o ativo ITSA4.
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Os desempenhos médios alcançados com a aplicação de Buy-and-Hold sobre o conjunto

de ativos podem ser consultados por meio do identificador "Média" da tabela 4.8. As médias

ROI e ARR alcançados com B&H foram de respectivamente 81,01% e 9,31%, enquanto o sis-

tema conseguiu respectivos 97,47% e 10,74% para as mesmas medidas. O valor MDD médio de

-61,03% indica elevada volatilidade negativa na evolução do capital com o uso de B&H. Nesta

mesma medida, o sistema obteve um valor médio de -9,77%, mostrando maior estabilidade. Já

quanto ao desempenho individual por ativo, B&H conseguiu resultados financeiros superiores

ao sistema em 53,33% dos casos, indicando eficiência do mercado.
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4.2.2 Comparação com Médias Móveis

Foram realizadas simulações de operação em mercado com a estratégia de Cruzamento

de Médias Móveis (MM), para as 30 ações utilizadas nas simulações com o sistema proposto.

A Tabela 4.9 apresenta os resultados alcançados com a estratégia MM para as 7 medidas de

desempenho utilizadas.

Tabela 4.9 – Desempenho alcançado nas simulações de operação em mercado com a utilização da estra-
tégia de cruzamento de médias móveis.

Ação ROI ARR MDD ARRT AAT ADT TRCE
ABEV3 202,82 18,08 -25,97 7,30 6,36 86,33 74,49
BBAS3 -15,57 -2,51 -47,64 -0,12 7,58 44,84 46,06
BBDC3 -25,25 -4,27 -51,86 -0,45 8,48 45,82 52,71
BRAP4 18,78 2,61 -50,73 3,22 5,45 50,61 37,43
BRFS3 146,32 14,47 -14,44 6,69 4,85 100,56 66,11
BRKM5 148,92 14,65 -27,33 8,91 4,85 86,25 56,70
CCRO3 85,13 9,68 -33,76 4,63 6,06 80,60 66,23
CMIG4 141,72 14,15 -40,39 6,03 6,97 52,09 49,22
CPFE3 75,52 8,80 -21,86 4,62 4,85 78,69 51,73
CSAN3 129,54 13,27 -27,38 6,56 5,15 84,71 59,16
CSNA3 36,01 4,72 -50,19 4,72 5,76 49,74 38,82
EGIE3 40,06 5,18 -25,76 2,20 6,36 76,19 65,74
EMBR3 7,15 1,04 -39,28 1,08 5,76 72,37 56,49
GGBR4 -36,44 -6,57 -59,01 -1,33 5,45 59,67 44,12
GOAU4 33,03 4,37 -31,67 3,17 4,85 48,00 31,55
ITSA4 -30,84 -5,38 -45,74 -1,03 8,18 46,15 51,19
ITUB4 -12,08 -1,91 -42,14 -0,15 7,27 52,92 52,18
LAME4 89,46 10,06 -21,29 4,70 4,85 94,38 62,04
NATU3 26,93 3,64 -39,31 2,25 5,45 71,89 53,16
PETR3 59,92 7,29 -13,32 4,81 3,64 79,75 39,32
PETR4 56,43 6,94 -12,86 3,90 4,55 66,33 40,88
RADL3 286,85 22,49 -22,98 13,88 4,55 103,93 64,05
SBSP3 178,08 16,58 -21,47 6,96 6,67 75,09 67,87
SUZB5 34,51 4,55 -36,53 3,23 4,85 80,06 52,63
TIMP3 33,08 4,38 -34,82 2,97 5,76 69,95 54,60
USIM5 14,17 2,01 -34,71 2,68 5,15 54,59 38,13
VALE3 -58,63 -12,40 -68,53 -3,06 7,58 40,92 42,03
VALE5 -48,47 -9,46 -58,25 -2,62 6,67 49,68 44,91
VIVT4 19,67 2,73 -35,15 1,39 6,67 67,64 61,13
WEGE3 -12,03 -1,90 -49,83 0,69 6,06 76,85 63,15
Média 54,16 6,70 -36,14 3,26 5,89 68,22 52,79

A Tabela 4.9 mostra que o melhor resultado alcançado com MM foi obtido no ativo

RADL3, com ROI de 286,85% e ARR de 22,49%. E o pior desempenho com MM ocorreu

sobre VALE3, com ROI e ARR de respectivamente -58,63% e -12,40%.
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As três estratégias obtiveram seu melhor desempenho sobre a ação RADL3. A Figura

4.17 exibe o gráfico com a evolução do capital resultante da aplicação das três estratégias:

(i) Sistema Proposto, (ii) Cruzamento de Médias Móveis (MM), e (iii) Buy-and-Hold (B&H),

sobre este ativo. Como pode ser observado pelo gráfico, o maior retorno acumulado ao final

do experimento sobre RADL3 foi alcançado com B&H, seguido pelo sistema e por último pela

estratégia MM.

Figura 4.17 – Evolução do capital investido sobre o ativo RADL3, com a utilização do sistema proposto,
MM, e B&H.

A Figura 4.18 exibe o gráfico com a evolução do capital investido em VALE3, com a

aplicação das três estratégias. A simulação do investimento inicial de R$100.000,00 sobre a

ação VALE3, com o emprego de B&H e MM, resultou em uma redução do capital inicial para

R$48.620,00 e R$41.370,00, respectivamente. Já o sistema alcançou ao final do experimento o

valor acumulado de R$149.470,00.

Na comparação dos resultados sobre o ativo VALE3, a estratégia MM atingiu um MDD

de -68,53%, frente a -8,97% atingido pelo sistema. Ainda neste ativo, a estratégia MM atuou

151% a mais que o sistema, com AAT de 7,58, enquanto o sistema obteve um valor de 3,03 para

a mesma medida. Quanto ao tempo de utilização do capital (TRCE), enquanto MM utilizou em

42,03% do tempo, o sistema permaneceu com o capital alocado por 30,48%.

A estratégia com cruzamento de médias móveis conseguiu desempenho ROI superior ao

sistema proposto em 8 ativos: BRFS3, BRKM5, CMIG4, CPFE3, LAME4, PETR3, PETR4 e

SBSP3. Desta maneira, o sistema mostrou-se superior à estratégia MM em 73,33% dos casos.

Um caso de sucesso com aplicação de MM pode ser observado pelo gráfico da Figura 4.19,

onde a estratégia mostrou-se lucrativa mesmo com a desvalorização do ativo PETR4. Nas
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Figura 4.18 – Evolução do capital investido sobre o ativo VALE3, com a utilização do sistema proposto,
MM, e B&H.

simulações de desempenho sobre este ativo, o sistema proposto, MM, e B&H conseguiram

respectivamente um desempenho ROI de 52,26%, 56,43% e -60,43%. O resultado sobre a ação

PETR4 com MM mostrou-se superior também quanto à medida MDD, com -12,86%, frente

a -17,22% do sistema e -87,55% de B&H. No entanto, nas medidas ARRT, AAT e TRCE o

sistema mostrou-se superior. Com menos atuações (AAT menor), o retorno médio por operação

(ARRT) foi superior com o sistema. Enquanto MM obteve um retorno de 3,90% por operação,

o sistema conseguiu 5,69%. E enquanto MM manteve o capital alocado por 40,88% do tempo,

o sistema permaneceu por 22,51%.

Figura 4.19 – Evolução do capital investido sobre o ativo PETR4, com a utilização do sistema proposto,
MM, e B&H.

Quanto à estratégia com médias móveis, o mercado mostrou-se eficiente tanto no com-

parativo médio quanto individual. Enquanto MM conseguiu um ROI médio de 54,16%, B&H
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alcançou 81,01%. Na comparação dos resultados alcançados sobre cada ativo, o emprego de

Buy-and-Hold conseguiu desempenho financeiro superior em 56,67% dos casos.

4.2.3 Desempenhos Médios

A Tabela 4.10 apresenta os desempenhos médios alcançados com as simulações de atua-

ção do sistema proposto e utilização das estratégias com cruzamento de médias móveis (MM), e

Buy-and-Hold (B&H). Foi também incluído nesta tabela o desempenho do índice IBOVESPA1

para o mesmo período considerado nas simulações. O índice IBOVESPA representa uma car-

teira teórica de ações, sendo um indicador de desempenho médio dos ativos com maior repre-

sentatividade do mercado acionário brasileiro (BM&FBOVESPA, 2017).

Tabela 4.10 – Desempenhos médios alcançados com o sistema proposto, MM, B&H, e índice IBO-
VESPA.

Estratégia ROI ARR MDD ARRT AAT ADT TRCE
Sistema Proposto 97,47 10,74 -9,77 9,04 2,73 72,05 25,55
B&H 81,01 9,31 -61,03 - - - 100
MM 54,16 6,70 -36,14 3,26 5,89 68,22 52,79
IBOVESPA -17,34 -2,82 -48,63 - - - 100

Os valores exibidos na Tabela 4.10 indicam vantagens na utilização do sistema sobre os

baselines considerados. Quanto ao percentual de retorno acumulado (ROI), o sistema conseguiu

um resultado 20,32% e 79,97% superior aos obtidos por B&H e MM, respectivamente. Quanto

à taxa de retorno anualizada (ARR), o sistema atingiu um desempenho 60,29% e 15,36% acima

daqueles conseguidos por MM e B&H, respectivamente. E em relação à retração máxima do ca-

pital acumulado (MDD), o sistema mostrou-se bem menos arriscado que as demais estratégias

utilizadas em comparação. A Tabela 4.10 mostra ainda que o sistema atingiu um retorno médio

por operação (ARRT), 177,31% superior àquele alcançado com a estratégia MM. E enquanto

a estratégia com médias móveis permaneceu com o capital alocado (TRCE) por 52,79% do

tempo, o sistema fez o mesmo por 25,55%. Ou seja, o sistema possibilita certo grau de otimi-

zação no emprego do capital, deixando-o livre por aproximadamente 74% do tempo. Pode ser

observado ainda que o índice IBOVESPA apresentou um desempenho bem inferior às demais

estratégias, com percentual de retorno acumulado negativo de -17,34%.

1 BM&FBOVESPA. Índice Bovespa (Ibovespa). 2017. Disponível em:
<http://www.bmfbovespa.com.br/pt_br/produtos/indices/indices-amplos/indice-bovespa-
ibovespa.htm>. Acessado em 4 de março de 2017.
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4.3 Comparação com Estado da Arte

Nesta seção, são apresentados os resultados alcançados com a simulação de operação do

sistema proposto, sobre uma base de dados histórica do índice SSE-Composite. As simulações

de operação foram efetuadas no período de 01/01/2001 a 31/07/2013, mesmo intervalo utilizado

nas simulações do algoritmo proposto por Hu et al. (2015).

A Tabela 4.11 mostra o desempenho Hit Ratio dos algoritmos SVM e ANN para os

tempos gráficos semanal e mensal do índice SSE-Composite. Os resultados apresentados com o

algoritmo ANN equivalem às médias aritméticas sobre 10 execuções em cada tempo gráfico. A

coluna "Média" da Tabela 4.11 é o resultado da média aritmética sobre os valores das colunas

"Semanal" e "Mensal". Como pode ser observado na Tabela 4.11, o desempenho médio do

SVM, de 84,94%, foi superior ao resultado médio da rede neural, de 81,98%, portanto, as pre-

visões efetuadas com o algoritmo SVM foram utilizadas nas simulações de operação financeira.

Tabela 4.11 – Desempenho Hit Ratio dos algoritmos SVM e ANN sobre os tempos gráficos semanal e
mensal do índice SSE-Composite.

Algoritmo Semanal Mensal Média
ANN 89,82 74,13 81,98
SVM 91,12 78,75 84,94

As Tabelas 4.12 e 4.13 exibem respectivamente a lista com os 10 indicadores técnicos

mais utilizados para os treinamentos e previsões nos tempos gráficos semanal e mensal do índice

SSE-Composite, no período de 01/01/2001 a 31/07/2013. A seleção dos indicadores técnicos

foi desempenhada pelo módulo de SC, com a utilização de FDR e CCP. Pode ser observado por

meio da Tabela 4.12 que o indicador Williams’ %R foi o mais utilizado para as previsões em

ambos os tempos gráficos, seguido pelo indicador Stochastic Relative Strength Index, no gráfico

semanal, e por Normalized Average True Range, no tempo gráfico mensal.

Na etapa de seleção de características, em média, a dimensão dos dados foi reduzida

em 95,32% para o tempo gráfico semanal, e em 94,44% para o tempo gráfico mensal. Foram

utilizados em média 2,01 e 2,39 indicadores técnicos para as previsões semanais e mensais,

respectivamente.
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Tabela 4.12 – Relação com os 10 indicadores técnicos mais utilizados nas previsões semanais do índice
SSE-Composite.

Indicador %
willr 25,26
stochrsi 16,51
var 10,00
aroonosc 9,14
minus_di 4,72
aroon_wown 4,58
aroon_up 4,22
trix 3,56
ultosc 2,75

Tabela 4.13 – Relação com os 10 indicadores técnicos mais utilizados nas previsões mensais do índice
SSE-Composite.

Indicador %
willr 23,35
natr 11,27
var 8,05
stochrsi 7,25
sar 6,60
minus_dm 5,96
stoch 3,86
trix 3,70
minus_di 3,06
ultosc 2,90
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A Tabela 4.14 apresenta os resultados alcançados com as simulações de operação finan-

ceira sobre o índice SSE-Composite, tando do sistema proposto quanto da aplicação de Buy-

and-Hold simples. Constam também nesta tabela os resultados apresentados no trabalho de Hu

et al. (2015), para o mesmo índice e período utilizados. No trabalho de Hu et al. (2015), a

medida ROI é referenciada como "Accumulative Return" (AR). Os valores das medidas ARR

e AAT exibidas para Hu et al. (2015), foram calculados a partir dos seguintes dados: (i) ROI,

(ii) período total considerado, e (iii) quantidade de resultados contabilizados a partir do gráfico

exibido pela Figura 4.20.

Tabela 4.14 – Desempenho das simulações de operação sobre o índice SSE-Composite, com a utilização
do sistema proposto, B&H, e Hu et al. (2015).

Estratégia ROI ARR MDD ARRT AAT ADT TRCE
Sistema Proposto 254,21 10,57 -8,49 11,58 2,38 78,4 25,6
Hu et al. (2015) 187,00 8,74 - - 22,72 - -
B&H -3,96 -0,32 -71,98 - - - 100

Os valores apresentados na Tabela 4.14 mostram que, para o período considerado, o

emprego de B&H simples resultaria em perda de -3,96% (ROI) do capital investido, com uma

taxa composta de crescimento anual (ARR) negativa de -0,32%. B&H também atingiu uma

retração máxima do capital acumulado (MDD), de -71,98%. Nos resultados apresentadas no

trabalho de Hu et al. (2015), foi alcançado ROI de 187,00%, e ARR de 8,74%. Este último,

calculado a partir do ROI informado. Não foi possível contabilizar o MDD sobre os resultados

de Hu et al. (2015), pois os valores de evolução do capital não foram informados.

Quanto ao desempenho do sistema proposto, foram atingidas medidas ROI e ARR res-

pectivamente 35,94% e 20,93% superiores àquelas alcançadas por Hu et al. (2015). A medida

de desempenho AAT mostra que nas simulações, o algoritmo proposto por Hu et al. (2015)

atuou 854,62% a mais que o sistema proposto neste trabalho. A Tabela 4.14 mostra ainda que

o sistema conseguiu um retorno médio de 11,58% por operação (ARRT), e cada operação teve

uma duração média de 74,4 dias (ADT). A medida TRCE mostra que o sistema utilizou o capital

em 25,6% do tempo total considerado na simulação.
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As Figuras 4.20 e 4.21 exibem respectivamente os gráficos com o retorno percentual

alcançado em cada uma das operações efetuadas por Hu et al. (2015) e pelo sistema proposto,

sobre o índice SSE-Composite.

Figura 4.20 – Retorno percentual de cada operação efetuada por Hu et al. (2015) sobre o índice SSE-
Composite (Composite Index).

Fonte: (HU et al., 2015).

Figura 4.21 – Retorno percentual de cada operação efetuada pelo sistema sobre o índice SSE-Composite.

No trabalho de Hu et al. (2015) é feita uma comparação de desempenho entre o algo-

ritmo desenvolvido pelos autores (eTrend), Decision Tree (DT) e Neural Networks (NN). A

Figura 4.22 exibe o gráfico com a evolução do capital investido com eTrend, DT, NN, e os de-

sempenhos B&H dos índices SSE-Composite (Composite Index) e SSE-Industrial (Industrials

Index). O gráfico da Figura 4.22 mostra que a partir do final de 2008 ou início de 2009, o

algoritmo eTrend proposto por Hu et al. (2015) supera as outras estratégias utilizadas na com-

paração.
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Figura 4.22 – Comparativo de desempenho financeiro entre eTrend, DT, NN, Composite Index e Indus-
trials Index, feito por Hu et al. (2015).

Fonte: (HU et al., 2015).

A Figura 4.23 mostra o gráfico com a evolução do capital investido sobre o índice SSE-

Composite, alcançado com a aplicação do sistema proposto neste trabalho, e com o emprego

de B&H simples. Na comparação entre os gráficos das Figuras 4.22 e 4.23 pode-se notar, em

praticamente todo o período, desempenho superior por parte do sistema em detrimento aos

outros resultados exibidos.

Figura 4.23 – Evolução do capital investido sobre o índice SSE-Composite Index, com a aplicação do
sistema proposto e desempenho B&H.

O gráfico da Figura 4.23 mostra que o sistema conseguiu tirar proveito do movimento

de alta ocorrido entre 2006 e final de 2007. O gráfico mostra ainda que o sistema conseguiu

manter o capital acumulado, mesmo com a forte desvalorização sofrida pelo índice no período

seguinte.
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A Figura 4.24 mostra o gráfico com as operações efetuadas pelo sistema sobre o índice

SSE-Composite. O melhor resultado obtido por uma única operação foi de 121,04%. Este

resultado foi alcançado com uma operação de compra, iniciada em 10/10/2006 e finalizada em

26/06/2007, com duração de 259 dias corridos. E o pior resultado foi obtido por uma operação

de venda a descoberto, com prejuízo de -8,49%. Esta operação foi iniciada em 08/07/2010 e

finalizada em 03/08/2010, com duração de 26 dias corridos.

Figura 4.24 – Operações efetuadas entre 01/01/2001 e 31/07/2013 pelo sistema sobre o índice SSE-
Composite.

Durante todo o período considerado na simulação, o sistema efetuou 15 operações sobre

o índice SSE-Composite. Destas, 73,33% (11) resultaram em lucro. A duração média das

operações com resultados positivos foi de 99,36 dias, e a média em operações com resultados

negativos foi de 20,74 dias. Assim como nas simulações anteriores, esta diferença mostra que

o sistema encerrou rapidamente as posições não favoráveis. Portanto, estes resultados também

indicam viabilidade no encerramento de operações a partir da descontinuidade da tendência.
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5 CONCLUSÃO

Os resultados mostram que o sistema proposto alcançou um resultado financeiro médio

superior à média do mercado, mas não foi capaz de superá-lo consistentemente. Sobre o grupo

de ativos da BM&FBovespa considerados, o sistema conseguiu ROI médio de 97,47%, en-

quanto o emprego de B&H atingiu 81,01% para a mesma medida. Já no desempenho individual

por ativo, B&H conseguiu resultado superior em 53,33% dos casos. Isto significa que, ao apli-

car o sistema sobre um ativo aleatório da base de dados considerada, seria alcançado resultado

financeiro superior ao próprio desempenho do ativo em aproximadamente 46,70% das vezes.

Desta maneira, pode-se concluir que para o escopo desta pesquisa, levando-se em conta o grupo

de ativos, o período de tempo, e estratégia empregada, o mercado mostrou-se eficiente. Este

resultado alinha-se à hipótese fraca da HME, onde é assumido não ser possível auferir retor-

nos excessivos consistentemente, a partir de regras de negociação baseadas em dados históricos

provenientes da própria movimentação histórica do ativo.

Embora o mercado tenha se mostrado eficiente do ponto de vista da HME, os resultados

apresentam características interessantes quanto ao emprego do sistema proposto, como pode ser

observado abaixo:

• o sistema apresentou boa capacidade de manutenção do capital acumulado ao longo do

período de simulações, mantendo-se muitas vezes fora de operação durante momentos de

incerteza e indefinição do mercado;

• o sistema apresentou-se bem menos arriscado que o emprego de B&H, o que pode ser

constatado através da medida Maximum Drawdown;

• os resultados alcançados ao final dos experimentos mostram maior propensão de retor-

nos positivos com a utilização do sistema, se comparado ao emprego de B&H simples.

Enquanto B&H apresentou resultados financeiros negativos em 11 ações, o sistema con-

seguiu resultado final positivo em todos os casos;

• em média, o sistema utilizou o capital durante 25,55% do tempo total considerado. Isto

significa que o capital poderia ser alocado em investimentos alternativos durante parcela

do tempo livre, podendo contribuir para a potencialização dos retornos.

Diante dos pontos apresentadas, pode-se concluir que os resultados demonstram viabi-

lidade quanto ao emprego de estratégias de seguimento de tendências (TF - Trend-Following),
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apoiadas por algoritmos de inteligência computacional. Pode-se concluir ainda que o encer-

ramento de posições a partir da descontinuidade da tendência mostrou-se compatível e viável

para o tipo de estratégia empregado. Os resultados ainda apontam que os conceitos relativos

à análise técnica e teoria de Dow, quanto ao modo de comportamento do mercado, possuem

validade, mesmo com a utilização de dados disponibilizados livremente na internet.

Na mesma base de dados, o sistema superou uma estratégia de cruzamento de médias

móveis em 73,33% dos casos. O desempenho do sistema foi ainda comparado aos resultados

de Hu et al. (2015) sobre o índice SSE-Composite. Nesta última comparação, o sistema atingiu

um desempenho ROI 35,94% superior.

Pode-se concluir também que o modo de atuação, focada no médio e longo prazo, torna o

sistema adequado a pessoas que não dispõem de tempo para acompanhamento da movimentação

constante do mercado. Desta maneira, apoiado pelos resultados obtidos em bases de dados

históricas, pode-se dizer que o modelo de sistema proposto mostra-se candidato como solução

no auxílio à pessoas que desejem especular no mercado de ações, mas não dispõem de tempo

suficiente para acompanhamento e estudos diários.

5.1 Contribuições

Pode-se destacar que este trabalho contribui para o meio acadêmico, científico, e tecno-

lógico, pelos seguintes motivos:

• fornece evidências empíricas favoráveis à Hipótese do Mercado Eficiente;

• apresenta resultados que indicam viabilidade quanto ao emprego de análise técnica e

teoria de Dow, para o desenvolvimento de estratégias TF;

• fornece evidências que indicam viabilidade quanto à utilização de estratégias TF, apoiadas

por algoritmos de IC, para atuação especulativa de médio e longo prazo em mercado de

ações;

• provê resultados que mostram viabilidade quanto ao emprego de dados disponíveis livre-

mente na internet;

• sintetiza o estado da arte em um tema de alta relevância e continuamente pesquisado.
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5.2 Propostas para Continuidade da Pesquisa

Abaixo, são apresentadas as propostas de continuidade da pesquisa desempenhada neste

trabalho:

• o conjunto de indicadores técnicos empregados neste trabalho foram parametrizados de

acordo com a sua configuração original. Estes indicadores podem ser otimizados por

meio de configuração dinâmica, através, por exemplo, de algoritmos evolucionários;

• foi empregado o indicador técnico MACD como ferramenta de detecção de tendências,

e como qualquer outro indicador, seus parâmetros de construção podem ser otimizados.

A etapa de detecção de tendências pode ainda ser desempenhada por meio de outras

estratégias, podendo ser tratada, por exemplo, como um problema de classificação;

• o tamanho da janela de treinamento dos classificadores foi definida de forma empírica.

Esta janela pode ser alterada de forma dinâmica, a partir da identificação de alterações

nos padrões de comportamento do mercado. Desta maneira, o tratamento ao problema

relativo ao Concept-Drift pode ser aperfeiçoado;

• embora o modelo de sistema proposto supõe a utilização de dados diários, semanais e

mensais para atuação em médio e longo prazo, o modelo pode ainda ser avaliado sobre

dados intradiários e operações daytrade.
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APÊNDICE A – Revisão Sistemática da Literatura

A.1 Resumo

Esta revisão da literatura objetivou verificar o estado da arte na utilização de algoritmos

computacionais para previsão de comportamento de ativos do mercado acionário. Buscou-se

sintetizar os algoritmos de inteligência computacional mais empregados, bem como verificar as

características utilizadas nas estratégias de previsão e negociação propostas. Para alcance do

objetivo definido, foi utilizada a técnica de Revisão Sistemática da Literatura. Como resultado,

de 2012 à agosto de 2016, foram identificadas 702 publicações relacionadas ao tema, destas,

após as etapas de seleção primária e secundária da revisão sistemática, 145 referências foram

utilizadas para coleta de dados. Ao todo, 15 tipos de informações foram extraídas e analisadas

a partir da leitura completa das 145 referências consideradas. Desta maneira, foi possível iden-

tificar as principais características das estratégias mais recentes que se utilizam de algoritmos

computacionais para previsão de comportamento de ativos no mercado acionário.

A.2 Introdução

Revisão Sistemática da Literatura (SLR - Systematic Literature Review) consiste em

uma técnica que especifica de forma objetiva, meios para identificar, avaliar e interpretar toda a

informação relevante relativa a uma questão de pesquisa, área ou fenômeno de interesse (KIT-

CHENHAM, 2004). Esta revisão permitiu verificar as principais características dos algoritmos

mais recentes utilizados para previsão comportamental de ativos do mercado de ações. Foi

possível identificar as tendências na utilização de algoritmos de inteligência computacional, e

tratamentos especiais em etapas de pré-processamento.

A.3 Metodologia

A SLR foi iniciada em agosto de 2016, e utilizou a base de dados bibliográfica Scopus R©

como plataforma de pesquisa. Em agosto de 2016, a base Scopus R© possuía mais de 60 milhões

de documentos cadastrados. A cada dia, em média, são incluídos 5.500 novas publicações

(SCOPUS, 2016). Além de cadastro próprio, a base Scopus R© indexa conteúdo de outras ba-

ses, como a IEEXplore R© (IEEE, 2016) e Elsevier R© (ELSEVIER, 2016). A base Scopus R© é,
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segundo SCOPUS (2016) e Elsevier (2016), a maior base de dados bibliográfica de resumos e

citações da literatura peer-reviewed (scientific journals, books and conference proceedings).

Esta revisão foi iniciada pela definição das seguintes questões de pesquisa:

1. Quais as características dos algoritmos utilizados para previsão de comportamento de

ativos no mercado acionário?

2. Quais os algoritmos de inteligência computacional mais utilizados para previsão de

comportamento de ativos no mercado acionário?

Com base no objetivo e questões de pesquisa, as seguintes palavras-chave, e seus sinô-

nimos, foram definidos:

• stock market: stock exchange, stock, stocks;

• trend: trends, trending, direction, momentum;

• forecast: forecasting, detect, detection, predict, prediction, predictive, follow, following.

A partir das palavras-chave definidas anteriormente, a seguinte busca foi efetuada na

base Scopus R©: (Topic = "stock market" OR Topic = "stock exchange" OR Topic = stock OR

Topic = stocks) AND (Topic = trend OR Topic = trends OR Topic = trending OR Topic =

direction OR Topic = momentum) AND (Topic = forecast OR Topic = forecasting OR Topic =

detect OR Topic = detection OR Topic = predict OR Topic = prediction OR Topic = predictive

OR Topic = follow OR Topic = following). A busca foi restringida aos campos title, abstract

e keywords de artigos (articles) e publicações em conferências (conference papers). Foram

consideradas publicações apenas na língua inglesa, por acreditar ser o idioma mais utilizado em

publicações relevantes indexadas em bases de dados bibliográficas eletrônicas.

No intuito de retornar as pesquisas mais recentes na área de pesquisa, o período consi-

derado foi para publicações de 2012 (inclusive) até a data da busca, efetuada em 12/08/2016.

Um fator relevante para a busca de trabalhos recentes deve-se à característica adaptativa do mer-

cado acionário, capaz de inviabilizar, após publicados, padrões de comportamento lucrativos.

Característica observada por Malkiel (2003).

Para responder às questões de pesquisa propostas, os seguintes tópicos foram definidos

para extração por meio da leitura completa de cada publicação:

1. meio de publicação: podendo ser revista (Journal), ou Conferência (Conference);
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2. ano em que o trabalho foi publicado;

3. tipo de algoritmo utilizado para previsão ou detecção da tendência;

4. algoritmo para pré-processamento: caso tenha utilizado algum algoritmo ou método em

especial para pré-processamento dos dados;

5. tipos de dados utilizados como entrada para o algoritmo de previsão ou detecção de

tendência. Os dados podem ser dos tipos:

• Análise Fundamentalista (AF): como por exemplo: fluxo de caixa, patrimônio lí-

quido, etc;

• Análise Técnica (AT): como por exemplo: indicadores técnicos e gráficos;

• Análise de Sentimentos (AS): extração de significados sentimentalistas a partir,

principalmente, de dados coletados em textos publicados na internet, como micro-

blogs (Twitter, Sina Weibo, etc.), notícias, ou até alguma interpretação subjetiva

sobre algum indicador técnico;

• Macro: dados de movimentação de outros mercados (indicadores macroeconômi-

cos), como por exemplo: cotação do ouro, cotação da prata, variação do dólar,

cotação do barril de petróleo, outros índices acionários, etc.

6. horizonte de previsão: intradiário, diário, semanal, mensal, trimestral ou anual;

7. tipo de estratégia: HFT ou LFT;

8. tipo de ativo utilizado nas simulações: Ação, Índice, Contrato Futuro, ETF (Exchange

Traded Funds), Commodity, ou FOREX (Foreign Exchange);

9. país ou países de origem dos dados de entrada utilizados pelo algoritmo;

10. período de treinamento;

11. período de teste fora da amostra;

12. medidas de desempenho;

13. quanto à contabilização de custos operacionais: caso tenham sido efetuadas simulações

de operação do algoritmo (backtesting), se foram considerados custos financeiros ope-

racionais;
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14. quanto à consideração de bid-ask spread: caso tenha efetuado algum backtesting, se o

fator bid-ask spread foi considerado;

15. quanto à Hipótese do Mercado Eficiente (HME): caso a HME tenha sido considerada

pelos autores, se afirmam tê-la superado.

A.4 Desenvolvimento

Com a submissão da busca à ferramenta de pesquisa avançada (Advanced search) da

base Scopus R©, 702 publicações foram retornadas. Os metadados ("autores", "ano", "tipo de

documento", "título", "resumo" e "palavras-chave"), de todos os registros foram exportados

em formato RIS (Research Information Systems), e posteriormente importados ao software de

gerenciamento de referências Mendeley R©.

No processo de seleção preliminar, a primeira tarefa desempenhada foi a busca por du-

plicatas, o Mendeley R© conseguiu identificar 4 destes casos. Após leitura e comparação do

"título", "autores" e "resumo" das 8 publicações listadas como duplicatas, 4 delas foram remo-

vidas. O próximo passo da seleção preliminar foi a análise do título dos 698 registros restantes,

neste processo foi possível eliminar 155 publicações, pois claramente não tinham relação com

o objetivo e questões de pesquisa definidos.

O próximo passo foi a execução do processo de seleção final, com a leitura do "resumo"

de todos os 543 trabalhos restantes. Os artigos sem relação com o objetivo e questões de pes-

quisa foram eliminados. Em caso de dúvida quanto à exclusão do artigo, o mesmo foi mantido.

Nesta etapa, 305 publicações foram eliminadas. Desta maneira, 238 trabalhos foram mantidos

para leitura completa.

Um dos critérios de exclusão considerado foi quanto à impossibilidade de acesso sem

custo financeiro ao documento completo. Não foi possível acessar 64 trabalhos, pois o meio de

publicação só disponibilizaria tais documentos mediante pagamento financeiro, estes trabalhos

foram desconsiderados. Desta maneira, foi possível ter acesso completo à 174 publicações.

No processo de leitura completa foram identificados mais 2 casos de duplicatas, resul-

tando em 3 referências eliminadas. Em um dos casos foi mantido o trabalho de Chen e Chen

(2015b), sendo desconsiderados outros dois (CHEN et al., 2013; CHEN; CHEN, 2015a). Já em

outra situação, foi mantido o trabalho de Wu, Wu e Lee (2014), e desconsiderado Wu, Wu e

Lee (2012). A ferramenta para detecção de duplicatas do Mendeley R© não conseguiu rastrear

tais casos pois o título e resumo possuem diferenças significativas, porém na leitura completa



142

foi possível perceber que os dados e resultados eram equivalentes. Quanto ao tratamento de

duplicatas por meio da leitura completa, o primeiro critério de avaliação foi quanto ao meio de

publicação, com favorecimento às publicações em Journals. E o segundo critério foi relativo ao

ano de publicação, com manutenção dos trabalhos mais recentes.

Das 171 publicações lidas na íntegra, 26 foram desconsideradas, pois não abordavam

diretamente aspectos relativos ao objetivo e questões de pesquisa definidos. Desta maneira, 145

trabalhos foram utilizados para coleta de dados.

A.5 Resultados e Discussão

No intuito de responder às questões de pesquisa desta revisão, a seguir são apresentados

e discutidos os resultados alcançados com a leitura e coleta de dados dos 145 trabalhos con-

siderados. Os Quadros A.1, A.2, A.3, A.4 e A.5, da Seção A.6, apresentam respectivamente

os trabalhos publicados em 2012, 2013, 2014, 2015 e 2016. Devido a quantidade de infor-

mações, os quadros apresentam somente parte dos dados coletados. Os seguintes tópicos são

apresentados pelos quadros: (i) meio de publicação ("Meio"); (ii) tipo de algoritmo utilizado

("Algoritmo"); (iii) tipos de dados utilizados como entrada para o algoritmo ("Dados"); (iv) tipo

de ativo utilizado ("Tipo_Ativo"); e (v) país de origem dos dados ("País").

A Figura 1 exibe um gráfico com a quantidade de trabalhos por tipo de algoritmo. A

soma é superior ao total de trabalhos analisados pois uma mesma publicação pode fazer uso de

mais de um tipo de algoritmo. Como é o caso de Patel et al. (2015), que utilizam ANN, SVM,

RF e BC.

A seguir, é feita a descrição das siglas dos algoritmos exibidos pela Figura 1, e também

listados na coluna "Algoritmo" dos quadros da Seção A.6:

• Artificial Neural Network (ANN). Tipo de algoritmo utilizado nos seguintes trabalhos:

(ABHISHEK et al., 2012; AHMED; SRIRAM; SINGH, 2014; Alexandre MacEdo et

al., 2013; ARIAS; ARRATIA; XURIGUERA, 2013; AZIMIFAR; ARAABI; MORADI,

2015; BEKIROS, 2013; BHAT; KAMATH, 2013; BISOI; DASH, 2014; De Oliveira;

NOBRE; ZÁRATE, 2013; HUANG; CHEN; PAN, 2012; MA et al., 2013), dentre outros;

• Support Vector Machine (SVM). Utilizado nos seguintes trabalhos: (ARIAS; ARRATIA;

XURIGUERA, 2013; CHANG; WU, 2015; CHEN; CHEN, 2013; DUONG; NGUYEN;

DANG, 2016; GONZALEZ; PADILHA; BARONE, 2015; HU et al., 2013; HUANG et
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Figura 1 – Quantidade de publicações por tipo de algoritmo.

al., 2015; IACOMIN, 2016; IACOMIN, 2015; LI; QIU; ZHANG, 2013; LIN; GUO; HU,

2013; MEESAD; LI, 2014; NAYAK; MISHRA; RATH, 2015; PATEL et al., 2015), dentre

outros. Nesta categoria inclui-se também a variante Support Vector Regression (SVR)

(SMOLA et al., 1996), empregada pelos seguintes trabalhos: (AZIMIFAR; ARAABI;

MORADI, 2015; LI et al., 2014; LIU et al., 2015; MEESAD; RASEL, 2013; NIE; JIN,

2016; PANIGRAHI; MANTRI, 2015a; QU; ZHANG, 2016; WANG et al., 2013; WU;

CHANG, 2012; WU; YU; CHANG, 2014), dentre outros;

• Evolutionary Algorithm (EA) (FOGEL, 1995). Consiste em uma classe de algoritmos

bioinspirados, como os Algoritmos Genéticos (AG), utilizados pelos seguintes trabalhos:

(Bodas Sagi et al., 2012; BODAS-SAGI et al., 2013; CHEN; CHEN, 2013; Do Nasci-

mento et al., 2015; GÖÇKEN et al., 2016; GONZALEZ; PADILHA; BARONE, 2015;

ISHII; TAKEYASU, 2014; LUO; SI; FONG, 2012; MACHADO; NEVES; HORTA,

2015; SAHIN; OZBAYOGLU, 2014; SU; HADZIKADIC, 2015; WEI, 2013; YANG;

WU; LIN, 2012). E o algoritmo eXtended Classifier Systems (XCS), utilizado por Hu et

al. (2015);

• Regression (R). Trabalhos que utilizam algum tipo de regressão, como por exemplo:

Regressão Linear (ARIAS; ARRATIA; XURIGUERA, 2013; BIJL et al., 2016; SIEW;

NORDIN, 2012; SON; NOH; LEE, 2012); Regressão Logística (ATTIGERI et al., 2016;

CHEVAPATRAKUL, 2013; SON; NOH; LEE, 2012; XU; LAN; JIANG, 2016); Au-

toregressive Integrated Moving Average (ARIMA) (De La Fuente-Mella et al., 2016;
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WICHAIDIT; KITTITORNKUN, 2015); Autoregressive Conditional Heteroskedasticity

(ARCH) (De La Fuente-Mella et al., 2016); Generalized ARCH (GARCH) (De La Fuente-

Mella et al., 2016); Autoregressive Moving Average (ARMA) (ISHII; TAKEYASU, 2014);

Ridge Regression(KAMP; BOLEY; GÄRTNER, 2014); e Stepwise Regression (LIU et al.,

2012);

• Swarm Intelligence (Swarm) (BONABEAU; DORIGO; THERAULAZ, 1999). São tam-

bém uma classe de algoritmos bioinspirados, mas com foco na inteligência de enxames,

como por exemplo: Particle Swarm Optimization (PSO) (CHIANG et al., 2016; DENG et

al., 2016; FENG; CHOU, 2012; PRASANNA; MARAN, 2015; SANDS et al., 2015); Ant

Colony Optimization (ACO) (BOUKTIF; AWAD, 2015); Artificial Bee Colony (ABC)

(BRASILEIRO et al., 2013); Artificial Fish Swarm Algorithm (AFSA) (HUANG; CHEN;

PAN, 2012); Bat Algorithm e Firefly Algorithm, ambras empregadas por Prasanna e Ma-

ran (2015);

• Lógica Fuzzy (Fuzzy) (ZADEH, 1965). Utilizada pelos seguintes trabalhos: (AGUIAR,

2012; CHEN; CHEN, 2015b; DENG et al., 2016; FENG; CHOU, 2012; FONG; SI; TAI,

2012; FONG; TAI; PICHAPPAN, 2012; SADAEI et al., 2016; SADHU et al., 2014;

SHAKERI et al., 2015);

• Neuro-Fuzzy. Conceito introduzido por Jang (1993), trata-se de um modelo híbrido que

busca reunir a capacidade de mapeamento não linear de ANNs, com a representação

de conhecimento impreciso da lógica fuzzy. Os seguintes algoritmos pertencem a esta

classe: Adaptive Network-Based Fuzzy Inference System (ANFIS) (ATSALAKIS; PRO-

TOPAPADAKIS; VALAVANIS, 2016; CHEN et al., 2013; WEI, 2013; WEI; CHENG;

WU, 2014); Self-Organizing Fuzzy Neural Network (SOFNN) (AHUJA et al., 2015); e

Recurrent Error Based Neuro-Fuzzy System With Momentum (RENFSM) (MAHMUD;

MEESAD, 2014);

• Naive Bayes Classifier (BC) (MURPHY, 2006). Este tipo de classificador é utilizado

pelos seguintes trabalhos como parte do modelo proposto: (BOUKTIF; AWAD, 2015;

GUNDUZ; CATALTEPE, 2015; RAO; SRIVASTAVA, 2013). E por Chen e Chen (2013),

Nie e Jin (2016), Paliyawan (2015), e Patel et al. (2015), na comparação de desempenho

com outros algoritmos;
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• k-Nearest Neighbor (k-NN) (HAN; PEI; KAMBER, 2011). É um método de classificação

e regressão, sendo utilizado como parte do modelo proposto nos trabalhos de Brasileiro

et al. (2013), Lahmiri, Boukadoum e Chartier (2013) e Subha e Nambi (2012). E por

Nayak, Mishra e Rath (2015) e Paliyawan (2015), na comparação com outros algoritmos;

• Decision-Tree (DT) (QUINLAN, 1987; HAN; PEI; KAMBER, 2011). Tipo de algoritmo

utilizado por Panigrahi e Mantri (2015b) na tarefa de classificação. Já no trabalho de

Wang, Liu e Wang (2013), árvores de decisão (Decision-Tree) são utilizadas na remoção

de ruídos, para posterior classificação com SVM. Nos trabalhos de Paliyawan (2015) e

Panigrahi e Mantri (2015a), árvores de decisão tiveram o seu desempenho comparados

com ANN e SVM respectivamente, os resultados mostram desempenhos similares nas

comparações;

• Data-Mining (DM) (HAN; PEI; KAMBER, 2011). Alguns dos trabalhos utilizam téc-

nicas de mineração de dados (Data-Mining). Por exemplo, Widiputra e Pahlevi (2012)

utilizam a técnica Association Rule-Mining Algorithm. Já nos trabalhos de Wu, Wu e Lee

(2014), Xue et al. (2015) e Zhao e Wang (2015), é utilizado o algoritmo de agrupamento

k-means;

• Random-Forest (RF). Algoritmo de aprendizagem do tipo Ensemble Learning — termo

referente à utilização de um conjunto de algoritmos de aprendizagem para obtenção de

um resultado superior àquela alcançada com apenas um algoritmo (ROKACH, 2010).

RFs são utilizadas por Manojlović e Štajduhar (2015) e Patel et al. (2015). Na compa-

ração com SVM, ANN e Naive Bayes feita por Patel et al. (2015), RF consegue melhor

desempenho. Já no trabalho de Xu, Li e Luo (2013), SVM alcança melhores resultados

que RF;

• Hypergraph (SCHÖLKOPF; PLATT; HOFMANN, 2007). Este tipo de algoritmo é utili-

zado por Shen et al. (2012) e Luo et al. (2014);

• Multiple-Kernel-Learning (MKL) (GÖNEN; ALPAYDIN, 2011). Tipo de algoritmo que

combina vários tipos de kernels para solução de um problema de otimização. Este tipo de

algoritmo é utilizado por Sirohi, Mahato e Attar (2014) e Shynkevich et al. (2015);

• Outros. Além dos tipos de algoritmos listados anteriormente, 13 outros trabalhos utilizam

tipos únicos de algoritmos ou estratégias, listados a seguir: Directional Change Trading
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(DCT) (ALOUD, 2016); Factorization Machine (FM) (CHEN et al., 2014); Template

Matching (TM) (CHEN; CHEN, 2016); Mean variance analysis (MVA) (CHEN; SZETO,

2012); Dynamic Mode Decomposition (DD) (CUI; LONG, 2016); indicadores técnicos

(AT) (IMAN; KEMIN, 2015); Tensor-based learning (TBL) (LI et al., 2016); Relevance

Vector Machine (RVM) (MARKOVIĆ; STOJANOVIĆ; BOŽIĆ, 2015); Dictionary Lear-

ning (DL) (ROSAS-ROMERO; DÍAZ-TORRES; ETCHEVERRY, 2016); Bayesian Fac-

tor Graph (BFG) (WANG et al., 2015); Content-Based Image Retrieval (CBIR) (TSAI;

QUAN, 2014); Hidden Markov Model (HMM) (XING et al., 2013); e System Adaptation

Framework (SAF) (ZHENG; CHEN, 2012).

No total, os 145 trabalhos avaliados utilizaram 27 tipos de algoritmos distintos. Dos 27

tipos de algoritmos, 41 (28,2%) correspondem a SVM, e 37 (25,5%), ANN, que somados são

empregados por mais da metade dos trabalhos (53,8%). A Figura 2 exibe um gráfico com a

quantidade anual utilizada dos algoritmos SVM e ANN pelos trabalhos publicados. Em 2012

ANN foi mais utilizado que SVM. Pode-se observar que a partir de 2013, SVMs tornaram-se

mais populares. Em 2016 o uso de SVM e ANN mostra-se igualitária, com 4 trabalhos cada.

Figura 2 – Utilização anual dos algoritmos SVM e ANN.

A coluna "Dados" dos quados do Apêndice A, diz respeito aos tipos de dados utilizados

como entrada para os algoritmos. Dados provenientes da análise técnica são utilizados em

86,2% das publicações. Como pode ser observado pelo gráfico da Figura 3, 125, de um total

de 145 publicações, utilizam AT. Análise de sentimentos é o segundo tipo mais utilizado, com

16,5%. Dados macroeconômicos e análise fundamentalista aparecem empatados com 9,6% de

utilização.
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Figura 3 – Quantidade total e percentual de publicações por tipo de dado.

Quanto ao horizonte de previsão, doze referências (ALOUD, 2016; De La Fuente-Mella

et al., 2016; FONG; SI; TAI, 2012; FONG; TAI; PICHAPPAN, 2012; LI et al., 2016; LI et

al., 2014; LOUWERSE; ROTHKRANTZ, 2014; SON; NOH; LEE, 2012; QU; ZHANG, 2016;

WANG; LIU; WANG, 2013; XING et al., 2013; ZHAO; WANG, 2015), 8,3%, trabalham com

dados intradiários, sendo que quatro destas (ALOUD, 2016; SON; NOH; LEE, 2012; QU;

ZHANG, 2016; ZHAO; WANG, 2015), 2,7%, atuam com estratégias HFT. A maioria das pu-

blicações, 87,6%, atua com dados diários, semanais, trimestrais, mensais, ou anuais , sendo a

grande maioria exclusivamente a nível diário. Alguns trabalhos atuam em mais de um hori-

zonte, por exemplo: Bodas Sagi et al. (2012), Bodas-Sagi et al. (2013) e Nayak, Mishra e Rath

(2015) utilizam dados a nível diário, semanal e mensal; Feng e Chou (2012) e Wei e Chaudhary

(2015) atuam a nível diário e semanal; e Xing et al. (2013) trabalham com dados diários e intra-

diários. Seis publicações (CHEN; CHEN, 2016; CHEN; SZETO, 2012; CHEN; CHEN, 2013;

LIU et al., 2012; WU; HE, 2014; XU; LAN; JIANG, 2016), 4,1%, não informam o horizonte de

atuação do modelo proposto. Considerando que 2,7% das publicações tratam-se de propostas

de algoritmos de HFT, o restante, 97,3%, são propostas LFT com atuação um passo à frente

(one-step-ahead).

No total, 11 trabalhos (ATTIGERI et al., 2016; CHEN; CHEN, 2013; IUHASZ; TI-

REA; NEGRU, 2012; ROSAS-ROMERO; DÍAZ-TORRES; ETCHEVERRY, 2016; RYOTA;

TOMOHARU, 2012; SADHU et al., 2014; SIROHI; MAHATO; ATTAR, 2014; TIREA; TAN-

DAU; NEGRU, 2012; XU; LAN; JIANG, 2016; YANG; ZHANG, 2015; ZHEN et al., 2013),

7,6%, não informam o período utilizado para treinamento, sendo que algumas destas referências

(CHEN; CHEN, 2013; ROSAS-ROMERO; DÍAZ-TORRES; ETCHEVERRY, 2016; RYOTA;
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TOMOHARU, 2012; SADHU et al., 2014; TIREA; TANDAU; NEGRU, 2012; YANG; ZHANG,

2015) também não informam detalhes sobre o período de teste fora da amostra, enquanto outras

limitam-se a dizer apenas o percentual utilizado, por exemplo: Attigeri et al. (2016), Iuhasz,

Tirea e Negru (2012) e Xu, Lan e Jiang (2016) informam utilizar 50%, 30% e 10% dos dados

para teste, respectivamente. Já no trabalho de Zhen et al. (2013), embora não seja informado o

período considerado, dizem utilizar cross-validation com 10 folds para treinamento e teste.

Outras 35 referências, 24%, não especificam o período de teste fora da amostra. Alguns

dos trabalhos que se enquadram neste grupo são: (ABHISHEK et al., 2012; AGUIAR, 2012;

AHMED; SRIRAM; SINGH, 2014; ALOUD, 2016; BIJL et al., 2016; Bodas Sagi et al., 2012;

BODAS-SAGI et al., 2013; CAO; HU; CAO, 2015; CUI; LONG, 2016; ROSAS-ROMERO;

DÍAZ-TORRES; ETCHEVERRY, 2016; WICHAIDIT; KITTITORNKUN, 2015; XING et al.,

2013; ZHAO; WANG, 2015), dentre outros.

Quanto às estratégias utilizadas no teste do modelo com dados fora da amostra de trei-

namento, 11 trabalhos (BOUKTIF; AWAD, 2015; GONZALEZ; PADILHA; BARONE, 2015;

HUANG; CHEN; PAN, 2012; LAHMIRI; BOUKADOUM; CHARTIER, 2013; MANOJLO-

VIĆ; ŠTAJDUHAR, 2015; MEESAD; LI, 2014; PALIYAWAN, 2015; PANIGRAHI; MAN-

TRI, 2015b; PANIGRAHI; MANTRI, 2015a; SANDS et al., 2015; ZHEN et al., 2013), 7,6%,

afirmam utilizar a técnica cross-validation com 10 folds. Já nos trabalhos de Chen et al. (2013),

Chen e Chen (2015b), Deng et al. (2016), Sadaei et al. (2016), Wei (2013), Wei e Cheng (2012)

e Wei, Cheng e Wu (2014), é feito o treinamento do modelo com os 10 primeiros meses de cada

ano, testando com os últimos 2 meses.

A maior parcela dos trabalhos não seguem um padrão definido para divisão da base

entre treinamento e teste. Muitas referências utilizam percentual, como nos casos de Bhat e

Kamath (2013), Azimifar, Araabi e Moradi (2015) e Xu, Li e Luo (2013), que afirmam utilizar

respectivamente 15%, 20% e 30% dos dados para o teste fora da amostra. Enquanto outras

referências afirmam utilizar quantidade fixa de dados para o teste, como nos caso de Chen et al.

(2014), Dabhi e Chaudhary (2016) e Hafezi, Shahrabi e Hadavandi (2015), que utilizam 100,

160 e 32 registros, respectivamente.

O problema relativo ao Concept-Drift (TSYMBAL, 2004; ZLIOBAITE, 2010) exige o

emprego de estratégias e algoritmos adaptativos. E o treinamento com dados recentes contribui

para a capacidade adaptativa do modelo. Ao todo, 15 trabalhos (AHUJA et al., 2015; BRASI-

LEIRO et al., 2013; CHANG; WU, 2015; CHEN; CHEN, 2016; CHEVAPATRAKUL, 2013;
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CHIANG et al., 2016; HU et al., 2013; HU et al., 2015; LIANG; NG, 2012; MACHADO;

NEVES; HORTA, 2015; NIE; JIN, 2016; SIROHI; MAHATO; ATTAR, 2014; SON; NOH;

LEE, 2012; XUE et al., 2015; ZBIKOWSKI, 2015), 10,3%, utilizam métodos de treino e teste

condizentes com uma abordagem progressiva, embora utilizem denominações e configurações

diferentes. Ahuja et al. (2015) utilizam uma técnica de treinamento e teste denominada k-fold

sequential cross validation (k-SCV), onde um tamanho inicial é definido para a base de treina-

mento, sendo esta incrementada com os registros utilizados para o teste fora da amostra na etapa

anterior. Nos trabalhos de Brasileiro et al. (2013) e Chang e Wu (2015) são utilizados blocos

fechados contínuos divididos em treinamento, validação e teste, onde o bloco de teste utilizado

no experimento k, passa a fazer parte da base de treinamento no experimento k+1. Brasileiro

et al. (2013) referenciam o método como walk-forward, enquanto Chang e Wu (2015) como

slide-window. Já no trabalho publicado por Sirohi, Mahato e Attar (2014), é feita a progressão

da janela de treinamento diariamente, a cada nova previsão, e o método é denominado walk-

forward. Outros exemplos de configurações utilizadas em estratégias de treinamento e teste

progressivos são: 7 anos para a base de treinamento, com teste no ano seguinte (CHEN; CHEN,

2016); 2 anos para a base de treinamento, com teste no ano seguinte (CHIANG et al., 2016);

4 anos para o treinamento, e teste com o ano seguinte (HU et al., 2013); 1 ano de treinamento,

para 1 ano de teste (HU et al., 2015; LIANG; NG, 2012).

Apenas os trabalhos de Chevapatrakul (2013) e Sirohi, Mahato e Attar (2014), 1,38%

do total, atualizam a base de treinamento a cada nova previsão, o que aparentemente mostra-se

mais coerente do ponto de vista do problema de Concept-Drift.

Quanto às medidas de desempenho empregadas pelos trabalhos, as mais comuns utili-

zadas foram: ARR; ROI; HR; Profit; Precision; F-measure; Mean Absolute Percentage Error

(MAPE); Mean Square Error (MSE); Mean Absolute Error (MAE); Root Mean Square Error

(RMSE); e Theilś U.

A medida desempenho Hit-Ratio (HR) refere-se à taxa de acerto de direção alcançada

pelo modelo, sendo muitas vezes utilizadas nomenclaturas distintas, a depender da referência,

por exemplo: Gunduz e Cataltepe (2015), Manojlović e Štajduhar (2015) e Panigrahi e Mantri

(2015b) utilizam o termo Accuracy; Já Paliyawan (2015) utiliza o termo Direction Accuracy

(DAC).

A contabilização de custos transacionais é importante para avaliação de desempenho

nas simulações de operação do modelo proposto. Das medidas de desempenho listadas anteri-
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ormente, a contabilização de custos pode ser considerada para as medidas ARR, Profit, e ROI,

onde são feitas simulações de operações financeiras no mercado. Apenas 16 (37,2%), das 43

referências que utilizam tais medidas de desempenho, afirmam considerar custos transacionais

nas simulações de operação do modelo.

O bid-ask spread é outro fator que pode interferir nos resultados financeiros, e da mesma

forma que os custos, é importante que seja considerado. Apenas os trabalhos de Aloud (2016),

Bijl et al. (2016), Fong, Si e Tai (2012) e Fong, Tai e Pichappan (2012) consideram a existência

de bid-ask spread nas simulações de negociação.

Apenas no trabalho de Bijl et al. (2016) (0,69% do total) é considerada a existência de

custos transacionais e bid-ask spread simultaneamente.

Alguns trabalhos comentam sobre eficiência de mercado, bem como sua validade, como

nas publicações de Fazli e Lebraty (2013), Brasileiro et al. (2013), Dunis et al. (2013), Chen

et al. (2014), Iman e Kemin (2015), Attigeri et al. (2016) e Bijl et al. (2016). No entanto,

apenas Bijl et al. (2016) fazem simulações de operação no mercado, levando-se em conta a

existência de custos transacionais e bid-ask spread ao mesmo tempo, não conseguindo superar

uma estratégia Buy-and-Hold simples.

A.5.1 Questões Metodológicas

Foi observado que diversos trabalhos apresentam metodologias incompletas ou falhas,

situação que pode comprometer a veracidade de informações apresentadas. Por exemplo, os

trabalhos de Aguiar (2012), Hafezi, Shahrabi e Hadavandi (2015) e Deng et al. (2016) não

especificam de forma clara quais foram os dados utilizados como entrada para o algoritmo.

Como já mencionado, vários trabalhos não informam o período utilizado para treina-

mento e ou teste dos algoritmos propostos, impossibilitando a reprodução dos experimentos.

Os trabalhos de Hu et al. (2013), Lin, Guo e Hu (2013), Louwerse e Rothkrantz (2014),

Rosillo, Giner e De La Fuente (2014), Iman e Kemin (2015), Xue et al. (2015), Zbikowski

(2015) e Chen e Chen (2016), comparam o desempenho com uma estratégia B&H simples,

dizem superá-la, mas não consideram a existência de custos transacionais, nem bid-ask spread.

Ainda quanto à contabilização de custos transacionais, não é observado um padrão de-

finido. A maioria dos trabalhos aplica a taxa de 0,1% por operação (WANG; YU; CHEUNG,

2012; CHEVAPATRAKUL, 2013; WANG; YU; CHEUNG, 2014b; WANG; YU; CHEUNG,

2014a; MACHADO; NEVES; HORTA, 2015; CUI; LONG, 2016), já nos trabalhos de Bekiros
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(2013), Bijl et al. (2016), Bodas Sagi et al. (2012) e Chen e Szeto (2012) são contabilizadas as

taxas de 0,05%, 0,02%, 0,5% e 1,0% respectivamente. Hu et al. (2015) contabilizam 0,1% para

operações de compra, e 0,2% para operações de venda. Os trabalhos de Wu e Chang (2012)

e Wu, Yu e Chang (2014) não informam como os custos foram calculados. E os trabalhos de

Brasileiro et al. (2013), Chiang et al. (2016) e Su e Hadzikadic (2015) consideram a existência

de custos fixos, nos valores de R$5,00, $9,99 e $10,00 respectivamente, valores que podem

não condizer com a realidade. Considerando o caso do trabalho aplicado ao mercado brasi-

leiro (BRASILEIRO et al., 2013), a BM&FBovespa cobrava em janeiro de 2017, por operação,

0,0325% de emolumentos e liquidação, e o custo de corretagem dificilmente ficaria abaixo dos

R$14,90. Como já pontuado, apenas 38,0% das publicações que simularam operações financei-

ras no mercado consideraram de alguma forma a existência de custos transacionais.

Alguns trabalhos (HONG; ZHANG, 2012; CHEN et al., 2013; AHMED; SRIRAM;

SINGH, 2014; CHANDAR; SUMATHI; SIVANADAM, 2016), embora tenham utilizado algo-

ritmos não determinísticos, não especificaram a quantidade de repetições efetuadas nos experi-

mentos.

Quanto aos trabalhos que utilizaram informações coletadas em sites de notícias e ou

microblogs, é necessário atentar-se ao horário de divulgação da informação. A utilização de

informações veiculadas após o fechamento do mercado pode comprometer a utilidade dos re-

sultados obtidos, pois muitas vezes não é possível tirar proveito da movimentação prevista, pois

o valor de abertura do ativo será precificado em reação ao impacto da notícia. Alguns tra-

balhos (MARTIN, 2013; CHEN et al., 2014; GUNDUZ; CATALTEPE, 2015; MEESAD; LI,

2014; SHYNKEVICH et al., 2015; WEI; ZHANG; ZHOU, 2015; DUONG; NGUYEN; DANG,

2016) utilizaram técnicas de análise de sentimentos, minerados de dados de microblogs ou no-

tícias de maneira geral, mas não é informado se consideraram apenas informações postadas até

o horário de fechamento do mercado no dia anterior à previsão.
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A.6 Relação de Trabalhos Publicados

Quadro A.1 – Trabalhos publicados em 2012.

Meio Algoritmo Dados País Tipo_Ativo Referência
Journal ANN AT Taiwan Ação (CHANG; WANG; ZHOU, 2012)
Journal ANN AT Taiwan Índice (WEI; CHENG, 2012)
Journal ANN, Swarm AT Taiwan Ação (HUANG; CHEN; PAN, 2012)
Journal Fuzzy AT China Índice (FONG; SI; TAI, 2012)
Journal Fuzzy AT China Índice e Ação (FONG; TAI; PICHAPPAN, 2012)
Journal Fuzzy, Swarm AT Taiwan Índice (FENG; CHOU, 2012)
Journal k-NN AT Índia Índice (SUBHA; NAMBI, 2012)
Journal MVA AT China Ação (CHEN; SZETO, 2012)
Journal R AT, Macro Arábia Saudita Índice (ALRASHEEDI, 2012)
Journal SAF AT, AS EUA, China,

Singapura
Índice (ZHENG; CHEN, 2012)

Journal SVM AT EUA Índice e Ação (WU; CHANG, 2012)
Journal SVM, ANN, R AT, Macro Coreia do Sul Índice (SON; NOH; LEE, 2012)
Conference EA AT EUA Índice (Bodas Sagi et al., 2012)
Conference EA AT China Índice (LUO; SI; FONG, 2012)
Conference EA AT EUA Índice e Ação (RYOTA; TOMOHARU, 2012)
Conference ANN AT EUA Ação (ABHISHEK et al., 2012)
Conference ANN AT China Índice (HONG; ZHANG, 2012)
Conference ANN AT China Ação (LIANG; NG, 2012)
Conference ANN AT, AF Romênia Índice (IUHASZ; TIREA; NEGRU, 2012)
Conference ANN AT, AF, AS Romênia Ação (TIREA; TANDAU; NEGRU, 2012)
Conference DM AT Indonésia - (WIDIPUTRA; PAHLEVI, 2012)
Conference Fuzzy AF EUA Índice (AGUIAR, 2012)
Conference Hypergraph AT China Ação (SHEN et al., 2012)
Conference Neuro-Fuzzy,

EA
AT China Ação (YANG; WU; LIN, 2012)

Conference R AF Malásia Ação (SIEW; NORDIN, 2012)
Conference R AS China Índice (LIU et al., 2012)
Conference SVM AT China Índice (YANG; DAI, 2012)
Conference Swarm AT EUA Índice e Ação (WANG; YU; CHEUNG, 2012)
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Quadro A.2 – Trabalhos publicados em 2013.

Meio Algoritmo Dados País Tipo_Ativo Referência
Journal EA AT EUA Índice (BODAS-SAGI et al., 2013)
Journal ANN AT EUA Índice (BEKIROS, 2013)
Journal ANN AT China Ação (MA et al., 2013)
Journal ANN AT EUA Ação (TICKNOR, 2013)
Journal ANN AT, Macro Brasil Ação (De Oliveira; NOBRE; ZÁRATE, 2013)
Journal ANN, R AT Brasil, EUA Ação (Alexandre MacEdo et al., 2013)
Journal Neuro-Fuzzy Macro Taiwan Índice (CHEN et al., 2013)
Journal Neuro-Fuzzy,

EA
AT Taiwan Índice (WEI, 2013)

Journal R AT Reino Unido Índice (CHEVAPATRAKUL, 2013)
Journal SVM AT Espanha Índice (DUNIS et al., 2013)
Journal SVM AT China Ação (LI; QIU; ZHANG, 2013)
Journal SVM, ANN, R AT, AS EUA Ação (ARIAS; ARRATIA; XURIGUERA, 2013)
Conference ANN AT Índia Índice (BHAT; KAMATH, 2013)
Conference ANN AT Índia Índice (DEVI; SUNDAR; ALLI, 2013)
Conference ANN AT China Índice (WU; YONG, 2013)
Conference ANN AT, AF, AS Romênia Ação (TIREA; NEGRU, 2013)
Conference ANN AT, AS França Índice (MARTIN, 2013)
Conference BC AS EUA Índice (RAO; SRIVASTAVA, 2013)
Conference HMM AT China - (XING et al., 2013)
Conference k-NN AT, Macro, AS EUA Índice (LAHMIRI; BOUKADOUM; CHARTIER, 2013)
Conference Neuro-Fuzzy AT, AF Malásia Ação (FAZLI; LEBRATY, 2013)
Conference SVM AF China Índice (HU et al., 2013)
Conference SVM AF, Macro EUA Ação (HU; ZHU; TSE, 2013)
Conference SVM AS China Ação (WANG et al., 2013)
Conference SVM AT Taiwan Ação (LIN; GUO; HU, 2013)
Conference SVM AT Bangladesh Ação (MEESAD; RASEL, 2013)
Conference SVM AT EUA Índice (XIA; LIU; CHEN, 2013)
Conference SVM, EA, BC AF Taiwan - (CHEN; CHEN, 2013)
Conference SVM, RF AT China Ação (XU; LI; LUO, 2013)
Conference SVM,DT AT China Contrato Futuro (WANG; LIU; WANG, 2013)
Conference SVM,Swarm AT Malásia Índice (ZHEN et al., 2013)
Conference Swarm, k-NN AT Brasil Ação (BRASILEIRO et al., 2013)

Quadro A.3 – Trabalhos publicados em 2014.

Meio Algoritmo Dados País Tipo_Ativo Referência
Journal ANN AT Índia Índice e Ação (BISOI; DASH, 2014)
Journal CBIR AT EUA Índice (TSAI; QUAN, 2014)
Journal DM AT Taiwan Índice (WU; WU; LEE, 2014)
Journal Neuro-Fuzzy AT Taiwan Índice (WEI; CHENG; WU, 2014)
Journal SVM AS China Ação (LI et al., 2014)
Journal SVM AT EUA Índice (ROSILLO; GINER; De La Fuente, 2014)
Journal SVM AT, AS Taiwan Ação (WU; YU; CHANG, 2014)
Journal Swarm AT EUA Ação (WANG; YU; CHEUNG, 2014a)
Conference EA AT EUA ETF (SAHIN; OZBAYOGLU, 2014)
Conference EA, R AT Japão Ação (ISHII; TAKEYASU, 2014)
Conference ANN AT Alemanha Ação (LOUWERSE; ROTHKRANTZ, 2014)
Conference ANN AT China Índice (WU; HE, 2014)
Conference ANN AT, AS EUA Ação (AHMED; SRIRAM; SINGH, 2014)
Conference FM AS China Índice (CHEN et al., 2014)
Conference Fuzzy AT Índia - (SADHU et al., 2014)
Conference Hypergraph AT China Ação (LUO et al., 2014)
Conference MKL AT Índia - (SIROHI; MAHATO; ATTAR, 2014)
Conference Neuro-Fuzzy AT Bangladesh Ação (MAHMUD; MEESAD, 2014)
Conference R AF EUA Ação (KAMP; BOLEY; GÄRTNER, 2014)
Conference SVM AS EUA Índice (MEESAD; LI, 2014)
Conference SVM AT EUA Ação (SHYNKEVICH et al., 2014)
Conference SVM AT China Índice (WANG; SHANG, 2014)
Conference SVM AT China Índice (WEN et al., 2014)
Conference Swarm AT EUA Ação (WANG; YU; CHEUNG, 2014b)
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Quadro A.4 – Trabalhos publicados em 2015.

Meio Algoritmo Dados País Tipo_Ativo Referência
Journal EA AT China Índice (HU et al., 2015)
Journal ANN AT, AF, Macro Alemanha Índice (HAFEZI; SHAHRABI; HADAVANDI, 2015)
Journal ANN, SVM, RF,

BC
AT Índia Índice (PATEL et al., 2015)

Journal ANN,DT,BC,k-
NN

AT Tailândia Índice (PALIYAWAN, 2015)

Journal BC AT, AS Turquia Índice (GUNDUZ; CATALTEPE, 2015)
Journal BFG Macro EUA, China Índice (WANG et al., 2015)
Journal DM AT EUA, Canadá,

China
Índice e Ação (XUE et al., 2015)

Journal Fuzzy Macro Taiwan Índice (CHEN; CHEN, 2015b)
Journal SVM AS China Índice (LIU et al., 2015)
Journal SVM AT EUA Ação (ZBIKOWSKI, 2015)
Journal SVM AT, Macro China Índice (CHAI et al., 2015)
Journal SVM, k-NN AT Índia Índice (NAYAK; MISHRA; RATH, 2015)
Conference EA AT Brasil - (Do Nascimento et al., 2015)
Conference EA AT EUA Índice (MACHADO; NEVES; HORTA, 2015)
Conference EA AT EUA Ação (SU; HADZIKADIC, 2015)
Conference ANN AT EUA, Brasil,

Rússia, Índia,
China

Índice (CAO; HU; CAO, 2015)

Conference ANN AT EUA, China Índice (DASH; DASH, 2015)
Conference ANN AT EUA Ação (WEI; CHAUDHARY, 2015)
Conference ANN AT China Ação (YANG; ZHANG, 2015)
Conference ANN AT EUA, Reino

Unido
Índice (ZHANG; PAN, 2015)

Conference ANN, SVM AT Teerã Ação (AZIMIFAR; ARAABI; MORADI, 2015)
Conference AT AT, Macro EUA Índice (IMAN; KEMIN, 2015)
Conference DM AT China Ação (ZHAO; WANG, 2015)
Conference DT AT Índia Índice (PANIGRAHI; MANTRI, 2015b)
Conference Fuzzy AT EUA Ação (SHAKERI et al., 2015)
Conference MKL AS EUA Ação (SHYNKEVICH et al., 2015)
Conference Neuro-Fuzzy AS Índia - (AHUJA et al., 2015)
Conference R AT Tailândia Ação (WICHAIDIT; KITTITORNKUN, 2015)
Conference RF AT Croácia Ações (MANOJLOVIĆ; ŠTAJDUHAR, 2015)
Conference RVM AT Servia Índice (MARKOVIĆ; STOJANOVIĆ; BOŽIĆ, 2015)
Conference SVM AT EUA Ação (CHANG; WU, 2015)
Conference SVM AT EUA Índice (HUANG et al., 2015)
Conference SVM AT EUA Ação (IACOMIN, 2015)
Conference SVM AT, AS China Índice (WEI; ZHANG; ZHOU, 2015)
Conference SVM, EA AT, Macro Brasil Índice (GONZALEZ; PADILHA; BARONE, 2015)
Conference SVM, DT AT Índia Índice (PANIGRAHI; MANTRI, 2015a)
Conference SVM, Swarm AT EUA Ação (SANDS et al., 2015)
Conference SVM, Swarm AT China Índice (YIN et al., 2015)
Conference Swarm AT Índia Índice (PRASANNA; MARAN, 2015)
Conference Swarm, BC AS EUA Ação (BOUKTIF; AWAD, 2015)
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Quadro A.5 – Trabalhos publicados em 2016.

Meio Algoritmo Dados País Tipo_Ativo Referência
Journal EA AT EUA Ação (DABHI; CHAUDHARY, 2016)
Journal ANN AT Índia Ação (CHANDAR; SUMATHI; SIVANANDAM, 2016)
Journal ANN AT, Macro Índia Commodity (CHANDAR; SUMATHI; SIVANADAM, 2016)
Journal ANN, EA AT Turquia Índice (GÖÇKEN et al., 2016)
Journal ANN, Swarm AT EUA Índice (CHIANG et al., 2016)
Journal DCT AT Arábia Sau-

dita
Índice (ALOUD, 2016)

Journal DD AT China Ação (CUI; LONG, 2016)
Journal DL AT EUA Ação (ROSAS-ROMERO; DÍAZ-TORRES; ETCHEVERRY, 2016)
Journal Fuzzy, EA AT EUA,

TAIWAN
Índice (SADAEI et al., 2016)

Journal Fuzzy, Swarm AT Taiwan Índice (DENG et al., 2016)
Journal Neuro-Fuzzy AT EUA Ação (ATSALAKIS; PROTOPAPADAKIS; VALAVANIS, 2016)
Journal R AT, AS EUA Ação (BIJL et al., 2016)
Journal SVM AT China Índice (QU; ZHANG, 2016)
Journal SVM, BC AT EUA Ação (NIE; JIN, 2016)
Journal TBL AT, AF, AS China Ação (LI et al., 2016)
Journal TM AT Taiwan Índice (CHEN; CHEN, 2016)
Conference R AF, Macro China Ação (XU; LAN; JIANG, 2016)
Conference R AT Chile Ação (De La Fuente-Mella et al., 2016)
Conference R AT, AF, AS - - (ATTIGERI et al., 2016)
Conference SVM AT EUA, In-

glaterra,
Japão

Ação e FO-
REX

(IACOMIN, 2016)

Conference SVM AT, AS Vietnã Índice (DUONG; NGUYEN; DANG, 2016)
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