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� RESUMO: Neste trabalho foi avaliada a modelagem por regressão não linear e por redes neurais 
artificiais para a estimativa da altura de árvores de eucaliptos. Os povoamentos estão localizados 
no município de Itiquira, MT. Os dados foram obtidos de 23 parcelas medidas aos quatro anos. O 
banco de dados foi dividido em dois conjuntos, um para o ajuste do modelo de regressão e 
treinamento das redes (70%) e o outro para validação da regressão e validação das redes 
treinadas (30%). O modelo de regressão não linear empregado foi o de Gompertz e as redes do 
tipo perceptron de múltiplas camadas (MLP). A avaliação da precisão das estimativas foi pelo 
coeficiente de correlação múltipla entre as alturas observadas e estimadas, raiz quadrada do erro 
médio em percentagem e a análises gráficas. Ambas as técnicas avaliadas são eficientes para a 
predição da altura de árvores. No entanto, as redes neurais apresentaram critérios estatísticos 
levemente superiores em relação à regressão. 

� PALAVRAS-CHAVE: Povoamento florestal; inventário florestal; predição. 

1 Introdução 

O estabelecimento de plantios comerciais com eucalipto é crescente em Mato 
Grosso, juntamente com a demanda de madeira por parte das indústrias que utilizam dessa 
matéria prima. Além disso, favorece a redução da pressão sobre as áreas nativas, o que 
minimiza os impactos ao meio ambiente.  

Para que as áreas de reflorestamento sejam conduzidas com sucesso, é 
imprescindível a realização de inventários florestais contínuos. Nos levantamentos 
realizados em povoamentos florestais equiâneos, uma das variáveis de maior interesse é o 
volume. Essa é a variável de maior importância para o conhecimento do potencial 
disponível em um povoamento florestal (THOMAS et al., 2006). Dentre os métodos de se 
avaliar o volume de árvores, é muito comum o uso de equações volumétricas de dupla 
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entrada, cujo volume é obtido ao se relacionar o diâmetro a 1,3 m de altura (DAP) e a 
altura (Ht) das árvores (MIRANDA et al., 2014). 

No entanto, a medição de alturas em povoamentos florestais é uma atividade 
onerosa, uma vez que, em comparação com a medição do diâmetro, sua obtenção não é 
fácil. Com isso, nos inventários florestais é utilizada uma ferramenta que ajuda na 
economia de tempo e capital, são os modelos baseados em relações hipsométricas 
(MENDONÇA et al., 2015). 

O uso de equações para estimação da altura é bastante usual, visto que durante a 
medição direta alguns problemas podem ocorrer, como falta de visibilidade do topo da 
árvore em povoamentos densos, bem como a ocorrência de ventos, sobretudo em plantios 
de eucalipto (MENDONÇA et al., 2011; BINOTI et al., 2013b).  

Uma alternativa promissora para a modelagem da relação hipsométrica consiste no 
uso de redes neurais artificiais – RNA (BINOTI et al., 2013a). Essas redes são sistemas 
computacionais paralelos constituídos por unidades de processamento simples, também 
denominadas neurônios artificiais ou nodos, conectadas entre si de maneira específica 
para desempenhar determinada tarefa (KOVÁCS, 1996; BRAGA et al., 2000; HAYKIN, 
2001). 

Redes neurais artificiais, considerada um termo raro há cerca de três décadas atrás na 
literatura cientifica, representa atualmente uma promissora área de pesquisa 
multidisciplinar (KOVÁCS, 1996; SILVA et al., 2010), e constituem puramente uma 
teoria para o estudo de diversos fenômenos, inclusive em manejo e mensuração florestal. 

A utilização de RNA na ciência florestal brasileira é recente, no entanto, tem sido 
cada vez mais frequente a utilização dessa técnica para estimação de diversos parâmetros 
florestais, e muitas vezes com resultados melhores do que aqueles obtidos pelo emprego 
de regressão. Estudos comprovam a eficiência de RNA para situações como: estimação de 
volume (GORGENS et al., 2009; ÖZÇELIK et al., 2010; BINOTI et al., 2014), altura 
(BINOTI et al., 2013a; ÖZÇELIK et al., 2013), afilamento (LEITE et al., 2011), 
crescimento e produção (CASTRO et al., 2013; BINOTI et al., 2015).  

Uma das grandes vantagens do uso de RNA, é que elas possibilitam a utilização de 
variáveis dendrométricas, edáficas, climáticas, regiões, entre outras (HAYKIN, 2001; 
BINOTI, 2010). 

Desse modo, pesquisas sobre redes neurais artificiais são de grande utilidade no 
meio florestal, visto que a técnica apresenta bons resultados em diversos ramos das 
ciências. Assim, o objetivo deste trabalho foi avaliar a modelagem por regressão não 
linear e por redes neurais artificiais para a predição da altura de árvores de eucaliptos em 
povoamentos situados na região sudeste de Mato Grosso. 

2 Material e métodos 

2.1 Localização e descrição do experimento 

Os dados do estudo provêm de um inventário florestal realizado em povoamentos de 
eucalipto localizado em três fazendas (I, II e III) no município de Itiquira, região sudeste 
de Mato Grosso. De acordo com a classificação climática de Köppen a região possui 
clima tropical do tipo Aw (tropical com estação seca). A altitude varia de 200 a 300 m, a 
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precipitação média entre 1600 e 1900 mm e a temperatura média varia entre 22 a 24 ºC 
(ALVARES et al., 2013).  

Os povoamentos foram implantados em 2009 em espaçamento de 3x3 m. Os dados 
foram obtidos de 23 parcelas medidas aos quatro anos de idade, sendo que os 
povoamentos das fazendas I e III são provenientes de material clonal e da fazenda II é de 
origem seminal. 

As parcelas foram distribuídas de maneira aleatória, com uma intensidade de 
amostral de aproximadamente, uma parcela a cada três hectares. As parcelas foram 
circulares, com área de 400 m², sendo medidos os diâmetros a 1,3 m de altura com casca 
(DAP) e a altura total (Ht) de todas as árvores da parcela. As principais características das 
variáveis dendrométricas dos povoamentos estão apresentadas na Tabela 1. 

 

Tabela 1 - Estatística descritiva do diâmetro a 1,3 m de altura (DAP - cm) e da altura total 
(Ht - m) dos povoamentos de eucalipto no município de Itiquira, MT 

Fazenda Variáveis Mínimo Média Máximo Desvio padrão CV (%) 

I 
DAP 5,5 13,7 20,0 3,36 24,60 

Ht 10,5 20,3 25,4 3,11 15,28 

II 
DAP 2,0 14,3 27,9 4,93 34,47 

Ht 4,4 17,9 29,8 4,01 22,42 

III 
DAP 3,6 12,8 17,6 2,19 17,10 

Ht 8,0 18,7 23,9 2,44 13,03 
CV = coeficiente de variação. 
 

Após a obtenção do banco de dados, os mesmos foram divididos em dois conjuntos, 
um para o ajuste do modelo de regressão e treinamento das redes (70%) e o outro para 
validação da regressão e das redes treinadas (30%). Segundo Binoti et al. (2015), o 
procedimento de validação deve ser aplicado para verificar a capacidade de uma rede 
neural produzir saídas adequadas para entradas que não estavam presentes durante o 
treinamento. 

2.2 Estimativa da altura por regressão 

Para gerar as estimativas das alturas por regressão, foi ajustado o modelo não linear 
de Gompertz (Equação 1). O modelo foi ajustado, utilizando o programa CurveExpert 
versão 1.4 (HYAMS, 1993). 

�� = ∅� ����∅	
∅���� + � (1) 

em que: Ht = altura total (m); DAP = diâmetro a 1,3 m de altura (cm); ∅1,  ∅2 e ∅3 = 
parâmetros do modelo; e ε = erro aleatório, sendo ε~N(0, σ²). 

Optou-se por este modelo, divido ser considerado simples, popular e de fácil 
utilização, além de apresentar grande poder explicativo para os mais diversos usos e 
ramos da ciência. No meio florestal o modelo de Gompertz é amplamente aplicado para 
descrever o crescimento de diversas variáveis dendrométricas de árvores (LIAO et al., 
2003; CALEGARIO et al., 2005; PÖDÖR et al., 2014) e também é utilizado em relações 
hipsométricas (BATISTA et al., 2001; MORAES NETO et al., 2010; ARAÚJO, 2015). 
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2.3 Estimativa da altura por redes neurais artificiais 

Redes neurais artificiais (RNA) é um sistema computacional paralelo constituído de 
várias unidades de processamento simples, conectadas entre si, que calculam 
determinadas funções matemáticas (normalmente não-lineares) (KOVÁCS, 1996; 
HAYKIN, 2001). Tais unidades são dispostas em uma ou mais camadas e interligadas por 
um grande número de conexões, geralmente unidirecionais (BRAGA et al., 2000). Na 
maioria dos modelos estas conexões estão associadas a pesos, os quais armazenam o 
conhecimento representado no modelo e servem para ponderar a entrada recebida por 
cada neurônio da rede. O funcionamento destas redes é inspirado em uma estrutura física 
concebida pela natureza: o cérebro humano (BRAGA et al., 2000; HAYKIN, 2001). 

Segundo Haykin (2001), uma RNA pode ser constituída por uma ou mais camadas. 
Cada camada pode conter um ou mais neurônios (unidades de processamento simples). A 
camada de entrada só recebe os valores (quantitativos ou qualitativos) das variáveis 
fornecidas e as transmite para a camada intermediária. A camada intermediária ou oculta e 
a camada de saída mapeiam o conhecimento, processamento as informações, com seus 
neurônios também chamados de nós de computação. Um nó de computação k recebe os 
sinais de entrada (xi) e pondera-os com pesos (wKi); uma soma é obtida por adição das 
entradas multiplicado por seus respectivos pesos e adicionando um sinal preconizado (bk). 
O resultado dessa soma (vk) atua através de uma função de ativação [f (vk)] e fornece a 
saída do neurônio (yk). Um exemplo de uma rede neural e um neurônio artificial é 
mostrado na Figura 1. 

 

Figura 1 - Estrutura de uma rede neural e um neurônio artificial (adaptado: HAYKIN, 2001). 

 
O treinamento de uma RNA inicia pela apresentação dos dados (variáveis de entrada 

e saída) a uma arquitetura pré-estabelecida ou não (depende do software). O processo de 
treinamento inicia com valores aleatórios dos pesos e com base nestes valores a primeira 
saída é comparada com o respectivo valor real da primeira observação. A diferença entre a 
saída estimada pela rede e o valor real gera um sinal de erro que calibra o ajuste de pesos 
iniciando assim um novo ciclo, a fim de aproximar a saída do resultado desejado, ou seja, 
de minimizar o erro (HAYKIN, 2001). 
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Matematicamente um modelo básico de neurônio artificial pode ser descrito pela 
seguinte expressão:  

 �� = �����, (2) 

em que: yk = saída do neurônio artificial; �  = função de ativação; vk = resultado do 
combinador linear, assim representado: 

 

�� =� ����
�
� , (3) 

em que: vk = combinador linear; xm é o número de entradas; e wm é o peso para cada 
entrada de m. 
 

A estimativa da altura foi realizada de acordo com Binoti (2012), pelo treinamento 
de redes do tipo perceptron de múltiplas camadas, comumente conhecidas como MLP 
(Multilayer Perceptron), que conforme Hornik et al. (1989) possui capacidade universal 
de aproximação de funções. As variáveis numéricas foram normalizadas linearmente em 
intervalos de 0 a 1, e as variáveis categóricas passaram por uma transformação chamada 
de codificação, ou seja, cada variável recebe um código numérico que possibilite o cálculo 
do neurônio artificial.  

Para configuração, treinamento e validação das RNAs, utilizou-se o software 
NeuroFlorest  3.2, que permite a utilização de somente uma camada oculta, mas segundo 
o “teorema da aproximação universal”, apenas uma camada oculta é suficiente para uma 
rede MLP realizar a aproximação de qualquer função contínua (CYBENKO, 1989). 

Foram treinadas quatro RNAs, com três neurônios na camada de entrada, três na 
camada oculta e um na camada de saída, formando a seguinte arquitetura: 3-3-1. As 
entradas numéricas utilizadas foram: diâmetro à altura do peito (DAP); diâmetro máximo 
(DAPmax) e como variável categórica (não numérica) utilizou-se as três fazendas (I, II e 
III). 

No software NeuroFlorest,  o processo de determinação do número de neurônios na 
camada oculta é definido pelo usuário, sendo assim, foi considerado que um número 
excessivo de neurônios pode acarretar a memorização dos dados de treinamento, processo 
conhecido como overfitting. Por outro lado, um pequeno número de neurônios na camada 
oculta pode não ser suficiente para a realização da tarefa desejada, fenômeno conhecido 
como underfitting (BRAGA et al., 2000; SILVA et al., 2010). Dessa forma, o mais 
indicado é optar por configurações simples (BINOTI et al., 2014; LEAL et al., 2015).  

Foi utilizado o tipo de treinamento Resilient Propagation RPROP+, com função de 
ativação sigmoidal na camada oculta e de saída (Equação 4). A escolha dessa função se 
deu por ser a mais comum na construção de redes neurais artificiais (CORNE et al., 2004; 
BINOTI, 2010).O algoritmo de treinamento Resilient Propagation, descrito por 
Riedmiller e Braun (1993), representa uma variante do algoritmo backpropagation 
(retropropagação do erro), e tem como vantagem a facilidade de calcular e adquirir 
aprendizagem sobre determinado problema, pelo fato de seu ajuste de pesos dependerem 
mais do sinal dos gradientes de erro, além de ser mais eficiente e recomendado para 
RNAs do tipo Multilayer Perceptron (RIEDMILLER; BRAUN, 1993). 
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���� = 11 + �� ∅! (4) 

em que:	# = função de ativação sigmoide; ∅ = estimativa do parâmetro que determina 
inclinação da função sigmoidal; u = potencial de ativação da função. 

Segundo Braga et al. (2000) existem vários métodos para a determinação do 
momento em que o treinamento de uma rede neural deve ser encerrado. Estes métodos são 
chamados de critérios de parada, e os mais utilizados são: 1) encerrar o treinamento após 
N de ciclos; 2) encerrar o treinamento após o erro quadrático médio ficar abaixo de uma 
constante α; 3) encerrar o treinamento quando a porcentagem de classificações corretas 
estiver acima de uma constante α; 4) combinação dos métodos anteriores. Deve-se 
considerar que o número exagerado de ciclos pode levar a rede à perda do poder de 
generalização (overfitting). Também, com pequeno número de ciclos a rede pode não 
chegar ao seu melhor desempenho (underfitting) 

Dessa forma, como critério de parada do treinamento das redes, utilizou-se: o 
número total de ciclos igual a 3.000, ou o erro quadrático médio inferior a 1%, conforme 
Leal et al. (2015). Portanto, finalizou-se o treinamento quando um dos critérios foi 
atingido. 

2.4 Avaliação das estimativas obtidas por regressão e por redes neurais 

A avaliação da precisão das estimativas foi pelas seguintes estatísticas: coeficiente 
de correlação múltipla entre as alturas observadas e estimadas ($%%&), raiz quadrada do erro 
médio em percentagem (RQEM%) e a análise gráfica da dispersão dos resíduos (E%), 
obtidas pelas Equações 5, 6 e 7, respectivamente. 

'((& = )*��ℎ, ℎ,�
-./�ℎ�.²�ℎ,� (5) 

1234% = 100ℎ 7∑ �ℎ9 − ℎ,9�²;9<= >  (6) 

3% = ?ℎ9 − ℎ,ℎ9 @100 (7) 

em que: cov = covariância; h = altura observada; %&	= altura estimada; S² = variância; %=média das alturas observadas; n = número de casos. 
O $%%& indica a relação entre a altura observada e a altura estimada. Embora esse 

indicador estatístico não permita inferir, diretamente, sobre igualdade das unidades entre 
valores observados e estimados (CAMPOS; LEITE, 2013), a correlação indica o grau de 
associação entre valores observados e estimados que, em associação com a análise de 
resíduos, permite inferir sobre a qualidade da estimação. Quanto mais próxima de 1, 
maior a correlação entre as variáveis  (BINOTI et al., 2015).  

A RQEM avalia a diferença quadrática média entre os valores observados e os 
valores estimados (BINOTI et al., 2015). Quanto menor o RQEM, melhor a precisão da 



562 Rev. Bras. Biom., São Paulo, v.33, n.4, p.556-569, 2015 

estimativa (MEHTÄTALO et al., 2006), e a análise gráfica dos resíduos consistiu na 
verificação estatística da dispersão dos erros (E) percentuais em relação aos valores 
observados e estimados. 

O modelo de regressão e as redes foram avaliados quanto à eficiência, por meio do 
teste t, ao nível de 95% de probabilidade, comparando valores observados e valores 
estimados no conjunto de validação. 

3 Resultados e discussão 

Os coeficientes das equações de relação hipsométrica ajustadas para as três fazendas 
a partir do modelo de Gompertz estão apresentados na Tabela 2. O coeficiente de 
correlação entre os valores observados e estimados ($%%&) foi de 0,893 para o conjunto de 
ajuste e 0,887 para a validação.  O valor de RQEM obtido no ajuste e na validação foi de 
9,46% e 9,57% respectivamente. As estimativas apresentaram valores estimados 
estatisticamente iguais aos observados pelo teste t, denotando que o modelo empregado é 
eficiente para estimativa da variável dependente (Ht) em função da variável independente 
(DAP). 
 

Tabela 2 - Parâmetros e estatísticas de ajuste do modelo de Gompertz empregado para 
estimativa da altura de árvores de eucalipto no município de Itiquira, MT 

Faz. ∅= ∅/ ∅A 
Ajuste   Validação Teste t 

(p-value) '((& RQEM%  '((& RQEM% 
I 25,449 0,8626 0,1833 

0,893 9,46 
 

0,887 9,57 
 

II 24,710 0,5612 0,1268  0,254ns 

III 26,480 0,6059 0,1316   
Faz. = fazenda; ∅1, ∅2 e ∅3 = coeficiente de regressão; '((&  = correlação entre as alturas observadas e estimadas; 
RQEM% = raiz quadrada do erro médio em percentagem; ns =  não significativo ao nível de 95% de 
probabilidade. 

 
Por meio da dispersão dos resíduos, foi observado que tanto no ajuste quanto na 

validação o comportamento da equação foi semelhante, com valores distribuídos 
adequadamente, porém com uma leve tendência de superestimação para os menores DAPs 
e subestimação para os menores DAPs (Figura 2). 

Os histogramas de frequência dos erros apresentaram uma distribuição adequada, 
com as maiores frequência nas classes próximas a -10% e 10% de erro. De acordo com 
Campos e Leite (2013) a avaliação dos resíduos em forma de histogramas é um tipo de 
análise interessante, pois quando há um grande número de observações, somente os 
gráficos de dispersão podem levar ao risco de má interpretação, uma vez que ocorrem 
diversos pontos sobrepostos no gráfico. 
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Figura 2 - Altura observada versus estimada, resíduos e histograma de frequência dos erros para as 
estimativas obtidas pelo modelo de Gompertz. 

 
Resultados semelhantes em que o modelo de Gompertz apresenta estimativas 

satisfatórias em relações hipsométricas foram obtidos por Moraes Neto et al. (2010), para 
eucaliptos no Distrito Federal; Vendruscolo et al. (2015) para eucaliptos em Mato Grosso 
e Araújo (2015) para Calycophyllum spruceanum (Benth) no Amapá e Pará.  Modelos não 
lineares apresentam características favoráveis para relações hipsométicas devido a sua 
fundamentação biológica e maior flexibilidade de ajuste aos dados (BATISTA et al., 
2001; HESS et al., 2014). 

As quatro redes treinadas apresentaram estatísticas de precisão semelhantes, tanto 
em correlação quanto em RQEM% no treinamento e na validação (Tabela 3).  
 

Tabela 3 - Estatísticas de precisão das redes neurais artificiais (RNA) treinadas para 
estimativa da altura de árvores de eucalipto no município de Itiquira, MT 

Faz. RNA 
Treino   Validação Teste t 

(p-value) '((& RQEM%   '((& RQEM% 

I, II e III 

1 0,895 9,34   0,889 9,47 0,244ns 

2 0,895 9,37   0,889 9,51 0,260ns 

3 0,894 9,38   0,889 9,49 0,229ns 

4 0,895 9,35   0,889 9,50 0,296ns 

Faz. = fazenda;'((&  = correlação entre as alturas observadas e estimadas; RQEM% = raiz quadrada do erro médio 
em percentagem; ns =não significativo ao nível de 95% de probabilidade. 

 
Os valores observados e estimados foram estatisticamente iguais pelo teste t, 

mostrando a precisão das estimativas pelas quatro RNA.  Entretanto, a RNA 1 foi 
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ligeiramente superior no treino em relação as demais com o maior valor de'((&(9,34) e 
menor valor de RQEM (9,34%), além de na validação também apresentar o menor valor 
de RQEM (9,47%). Assim, para a RNA 1também foram avaliados os gráficos da altura 
observada versus estimadas, resíduos e histogramas de frequência de erros (Figura 3). 

 
 

 

 
 

Figura 3 - Altura observada versus estimada, resíduos e histograma de frequência dos erros para 
estimativas obtidas pela RNA 1. 

A RNA1 que obteve as melhores estatísticas de treino e validação, apresentou 
comportamento semelhante em relação as estimativas obtidas por regressão, diante dos 
valores observados versus estimados, distribuição dos resíduos em porcentagem e os 
histogramas de frequência dos erros para o conjunto de ajuste e validação. Assim, as duas 
técnicas são eficientes para estimação da altura de eucaliptos. No entanto, foi observado 
que os valores de '((& e RQEM%, obtidos pela rede, tanto para o conjunto de treino 
quanto na validação foram superiores, em relação à regressão, indicando que as RNAs 
podem oferecer maior precisão. A Tabela 4 apresenta um resumo dos indicadores 
estatísticos das duas técnicas de modelagem utilizada. 
 
Tabela 4 - Estatísticas de precisão obtidas pelo modelo de Gompertz e pela RNA 1, para 

estimativa da altura de árvores de eucalipto em Itiquira, MT. 

Técnica 
Treino   Validação '((& RQEM%   '((& RQEM% 

Gompertz 0,893 9,46   0,887 9,57 
RNA 1 0,895 9,34   0,889 9,47 

RNA = redes neurais artificiais; '((&  = correlaçãoentre as alturas observadas e estimadas; RQEM% = raiz 
quadrada do erro médio em percentagem; ns = não significativo ao nível de 95% de probabilidade. 
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Mesmo que as duas técnicas tenham apresentado indicadores estatísticos bastante 
semelhantes, vale ressaltar que diferentemente do modelo de regressão ajustado por 
fazenda, para o treinamento das redes não houve estratificação dos dados, sendo esse o 
grande diferencial das RNAs. A possibilidade de inserção de variáveis categóricas (não 
numéricas) no ajuste geraram resultados precisos, e sem tendenciosidade. 

Binoti et al. (2014) também observou pouca variação entre as estimativas 
volumétricas para Eucalyptus spp. obtidas por RNAs e por regressão, mas apontaram a 
vantagem das RNAs pelo fato da inclusão de variáveis categóricas. No estudo, os autores 
ainda mencionam que uma rede pode explicar a variação volumétrica em relação a mais 
de 50 modelos volumétricos ajustados, visto que a base de dados utilizada era muito 
ampla, necessitando de estratificação para a aplicação do método convencional de 
regressão. 

Outros estudos como os desenvolvido por Binoti et al. (2013b) utilizando redes 
neurais artificiais para estimação da altura de povoamentos equiâneos de eucalipto, e 
mostram que a técnica foi altamente eficiente para tal problema. Özçelik et al. (2013), 
utilizando modelos de regressão não linear e redes neurais artificiais, para estimativa da 
altura de zimbro da Criméia, concluíram que a utilização de redes neurais é uma 
alternativa eficaz em relação a modelagem por regressão, devido a alta precisão das 
estimativas. Araújo (2015) avaliando a modelagem por regressão e redes neurais para 
estimativa da altura de Calycophyllum spruceanum afirma que as redes neurais artificiais 
resultam em estimativas tão precisas quanto os modelos tradicionais de regressão, e 
destaca a vantagem das RNA devido sua flexibilidade em relação a inserção de mais 
variáveis explicativas simultaneamente, como a idade do povoamento. 

As curvas das alturas observadas e estimadas em função do DAP mostram o 
comportamento das estimativas obtidas pela regressão e pela RNA 1 (Figura 4). Nota-se a 
presença de três linhas de ajuste bem definidas, que compreendem as diferentes 
fazendas(I, II e III). Considerando que não houve estratificação dos dados é notório o 
potencial da utilização de redes neurais para estimativa da altura de árvores com inserção 
de variáveis categóricas. Além disso, do ponto de vista operacional, o método permite 
reduzir muito o tempo gasto com ajustes e avaliações de modelos de regressão 
principalmente em situações com muitos estratos. 
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Figura 4 - Curvas hipsométricas obtidas por regressão e por redes neurais para povoamentos de 
eucalipto em Itiquira, MT. 

Outro aspecto importante, porém não avaliado neste estudo, é a possibilidade de 
redução de custos no inventário florestal com a utilização de redes neurais. A exemplo 
disso, destaca-se o trabalho de Binoti et al. (2013a), que  propuseram, construíram e 
validaram um modelo para estimar a altura de povoamentos equiâneos de eucalipto, 
visando redução dos custos do inventario florestal e concluíram que o uso das RNAs foi 
eficiente e permitiu reduzir o número de medições da variável altura, sem nenhum 
prejuízo a precisão requerida. 

Conclusões 

As duas técnicas avaliadas são eficientes para a predição da altura de árvores. No 
entanto, as RNAs apresentaram critérios estatísticos levemente superiores à modelagem 
por regressão. 

As redes apresentam alto potencial para tal utilização, e uma de suas vantagens é a 
inserção de variáveis categóricas no treino. 
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� ABSTRACT: In this work was evaluated the nonlinear regression modeling and artificial neural 
networks to estimate the eucalyptus trees tall. The stands are located in Itiquira, MT. Data were 
obtained from 23 parcels measured at four years old. The database was divided into two sets, one 
for the adjustment of regression models and training the networks (70%) and the other to 
validate the regression and validating the trained networks (30%). The nonlinear regression 
model was used the Gompertz and the networks of the multilayer perceptron (MLP). The 
evaluation of the estimates accuracy was by the multiple correlation coefficient between the 
observed and estimated heights, square root of the average error in percentage and graphical 
analysis. Both evaluated techniques are effective for predicting the height of trees. However, 
neural networks statistical criteria showed slightly higher relative to the regression. 
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