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RESUMO

SILVA, José Waldemar da. Análise bayesiana de um modelo linear
generalizado misto: emprego no melhoramento de plantas. 2004. 77 p.
Dissertação (Mestrado em Estatística e Experimentação Agropecuária) -
Universidade Federal de Lavras, Lavras, MG.*

A análise de dados experimentais freqüentemente envolve tratamentos
de efeitos aleatórios. Sãotambém relativamente freqüentes dados de contagens
para características de interesse, que em geral apresentam distribuição Poisson.
Nestes casos a forma adequada de analise é ajustar modelos lineares
generalizados mistos (MLGM). E comum a realização de inferências de forma
assintótica usando aproximações normais do modelo descrito acima. Embora
muitas vezes tais aproximações sejam satisfatórias, a inferência bayesiana
permite a obtenção de distribuições exatas a posteriori para cada parâmetro.
Neste trabalho foi aplicada a amostragem Gibbs para o ajuste de um MLGM
usando a inferência bayesiana emum ensaio envolvendo dados de contagens de
tuberculos graúdos em batata, visando a obtenção de estimativas de parâmetros
genéticos como herdabilidades, componentes da variância e valores genéticos.
Para ilustrar a metodologia foram utilizados dados experimentais do Programa
de Melhoramento Genético de Batata da Universidade Federal de Lavras
(UFLA). Implementou-se um algoritmo no software R paraa amostragem Gibbs
dasdistribuições a posteriori nasquais se pôde estimar os parâmetros genéticos e
fenotípicos de interesse. Foram também tomadas amostras de combinações
lineares e não lineares dos parâmetros originais do modelo, gerando novas
distribuições a posteriori e respectivas inferências. Em virtude dos resultados
apresentados, pode-se atestar que a inferência bayesiana é uma forma adequada
e confiável paraa análise de dados experimentais emgenética.

Palavras Chaves: batata, componentes da variância, inferência bayesiana,
modelos lineares generalizados mistos, modelo Poisson.

Orientador: Prof. Dr. Júlio Sílvio de Sousa Bueno Filho - UFLA.



ABSTRACT

SILVA, José Waldemar da. Bayesian annalysis of a generalized linear mixed
model in plant breeding. 2004. 77 p. Dissertation (Master in Statistics and
Agricumiral Experimentation) - Universidade Federal de Lavras, Lavras, MG.*

Analysing experimental data in genetics is a common assumption that
treatment effects comes from a probability distribution. Count data that shows
Poisson distribution are also common responses for many economic important
traits. In this case the correct analysis is based on fitting a generalized mixed
linear model (GMLM). Assimptotic inference using normal approximation of
the above model is a common choice. Although this usually results in good
analysis, bayesian inference makes possible to get the exact posterior
distributions for each parameter. In this work we had implemented Gibbs
sampling to Gt a GMLM using bayesian inference on data from a fíeld trial on
numbers of large tubers in potato, to get estimates of genetic parameters as
heritabilities, variance components and genetic values. As an example it was
used experimental data from the potato breeding program of the Universidade
Federal de Lavras (UFLA). A Gibbs Sampling algorithm was implemented on R
to get the posterior distributions on which inference on each genetic and
phenotypic parameter can be done. Samples from linear and non-linear
combinations of the original parameters of the model wer also taken, getting
addictional posterior distributions and respective inferences. Results support the
idea that bayesian inference is na elegant and reliable way to annalyse genetic
experiments.

Key Words: bayesian inference,variancecomponents, generalized mixed linear
models, Poisson models, potato.

Adviser: Prof. Dr. Júlio Sílvio de Sousa Bueno Filho - UFLA.



1 INTRODUÇÃO

Nas diversas áreas da pesquisa agronômica o pesquisador depara-se com

situações em que variável a ser analisada è contagem, e ainda é necessário

atender às pressuposições de normalidade e homogeneidade da variância para a

utilização do teste F. Em outras situações os modelos a serem ajustados

envolvem efeitos fixos e aleatórios: no primeiro caso o interesse estánas médias

dos fatores e, no segundo, o interesse são as estimativas das componentes da

variância ou, nos parâmetros associados àvariabilidade das variáveis respostas.

A teoria de modelos lineares generalizados (Nelder & Wedderburn,

1972) propiciou uma melhor tratabilidade de dados, pois admite-se, nesta teoria,

qualquer distribuição da família exponencial. Assim, a única pressuposição que
deve ser atendida para a análise com as técnicas de modelos lineares clássicos é

ade independência. Oobjetivo desta metodologia éusar uma função que liga os
valores observados aos valores esperados de uma combinação linear dos efeitos
sistemáticos.

Na área de genética o uso da teoria de modelos lineares mistos tem se

mostrado uma técnica de grande importância, visto que, nesta área, a análise de

componentes da variância é de grande utilidade, permitindo cálculo de

herdabilidades para a seleção de determinadas características.

Segundo Schall (1991), dois problemas são encontrados em modelos

lineares generalizados mistos. O primeiro é a dificuldade para justificar uma
distribuição para os efeitos aleatórios. Osegundo é que a estimação baseada em
máxima verossimilhança envolve integrais que em certos casos não têm soluções
analíticas, tomando-se assim, necessário o uso de algoritmos de integração
numérica.

A possibilidade de estabelecer uma distribuição para os parâmetros e
através dela realizar inferências exatas, tem demonstrado uma grande motivação



para a utilização da inferência bayesiana. Isto porque, muita vezes, problemas

que têm solução complicada na análise frequentista têm solução bayesiana

simples e direta.

Uma das vantagens de realizarinferências estatísticas por meio da teoria

bayesiana sobre os parâmetros ou sobre dados não observados é que elas são

feitas em termos de probabilidade estabelecida (Gelmam et ai., 1995).

A abordagem bayesiana possibilita a construção de intervalos de

credibilidade para as estimativas dos parâmetros, estando a confiabilidade

(precisão) dos parâmetros associada com a quantidade e precisão das

informações utilizadas (Resende, 2002).

Tamanho amostrai finito não é problema para a teoria bayesiana. Para

qualquer conjunto de dados, pequeno ou grande, existirá uma distribuição a

posteriori exata para a realização de inferências. Um outro fato a serconsiderado

em análise bayesiana é que as inferências realizadas são condicionadas aos

dados, ou seja, permitem a análise completa sem violar o Princípio da

Verossimilhança, no qual toda a informação contida na amostra ou experimento

encontra-serepresentada na função de verossimilhança.

Assim, incorporando na análise todas as informações a priori e todas as

que provem do experimento, obtem-se uma distribuição posteriori conjunta, na

qual devem ser realizadas asinferências de interesse.

Este trabalho teve por objetivo utilizar a metodologia de modelos

lineares generalizados mistos e inferência bayesiana na análise de um

experimento de melhoramento de batata em que o interesse foi a obtenção de

estimativas de parâmetros genéticos como herdabilidades, componentes da

variância e valores genéticos dos cruzamentos.



2 REFERENCIAL TEÓRICO

2.1 Experimentação em melhoramento de plantas

Em genética é comum considerar fatores de um modelo linear como

aleatório. Por exemplo, considerando efeitos genéticos como fator aleatório,

pode se estimar a variabilidade do genótipo para determinada característica. Se a

variabilidade genética é alta, comparada com a ambiental, tem-se uma boa

oportunidade para realizarseleção. Neste caso, os genótiposno experimento são

considerados como uma amostra da população de genótipos na qual se deseja

realizar inferências.

Quando for razoável assumir que uma amostra de indivíduos, como os

níveis de um determinado fator, provémde uma populaçãode níveis e que estes

são representativos de tal população, então são considerados de efeitos

aleatórios. Modelos que possuem efeitos fixos e aleatórios, podem ser escritos

como segue:

y = Xp + Zu+e, (2.1)

em que y é o vetor de observações de dimensões (n x 1), n o número de

observações , X a matrizde incidência do modelopara efeitos fixos (n x p), p o

número de parâmetros associados aos efeitos fixos, p o vetor de parâmetros

fixos (p x 1), Z a matriz de incidência para efeitos aleatórios (n x q), q o

número deparâmetros associados aos efeitos aleatórios, u o vetorde parâmetros

aleatórios e e ~N(0,Ia2) o vetor deresíduos (nx 1).

Nos modelos lineares, efeitos fixos são usados para modelar a média

enquanto os efeitos aleatórios estabelecem a estrutura de variância-covariância



da variável resposta (y). Uma das razões para a ocorrência de efeitos aleatórios é

a simplificação na especificação dos distintos componentes da variância (var(y))

(McCuIloch & Searle, 2001), importantes parâmetros na pesquisa genética.

Segundo os mesmos autores, a pressuposição de normalidade é requerida tanto

para os modelos de efeitos fixos quanto para os modelosmistos.

A eficiência dos delineamentos do tipo blocos casualizados ou

quadrados latinos estárelacionada com o controle local efetuado pelos blocos ou

colunas e linhas destes delineamentos. Porém, a quantidade de materiais a serem

avaliados em melhoramento de plantas, em certos experimentos, é muito grande;

desta forma, toma-se impossível obter áreas extensas e homogêneas de tal forma

que o controlelocal seja satisfatório.

Para solucionar tal problema, Yates (1936) introduziu o delineamento

em blocos incompletos, nos quais o número de parcela por blocos é menor que o

número de tratamentos.

O delineamentoem látice quadrado com tratamentos adicionais, um tipo

de delineamentode blocos incompletos, pode ser utilizado quando se deseja uma

precisão maior na comparação de materiais a serem melhorados com outros de

comportamentojá conhecido (Ramalho et ai., 2000).

Muitos modelos na experimentação não apresentam erros normais

devido ao rato de que as variáveis podem ser contagens e, portanto, provêm de

uma distribuição Poisson. Nestes casos, os pesquisadores usam transformações

(Bartlett, 1947) para atender esta pressuposição requerida pelos modelos lineares

e modelos lineares mistos. Hinkelmann & Kempthome (1994) apresentam

algumas transformações de dados para atender as pressuposições de aditividade

e homogeneidade da variância na análise de dados experimentais, tais como yjy

para dados de contagens e arcsen-sjy para dados de proporções.



O objetivo da transformação é obter os dados em uma escala mais

apropriada para que a análise seja viável, porém a escolha de uma transformação

que reproduza todas as pressuposições simultaneamente não é tarefa fácil.

2.2 Modelos Lineares Generalizados

Para atender a pressuposição de normalidade para os resíduos em

modelos lineares, geralmente usam-se transformações do tipo logarítmica, raiz

quadrada e outras. Uma generalização dos modelos de distribuição normal são

os modelos lineares generalizados (MLG), propostos por Nelder & Wedderbun

(1972) em que o objetivo é analisaros dados de acordo com suas características,

ou seja, utilizar uma distribuição adequada para a natureza das observações e

aplicar uma transformação nos valores esperados de interesse (McCulloch &

Searle, 2001), chamada função de ligação.

O modelo deve ser estruturado definindotrês componentes:

1 - Uma distribuição para as variáveis aleatórias. As observações em geral são

assumidas como medidas independentes e pertencentes a uma distribuição da

família exponencial

yt-indep.f^iy.)

(2.2)

em que 6; e <|> sãoparâmetros e b(0j) e c(Vj,<j>), funções conhecidas.



2 - Variáveis preditoras ou explicativas que são expressas como uma

combinação linear dos efeitos.

r, = Xp,

em que r\ é o vetor de preditores lineares (n X 1).

3 - Uma função de ligação entrea média e uma combinação linear das variáveis

preditoras.

*W=* , (2.3)
n =s(hí)=AP => v-i =g'1 (n)

em que g(.) é uma função conhecida, chamada função ligadora.

Existem algumas funções candidatas naturais a ligações para algumas

distribuições de probabilidade mais comuns. Estas são as chamadas funções de

ligação canônicas, observadas ao colocar a distribuição de probabilidade na

forma exponencial.

2.2.1 Modelo Poisson

Vários fenômenos observáveis na experimentação apresentam dados de

contagens; assim a distribuição Poisson se toma de grande utilidade e aplicação.

Segundo Mood et ai. (1974), uma variável aleatória Y é definida como

tendo uma distribuição Poisson se a densidade de Y é dada por

/fM-^U» ">0- (24)



a qual pode ser escrita como segue:

fi, 00 =«pfr logfe) - p. -log(x-!)}. (2.5)

Nota-se que (2.5) é uma forma exponencial como em (2.2) com as seguintes

particularidades:

♦=1, », =108(11,). «*,) =me c,(ylM = -iog,(yl[).

Assim, verifica-se que uma função de ligação canônica parao caso Poisson é

Tl/=Sr(tó=log((ii)-

A Tabela 1 mostra algumas funções ligadoras para suas respectivas

distribuições.

TABELA 1: Distribuições de probabilidades com suas respectivas funções de
ligação canônicas.

Distribuições de probabilidade Função de ligação canônica
Normal Ií^í

f - ^
Binomial li,. =l0g H-i

\lVlJ
Poisson ^«Wi
Gama ^^'i

Fonte: McCuIIagh & Nelder (1989).



2.3 Modelos Lineares Generalizados Mistos (MLGM)

Uma extensão natural dos MLG são os modelos lineares generalizados

com efeitos fixos e aleatórios denominados MLGM; estes modelos surgem da

necessidade de realizar inferências sobre a população. Para tal, considera-se que

as variáveis coletadas nos níveis de determinados fatores podem ser

considerados pertencentes a uma população de níveis destes fatores (McCulloch

& Searle, 2001).

Com a incorporação dos efeitos aleatórios, a distribuição de y deve ser

condicionada a tais efeitos:

yAu-indep.fy^iy^u)

/rlP(y, l«)=«p{J[yA-^W)]+^ü',,♦)}, (2'6>

em que E[y( \ui] = \l{ éum termo associado aos efeitos aleatórios edeve ser

incorporadono preditor linear como segue:

n =gfa)=AP+*> => h =g7l (n),. (2.7)

em que Z=(z1,...,z_)t é uma matriz de incidência para efeitos aleatórios e u

um vetor de parâmetros desconhecidos de dimensões (q x 1).

Como u é um vetor de efeitos aleatórios deve, ser assumida uma

distribuição de probabilidade, qual seja:

«-/„(«). (2.8)



2.4 Inferência Bayesiana

A estimação em MLGM, como em outros modelos pode ser realizada

através Máxima Verossimilhança e Quase Máxima Verossimilhança (McCoulch

& Searle, 2001), mas um outro procedimento que vem sendo muito difundido é

o da teoria bayesiana.

O conhecimento prévio sobre determinado problema não deve ser

desprezado em qualquer área do conhecimento Com relação à análise de dados

não é diferente, e informações sobreparâmetros os quais se deseja estimar são

introduzidas através das distribuições a priori em que o valor do parâmetro é

pensado como uma variável aleatória. Assim, um dos objetivos da inferência

bayesiana é acrescentar informações na distribuição amostrai de forma a obter

melhores estimativasatravés da distribuição a posteriori.

pW\y)*p{0)p(y\0), (2.9)

em que 6 é o parâmetro ou vetor de parâmetros, p{01 y) a distribuição a

posteriori, p{0) a priori e p(y \6) a distribuição amostrai ou verossimilhança.

A justificativa para a distribuição de probabilidade em (2.9) é feita

através do teorema de Bayes:

P{0\y) = piy\e)p{e)lp{y)

e

p{O\y)ccp{y\0)p(O)i (2.10)

já quea função p(y) daamostra é independente dosparâmetros.



Realizam-se as inferências sobre a distribuição de probabilidade

conjunta a posteriori e, na maioria dos casos, deseja-se encontrar uma

distribuição para um parâmetro específico. A forma de encontrar tal distribuição,

chamada distribuição marginal, é integrando a distribuição posteriori conjunta,

obtendo uma função dessa integral para o parâmetro de interesse 6. , isto é,

Aõi)=í-\m,e-iW0-i, (211)

em que B_. é o conjunto complementar deparâmetros para 0..

O que ocorre porém, em muitos casos, é que a forma analítica das

marginais é complexa e toma impossível ou inviável a integração em (2.11).

Este foi, inclusive, o motivo pelo qual a inferência bayesina ficou esquecida um

grande período. Nesses casos, a amostragem Gibbs é uma boa ahemativa para

obtenção de /(#), método inicialmente utilizado por Gelfend et ai. (1990), na

estatística, o qual foi elaborado por Geman& Geman(1984).

Assim, métodos numéricos são usados, como o método de Monte Cario

via Cadeias de Markov (MCMC), para gerar valores de uma distribuição

condicional a posterioripara cadaparâmetro.

2.4.1 Priori não informativa

Quando a verossimilhança é dominante ou deseja-se representar o

desconhecimento sobre 6, a primeira idéia é pensar em todos os possíveis

valores para 6 comoigualmente prováveis:

p{0) oc Ar, (2.12)

10



com 9 limitado em um intervalo real.

Muitas vezes a priori é a forma de se quantificar a incerteza sobre o

experimento, porém a priori não-informativa não representa necessariamente o

desconhecimento do pesquisador sobre o experimento, mas deve ser usada

também deforma a viabilizar a inferência a posteriori ( Box & Tiao, 1992).

Uma outra classe de prioris não informativas geralmente usadas para

solução de problemas de escala, foi proposta por Jeffreys (1961), em que se usa

a medida de informaçãoesperada de Fisher de 0 através de Y:

1(0) = E[(d2\og{p(y\ 0)}ld02 | 0] . (2.13)

A priori não informativa de Jeffreys tem função de densidade da por

P(0)oc [J(6)]1/2. (2.14)

Se 0 for uma vetor, então

p(0)ocdet|J«9)r. (215>

2.4.2 - Procedimentos Bayesianos para Modelos Lineares Generalizados

Mistos

Na presença de efeitos aleatórios a função ligadora é reescrita como

g(\Li)=Vi=xiP +ZjU, (2-16)

11



em que xi e z'. são as colunas das matrizes de delineamentos de efeitos fixos e

aleatórios, respectivamente.

Segundo Sun et ai (2000), inferência bayesiana para MLGM pode ser

implementada pelo método Monte Cario via Cadeias de Markov (MCMC) tal

como a amostragem Gibbs.

Outros autores, como Gamermam (1996), também utilizam o método

MCMC para amostragem da densidade a posteriori e, para os casos em que não

existem formas específicas para as distribuições condicionais completas, a

amostragem Gibbs pode ser implementada com o auxílio do algoritmo

Metropolis & Hastings (Metropolis et ai., 1953 e Hastings, 1970), para realizar o

sorteio na condicional completa da amostragem Gibbs. Natarajan & Kass

(2000) utilizamo Amostrador de Gibbs comoum métodonatural para simulação

da posteriori em MLGM.

A motivação para o uso da amostragem Gibbs é que a real distribuição

pode ser aproximada por uma distribuição empírica de n valores de tal forma

que n seja grande o suficiente para que a amostragem Gibbs atinja a

convergência (Zeger & Karin, 1991). Gelfand et ai. (1990) utilizam a mesma

idéia ilustrando a inferência bayesiana em um conjunto de dados normais,

usando o Amostradorde Gibbs. Casella & George(1992) utilizam o Amostrador

de Gibbs para ilustrar o fato de que as condicionais, quandon —> oo determina as

marginais, isto é, quando se tem uma amostra suficientemente grande de um

determinado parâmetro dados os demais, temosuma distribuição empírica que se

aproxima suficientemente da distribuição marginal.

Yang et ai. (1999) comparam o Algoritmo EM e o Amostrador de Gibbs

no estudo de modelos lineares generalizados multívariados com mistura finita e

verificam que o Amostrador de Gibbs é mais acurado em suas estimativas e

apresenta menor desvio padrão, apesarde as diferenças serem pequenas.
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2.4.3 Amostrador de Gibbs

Como descrito em 2.7, este algoritmo fornece uma forma

alternativa para gerar sucessivos valores de uma clistfibuição xiundicionai

completa.

Suponha uma distribuição n(&) em que 0=(0j,...,0,,); no contexto da

inferência bayesiana, o interesse está em amostrar valores das densidades

condicionais completas aposteriori /r7(07-10_;),7 =1,...,/?.

Segundo Gamerman (1996), o algoritmo pode ser descrito através dos

seguintes passos:

1 - inicie o contador de iterações da cadeia j = 1 e escolha valores inciais

arbitrários

0<o> =(*r,..,C>;

2 - obtenha um novo valor 0U) =(^0),...,^y)) a partir de 0°~l) através de

sucessivas gerações de valores

6[»~n(0x\<%-" flj»-*)

'̂~^2|^»,^-",...,^-") (2l?)

^-«(^líf" <.»,);

3 - mude o contador j para j + 1 e retome ao passo 2 até a convergência ser

alcançada.

13



Como descrito em 2.4.2, um valor gerado da condicional só pertencerá à

distribuição de interesse (marginal) quando o número de iterações tender a

infinito. Então, toma-se o valor j suficientemente grande para que se tenha a

convergência.

2.4.4 Amostragem por rejeição com Algoritmo Metropolis & Hastings

Nos casos em que a distribuição condicional a posteriori não tem uma

forma fechada, geram-se valores em duas etapas. Na primeira etapa, utiliza-se

uma distribuição conhecida como auxilio. A segunda etapa consiste em usar um

procedimento para que os valores amostrados sejam realmente representativos

da distribuição a posteriori de interesse.

Seja uma densidade auxiliar q (0) da qual é possível gerar valores, e

seja também uma constante K finita tal que/7(0| jc) <[AT#(0)]. O método

consiste em gerar um valor 0* da distribuição auxiliar Ç[ e este valor é

aceito como sendo da distribuição de interesse, com probabilidade ———
Kq(Q*)

Caso contrário, 0* não é aceito como um valor gerado da distribuição e o

processo é repetidoaté que um valor seja aceito.

Esteprocedimento podeserrepresentado pelos seguintes passos:

1- gera umvalor© * da distribuição auxiliar q ;

2-gerai/~í/(0,l);

*

3- aceita 0 como um valor da densidade de interesse se u<——\^-, caso
kq(Q)

*

contrário, rejeita 0 e retoma-se ao passo 1.
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2.4.5 Diagnósticos de convergência

Existem métodos informais para o diagnóstico de convergência que

foram inicialmente propostos por Gelfand et ai. (1990). A técnica gráfica que

consiste em observar a trajetória da cadeia ao longo das iterações é um dos

métodos propostos por eles. Nesta técnica, se o gráfico após um período inicial

apresenta repetidamente o mesmo comportamento qualitativo e quantitativo,

então pode se concluir pela convergência da cadeia.

Outros métodos existentes são os formais, comopor exemplo, o método

proposto por Gelman & Rubin (1992), em que, para cada valor \j/ a ser

estimado, geram-se J cadeias paralelas de tamanho n e calcula-se a variância

entre (E) e dentro (D) para estas cadeias.

n J /— — \2
E=— ZÍY.y-V..) (2-18)

, - \ n - \ J
sendo y./ =- 2 w-, \|/ =- £ W/

J ni-\ ,J J 7=1 J

1 J 1£=-l4 (219)

- a
sendo*-—jJj^-V./)

A necessidade de gerar J cadeias está justificada pelo uso da variância entre

cadeias (E) na verificação da convergência.
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Desta forma, pode se estimar a variância marginal a posteriori

var(y1 y) pela ponderação de DeE

var+U\y) =—D+-E (2.20)
n n

No limite quando /í->oo, o valor esperado de D aproxima-se de

var(\j/| v) e o monitoramento da convergência é feita através do fator de

redução potencial escalari?, dado por

~ var (wlv)
R= ^-^ (2.21)

D

que tende a 1 quando w ->oo. Se o fator R for superior a 1,2, têm-se razões

para afirmar que inferências sobre a distribuição amostrada podem não ser

confiáveis.

Existem outros métodos também que podem ser usados, tais como o de

Raftery & Lewis (1992), o qual sugere os tamanhos dos saltos que devem ser

dados para extrair o efeito do chute inicial (descarte) e para retirar o efeito de

dependência entreos valoresamostrados (pulo).

2.5 MLGM Hierárquico para dados Poisson

Segundo Sun et ai. (2000), de acordo com a definição geral de modelos

lineares generalizados e fazendo na expressão (2.5) 0 =t|, dado YV.YN,

observações aleatórias independentes, Y. tem densidade de probabilidade como

segue:
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mK,«=apU[y<Tí,-ftí(T|í)]+cí(yí,*)|. (2.22)

Para o caso em que Yf tem distribuição Poisson, <|> =1,

AOi,)=expíri,.) e c.(y., <|)) =-log^!), o modelo acima pode ser reescrito

como

v Iri ~ Poissoníexplt]])
< ,, (2.23)

fiy h)=exp {yr\ - exp(rj) - log(^!)}

com o preditor linear dado como

rt = Xp + Z«, (2.24)

em que r| é um vetor de preditores lineares (nxl) associado ao parâmetro

expfa).

É comum o uso de priori normal para os efeitos, mas supondo que não

haja informação sobre os efeitos fixos, admite-se uma priori constante

caracterizando tal desconhecimento, isto é, p($) ~ k; para os componentes de

variância c2 assume-se como priori uma gama inversa com parâmetros («/-,^/),

Pt(°b«—^M**9(-bii°b- <2-25>

comôj >0. Épreciso notar que outros autores têm preferido apresentar prioris

para a herdabilidade ao invés das componentes da variância, pois estas prioris

17



poderiam ser elicitadas mais racilmente pelo pesquisador (Bink et ai., 1998), já

queé mais fácil assumir que seconhece h2 que ascomponentes da variância.

Na Figura 1 estão apresentadas as distribuições a prioripossíveis para os

coeficientes de herdabilidade para seleção entre cruzamentos

hl =
a:+a;/3+o;/30

<D O
"O
CO

CN

"O

cn O

c= ^—

<D

O
O

o

0.0

e para seleção individual h]=

0.2 0.4 0.6

rr2 A.n2 A.*2
c p e

0.8 1.0

Figura 1: Distribuições de herdabilidades para seleção entrecruzamentos(/£)

e entre indivíduos (Aj). (Ver página 63).
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Assim, de posse da distribuição amostrai e das prioris a distribuição

conjunta posteriori dos parâmetros do modelo (2.16) é

/^(Tl,P,«,af,a21 v)oc/7(Ti,p,w,a2,a2)Z,(y|Tl,P,w,a2,o2 jv)
* P(n)p<P)p(u)p(o2u)p(<j2)p(y |tup,«,<£,oJ | v) (2.26)

As distribuições condicionais completas a posteriori para cada parâmetro

do modelo dado em (2.16) sãoobtidas em (2.26), como segue(Sorensen, 1996):

\^(0)d0i

em que 0=(t|,p,u,a„,ae J; assim, aposteriori éobtida fazendo

*MI*-,) «*(*>, (2-28)

pois o denominador em (2.27) é constante para o parâmetro de interesse 0;.

Quando a expressão em (2.28) possuir fatores independentes de 0{, será

simplificada com relação a tais fatores e a proporcionaUdade garante a validade

da expressãoobtida paraa condicionala posteriori completa.
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3 MATERIAL E MÉTODOS

3.1 Material

O material vegetal utilizado na exemplificação consistia de um

experimento do Programa de MelhoramentoGenético de Batata da Universidade

Federal de Lavras (UFLA), relatado por Diniz (2002).

Foi utilizado um delineamento experimental em látice 5x5 triplo com 2

testemunhas clonais (tratamentos adicionais) por bloco, num total de 105

parcelas com estande inicial de 30 plantas. Em cada parcela foram coletados, de

cada planta, os números de tuberculos graúdos, sendo esta a variável usada para

a ilustração.

Os tratamentos avaliados estão dispostos na Tabela 2 e os tratamentos

adicionais foram as variedades Bintje e Achat.

A variância residual para as testemunhas é, portanto, associada apenas a

fatores ambientais e a variância residual para as parcelas dos demais tratamentos

apresenta componentes ambientais e genéticos (variabilidade dos clones dentro

de uma mesma família).

Neste sentido, foram realizadas três análises independentes dos

experimentos: a) experimento completo, com todos os tratamentos descritos

acima; b) análise sem as parcelas referentes às testemunhas e c) análise apenas

com as parcelas das testemunhas. O objetivo desta distinção foi obter estimativas

para as componentes da variância com diferentes significados (ambiental e

genético). Assim, na análise (b) a variância do erro dentro de parcelas era devida

às componentes genética e ambiental, enquanto na análise (c) devia-se

exclusivamente à componente ambiental.
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TABELA 2: Tratamentos avaliados no experimento.

Família

MCR-1

MCR-2

MCR-3

MCR-4

MCR-5

MCR-6

MCR-7

MCR-8

MCR-9

MCR-10

MCR-11

MCR-12

MCR-13

MCR-14

MCR-15

MCR-16

MCR-17

MCR-18

MCR-19

MCR-20

MCR-21

MCR-22

MCR-23

MCR-24

MCR-25

Achat*

Bintje*

Genealogia

Panda xAracy

EOA 2 x Premiere

Contenda x Chiquita

XY 12 x XY13

Chiquita x Atlantic

XY2x XY13

XY 10 x XY13

Chiquita x Aracy

XY7x XY9

ESL58x Aracy

XY3x XY9

XY9x XY13

XY17x XY9

XY5x XY9

XY9x XY19

XY9x XY4

XY9x XY10

Atlantic x Aracy

Panda x Atlantic

Contenda x Aracy

EOA252X Bulk

XY2x XY4

EOA 256 x Bulk

Panda x Chiquita

XY2x XY3

Alx A2

BI x B2

Fonte: Diniz, (2002), * Genealogia não conhecida.
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3.2 Metodologia

No modelo linear, para fins de análise, não foi considerado isoladamente

o efeito de repetições, dado que o fator bloco foi considerado fixo e os efeitos de

blocos e repetições foram então confundidos. A variável resposta analisada foi o

"número de tuberculos graúdos". Assumiu-se que esta contagem segue uma

distribuição Poisson e que o modelo correto para o experimento em blocos

incompletos seria de efeitos multiplicativos. Desta forma, estaria justificado

analisar o experimento como um modelo linear generalizado misto, com preditor

linear de distribuição normal e resposta Poisson.

3.2.1 Modelo Linear Generalizado Misto Poisson

Usando a função ligadora logarítmica para o MLGM Normal-Poisson,

temos o seguinte modelo linear:

nijk = ^(Hi*) =m +bi +cj +Pk> (31)

em que T|..t é o preditor linear associado ao parâmetro GXp(TLg); m é uma

constante associada a todas as observações; b. é o efeito do bloco /, / = 1, 2, ...

,15; c • é o efeito do cruzamento j, j = 1, 2, ..., 27; e p, é o efeito da parcela k,

k = 1, 2, ... ,105. Na forma matricial, pode-se escrever o modelo em 3.1 como

segue:

£[v] = u

rj = \og([L) = Xfi+Zu, (3.2)
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em que y é um vetor (n x 1) de observações, neste caso número de tuberculos

graúdos; tj é o vetor dos preditores lineares, de dimensão n x 1; X é a matriz de

delineamento para efeitos fixos, de dimensão n x p; Z é a Jiiatriz do

delineamento para efeitos aleatórios, de dimensão n x q; (3 é o vetor de

parâmetros para efeitos fixos p x 1, no presente caso efeito de blocos, e u é o

vetor de parâmetros para efeitos aleatórios q x 1.

O modelolinear generalizado misto foi ajustado para os dados descritos

em 3.1, com um programa implementado na linguagem R 1.7.1, conforme

Anexo C, em que o número de tuberculos graúdos foi analisado conforme o

modelo dado por (3.2). Nesse caso específico, considerou-se o vetoru = [u :ue],

ou seja, particionado em efeitos de parcelas e genótipos.

Com base no modelo 3.2 e sendo as amostras realizadas nas parcelas, a

variância dentro, correspondente à variância residual (o^), pode possuir efeito

ambiental e/ou genético conforme os tratamentos considerados.

Foram, então, calculadas estimativas de herdabilidade para seleção entre

cruzamentos e dentro de parcelas, utilizando as seguintes expressões:

i) herdabilidade entre cruzamentos

-2

*2 cr.
<= d—T, 0.3)

;• kr

em que oc e a são as estimativas das componentes da variância entre

cruzamentos e entre parcelas, respectivamente, réo número de repetições do

ensaio e k é o número de parcelas.
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ii) herdabilidade para seleção dentro de parcelas

k</= —
V

<V + CT«*

«•2* * 2**
CF, — 0„

• 2*
(3.4)

em que ôe é a variância residual estimada no experimento apenas com

cruzamentos e ce é a variância residual no experimento apenas com as

testemunhas.

3.2.2 Inferência Bayesiana para Modelo Linear Generalizado Misto Poisson

Para a obtençãoda posteriori conjunta, considerou-se a verossimilhança

da família exponencial, para o caso específico Poisson, será usada a seguinte

notação:

yrj é o produto de Hadamard entre os elementos dos vetores v e tj ;

exp(?7) = , em que exp(77) é a exponencial de cada elemento do vetor tj ,

log(yx\)

e log(v!)= 2 , em que log(y!) é o logaritmo na base eáe cada

)og(yn\)

elemento do vetor y. Assim, fazendo a forma geral, tem-se:
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como:

/( v|T|) =exp {yr\ - exp(r0 - log(y!)} (3.5)

Para cada parâmetro foram estabelecidas prioris não informativas, tais

i) inversa gama paraas componentes da variância

g/(q?) = 2(q.+l) exP(~6/ /af >> *=e,pec, (3.6)

em que a,, é a componente da variância associada ao efeito aleatório "/'"

(resíduos, parcelas e genótipos) e ae =10, ap = 1, ac—\, be =5, b —5 e bc =5

são os parâmetros das prioris para cada componente da variância. Estas prioris

são na verdade bastante vagas, tendo influência mínima nos resultados.

A Figura 2 apresenta os gráficos das distribuições representadas por

estas prioris. Isto representa a incerteza sobre as componentes da variância antes

de realizar a análise.
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Variância residual

p

n z (\
"i z / \
V" / V
o " / ^-^^
O "••—i 1 1 1 1 •

2 3

Variância de cruzamento

Variância de parcelas

Figura 2: Distribuições apriori para as componentes da variância residual (a§ ),

de cruzamentos (^ \ ede parcelas (a2 )•

ii) Constantes (uniformes) para os efeitos fixos

/»(»** (3.7)
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A escolha desta priori para osefeitos fixos é conveniente pois representa

a ausência de conhecimento sobre as médias, situação análoga à da análise

tradicional dos melhoristas.

iii) normais (vagas) para efeitos aleatórios

sendo

'lN
p(u)cc

S,j
exp

'c J

U =
(P 0\

0 G

-I(«<tr'w)},

P=̂ (ÍOA' G=a<7(27) eu=Íup!l/<](27)

(3.8)

(3.9)

em que o2p, a2c, up e uc são os componentes da variância e vetores de efeitos

paraparcelase genótipos, respectivamente.

Desta forma, a distribuição a priori para efeito aleatório foi assumida

como:

t/|t/~N(0, U)

Isto indica uma escolha bastante vaga para a distribuição a priori, o que

garante que a análisetenha pouca influência de qualquer conhecimento a priori.

Isto tudo serve como garantia de uma boa comparação entre os resultados da

análise tradicional e da bayesiana, mas uma potencial vantagem da análise

bayesiana seria justamente incorporar o eventual conhecimento sobre as médias

numa distribuição a priori mais informativa.
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3.2.3 Posteriori conjunta

A distribuição a posteriori conjunta, de acordo com as distribuições a

priori em (3.6), (3.7) e (3.8), e a verossimilhança em (3.5) podem serescritas de

forma proporcional:

/Kri.ftií.o* oJ,aJ |y)*p(P)p(a2p)p(<Z)p(ol)p(u)L(y | r|,p,«,a2,,a^),

ou seja,

( x Y-+1 1p(r\^uta2a2c>a2e\y)cc expJ--^ exp

K°*J *)VpJ

f j Y^+I

\Pc)
expj-^-

r i ,\f í

\Pu)
«H-^(«TTVr)

^T jexpi -^-(r,-Xp-Z«y (t,-*p-Z«)
x exp{yor|-exp(r|)-logO>!)}

(3.10)

(3.11)

em que q=qp+qc denota a quantidade de genótipos e de parcelas e n, a

quantidade de observações. Os termos da exponencial e logantmo envolvidos

estão definidos nas páginas 24 e 25.

A partir desta posteriori conjunta foram obtidas as distribuições

condicionais a posteriori completas para cada parâmetro, nas quais foi aplicada a

amostragem Gibbs com o intuito de obter aproximações das marginais, como

dado a seguir.
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3.2.4 Forma de obtenção das condicionais completas

Segundo Sorensen (1996), dado um vetor de parâmetros

0 =(0„02,...,#.,...,#„) com distribuição estacionaria #(0), cada elemento que

pode serum vetor ou um escalar terá distribuição condicional completa dada por

mie-')=T^' (312)JK(0)d0i

emque #_, é o conjunto complementar deparâmetros para 0t.

No presente caso, considerou-se 8=(p,H,c£,o^,aJ,r|).

Assim, para o casoda distribuição condicional completa para p, tem-se:

nmilij „2 2 x ;>(M,o^,q?,q;,Tt|v)/;(P|«,a/„atf,ae,Ti,y) =T— / 2 2 . . . (3.13)
J/>(P,tt,a^,ae2,ae2,T||v)í/p

Como a integral no denominador em (3.12) não depende de p e os termos

independentes de p no numerador são constantes para este parâmetro, a

expressão pode então ser escrita de forma proporcional.

Os resultados referentes a cada uma das condicionais completas são

apresentados na seção 4.2 do desenvolvimento.
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4 DESENVOLVIMENTO

4.1 Análise exploratória

Inicialmente foram apresentadas algumas estatísticas descritivas para as

distribuições do número de tuberculos graúdos em relação aos diferentes fatores

experimentais (em especial, para os cruzamentos), por meio de Box Plots. Logo

após, a metodologia descrita na seção 3 foi aplicada aos ciados, conforme a

estrutura do delineamento apresentado. Os resultados e alguns comentários que

podem ilustrar pontos de interesse para a aplicação da inferência bayesiana no

exemplo utilizado estão apresentados a seguir.

1
60

a

mm
-i—i—i—i—i—i—i—i—i—i—i—i—i—i—i—r—i—i—i—i—i—i—i—i—i—i—i—

1 3 5 7 9 11 13 15 17 19 21 23 25 27

cruzamentos

Figura 3: Box Plot para a característica número de tubérculo graúdos em
cada cruzamento.
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Observando a Figura 3, pode-se verificar que as distribuições para os

cruzamentos apresentam forte assimetria, justificada pela presença de outliers no

sentidode aumentar a expressão da variável praticamente em todos os casos.

E importante notarque as diferenças existentesna variabilidade dentro de

cada cruzamento não são discrepantes ao ponto de serem detectadas em testes

paraverificaçãode heterogeneidade das variâncias.

Portanto, pode-se concluir que as médias dos cruzamentos seguem uma

distribuição de probabilidade e assim, justifica-se considerar cruzamentos como

efeitos aleatórios.

2
60

O 2 -\

1

-3

BèB
—i 1 1 1 1 1 1—i 1 1 1 1 1 1 1—

1 2 3 4 5 6 7 8 9 10 11 12 13 14 15

blocos

Figura 4: Box Plot paraa característica número de tubérculo graúdos em cada
bloco.
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Para o fator bloco, verifica-se também número de tuberculos graúdos

discrepantes em quase todos os casos, distribuição assimétrica e variabilidades

semelhantes dentro de cada um, conforme Figura 4.

Neste caso, testes para verificação de heterogeneidade das variâncias

também não detectarão diferenças significativas entre blocos.

Verifica-se que bloco também tem justificativa para ser considerado como

efeito aleatório; porém, por questão metodológica, foi considerado como efeito

fixo.

Vi

-a
•3

o

5b

o

R
•«

•o)

X)

p
+->

CD tf)

-o

llllllllllllillllllllllllllllllllilllllllllllllllllllllllllllllllllllllllllllllllllllllilllllllllllllllll

1 6 12 19 26 33 40 47 54 61 68 75 82 89 96 104

parcelas

Figura 5: Box Plot para a característica número de tubérculo graúdo em cada
parcela.
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Na Figura 5 observa-se, como para os demais fatores, que a variável

analisada em cadaparcelaapresenta valores quese destacam quantoà contagem,

ou seja, apresenta forte assimetria, justificada pela presença de outliers no

sentidode aumentara expressão da variável, praticamente emtodas as parcelas.

A variância de parcelas é considerada homogênea; e portanto, conclui-se

que as médias das parcelas seguem uma distribuição de probabihdade e, assim,

justifica-se considerá-las como de efeitos aleatórios.

4.2 Obtenção das condicionais completas

A condicional completa para efeitos fixos de blocos segundo as

equações (3.13) e (3.11) das páginas 29 e 28 é dada como:

p^lu^al^^^ocexp^^jin-X^-Zuy^-^X-Zu)

1
ocexp

ocexp

ocexp

ocexp

ocexp

xexp

ocexp

2*1

1

2a*

{T\-X$-Zuy(r\-X$-Zu)\

Kn-z«y -(jrp)'][(n-zW)-(W

-^[(^-a>,^"a>)-((^-ay^-P,^,(^"a)+^,W))]}
-^[-(n-zu)'xp-px\n-zu)+px'(xm
—[^H^xrx^-zumx^^-irxrriry-zuÀ

—[^n-zuyxirxrx^-zuA

-^[p-í^jQ-^^Ti-^tfírjotP-^^r^^Ti-ZM)]!.
(4.1)
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Pode ser verificado em (4.1) que a distribuição condicionalcompleta a posteriori

para fi é uma normal:

fi |(T?,u,<j2,<T2p,a2c,y) ~NitfXyWto-ZuXotiXtXr1), (4.2)

em que fi foi reparametrizado para representar as médias de blocos e não os

efeitos de blocos; desta forma, X'X tem inversa clássica.

A posteriori condicional completa de u pode ser encontrada de forma

análoga à distribuição a posteriori condicional completa de P, ou seja, dada a

posteriori conjunta (3.11), na página 28, tem-se:

^e^j-^^^w+^-Ap-ay^-Ap-a))!
xexpj-^i/a^rWtfo-Ap)' -(ayr[(n--xfi)-çai)])|
«e^|^(i/í^K-(Ti-^2^-i/í2<(Ti-^)W2í(^))l

xe^l^H^^-^ríZ^Z+^r^ín-AP)])!
ocexpj-^u-^Z+cr^y^

(4.3)
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Assim verifica-se, através de (4.3) que a distribuição condicional completa a

posteriori para u é uma normal:

u|(77, fi,<*Wpio2c,y) ~N(MZ'(Tj-Xfi),<jlM), (4.4)

em que M =(tfZ+alU l) xe U écomo na página 27.

A distribuição condicional completa para o componente da variância a2,

obtida atravésde (3.11), é dada a seguir:

p{Gp\$,u,op,<52c,<52e,x\,y) =
p(fi,u,o2piG2CJo2,r\\y)

jp(P,u,o2p,o2cio2,n\y)d<:p

oc

( \
1

,-?,

(4.5)

exp
n\ p pf t

em que a integral no denominador não depende de <72; além disso, no

numerador, dado por (3.11), existem fatores que são constantes com relação a

cr2 Assim, obtém-se proporcionalmente a distribuição a posteriori completa

para a componente da variância de parcelas, dada por uma Qui-Quadrado

Inversa Escalada:

.2 2o> IM**S.J>-*>-?*, +%*. A>,), (4-6)
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da qual pode-se obter amostras invertendo a variável de uma Qui-Quadrado

multiplicada por —\upIupJ+bp com parâmetro ap+-r--

A distribuição condicional completa para o componente da

2 2variância ac , da mesma forma como foi obtida a em (3.11), é dada como

segue:

/?tô|P,H,o^,o^,ri,v) =
p®,u,Gp,c2c,<j2,T\\y)

jp®,u,<j2p,<j2c,G2e,i\\y)dol

ae-&-+\
oc

W

2 I 1
exp--. \{«>c)+be

que é também uma Qui-Quadrado Inversa Escalada:

(4.7)

<rc2 |(T,,fi,u,cr2ta],, v) ~Inv-X\ac +^-,bc +]-u{luc) (4.8)

com parâmetro ac+— e pode ser amostrada da mesma forma como amostrada

a distribuição em (4.6).

2Para a componente da variância <Je , a condicional completaa posteriori

obtida por meio da expressão (3.11), na página 28, é dada como segue:

p(cl\fru,G2P*c2c,n,y) =

í ^+f+1
' 1

xexp

Kue J

p($,u,c2p,<52c,o2e,T\\y)
\p^u,G2pía2e9G2e,n\y)dG2e

—^[(Tj-Xfi-ZufiTj-Xfi-Zuy+beÚ
. ^e J
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isto é,

a2 |(7,fi,u,a2<r2c,y) ~Inv-x2 n_ (rj- Xfi -Zu)*(tj-Xfi -Zú)+be

(4.10)

v 2 2 ,

2
a qual podeseramostrada de forma análoga à amostragem para o* .

A densidade condicional completa a posteriori para tj , obtida também

por meio da expressão (3.11), é dada como:

/>(*! IM,a;,a;;,a;, v) = *pi~c> e •

ocexp{W-exp(,)-lo8W}xexp|-Í^Mz^Z^zMl (4.il)

em que a proporcionalidade foi obtida sendo o denominador em (4.11) uma

constante para rj e no numerador, dado pela conjunta em (3.11); considerou-se

apenas os fatores dependentes deste parâmetro.

A densidade em (4.11) não tem uma função da qual se possam tomar

diretamente amostras Monte Cario ordinárias. A solução apresentada na

literatura é utilizar, nestes casos, a amostragem por rejeição. Especificamente

nesse trabalho foi implementado este passo (Algoritmo Metropolis & Hastings),

notando que a densidade é um produto de uma Normal e uma Poisson, como

segue:

g(ri)*f(ri),

em que
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g(rj) =exp [yrj - expfa) - logCvO] (Poisson) (4.12)

f(rj)= exp
(rj-Xfi-Zu^jj-Xfi-Zu)

2ai
(Normal). (4.13)

Assim, a amostragem de r\ pode ser realizada através do método descrito em

2.7.2, sendo f(r\) a distribuição auxiliar, ou seja, da qual um valor rf é

amostrado e aceito com probabilidade ; =g(rf). Verifica-se que
fOl)

f e g são distribuições de densidades e, assim 0</^l e 0<g<l; então

f.g </, como pode ser verificado nas Figuras 6,7 e 8, satisfazendo a condição

para a amostragem com o passo Metropolis & Hastings, descrito em 2.4.4.

Figura 6: Gráfico da distribuição f(r|).
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A amostragem por rejeição pode ser implementada considerando í(r\)

como a distribuição auxiliar dado que esta é um "envelope" para a densidade

posteriori completa de T|, pois fTT|)-g(Ti)>0, conforme Figura 3, ou seja,

f(Tl)>g(T|).

Oprocesso amostrai foi concluído utilizando a amostragem por rejeição

para ti através das funções /(t|) e g(rj) ilustradas na Figura 3.

4.3 Características do Amostrador de Gibbs para algumas estatísticas de

interesse

A vantagem da inferência bayesiana via amostras das distribuições "a

posteriori" para o cálculo de estimativas é que quaisquer combinações, lineares

ou não lineares, dos valores amostrais, uma vez calculadas em cada passo de

amostragem, geram diretamente um ponto amostrai para a estatística de

interesse, com base na qual a inferência é simples.

Assim, foram geradas cadeias para a variância genética dentro de cada

ambiente amostrai (a^), dada por uma combinação linear entre as variâncias

residual do experimento apenas com cruzamentos (a**) e a variância residual do

experimento apenas com testemunhas (a***), e também para o coeficientes de

herdablidade entre cruzamentos (/£) e para o coeficiente de herdabilidade

dentro de parcelas (h2d ).

Distribuições a posteriori para contrastes de interesse foram obtidas

através de combinações linearesdos parâmetros em cada ponto amostrai de suas

cadeias.

A implementação da amostragemGibbs no R 1.7.1 está no Anexo C.
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4.4 Implementação do processo amostrai e diagnósticos de convergência

Foi gerada uma cadeia inicial (com 4.000 iterações) para todos os

parâmetros objetivando indicativos de tamanhos de queima e pulo, calculados

pelo critério Raftery & Lewis o qual indicou, dentre todos parâmetros, os

maiores valores de 63 e 12 para queima ("burn in") e pulo ("thinning"),

respectivamente.

Foram obtidas duas amostras válidas com n = 3.800 observações, a partir

de duas cadeias de cem mil (100.000) iterações cada uma, considerando-se a

queima das 5.000 primeiras iterações e a tomada de pontos amostrais em uma a

cada 25 iterações. Isto foi feito para garantir a segurança do processo amostrai,

apesarde tais valores seremconsiderados excessivos pelo critériode Raftery &

Lewis (1992).

A convergência das cadeias resultantes foi verificada, para cada

parâmetro, através dos métodos de Brooks, Gelmam & Rubin, implementados

na suíte de rotinas Bayesian Output Analysis (BOA) do R (Smith, 2003),

conforme descrito, verificando-se um fator de redução potencial próximo de 1

(r =1,133629), valor considerado aceitável.

Na Tabela do anexo A estão dispostos os valores para verificação da

convergência da distribuição empírica para cada parâmetro (efeitos fixos,

aleatórios e componentes da variância), verificada através do método de Brooks,

Gelmam & Rubin, que também apresentou o fator de redução potencialpróximo

de 1 quando n -> oo, e de Raftery & Lewis, o qual, quando aplicado na amostra

válida, apresentou, como esperado, pulo mínimo para retirada do efeito de

dependência entre os valores amostrados e mínimo também quanto à queima,

indicando ser o processo amostrai estável e independente.

Os critérios apresentaram-se coerentes. Na amostra válida já foram

queimados 5.000 valores iniciais e realizados pulos de 25 observações, sendo
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esperado, portanto, que os valores indicados pelos critérios de Raftery & Lewis

não devessem ser expressivos.

4.5 Estimativas de Componentes da variância

Na Tabela 3 estão apresentadas estimativas da variância de cruzamentos

gc , variância de parcelas Gp e variância residual G2, calculadas tomando-se

médias marginais da distribuição "a posteriori" para três situações de análise, as

quais estão descritas em 3.1.

A menor estimativa da Ge foi obtida no experimento considerando

apenas as testemunhas. Este resultado é coerente porque o erro dentro de

parcelas, neste caso, é devido somente a fatores ambientais, pois neste

experimento os genótipos são clones comerciais. Da mesma forma, esperávamos

que a estimativa da Ge no experimento completo fosse menor que no

experimento só com cruzamentos, devido à melhor precisão nas estimativas,

atribuída ao tamanho da amostra.

A Figura 1B ilustra as afirmações acima, com as distribuições

completas em gráficos de densidade nuclear normal. A tendência central da

densidade para o componente da variância g2 considerando apenas testemunhas

é menor quea doexperimento completo e esta, por sua vez, é menor do quea do

experimento sem testemunhas.

A figura mostra também a dispersão das estimativas em tomo da

tendência central. A amplitude dos gráficos está associada, neste caso, não só à

presença da variabiUdade em si, mas essencialmente a diferenças nos tamanhos

dos experimentos (e, portanto, diferentes precisõesnas estimativas),
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A diferença entre as variâncias residuais nos experimentos só com

cruzamentos e só com testemunhas são indícios da presença de importante

variabilidade genética dentro de parcelas.

As estimativas da variância de cruzamento (g2c) e da variância de

parcela (Gp) foram menores, em média, no experimento completo, em que o

númerode cruzamentos é maior (27), seguidas do experimento semi testemunha

com 25 cruzamento e do experimento considerando somente testemunhas

(Tabela 3)

A menor ou maior estimativa da variância de parcelas está associada,

respectivamente, à maior ou menor precisão, pois neste caso o significado

genético da variância é parecido, sendo, no entanto, os experimentos de

tamanhos bem diferentes. No experimento completo foram consideradas 105

parcelas, portanto graus de liberdade maior, para o erro experimental,

comparado com o experimento sem testemunha (75 Parcelas) e com o

experimento considerandoapenastestemunhas (30 parcelas).

As razões para a maior ou menor estimativa de variância de

cruzamentos, no entanto, devem ser encontradas nas próprias estimativas. Em

geral, as testemunhas são materiais geneticamente bem distintos que podem ser

facilmente interpretáveis como de efeito fixo (variância infinita ou distribuições

independentes).

O menor valor para a média da estimativa da variância de cruzamento

(<J* = 0,3460) ocorreu no experimento completo. A g]= 2,1240, estimada no

experimento apenas com as testemunhas, é degenerada como se verificou através

da Figura 2B, na qual se ilustraram também as densidades para as variâncias de

cruzamentos nos demais experimentos.

Os cruzamentos, no entanto apresentam estimativas de valor genético

que podem ser agrupadas em uma clara distribuição de probabilidade (mais
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agrupada que a normal), conforme pode ser observado na Figura 13B (gráficos

de quantis normais).

TABELA 3: Distribuições a posteriori para os componentes de variância
associadas ao modelo linear generalizado misto.
Var LI Média LS EP Erro MC

Exp,
«: 0,1170 0,3460 0,6389 0,1511 0,0024

Completo

< 0,1136 0,1953 0,2841 0,0451 0,0007

oi 0,2991 0,3387 0,3811 0,0213 0,0006

Sem «í 0,1510 0,4063 0,7695 0,1869 0,0030

testemunha

< 0,1452 0,2818 0,4519 0,0833 0,0014

< 0,4396 0,5142 0,5861 0,0377 0,0009

Apenas
«í 0,1340 2,1240 5,5301 15,1075 0,2469

Testemunha

< 0,1362 0,3621 0,6945 0,1632 0,0032

«? 0,2409 0,2908 0,3415 0,0265 0,0005

4.6 Variância genética e herdabilidade

As estimativas de variâncias de cruzamentos permitem o cálculo da

herdabilidade e do ganho pela seleção entre cruzamentos

.2 _
hm

àl
A2 -2

r kr J

44



em que r = 3 (número de repetições do ensaio) e k = 30 o número de plantaspor

parcela. Adicionalmente, pode-se calcular também, combinando os dados das

diferentes formas de análise, estimativas da variância genética dentro de

cruzamentos e, desta forma, prever o ganho pela seleção dos melhores genótipos

dentro das parcelas dos melhorescruzamentos, usando a seguinteexpressãopara

a herdabilidade:

0 *L A2* A2**3- gd gg - Ge
hd~ »2 *2 ~ «2*

Ggd+Ged °e

em que ôe é a variância residual estimada no experimento apenas com

cruzamentos e ò2** é a variância residual no experimento apenas com as

testemunhas. As estimativas de componentes da variância e herdabilidades

podem ser encontradas na Tabela 4.

As distribuições a posteriori para estimativas da variância genética dentro

de parcelas e herdabilidades hm e hd estão ilustradas na Figura 4B. A variância

genética dentro de parcelas apresenta uma distribuição simétrica e as

herdabilidades distribuições levemente assimétricas à esquerda. Os resumos

destas três densidades estão apresentados na Tabela 4.

A estimativa do coeficiente de herdabilidade entre médias de

cruzamentos (nm) indicou um valor de 82,54% para a característica número de

tuberculos graúdos e uma vantagem considerável nesta apresentação é o

intervalo de probabihdade obtido com base na distribuição a posteriori para

herdabilidade, dada por uma combinação linear de estatísticas adequadas. Para a

característica porcentagem de tuberculos graúdos, este valor foi de 70,98%

(Diniz, 2002).
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TABELA 4: Resumos de estatísticas para variância genética dentro e
herdabillidade para seleção entre e dentro decruzamentos.
LI Média LS EP Erro Mc

0,0462 0,0010

0,0641 00011

0,0669 0,0014

«2

0,1329 0,2233 0,3143

hm 0,6888 0,8172 0,9286

hd 0,3027 0,4313 0,5642

A herdabilidade na seleção dos melhores genótipos dentro de

cruzamentos (hd\ com valor de 43,13%, também apresenta a vantagem descrita

para(/£).

Amaro (2002), em seu trabalho de avaliação da viabilidade da seleção

precoce de tuberculos para os caracteres produção (g/planta) e porcentagem de

graúdo, em uma segunda geração, encontrou herdabilidades de 86,4% e 78,7%,

respectivamente. O autor cita ainda que Souza (1999) determinou herdabilidade

de 0,46 entre clones para a produção(g/planta), enquanto Menezes (1999)

encontrou, para a mesma variável, herdabilidades variando entre 0,62 a 0,75

entre clones e de 0,73 a 0,97 entre famílias; Lambert (2001) encontrou

herdabilidade entre clones variando entre 0,62 a 0,80 e entre famílias variando

de 0,83 a 0,96.

As estimativas encontradas na Tabela 4 são, portanto compatíveis com

as da literatura, mas apresentam a vantagem de ter distribuições completamente

conhecidas.

46



4.7 Estimativas e Comparações entre efeitos médios

Verifica-seatravés da tabela 5, que para as testemunhas (Achat e Bintje)

há maior precisãona estimativa do efeitomédiode seus valoresgenéticos.

Os demais cruzamentos são menos repetidos, apresentando assim, uma

amplitude intervalar maior, na maioriados casos próximo de 1.

Nas Figuras 5B a 9B foram comparadas as densidades a posteriori de

cruzamentos em todos os experimentos analisados e verificou-se que, em geral,

o erro padrão de todos os efeitos médios foi menor no experimento em que se

considerou um número maior de cruzamento (experimento completo).

Conforme se observa nos gráficos, a amplitude das distribuições depende

principalmente da precisão das estimativas, que está diretamente relacionada

com os diferentes tamanhos dos experimentos.

Deve-se considerar que foram geradas cadeias amostrais para cada

parâmetro; e assim, amostras para qualquer combinação linear destespodem ser

realizadas de forma a obter as densidades a posteriori de interesse (em especial

contrastes entre cruzamentos, se for o caso).

Os quatro melhores cruzamentos, de acordo com suas médias, foram, na

ordem decrescente, MCR-16, MCR-18, MCR-17 e Bintje (testemunha).

Entre as duas testemunhas, Bintje e Achat, na ordem decrescente de

médias foram classificados os seguintes cruzamentos: MCR-14, MCR-3, MCR-

12, MCR-13, MCR-15, MCR-11, MCR-2.

Uma das vantagens da abordagem bayesiana é que ele propicia a

construção de intervalos de credibilidade exatos para as estimativas de

parâmetros genéticos (Tabela5).
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Foram realizados contrastes envolvendo cada um desses cruzamentos e as

testemunhas Bintje e Achat com o objetivo de verificar o ganho genético

esperado pela seleção. Os contrastes construídos estão apresentados na Tabela 6,

como segue:

TABELA 6: Estatísticas descritivas

cruzamentos.

referente a contrastes para alguns

Contrastes LI Média LS EP Erro MC

C16 vs Bintje -0,4072 0,1317 0,7049 0,2833 0,0047
C18 vs Bintje -0,4104 0,0971 0,5701 0,2528 0,0041

C17 vs Bintje -0,5991 0,0334 0,6649 0,3225 0,0054

Contraste* -0,2973 0,0874 0,4491 0,1929 0,0032

C14 vs Achat -0,3709 0,1537 0,7153 0,2773 0,0046

C3 vs Achat -0,4301 0,1533 0,6815 0,2835 0,0042

C12 vs Achat -0,4558 0,1053 0,6611 0,2803 0,0043

C13 vs Achat -0,4086 0,1039 0,6901 0,2819 0,0044

C15 vs Achat -0,4816 0,1024 0,6284 0,2835 0,0043

Cll vs Achat -0,5155 0,0458 0,6195 0,2882 0,0045

C2 vs Achat -0,5302 0,0005 0,5928 0,2879 0,0048

Contraste** -0,2205 0,0950 0,3857 0,1561 0,0023

Contraste*** -0,1438 0,2082 0,5482 0,1767 0,0029

Contraste**** -0,1859 0,0444 0,2767 0,1171 0,0019

três melhores vs Bintje;
** 5fiao 11-2 melhor vs Achat;
*** três melhores vs Bintje e Achat;
****10 melhores vs Bintje e Achat.

Por meio dos valores médios estimados para cada contraste,

relacionados na Tabela 6, pode-se calcular o ganho na seleção de um genotipo

de um determinado grupo com relação a genótipos selecionado em outro grupo,

na escala original do número de tuberculos graúdos. Por exemplo, o ganho em

selecionar um genotipo entre os três melhores em relação à testemunha Bintje

pode ser de t?00874-*?0 =0,0913, ou seja, 9,13%. Para um genotipo

selecionado entre os três melhores com relação a Bintje e Achat, o ganho de
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seleção pode ser de e0,2m2-e° =0,2314 ou 23,14%. Porém, deve ser

ressaltado que há uma grande similaridade entre os tratamentos, pois os

intervalos de credibilidade paratodos contrastes abrangeo valor zero.

4.8 Distribuição dos efeitos médios de cruzamentos e de parcelas

A Figura 9B e Tabela 5 indicaram valores de efeito médio de cruzamento

baixo comparado com os demais, principalmente para os cruzamentos MCR-21

e MCR-22; esses dois valores tendem a não atender a normalidade, mas, de

forma geral, os efeitos foram normalmente distribuídos, conforme verificou-se

através da Figura 12B.

Através do gráfico qqnormal (percentis amostrais versus percentis

esperados de uma distribuição normal padrão) para efeitos médios de parcela,

representado na Figura 13B, verificaram-se valores discrepantes para as parcelas

p70 e p71, nas quais o número de tuberculos graúdos é pequeno ou nulo para a

maioria das plantas. Os efeitos médios obtidos para cada uma foram -1,00276 e

-0,50636, nas quais foram dispostos os cruzamentos MCR-21 e MCR-22,

respectivamente, com genealogias diferentes conforme Tabela 2.

Os menores efeitos de parcelas (p70 e p71) foram justificados através dos

cruzamentos nelas dispostos (MCR-21 e MCR-22), que também apresentaram

menores efeitos entre os cruzamentos.

O grupo de parcelas pi8, p24, p47,p76, p90e pi04 se destacou quanto ao

efeito médio mais elevado (Figura 13B), e os cruzamentos dispostos em cada

uma foram Bintje, MCR-24, MCR-4, MCR-15, MCR-6 e MCR-20, quetambém

apresentam genealogia diferente conforme Tabela 2.
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TABELA 7: Número médio de tuberculos graúdos esperados para cada
cruzamentoe respectivos Intervalos de Probabilidade (95%).

Cruz LI Média LS

4,9440 8^6Í22
4,7739 7,8317

4,4780 8,5607

4,3326 5,9845

3,9676 6,9184

3,9676 6,5547

3,7817 6,7949

3,7741 6,3992

3,7703 6,5809

3,5614 6,2788

3,4047 5,9845

3,4013 4,6098

3,3776 5,9785

3,2843 5,5410

3,2322 5,7384

3,1809 5,5799

3,1304 5,5134

3,0167 5,1406

2,9246 5,0793

2,8410 4,8655

2,8325 4,7931

2,7488 4,7407

2,4872 4,1213

2,4649 4,3024

2,1089 3,8274

1,5237 2,6463

1,1843 2,1131

MCR-16 2,8553

MCR-18 2,9393

MCR-17 2,4502

Bintje 3,1651

MCR-14 2,3612

MCR-3 2,2416

MCR-12 2,3006

MCR-13 2,2126

MCR-15 2,2326

MCR-11 2,0838

MCR-2 1,9742

Achat 2,4331

MCR-5 1,9585

MCR-6 1,8911

MCR-9 1,8574

MCR-4 1,8892

MCR-24 1,8224

MCR-25 1,7043

MCR-1 1,7215

MCR-8 1,6958

MCR-7 1,6556

MCR-23 1,6228

MCR-19 1,4758

MCR-20 1,4365

MCR-10 1,2639

MCR-22 0,8480

MCR-21 0,6467

51



Não se verificou relação entre o efeito médio de parcelas para os grupos

apresentados acima e parentescocomum para os cruzamentos.

Para efeito médio de parcelas, verificou-se que foram normalmente

distribuídos, conforme se observa na Figura 13B, porém algumas parcelas

apresentaram valores discrepantes no primeiro e segundo grupos descritos

acima.

Na Tabela 7 estão relacionados os valores médios de tuberculos

esperados, na escala original, para cada cruzamento obtidos a partir da

transformação inversa dada porm =exp(T|j) =3,1430exp(cj), em que exp(Cj) é o

efeito associado ao cruzamento "/'.

O interessante é notar, no entanto, que a inferência bayesiana permitiria

estimar intervalos de credibilidade para o ganho de seleção fazendo, por

exemplo, um contraste para comparação dos dez melhores genótipos com

relação a todos, ou seja, qualquercontrastede interesse.
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5 CONCLUSÃO

A aplicação da inferência bayesiana para a obtenção de estimativas de

parâmetros através das distribuições a posteriori em experimentos de

melhoramento genético constitui uma técnica elegante e confiável.

As distribuições de densidade a posteriori para cada parâmetro permitem a

realização de inferências sobrequaisquer parâmetros de interesse usando de

estatísticas simples como média, intervalosde credibilidade e outras.

Amostras de combinações lineares ou não lineares de parâmetros constituem

uma boa forma de comparar genótipos e obterestimativas de herdabilidades.
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£*00*0 Z 1[ *100'I 3000*1 l*d
8*00*0 Z 1[ 5100*1 1000*1 0*d
5*00*0 £ 1[ 5100*1 1000*1 6£d
5*00*0 Z 1t £666*0 £666*0 8£d
8*00*0 Z 1[ £000*1 0000*1 ££d
0500*0 Z 1[ 3000*1 6666*0 9£d
3500*0 £ 1[ *£00*l 5000*1 5£d
3500*0 Z 1[ 5100*1 1000*1 *£d
9500*0 Z 1[ 6500*1 1100*1 ££d
**00*0 * <: £600*1 £100*1 3£d
3500*0 Z 1[ £000*1 6666*0 I£d
£500*0 Z 1[ 5300*1 0100*1 0£d
**00*0 Z 1[ 8100*1 3000*1 63<*
8500*0 Z 1[ £600*1 £100*1 83d
£500*0 Z 1[ 3000*1 3000*1 £3d
8*00*0 £ 1[ £000*1 0000*1 93<*
£*00*0 9 í: 9opo'i 3000*1 53d
8*00*0 Z 1 8100*1 5000*1 *3<*
6*00*0 3 1[ ££00*l 9000*1 £3<i
5500*0 3 1[ 1000*1 0000*1 33d
*500*0 Z 1 0000*1 6666*0 I3d

8*00*0 £ 1 6666*0 6666*0 03-*
0500*0 £ 1 noo*i 0000*1 6ld
8*00*0 Z 1 3900*1 *100'I 8ld
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("enuijuoo)

£500*0 z l 3000'! I000'I 501d

0500'0 z [ 8666'0 8666'0 frOld

9*00*0 £ l 8666*0 8666'0 £0ld

3500*0 Z [ 6*00'I Il00'l 30ld
£500*0 Z [ 6*00'I 6000'! I0\d

I500'0 Z [ 8300'! *000'I 001d

**00'0 £ 3000'I 8666*0 66d

0500*0 Z 8666'0 8666'0 86d

*500'0 £ [ £300'I £000'l £6d

6500'0 Z [ 3000'! 8666'0 96d

1500'0 Z [ 3300'! 5000'! 56d

5500'0 Z [ 3I00'l 3000'l tôà
5*00'0 Z [ 8666'0 £666'0 £6d

3500*0 Z 3000'l 8666'0 36d
5*00'0 £ [ ££00'I 6000'l I6d

6*00'0 Z [ 6000'I I000'l 06d

0500'0 Z [ £000'í 6666*0 68d

**00'0 Z [ 3800'I 5100*1 88d

**00*0 £ 3000'I 6666'0 £8d

6*00'0 Z t *000'I 0000'l 98d

1500*0 Z [ *S00'l 6000'l 58d

6*00'0 Z í 8666'0 £666'0 *8d
6*00'0 z f 6666'0 8666*0 £8d

£*00'0 Z [ 9100*1 3000'l 38d
5*00'0 £ [ 0000'! 8666'0 I8d
£*00'0 Z ]I 3£00'I 5000'l 08d
6*00*0 £ 1[ 3£00'I 5000'í 6£d
6*00'0 Z 1[ 8£00'I £000'l 8£d

0500'0 Z [ 5500'I 0Í00'I ££d

**00*0 Z 1[ 9100'T 3000'! 9£d
1500'0 £ 1[ 0110*1 0300'l 5£d
£*00'0 Z 1t 6666'0 6666'0 *£d

£*00'0 Z 1 5000'l 6666'0 ££d
6*00'0 Z } £300'l £000'I 3£d
*900'0 Z 8*00'I II00'í l£d

6500'0 Z [ £*00'T £000'1 0£d
1500'0 Z 1 0000'l 8666'0 69d
9*00'0 Z 1 £I00'l I000'l 89d
5*00'0 Z 1 3£00'l 9000'I £9d
Ç*00'0 Z 1 6666*0 6666'0 99d

9*00'0 z 9300'I 9000'I 59d
*500'0 z £300'l 6000'I *9d
**00'0 z £100'I *000'l £9d
6*00'0 £ 5300'I £000'I 39d
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TABELA Cont.

Cl 1,0013 1,0067 1L 2 0,0057
C2 1,0009 1,0020 2 2 0,0061
C3 0,9998 0,9998 ]L 2 0,0058
C4 1,0006 1,0037 ]L 2 0,0059
C5 1,0000 1,0012 ]l 2 0,0062
C6 1,0011 1,0058 ]l 3 0,0059
C7 1,0012 1,0070 ]l 3 0,0059
C8 0,9999 1,0004 ]l 3 0,0056
C9 1,0003 1,0004 1l 2 0,0066
CIO 0,9998 0,9999 1L 3 0,0058
Cll 1,0004 1,0016 ]l 2 0,0060
C12 1,0008 1,0038 ][ 3 0,0061

C13 1,0000 1,0004 1L 2 0,0055

C14 1,0014 1,0067 ]L 2 0,0063
C15 1,0020 1,0104 ]l 3 0,0060
C16 1,0016 1,0057 ]L 2 Ô,ÕÔ61
ei7 0,9999 0,9999 ]l 2 0,0064

CÍ8 1,0005 1,0006 ]l 2 0,0056

C19 1,0007 1,0029 ]l 2 0,0058
C20 1,0006 1,0040 ]l 2 0,0055
C21 1,0006 1,0041 1L 3 0,0064

Cll 1,0012 1,0034 1l 3 0,0063
C23 0,9999 1,0007 1l 2 0,0065
C24 0,9998 0,9998 1 3 0,0057

C25 1,0010 1,0035 1 2 0,0059
C26 0,9999 1,0001 íl 6 0,0050

W 0,9999 1,0004 2. 8 0,0051
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ANEXO B Figuras das densidades a posteriori para os diversos parâmetros

em cada situação experimental (Componentes das variâncias,

efeitos), contrastes e qqnormal para cruzamentos e parcelas.

CD
T3

Q

Variância de resíduos

Figura 1B: Densidades de variâncias para resíduos.
—^— Experimento completo

Exp. com exceção das testemunhas
Exp. considerando apenas testemunhas
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"to
C

Q

Variância de cruzamentos

28: Densidades de variâncias para cruzamentos.
—^^— Experimento completo

Exp. com exceção das testemunhas
•••••• Exp. considerando ãpênãs testemunhas
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ó.ô 0.2 0.4

Variância de parcelas

Figura 3B: Densidades dê variâncias paraparcelas.
"^^™"~ Experimento completo

Exp. com exceção das testemunhas
Exp. considerando apenas

64

0.6 0.8



0.4 0£ OJB

variância genético dentro do porectas

HGrdoMfclods ontro Fârnfias

I tcfdobffdodc dentro de parectos

Figura 4B: Densidade a posteriori para variância genética dentro de parcelas,
herdabilidade entre famílias e herdabilidade dentro de parcelas.
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-15 -05 05 15

C11

-1.5 -0.5 05 15

C2

I

-15 -05 05

C26

Figura 6B: Densidades dos valores preditos para os cruzamentos na ordem
decrescente de médias.
—— Experimento completo

Exp. com exceção das testemunhas
Exp. considerando apenastestemunhas
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Figura 7B: Densidades dos valores preditos pára os cruzamentos na ordem

completo
Exp. com exceção das testemunhas
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-15 -05 05 15
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-1.5 -05 05 15

C23

t—i—i—t—i—i—r
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-15 -0.5 05 15
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Figura 8B: Densidades dos valores preditos para os cruzamentos na ordem
decrescente de médias.

.^_Experimento completo
Exp. com exceção das^testemunhas
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Figura

TT

-15 -05 05 1.5

CIO

t—n—i—i—rr

-15 -05 05 15

C22

1—i—i—i—i—r

-15 -05 0.5 15

g21

9B: Densidades dos valores preditos para os cruzamentos 10, 22 e 21 na
ordem decrescente de médias.

F.vpprimftntn COmpletO
Exp. com exceção das testemunhas

CD

O*

-1.5 •0.5 0.5

(C16 x Bintje) (Cl 8 x Bintje)

15 o

«=» *T 1 1 T

.1.5 -0.5 0.5 1.5

(Cl 7 x Bintje) (3 melhores x Bintje)

Figura 10B:Gráficosdas densidades a posteriori para contrastes.
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Figura 12B: Gráficos do tipo qqnormal para os efeitos médios de cruzamentos.
A cultivar Bintje é a quarta de cima para baixo (da direita para a
esquerda) e a cultivar Achat é a décima segunda.
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Figura 13B: Graficos do tipo qqnormal para os efeitos médios de parcelas.
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ANEXO C Rotina para a implementação da Amostragem Gibbs das

distribuições condicionais completas a posteriori.

library(MASS)
dados<- read.table("arquivo de dados",h=T)
attach(dados)

p <- factor(parc)
bl <- fector(bloco)
c <- fector(cruz)
Ng<-Ng
eta <- log(Ng+0.01)

n <- length(Ng)

Xb <- matrix(0,n,15)
Xp<- nratrix(0,n,105)
Xc <- matrix(0,n,27)

for(iin l:n)

{
Xb[i,bloco[i]] <-1
Xp[i,parc[i]] <-l
Xc[i,cruz[i]] <-1

}

Z<-cbind(Xp,Xc)

# Cadeia de markov para componentes da variância e #
# efeitos fixos e aleatórios e eta #

# Inferência Bayesiana #

iter <-100000

SS <-3800

BI <- 5000

TH <-25
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amostra <-matrix(0,SS,(3+l5+105+27))
fetaO <-matrix(0^i,l)
getaO <-matrix(0,n,l)

# Pontos iniciais ( Chutes) #

vc<-l

vp<-l
ve <- 10

#Priors

rc<-5

sc<-l

rp<-5
sp<-l

re<-5

se<-10

# Delineamento #

Q <- cbind(Xb,Z)
theta <- ginv(t(Q)%*%Q) %*% t(Q)%*% eta

beta <-theta[1.15]
u <-theta[16:147]

e <- eta-Q%*%theta
vu <- as.real((t(u)%*%u)/2)
ve <- as.real((t(e)%*%e)/2)

F <-gmv(t(Xb)%*%Xb)
cF <- cholOF)
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#LoopMCMC#

for(iin l:iter)

{
ap <-as.real(ve/vp)
ac <- as.real(ve/vc)

S <- rbind(cbind(ap*diag(105),matrix(0,105,27)),
cbind(matrix(0,27,105),ac*diag(27)))

# Condicional paraefeitos fixos #

meanf <-gMt(Xb)0/o*%Xb)0/o*°/dt(Xb)%*%(eta-Z %*%u)
kf <- morm(15)
beta <- sqrt(ve) * t(cF) %*% kf+ meanf

# Condicionalparaefeitos aleatórios#

M <- ginv(t(Z)%*%Z + S)

meanr <-M%*%t(Z)%*%(eta-Xb%*%betah)
kr <-rnorm(132)
sr <- sqrt(ve) * chol(M)
u <-t(sr) %*% kr + meanr

# Conditional paravariância residual #

e <- eta - Xb%*%betah-Z%*%u

cl <- (n+re)/2
c2 <-2/(t(e)%*%e+re*se)
ve <- c2*rchisq(l,cl)
ve <- as.real(l/ve)

# Condicional paravariância de parcelas #

parcela <-u[l:105]
cl <- (105+rp)/2
c2 <- 2/(t(parcela)%*%parcela+rp*sp)
vp <-c2*rchisq(l,cl)
vp <-as.real(l/vp)
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# Condicional paravariância de cruzamentos #

cruzamento <-u[106:132]
cl <- (27+rc)/2
c2 <- 2/(t(cruzamento)%*%cruzamento+rc*sc)
vc <- c2*rcbisq(l,cl)
vc <- as.real(l/vc)

# Condicional para eta #
# Amostragem para eta #

meanmh 1 <- Xb %*% betah + Z %*% u

sdrmhl <- rep(sqrt(ve),n)
kmhl <- rnorm(n)

etaO <- sdrmhl * kmhl + meanmh1

teste <- runif(n)

for(jinl:n)

{
fetaOO"] <- exp(-((etaOU]-meanmh1D])A2)/(2*ve))
getaOO] <- exp(Ng[j]*etaO[j]-exp(etaO[j])-log(garnma(NgD]+l)))
if (testeO] < (fetaO[j]*getaO[j]/fetaO[j]))
{
etaQ] <- etaO[j]
}
}

for(jinl:SS)

{
if (round((i-BM)/TH) = j)

{
amostra[j,] <- cbind(ve,vp,vc,t(beta),t(jparcela),t(cruzamento))
}

}
}

77




