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RESUMO GERAL

O sorgo biomassa,  cultura energética promissora para produção de bioenergia,  é eficiente
tanto para geração de energia elétrica quanto para produção de etanol de segunda geração
(2G).  A eficiência  da seleção de genótipos superiores desta cultura depende da finalidade
industrial  e  do conhecimento  do inter-relacionamento  dos  vários  caracteres  que  de forma
direta ou indireta influenciam na expressão fenotípica. Além disso, a seleção de genótipos
envolvendo múltiplos  caracteres  mediante  o emprego de índices  adequados  como o FAI-
BLUP pode contribuir  para o melhor  direcionamento  em programas de  melhoramento da
cultura para a seleção do genótipo ideal. Dessa forma, o objetivo com este trabalho foi, no
primeiro  capítulo,  estimar  as  associações  entre  caracteres  do  sorgo  biomassa;  estimar  os
efeitos  diretos  e  indiretos  e  verificar  a  existência  de  relação  causa  e  efeito  dos  demais
caracteres com o poder calorífero teoríco (PCT) via análise de trilha; e fornecer uma técnica
complementar para análise dos caracteres e direcionamento dos programas de melhoramento
de sorgo biomassa por meio da Mineração de Dados. O PCT apresentou tanto associações
nulas quanto positivas com os caracteres avaliados. Destacando-se as associações positivas
com florescimento (FLOR); altura de planta (AP); produtividade de biomassa verde do colmo
(PMVc); massa seca do colmo (MSc) e foliar (MSf); fibra em detergente neutro e ácido foliar
(FDNf e FDAf); lignina do colmo (LIGc) e foliar (LIGf); e hemicelulose foliar (HEMf). Os
caracteres FLOR, AP, PMVc, MSf e LIGc foram considerados os principais determinantes das
alterações do PCT, podendo ser utilizados na seleção indireta deste caráter. Além disso, os
caracteres  FLOR,  AP  e  PMVc  influenciaram  direta  ou  indiretamente  a  expressão  dos
caracteres MSf e LIGc, podendo ser utilizados na seleção indireta desses caracteres. A técnica
de mineração de dados, árvore de regressão, permitiu melhor visualização das relações entre
os caracteres, auxiliando em algumas explicações sobre a influência dos caracteres sobre o
PCT. No segundo capítulo,  o objetivo foi  identificar  e  selecionar  genótipos  superiores  de
sorgo biomassa para a produção de etanol de segunda geração considerando a seleção para
múltiplos caracteres, bem como, verificar qual estratégia seria a mais adequada para seleção
desses genótipos pelo índice FAI-BLUP considerando experimentos em múltiplos locais. As
estratégias empregadas para calcular o índice FAI-BLUP foram: primeira estratégia (E1) uso
dos  valores  genéticos  preditos  em  cada  local;  segunda  estratégia  (E2)  uso  dos  valores
genéticos preditos livres de interação considerando todos os locais; terceira estratégia (E3)
uso dos valores genéticos preditos capitalizando a interação GxE; quarta e quinta estratégia
(E4;E5) houve o uso dos valores genéticos preditos na E1 e na E3, respectivamente e criação
de  novos  caracteres  por  local.  Os  genótipos  4,  13,  17  e  18  destacaram-se  quando  a
superioridade,  previsibilidade  e  adaptabilidade  genotípica,  sendo interessante o uso destes
visando à produção de etanol de segunda geração. O uso da E2 e E3 foram mais adequadas
para seleção de genótipos superiores pelo índice FAI-BLUP considerando experimentos em
múltiplos locais e visando a recomendação, respectivamente, para locais que apresentam e/ou
não o mesmo padrão de interação GxE da rede experimental avaliada.

Palavras-chave: Sorghum bicolor  L.,  análise  de  trilha,  correlação,  bioenergia,  árvore  de
decisão, FAI/BLUP.



GENERAL ABSTRACT

Biomass sorghum, a promising energy crop for bioenergy production, is efficient for both
electricity generation and second generation (2G) ethanol production. The efficiency of the
selection of superior sorghum biomass genotypes depends on the industrial purpose and the
knowledge of the interrelationship of the several traits that directly or indirectly influence the
phenotypic expression. In addition, the selection of genotypes involving multiple traits using
suitable indices such as FAI-BLUP can contribute to better targeting in crop improvement
programs for genotype selection based on an ideal genotype. Thus, the objective of this study
was, in the first chapter, to estimate the associations between sorghum biomass traits; estimate
the direct and indirect effects and verify the existence of cause-and-effect relationship of the
other  traits  with  the  theoretical  heating  power  (THP)  via  path  analysis;  and  provide  a
complementary  technique  for  multi-trait  analysis  and  targeting  sorghum  biomass
improvement  programs  through  Data  Mining.  The  THP showed  both  null  and  positive
associations with the evaluated traits. Highlighting the positive associations with flowering
(FLOW); plant height (PH); green stem biomass productivity (GSBP); stem (SDM) and leaf
(LDM) dry mass; leaf neutral detergent fiber (LNDF); lead acid detergent fiber (LADF); stem
lignin (SL); leaf lignin (LL); and leaf hemicellulose (LH). The traits FLOW, PH, GSBP, LDM
and SL were considered the main determinants of THP variation,  and can be used in the
indirect selection of this target trait. In addition, the traits FLOW, PH and GSBP directly or
indirectly influenced the expression of the traits LDM and SL, and can be used in the indirect
selection  of  these  traits.  The  data  mining  technique,  regression  tree,  allowed  a  better
visualization of the relationships between the traits, helping in some explanations about the
influence of the traits on the THP. In the second chapter, the objective was to identify and
select superior sorghum biomass genotypes to produce second-generation ethanol considering
the  selection  for  multiple  traits,  as  well  as  to  verify  which  strategy  would  be  the  most
appropriate  for  the  selection  of  these  genotypes  by  the  FAI-BLUP  index  considering
experiments in multiple locations. The strategies used to calculate the FAI-BLUP index were:
first strategy (E1) use of the genetic values predicted in each location; second strategy (E2)
use  of  predicted  genetic  values  free  of  genotype  by  environment  (GxE)  interaction
considering all locations; third strategy (E3) use of predicted genetic values capitalizing on
the GxE interaction; fourth strategy (E4) use of genetic values predicted in E1 and creating
new traits by location; fifth strategy (E5) using predicted values in E3 and creating new traits
per location. Genotypes 4, 13, 17 and 18 stood out in terms of superiority, predictability and
genotypic adaptability, and their use is interesting for second-generation ethanol production.
The use of E2 and E3 were the most suitable for the selection of superior genotypes by the
FAI-BLUP  index  considering  experiments  in  multiple  locations  and  aiming  at  the
recommendation, respectively, for locations that present and/or not the same pattern of GxE
interaction of the evaluated experimental network.

Keywords: Sorghum  bicolor  L.,  path  analysis,  correlation,  bioenergy,  decision  tree,
FAI/BLUP.
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CAPÍTULO 1 – INTRODUÇÃO GERAL

1 INTRODUÇÃO

As crescentes preocupações com a segurança energética e os impactos ambientais com

o  uso  de  combustíveis  fósseis,  aliado  à  necessidade  de  diversificar  a  matriz  energética

mundial, expandiram a demanda por fontes renováveis de energia (SCOTT et al., 2015). O

sorgo biomassa [Sorghum bicolor (L). Moench], cultura energética promissora para produção

de  bioenergia  (ABBAS  et  al.,  2020;  SIMEONE  et  al.,  2020),  apresenta  ciclo  curto  de,

aproximadamente, 180 dias; altura elevada, sendo superior a 4 metros; alta produtividade de

biomassa verde e seca, em torno de 150 t ha-1 e 50 t ha-1, respectivamente (HEITMAN et al.,

2017;  SIMEONE et  al.,  2020);  ampla  adaptabilidade  para  regiões  tropicais  e  temperadas

(STEPHENSON et  al.,  2021;  LIANG et  al.,  2021);  e  alto  poder  calorífico  em caldeiras

(CASTRO et  al.,  2015;  DA SILVA et  al.,  2018;  OLIVEIRA et  al.,  2019).  Esta  cultura  é

considerada eficiente tanto para geração de energia elétrica quanto para produção de etanol de

segunda geração (2G) (CASTRO et al., 2017; SILVA et al., 2020; SIMEONE et al., 2020). 

Os caracteres  morfoagronômicos  e  os  que compõem a  biomassa  vegetal  do sorgo

biomassa,  mais  especificamente  os  compostos  lignocelulósicos  (celulose,  hemicelulose  e

lignina), podem influenciar positivamente ou negativamente na obtenção do genótipo ideal

para cada finalidade (SIMS et al., 2010). Quanto ao teor de lignina, por exemplo, busca-se

genótipos  com  maiores  teores  para  incrementar  o  poder  calorífico  da  cultura  visando  a

geração de energia elétrica (XIAO et al.,  2001; MAY et al.,  2015; CASTRO et al.,  2015;

OLIVEIRA et al., 2019) e genótipos com menores teores para melhorar a hidrólise enzimática

e o processo fermentativo visando a produção de etanol 2G (DAMASCENO et al.,  2010;

VAN DER WEIJDE et al., 2016). Assim, a obtenção do ideótipo de sorgo biomassa depende

da finalidade industrial  (CASTRO et  al.,  2017;  SIMEONE et  al.,  2020)  e envolve vários

caracteres simultaneamente (VENDRUSCOLO et al., 2016; HABYARIMANA et al., 2020).

Esses caracteres apresentam grande variação quanto a direção e a magnitude das associações

(CASTRO  et  al.,  2015;  VENDRUSCOLO  et  al.,  2016;  ALMEIDA et  al.,  2019;  DOS

SANTOS et al., 2020; HABYARIMANA et al., 2020). 

Associações  positivas  interessantes  para  fins  de  melhoramento  da  cultura  foram

observadas entre a altura de planta e a produtividade de biomassa seca (FERNANDES et al.,

2018; DOS SANTOS et al., 2020) e entre a altura de planta e o teor de lignina (OLIVEIRA et

al., 2019). Este conhecimento, permite a utilização do caráter altura para selecionar genótipos
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de sorgo biomassa com maior produtividade de biomassa seca e com maior teor de lignina de

maneira  menos  trabalhosa  e  onerosa,  sendo  extremamente  interessante  para  obtenção  de

genótipos de sorgo biomassa visando a geração de energia elétrica. No entanto, até o presente

momento  não  foi  observado  relação  de  causa  e  efeito  das  associações  desses  caracteres,

indicando que a altura, possivelmente, não é o principal determinante das alterações desses

caracteres (VENDRUSCOLO et al., 2016). 

O envolvimento de vários caracteres simultaneamente na seleção do genótipo ideal e a

ausência  de  conhecimento  da  relação  entre  causa  e  efeito  das  associações  entre  esses

caracteres  impactam no  direcionamento  dos  programas  de  melhoramento  da  cultura  para

geração de energia elétrica e para produção de etanol 2G (VENDRUSCOLO et al.,  2016;

OLIVOTO  et  al.,  2017).  Além  disso,  considerando  a  obtenção  do  genótipo  ideal  para

produção de etanol 2G, as associações positivas observadas entre a altura e o teor de lignina,

por exemplo, apresentam causas indesejáveis. 

Dessa forma, o objetivo com este trabalho foi estimar as associações entre caracteres

do sorgo biomassa; estimar os efeitos diretos e indiretos e verificar a existência de relação

causa e efeito dos caracteres com o poder calorífero teorico (PCT) via análise de trilha; e

fornecer  uma  técnica  complementar  para  análise  dos  caracteres  e  direcionamento  dos

programas de melhoramento em sorgo biomassa para geração de energia elétrica por meio da

Mineração de Dados e, identificar e selecionar genótipos superiores de sorgo biomassa para a

produção de etanol de segunda geração considerando a seleção para múltiplos caracteres, bem

como,  verificar  qual  estratégia  seria  a  mais  adequada para  seleção desses  genótipos  pelo

índice FAI-BLUP considerando experimentos em múltiplos locais. 

2 REFERENCIAL TEÓRICO

2.1 Sorgo Biomassa

O sorgo [Sorghum bicolor (L). Moench] é uma espécie pertencente ao Reino Plantae;

Divisão  Magnoliophyta  (Angiospermas);  Classe  Liliopsida  (Monocotiledonea);  Ordem

Poales;  Família  Poaceae  (Gramíneas),  gênero  Sorghum (SANTOS et  al.,  2005).  A África

Oriental  é  considerada  como centro  de  origem desta  cultura,  embora  algumas  evidências

indiquem que possa ter havido duas regiões de dispersão independentes: África e Índia, onde

se encontram atualmente, a maior variabilidade em espécies silvestres e cultivadas da cultura

(RIBAS, 2008; REGASSA et al., 2014; BORÉM et al., 2014).
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O sorgo  é  uma  espécie  diploide  com 10  pares  de  cromossomos  (2n  =  2x  =  20)

(SANTOS  et  al.,  2005).  Apresenta  flores  andróginas,  sendo  basicamente  uma  espécie

autógama, com pequena taxa de fecundação cruzada a qual varia conforme o genótipo e o

ambiente  (em  torno  de  2  a  10%)  e,  quando  ocorre,  é  realizada  pelo  vento  (SMITH;

FREDERIKSEN,  2005).  Devido  a  isso,  a  autofecundação  foi  à  base  nos  programas  de

desenvolvimento de variedades, que possibilitou o estabelecimento da cultura, antes da era do

híbrido. Atualmente, essas linhagens atuam como base nos programas de desenvolvimento de

híbridos  (SMITH;  FREDERIKSEN,  2005),  visto  que  os  cruzamentos  entre  as  linhagens,

frequentemente apresentam vigor híbrido (SMITH; FREDERIKSEN, 2005; PFEIFFER et al.,

2010; BUNPHAN et al., 2015; LOMBARDI et al., 2018, HE et al., 2020). Os híbridos de

sorgo são produzidos pelo cruzamento entre uma linhagem macho estéril (linhagem A) e uma

linhagem  fértil  polinizadora  (linhagem  R).  A  macho  esterilidade  do  sorgo  é  genético-

citoplasmática,  a  qual  envolve  genes  mitocondriais,  herdados  maternalmente,  e  genes

restauradores de fertilidade de natureza nuclear, constituindo um sistema binário.

O sorgo pode ser melhorado para diversas finalidades (ROONEY, 2004) devido sua

ampla diversidade genética.  Atualmente,  o sorgo é classificado em cinco grupos: i)  sorgo

granífero, cujo produto principal é o grão que é utilizado na alimentação humana e animal; ii)

sorgo forrageiro, cujo produto principal é a biomassa a qual é utilizada para produção de

silagem e/ou etanol; iii) sorgo vassoura, cujo produto principal é a panícula que é utilizada

para confecção da “vassoura de sorgo” ou vassoura caipira; iv) sorgo sacarino, cujo produto

principal é o teor de açúcares fermentáveis que é utilizado para produção de etanol; e, por fim,

o v) sorgo biomassa, cujo produto principal é a biomassa a qual é utilizada para produção de

etanol de segunda geração (etanol 2G ou etanol lignocelulósico), geração de energia elétrica,

produção de gás combustível, entre outros (EMBRAPA, 2014; BORÉM et al., 2014).

O  sorgo  biomassa  é  uma  planta  anual  com  alto  potencial  para  a  produção  de

bioenergia  (SILVA et  al.,  2020)  por  possuir  ciclo  curto  (150-180 dias),  alta  produção de

biomassa verde (até 150 t  ha-1)  e seca (até 50 t  ha-1)  (PARRELA et al.,  2011; PACKER;

ROONEY, 2014), alto poder calorífico em caldeiras (até 4.500 Kcal kg-1  de matéria seca)

(MAY et al., 2014), ampla adaptabilidade para regiões tropicais e temperadas (VERMERRIS;

SABALLOS,  2013;  SILVA et  al.,  2018;  OLIVEIRA et  al.,  2019)  e  grande  variabilidade

quanto ao teor de lignina na planta (entre 1 e 25%), podendo ser utilizado, dependendo do teor

de lignina, tanto para geração de energia elétrica quanto para produção de etanol 2G (ZHAO

et al., 2009; SKONIESKI et al., 2010; PARRELLA et al., 2011; DAMASCENO et al., 2013). 
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A alta produção de biomassa deve-se, principalmente, ao cultivo de genótipos de sorgo

biomassa sensíveis ao fotoperíodo. A sensibilidade ao fotoperíodo possibilita a ampliação do

ciclo vegetativo e, consequentemente, incremento da produção de biomassa por hectare/ciclo

(PEREIRA et al., 2012). O fotoperiodismo, resposta do desenvolvimento da planta à duração

dos períodos de luz e de escuro, afeta a indução floral e o crescimento final da cultura. Os

genótipos de sorgo biomassa respondem de forma diferente à duração do período luminoso

diário,  sendo  classificados  como  sensíveis  ou  insensíveis  ao  fotoperíodo.  O  controle  da

sensibilidade ao fotoperiodismo e da maturação (indução de floração) em sorgo está associado

ao efeito de seis genes com dois alelos: Ma1,ma1; Ma2,ma2; Ma3,ma3; Ma4,ma4; Ma5,ma5;

e Ma6,ma6 (ROONEY; AYDIN, 1999). Os genes Ma1 a Ma4 controlam o ciclo, enquanto os

genes  Ma5  e  Ma6  são  responsáveis  pela  sensibilidade  ao  fotoperiodismo.  Os  genótipos

Ma5Ma5ma6ma6 e ma5ma5Ma6Ma6 são insensíveis ao fotoperíodo e florescem entre 60 e

70  dias  após  a  germinação,  enquanto  genótipos  derivados  de  cruzamentos  entre  estas

linhagens  são  sensíveis  (Ma5ma5Ma6ma6),  florescendo  entre  150  e  180  dias.  Contudo,

genótipos com constituição genética Ma1__ são sensíveis ao fotoperíodo, independentemente

dos  demais  genes  e,  genótipos  com  constituição  genética  ma1ma1  são  insensíveis  ao

fotoperíodo (QUINBY; SCHERTZ, 1970). Portanto, para a obtenção de híbridos sensíveis,

busca-se selecionar genótipos com alelo Ma1 (PARRELLA et al., 2011).

O sorgo  sensível  é  uma planta  de  dias  curtos,  ou  seja,  floresce  apenas  quando  o

fotoperíodo é  menor  que  um fotoperíodo crítico.  Assim sendo,  se  o comprimento  do dia

aumenta,  a  gema apical  permanece  vegetativa (a  planta  não floresce),  ao passo que se o

comprimento  do  dia  decresce,  tornando-se  menor  que  12  horas  e  20  minutos,  haverá

diferenciação da gema apical em gema floral (a planta floresce). Desta forma, genótipos de

sorgo biomassa, sensíveis ao fotoperíodo, semeados nos meses de setembro ou outubro em

regiões com fotoperíodo maior que 12 horas e 20 minutos, irão iniciar o desenvolvimento da

gema  floral  a  partir  de  março  do  ano  seguinte,  ampliando  o  ciclo  vegetativo  e,

concomitantemente,  possibilitando  maior  produção  de  biomassa  por  hectare/ciclo  em

comparação a cultivares insensíveis ao fotoperíodo.

Além da elevada produção de biomassa,  a qualidade da biomassa é extremamente

importante, para obtenção de genótipos de sorgo biomassa com alto potencial para a geração

de  bioenergia  (DAMASCENO  et  al.,  2010;  SILVA  et  al.,  2020).  Como  comentado

anteriormente, a biomassa dessa cultura pode ser utilizada tanto para produção de etanol 2G

(AMADUCCI et al., 2000; DAVILA-GOMEZ et al., 2011; SILVA et al., 2020) quanto para

geração  de  energia  elétrica  (BENNETT;  ANEX,  2009;  ZEGADA-LIZARAZU;  MONTI,
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2012). A umidade e composição da biomassa vegetal, mais especificamente dos compostos

lignocelulósicos  (celulose,  hemicelulose  e  lignina),  podem  influenciar  positivamente  ou

negativamente na obtenção do genótipo ideal para cada finalidade (SIMS et al., 2010). 

A lignina,  por  exemplo,  fornece  aos  tecidos  vegetais,  impermeabilização,  reforço

estrutural e resistência ao ataque tanto biológico como físico e químico (XIAO; SUN; SUN,

2001).  O teor ideal deste componente dependerá da finalidade do uso do genótipo,  sendo

desejável  genótipos  com maiores  teores  de  lignina  visando a  geração  de  energia  elétrica

(MAY et al., 2015; CASTRO et al., 2015) e genótipos com menores teores de lignina visando

a produção de etanol 2G (DAMASCENO et al., 2010; VAN DER WEIJDE et al., 2016). 

Na  geração  de  energia  elétrica  que  é  realizada  por  meio  da  combustão  direta  da

biomassa,  transformando  energia  térmica  em  elétrica  (ZEGADA-LIZARAZU;  MONTI,

2012), quanto maior a energia liberada por massa do sólido quando queimado totalmente na

presença de oxigênio maior será o poder calorífero. Como a lignina apresenta elevado poder

calorífico (6100 Kcal kg-1) genótipos com elevados teores de lignina são desejáveis. Isto

ocorre em função da lignina possuir alta resistência a degradação térmica, devido ao elevado

número de carbonos presentes em sua estrutura e baixo teor de oxigênio, se comparado a

celulose e hemicelulose (PETROFF; DOAT, 1978; PEREIRA et al., 2012; MAY et al., 2015;

CASTRO et al., 2015). 

O sorgo biomassa possui elevado poder calorifico,  em torno de 4500 Kcal kg-1 de

biomassa seca (CASTRO et al., 2015; DA SILVA et al., 2018), se comparado ao eucalipto

(4501  Kcal  kg-1),  cana-de-açúcar  (4274  Kcal  kg-1)  (PAULA  et  al.,  2011),  switchgrass

(Panicum virgatum, L.)  (4204 Kcal kg-1) (SAINI et al., 2017) e capim elefante (Pennisetum

purpureum, S.) (4200 Kcal kg-1) (BORGES et al., 2016). Além disso, o sorgo biomassa pode

atingir  50% de umidade em campo (PARRELLA et  al.,  2013),  sendo compatível  com as

necessidades  da  maioria  das  caldeiras.  A umidade  do  material  interfere  diretamente  na

temperatura de combustão,  podendo,  quando em elevada umidade,  dificultar  a  queima da

biomassa (WU et al., 2011).

Na  produção  de  etanol  de  2G,  antes  da  conversão  de  açúcares  simples  em

biocombustíveis  pela  fermentação,  é  realizada  a  despolimerização  dos  polissacarídeos  da

parede  celular  em açúcares  simples  e  fermentáveis,  pelos  processos  de  pré-tratamento  e

sacarificação (LI et al., 2007). O pré-tratamento, que pode ser químico, físico ou enzimático,

visa  aumentar  o  acesso  das  enzimas  aos  polissacarídeos  que  posteriormente  serão

fragmentados em monômeros fermentescíveis (LIU et al, 2017) e reduzir a interação entre os

carboidratos da parede celular e a lignina. É desejável menor interação entre os carboidratos
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da parede celular e da lignina, pois a lignina atua negativamente na hidrólise enzimática por

três principais fatores: a adsorção competitiva, a inibição química e o impedimento estérico

(LI  et  al.,  2007;  KE;  CHEN,  2013),  podendo inibir  o  processo  fermentativo  subsequente

(DAMASCENO et al.,  2010; VAN DER WEIJDE et al., 2016) e encarecer a produção de

etanol (SIMS et al., 2010). Com isso, genótipos de sorgo biomassa com menores teores de

lignina são desejáveis visando a produção de etanol 2G. 

A mutação  bmr  (brown midrib)  é  uma  das  formas  de  se  alterar  a  qualidade  e  a

quantidade de lignina nos genótipos de sorgo biomassa de forma a favorecer o processo de

produção de etanol (CHERNEY et al., 1991). A mutação bmr foi primeiro observada em 1924

em Saint Paul, Minnesota, Estados Unidos e ocorreu de forma espontânea em uma planta de

milho  (Zea  mays  L.)  (JORGENSON,  1931).  Os  genes  responsáveis  pela  mutação  bmr

reduzem a atividade de enzimas envolvidas no processo de biossíntese de lignina (HALPIN et

al., 1998; SATTLER et al., 2009) acarretando menor teor de lignina nas plantas mutantes em

relação a seus pares isogênicos, além da formação de tecido vascular marrom-avermelhado

nas  folhas  e  nos  colmos  (PORTER et  al.,  1978;  SATTLER et  al.,  2010).  A obtenção de

genótipos  de  sorgo  bmr  ocorreu,  segundo  a  literatura,  por  meio  da  indução  química  de

sementes  com dietil  sulfato,  gerando dezenove mutantes  bmr de ocorrência  independente,

identificados em progênies segregadas. Dentre os dezenove mutantes, foram selecionados três

de  melhores  características  agronômicas  o bmr6,  bmr12 e  bmr18 (BOUT; VERMERRIS,

2003). O bmr6 provoca redução da atividade da enzima cinamil álcool desidrogenase (CAD),

enquanto  os  bmr12  e  bmr18  diminuem a  atividade  da  enzima  cafeato  O-metiltransferase

(COMT) na síntese de lignina da planta de sorgo (OLIVER et al., 2005). 

Genótipos  de  sorgo  biomassa  bmr  (bmr6  e  bmr12)  apresentaram  eficiência  na

conversão  de  biomassa,  promovendo  maior  liberação  de  açúcares  fermentáveis  após

sacarificação  enzimática  da  biomassa  quando  comparadas  com  os  não  mutantes

correspondentes (SABALLOS et al., 2008; DIEN et al., 2009)

Dessa forma, a obtenção do genótipo ideal de sorgo biomassa depende da finalidade

industrial, geração de energia elétrica ou produção de etanol 2G, e envolve vários caracteres

simultaneamente. Logo, o estudo desses caracteres, suas associações e a seleção de genótipos

considerando-os  simultaneamente  são de extrema importância,  visto  que podem ter  efeito

positivo ou negativo na seleção. 
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2.2 Correlação entre caracteres e análise de trilha em sorgo biomassa

A correlação é um parâmetro estatístico que mede o grau de associação linear entre

duas variáveis ou dois caracteres. O grau de associação é medido por meio do coeficiente de

correlação, o qual é adimensional e seu valor absoluto não supera a unidade podendo assumir

valores no intervalo [-1, 1]. Quando a correlação é positiva, os caracteres variam na mesma

direção; quando é negativa, os caracteres variam em direção oposta e, quando a correlação é

nula os caracteres não possuem associação linear (RAMALHO et al., 2012). 

A correlação  que  pode  ser  diretamente  mensurada  a  partir  de  medidas  de  dois

caracteres, é a fenotípica. Essa correlação tem causas genéticas e ambientais, porém só as

genéticas envolvem uma associação de natureza herdável, podendo ser utilizada na orientação

de programas de melhoramento (CRUZ et al., 2012). Tem-se que a ocorrência da correlação

genética é devido a pleiotropia e a ligações gênicas, contudo, a causa da correlação genética é,

principalmente,  devido  a  pleiotropia.  As  ligações  gênicas  são  causas  transitórias,

especialmente  em  populações  derivadas  de  cruzamento  entre  linhagens  divergentes

(FALCONER; MACKAY, 1996). 

Nos programas de melhoramento, se dois caracteres apresentam correlação genética

positiva, é possível obter ganhos para um deles por meio da seleção indireta no outro caráter

associado. Em alguns casos, a seleção indireta, com base na resposta correlacionada, pode

levar a progressos mais rápidos do que a seleção direta do caráter desejado, principalmente,

quando este sofre pronunciado efeito do ambiente e,  assim, apresenta baixa herdabilidade

(RAMALHO et  al.,  1993;  CRUZ et  al.,  2012).  Entretanto,  se  um caráter  correlacionasse

negativamente  com alguns  e  positivamente  com outros,  deve-se  tomar  o  cuidado  de,  ao

selecioná-lo, não provocar mudanças indesejáveis em outros. 

Em sorgo biomassa, observa-se alta correlação entre a produção de biomassa verde e

seca, altura da planta, número de colmos (VENDRUSCOLO et al., 2016; CASTRO et al.,

2015; PERAZZO et al., 2014) e dias para o florescimento (VENDRUSCOLO et al., 2016;

CASTRO et al., 2015). A produção de biomassa no sorgo apresenta baixa herdabilidade (DOS

SANTOS et al., 2020), sendo mais oneroso e trabalhoso a obtenção de genótipos superiores

considerando este caráter quando comparado com a seleção de genótipos visando elevada

produção de biomassa  baseados  em caracteres  de rápida  mensuração,  como a  altura.  Isto

acontece pois a altura de planta é um caráter que apresenta elevada herdabilidade (CASTRO

et al., 2015; BURKS et al., 2015; PATEL et al., 2019) e correlação positiva e de magnitude
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elevada com a produção de biomassa desde os trinta dias após o plantio (FERNANDES et al.,

2018). 

Contudo,  apesar  de  muito  útil  no  melhoramento  de  plantas,  os  coeficientes  de

correlação não fornecem informações sobre o efeito direto e indireto dos caracteres, isto é, as

informações de correlações são restritas a um par de caracteres, podendo não representar a

verdadeira  associação  entre  dois  caracteres,  uma vez  que  pode  ocorrer  influência  de  um

terceiro caráter, ou um conjunto de caracteres, sobre uma estimativa de correlação (WRIGHT,

1921). Este fato, foi observado para o caráter altura de planta, no sorgo biomassa, ao realizar

o estudo da análise de trilha, visto que apesar da altura de planta apresentar alta correlação

com  a  produção  de  biomassa,  ela  não  influenciou  direta  ou  indiretamente  este  caráter

(VENDRUSCOLO et al., 2016). Possivelmente, a altura de planta sofreu influência de um

terceiro caráter ou grupo de caracteres. 

Nesse sentido, o estudo da análise de trilha, proposta por Wright (1921), surge como

alternativa  interessante  à  correlação,  pois  esta  realiza  o  desdobramento  do  coeficiente  de

correlação em efeitos diretos e indiretos de um conjunto de caracteres sobre um caráter básico

ou principal  permitindo assim o estudo mais  detalhado das  associações  num conjunto de

caracteres. As estimativas da análise de trilha são obtidas por meio de equações de regressão,

em  que  os  caracteres  são  previamente  padronizados.  Apesar  da  correlação  ser  uma

característica intrínseca a dois caracteres em dada condição experimental, sua decomposição é

dependente  do  conjunto  de  caracteres  estudados,  que  normalmente  são  avaliados  pelo

conhecimento do melhorista de suas importâncias e de possíveis inter-relações expressas em

um modelo  de relacionamento  de  causa  e  efeito,  conhecido como “diagrama causal”  (ou

“diagrama de trilha”) (CRUZ et al., 2012). 

O diagrama causal pode considerar um único modelo causal (diagrama de uma cadeia)

ou mais de um modelo causal, como o diagrama de duas cadeias. A quantidade de cadeias será

determinada pelo melhorista de acordo com o conhecimento do mesmo em relação a cultura e

caracteres que estão sendo avaliados. A análise de trilha, nos casos em que se considera um

único modelo causal, é simplesmente uma análise de regressão parcial padronizada, sendo útil

no desdobramento dos coeficientes de correlação em efeitos diretos e indiretos. Contudo, nos

casos em que se considera mais de um modelo causal, como os diagramas de duas cadeias, a

análise de trilha constitui-se em uma expansão da regressão múltipla, o que é comumente

encontrado  em  estudos  de  melhoramento  envolvendo  a  produtividade  da  cultura,  os

componentes primários da produtividade e também os componentes secundários (CRUZ et

al., 2012). 
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Após estabelecido do diagrama causal, as correlações observadas são decompostas em

conjunto  de  termos  denominados  de  coeficientes  de  trilha,  os  quais  apresentam  os

caminhamentos simples e complexos (JOHNSON; WICHERN, 2007). O coeficiente de trilha

pode  ser  estimado  pelo  método  dos  quadrados  mínimos  e  tem as  seguintes  propriedades

associadas a ele: (1) sendo um coeficiente de regressão, ele tem direção, podendo ser negativo

ou positivo e maior ou menor quantidade; (2) sendo um coeficiente de regressão padronizado,

ele pode ser utilizado para comparar efeito de caracteres mensuráveis em diferentes escalas; e

(3) não tendo unidade física, ele se assemelha a um coeficiente de correlação (CRUZ et al.,

2012).

Os  resultados  dos  coeficientes  de  trilha  podem auxiliar  na  tomada  de  decisão  da

estratégia de seleção mais adequada quando: (i) o efeito direto do carácter causal (X) sobre o

carácter principal (Y) for semelhante, em grandeza e sinal, à correlação observada entre X e

Y,  tem-se que a resposta correlacionada por meio da seleção indireta do carácter principal é

eficiente, logo o melhorista pode praticar a seleção indireta; (ii) a correlação entre X e Y for

positiva e significativa, mas X tiver pequeno efeito direto positivo ou mesmo negativo sobre o

carácter  principal,  o  melhorista  deve  dar  maior  atenção  aos  efeitos  indiretos  dos  demais

caracteres, visto que este fato indica ausência de causa e efeito, isto é, o carácter X não é o

principal determinante das alterações no carácter principal, existindo outros caracteres que

poderão proporcionar maior impacto em termos de ganho de seleção; (iii) a correlação entre X

e Y for negligenciável, mas o efeito direto for positivo e elevado, os efeitos indiretos é que

devem ser  considerados no processo seletivo;  (iv)  a  correlação entre  X e Y for  negativa,

porém com efeito direto positivo e elevado, é recomendável utilizar um esquema seletivo

restrito  a  fim de eliminar  os  efeitos  indiretos  indesejáveis  para  aproveitar  o  efeito  direto

existente (VENCOVSKY; BARRIGA, 1992; CRUZ et al., 2012).

A análise de trilha apresenta algumas limitações. A confiabilidade dos coeficientes de

trilha pode ser adversamente afetada pelos efeitos de multicolinearidade (ou intercorrelação)

existente entre os caracteres que compõem o diagrama causal, isto é, o coeficiente de trilha

pode ser enviesado caso os caracteres causais sejam correlacionados entre si no modelo de

regressão  (CRUZ  et  al.,  2014).  Além  disso,  a  ausência  de  altas  correlações  não  indica

ausência de multicolinearidade (CARVALHO; CRUZ, 1996).

A multicolinearidade aumenta os erros padrão dos coeficientes e pode acarretar: (i)

grandes alterações nas estimativas dos coeficientes de regressão quando se exclui ou inclui

um  ou  poucos  caracteres,  (ii)  grandes  amplitudes  para  intervalos  de  confiança

correspondentes aos coeficientes de regressão que representam importantes caracteres causais,
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(iii) coeficientes de regressão que não apresentam o sinal algébrico esperado, com base em

resultados já obtidos ou com base no conhecimento prévio que o pesquisador tem a respeito

do assunto estudado (CRUZ et al., 2014). 

Há diversos métodos para diagnosticar e contornar a presença de multicolinearidade,

entre eles tem-se a análise dos autovalores associados à matriz de correlação, ou teste do

número de condições da matriz (NC), proposto por Montgomery e Peck (1981), que consiste

na razão entre o maior e menor autovalor da matriz de correlação. A multicolinearidade é

considerada  fraca  quando  NC  é  menor  que  100,  moderada  a  forte  se  o  NC  estiver  no

intervalos  de  [100  <  NC <  1000]  e  severa  se  NC >  1000.  Se  a  multicolinearidade  for

considerada  fraca,  ela  não  é  um problema sério,  não  necessitando  assim ser  contornada.

Contudo,  se  for  considerada  moderada  a  forte  ou  severa  é  necessário  contorná-la.  A

multicolinearidade  pode  ser  contornada  por  meio  da  eliminação  de  caracteres  causais  do

modelo ou pelo emprego de uma metodologia alternativa para a estimação dos parâmetros,

denominada análise de trilha em crista (CARVALHO, 1995; CRUZ et al., 2014). 

O método de análise de trilha em crista adiciona uma constante positiva k (0 < k < 1)

na  diagonal  principal  da  matriz  de  correlações  dos  caracteres  explicativos,  visando  obter

soluções para o vetor de parâmetros B. No entanto, na presença de multicolinearidade severa,

as estimativas dos coeficientes de análise de trilha em crista mostram-se instáveis para os

valores iniciais  de k. À medida que k aumenta,  essas estimativas tendem a se estabilizar,

proporcionando estimativas confiáveis do parâmetro B. Boa estabilização ocorre com maiores

valores de k,  entretanto,  quanto maior o seu valor,  maior  será o viés da análise  de trilha

(CRUZ et al., 2014). 

A análise de trilha, apesar das limitações, tem sido bastante utilizada no melhoramento

de diversas culturas, inclusive com sorgo, como sorgo sacarino (LOMBARDI et al., 2015),

sorgo granífero (MENGISTU et al., 2020), sorgo forrageiro (GOSWAMI et al., 2020) e sorgo

biomassa (VENDRUSCOLO et al., 2016), principalmente, por possibilitar o conhecimento da

influência de um carácter qualquer sobre o carácter principal e, assim, estabelecer a melhor

estratégia de seleção para incrementar o melhoramento genético. 

As análises de correlação e de trilha são comumente utilizadas pelos programas de

melhoramento genético, principalmente, para entender a associação entre os caracteres e a

relação entre causa e efeito deles. Técnicas que podem complementar essas análises surgiram

na área de ciência da computação como, por exemplo, a técnica de árvore de decisão da etapa

de mineração de dados, sendo por vezes mais robustas e de fácil interpretação. 
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2.3 Mineração de Dados

A Mineração  de  Dados  (MD)  é  uma  das  etapas  do  processo  de  Descoberta  de

Conhecimento em Base de Dados (Knowledge Discovery in Database (KDD)) (FAYYAD et

al., 1996). O processo de KDD é dividido em cinco grandes etapas, sendo: (i) seleção de um

conjunto  de  dados  ou  amostra  dos  dados  com  os  quais  o  processo  de  descoberta  será

realizado. Para realizar a seleção dos dados é preciso entender o objetivo do estudo, como por

exemplo: identificar padrões de genótipos altamente produtivos,  e, em seguida,  estudar os

dados  que  serão  utilizados;  (ii)  pré-processamento  dos  dados  selecionados  por  meio  da

limpeza dos dados. Esta etapa corrige inconsistência nos dados, tais como, valores faltantes,

outliers e suavização de dados ruidosos; (iii) transformação dos dados selecionados. Nesta

etapa poderão ser empregadas operações de projeção e redução, visando preparar os dados

para serem processados pelos algoritmos de mineração; (iv) mineração dos dados, a qual visa

extrair  conhecimentos  dos  dados.  Esta  etapa  é  realizada  por  meio  da  análise  de  dados  e

aplicação  de  algoritmos,  muitas  vezes  de  forma  repetitiva;  e,  por  último  tem-se  (v)

interpretação e avaliação dos resultados encontrados e, consequentemente, apresentação dos

conhecimentos  úteis  adquiridos  (FREITAS;  LAVINGTON,  1998;  CASTRO;  FERRARI,

2016).

As principais técnicas de mineração de dados utilizadas para extrair conhecimento dos

dados encontram-se classificadas em duas categorias: Tarefas Descritivas e Tarefas Preditivas

(CASTRO;  FERRARI,  2016).  As  tarefas  descritivas  visam  entender  ou  descrever  um

conjunto  de  dados  que  não  apresentam  saídas  associadas  (“caráter  alvo”)  descobrindo

propriedades, relações e padrões entre os caracteres ou certo subconjunto de dados, sendo, por

vezes,  tarefas de aprendizagem não supervisionada,  como exemplo tem-se as técnicas de:

Agrupamento (clustering), Padrões Sequenciais e Regras de Associação. Enquanto as tarefas

preditivas,  o  processo  de  mineração é  baseado  no tratamento  de  um determinado caráter

existente (“caráter alvo”) o qual se deseja descrever ou prever a partir dos demais caracteres,

ou seja, o conjunto de dados contém o caráter que se deseja prever, sendo consideradas tarefas

de aprendizagem supervisionadas, tendo as técnicas de Classificação e Regressão como as

mais utilizadas nesta tarefa (HAN et al., 2012; CASTRO; FERRARI, 2016). 

A escolha da técnica ou da tarefa de mineração que será utilizada dependerá de qual

tipo  de  conhecimento  se  busca  extrair  dos  dados.  Cada  tarefa  possui  um  conjunto  de

algoritmos que permite extrair padrões consistentes. A escolha do algoritmo está relacionada

com a capacidade de manipular certos tipos de dados, o formato dos dados de entrada do
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algoritmo,  compreensibilidade  do  modelo  de  saída,  nível  de  familiaridade  do  usuário,

escalabilidade, requisitos de software e hardware (CABENA et al., 1997).

A árvore de decisão, técnica de mineração de dados de aprendizagem supervisionada e

não paramétrica, pode descrever as relações entre os caracteres independentes (variáveis de

entrada ou atributos) e o caráter alvo (variável de saída ou classe) na forma de uma estrutura

de  árvore  só  que  em sentido  invertido,  sem a  necessidade  de  assumir  hipóteses  a  priori

(BLOCKEEL;  RAEDT,  1998).  Somado  a  isto,  a  árvore  de  decisão  pode  selecionar  e

determinar a importância dos caracteres  pelo nível de associação, força da influência e o

número de casos influenciados destes. 

Estruturalmente,  a  árvore  de  decisão  representa  uma segmentação  hierárquica  dos

dados  sendo  composta  pelo  nó  raiz,  nó  de  decisão  e  nó  terminal  (nó  folha).  O  nó  raiz

representa a população inteira ou amostra e é dividido em dois ou mais conjuntos, formando

sub-nós que podem ser nós de decisão ou nós terminais; nó de decisão representa um sub-nó

que é dividido em sub-nós adicionais; e nó terminal ou folha representa um sub-nó que não é

dividido. 

A descrição do caráter alvo é realizada atravessando-o ao longo da árvore de decisão,

partindo-se do nó raiz até chegar em uma folha. Ao alcançar um nó de decisão o carácter é

confrontado com um teste  associado aquele nó e  o resultado determina o próximo nó de

travessia,  formando os ramos da árvore.  Esses testes,  na maioria dos casos,  consistem na

comparação do valor de um carácter independente com um valor constante. Se o carácter em

teste num determinado nó é do tipo categórico, o número de ramos a partir do nó de decisão

poderá ser igual ou menor ao número de categorias que este carácter possa assumir. Já para

caracteres  em  testes  do  tipo  numérico  o  nó  de  decisão  se  ramifica  em  dois  fazendo  a

comparação do tipo maior ou menor que uma dada constante. Finalmente, ao chegar em uma

folha, o carácter alvo recebe um valor de acordo com uma função associada ao mesmo, sendo

um valor aproximado quando o mesmo for do tipo numérico (VAN DIEPEN; FRANSES,

2006).

De maneira geral, a árvore de decisão é criada a partir de um processo de indução

(FONSECA, 1994). O processo de indução visa escolher o carácter independente que será

utilizado em determinado nó de decisão. Existem diferentes métodos utilizados no processo

de indução para escolha do carácter em teste em cada nó de decisão, como índice de Gini ou a

entropia  (medida  de  desorganização  de  um sistema)  (TAN et  al.,  2009).  O método mais

utilizado é o ganho de informação, também interpretado como redução de entropia (MEIRA,

2008). O atributo com maior redução de entropia é o que divide os dados em grupos mais
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homogêneos. Isso permite reduzir o número de testes para classificação de um exemplo, e

consequentemente o tamanho da árvore (HAN et al., 2012).

Após a construção da árvore de decisão,  esta pode estar super  ajustada aos dados

utilizados e, via de regra, com alta complexidade. Esta condição é chamada de overfitting e

pode ser evitada com o uso de podas da árvore,  que a  tornam mais  generalista  e  menos

complexa. Existem duas categorias principais de poda, a pré-poda e a pós-poda. Na pré-poda,

a  árvore  de  decisão  interrompe  o  crescimento  em  função  de  determinadas  restrições

disponíveis  nos  algoritmos ou determinadas  pelo  pesquisador,  de forma que um ramo de

decisão, para ser criado, deve atender a estas restrições, caso contrário, se torna uma folha.

Como tipo de restrições tem-se: nível de profundidade da árvore, número mínimo de registros

cobertos por folha, significância estatística e ganho de informação (TAN et al., 2009). 

No método de pós-poda, a árvore é construída por completo e em seguida busca-se

ramos que podem ser podados, seja pela substituição de ramos (sub-árvore) por uma folha, ou

pela elevação de uma sub-árvore na estrutura da árvore principal, podando-se assim algum

ramo intermediário. A árvore de decisão, depois de pronta, pode ser utilizada para descobrir a

estrutura preditiva do problema, permitindo a compreensão de quais caracteres e associações

desses  caracteres  conduzem ao  carácter  alvo.  Regras  podem ser  extraídas  de  árvores  de

decisão, no formato “SE... → ENTÃO”, seguindo o caminho do nó raiz até uma das folhas,

facilitando assim sua compreensão, uma vez que permitem a análise dos padrões encontrados

de forma individual (TAN et al., 2009).

Vale destacar que as árvores de decisão podem trabalhar com dados do tipo numérico,

categórico ou ambos. Quando o carácter alvo for do tipo categórico (classificatório) utiliza-se

árvore de classificação e quando o carácter alvo for do tipo numérico (quantitativo) utiliza-se

árvore  de  regressão  (CRIMINISI;  SHOTTON,  2013;  WU  et  al.,  2008).  As  árvores  de

regressão  preservam  a  interpretabilidade  das  árvores  de  decisão  podendo  facilmente

interpretar as relações entre os caracteres dependentes e o carácter alvo por meio da estrutura

da árvore. Logo, o processo de regressão visa predizer o carácter alvo a partir dos demais

caracteres observados e explicar a  relação existente entre os caracteres independentes  e o

carácter alvo (BREIMAN et al., 1984). 

O sucesso da árvore de decisão deve-se ao fato de ser uma técnica extremamente

simples que não necessita de parâmetros de configuração e geralmente tem um bom grau de

assertividade  (LOUPPE,  2014).  Todavia,  a  importância  ou  associação  de  um  carácter

independente  não  necessariamente  está  ligada  com a  causa  de  variação  do  carácter  alvo

(OBERMEYER;  EMANUEL,  2016),  sendo  interessante  nos  programas  de  melhoramento
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genético utilizar essa técnica de forma complementar a técnica de correlação e análise de

trilha  dos  caracteres  ou  vice-versa,  para  auxiliar  no  entendimento  e  na  visualização  das

associações.

2.4 Seleção para múltiplos caracteres

Como  comentado  anteriormente,  a  seleção  do  genótipo  ideal  de  sorgo  biomassa

depende da finalidade industrial e envolve vários caracteres simultaneamente, os quais podem

apresentar associações positivas ou negativas. Essas associações podem provocar, de acordo

com a seleção realizada, mudanças desejáveis em alguns caracteres e indesejáveis em outros.

Logo,  o  uso  de  procedimentos  genético-estatísticos,  que  permitam  minimizar  os  efeitos

indesejados  das  respostas  correlacionadas  e  que  considerem  a  seleção  para  múltiplos

caracteres, é extremamente recomendada para a obtenção de ideótipos e para o aumento da

eficiência dos programas de melhoramento (SANTOS et al., 2007; RAMALHO et al., 2012). 

Alternativas  de  seleção  de  múltiplos  caracteres  podem  ser  agrupadas  em  três

metodologias: (a) método de tandem, que baseia-se na seleção de uma característica por vez, é

considerado um procedimento demorado e de eficiência duvidosa, e quase não é praticado; (b)

método dos níveis independentes de eliminação, que estabelece níveis mínimos ou máximos

para cada característica, podendo haver descarte de indivíduos fora do limite preestabelecido

para uma determinada característica, porém, ótimos para as demais; (c) índice de seleção,  que

combina a informação de todos os caracteres, de modo que a seleção é fundamentada em um

único  valor,  envolvendo  todos  os  demais  (CRUZ;  REGAZZI;  CARNEIRO,  2012;

RAMALHO et al., 2012). 

O índice de seleção tornou-se uma importante ferramenta no melhoramento de plantas

e tem sido amplamente usada nos programas de melhoramento para a seleção de genótipos

superiores, pois permite combinar as múltiplas informações contidas na unidade experimental,

de modo que seja possível a seleção do genótipo superior com base em vários caracteres de

interesse  econômico,  simultaneamente  (CRUZ  et  al.,  2012).  Além  disso,  permite  que  o

desempenho de um genótipo para uma determinada característica, compense alguma outra,

podendo  ser  considerado  mais  flexível  quando  comparado  aos  níveis  independentes  de

eliminação (BERNARDO, 2002). 

Existem  diversos  índices  de  seleção  descritos  na  literatura  que  são  usados  no

melhoramento  vegetal,  como,  por  exemplo,  os  índices  de:  Smith  (1936)  e  Hazel  (1943),

Willians (1962), Mulamba e Mock (1978), Índice Z (NUNES et al., 2005) e o índice FAI-

BLUP (ROCHA et  al.,  2018).  No  melhoramento  genético,  o  uso  do  índice  FAI-BLUP



24

mostrou-se superior ao índice de Smith-Hazel e ao índice de Mulamba e Mock na seleção de

genótipos  de  capim-elefante  (Pennisetum  purpureum)  (ROCHA et  al.,  2018)  e  de  sorgo

sacarino  (BOTELHO  et  al.,  2021),  respectivamente.  Sendo  seu  uso  recomendado  para  a

seleção de múltiplos caracteres simultaneamente, independente do sentido que deseja para o

carácter em seleção.

 O índice FAI-BLUP (Factor analysis and ideotype-design – análise de fatores e design

de ideótipos) tem a capacidade de contornar problemas como multicolinearidade e atribuição

de pesos econômicos. Neste índice é realizada a análise de fatores exploratória, com o intuito

de  se  extrair  as  cargas  fatoriais  da  matriz  de  correlação  genética.  Posteriormente,  são

determinados os ideótipos baseando-se na combinação de fatores desejáveis e indesejáveis

para o melhoramento genético, sendo que, o número de ideótipos vai depender do número de

autovalores maiores ou iguais a unidade.

 Depois da determinação dos ideótipos, estima-se as distâncias genótipo-ideótipo, que

são  convertidas  em  uma  estimativa  de  similaridade  relativa,  possibilitando  assim,  o

ranqueamento dos genótipos. Assim, além de resolver o problema da multicolinearidade e da

atribuição de pesos econômicos, o índice considera a estrutura das correlações obtidas dos

dados e direciona os melhoristas na seleção de genótipos mais próximos ao ideótipo (ROCHA

et al., 2018).
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RESUMO

O objetivo com este estudo foi estimar as associações entre caracteres do sorgo biomassa;
estimar os efeitos diretos e indiretos e verificar a existência de relação causa e efeito dos
caracteres  com  o  poder  calorífero  teórico  via  análise  de  trilha;  e  fornecer  uma  técnica
complementar para análise dos caracteres e direcionamento dos programas de melhoramento
de sorgo biomassa por meio da Mineração de Dados. Foram avaliados vinte e cinco híbridos
de sorgo biomassa sob delineamento látice quadrado triplo 5x5. Avaliaram-se os caracteres:
florescimento (FLOR);  altura de  planta  (AP);  produtividade  de biomassa  verde do colmo
(PMVc), das folhas (PMVf) e das panículas (PMVp); massa seca do colmo (MSc) e foliar
(MSf); fibra em detergente neutro do colmo (FDNc) e foliar (FDNf); fibra em detergente
ácido  do  colmo  (FDAc)  e  foliar  (FDAf);  lignina  do  colmo  (LIGc)  e  foliar  (LIGf);
hemicelulose do colmo (HEMc) e foliar (HEMf); a concentração de celulose do colmo (CCc)
e  foliar  (CCf);  e  o  poder  calorífero  teorico  (PCT).  Os dados foram submetidos  a  análise
explorátoria, a análise univariada, correlação genotípica, análise de trilha e a técnica de árvore
de regressão. A análise de trilha e a árvore de regressão consideraram o PCT como carácter
alvo. O PCT apresentou tanto associações nulas quanto positivas com os caracteres avaliados.
Destacando-se as associações positivas com FLOR, AP, PMVc, MSf, MSc, HEMc, LIGc,
FDNf, FDAf, HEMf, LIGf. Os caracteres FLOR, AP, PMVc, MSf e LIG foram consideradas
os principais determinantes das alterações do PCT podendo ser utilizados na seleção indireta
deste  carácter.  Além  disso,  os  caracteres  FLOR,  AP  e  PMVc  influenciaram  direta  ou
indiretamente  a  expressão  dos  caracteres  MSf  e  LIGc,  podendo ser  utilizados  na seleção
indireta dos caracteres MSf e LIGc. A técnica de Mineração de Dados empregada permitiu
melhor  visualização  das  relações  entre  os  caracteres,  auxiliando  em algumas  explicações
sobre a influência dos caracteres sobre o PCT.

Palavras-chave: Sorghum bicolor  L.,  análise  de  trilha,  correlação,  bioenergia,  árvore  de
decisão.
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ABSTRACT

The aim of this study was to estimate the associations between sorghum characters biomass;
to  estimate  the  direct  and  indirect  effects  and  verify  the  existence  of  a  cause-and-effect
relationship of the traits with the theoretical heating power via trail analysis; and provide a
complementary technique for character analysis and targeting sorghum biomass improvement
programs through Data Mining. Twenty-five sorghum biomass hybrids were evaluated under
a  5x5  triple  square  lattice  design.  The  following  characters  were  evaluated:   flowering
(FLOW); plant height (PH); production of total green mass, stem (GSBS), leaf (GSBL) and
panicles  (GSBP);  dry  mass,  stem  (SDM)  and  leaf  (LDM);  neutral  detergent  fiber,  stem
(SNDF) and leaf (LNDF); acid detergent fiber, stem (SADF) and leaf (LADF); lignin, stem
(SL) and leaf (LL); hemicellulose, stem (SH) and leaf (LH); the concentration of cellulose in
the stem (SC) and in the leaf (LC); and the theoretical calorific value (THP). The data were
submitted to exploratory analysis, univariate analysis, genotypic correlation, trail analysis and
the regression tree technique. The path analysis and the regression tree considered THP as
target  character.  THP also  showed both null  and positive  associations  with  the  evaluated
characters. Highlighting the positive associations with FLOW, PH, GSBS, MSf, SDM, SH,
SL,  LNDF,  LADF,  LH,  LL.  The  characters  FLOW,  PH,  GSBS,  LDM  and  lignin  were
considered the main determinants of THP alterations and can be used in the indirect selection
of  this  character.  In  addition,  the  characters  FLOW,  PH and GSBS directly  or  indirectly
influence  the  expression  of  the  characters  LDM and SL and can  be  used  in  the  indirect
selection of these characters. The Data Mining technique used allowed a better visualization
of the relationships between the characters, helping to explain the influence of the characters
on the THP.

Keywords: Sorghum bicolor L., path analysis, correlation, bioenergy, decision tree.
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1 INTRODUÇÃO

A demanda  mundial  por  fontes  renováveis  de  energia  elétrica  se  expandiu  em

decorrência do alto consumo de combustível fóssil e seus impactos ambientais (MOOD et al.,

2013). A biomassa, maior fonte de bioenergia do mundo cuja combustão causa menor emissão

de substâncias tóxicas e nocivas (KAMBO; DUTTA, 2014), pode ser produzida por qualquer

material vegetal, animal ou residual (humano e industrial) (DERMIBAS, 2001). A cultura da

cana-de-açúcar (Saccharum officinarum L.) e as culturas florestais (ex. eucalipto (Eucalyptus

ssp.))  são as  principais  matérias-primas utilizadas na produção mundial  de bioenergia  via

combustão de biomassa (VENDRUSCOLO et al., 2016; ABBAS et al., 2020). No entanto, a

busca  de  novas  fontes  de  biomassa,  principalmente,  oriundas  de  culturas  anuais,  visando

suprir a demanda mundial de bioenergia, é crescente em diversos países, como no Brasil (DA

SILVA  et  al.,  2020a),  nos  Estados  Unidos  da  América  (PARKHURST  et  al.,  2016;

STEPHENSON et al., 2021), na Itália (SERRA et al., 2017), na Austrália (BLAKERS et al.,

2017), na Índia (PATEL et al., 2019) e em Portugal (FERREIRA et al., 2017). 

O  sorgo  biomassa,  cultura  energética  promissora  para  produção  de  bioenergia

(ABBAS et al., 2020; SIMEONE et al., 2020), apresenta ciclo curto de, aproximadamente,

180 dias; altura elevada, sendo superior a 4 metros; alta produtividade de biomassa verde e

seca, em torno de 150 t ha-1 e 50 t ha-1, respectivamente (HEITMAN et al., 2017; SIMEONE

et al., 2020); ampla adaptabilidade para regiões tropicais e temperadas (STEPHENSON et al.,

2021; LIANG et al., 2021); e alto poder calorífico em caldeiras (CASTRO et al., 2015; DA

SILVA et al., 2018; OLIVEIRA et al., 2019). 

O poder calorífico pode ser definido como a quantidade de energia liberada por massa

do sólido quando queimado totalmente na presença de oxigênio (SIMEONE et al.,  2020).

Logo, quanto maior o poder calorífico de uma cultura maior será a geração de energia elétrica

pela queima da biomassa. O poder calorífico do sorgo biomassa é considerado elevado, em

torno de 4500 Kcal Kg-1 de biomassa seca (CASTRO et al., 2015; DA SILVA et al., 2018),

principalmente, quando comparado com as principais culturas utilizadas como matéria-prima

na produção mundial de bioenergia via combustão de biomassa, como eucalipto (4501  Kcal

Kg-1), cana-de-açúcar (4274 Kcal kg-1) (PAULA et al., 2011), switchgrass (Panicum virgatum,

L.) (4204 Kcal kg-1) (SAINI et al., 2017) e capim elefante (Pennisetum purpureum, S.) (4200

Kcal kg-1) (BORGES et al., 2016).

O elevado poder  calorífero do sorgo biomassa  deve-se,  entres  outros  caracteres,  a

umidade e ao teor de lignina (ABBAS et al., 2020; SIMEONE et al., 2020). A umidade da
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biomassa  interfere  diretamente  na  temperatura  de  combustão,  podendo,  quando  elevada,

dificultar a queima da biomassa (WU et al., 2011; CASTRO et al.,  2015), aumentando os

custos para geração de energia elétrica; sendo ideal, teor de umidade das plantas em torno de

50% no momento da colheita, o que é facilmente tangível para a cultura (CASTRO et al.,

2015).  A lignina,  composto lignocelulósico presente nos  vegetais  possui  alta  resistência  a

degradação térmica,  devido ao elevado número de carbonos presentes  em sua estrutura  e

baixo teor de oxigênio, apresentando, assim, elevado poder calorífico em torno de 6100 Kcal

kg-1 (XIAO et al., 2001). Logo, o cultivo de genótipos de sorgo biomassa com maiores teores

de lignina é ideal para incrementar o poder calorífico da cultura e para maior geração de

energia elétrica. 

Em  conjunto  com  esses  caracteres  (umidade  e  teor  de  lignina),  a  obtenção  de

genótipos com alta produtividade de biomassa (verde e seca) é extremamente importante para

a geração de energia elétrica (NHUCHHE; AFZAL, 2017; DA SILVA et al.,  2020a),  pois

quanto maior a quantidade de massa para se queimar maior será a geração de energia elétrica.

A produtividade foi fortemente incrementada com a ampliação do ciclo vegetativo da cultura,

isto  é,  com  o  cultivo  de  genótipos  sensíveis  ao  fotoperíodo  (DA SILVA et  al.,  2020b).

Contudo, a produtividade apresenta baixa herdabilidade (DOS SANTOS et al., 2020), sendo

resultante da expressão e associação de diversos caracteres (OLIVEIRA et al., 2021). Assim

sendo, é caro e trabalhoso a obtenção de genótipos superiores para produtividade por meio do

fenótipo (FERNANDES et al.,  2018) o mesmo ocorre para o teor de lignina, apesar deste

apresentar elevada herdabilidade (OLIVEIRA et al., 2018).

A associação entre os caracteres, que pode ser positiva ou negativa, é um dos recursos

utilizados pelos programas de melhoramento genético para auxiliar na seleção e obtenção de

genótipos superiores (VENDRUSCOLO et al.,  2016; GOSWAMI et al.,  2020). Visto que,

pode-se ter rápidos progressos com a seleção indireta de genótipos superiores para o carácter

de interesse, por meio da seleção pelo carácter associado, principalmente, quando o carácter

de interesse apresenta baixa herdabilidade e dificuldade na mensuração e o carácter associado

não (WRIGTH, 1921). Por outro lado, a seleção de um carácter pode ocasionar mudanças

indesejáveis em outros, pois este pode associar-se tanto positivamente quanto negativamente

com os  outros  caracteres  (WRIGTH,  1921,  LOMBARDI et  al.,  2015;  OLIVEIRA et  al.,

2021). Outro fator limitante da associação entre dois caracteres é a possível influência de um

terceiro  carácter,  ou  conjunto  de  caracteres,  sobre  a  estimativa  de  associação  (WRIGTH,

1921). Dessa forma, é importante  estudar a associação entre dois caracteres (correlação), bem

como, as associações de um conjunto de caracteres sobre o carácter de interesse (análise de
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trilha) para verificar a existência de relação causa e efeito entre os caracteres; fornecendo

assim  maior  poder  na  tomada  de  decisão  aos  melhoristas  (LOMBARDI  et  al.,  2015;

VENDRUSCOLO et al., 2016; GOSWAMI et al., 2020; OLIVEIRA et al., 2021). 

A análise  de trilha é  uma técnica extremamente útil  no melhoramento de diversas

culturas, principalmente, por possibilitar o conhecimento da relação entre causa e efeito entre

os caracteres (WRIGTH, 1921). Contudo, a análise de trilha apresenta algumas limitações

como a multicolinearidade, a dimensionalidade dos dados e o fato de não apresentar resultado

visual e de fácil interpretação (OLIVOTO et al., 2017). Algumas dessas limitações podem ser

contornadas por meio do uso complementar de outras técnicas de mineração de dados, como a

árvore de decisão. A árvore de decisão é uma técnica extremamente simples, visual e de fácil

interpretação, que não necessita de parâmetros de configuração e geralmente tem um bom

grau de assertividade (LOUPPE, 2014), podendo ser utilizadas para descrever as associações

entre  os  caracteres  avaliados  (BREIMAN  et  al.,  1984),  porém sem  verificar  a  causa  de

variação do carácter alvo (OBERMEYER; EMANUEL, 2016).

No sorgo biomassa os caracteres apresentam grande variação quanto a direção e a

magnitude das associações (CASTRO et al., 2015; VENDRUSCOLO et al., 2016; ALMEIDA

et al.,  2019; DOS SANTOS et al.,  2020; HABYARIMANA et al.,  2020). Uma associação

interessante e benéfica ao melhoramento da cultura foi observada, desde os 30 dias após a

semeadura  da  cultura,  entre  a  altura  de  planta  e  a  produtividade  de  biomassa  seca

(FERNANDES et  al.,  2018;  DOS SANTOS et  al.,  2020).  Este  conhecimento,  permite  a

utilização  do  carácter  altura  para  selecionar  genótipos  de  sorgo  biomassa  com  maior

produtividade de biomassa seca de maneira menos trabalhosa e onerosa. No entanto, até o

presente  momento  não  foi  observado  relação  entre  causa  e  efeito  da  associação  desses

caracteres,  indicando  que  a  altura,  possivelmente,  não  é  o  principal  determinante  das

alterações na produtividade (VENDRUSCOLO et al., 2016).

A ausência de conhecimento da relação entre causa e efeito das associações entre os

caracteres  de  sorgo biomassa  e  a  dificuldade  de  interpretação  das  análises  de  associação

impactam  no  entendimento  da  associação  dos  caracteres  do  sorgo  biomassa  e  no

direcionamento dos programas de melhoramento da cultura (VENDRUSCOLO et al., 2016;

OLIVOTO et al., 2017). 

Dessa forma, o objetivo com este trabalho foi estimar as associações entre caracteres

do sorgo biomassa; estimar os efeitos diretos e indiretos e verificar a existência de relação

causa e efeito dos caracteres com o poder calorífero teorico (PCT) via análise de trilha; e
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fornecer  uma  técnica  complementar  para  análise  dos  caracteres  e  direcionamento  dos

programas de melhoramento de sorgo biomassa por meio da Mineração de Dados.

2 MATERIAL E MÉTODOS

2.1 Local, Plano Experimental e Manejo

O  experimento  foi  conduzido  no  ano  agrícola  de  2016/2017  no  Centro  de

Desenvolvimento  Científico  e  Tecnológico  em  Agropecuária  da  Universidade  Federal  de

Lavras (UFLA), no município de Lavras, Estado de Minas Gerais, Brasil (21°14' S; 45°00' O;

932 m). O clima de Lavras, foi classificado, segundo Koppen, como Cwa (ALVARES et al.,

2013) e, apresentou durante a condução do experimento, precipitação total de 361,3 mm e

temperatura média de 22,1°C. O solo da área experimental foi classificado como Latossolo

Vermelho-amarelo, de acordo o Sistema Brasileiro de Classificação de Solos, correspondente

ao Oxisol (SOIL SURVERY STAFF, 2014). 

O experimento foi instalado, em 26 de novembro de 2016, segundo o delineamento

látice quadrado triplo 5 x 5. Foram avaliados vinte e cinco genótipos sensíveis ao fotoperíodo,

sendo vinte e um híbridos experimentais de sorgo biomassa e quatro híbridos comerciais - HC

(HC1: BRS716; HC2: BRS656, HC3: TESTSB; HC4: Volumax). As parcelas experimentais,

constituídas por duas linhas de 5,0 m de comprimento e espaçadas de 0,70 m entre fileiras,

foram aradas usando um conjunto de discos tandem a uma profundidade de 20 cm seguido por

um cultivador de campo para a preparação do canteiro de sementes. A densidade de plantas

adotada foi de 140.000 plantas ha-1. Na semeadura, realizada de forma direta, foi aplicado 450

kg ha-1 do formulado NPK 08-28-16 nos sulcos de plantio e quando as plantas estavam no

estádio  V4-V5  foi  aplicado,  em  cobertura,  200  kg  de  ureia  ha-1.  Além  disso,  durante  a

condução do experimento, foi realizado o controle de plantas daninhas por meio da aplicação

de atrazina (3 kg i.a. ha-1) complementado por capina mecânica, quando necessário. A colheita

foi realizada manualmente, em média, aos 180 dias após a semeadura.

2.2 Caracteres mensurados

Os caracteres agronômicos mensurados foram: florescimento (FLOR; dias) de pelo

menos 50% das plantas da parcela, em dias após o semeadura; altura da planta (AP; m) na

média  de  oito  plantas  aleatórias,  medidas  da superfície  do  solo  ao  ápice  da  panícula,  no

momento da colheita; produtividade de massa verde (PMV; t ha-1) de oito plantas aleatórias

por parcela, com panícula e folhas, produtividade de massa verde do colmo (PMVc; t ha-1) de

oito  plantas  por  parcela,  sem panícula  e  folhas,  produtividade  de massa verde  das  folhas



41

(PMVf; t ha-1) de oito plantas por parcela, sem colmo e panícula e, produtividade de massa

verde das panículas (PMVp; t ha-1) de oito plantas por parcela, sem colmo e folhas, ambos

pesados por meio de uma balança de suspensão digital, em Kg, convertida em t ha-1; massa

seca (MS, %) determinada pela soma entre a massa seca foliar e do colmo de oito plantas

sobre a massa verde dos mesmos; massa seca foliar (MSf, %) determinada pela razão entre a

massa seca e a massa verde foliar de oito plantas; massa seca do colmo (MSc, %) determinada

pela razão entre a massa seca e a massa verde do colmo de oito plantas, a massa seca foi

obtida pela secagem do material em estufa e dessecador até que as amostras apresentassem

peso constante, seguindo a metodologia de Zhao et al. (2009). 

Com base na MS, determinou-se os caracteres de composição da biomassa: fibra em

detergente neutro do colmo e foliar (FDNc e FDNl, %), determinado pela razão entre o peso

da amostra após a digestão em 35 ml de solução de detergente neutro e 0,5 ml de amilase,

filtragem e secagem em estufa a 105°C e o peso da amostra antes da digestão (0,35g) de cada

componente (colmo e folha); fibra em detergente ácido (FDA, %), determinado pela razão

entre o peso da amostra após a digestão em 35 ml de solução de detergente ácido, filtragem e

secagem  em  estufa  a  105°C  e  o  peso  da  amostra  antes  da  digestão  (0,35g)  de  cada

componente  (colmo  e  folha);  lignina  do  colmo  e  foliar  (LIGc  e  LIGf,  %),  determinado

segundo a metodologia de Soest (1963) para cada componente (colmo e folha); hemicelulose

do  colmo  e  foliar  (HEMc  e  HEMf,  %),  obtido  pela  diferença  entre  FDN  e  FDA;  e,  a

concentração de celulose do colmo e foliar (CCc e CCf, %) obtido pela diferença entre FDA e

LIG. 

Após  a  mensuração  desses  caracteres,  obteve-se  a  varável  básica  PCT  (poder

calorífico teórico) por meio da expressão: , em que, PMV é a produção de massa verde; MSm

é a massa seca média e, FDNm é o teor médio de fibra em detergente neutro na planta. 

2.3 Análise Estatística

Os dados coletados dos caracteres foram submetidos a análise exploratória. Na análise

exploratória, foi realizada análise descritiva dos caracteres e exame gráfico das relações entre

os  caracteres,  visando,  principalmente,  identificar  possíveis  valores  atípicos  (outliers),

presença  de  dados  faltantes  (missing)  e  avaliar  algumas  suposições  básicas,  como

normalidade e homocedasticidade.  A análise exploratória  foi realizada utilizando o pacote

Scikit Learn versão 0.24.2 (PEDREGOSA et al., 2011) em ambiente Python 3 (LUTZ, 2014).

Os pressupostos da análise de variância, após avaliação em ambiente Python, foram

verificados por meio do teste de Shapiro-Wilk e Levene quanto a normalidade dos erros e
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homocedasticidade das  variâncias,  respectivamente.  Constatado que os  dados atendiam os

pressupostos, realizou-se análise univariada dos caracteres dos genótipos de sorgo biomassa

de acordo com o modelo estatístico:  yc=XcBc+Zc bc+W c gc+ec,  em que:  yc é o vetor  de

dados fenotípicos  do c-ésima caráctere;  X c ,Zc ,W c são matrizes  de incidência  dos  efeitos

fixos e aleatórios; Bc é o vetor de efeitos fixos das repetições; bc é o vetor de efeito de blocos

dentro de repetições, sendo bc ̴ N (0, Iσ2b);  gc é o vetor de efeitos dos genótipo, sendo gc  ̴ N

(0, Iσ2g);  ec é o vetor de efeitos do erro experimental, sendo  ec  ̴  N (0, Iσ2e). A qualidade

experimental foi aferida pela estimativa da acurácia seletiva (AS = √ 1−1/ F), a qual reflete a

confiabilidade  na  seleção  de  genótipos  a  partir  dos  valores  fenotípicos  (RESENDE;

DUARTE,  2007).  A análise  univariada  e  a  verificação  dos  pressupostos  da  análise  de

variância  foram  realizadas,  respectivamente,  por  meio  do  pacote  lmtest  (ZEILEIS;

HOTHORN, 2002) e por meio da função gamem() do pacote metan (OLIVOTO; LÚCIO,

2020) em ambiente R (R CORE TEAM, 2018). 

Em seguida, estimou-se a associação entre os todos caracteres avaliados e os efeitos

diretos  e  indiretos  destes  por  meio  da  correlação  genotípica  e  da  análise  de  trilha,

respectivamente.  As  significâncias  das  correlações  genotípicas  foram  verificadas  via

bootstrap. Para a análise de trilha, a matriz de correlação genotípica das variáveis explicativas

foi previamente diagnosticada quanto à multicolinearidade. O teste utilizado foi do número de

condição da matriz (NC), que consiste na razão entre o maior e menor autovalor da matriz de

correlação (MONTGOMERY; PECK, 1981; OLIVOTO et al., 2017). A multicolinearidade é

considerada fraca quando NC é menor que 100, moderada a forte se 100 < NC < 1000 e

severa se NC > 1000. Constatada multicolinearidade severa, adicionou-se uma constante k de

0,04684 na diagonal principal da matriz de correlação das variáveis explicativas à semelhança

do método de regressão em crista.

A análise de trilha foi realizada em diagrama causal de duas cadeias. A primeira cadeia

constou do carácter PCT como variável básica e pelos caracteres MSc, FDNc, FDAc, LIGc,

HEMc, CCc, MSf, FDNf, FDAf, LIGf, HEMf e CCf, como variáveis explicativas primárias.

A segunda cadeia constou das variáveis explicativas secundárias FLOR, AP, PMVf, PMVc e

PMVp sobre as variáveis primárias. A análise de correlação, o teste de multicolinearidade e a

análise de trilha foram realizadas por meio da função path_analysis_seq() do pacote metan

(OLIVOTO;  LÚCIO,  2020),  as  figuras  foram  realizadas  utilizando  o  pacote  ggplot2

(WICKHAM, 2016) em ambiente R (R CORE TEAM, 2018). 
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A árvore  de  decisão  foi  construída  considerando  o  carácter  PCT como alvo  e  os

demais  caracteres  como  independentes.  Como  o  carácter  alvo  PCT é  do  tipo  numérico

utilizou-se  a  árvore  de  regressão.  Construiu-se  a  árvore  de  regressão  por  meio  da  classe

sklearn.tree.DecisionTreeRegressor (SCIKIT LEARN, 2020) do pacote Scikit Learn versão

0.24.2 (PEDREGOSA et al., 2011) em ambiente Python 3 (LUTZ, 2014). Para a construção

da árvore foi considerado todas as instâncias avaliadas (genótipos), sendo 70% dos dados para

treino  e  30%  para  teste  (test_size=0,30),  parâmetro  RandomState  equivalente  a  1

(random_state=1) para que o algoritmo construa sempre a mesma árvore e a profundidade da

árvore equivalente a 4 (max.depth=4). A profundidade da árvore foi definida com base no

melhor ajuste do modelo, sendo adotado a profundidade 4, pois na mesma o coeficiente de

determinação (R2) foi considerado o mais alto. Após a construção da árvore foi observado a

importância  dos  caracteres  independentes  para  o  modelo  por  meio  do  atributo

feature_importances da classe sklearn.tree.DecisionTreeRegressor (SCIKIT LEARN, 2020).

3 RESULTADOS

A estimação da associação genotípica dos caracteres e a seleção, direta ou indireta, de

genótipos superiores pelos programas de melhoramento genético dependem da existência de

variabilidade  genética  (CRUZ  et  al.,  2012;  SINHA;  KUMARAVADIVEL,  2016).  A

variabilidade genética (p < 0,05) foi observada para todos os caracteres mensurados (Figura 1)

e  a  associação  entre  eles  variou  desde  fortemente  positiva  até  moderadamente  negativa

(Figura 2).

Os caracteres agronômicos, FLOR, AP, PMVc, MSf e MSc, apresentaram elevadas

associações positivas entre si (0,54 < rg < 0,90) e associações nulas com PMVf (0,13 < rg <

0,32) e com PMVp (-0,26 < rg < 0,18) (Figura 2). Os caracteres que compõem a biomassa do

colmo, FDNc, FDAc, LIGc, HEMc e CCc, apresentaram elevadas associações positivas entre

si (0,48 < rg < 0,98) (Figure 2). Associações similares foram observadas entre os caracteres

que compoẽm a biomassa da folha, sendo elevadas e positivas entre FDNf, FDAf, HEMf e

CCf (0,79 < rg < 0,99) e nulas com LIGf (-0,07 < rg < 0,28) (Figura 2). As associações entre

os caracteres que compõem a biomassa do colmo e da folha foram consideradas nulas (-0,23 <

rg < 0,26), com exceção para as associações entre LIGf x LIGc a qual apresentou associação

elevada e positiva (rg = 0,65) (Figura 2). 

As  associações  entre  os  caracteres  agronômicos  e  os  caracteres  que  compõem  a

biomassa apresentaram grandes variações (-0,29 < rg < 0,74) (Figura 2). Considerando os

caracteres que compõem a biomassa do colmo, tem-se associações positivas entre a LIGc com
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o FLOR, AP, PMVc, MSc e MSf (rg > 0,57), entre a HEMc e a PMVf (rg > 0,51) e entre

FDAc,  FDNc e CCc com PMVp (rg > 0,50)  (Figura  2).  Considerando os  caracteres  que

compõem a biomassa foliar, têm-se associações positivas entre os caracteres FDAf, FDNf,

LIGf  e  HEMf  com  FLOR,  AP,  PMVc  e  MSf  (rg  >  0,44)  e  associações  nulas  entre  os

caracteres PMVf e PMVp com todos os caracteres que compõem a biomassa foliar (-0,28 < rg

< 0,20) (Figura 2).  O PCT apresentou associações fortemente positivas com os caracteres

FLOR, AP, PMVc, MSf, MSc, HEMc, LIGc, FDNf, FDAf, HEMf, LIGf (0,49 < rg < 0,95) e

associações fracas ou nulas com os caracteres PMVf, PMVp, FDNc, FDAc, CCc e CCf (rg <

0,41) (Figura 2). 

O coeficiente de determinação (R2) da análise de trilha foi de 90,66%, indicando que

o PCT pode ser explicado pelos efeitos das características analisadas. O efeito residual foi de

30,56% e reflete a contribuição das variáveis do modelo para a variável básica. Portanto, o

modelo explicativo utilizado expressou a relação de causa e efeito entre as variáveis primárias

e o PCT.

As variáveis explicativas primárias MSc, FDNc, FDAc, HEMc, CCc, FDNf, FDAf,

LIGf, HEMf e CCf influenciaram indiretamente o PCT pois, apesar da elevada associação

positiva desses caracteres com o PCT, o efeito direto desses caracteres foi menor que o efeito

residual (Figura 3 (A)). Logo, esses caracteres apresentaram pequeno efeito direto sobre o

PCT, não sendo os principais determinantes nas alterações deste carácter,  existindo outros

caracteres  que  podem proporcionar  maior  impacto  na  seleção indireta,  como as  variáveis

explicativas  primárias  MSf  e  LIGc.  As  variáveis  explicativas  primárias  MSf  e  LIGc

influenciaram diretamente o PCT, visto que o efeito  direto foi  superior  ao efeito  residual

(Figura  3  (A)).  As  variáveis  explicativas  secundárias  FLOR,  AP e  PMVc  apresentaram

elevada associação e efeito direto positivo com PCT, além de efeitos  indiretos via outros

caracteres (Figura 3 (B)).  As demais variáveis secundárias,  PMVp e PMVf, apresentaram

influência sobre o PCT (Figura 3 (B))

Ao  verificar  os  efeitos  das  variáveis  explicativas  secundárias  sobre  as  primárias,

observou-se, em média, coeficiente de determinação (R2) de moderada magnitude, entre 27%

e 82%, e elevado efeito residual,  entre 42 e 86%, indicando que os variáveis explicativas

secundárias não explicaram a contento a variação nos caracteres primários. Exceto, para os

caracteres MSf e LIGc, os quais apresentaram elevado coeficiente de determinação (>66%) e

moderado efeito residual (<58%). Para o MSf, as variáveis explicativas secundárias FLOR e

AP apresentaram elevada associação e efeito direto positivo, podendo ser utilizadas na seleção

indireta  deste  carácter  e  o  carácter  PMVc  apresentou  influência  indireta,  principalmente
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devido ao efeito indireto via FLOR e AP (Figuras 2 e 4). Para a LIGc foi observado, apenas,

influência indireta dos caracteres FLOR, AP e PMVc (Figura 4). 

A árvore de regressão apresentou elevado coeficiente de determinação (R2 = 80%)

(Figura 5). A estrutura da árvore foi composta pelo nó raiz o qual recebeu o carácter FLOR,

doze nós de decisão, os quais foram compostos pelos caracteres AP (2), PMVc (4), MSc (2),

MSf (1), LIGc (1), LIGf (1) e FDAf (1) e 14 nós folhas (Figura 5). Os caracteres considerados

de maior importância para a construção da árvore foram FLOR, PMVc, LIGc, LIGf, MSc e

MSf (Figura 6). Pode-se observar que o PCT foi sendo incrementado a medida em que o

período vegetativo da cultura (FLOR > 110 dias), a produtividade e o teor de lignina do colmo

apresentaram elevada  expressão  (PMVc >  59,12  t  ha-1;  LIGc  >  9,35%),  obtendo  quando

seguido  essas  regras  valores  de  PCT superior  a  35  (Figura  5).  Considerando  o  caminho

apresentado anteriormente quando o LIGc apresentou valores inferiores a 9,35% o carácter

PMVc apresentou grande influência na expressão do PCT, o qual apresentou maiores valores

quanto o valor do PMVc foi superior a 65,71 t ha-1. 

Quando o período vegetativo foi superior a 110 dias porém a produtividade do colmo

foi  inferior  a  59  t  ha-1 observou-se  menores  valores  para  o  PCT.  Esses  valores  foram

incrementados quando a LIGf foi inferior a 8,13% e MSc foi superior a 38,35%. Quando o

período vegetativo foi inferior a 110 dias maiores valores de PMVc e de AP ajudaram a

incrementar o valor do PCT (Figura 5).
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Figura 1 - Herdabilidade (%), média (x) e significância da variância genotípica pelo teste F,
dos caracteres de sorgo biomassa. 

Fonte: Do autor (2021).
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Figura 2 - Correlação genotípica dos caracteres de sorgo biomassa. 

Fonte: Do autor (2021).
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Figura 3 - Estimativas dos efeitos diretos (diagonal principal, cinza claro), efeitos indiretos
(linha, branco) e efeito total (última coluna, cinza escuro) das variáveis primárias
(A)  e  das  variáveis  secundárias  (B)  sobre  a  variável  principal  PCT de  sorgo
biomassa. 

Fonte: Do autor (2021).

Figura 4 - Estimativas dos efeitos das variáveis explicativas secundárias sobre as variáveis
primárias MSf e LIGc de sorgo biomassa.

Fonte: Do autor (2021).
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Figura 5 - Árvore de regressão (R2 = 80%) considerando o carácter PCT como alvo e os
demais caracteres mensurados como independentes. 

Fonte: Do autor (2021).

Figura 6 - Importância dos caracteres na árvore de regressão considerando o carácter PCT
como carácter alvo. 

Fonte: Do autor (2021).

4 DISCUSSÃO

Associações  positivas  entre  os  caracteres  agronômicos  FLOR,  AP,  PMV e  MS já

haviam sido observadas em sorgo biomassa (CASTRO et al., 2015; VENDRUSCOLO et al.,

2016; FERNANDES et al., 2018; DOS SANTOS et al., 2020; HABYARIMANA et al., 2020)

e podem ser explicadas pelo período vegetativo da cultura (sensibilidade ao fotoperíodo),

índice  de  área  foliar  e  interceptação  e  uso  eficiente  da  radiação  (OLSON  et  al.,  2012;



50

CASTRO et al.,  2015; CHUNG et al.,  2017; OLIVEIRA et al.,  2019). A sensibilidade ao

fotoperíodo  e  a  maturação  (indução  ao  florescimento)  da  cultura  são  controlados  pelos

mesmos  seis  genes  e  dois  alelos  (Ma1,ma1;  Ma2,ma2;  Ma3,ma3;  Ma4,ma4;  Ma5,ma5;  e

Ma6,ma6), os quais possuem interações alélicas em que genótipos com constituição genética

Ma1__ são sensíveis ao fotoperíodo, independentemente dos demais genes e, genótipos com

constituição genética ma1ma1 são insensíveis ao fotoperíodo (ROONEY; AYDIN, 1999). O

gene Ma1 está ligado com os genes que controlam a altura da planta (Dw1,dw1; Dw2,dw2;

Dw3,dw3; e Dw4,dw4), principalmente, com o Dw2 (HILLEY et al., 2017). A altura de planta

é determinada pelo número e comprimento de entrenós e influência a espessura do diâmetro

dos mesmos e, consequentemente, no maior acúmulo de biomassa, tendo maiores expressões

no colmo e menores nos tecidos foliares e panícula (KEBRON et al., 2017). 

As associações entre os caracteres FLOR, AP e PMV ocorrem devido a expressão

genética  e  a  ligação  entre  os  genes  que  controlam  a  sensibilidade  do  fotoperíodo  e  a

maturação com os genes que controlam a altura da planta. Em relação aos caracteres MSf e

MSc, alguns estudos indicam a influência dos genes que controlam a expressão genética do

FLOR e  AP e dos  genes  relacionados  a  formação da  parede  celular  na  expressão  desses

caracteres (MCKINLEY et al.,  2016; HILLEY et al.,  2017), além da influência de fatores

ambientais, como a incidência de luz (CHUNG et al., 2017; PERRIER et al., 2017). Maiores

acúmulos de MSf e MSc ocorrem após a fase vegetativa da cultura, visto que, após a floração

os genes envolvidos na formação da parede secundária e da lignificação (genes da família dos

fatores de transcrição NAC (genes NAC)), que atuam, também, no enlongamento da parede

celular são, em partes, retidos no colmo do sorgo e contribuem para o aumento no diâmetro

do  mesmo  e  dos  componentes  estruturais,  devido  ao  aumento  da  espessura  das  paredes

secundárias (MCKINLEY et al., 2016). Enquanto, outros genes envolvidos no enlongamento

da parede celular influenciam na área e no ângulo da folha (HILLEY et al., 2017), permitindo

maior interceptação e uso eficiente da radiação (CHUNG et al.,  2017). O presente estudo

confirmou a influência direta  dos caracteres FLOR e AP e indireta  do carácter PMVc na

expressão genotípica do MSf (Figura 4),  podendo os  caracteres  FLOR e AP e o carácter

PMVc juntamente com os dois anteriores serem utilizados na seleção indireta do carácter

MSf. A ausência do efeito direto dos caracteres agrônomicos para o MSc deve ser melhor

avaliada, mas acredita-se que o resultado observado neste estudo, para este carácter, deve-se

aos fatores genéticos, as interações entre esses fatores e seus efeitos nos processos fisiológicos

e nas características morfológicas da planta (KEBROM et al., 2017; PERRIER et al., 2017). 
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Assim, a expressão genotípica do genes que controlam os caracteres agronômicos, são

os principais responsáveis pelas associações positivas observadas entre eles e pelos resultados

observados  em  estudos  relacionados  ao  desenvolvimento  do  sorgo  biomassa,  os  quais

apresentaram elevado incremento da expressão dos caracteres agronômicos ao longo de todo

o desenvolvimento da cultura e menores incrementos após a floração da mesma, exceto para

os caracteres PMVf e PMVp (OLSON et al., 2012; DIALLO et al., 2019; CASTRO et al.,

2021). Os caracteres PMVf e PMVp, aparentemente, sofrem maior influência dos níveis de

expressão  dos  genes  que  estão  envolvidos  na  resposta  dos  hormônios  vegetais,  ou  seja,

daqueles que influenciam os aspectos fenológicos e fisiológicos da cultura (OLSON et al.,

2012; TRUONG et al., 2015; SERRA et al., 2017; KEBROM et al., 2017) e, possivelmente,

devido a isso, não apresentaram associações lineares com os demais caracteres agronômicos

(Figura 2). A PMVf apresenta incremento moderado durante o período vegetativo e constante

ou  decremento  após  a  floração  (OLSON  et  al.,  2012),  período  este  em  que  a  taxa  de

senescência foliar se iguala a taxa de crescimento, não apresentando incremento equivalente

aos  demais  caracteres  agronômicos  avaliados.  Enquanto  a  PMVp  apresenta  incremento

acentuado após a floração, período em que os genótipos cessam o desenvolvimento vegetativo

para priorizar a formação de grãos (SERRA et al., 2017). 

Dentre  o observado neste  estudo quanto a  associações  dos caracteres  agronômicos

tem-se que as associações entre o FLOR, AP e MS com PMV verificados em outros estudos,

devem-se,  praticamente,  as  associações  desses  caracteres  com  a  PMVc  (Figura  2).  A

príncipio, o conhecimento dessa associação não ocasionaria grandes problemas com o uso

desses caracteres agronômicos para a seleção indireta da PMV, pois a PMVc representou, em

média, 80% da PMV (Figura 1) podendo, inclusive, orientar os melhoristas na eliminação de

alguns  caracteres  durante  a  seleção  de  genótipos  superiores.  Contudo,  alguns  estudos

relataram  que  apesar  da  altura  apresentar  elevada  associação  com  a  produtividade  de

biomassa, a mesma não influenciou direta ou indiretamente este carácter (VENDRUSCOLO

et al., 2016).  

Considerando os caracteres que compõem a biomassa,  associações positivas foram

observadas  entre  os  caracteres  FDN,  FDA,  LIG,  HEM  e  CC  as  quais,  assim  como  as

associações entre os caracteres agronômicos, já haviam sido observadas em sorgo biomassa

(CASTRO et al., 2015; LI et al., 2017; ALMEIDA et al., 2019). Associações positivas entre

FDN e FDA com LIG, HEM e CC eram esperadas visto que o FDN estima os componentes

estruturais da parede vegetal que são insolúveis em detergente neutro como a LIG, HEM e CC

e o FDA estima os componentes estruturais da parede vegetal insolúveis em detergente ácido
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como a LIG e a CC (SOEST, 1963), sendo interessante entender as associações entre LIG,

HEM e CC, os quais são os principais componentes da parede celular. As associações entre

LIG, HEM e CC foram positivas e podem ser explicadas pela  expressão dos genes NAC

(XIA et al., 2018) e pela estrutura e ligações entre esses caracteres durante a constituição da

parede  celular  as  quais  foram  elucidadas  em  estudos  anteriores  (ATALLA et  al.,  1993;

GRABBER  et  al.,  2004;  JUNG  et  al.,  2015;  RAVINDRAN;  JAISWAL,  2016).

Resumidamente, os genes NAC induzem o espessamento da parede celular secundária e a

deposição  de  CC,  HEM  e  LIG  no  colmo  (ZHONG  et  al.,  2010;  XIA  et  al.,  2018).

Estruturalmente, tem-se que a LIG reticula a CC e HEM, formando uma matriz altamente

impermeável e complexa, que protege os polissacarídeos da parede celular,  no caso CC e

HEM, da degradação (GRABBER et al., 2004) e somando a isto, tem-se que os polímeros de

HEM se ligam a CC e a LIG por meio de ligações  de hidrogênio e  ligações  covalentes,

respectivamente (RAVINDRAN; JAISWAL, 2016). Assim sendo, a expressão dos caracteres

LIG, HEM e CC variam no mesmo sentido, principalmente, no colmo. As associações nulas

observadas entre HEMf e CCf com a LIGf pode ser decorrente da menor lignificação foliar a

qual apresenta menor relação LIG:CC e LIG:HEM quando comparado com os constituintes

da parte do colmo (Figura 1) (SARATH et al., 2008; MCKINLEY et al., 2018). 

Apesar  da  associação observada entre  os  caracteres  que  compõem a  biomassa,  as

associações  entre  os  caracteres  que  compõem  a  biomassa  do  colmo  com  aqueles  que

compõem a biomassa da folha foram consideradas nula (Figura 2). Isto ocorre, possivelmente,

devido aos efeitos dos fatores genéticos e ambientais na fisiologia e morfologia dos tecidos

vegetais do colmo e da folha (FIRDOUS;GILANI, 2001; SARATH et al., 2008; PERRIER et

al.,  2017).  As  folhas  do  sorgo  biomassa  diferenciam  do  colmo  quanto  a  expressão  dos

compostos lignocelulósicos ao longo do desenvolvimento da cultura; apresentando, no final

do ciclo, maiores teores de água e proteínas e menores teores de CC e LIG em relação ao

colmo (FIRDOUS; GILANI, 2001; SARATH et al., 2008; MCKINLEY et al., 2018). Uma

possível explicação genética seria os níveis de expressão dos genes que estão envolvidos na

resposta  dos  hormônios  vegetais  (auxina,  citocinina,  giberilina  e  etileno,  entre  outros)

(TRUONG et al.,  2015; KEBROM et al.,  2017), tendo, por exemplo, maior expressão do

etileno no colmo e da auxina na folha, porém não foi encontrado informações na literatura

sobre as causas genéticas que explicassem de forma mais clara a ausência de associação linear

entre os caracteres que compõem a biomassa do colmo e da folha no sorgo biomassa. 

Vale destacar, também, uma outra possível explicação para a associação nula entre os

caracteres que compõem a biomassa do colmo com os que compõem a biomassa da folha que
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é  a  associação  negativa  entre  os  componentes  estruturais  (CC,  HEM  e  LIG)  e  os  não

estruturais  (proteínas,  minerais,  entre  outros)  na  composição  da  biomassa  da  cultura

(PERRIER et  al.,  2017;  MCKINLEY et  al.,  2018).  Assim,  como as folhas  necessitam de

maiores concentrações de componentes não estruturais  para realização dos seus processos

fisiológicos,  há  uma  menor  concentração  dos  componentes  estruturais  na  mesma,

diferentemente do colmo (FIRDOUS; GILANI, 2001; SARATH et al., 2008; MCKINLEY et

al., 2018).

É importante lembrar que as associações nulas, observadas neste estudo, podem ser

decorrentes da colheita uniforme dos genótipos (~ 180 dias após a semeadura), tendo assim

diferenças  entre  os  estádios  fenológicos  de  maturação  dos  genótipos  avaliados,  havendo

genótipos no início do período de maturação e outros no final do período de maturação. Esse

fato, provavelmente, influenciou o nível de expressão genotípica de alguns genótipos para

alguns caracteres. Além disso, ressalta-se que as associações nulas, como as observadas entre

os componentes da biomassa do colmo com os da folha e entre os caracteres agronômicos

com  a  PMVf  e  PMVp,  não  necessariamente  significam ausência  de  associação  entre  os

caracteres, mas apenas que esses caracteres não apresentam associação linear entre si (Figura

2). 

A ausência da associação linear entre a maioria dos caracteres agronômicos com os

caracteres que compõem a biomassa contrapõem as observações sobre a expressão desses

caracteres ao longo do desenvolvimento da cultura, porém pode ser explicada pela expressão

genética de alguns genes que atuam nesses caracteres, como os genes NAC e os genes que

controlam  a  resposta  dos  hormônios  (FIRDOUS;  GILANI,  2001;  OLSON  et  al.,  2012;

HOFFMANN; ROONEY, 2014; TRUONG et al., 2015; KEBROM et al., 2017; MCKINLEY

et al., 2018; DIALLO et al., 2019; CASTRO et al., 2021). Os genes NAC, que codificam

cerca de 180 proteínas no sorgo, estão envolvidos em vários processos de desenvolvimento da

cultura, como o desenvolvimento dos meristemas apicais, o transporte de auxinas, a divisão

celular,  o espessamento da parede secundária e a resposta da planta a estresses bióticos e

abióticos  (XIA et  al.,  2018;  SANJARI  et  al.,  2019)  e  apresentam  diferentes  níveis  de

expressão ao longo do desenvolvimento da cultura, inclusive entre os caracteres agronômicos

e os caracteres que compõem a biomassa (MCKINLEY et al., 2016; PIERRER et al., 2017).

Por isso que a maioria dos caracteres agronômicos não foram os principais determinantes das

variações nos caracteres que compõem a biomassa,  apesar  desses caracteres  apresentarem

comportamento similar ao longo do desenvolvimento da cultura (Figura 4), exceto para o

carácter LIGc (FIRDOUS; GILANI, 2001; OLSON et al., 2012; HOFFMANN; ROONEY,
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2014; CASTRO et al., 2021). Esses conhecimentos implicam que os caracteres que compõem

a  biomassa  podem  ser  melhorados  independente  dos  caracteres  agronômicos.  Isso  tem

implicações  importantes para os programas de melhoramento de sorgo biomassa os quais

podem  obter  genótipos  com  maiores  teores  de  compostos  lignocelulósicos  independe  da

expressão dos caracteres agronômicos.  

O  carácter  LIGc  diferente  da  maioria  dos  caracteres  que  compõem  a  biomassa

apresentou associação positiva com os caracteres FLOR, AP, PMVc, MSc e MSf  (Figura 2)

sendo  influenciado  indiretamente  pelos  caracteres  FLOR,  AP e  PMVc  (Figura  4).  Este

resultado demostrou que realizar a seleção para este carácter com base apenas nas associações

positivas observadas com os caracteres agronômicos (0,33 < rg < 0,70) (Figura 2), poderá não

resultar ganhos satisfatórios com a seleção. Neste caso, a melhor estratégia seria a seleção

simultânea  de  caracteres,  principalmente,  os  caracteres  FLOR,  AP e PMVc,  cujos  efeitos

indiretos são significativos (CRUZ et al., 2012). 

O PCT, principal carácter nos estudos com sorgo biomassa para geração de energia

elétrica, apresentou associações positivas com a maioria dos caracteres avaliados neste estudo

porém, somente as variáveis explicativas primárias MSf e LIGc e as variáveis explicativas

secundárias FLOR, AP e PMVc foram consideradas as principais determinantes das alterações

do PCT podendo ser utilizadas na seleção indireta deste carácter (Figura 2 e 3).  Resultado

similar foi observado por meio da árvore de regressão a qual, apesar de não indicar a causa de

variação do PCT, atribuiu elevada importância aos caracteres FLOR, PMVc, LIGc e MSf em

que genótipos com maiores expressões para estes caracteres apresentaram maiores valores de

PCT (Figura 6). Esse resultado, em partes, era esperado visto que quanto maior a energia

liberada pela biomassa da cultura quando queimada totalmente na presença de oxigênio maior

será o poder calorífico (SIMEONE et al., 2020) e que alguns estudos já demonstraram que a

energia liberada será maior na presença de menor umidade e de maior teor de lignina na

biomassa (ABBAS et al., 2020; SIMEONE et al., 2020).

A umidade da biomassa interfere diretamente na temperatura de combustão podendo,

quando elevada, influenciar negativamente na otimização da combustão e no valor calorífico,

pois parte do calor gerado é consumido na evaporação da água e também no aquecimento dos

vapores para atingir a temperatura dos demais gases (WU et al., 2011; CASTRO et al., 2015;

SIMEONE  et  al.,  2020).  Então  quanto  menor  a  umidade  da  biomassa  maior  será  a

porcentagem de massa seca (MS) (UM% = 100 – MS%) e maior será o PCT (CASTRO et al.,

2015; ABBAS et al., 2020; SIMEONE et al., 2020). Dessa forma, esperava-se que o MS do

colmo e folha influenciassem diretamente o PCT. Inclusive, pela árvore de regressão pode-se
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observar  que  maiores  valores  de  MSc  influenciaram  positivamente  os  valores  de  PCT,

principalmente, quando houve menores valores de PMVc (PMVc < 59,12 t ha-1). Logo o

MSc compensou, em partes, a variação do PCT quando os genótipos apresentaram menores

PMVc (Figura 5). Acredita-se que a ausência do efeito direto do MSc sobre PCT deve-se aos

diferentes níveis de maturação dos genótipos avaliados e aos fatores genéticos, ambientais e

as  interações  entre  esses  fatores  na  expressão  desse  carácter  (KEBROM  et  al.,  2017;

PERRIER et al., 2017). 

O carácter LIG apresenta elevada resistência a degradação térmica, devido ao elevado

número de carbonos presentes em sua estrutura e baixo teor de oxigênio, se comparado a CC e

HEM (XIAO et al., 2001; CASTRO et al., 2015; SIMEONE et al., 2020). O sorgo biomassa

apresenta poder calorífico em torno de 4500 Kcal Kg-1 de biomassa seca enquanto a LIG

apresenta  poder calorífico em torno de 6100 Kcal kg-1  de biomassa seca (PETROFF; DOAT,

1978; CASTRO et al., 2015), o que justifica a influência deste carácter na variação do PCT.

As maiores concentrações de LIG no colmo, principalmente, devido as diferenças nos níveis

de lignificação dessas estruturas e da atuação dos genes que controlam o enlogamento da

parede celular e os genes que estão envolvidos na resposta dos hormônios vegetais podem

justificar maior influência da LIGc do que da LIGf na variação do PCT. 

E por fim, em relação as varíaveis explicativas secundárias, não foi observado em

estudos anteriores como esses caracteres (FLOR, AP e PMV) influenciam a quantidade de

energia liberada durante a combustão sendo, neste estudo, considerados determinantes nas

variações do PCT (Figuras 3 e 4). Acredita-se que esses caracteres agronômicos influenciam

diretamente o PCT devido a expressão dos mesmos, principalmente, pelo fato dos caracteres

FLOR e  AP estarem ligados  geneticamente  (genes  Ma1  e  genes  Dw)  e  influenciarem a

expressão do PMVc e esses caracteres agronômicos influenciarem direta ou indiretamente a

expressão de alguns caracteres que influenciam diretamente a quantidade de energia liberada

durante a combustão, como os caracteres MSf e LIGc (Figuras 3 e 4). A relação entre os

caracteres PMVc e LIGc pode ser observado pela árvore de regressão, em que genótipos que

apresentaram PMVc superior a 59 t ha-1 porém baixo teor de LIGc (LIGc < 9,35%) tiveram o

valor de PCT incrementado quando considerado maiores PMVc (PMVc > 65 t ha-1) para a

cultura, demostrando que menores LIGc são compensados pela maior PMVc (Figura 5). 

5 CONCLUSÃO

Os caracteres agronômicos apresentaram associações positivas entre si e associações

nulas com PMVf e PMVp. Os caracteres que compõem a biomassa do colmo,  assim como os
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caracteres que compõem a biomassa da folha, FDN, FDA, LIG, HEM e CC, apresentaram

associações  positivas  entre  si,  porém as  associações  entre  os  caracteres  que  compõem a

biomassa do colmo com os que compõem a biomassa da folha foram consideradas nulas.

As  associações  entre  os  caracteres  agronômicos  e  os  caracteres  que  compõem  a

biomassa apresentaram tanto associações nulas quanto positivas. Destacam-se as associações

positivas entre a LIGc com o FLOR, AP, PMVc, MSc e MSf. O PCT também apresentou

tanto  associações  nulas  quanto  positivas  com  os  caracteres  avaliados.  Destacando-se  as

associações positivas com FLOR, AP, PMVc, MSf, MSc, HEMc, LIGc, FDNf, FDAf, HEMf,

LIGf.

Os  caracteres  FLOR,  AP,  PMVc,  MSf  e  LIG  foram  consideradas  os  principais

determinantes das alterações do PCT podendo ser utilizados na seleção indireta deste carácter.

Além  disso,  os  caracteres  FLOR,  AP e  PMVc  influenciarem  direta  ou  indiretamente  a

expressão dos caracteres MSf e LIGc, podendo para a seleção indireta dos caracteres MSf e

LIGc, levar em consideração a seleção indireta ou simultânea, dependendo do carácter alvo,

dos caracteres FLOR, AP e PMVc.

A técnica  de  Mineração  de  Dados  empregada  permitiu  melhor  visualização  das

relações  entre  os  caracteres,  auxiliando  em  algumas  explicações  sobre  a  influência  dos

caracteres sobre o PCT e somando a isto diagnosticou como caracteres importantes para a

construção da árvore todos aqueles que foram determinantes das alterações do PCT, exceto o

AP. Sendo assim, interessante seu uso combinado com as análises de correlação e de trilha

para melhor entendimento das relações entre os caracteres. 
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RESUMO

O sorgo biomassa apresenta-se como matéria-prima interessante para a produção de etanol de

segunda  geração.  Dessa  forma,  o  objetivo  com este  trabalho  foi  identificar  e  selecionar

genótipos  superiores  de  sorgo  biomassa  para  a  produção  de  etanol  de  segunda  geração

considerando  a  seleção  para  múltiplos  caracteres,  bem  como,  verificar  a  estratégia  mais

adequada para seleção desses genótipos pelo índice FAI-BLUP considerando experimentos

em  múltiplos  locais.  Foram  avaliados  vinte  e  cinco  genótipos  de  sorgo  biomassa  sob

delineamento alfa-látice triplo 5x5 em experimento conduzido em Janaúba e Sete Lagoas,

Minas Gerais e Sinop, Mato Grosso, no ano agrícola de 2018/2019. Avaliou-se os caracteres:

florescimento (FLOR); altura de planta (AP); produtividade de massa verde (PMV); massa

seca (MS); umidade (UM); produtividade de massa seca (PMS); fibra em detergente neutro

(FDN);  fibra  em  detergente  ácido  (FDA);  lignina  (LIG);  hemicelulose  (HEM);  e  a

concentração de celulose (CEL). Os dados foram submetidos a análise explorátoria, a análise

univariada por local e conjunta e a cinco estratégias para seleção de genótipos superiores pelo

índice FAI-BLUP. As estratégias empregadas foram: primeira estratégia (E1) uso dos valores

genéticos preditos em cada local (BLUPs dos genótipos); segunda estratégia (E2) uso dos

valores  genéticos  preditos  livres  de  interação  considerando  todos  os  locais  (BLUPs  dos

genótipos);  terceira  estratégia  (E3)  uso  dos  valores  genéticos  preditos  capitalizando  a

interação GxE (BLUPs da interação); quarta estratégia (E4) uso dos valores genéticos preditos

na E1 e criação de novos caracteres por local; quinta estratégia (E5) uso dos valores preditos

na E3 e criação de novos caracteres por local. Ao aplicar o índice FAI-BLUP, independente da

estratégia empregada, o ideótipo favorável obtido foi no sentido de aumentar os caracteres

FLOR, AP, PMV, MS, PMS, FDN, FDA, HEM e CEL e diminuir os caracteres UM e LIG,

enquanto  o  ideótipo  desfavorável  foi  no  sentido  contrário.  Os  genótipos  4,  13,  17  e  18

destacaram-se  quando  a  superioridade,  previsibilidade  e  adaptabilidade  genotípica  sendo

interessante  o  uso  destes  visando  a  produção  de  etanol  de  segunda  geração.  O  uso  das

estratégias E2 e E3 foram as mais adequadas para seleção de genótipos superiores pelo índice

FAI-BLUP  considerando  experimentos  em  múltiplos  locais  e  visando  a  recomendação,

respectivamente,  para  locais  que  não  apresentam  e/ou  apresentam  o  mesmo  padrão  de

interação GxE da rede experimental avaliada.

Palavras-chave: Sorghum bicolor L., FAI-BLUP, bioenergia, seleção genotípica.
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ABSTRACT

Biomass sorghum is an interesting raw material to produce second-generation ethanol. Thus,

the aim of this study was to identify and select superior sorghum biomass genotypes for the

second-generation ethanol production considering the selection for multiple traits, as well as

to verify the most adequate strategy for selection of these genotypes by FAI-BLUP index

considering experiments at multiple locations. Twenty-five sorghum biomass genotypes were

evaluated under a 5x5 triple alpha-lattice design in an experiment conducted in Janaúba and

Sete Lagoas, Minas Gerais and Sinop, Mato Grosso, in the 2018/2019 harvest. Characters

were evaluated: flowering (FLOW); plant height (PH); green mass productivity (GMP); dry

mass (DM); humidity (HU); dry mass productivity (DMP); neutral  detergent fiber (NDF);

acid  detergent  fiber  (ADF);  lignin  (LIG);  hemicellulose  (HEM);  and  the  cellulose

concentration (CEL). The data were submitted to exploratory analysis, individual and joint

univariate analysis and five strategies for selection of superior genotypes by the FAI-BLUP

index. The strategies employed were: first strategy (E1) use of predicted breeding values in

each  location  (genotype  BLUPs);  second  strategy  (E2)  use  of  interaction-free  predicted

genetic  values  considering all  locations  (BLUPs of genotypes);  third strategy (E3) use of

predicted breeding values capitalizing on the GxE interaction (BLUPs of the interaction);

fourth strategy (E4) use of genetic values predicted in E1 and creation of new characters per

location; fifth strategy (E5) use of predicted values in E3 and creation of new characters per

location. When applying the FAI-BLUP index, for all strategy used, the favorable ideotype

obtained was to increase the characters FLOW, PH, GMP, DM, DMP, NDF, ADF, HEM and

CEL and decrease the characters HU and LIG, while that the unfavorable ideotype was in the

opposite direction. Genotypes 4, 13, 17 and 18 stood out in terms of superiority, predictability

and  genotypic  adaptability,  being  interesting  to  use  them  for  the  production  of  second-

generation ethanol. The use of the E2 and E3 strategy were the most indicate for selecting

superior genotypes by the FAI-BLUP index considering experiments in multiple locations and

aiming at the recommendation, respectively, for locations that do not present and/or present

the same pattern of GxE interaction in the evaluated experimental network.

Keywords: Sorghum bicolor L., FAI-BLUP, bioenergy, genotypic selection.
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1 INTRODUÇÃO

A seleção de genótipos de sorgo biomassa (Sorghum bicolor (L.) Moench), importante

matéria-prima para suprir a demanda por fontes renováveis de energia diminuindo, assim, os

impactos  ambientais  e  incrementando  a  matriz  energética  global  (SCOTT  et  al.,  2015),

depende  da  finalidade  industrial  da  cultura  e  envolve  vários  caracteres  simultaneamente

(VENDRUSCOLO et al., 2016; HABYARIMANA et al., 2020). Esses caracteres apresentam

grande variação quanto  a  direção e  a  magnitude  das  associações  (CASTRO et  al.,  2015;

VENDRUSCOLO  et  al.,  2016;  ALMEIDA  et  al.,  2019;  DOS  SANTOS  et  al.,  2020;

HABYARIMANA et  al.,  2020),  podendo  ocasionar  de  acordo  com  a  seleção  realizada,

mudanças desejáveis em alguns caracteres e indesejáveis em outros. 

O sorgo biomassa é eficiente tanto para a geração de energia elétrica quanto para a

produção de etanol de segunda geração (2G) (CASTRO et al., 2017; SIMEONE et al., 2020).

O genótipo ideal de sorgo biomassa, visando a produção de etanol 2G, deve apresentar, além

de alto rendimento e baixo teor de umidade (<60%), baixo teor de lignina e altos teores de

celulose e hemicelulose (OLSON et al., 2012; GURAGAINA et al., 2014; ALMEIDA et al.,

2019),  isto pois a lignina atua negativamente na hidrólise  enzimática,  podendo,  inclusive,

inibir  o  processo fermentativo  subsequente  e  consequentemente a  produção de  etanol  2G

(VAN DER WEIJDE et al., 2016). Assim, considerando as associações observadas entre esses

caracteres, a seleção indireta dos genótipos por meio da altura de planta pode influenciar

positivamente no incremento de biomassa seca (FERNANDES et al., 2018; DOS SANTOS et

al., 2020) e negativamente no decremento do teor de lignina (OLIVEIRA et al., 2019). Logo,

o uso de procedimentos genético-estatísticos, que permitam minimizar os efeitos indesejados

das  respostas  correlacionadas  e  que  considerem  a  seleção  para  múltiplos  caracteres,  é

extremamente recomendada para a obtenção do genótipo ideal e para o aumento da eficiência

dos programas de melhoramento (RAMALHO et al., 2012). 

Vários  índices  de  seleção foram propostos  para  a  seleção de  genótipos  superiores

considerando multíplos caracteres, como, por exemplo, os índices de: Smith (1936) e Hazel

(1943),  Willians  (1962)  e  Mulamba  e  Mock  (1978).  Apesar  desses  índices  considerarem

vários caracteres simultaneamente para a seleção dos genótipos, estes apresentam algumas

limitações que reduzem a precisão da seleção e podem ocasionar conclusões errôneas. Entre

as principais limitações desses índices estão a dificuldade em atribuir pesos aos caracteres de

interesse e a presença de multicolinearidade resultante da correlação entre esses caracteres. O

índice  FAI-BLUP (Factor  analysis  and  ideotype-design  –  análise  de  fatores  e  design  de
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ideótipos) tem a capacidade de contornar os problemas de multicolinearidade e atribuição de

pesos  econômicos,  além  de  considerar  a  estrutura  das  correlações  dos  caracteres  e  de

direcionar os melhoristas na seleção de genótipos mais próximos ao ideótipo (ROCHA et al.,

2018).  O  índice  FAI-BLUP apresentou  maiores  ganhos  na  seleção  de  genótipos  quando

comparado  aos  índices  de  Smith-Hazel  e  de  Mulamba  e  Mock  (ROCHA et  al.,  2018;

BOTELHO et al., 2021), sendo considerado eficiente para a seleção de genótipos superiores

no melhoramento genético (DA SILVA et al., 2018; OLIVEIRA et al., 2019; ROCHA et al.,

2019; WOYANN et al., 2020) e uma boa estratégia para a seleção de genótipos visando a

produção de biocombustíveis (ALVES et al., 2019; WOYANN et al., 2020). 

As vantagens apresentadas pelo índice FAI-BLUP possibilitaram que seu uso fosse

rapidamente  difundido  entre  os  programas  de  melhoramento  (DA SILVA et  al.,  2018;

SALVADOR et  alL.,  2018;  ALVES et  al.,  2019;  ROCHA et  al.,  2019;  BOTEGA,  2019;

WOYANN et al., 2020; ALMEIDA et al., 2021; BOTELHO et al., 2021; MEIER et al., 2021;

PEIXOTO et al., 2021). Os BLUPs utilizados nesses estudos diferem quanto as estratégias

empregadas, principalmente, quando se avalia a interação com outra fonte de variação, como,

por exemplo, local, havendo estudos cuja estratégia empregada considera os valores genéticos

preditos capitalizando a interação (BLUPS da interação obtidos na análise conjunta) (ROCHA

et al., 2018; WOYANN et al., 2020; BOTELHO et al., 2021; PEIXOTO et al., 2021) e estudos

que consideram os valores genéticos preditos dos genótipos nas análises individuais (BLUPS

dos genótipos) e obtém novos caracteres de acordo com a fonte de variação (local, ano, safra,

geração, entre outros) (DA SILVA et al., 2018; SALVADOR et al., 2018; OLIVEIRA et al.,

2019; ROCHA et al., 2019) visando  capitalizar o efeito da interação.

Dessa  forma,  o  objetivo  com  este  trabalho  foi  identificar  e  selecionar  genótipos

superiores de sorgo biomassa para a produção de etanol de segunda geração considerando a

seleção para múltiplos caracteres, bem como, verificar qual estratégia seria a mais adequada

para  seleção  desses  genótipos  pelo  índice  FAI-BLUP  considerando  experimentos  em

múltiplos locais. 

2 MATERIAL E MÉTODOS

2.1 Local experimental, plano experimental e manejo

Os experimentos foram conduzidos no ano agrícola de 2018/2019 nos municípios de

Janaúba (15°48' S; 43°18' O; 516 m) e Sete Lagoas (19°27' S; 44°14' O; 767 m), Estado de

Minas Gerais, e Sinop (11°50' S; 55°38' O; 384 m), Estado de Mato Grasso, Brasil. Janaúba,
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Sete Lagoas e Sinop, cujo os climas foram classificados, segundo Koppen, como Aw (clima

tropical  de  savana)  (ALVARES  et  al.,  2013)  apresentaram,  respectivamente,  durante  a

condução do experimento precipitação total de 684; 165; 1048 mm e temperatura média de

26,6; 23,3; 26,4 °C.

Os experimentos foram instalados, em novembro de 2018, segundo o delineamento

alfa-látice triplo 5 x 5. Foram avaliados vinte e cinco genótipos sensíveis ao fotoperíodo,

sendo vinte e dois híbridos experimentais bmr de sorgo biomassa e três híbridos comerciais -

HC (HC1: BRS716; HC2: BRS655, HC3: Volumax). As parcelas experimentais, constituídas

por duas linhas de 5,0 m de comprimento e espaçadas de 0,70 m entre fileiras, foram aradas

usando  um  conjunto  de  discos  tandem  a  uma  profundidade  de  20  cm  seguido  por  um

cultivador  de  campo para  a  preparação do canteiro  de  sementes.  A densidade  de  plantas

adotada foi de 140.000 plantas ha-1.  Na semeadura,  que foi realizada de forma direta,  foi

aplicado 450 kg ha-1 do formulado NPK 08-28-16 nos sulcos de plantio e quando as plantas

estavam no estádio V4-V5 foi  aplicado,  em cobertura,  200 kg de ureia  ha -1.  Além disso,

durante a condução do experimento, foi realizado o controle de plantas daninhas por meio da

aplicação de atrazina (3 kg i.a. ha-1) complementado por capina mecânica, quando necessário.

A colheita foi realizada manualmente, em média, aos 180 dias após a semeadura.

2.2 Caracteres mensurados

Os caracteres agronômicos mensurados foram: florescimento (FLOR; dias) de pelo

menos 50% das plantas da parcela, em dias após a semeadura; altura da planta (AP; m) na

média  de  oito  plantas  aleatórias,  medidas  da superfície  do  solo  ao  ápice  da  panícula,  no

momento da colheita; produtividade de massa verde (PMV; t ha-1) de oito plantas aleatórias

por parcela, com panícula e folhas, pesados por meio de uma balança de suspensão digital, em

Kg, convertida em t ha-1; massa seca (MS, %) determinada pela secagem do material utilizado

para  mensurar  o  PMV em  estufa  e  dessecador  até  que  as  amostras  apresentassem  peso

constante,  seguindo  a  metodologia  de  Zhao  et  al.  (2009),  umidade  (UM;  %)  obtida  pela

diferença entre 100% e a MS, produtividade de massa seca (PMS; t  ha-1)  de oito plantas

aleatórias por parcela, com panícula e folhas, pesados após a secagem do material por meio de

uma balança de suspensão digital, em Kg, convertida em t ha-1.

Com base na MS, determinou-se os caracteres de composição da biomassa: fibra em

detergente neutro (FDN, %), determinado pela razão entre o peso da amostra após a digestão

em 35 ml de solução de detergente neutro e 0,5 ml de amilase, filtragem e secagem em estufa

a 105°C e o peso da amostra antes da digestão (0,35g); fibra em detergente ácido (FDA, %),
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determinado pela razão entre o peso da amostra após a digestão em 35 ml de solução de

detergente  ácido,  filtragem e  secagem em estufa  a  105°C e  o  peso  da  amostra  antes  da

digestão (0,35g);  lignina  (LIG,  %),  determinado segundo a metodologia de Soest  (1963);

hemicelulose (HEM, %), obtido pela diferença entre FDN e FDA; concentração de celulose

(CEL, %) obtido pela diferença entre FDA e lignina.

2.3 Análise estatística

Os dados coletados dos caracteres foram submetidos a análise explorátoria. Na análise

exploratória, foi realizada análise descritiva dos caracteres e exame gráfico das relações entre

os  caracteres,  visando,  principalmente,  identificar  possíveis  valores  atípicos  (outliers),

presença  de  dados  faltantes  (missing)  e  avaliar  algumas  suposições  básicas,  como

normalidade, lineariedade e homocedasticidade. A análise exploratória foi realizada utilizando

o  pacote  Scikit  Learn  versão  0.24.2  (PEDREGOSA et  al.,  2011)  em ambiente  Python  3

(LUTZ, 2014).

Os pressupostos de normalidade dos erros e homocedasticidade das variâncias foram

verificados por meio do teste de Shapiro-Wilk e Levene, respectivamente. Constatado que os

dados atendiam os  pressupostos,  foram realizadas,  utilizando-se a  abordagem de modelos

mistos,  as  análises  univariada  por  local  e  conjunta  dos  dados.  As  análises  por  local

(EQUAÇÃO 1) e conjunta (EQUAÇÃO 2) para cada carácter foram realizadas de acordo com

os seguintes modelos estatísticos: 

yc=X cBc+Zc bc+W c gc+ec                                                 (1)

yc=X1
cB1

c
+X2

cB2
c
+Z1

cb1
c
+W c gc+T c ic+ec                                   (2)

em  que:  yc é  o  vetor  de  dados  fenotípicos  da  c-ésima  característica;

X c , X1
c , X2

c , Zc ,Z1
c ,W c ,T c são matrizes de incidência dos efeitos fixos e aleatórios;  Bc ,B1

c ,B2
c

são  vetores  de efeitos  fixos  das  repetições,  dos  locais  e  das  repetições  dentro  dos  locais

acrescidas da média geral, respectivamente; bc , b1
c são os vetores de efeito de blocos dentro de

repetições, sendo bc ̴ N (0, Iσ2b), e de blocos dentro de repetições nos locais, sendo b1
c  ̴ N (0,

Iσ2b1); gc é o vetor de efeitos dos genótipo, sendo  gc ̴ N (0, Iσ2g);  ic é o vetor de efeitos das

interações  genótipos  por  locais,  sendo  ic ̴  N  (0,  Iσ2i);   ec é  o  vetor  de  efeitos  do  erro

experimental, sendo ec  ̴ N (0, Iσ2e);  σ2b, σ2b1, σ2g, σ2i, σ2e são variâncias de blocos dentro de

repetições, de blocos dentro de repetições nos locais, de genótipos, da interação genótipos por

locais e do erro experimental, respectivamente.



70

Após obter os BLUPS nas análises univariadas foi aplicado o índice FAI-BLUP (factor

analysis and genotype-ideotype distance), visando a seleção de genótipos superiores (ROCHA

et al., 2018).  O índice FAI-BLUP foi aplicado considerando cinco estratégias, de forma a

identificar qual seria a mais adequada para seleção de genótipos considerando análises em

múltiplos locais. 

Na primeira estratégia (E1) o índice FAI-BLUP foi aplicado considerando cada local

individualmente (análise individual por local) e utilizou-se os valores genéticos preditos em

cada local (BLUPs dos genótipos). Na segunda (E2) e terceira estratégia (E3) o índice foi

aplicado considerando todos  os  locais  de  forma conjunta  (análise  conjunta)  e  utilizou-se,

respectivamente, os valores genéticos preditos livres de interação (BLUPs dos genótipos) e os

valores genéticos preditos capitalizando a interação GxE (BLUPs da interação). Na quarta

(E4) e quinta estratégia (E5) o índice foi aplicado considerando a criação de novos caracteres

de acordo com o local avaliado, tendo assim 33 caracteres avaliados ao invés de 11, visto que

o  carácter  FLOR,  por  exemplo,  desdobrou-se  em  FLOR_J  (florescimento  Janaúba),

FLOR_SL  (florescimento  Sete  Lagoas)  e  FLOR_S  (florescimento  Sinop)  e  utilizou-se,

respectivamente, os valores genéticos preditos obtidos nas análises individuais (BLUPs dos

genótipos – equivalente aos BLUPs da E1) e os valores preditos capitalizado a interação GxE

obtidos na análise conjunta (BLUPs da interação – equivalente aos BLUPs da E3). 

Os BLUPs de cada estratégia foram utilizados na análise de fatores. O número de

fatores (n) deve ser igual ao número de componentes principais cujo autovalores apresentaram

valores maiores ou iguais a unidade, ou seja, um. Após a determinação do número de fatores

determinou-se o número de ideótipos, onde o estimador utilizado foi (EQUAÇÃO 3):

N I=2n                                                                     (3)

em que: NI: número de ideótipos; n: número de fatores.

O ideótipo  favorável  obtido  foi  no  sentido  de  aumentar  os  caracteres  FLOR,  AP,

PMV, MS, PMS, FDN, FDA,  HEM e CEL e diminuir os caracteres UM e LIG. Por outro

lado, o ideótipo desfavorável foi no sentido contrário, ou seja, diminuir os caracteres FLOR,

AP, MS, PMV, PMS, HEM, FDN, FDA e CEL e aumentar os caracteres UM e LIG em todas

as estratégias empregadas. Inclusive, nas estratégias 4 e 5 o ideótipo ideal, por exemplo, foi

no sentido de aumentar os caracteres FLOR_J, FLOR_SL e FLOR_S e diminuir os caracteres

UM_J, UM_SL e UM_S.

Depois do estabelecimento dos ideótipos, as distâncias entre os genótipos avaliados e

os ideótipos favoráveis foram calculadas e transformadas em uma medida de similaridade

relativa, que possibilitou o ranqueamento dos genótipos (EQUAÇÃO 4):
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P jk=

1
d jk

∑
j , k=1

n , m
1
d jk

                                                                   (4)

em que: P jk é a similaridade relativa da progênie j ao ideótipo k; d jk é a distância da

progênie j ao ideótipo k, baseada na distância euclidiana média padronizada.

Após o ranqueamento dos genótipos foi realizada a seleção dos melhores genótipos,

com base no ideótipo,  de acordo com a intensidade de seleção aplicada (15%).  O ganho

esperado  (GS,  %)  com  a  seleção  foi  estimado  para  cada  carácter  em  cada  estratégia

(EQUAÇÃO 5): 

GS (% )=
Xmc−X0 c

X0c

∗100                                                            (5)

em que:  X mc é a média dos BLUPs dos genótipos selecionados para o caratere c; X 0c é

média geral dos BLUPs dos genótipos para o caráctere c em avaliação.

As análises estatísticas pela abordagem de modelos mistos foram realizadas utilizando

o pacote metan (OLIVOTO e LÚCIO, 2020) e as figuras foram realizadas utilizando o pacote

ggplot2 (WICKHAM, 2016) em ambiente R (R CORE TEAM, 2018). As rotinas utilizadas

para  realizar  as  análises  e  as  figuras  estão  disponíveis  em

https://github.com/GabrielleLombardi/FAI_BLUP_Strategies. 

3 RESULTADOS

A variabilidade genética, essencial para o progresso genético (ROCHA et al., 2018),

foi  observada  (p  <  0,05)  em  todas  as  estratégias  empregadas  para  todos  os  caracteres

mensurados. Também, foi observado interação genótipo por local na análise conjunta para

todos os caracteres mensurados. O indíce de seleção FAI-BLUP apresentou, de acordo com a

estratégia empregada, diferenças nos números de fatores, na proporção da variância explicada

por eles, nas cargas fatoriais e comunalidades, na classificação, na seleção dos genótipos e no

ganho esperado com a seleção dos genótipos de sorgo de biomassa (Figuras 1, 2, 3, 4, 5 e 6). 

Na  E1,  nos  experimentos  de  Sete  Lagoas  e  Sinop  os  três  primeiros  componentes

principais apresentaram autovalores maiores que um e no experimento de Janaúba os quatro

primeiros  (Figura  1  (A)).  Na  E2  e  E3  os  quatro  primeiros  componentes  apresentaram

autovalores maior que um e na E4 e E5 os sete primeiros componentes (Figura 3 (A, B, C e

D)). Os dados podem ser reduzidos nos números de componentes principais que apresentaram
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autovalores maiores que um (KAISER, 1958), portanto, considerando a E1, os dados foram

reduzidos  em três  fatores  nos  experimentos  de  Sete  Lagoas  e  Sinop e  quatro  fatores  no

experimento de Janaúba (Figuras 1 (B)). Na E2 e E3 os dados foram reduzidos em quatro

fatores e na E4 e E5 em sete fatores (Figura 4 (A, B, C e D)). Esses fatores foram suficientes

para representar mais de 80% de toda a variabilidade nas estratégias avaliadas, visto que a

proporção da variância explicada por esses fatores na E1 foi de 89,9% em Janaúba, 84,9% em

Sete Lagoas e 87,7% em Sinop; na E2 foi de 90,4%; na E3 foi de 90,5%; na E4 foi de 90,2%;

e na E5 de 92,1% (Figuras 1 (B) e 4 (A, B , C e D).

Como  os  fatores  são  caracteres  abstratos  que  são  obtidas  a  partir  da  redução  da

dimensionalidade dos caracteres originais mensurados, tem-se em cada fator um grupo de

caracteres que apresentam alta correlação entre si, independente da direção, e baixa correlação

com  os  caracteres  contidos  nos  outros  fatores  (CRUZ  e  CARNEIRO,  2003).  Na  E1,  o

experimento de Janaúba apresentou alta correlação genética no primeiro fator (FA-01) entre

AP, FDN, CEL e FDA; no segundo fator (FA-02) entre UM, PMS e MS, no terceiro fator (FA-

03) entre PMV e FLOR e no quarto fator (FA-04) entre LIG e HEM (Figura 1 (B.1)). O

experimento de Sete Lagoas, apresentou alta correlação genética no FA-01 entre AP, FDN,

LIG, HEM, FLOR, CEL e FDA; no FA-02 entre PMV e PMS e no FA-03 entre UM e MS

(Figura 1 (B.2)). O experimento de Sinop apresentou alta correlação genética no FA-01 entre

FDN, LIG, HEM, CEL e FDA; no FA-02 entre AP, PMV, FLOR e PMS e no FA-03 entre UM

e MS (Figura 1 (B.3)). 

Na E2 e E3 alta correlação genética foi observada no FA-01 entre AP, FDN, CEL e

FDA; no FA-02 entre UM e MS, no FA-03 entre PMV, FLOR e PMS e no FA-04 entre LIG e

HEM (Figura 4 (A)). Na E4 alta correlação genética foi observada no FA-01 entre SL_FLOR,

S_AP,  SL_AP,  J_AP,  SL_FDN,  SL_FDA,  SL_CEL e  J_CEL;  no  FA-02  entre  J_FLOR,

S_LIG, S_FDN, S_FDA e S_CEL; no FA-03 entre  S_FLOR, S_PMV, SL_PMV, J_PMV,

S_PMS,  SL_PMS;  no  FA-04  (quarto  fator)  entre  S_MS,  S_UM,  S_HEM,  SL_HEM  e

J_HEM; no FA-05 (quinto fator)  entre SL_LIG, J_LIG, J_FDN, J_FDA; no FA-06 (sexto

fator) entre SL_MS e SL_UM; no FA-07 (sétimo fator) entre J_MS, J_UM e J_PMS (Figura 4

(B)).  Na E5  alta  correlação genética  foi  observada  no FA-01 entre  S_AP,  SL_AP,  J_AP,

SL_FDN,  J_FDN,  SL_FDA,  J_FDA,  SL_CEL e  J_CEL;  no  FA-02  entre  J_MS,  J_UM,

J_PMS; no FA-03 entre S_HEM, SL_HEM e J_HEM; no FA-04 entre S_FLOR, SL_FLOR,

S_PMV, SL_PMV, J_PMV, S_PMS e SL_PMS; no FA-05 entre SL_LIG e J_LIG; no FA-06

entre SL_MS e SL_UM; no FA-07 entre J_FLOR, S_MS, S_UM, S_LIG, S_FDN, S_FDA e

S_CEL (Figura 4 (C)).
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Em relação ao  ideótipo de sorgo biomassa para a  produção de  etanol  de segunda

geração, quatro genótipos com maior potencial foram selecionados de acordo com a estratégia

empregada. Os genótipos selecionados foram: 4, 10, 13 e 20 em Janaúba (Figura 2 (A.1)); 3,

4,  16 e  17 em Sete Lagoas  (Figura 2 (A.2));  e 1,  6,  8  e  23 em Sinop (Figura 2 (A.3)),

considerando a E1; 4, 13, 17 e 18, considerando a E2 e E3 (Figura 5 (A)); 3, 4, 15 e 18

considerando E4 e 3, 4, 7 e 15 considerando a E5 (Figura 5 (B e C)).

Os ganhos esperados (GS) com a seleção destes genótipos foram previstos no sentido

desejável  para  todos  os  caracteres  mensurados,  exceto  para:  LIG  em Sinop  e  HEM  em

Janaúba e Sete Lagoas, considerando a E1 (Figura 2 (B)); e, em média, para FDN e HEM

considerando a E2 e E3 (Figura 6 (A)); para  HEM, FDN e FDA considerando a E4 (Figura 6

(B)); e para FLOR e HEM considerando a E5 (Figura 6 (C)). De maneira geral o GS foi, em

média, superior para os caracteres AP, MS, UM, PMV, PMS e FDA utilizando a E3; para os

caracteres FLOR e LIG utilizando a E4 e para os caracteres FDN, CEL e HEM utilizando a

E5. 

Figura 1 - Estimativas de autovalores pela análise de componentes principais e a proporção da
variância explicada por eles em cada local (A), cargas fatoriais e comunalidades (c)
dos fatores, para Janaúba (B.1), Sete Lagoas (B.2) e Sinop (B.3), cujo número de
autovalores foram maiores ou iguais a um com base no índice FAI-BLUP. 

Fonte: Do autor (2021).
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Figura 2 - Classificação e seleção dos genótipos de sorgo de biomassa para Janaúba (A.1),
Sinop (A.2),  Sete  Lagoas  (A.3)  e  Ganho esperado  (GS %) com a  seleção  dos
genótipos em cada local pelo índice FAI-BLUP (B).

Fonte: Do autor (2021).

Figura 3 - Estimativas de autovalores pela análise de componentes principais e a proporção da
variância explicada por eles considerando as estratégias E2 (A), E3 (B), E4 (C) e E5
(D) com base no índice FAI-BLUP. 

Fonte: Do autor (2021).
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Figura 4 - Cargas fatoriais e comunalidades (C) dos fatores considerando as estratégias E2
(A), E3 (B), E4 (C) e E5 (D)  em que o número de autovalores foram maiores ou
iguais a um  com base no índice FAI-BLUP. 

Fonte: Do autor (2021).

Figura  5  -  Classificação  e  seleção  dos  genótipos  de  sorgo  de  biomassa  considerando  as
estratégias E2 (A), E3 (B), E4 (C) e E5 (D) pelo índice FAI-BLUP. 

Fonte: Do autor (2021).
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Figura 6 - Ganho esperado (GS %) com a seleção dos genótipos considerando as estratégias
E2, E3, E4 e E5 pelo índice FAI-BLUP. 

Fonte: Do autor (2021).

4 DISCUSSÃO

A análise de fatores é amplamente utilizada para auxiliar no melhoramento genético,

principalmente, na seleção de genótipos superiores (SOUZA et al., 2020). Isto ocorre pois, a

análise de fatores, ao reduzir a dimensionalidade dos caracteres em fatores que os agrupam de

acordo com intensidade de associação dos mesmos, possibilita a descrição e interpretação dos

fatores na área biológica, bem como do comportamento dos caracteres (CRUZ et al., 2014).

Logo,  ao  utilizar-se  da  análise  de  fatores,  o  índice  FAI-BLUP  busca  compreender  o

comportamento  dos  caracteres  e  fornecer  uma  interpretação  biológica  dos  fatores  e  dos

ideótipos  (ROCHA et  al.,  2018).  O comportamento dos caracteres  variou tanto dentro da

mesma estratégia (E1) quanto entre as estratégias aplicadas (estratégias E1, E2, E3, E4 e E5),

o  que  dificultou  a  generalização  da  interpretação  biológica  dos  fatores  e  dos  ideótipos

(Figuras 1 e 4). Esse fato, era esperado visto a variação dos valores genotípicos preditos e dos

números de caracteres avaliados entre as estratégias.

Na E1,  no experimento conduzido em Sinop tem-se o agrupamento dos caracteres

lignocelulótico no FA-01 (FDN, FDA, LIG, HEM e CEL), os caracteres agronômicos no FA-

02 (FLOR, AP, PMV e PMS ) e os caracteres relacionados a umidade da planta no FA-03 (MS

e UM) (Figura 1).  O comportamento desses  caracteres  em sorgo biomassa,  bem como,  a

interpretação  biológica  desses  fatores,  corresponderam  com  as  associações  positivas

observadas entre estes na literatura (CASTRO et al., 2015; VENDRUSCOLO et al., 2016; LI
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et al., 2017; FERNANDES et al., 2018; ALMEIDA et al., 2019; DOS SANTOS et al., 2020;

HABYARIMANA et al., 2020).

No  experimento  de  Janaúba  e  Sete  Lagoas  entre  os  caracteres  considerados

agronômicos, os caracteres AP em Janaúba e AP e FLOR em Sete Lagoas, se agruparam com

os caracteres considerados lignocelulóticos. Alguns estudos observaram associações positivas

entre  esses  caracteres  (ALMEIDA et  al.,  2019),  inclusive  aplicando  o  índice  FAI-BLUP

(OLIVEIRA et  al.,  2019)  enquanto  outros  não  observaram (CASTRO et  al.,  2015).  Esse

comportamento  pode  estar  atrelado  a  performance  similar  desses  caracteres  ao  longo  do

desenvolvimento da cultura (CASTRO et  al.,  2021)  e a  influência dos fatores ambientais

(JOSHI  et  al.,  2018;  CASTRO  et  al.,  2021)  e  da  expressão  dos  genes  envolvidos  no

desenvolvimento da cultura, como, por exemplo, os genes NAC (genes da família dos fatores

de transcrição NAC) que atuam tanto no desenvolvimento do meristema apical quanto na

constituição da parede celular (KEBRON et al.,  2017; XIA et al.,  2018; SANJARI et  al.,

2019). De maneira geral, é possível observar que em Janaúba os caracteres lignocelulóticos,

os  agronômicos  e  os  caracteres  relacionados  a  umidade  na  planta  foram  agrupados,

respectivamente,  nos  fatores  1  e  4;  3;  e  2;  e,  em  Sete  Lagoas  eles  foram  agrupados,

respectivamente, nos fatores 1, 2 e 3. 

Após  a  alocação  dos  caracteres  nos  fatores  e  a  compreensão  do  seu  significado

biológico, outro ponto que deve ser observado é a obtenção dos ideótipos. Os ideótipos são

definidos  a  partir  da  combinação  de  fatores  desejáveis  e  indesejáveis  para  o  objetivo  da

seleção  (ROCHA et  al.,  2018).  Um fator  desejável  deve  ter  valores  genéticos  desejáveis

enquanto um fator indesejável deve ter valores genéticos indesejáveis para todos os caracteres

sob  seleção  agrupados  nele  (ROCHA et  al.,  2018).  Os  valores  genéticos  podem  ser  de

máximo, mínimo, médio ou um valor genético específico (ROCHA et al., 2018). Assim, caso

um fator agrupe positivamente caracteres cujo valor genético hipotetizado é máximo para um

e mínimo para o outro, o índice FAI-BLUP, durante a análise de distância genótipo-ideótipo

considerará o ideótipo ou no sentido desejável ou no sentido indesejável acarretando a seleção

no sentido desejável para um dos caracteres, e, consequentemente, indesejado para o outro.

Logo,  o  ganho  desejado  com a  seleção  somente  será  observado  para  um dos  caracteres

presente naquele fator (ALMEIDA et al., 2019). 

O agrupamento positivo, em um mesmo fator, entre caracteres com valores genéticos

opostos foi observado neste estudo (Figura 1 e 4). A LIG, cujo valor genético hipotetizado era

mínimo, se agrupou no experimento de Janaúba com a HEM (FA-04), no experimento de Sete

Lagoas com AP, FLOR e com os demais caracteres lignocelulóticos (FA-01) e no experimento
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de  Sinop  com  os  demais  caracteres  lignocelulóticos  (FA-01)  cujos  valores  genéticos

hipotetizados eram máximo (Figura 1). Esse agrupamento, após a seleção dos genótipos ideais

para  cada  experimento,  ocasionou  ganhos  negativos  ou  pouco  expressivos  para  alguns

caracteres (Figura 2). Por exemplo, tem-se com a seleção dos genótipos, em Janaúba, ganhos

no sentido desejado para a LIG (-4,3%) e indesejado para a HEM (-1,3%) (Figura 2). Os

ganhos observados em Janaúba para LIG e HEM indicam que a obtenção do ideótipo ocorreu

no sentido desejado para o carácter LIG no FA-04. Essa análise pode ser extrapolada para os

demais  experimentos,  tendo assim em Sete  Lagoas  a  obtenção dos  genótipos  ocorreu  no

sentido desejado e em Sinop no sentido indesejado para o carácter LIG no FA-01 (Figura 2). 

O uso da E1 resultou, para a maioria dos caracteres avaliados, elevados ganhos com a

seleção sendo, assim, indicado seu uso para a seleção e recomendação de genótipos superiores

considerando, exclusivamente, o local avaliado (Figura 2). A avaliação de genótipos em um

único local não permite que o componente da interação seja isolado, podendo gerar confusão

na estimativa da variância genética como também na herdabilidade, comprometendo o ganho

esperado com a seleção (TERASAWA JÚNIOR et al., 2008; PEIXOTO et al., 2021). Somado

a isso, tem-se os baixos valores de coincidência entre os genótipos selecionados em cada local

na E1, indicando que o efeito da interação genótipo por local (GxE) observado na análise

conjunta foi do tipo complexa, tornando assim desaconselhável o uso desta estratégia visando

a  recomendação  de  genótipos  superiores  para  diferentes  locais.  A  interação  GxE  foi

considerada responsável por essas oscilações em outros estudos aplicando o indíce FAI-BLUP

em que os genótipos selecionados apresentaram baixo índice de coincidência entre os locais

avaliados (PEIXOTO et al., 2021).

A estratégia apropriada para seleção de genótipos superiores visando maximizar os

ganhos para uma série de locais deve estimar o ganho utilizando-se dos valores genéticos

preditos na análise conjunta (CRUZ et al., 2014). Essa estratégia foi empregada em alguns

estudos com o índice FAI-BLUP e os valores genéticos preditos nesses estudos foram livres

de interação, ou seja, os blups dos genótipos obtidos na análise conjunta (BOTEGA, 2019;

WOYANN et al., 2020; BOTELHO et al., 2021; PEIXOTO et al., 2021). O uso desses valores

genéticos  ocorre  devido à  metodologia  de  modelos  mistos  penalizar  os  valores  genéticos

preditos  (MAIA et  al.,  2009),  assim  é  esperado  comportamento  similar  dos  genótipos

selecionados para os caracteres mensurados em outros locais desconhecidos ou com padrão de

interação  diferente  daquele  da  rede  experimental  ou  com alta  heterogeneidade  ambiental

dentro de local (BASTOS et al., 2007; OLIVEIRA et al., 2021). Os valores genéticos preditos

sem  capitalizar  o  efeito  da  interação,  também,  podem  ser  utilizados  para  selecionar  e
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recomendar  genótipos  para  locais  que  apresentem  o  mesmo  padrão  de  interação  dos

ambientes avaliados (TORRES et al., 2015), contudo, neste caso, deve-se considerar o uso de

valores genéticos preditos que capitalizem o efeito da interação GxE (BASTOS et al., 2007). 

Ao empregar, na análise conjunta, o índice FAI-BLUP considerando o uso dos valores

genéticos  preditos  livres  de  interação  (E2)  e  o  uso  dos  valores  genéticos  preditos  que

capitalizem  o  efeito  da  interação  GxE  (E3),  pode-se  observar  resultados  similares  nos

números de fatores, no agrupamento dos caracteres nos fatores, na interpretação biológica dos

fatores, nos genótipos selecionados e no sentido do ganho com a seleção (Figuras 3, 4, 5 e 6).

Resultados  divergentes  foram observados  apenas  na  magnitude  do  ganho  com a  seleção

(Figura  6).  Em ambas  as  estratégias,  os  caracteres  lignocelulóticos,  os  agronômicos  e  os

caracteres relacionados a umidade na planta foram agrupados, respectivamente, nos fatores 1

e 4; 3; e 2 (Figura 4) e os genótipos selecionados foram 4, 13, 17 e 18 (Figura 5). Isto indica

que estes  genótipos  possuem comportamento similar  em locais  que apresentam ou não o

mesmo  padrão  de  interação  dos  locais  avaliados  e,  somado  a  isto,  pode  indicar  maior

expressão  genotípica  dos  caracteres  sob  seleção  e  maior  adaptabilidade  e  estabilidade

genotípica (MAIA et al., 2009; TORRES et al., 2015). 

Os ganhos com a seleção, nas estratégias E2 e E3, foram no sentido desejado para

todos  os  caracteres  mensurados,  com  exceção  FDN  e  HEM  (Figura  6).  A aplicar  a  E3

observou maiores ganhos com a seleção do que quando aplicou a E2. Os maiores ganhos com

a  seleção  observados  quando  se  capitalizou  a  interação,  deve-se  ao  incremento  do  valor

genotípico  predito  dos  caracteres.  Assim,  os  genótipos  selecionados  para  locais  que

apresentem o mesmo padrão de interação da rede experimental avaliada tendem a expressar

maiores ganhos do que quando selecionados para locais com padrões diferentes aos avaliados

no  experimento.  Essas  duas  estratégias  foram  consideradas  eficientes  para  seleção  e

recomendação de genótipos para locais que apresentam o mesmo padrão (E2 e E3) ou não

(E2) daquele da rede experimental avaliada. E somado a isto, ao analisar ambas as estratégias

em  conjunto  pode-se  melhor  vislumbrar  a  adaptabilidade  e  estabilidade  dos  genótipos

selecionados. 

Outra  estratégia  que  está  sendo  amplamente  utilizada,  para  a  identificação  de

genótipos com maior potencial produtivo e de alta qualidade, independente dos ambientes

avaliados,  empregando  o  índice  FAI-BLUP  considera  as  médias  BLUP  dos  genótipos

estimadas  para  cada  local  e  carácter  como  novos  caracteres  (DA SILVA et  al.,  2018;

SALVADOR  et  al.,  2018;  OLIVEIRA et  al.,  2019;  ROCHA et  al.,  2019),  de  forma  a

capitalizar  os  efeitos  da  interação GxE (SALVADOR et  al.,  2018;  ROCHA et  al.,  2019).
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Utilizando essa estratégia, tem-se que os caracteres agrupados no mesmo fator apresentam

maiores estimativas de correlação genética e interações não significativas entre as fontes de

variação (ROCHA et  al.,  2019),  no caso  deste  estudo,  interações  não significativas  entre

genótipos e locais. Além dessa estratégia, denominada E4, este estudo propôs, uma quinta

estratégia (E5) a qual utiliza os valores preditos capitalizados pela interação GxE obtidos na

análise conjunta e considera novos caracteres por local de forma a verificar a interação GxE e

selecionar e recomendar genótipos para locais que apresentem o mesmo padrão de interação

dos ambientes avaliados. 

Na  E4  e  na  E5,  observou-se  o  agrupamento  dos  caracteres  em  sete  fatores.  Os

caracteres lignocelulóticos, os agronômicos e os caracteres relacionados a umidade na planta

foram agrupados, respectivamente, nos fatores 1, 2, 4 e 5; 3; 6 e 7 na E4 e nos fatores 1, 3, 5 e

7; 4; 2 e 6 na E5 (Figura 4). Na E4, houve dificuldade na interpretação biológica de alguns

fatores, visto que os caracteres com diferentes interpretações biológicas foram agrupados no

mesmo fator, como, por exemplo, o fator 4 apresentou caracteres relacionados a umidade da

planta e caracteres lignocelulósicos. Essa dificuldade de interpretação biológica dos fatores é

comum de acontecer quando se avalia elevado número de caracteres simultanêamente (CRUZ

et al., 2014), o qual nesta estratégia foi triplicada em relação às estratégias anteriores. Além

disso, elevado número de caracteres pode acarretar no uso de maior número de fatores para

realizar  o agrupamento dos caracteres,  o que,  consequentemente,  ocasiona maior erro nas

estimativas e seleção do genótipo superior (CRUZ et al., 2014).

Analisando o agrupamento dos caracteres nos fatores, tem-se, na E4 e na E5, que os

caracteres AP, PMV e HEM não foram influenciadas pela interação GxE, visto que foram

agrupados  no  mesmo  fator  (Figura  4).  Esse  resultado  discorda  dos  obtidos  pela  análise

conjunta a qual verificou interação GxE para todos os caracteres mensurados, porém suporta

as interações GxE observadas para os demais caracteres. Analisando a E5, pode-se entrever

que  Sinop foi  o  local  que  apresentou maior  influência  no  efeito  da  interação  GxE.  Essa

interpretação é suportada pela ausência de similaridade entre os genótipos selecionados na E1

em Sinop com os selecionados nas demais estratégias (Figuras 2 e 5). As estratégias E4 e E5

apresentaram, apesar do ranqueamento divergente, elevada similaridade entre os genótipos

selecionados, os quais foram, respectivamente, 3, 4, 15 e 18 e  3, 4, 7 e 15 (Figura 5).  Os

ganhos com a seleção na E4 e E5 foram no sentido desejável para todos os caracteres, exceto

para HEM, FDN e FDA na E4 e para FLOR e HEM na E5 (Figura 6). Os ganhos no sentido

indesejado para o FLOR na E5 deve-se principalmente pela seleção do genótipo 7 o qual

possui elevada precocidade frente aos demais genótipos avaliados neste estudo. 
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Ao  empregar  as  estratégias  E4  e  E5  foi  possível  observar  que  apesar  do  termo

capitalizar  ser  utilizado  para  descrever  a  E4,  a  interação  GxE,  não  é  capitalizada

verdadeiramente, apesar da interação continuar “inflada” nos valores genotípicos preditos por

local. Assim, acredita-se que a E4 possibilita vislumbrar interações do tipo complexa entre as

fontes de variação e entrever o fator (local, safra,...) dentro da fonte de variação que possui

maior  influência  no  efeito  da  interação,  e  visa  minimizar  esse  efeito  para  a  seleção  e

recomendação  dos  genótipos.  Dessa  forma,  na  E4,  busca-se  selecionar  e  recomendar

genótipos para locais que apresentam o mesmo padrão de interação ou diferentes padrões

daquele da rede experimental avaliada; enquanto na E5 ao, realmente capitalizar a interação

GxE e tentar minimizar ela busca-se selecionar e recomendar os genótipos para os locais que

apresentem o mesmo padrão da interação ou pequenas alterações neste padrão. Porém, o uso

dessas estratégias não é recomendado quando se tem um número elevado de caracteres e de

fatores na fonte de variação – elevado número de locais, safras, entre outros - pois dificulta a

interpretação biológica dos fatores e eleva o erro nas estimativas (CRUZ et al., 2014).

De maneira geral, considerando o emprego das cinco estratégias, pode-se observar que

houve similaridade dos genótipos selecionados entre elas sendo de 25% entre: E1 Janaúba e

E1 Sete Lagoas, E1 Janaúba e E4/E5, E2/E3 e E5; e de 50% entre: E1 Janaúba e E2/E3, E1

Sete Lagoas e E2/E3/E4/E5, E2/E3 e E4; de 75% entre E4 e E5; e de 100% entre E2 e E3.

Apesar  da  similaridade  variar  entre  as  estratégias  empregadas  é  possível  destacar  a

superioridade, previsibilidade e adaptabilidade do genótipo 4, o qual foi selecionado em todas

as estratégias empregadas, com exceção da E1 em Sinop. Além disso, destaca-se o uso dos

genótipos 4, 13, 17 e 18 para locais que apresentem ou não padrões de interações similares

aos locais avaliados neste estudo.

O ganho de seleção variou entre as estratégias empregadas, sendo no sentido desejável

para a maioria dos caracteres mensurados (Figura 6). A HEM foi a única característica que

apresentou  ganhos  no  sentido  indesejado  em  todas  as  estratégias  empregadas.  Como  as

estratégias são empregadas para finalidades diferentes, a comparação entre elas por meio do

ganho de seleção não faria sentido. Com isso, tem-se que o uso das estratégias deverão ser

empregadas  para  a  seleção  e  recomendação  de  genótipos  superiores  considerando:  i.

exclusivamente o local avaliado - E1; ii. locais que apresentam o mesmo padrão de interação

GxE daquele da rede experimental avaliada - E2 e E3; iii. locais que apresentem padrões de

interação diferente  daquele da rede experimental avaliada – E2. 

As  estratégias  E4  e  E5  são  recomendadas  com  ressalvas  para  a  seleção  e

recomendação  dos  genótipos  superiores,  considerando:  i.  locais  que  apresentam  ou  não
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mesmo padrão de interação GxE daquele da rede experimental avaliada – E4 e ii. locais que

apresentem o mesmo padrão da interação ou pequenas alterações neste padrão – E5, porém

ambas estratégias devem ser empregadas em experimentos que possuem pequeno número de

caracteres e de fatores da fonte de variação da interação sob avaliação. Sendo o uso dessas

duas estratégias interessante para vislumbrar interações do tipo complexa entre as fontes de

variação e  entrever  o  fator  (local,  safra,...)  dentro da fonte de variação que possui  maior

influência  no  efeito  da  interação,  bem  como  minimizar  esse  efeito  para  a  seleção  e

recomendação dos genótipos. 

5 CONCLUSÃO

Os genótipos 4, 13, 17 e 18 destacaram-se quando a superioridade, previsibilidade e

adaptabilidade genotípica sendo interessante o uso destes visando a produção de etanol de

segunda geração. O uso da estratégia E2 e E3 foram as mais adequadas para seleção desses

genótipos pelo índice FAI-BLUP considerando experimentos em múltiplos locais e visando a

recomendação,  respectivamente,  para  locais  que  não  apresentam e/ou  apresentam mesmo

padrão de interação GxE da rede experimental avaliada.
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