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RESUMO

Um interesse que surge em pesquisas científicas é obter informações acerca
da população sob análise, o que pode ser feito utilizando-se uma função densidade
de probabilidade (fdp) que a descreva. Por sua vez, uma fdp é caracterizada por
quantidades numéricas desconhecidas, denominadas de parâmetros. Assim, o co-
nhecimento dos parâmetros populacionais gera informações sobre a população em
que reside um determinado interesse. Existem diferentes métodos para encontrar
estimadores e com frequência esses métodos fornecem diferentes estimadores para
um mesmo parâmetro populacional. Dessa forma, surge a necessidade de méto-
dos para avaliar esses estimadores, e como a quantidade de estimadores possíveis
pode ser muito grande, um procedimento a ser adotado é limitar a classe dos es-
timadores com base em algumas propriedades dos mesmos. Nesse sentindo, o
princípio da equivariância pode ser utilizado para essa finalidade. O princípio da
equivariância é um princípio que preserva algumas características importantes do
modelo, sendo muito utilizado na estatística clássica e intimamente relacionado à
importante teoria matemática dos grupos. Nesse contexto, os objetivos gerais no
presente trabalho consistiram em: i) apresentar as definições e os resultados teó-
ricos necessários para o desenvolvimento da teoria da estimação equivariante, ii)
exemplificar a utilização dos estimadores equivariantes com uma aplicação a dados
de precipitação máxima de Piracicaba-SP. No desenvolvimento teórico, foram de-
terminados os estimadores de Pitman para parâmetros de locação e de escala, que
são os estimadores com menor risco uniforme na classe dos estimadores equivari-
antes. A estimação simultânea de parâmetros de locação e de escala em famílias
de locação-escala também foi abordada. Demonstrou-se que os estimadores de
Pitman para parâmetros de locação e de escala podem ser obtidos como estima-
dores de Bayes generalizados utilizando-se prioris adequadas. As propriedades de
admissibilidade e minimaximalidade dos estimadores de Pitman foram discutidas.
Na última seção apresentou-se uma aplicação dos estimadores equivariantes no es-
tudo de precipitações pluviométricas máximas em Piracicaba-SP.

Palavras-chave: Teoria da decisão. Teoria da estimação. Função risco. Ação de
grupos. Estimador de Pitman.



ABSTRACT

One concern that arises in scientific research is to gain information about
the population under study, which can be made using a probability density func-
tion (pdf) that describes it. In turn, a pdf is characterized by unknown numerical
quantities, called parameters. Thus, knowledge of population parameters genera-
tes information about the population that resides in a particular interest. There are
different methods for finding estimators and often these methods provide different
estimators for the same population parameter. Thus arises the need for methods
to evaluate these estimators and, as the amount of possible estimators can be very
large, a procedure to be adopted is to limit the class of estimators based on some
properties. In that sense, the principle of equivariance can be used for this purpose.
The principle of equivariance is a principle that preserves some important features
of the model and is widely used in classical statistics and closely related to impor-
tant Group Theory in mathematics. In this context, the general objectives of this
work consists of: i) present the definitions and theoretical results necessary for the
development of the Equivariant Estimation Theory, ii) exemplify the use of equiva-
riant estimators with an application of maximum rainfall data from Piracicaba-SP.
In theoretical development, we determined the Pitman estimators for location and
scale parameters, which are the estimators with even smaller risk in the class of
equivariant estimators. The simultaneous estimation of scale and location para-
meters on location-scale families was also discussed. It has been shown that the
Pitman estimators for location and scale parameters can be obtained as genera-
lized Bayes estimators using appropriate priors. The admissibility and minimax
properties of Pitman estimators were discussed. In the last section we have perfor-
med an application of equivariant estimators in the study of maximum rainfall in
Piracicaba-SP.

Keywords: Decision theory. Estimation theory. Risk function. Group action.
Pitman estimator.
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1 INTRODUÇÃO

Um interesse que surge por parte de um pesquisador em uma determinada

pesquisa científica é obter algum tipo de conhecimento acerca da população que

esteja sob análise. Por sua vez, a população, que pode ser definida como o con-

junto de todos os elementos sob investigação, é caracterizada por números que são

chamados parâmetros, do grego “quase medições”. Nesse sentido, o que se deseja

em uma pesquisa científica é obter informações sobre tais parâmetros desconhe-

cidos. Por alguns motivos é impossível ou inviável observar todos os elementos

populacionais, e dessa forma, o objetivo de se obter algum tipo de conhecimento

da população sob análise ou dos parâmetros que a caracterizam é, na maioria das

vezes, alcançado com base na observação de um subconjunto representativo dessa

população, denominado amostra.

Os métodos que permitem a obtenção de informações acerca dos parâme-

tros populacionais, com base em uma amostra, podem ser englobados nos métodos

da inferência estatística. Logo, ao traçar especulações sobre o modelo probabilís-

tico populacional utilizando métodos da inferência estatística, o pesquisador ob-

jetiva obter aproximações numéricas para seus parâmetros populacionais. Mais

especificamente, o procedimento de inferir um valor para um parâmetro popula-

cional na inferência estatística é denominado estimação paramétrica. Por conse-

guinte, algumas funções da amostra, conhecidas como estatísticas, podem então

ser utilizadas para essa finalidade. Essas funções são então denominadas de esti-

madores.

Alguns métodos já consagrados na literatura para determinar estimadores

pontuais de parâmetros populacionais são o método dos momentos, o método da

máxima verossimilhança, o método dos mínimos quadrados e o método bayesiano.

Naturalmente, diferentes métodos podem fornecer um mesmo estimador, o que
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torna a análise geralmente mais simples. Porém isso nem sempre ocorre, ou seja,

diferentes métodos geralmente fornecem diferentes estimadores para um mesmo

parâmetro populacional, o que exige uma forma de avaliar esses estimadores.

A avaliação de estimadores é parte de um ramo estatístico conhecido como

teoria da decisão estatística. Com elementos da teoria da decisão estatística, um

critério utilizado para determinar um estimador mais adequado é adotar o estima-

dor que minimiza a função risco, sendo essa função a esperança matemática de

uma função perda apropriada. Todavia, nem sempre é possível encontrar tal es-

timador com base nesse critério, uma vez que a classe de todos os estimadores é

muito grande (LEHMANN; CASELLA, 1998, p. 5; CASELLA; BERGER, 2002,

p. 334). Uma forma de contornar esse problema é realizar algum tipo de restrição

na classe dos estimadores, com base em propriedades que sejam comuns a alguns

deles. Essa estratégia permite, de um modo natural, reduzir a classe dos estimado-

res sujeitos ao estudo, de maneira que as reduções obtidas resultem possivelmente

na determinação de estimadores mais adequados de interesse.

Uma maneira de limitar a classe dos estimadores é considerar somente es-

timadores não viesados. Levando-se em conta somente os estimadores não viesa-

dos, o objetivo nessa classe de estimadores é determinar um estimador que possua

variância menor ou igual em relação a qualquer outro estimador não viesado. Outra

forma que pode ser adotada na restrição aos estimadores é utilizando-se o princípio

da equivariância. Com base nesse princípio, Edwin James George Pitman (1897-

1993) introduziu em 1939 os melhores estimadores na classe dos estimadores equi-

variantes, e devido ao seu trabalho, esses ficaram conhecidos posteriormente como

estimadores de Pitman (PITMAN, 1939). Pitman os chamou inicialmente de esti-

madores “adequados”. O termo “equivariante” foi usado primeiramente por Berk

(1967) e Wijsman (1967).
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Diante do que foi exposto, o presente trabalho têm como objetivos gerais:

• Apresentar a fundamentação teórica necessária para o desenvolvimento da

teoria da estimação equivariante.

• Exemplificar a utilização dos estimadores equivariantes com uma aplicação

aos dados de precipitação máxima de Piracicaba-SP.

Além dessa breve introdução, o presente trabalho é composto das seções 2,

3, 4 e 5, que são detalhadas a seguir. Nas seções 2, 3 e 4 apresenta-se a fundamenta-

ção teórica do trabalho. Nas subseções de 2.1 a 2.3 são apresentados os elementos

básicos referentes à teoria da decisão, considerando-se o contexto equivariante e

estatístico. Nas subseções 2.4 e 2.5 discute-se a estimação equivariante para pa-

râmetros de locação e de escala, fornecendo-se algumas definições e resultados

requeridos para determinar o estimador de Pitman em cada caso. Na subseção 2.6

é abordado o problema de estimação simultânea dos parâmetros de locação e de

escala em famílias de locação-escala. Na seção 3 são revisados resultados clás-

sicos da teoria bayesiana, mostrando-se ao final que os estimadores de Pitman,

para parâmetros de locação e de escala, podem ser obtidos como estimadores de

Bayes generalizados utilizando-se prioris adequadas. Na seção 4 são apresentados

alguns resultados sobre a admissibilidade e minimaximalidade de estimadores. Ao

final dessa seção abordam-se, de forma geral, as propriedades de admissibilidade

e a minimaximalidade dos estimadores de Pitman. Na seção 5 é apresentada uma

aplicação dos estimadores equivariantes, referente ao estudo dos níveis pluvio-

métricos máximos em Piracicaba-SP. O objetivo geral nessa seção é comparar a

distribuição Exponencial biparamétrica, ajustada com estimadores equivariantes

e de máxima verossimilhança, na modelagem dos dados de precipitação máxima

nesse município.
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O referencial teórico deste trabalho baseia-se principalmente no livro The-

ory of Point Estimation, de Erich Leo Lehmann e George Casella. Uma vez que as

demonstrações de alguns resultados nesse livro são apresentadas de forma muito

sucinta e a literatura disponível em português é muito restrita em relação à teo-

ria da estimação equivariante, as passagens matemáticas no referencial teórico são

desenvolvidas em detalhes, podendo-se afirmar que essa é uma das contribuições

deste trabalho. Além disso, outra contribuição deste trabalho foi apresentar uma

aplicação envolvendo estimadores equivariantes.
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2 ESTIMAÇÃO EQUIVARIANTE

2.1 Elementos da teoria da decisão

A teoria da decisão é uma área interdisciplinar que recebeu contribuições

de economistas, matemáticos, filósofos, cientistas sociais e estatísticos. Como o

próprio nome sugere, a teoria da decisão está relacionada ao problema de tomada

de decisões, em que busca-se compreender como indivíduos ou grupos deveriam

ou poderiam tomar decisões. Em um nível teórico, na teoria da decisão busca-

se pesquisar as consequências lógicas que podem surgir com a utilização de di-

ferentes regras para a tomada de decisões e com recursos matemáticos busca-se

compreender como se combinam decisões racionais (RESNIK, 1987, p. 3).

A teoria da decisão é uma área intimamente relacionada à teoria dos jo-

gos. Primeiramente, o desenvolvimento inicial de ambas teorias ocorreu principal-

mente na primeira metade do século XX, embora trabalhos em ambas as teorias

já tivessem sido desenvolvidos anteriormente. Além disso, os elementos da teoria

da decisão são muito semelhantes àqueles da teoria dos jogos. Em particular, na

teoria da decisão, um dos “jogadores” é a própria natureza (ao invés de um joga-

dor propriamente dito), e esse “jogador age” por intermédio de uma experiência

aleatória. Em vista disso, os elementos básicos fundamentais em um problema da

teoria da decisão são:

1. Um conjunto não vazio de números reais Θ, dos possíveis estados da natureza.

2. Um conjunto não vazio A de números reais de todas as ações (ou decisões)

possíveis que podem ser tomadas.

3. Uma função perda L (a, θ), de valores reais, definida em A×Θ.

4. Um subespaço Xn do espaço euclidiano Rn.
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5. O espaço D = {δ : Xn → A}, em que as funções δ são denominadas funções

de decisão.

Com esses elementos básicos, pode-se observar que, para qualquer deci-

são a que seja tomada em relação a θ, incorre-se em uma perda L (a, θ). Para

problemas da teoria da decisão, mas em um contexto mais amplo como o da teo-

ria dos jogos, pode-se utilizar a ideia de um jogo entre dois jogadores, fornecida

por Ferguson (1967, p. 1), em que um desses jogadores é a natureza. Esse jogo

consiste de duas escolhas, em que a escolha θ representa o “verdadeiro estado da

natureza” e a denota uma ação a ser realizada por um indivíduo qualquer. Dessa

forma, a natureza escolhe um ponto θ em Θ, e o indivíduo, sem ser informado da

escolha que a natureza tenha feito, toma uma decisão a em A. O erro cometido

pelo indivíduo surge então naturalmente como consequência dessas duas escolhas,

e esse erro, também chamado de perda, pode ser quantificado pela função perda.

Definição 2.1.1 (Função perda): Chama-se função perda L, uma função L : A×

Θ → R que associa ao par (a, θ) um número real que indica a perda que o

indivíduo tem ao tomar uma decisão a, quando o real estado da natureza é

θ.

A função perda é uma função não negativa e a sua escolha, em um determi-

nado problema, pode ser considerada até certo ponto arbitrária. Existem algumas

funções perda que são “naturais”, ou pelo menos são mais comuns, como a utiliza-

ção das funções perda em erro quadrático ou em erro absoluto. Algumas funções

perda usuais são:

(i) L1 (a, θ) = (a− θ)2.

(ii) L2 (a, θ)) = |a− θ|.
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(iii) L3 (a, θ) =

 A, se |a− θ| > ε

0, se |a− θ| ≤ ε
, em que A > 0.

(iv) L4 (a, θ) = ρ (θ) |a− θ|r, para ρ (θ) ≥ 0 e r > 0.

(v) L5 (a, θ) =

 1,

0,

se |a− θ| > ε

caso contrário
.

As funções L1 e L2 são chamadas função perda em erro quadrático e fun-

ção perda em erro absoluto, respectivamente. Nota-se que o erro obtido por essas

duas funções aumenta à medida que a distância entre a e θ aumenta. A função

perda L3 indica que não ocorre perda alguma se a está dentro de ε unidades de θ, e

caso contrário, a perda é uma quantidade A. A função perda L4 é chamada de fun-

ção perda em erro quadrático ponderado, sendo essa uma função perda geral que

inclui L1 e L2 como casos especiais. Por último, a função L5 é chamada função

perda 0-1.

2.2 A teoria da decisão, ação de grupos e o princípio da equivariância

Em muitas situações, as decisões são tomadas em um contexto mais res-

tritivo. Algumas dessas restrições podem ser modeladas considerando algum tipo

de simetria. Em estatística, o termo matemático para simetria é invariância (GIRI,

1997, p. 16; VIANA, 2008, p. 160-161). O termo simetria é geralmente utilizado

em seu sentido matemático, para denotar uma propriedade que permanece inalte-

rada após uma transformação particular. Na prática, muitos problemas estatísticos

possuem essa propriedade.

As simetrias são tratadas na matemática utilizando-se a teoria dos grupos,

que foi desenvolvida por matemáticos nos séculos XIX e XX e que se tornou, rapi-

damente, uma ferramenta importante na organização e no estudo de muitas partes

da matemática. De forma simples, um grupo constitui um conjunto de elementos
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que podem ser combinados utilizando-se algumas operações, como por exemplo

a adição ou a multiplicação. Tais operações devem satisfazer determinadas con-

dições. Uma propriedade importante de um grupo é que, quando dois de seus

elementos são combinados, utilizando-se uma determinada operação, o resultado

é outro elemento do grupo. Diz-se então que o grupo é fechado sob aquela ope-

ração. No Apêndice A é apresentada uma definição mais formal do conceito de

grupo. Além disso, algumas referências mais abrangentes sobre a teoria dos gru-

pos, que podem ser consultadas, são Alencar Filho (1985), Souza (2009) e Martin

(2010).

O princípio da equivariância está relacionado às ações de um grupo G

sobre os quatro elementos da teoria da decisão, isto é, um problema de decisão é

equivariante quando ocorrem as ações de um grupo G em Θ, A, Xn e em D, da

seguinte forma:

1.
G×Θ→Θ

(g, θ) 7→ g · θ

2.
G×A → A

(g, a) 7→ g · a

3.
G× Xn → Xn

(g, (X1, . . . , Xn)) 7→ g · (X1, . . . , Xn)

4.
G×D → D

(g, δ) 7→ g · δ
, em que g · δ (X1, . . . , Xn) = δ (g · (X1, . . . , Xn)).

Observação: No presente trabalho será utilizada a notação X para um vetor de

observações (X1, . . . , Xn). Como consequência, a ação de um grupo G

sobre um vetor (X1, . . . , Xn) também será denotada por g · X.
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Exemplo 2.2.1: Seja Θ = A = R, Xn = Rn e G = (R,+). As ações de G

correspondem a soma à direita, dadas por:

1. G×Θ→Θ, em que (g, θ) 7→ g · θ = θ + g.

2. G×A → A, em que (g, a) 7→ g · a = a + g.

3. G× Xn → Xn, em que (g,X) 7→ g · X = (X1 + g, . . . , Xn + g).

4. G×D → D, em que (g, δ) 7→ g · δ (X) = δ(X1 + g, . . . , Xn + g).

Exemplo 2.2.2: Seja Θ = A = R, Xn = Rn e G = (R+, .). As ações de G

correspondem a multiplicação à esquerda, definidas por:

1. G×Θ→Θ, em que (g, θ) 7→ g · θ = gθ.

2. G×A → A, em que (g, a) 7→ g · a = ga.

3. G× Xn → Xn, em que (g,X) 7→ g · X = (gX1, . . . , gXn).

4. G×D → D, em que (g, δ) 7→ g · δ (X) = δ(gX1, . . . , gXn).

Nesse exemplo, a ação de G no conjunto Θ, por exemplo, é representada

por g ·Θ, correspondendo ao produto usual que é denotado por gΘ. Essa notação

também será adotada nos exemplos posteriores em relação ao produto usual, de

forma a tornar clara a distinção entre uma ação do grupo, representada por “·”, e a

operação de produto “.” .

2.3 A teoria da decisão no contexto estatístico

A teoria dos jogos e a teoria da decisão estatística foram desenvolvidas por

volta do mesmo período. A primeira é parte de um rico legado matemático deixado

por John von Neumann. Embora já estivesse presente em trabalhos anteriores, a

teoria dos jogos não era um campo unificado até a publicação dos trabalhos de von
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Neumann no fim da década de 1920. Em 1927, von Neumann publicou a prova

do teorema minimax para jogos finitos e esse trabalho é reconhecido atualmente

como a fundação da teoria dos jogos. Em 1944, os trabalhos de von Neumann re-

sultaram na publicação do livro Theory of Games and Economic Behavior, escrito

em parceria com Oskar Morgenstern.

Por sua vez, por volta do mesmo período, a teoria da decisão estatística

estava recebendo rigorosa fundamentação teórica em uma série de artigos publi-

cados por Jerzy Neyman e Egon Pearson. Essa teoria já havia sido desenvolvida

inicialmente por outros estatísticos, como Karl Pearson e Ronald Aylmer Fisher,

mas faltava a precisa formulação matemática, fornecida posteriormente por Ney-

man e Pearson em seus trabalhos. Abraham Wald foi o primeiro a estabelecer a

conexão entre a teoria dos jogos e a teoria estatística de Neyman e Pearson, reco-

nhecendo as vantagens de basear a teoria estatística na teoria dos jogos. Wald foi

o responsável por generalizar e simplificar a teoria de Neyman-Pearson, por tratar

problemas considerados distintos nessa teoria, como casos especiais da teoria da

decisão. Os trabalhos de Wald na década de 1940 culminaram na publicação de

seu livro Statistical Decision Functions em 1950, ano que também foi marcado

por sua morte em um trágico acidente aéreo (FERGUSON, 1967).

Na teoria da decisão estatística, a tomada de decisões é realizada em pro-

blemas de decisão que possuem algum tipo de incerteza envolvida. Dessa maneira,

o contexto geral da teoria da decisão pode ser particularizado para o contexto da te-

oria da decisão estatística, em que as decisões tomadas baseam-se em observações

de amostras aleatórias. Logo, os elementos da teoria da decisão são redefinidos

para o contexto estatístico:

1. O conjunto Θ passa a ser o espaço paramétrico que indexa uma família de

distribuições de probabilidade fX (x; θ).
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2. O conjunto das ações A é simplesmente o conjunto de estimativas acerca de θ

e será representado geralmente pelo conjunto R dos números reais.

3. A função perda L (δ (x) , θ), em que δ (x) é um valor estimado do parâmetro

desconhecido θ ou o valor de alguma função ω (θ).

4. O subespaço Xn passa a ser o espaço amostral de todas as realizações de amos-

tras independentes e identicamente distribuídas (iid) (X1, . . . , Xn) de uma

variável aleatória X.

5. As funções de decisão passam a ser denominadas estimadores e o espaço D =

{δ : Xn → R} torna-se o espaço dos estimadores.

Em vista dessas redefinições, o estatístico ou outro cientista deve seleci-

onar um valor para um parâmetro desconhecido θ, que determina a distribuição

fX (x; θ) da população de interesse. Após a observação de uma amostra aleató-

ria (X1, . . . , Xn) dessa população, a escolha de um valor para θ se baseará nos

valores dessa amostra e esse valor será chamado estimativa de θ. Assim, pode-se

proceder da seguinte forma:

1. Para o problema em questão, define-se o conjunto de todos os possíveis

valores que θ pode assumir. Como mencionado, tal conjunto de valores de

θ é o espaço paramétrico, sendo designado por Θ.

2. Seleciona-se uma função δ da amostra aleatória, isto é, δ (X1, . . . , Xn).

3. Uma estimativa para o parâmetro θ ou para uma função de θ, digamos ω (θ),

é obtida aplicando-se a função δ nos valores observados da amostra.

Exemplo 2.3.1: Seja fX (x; θ, 1) uma densidade Normal com média θ e variância

1. Supondo que θ possa assumir qualquer valor real, o espaço paramétrico

Θ é dado por:
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Θ = {θ : −∞ < θ <∞} .

Como θ pode assumir qualquer valor real, é natural considerar que uma

estimativa razoável de θ também deva assumir qualquer valor real. Essa estimativa

pode ser representada por θ̂ ou por δ (x) com base no estimador δ, quando valores

(x1, . . . , xn) de uma amostra aleatória (X1, . . . , Xn) são observados. Pode-se

então definir uma estimativa distinta para cada valor de θ em Θ. Dessa forma, o

conjunto de estimativas possíveis em relação a θ no processo de estimação é:

A =
{
θ̂ : −∞ < θ̂ <∞

}
.

Em problemas de estimação pontual é comum que Θ = A. Neste exem-

plo, os conjuntos Θ e A são ambos iguais a R. Como um estimador δ1 para θ

pode-se utilizar, por exemplo, a média amostral δ1 = X̄ . Nesse caso, com base

nos valores observados da amostra aleatória (X1, . . . , Xn), uma estimativa para θ

é:

θ̂ = δ1 (x1, . . . , xn) =
1

n

n∑
i=1

xi.

Naturalmente, poderiam ser utilizados outros estimadores para θ, como a

mediana amostral ou outras funções. Uma vez que para cada problema particular

existem muitas funções diferentes que podem ser utilizadas como estimadores,

faz-se necessário utilizar ferramentas que permitam avaliar os estimadores, para

selecionar os mais adequados. Nesse sentido, um objetivo na teoria estatística é

selecionar dentre uma certa quantidade de estatísticas, funções de (X1, . . . , Xn),

aquelas que sejam mais adequadas para serem utilizadas como estimadores dos θj ,

j = 1, . . . , k, ou mais geralmente, encontrar estatísticas para serem usadas como
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estimadores de certas funções, digamos ω1 (θ1, . . . , θk) , . . . , ωk (θ1, . . . , θk).

Considerando que θ é um parâmetro desconhecido, para cada estimativa

δ (x) de ω (θ) comete-se um erro, e nesse caso, alguma medida de avaliação dos

erros cometidos é apropriada. Uma maneira de avaliar os erros cometidos é uti-

lizar a função perda. Uma definição formal de função perda para o contexto de

estimação é apresentada a seguir.

Definição 2.3.1 (Função perda): Chama-se função perda, a função de valores re-

ais denotada por L (δ (x) , θ), que satisfaz:

(i) L (δ (x) , θ) ≥ 0, para todas possíveis estimativas δ (x) e todo θ em Θ;

(ii) L (δ (x) , θ) = 0, para δ (x) = ω (θ).

Uma perdaL (δ (x) , θ) ocorre se uma estimativa para ω (θ) é δ (x), quando

o verdadeiro valor do parâmetro é θ. Além disso, as condições anteriores estabele-

cem que a função perda deve ser não negativa. Segundo Casella e Berger (2002, p.

348-349), a função perda reflete dois fatos que ocorrem num processo de estima-

ção pontual. O primeiro está relacionado a uma pequena perda observada, quando

a estimativa δ (x) está próxima de θ. Nesse caso, assumir que δ (x) é uma estima-

tiva para θ parece razoável. O segundo fato reflete uma grande perda, ocasionada

se δ (x) está distante de θ.

Para cada problema de estimação pode-se definir uma função perda apro-

priada para o problema em estudo. As funções perda fornecidas na seção rela-

cionada à teoria da decisão são apresentadas novamente, mas considerando-se o

processo de estimação pontual.

(i) L1 (δ (x) , θ) = [δ (x)− ω (θ)]2.

(ii) L2 (δ (x) , θ) = |δ (x)− ω (θ)|.
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(iii) L3 (δ (x) , θ) =

 A, se |δ (x)− ω (θ)| > ε

0, se |δ (x)− ω (θ)| ≤ ε
, em que A > 0.

(iv) L4 (δ (x) , θ) = ρ (θ) |δ (x)− ω (θ)|r, para ρ (θ) ≥ 0 e r > 0.

(v) L5 (δ (x) , θ) =

 1,

0,

se |δ (x)− ω (θ)| > ε

caso contrário
.

Algumas das funções perda apresentadas possuem a propriedade de serem

simétricas. Este é o caso das funções perda em erro quadrático (L1) e em erro

absoluto (L2). A função perda em erro quadrático é provavelmente a mais utilizada

no processo de estimação. Uma característica importante dessa função é que ela

penaliza pouco se o erro de estimação é pequeno e penaliza muito à medida que

o erro torna-se maior. Por sua vez, a penalização para a função perda em erro

absoluto cresce linearmente com o erro de estimação. As funções perda L3 e L5

são funções que reduzem o efeito para grandes erros de estimação. Isso ocorre

pela fixação de uma perda caso o desvio absoluto entre δ (x) e ω (θ) exceda uma

quantidade ε pré-determinada. Nessa situação, as funções perda L3 e L5 associam

uma perda fixa para o erro de estimação cometido, não considerando a magnitude

do eventual erro.

Pode-se verificar, pela definição e pelos exemplos, que a função perda

possui como um de seus argumentos uma estimativa δ (x), que é o valor de um

estimador δ, que por sua vez é função de uma amostra aleatória. Dessa forma,

como δ (X1, . . . , Xn), a função perda depende da amostra (X1, . . . , Xn). Neste

caso, é difícil exigir uma pequena perda (ou erro), por parte de um estimador, para

cada amostra que é possível de ser coletada da população. Porém, se alterarmos o

objetivo de encontrar um estimador com pequena perda para a escolha de um esti-

mador com pequena perda média, essa dificuldade pode ser superada. Assim, um

critério a ser adotado para avaliar a qualidade de um estimador consiste em utilizar
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a esperança matemática da função perda. Isso define uma função R, denominada

função risco.

Definição 2.3.2 (Função risco): Para uma conhecida função perda L (δ (x) , θ), a

função riscoR de um estimador δ (X1, . . . , Xn) é definida como:

R(δ, θ) = Eθ [L (δ (X) , θ)] .

Dado que o valor de θ é desconhecido, a preferência será por um estimador

que possua pequeno valor deR(δ, θ) para todos valores de θ. Logo, independente-

mente do verdadeiro valor de θ, é desejável encontrar um estimador com pequena

perda média. Se o objetivo for, por exemplo, comparar a qualidade de dois es-

timadores δ1 e δ2, isso poderá ser feito com base em suas funções risco. Nesse

caso, se R(δ1, θ) < R(δ2, θ), o estimador δ1 será o estimador preferido. Todavia,

essa comparação pode não ser tão clara se as duas funções risco se interceptarem

(MOOD; GRAYBILL; BOES, 1974, p. 292, 299; CASELLA; BERGER, 2002, p.

332-333).

Em termos de uma amostra aleatória (X1, . . . , Xn), tem-se que a função

riscoR é dada por:

R (δ, θ) = Eθ [L (δ (X) , θ)] =

∫
. . .

∫
L (δ (x) , θ)

n∏
i=1

fXi (xi; θ) dxi.

No contexto em que têm-se ações de grupos, são importantes os estimado-

res que possuam boas propriedades relativas às ações de um grupo. Nesse sentido,

definem-se estimadores invariantes e equivariantes.
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Definição 2.3.3 (Estimador invariante): Um estimador pontual δ em Xn é inva-

riante em relação às ações de um grupo G em Xn se:

(g · δ) (X) = δ (g · X) = δ (X) .

Na Figura 1 é apresentado o diagrama comutativo de um estimador invari-

ante δ. Esse diagrama representa duas possíveis rotas de estimação de Xn para A,

dadas por
X
Xn

g→
g·X
Xn

δ→
δ(g·X)

A e
X
Xn

δ→
δ(X)

A , que são equivalentes para um estimador

invariante.

Xn

δ

��

g // Xn

δ

��
A

Figura 1 Diagrama comutativo da definição de um estimador invariante
δ (g · X) = δ (X).

Exemplo 2.3.2: Seja X = (X1, . . . , Xn). Pode-se observar que a amplitude amos-

tral é invariante em relação à ação do grupo G = (R,+). De fato, dado

c ∈ R, tem-se que:

δ (c · X) = δ (X1 + c, . . . , Xn + c) = Yn + c− (Y1 + c) = Yn − Y1 = δ (X) ,

em que Y1 = min [X1, . . . , Xn] e Yn = max [X1, . . . , Xn].

O termo equivariante é utilizado para estimadores que apresentam a pro-

priedade de modificar suas estimativas em resposta a mudanças que ocorram no

conjunto de dados. Essencialmente, a equivariância indica qual é o valor do esti-

mador em qualquer ponto de uma órbita (ver APÊNDICE A), caso seja conhecido

um valor particular do estimador em um ponto dessa órbita.
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Definição 2.3.4 (Estimador equivariante): Um estimador pontual δ em Xn é equi-

variante em relação às ações de um grupo G em Xn se:

(g · δ) (X) = δ (g · X) = g · (δ (X)) .

Na Figura 2 é apresentado o diagrama comutativo de um estimador equi-

variante δ. Nesse diagrama, as duas rotas equivalentes de estimação de Xn para

A, para um estimador equivariante, são
X
Xn

g→
g·X
Xn

δ→
δ(g·X)

A e
X
Xn

δ→
δ(X)

A
g→
g·(δ(X))

A .

Xn

δ

��

g // Xn

δ

��
A g

// A

Figura 2 Diagrama comutativo da definição de um estimador equivariante
δ (g · X) = g · (δ (X)).

Exemplo 2.3.3: Considere X = (X1, . . . , Xn). Pode-se verificar que a média

amostral de (X1, . . . , Xn) é equivariante em relação à ação do grupo G =

(R,+). De fato, dado c ∈ R tem-se:

(c · δ) (X) = δ (c · X) = δ (X1 + c, . . . ,Xn + c)

=
X1 + c+ . . .+Xn + c

n

=
X1 + . . .+Xn

n
+
nc

n

= δ (X) + c

= c · (δ (X)) .
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As definições utilizadas para invariância e equivariância remetem a uma

consideração importante. Assim como em Zacks (1971), Schervish (1995), Leh-

mann e Casella (1998) e Nobre e Azevedo (2006), neste trabalho faz-se a distinção

entre invariância e equivariância. Na invariância, a estimativa não se altera à me-

dida que os dados são transformados, enquanto que na equivariância a estimativa

se modifica de um modo pré-estabelecido, à medida que os dados são transfor-

mados. Em termos de funções, as funções que satisfazem g (x+ c) = g (x)

são invariantes, ou seja, essas funções possuem a propriedade de seus valores

não se alterarem quando seus argumentos mudam. Por sua vez, funções em que

g (x+ c) = g (x)+c são chamadas equivariantes, ou seja, essas funções têm a pro-

priedade de alterar seus valores de forma pré-determinada quando ocorre variação

em x.

Na teoria geral de ações de grupos, o grupo G atua em Xn e em Θ, sem

que essas ações estejam intrinsecamente relacionadas. No contexto estatístico es-

sas duas ações devem estar relacionadas. Primeiramente, assuma que uma carac-

terística de interesse dos elementos da população possa ser representada por uma

variável aleatória X, cuja densidade é fX (x; θ) = f (x; θ). Assuma também que

valores (x1, . . . , xn) de uma amostra aleatória (X1, . . . , Xn) de f (x; θ) tenham

sido observados. Nesse caso, o grupo G atua em Xn da forma g · (X1, . . . , Xn) =

(g ·X1, . . . , g ·Xn). Pode-se então definir para essa transformação uma nova va-

riável Y = g · X . Consequentemente, (Y1, . . . , Yn) = (g ·X1, . . . , g ·Xn). Se

X tem distribuição f (x; θ), para se obter um contexto invariante pelas ações do

grupo G é necessário exigir que Y também tenha distribuição na mesma família,

isto é, deve existir um θ̃ ∈ Θ tal que Y tenha distribuição f
(
y; θ̃
)

. Exigindo-

se um pouco mais que isso, é necessário supor que θ̃ seja também definido por

uma ação de G em Θ, ou seja, θ̃ = g · θ. Dessa forma, essas duas ações estão



35

relacionadas por:

X ∼ f (x; θ)⇔ Y = g ·X ∼ f (y; g · θ) .

Esse resultado indica que as ações de um grupo acontecem em primeiro

lugar no espaço amostral e, em seguida, no espaço de parâmetros. Além disso,

dada a amostra original (X1, . . . , Xn) e a estrutura matemática associada a essa

amostra (espaço paramétrico e modelo subjacente ou conjunto de funções densi-

dade de probabilidade fdp’s), o último resultado indica que se um grupo G age

sobre a amostra (X1, . . . , Xn) modificando sua escala de medição, então o pro-

blema transformado deve ter a mesma estrutura matemática que o problema ori-

ginal, ou seja, deve estar definido no mesmo espaço paramétrico, para a mesma

família paramétrica. Quando isso ocorre, a distribuição subjacente ou a família

de distribuições do problema original é dita invariante pela transformação. Essa

exigência é sintetizada na definição abaixo.

Definição 2.3.5 (Invariância do modelo): Seja F = {f (x; θ) , θ ∈Θ} uma fa-

mília de densidades para X. A família F é dita invariante em relação a um

grupo G se, para cada θ ∈Θ e g ∈ G, existe um único θ̃ ∈Θ de modo que

Y = g ·X tenha distribuição f
(
y; θ̃
)

na mesma família de X . O parâmetro

θ̃, que é determinado unicamente por θ e g, é obtido por g · θ.

Dado um evento B ⊂ Xn, em termos de probabilidade de eventos tem-se,

a partir da definição 2.3.5, a seguinte igualdade:

Pθ [Y ∈ B] = Pg·θ [X ∈ B] ,

em que o subscrito do lado esquerdo (θ) indica a distribuição de X e não a de Y .

Segue ainda, para uma função ψ cuja esperança seja definida, que:
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Eθ [ψ (Y )] = Eg·θ [ψ (X)] .

Um exemplo de um modelo probabilístico invariante é apresentado a se-

guir.

Exemplo 2.3.4: Seja X uma variável aleatória com distribuição Gama(α, β). A

fdp de X é dada por:

fX (x;α, β) =
1

Γ (α)βα
xα−1e

− x
β ,

em que Γ (·) é a função gama, com 0 < x < ∞, α > 0 e β > 0. Considere as

ações do grupo G = (R+, .) de tal forma que Y = h (X) = kX , sendo k > 0.

Como y = h (x), então h−1 (y) = y
k e d

dyh
−1 (y) = 1

k . Aplicando o teorema da

transformação de variáveis, temos que a fdp de Y é:

fY (y) =

∣∣∣∣dh−1 (y)

dy

∣∣∣∣ fX (h−1 (y)
)

=

∣∣∣∣1k
∣∣∣∣ fX (yk)

=
1

k

1

Γ (α)βα

(y
k

)α−1
e
− y
kβ

=
1

Γ (α) kαβα
yα−1e

− y
kβ

=
1

Γ (α) (kβ)α
yα−1e

− y
kβ .

Logo, a variável Y ∼ Gama (α, kβ). Portanto, a ação de G nos dados,

dada por k · X = kX , induz uma ação de G no espaço paramétrico, dada por

k · (α, β) = (α, kβ). Como a variável transformada Y preserva a mesma estrutura
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matemática que a variável original X (mesma família paramétrica e mesmo espaço

paramétrico), essa família é invariante pelas ações do grupo G.

Se um modelo é invariante sob as ações de um grupo G, pode-se exigir

que a função perda também seja invariante em relação às ações desse grupo.

Definição 2.3.6 (Função perda invariante): Uma função perda L : A×Θ→ R

é dita invariante sob as ações de um grupo G se:

L (δ (x) , θ) = L (g · (δ (x)) , g · θ) ,

para todo δ (x) ∈ A, θ ∈Θ e g ∈ G.

A vantagem de se trabalhar no contexto invariante é que a função risco

torna-se mais simples. Se δ é um estimador equivariante, então:

R (δ, θ) = Eθ [L (δ (X) , θ)]

=

∫
L (δ (x) , θ)fX (x; θ) dx

=

∫
L (g · (δ (x)) , g · θ)fX (x; θ) dx (Invariância da função perda L)

=

∫
L (δ (g · x) , g · θ)fX (x; θ) dx (Equivariância do estimador δ)

=

∫
L (δ (y) , g · θ)fY (y; g · θ) dy (Invariância do modelo f)

= Eg·θ [L (δ (Y ) , g · θ)]

= R (δ, g · θ) .

Portanto, ao se fixar um estimador equivariante δ, a função risco torna-se

constante nas órbitas da ação de G em Θ. Desse modo, se G atua transitivamente

em Θ, o risco dos estimadores equivariantes será constante. Dizer que a função

risco é constante significa que essa função não depende do parâmetro θ. Esse

resultado ficará mais claro nas seções relacionadas a equivariância por locação e
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por escala.

Definição 2.3.7 (Estimador equivariante de risco mínimo): Um estimador δ :

Xn → R de ω (θ) é definido como equivariante de risco mínimo (MRE, do

inglês minimum risk equivariant) se:

(i) δ é equivariante;

(ii) R (δ) ≤ R
(
δ
′
)

, dado qualquer outro estimador equivariante δ
′

de ω (θ).

A importante consequência que surge do fato da função risco ser constante

é que, uma vez que o risco de qualquer estimador equivariante independe de θ,

o problema de se obter um estimador com menor risco uniforme na classe dos

estimadores equivariantes torna-se relativamente mais simples: selecionar entre os

estimadores com função risco constante aquele que possua menor risco.

2.4 Equivariância para parâmetros de locação

Nesta subseção apresentam-se algumas definições e resultados requeridos

para a determinação do estimador equivariante de menor risco por locação. Inici-

almente, antes da abordagem da equivariância por locação, define-se parâmetro de

locação.

Definição 2.4.1 (Parâmetro de locação): Seja {f (·; θ) , θ ∈Θ} uma família de

densidades indexadas por um parâmetro θ, em que Θ é um subconjunto

da reta real. O parâmetro θ é definido como parâmetro de locação se,

a densidade f (x; θ) pode ser escrita como uma função de x − θ, isto é,

f (x; θ) = h (x− θ) para alguma função h (·).

Proposição 2.4.1: θ é um parâmetro de locação se, e somente se, a distribuição

de X − θ não depende de θ.
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Prova:

Como θ é um parâmetro de locação, por hipótese fX (x; θ) = h (x− θ).

Se Y = g (X) = X − θ, então g−1 (y) = y + θ e
∣∣∣ ddyg−1 (y)

∣∣∣ = 1. Utilizando o

teorema da transformação de variáveis segue que a fdp de Y = X − θ é:

fY (y; θ) =

∣∣∣∣ ddyg−1 (y)

∣∣∣∣ fX (g−1 (y)
)

= 1fX (y + θ) = h (y + θ − θ) = h (y) .

Portanto, a distribuição de Y = X − θ não depende de θ.

Reciprocamente, seja Y = X − θ com distribuição dada por uma função

h (y). Como X = g (Y ) = Y + θ, logo g−1 (x) = x − θ e
∣∣ d
dxg
−1 (x)

∣∣ = 1.

Novamente, utilizando o teorema da transformação de variáveis segue que a fdp

de X = Y + θ é:

fX (x; θ) =

∣∣∣∣ ddxg−1 (x)

∣∣∣∣ fY (g−1 (x)
)

= 1fY (x− θ) = h (x− θ) .

Portanto, a densidade fX (x; θ) pode ser escrita como uma função de x−θ,

o que demonstra que θ é um parâmetro de locação.

�

Observe que se θ é um parâmetro de locação para a família de densidades

{f (·; θ) , θ ∈ Θ}, a função h (·) da definição é uma fdp dada por h (·) = f (·; 0).

Exemplo 2.4.1: Se fX (x; θ) = φθ,1 (x), θ é um parâmetro de locação, pois:

φθ,1 (x) =
1√
2π

exp

[
−1

2
(x− θ)2

]
= φ0,1 (x− θ) ,
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isto é, se X é normalmente distribuída com média θ e variância 1, então X − θ

possui distribuição Normal padrão, e portanto, independente de θ.

Exemplo 2.4.2: Se fX (x; θ) = I(θ− 1
2
,θ+ 1

2) (x), então θ é um parâmetro de loca-

ção, pois:

fX (x; θ) = I(θ− 1
2
,θ+ 1

2) (x) = I(− 1
2
, 1
2) (x− θ) ,

é uma função de x− θ.

2.4.1 Ação de grupos para parâmetros de locação

Um grupo que está naturalmente relacionado a parâmetros de locação é

o grupo G = (R,+). Esse grupo atua em Rn da forma c · (X1, . . . , Xn) =

(X1 + c, . . . ,Xn + c). A equivariância em relação a essa ação é justificada da se-

guinte forma: se observações (x1, . . . , xn) representam medições de algum tipo,

e uma constante c é adicionada em cada uma dessas medições, então um esti-

mador avaliado nas medições (x1 + c, . . . , xn + c) deve ajustar o valor estimado

δ (x1, . . . , xn) pela adição da mesma constante c, isto é, δ (x1 + c, . . . , xn + c) =

δ (x1, . . . , xn) + c. Esse fato ocorre com o mais básico de todos estimadores que

é a média amostral.

Definição 2.4.2 (Equivariância por locação): Um estimador δ é definido como

equivariante por locação se:

δ (X1 + c, . . . ,Xn + c) = δ(X1, . . . , Xn) + c,

para todo (X1, . . . , Xn) e (c, . . . , c) ∈ Rn.

Exemplo 2.4.3: Um primeiro exemplo de um estimador equivariante por locação

é a média amostral. De fato,
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δ (X + c) =

n∑
i=1

(Xi + c)

n
=

n∑
i=1

Xi

n
+
nc

n
= δ (X) + c.

Exemplo 2.4.4: Considerando as estatísticas de ordem do mínimo e do máximo,

Y1 = min [X1, . . . , Xn] e Yn = max [X1, . . . , Xn], segue que a média

desses valores
(
Y1+Yn

2

)
é equivariante por locação, pois:

δ (X + c) =
min [X1 + c, . . . , Xn + c] + max [X1 + c, . . . ,Xn + c]

2

=
min [X1, . . . , Xn] + c+ max [X1, . . . , Xn] + c

2

=
min [X1, . . . , Xn] + max [X1, . . . , Xn]

2
+

2c

2

= δ (X) + c.

Por outro lado, existem estimadores que não são equivariantes por locação,

como por exemplo, S2 e Yn − Y1.

Como mencionado anteriormente, o grupoG = (R,+) é um grupo natural

a ser relacionado a parâmetros de locação. Esse grupo atua, respectivamente, no

espaço paramétrico Θ, no espaço amostral Xn e no espaço dos estimadores D da

forma:

1. G×Θ→Θ, (c, θ) 7→ c · θ = θ + c.

2. G× Xn → Xn, (c, x) 7→ c · x = (x1 + c, . . . , xn + c).

3. G×D → D, (c, δ) 7→ (c · δ) (x) = δ (c · x) = δ (x + c) = δ (x) + c.

Por sua vez, uma função perda L é invariante por locação por essas ações

se:
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L (δ (x1, . . . , xn) , θ) = L ((c · δ) (x1, . . . , xn) , c · θ)

= L (δ (c · (x1, . . . , xn)) , c · θ)

= L (δ (x1 + c, . . . , xn + c) , θ + c)

= L (δ (x1, . . . , xn) + c, θ + c) .

Um exemplo de uma função perda invariante por locação é a função perda

em erro quadrático. De fato, se L (δ, θ) = (δ − θ)2, então:

L (δ (x1, . . . , xn) + c, θ + c) = [(δ (x1, . . . , xn) + c)− (θ + c)]2

= (δ (x1, . . . , xn) + c− θ − c)2

= (δ (x1, . . . , xn)− θ)2

= L (δ (x1, . . . , xn) , θ) .

O lema apresentado a seguir fornece um importante resultado na caracte-

rização de todos os estimadores equivariantes por locação.

Lema 2.4.1: Seja δ0 um estimador equivariante por locação. Uma condição ne-

cessária e suficiente para que δ seja equivariante por locação é:

δ (x) = δ0 (x) + u (x) , (2.1)

em que u : Rn → R é uma função invariante pela ação do grupo (R,+), isto é,

u (x + c) = u (x), para todo x = (x1, . . . , xn) e c = (c, . . . , c) ∈ Rn.

Prova:

Se δ (x) = δ0 (x) + u (x), em que δ0 é um estimador equivariante conhe-

cido e u é uma função invariante, então:
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δ (x + c) = δ0 (x + c) + u (x + c) = δ0 (x) + c+ u (x) = δ (x) + c.

Portanto, δ é um estimador equivariante por locação.

Reciprocamente, assuma que δ0 é um estimador equivariante conhecido e

seja δ um estimador equivariante arbitrário. Defina: u = δ − δ0. Então:

u (x + c) = δ (x + c)−δ0 (x + c) = δ (x)+c−(δ0 (x) + c) = δ (x)−δ0 (x) = u (x) .

Portanto, a função u é invariante pela ação do grupo G = (R,+).

�

Pode-se verificar que esse lema estabelece a conexão entre a equivariância

e invariância de funções. Primeiramente, observa-se que um estimador equivari-

ante δ é a combinação entre um estimador equivariante conhecido e uma função

invariante u. Além disso, o resultado desse lema indica que a diferença entre dois

estimadores equivariantes é uma função invariante de x. Pelas implicações do lema

é possível notar que a caracterização dos estimadores equivariantes também exige

uma caracterização das funções invariantes u.

As funções invariantes podem ser expressas em termos de coordenadas

mais simples, se ocorre o seguinte contexto: seja G um grupo que atua em um

conjunto A. Suponha que exista um subconjunto B ⊂ A tal que toda órbita da

ação de G em A intercepta B em apenas um ponto. Dada uma função invariante

u : A → R, essa função fica totalmente definida pelos valores que assume sobre

os pontos do subconjunto B. Além disso, se u restrita a B for injetiva, os valores de
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u distinguem as órbitas. Portanto, as funções invariantes podem ser expressas por

coordenadas mais simples que dependem apenas do subconjunto B.

Para o caso específico da ação do grupo (R,+) em Rn, c · x 7→ x + c,

as órbitas são retas paralelas ao vetor
−→
1 = (1, . . . , 1). Logo, se B é o hiperplano

definido por B = {(x1, . . . , xn−1, 0) , xi ∈ R}, todas as órbitas interceptam esse

hiperplano em apenas um ponto.

Proposição 2.4.2: Se u : Rn → R é uma função invariante, então u pode ser

expressa como função das diferenças yi = xi − xn.

Prova:

Para expressar as funções invariantes em um sistema de coordenadas ade-

quado deve-se observar que as órbitas são retas paralelas ao vetor
−→
1 = (1, . . . , 1)

(Figura 3). O hiperplano xn = 0 é tal que toda órbita corta este plano em apenas

um ponto. Dada uma órbita pelo ponto (x1, . . . , xn) é necessário obter o ponto

y = (y1, . . . , yn−1, 0) do plano B correspondente a essa órbita.

Figura 3 Representação da órbita que corta o plano no ponto (x1, . . . , xn).

A órbita é a reta dada por {(y1, . . . , yn−1, 0) + t (1, . . . , 1) ; t ∈ R}. Tem-

se então que:
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y1 + t = x1

...

yn−1 + t = xn−1

t = xn

⇒



y1 = x1 − xn
...

yn−1 = xn−1 − xn

t = xn

y = (y1 = x1 − xn, . . . , yn−1 = xn−1 − xn, 0) .

Dessa forma, toda função invariante u pode ser expressa em termos das

variáveis yi. De fato,

u (x + c) = u (x1 + c, . . . , xn−1 + c, xn + c)

= u (x1 − xn, . . . , xn−1 − xn, xn − xn) (Tomar c = −xn)

= u (x1 − xn, . . . , xn−1 − xn, 0)

= u (y) ,

o que conclui a demonstração.

�

Da hipótese de u ser invariante, isto é, u (x + c) = u (x), segue ainda da

proposição 2.4.2 que u (x) = u (y). A expressão dos estimadores equivariantes

(2.1), em termos de um estimador equivariante particular mais uma função invari-

ante, permite a obtenção de uma fórmula explícita para o estimador equivariante

de menor risco. Esse objetivo pode ser alcançado pela minimização da função

risco, que é dada por:

R (δ, θ) = Eθ [L (δ (X), θ)] =

∫
. . .

∫
L (δ (x), θ)fX (x; θ) dx.
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Com base na equivariância do estimador δ, e na invariância do modelo f

e da função perda L, tem-se que:

R (δ, θ) = Eθ [L (δ (X) , θ)]

=

∫
. . .

∫
L (δ (x) , θ)fX (x; θ) dx

=

∫
. . .

∫
L (δ (x) + c, θ + c)fX (x; θ) dx (Invariância da função L)

=

∫
. . .

∫
L (δ (x + c) , θ + c)fX (x; θ) dx (Equivariancia de δ)

=

∫
. . .

∫
L (δ (y) , θ + c)fY (y; θ + c) dy (Invariância def)

= Eθ+c [L (δ (Y) , θ + c)]

= R (δ, θ + c) .

Como a ação de G no espaço paramétrico Θ é transitiva, tomando-se c =

−θ segue que R (δ, θ) = R (δ, θ − θ) = R (δ, 0). Portanto, a função risco é

constante em relação a θ e a sua minimização torna-se mais simples, uma vez que

essa função depende somente do estimador δ e não mais do parâmetro θ. Dessa

maneira,

R (δ, 0) = E0 [L (δ (X), 0)] =

∫
. . .

∫
L (δ (x), 0)fX (x; 0) dx.

Uma notação mais concisa a ser utilizada para a função risco é:

R (δ) =

∫
. . .

∫
L (δ (x), 0)fX (x; 0) dx.
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Fixando um estimador equivariante δ0 e observando que qualquer estima-

dor equivarinate δ é da forma δ = δ0 + u, o problema de minimização fica da

forma:

minR (δ)
δ

= min
δ

∫
. . .

∫
L (δ (x) , 0)fX (x; 0) dx

= min
u

∫
. . .

∫
L (δ0 (x) + u (x) , 0)fX (x; 0) dx.

A ideia para realizar a minimização da função risco R é utilizar as variá-

veis yi = xi − xn, com i = i, . . . , n − 1. Como x determina totalmente y, a

distribuição conjunta fX,Y (x, y; 0) é degenerada, e neste caso,

fX (x; 0) = fX,Y (x, y; 0) = fX|Y (x |y; 0) fY (y; 0) .

Além disso, como u (x) = u (y) então:

minR (δ)
δ

= min
u

∫
. . .

∫
L (δ0 (x) + u (y) , 0)fX|Y (x |y; 0) fY (y; 0) dxdy

= min
u

∫
. . .

∫ (∫
L (δ0 (x) + u (y) , 0)fX|Y (x |y; 0) dx

)
fY (y; 0) dy

=

∫
. . .

∫ (
min
u

∫
L (δ0 (x) + u (y) , 0)fX|Y (x |y; 0) dx

)
fY (y; 0) dy,

em que pode-se observar que
∫
L (δ0 (x) + u (y) , 0)fX|Y (x |y; 0) dx é uma espe-

rança condicional.

Para o caso em que L é a função perda em erro quadrático L (δ, θ) =

(δ − θ)2, a minimização da esperança condicional é relativamente simples. De-

senvolvendo o quadrado, tem-se que
∫

(δ0 (x) + u (y))2fX|Y (x |y ; 0) dx é igual

a:
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∫
(δ0 (x))2fX|Y (x |y ; 0) dx+2u (y)

∫
δ0 (x) fX|Y (x |y ; 0) dx+(u (y))2,

que corresponde a um polinômio em u (y), que é minimizado quando:

u (y) = −
∫
δ0 (x) fX|Y (x |y ; 0) dx = −E0 [δ0 (X) |Y ] .

Portanto, substituindo u (y) em (2.1), segue que o estimador MRE em

relação à função perda em erro quadrático é:

δ (X) = δ0 (X)− E0 [δ0 (X) |Y ] .

Para se obter uma forma explícita para o estimador MRE, considere o

estimador equivariante δ0 (X) = Xn. Assim,

δ (X) = Xn − E0 [Xn |Y ] . (2.2)

Para o cálculo da esperança condicional considere também a transforma-

ção de coordenadas:

(x1, . . . , xn−1, xn)→ (y1, . . . , yn−1, yn) ,

dada por: 

y1

y2

...

yn−1

yn


=



+1 0 . . . 0 −1

0 +1 . . . 0 −1
...

...
. . .

...
...

0 0 . . . +1 −1

0 0 . . . 0 +1





x1

x2

...

xn−1

xn


,
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ou seja,

yi = xi − xn; yn = xn, com i = 1, . . . , n− 1.

Disso decorre que,

xi = yi + yn; xn = yn, com i = 1, . . . , n− 1. (2.3)

A partir de (2.3) as derivadas parciais dos x’s são facilmente calculadas.

Pode-se verificar que o Jacobiano da transformação é:

J = det



∂x1
∂y1

∂x1
∂y2

. . . ∂x1
∂yn

∂x2
∂y1

∂x2
∂y2

. . . ∂x2
∂yn

...
...

. . .
...

∂xn
∂y1

∂xn
∂y2

. . . ∂xn
∂yn

 = det


1 0 . . . 1

0 1 . . . 1
...

...
. . .

...

0 0 . . . 1

 = 1.

Logo, pelo teorema da transformação de variáveis segue que a distribuição

conjunta dos Y ’s é:

fY (y; 0) = |J | fX1,...,Xn−1,Xn (x1 (y1, yn) , . . . , xn−1 (yn−1, yn) , xn (yn); 0)

= fX1,...,Xn−1,Xn (y1 + yn, . . . , yn−1 + yn, yn; 0) .

A densidade condicional de Xn dado Y = y = (y1, . . . , yn−1) é:
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fXn|Y (xn |y ; 0) = fYn|Y1,...,Yn−1
(yn |y1, . . . , yn−1 ; 0)

=
fY1,...,Yn−1,Yn (y1, . . . , yn; 0)

fY1,...,Yn−1 (y1, . . . , yn−1; 0)

=
fX1,...,Xn−1,Xn (y1 + yn, . . . , yn−1 + yn, yn; 0)∫
fX1,...,Xn−1,Xn (y1 + t, . . . , yn−1 + t, t; 0) dt

,

em que trocou-se yn por t para representar a variação da variável Yn = Xn na

integral.

A esperança condicional de Xn dado que Y = y = (y1, . . . , yn−1) é:

E0 [Xn |Y ] = E0 [Yn |Y ] =

∫
ynfYn|Y1,...,Yn−1

(yn |y1, . . . , yn−1; 0) dyn

=

∫
tfX1,...,Xn−1,Xn (y1 + t, . . . , yn−1 + t, t; 0)dt∫
fX1,...,Xn−1,Xn (y1 + t, . . . , yn−1 + t, t; 0) dt

.

Como yi = xi − xn (i = 1, . . . , n− 1), essa última igualdade pode ser

expressa em termos dos x’s como:

E0 [Xn |Y ] =

∫
tfX1,...,Xn−1,Xn (x1 − xn + t, . . . , xn−1 − xn + t, t; 0)dt∫
fX1,...,Xn−1,Xn (x1 − xn + t, . . . , xn−1 − xn + t, t; 0) dt

.

Uma observação neste ponto é importante. Como o vetor y foi dado, isso

implica necessariamente que xn também foi observado. Assim, como xn é o valor

observado de Xn e t representa a variação da variável Yn = Xn na integral, a

próxima mudança de variáveis justifica-se. Fazendo a mudança de variáveis u =

xn − t, tem-se que:
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E0 [Xn |Y ] =

∫
(xn − u) fX1,...,Xn (x1 − u, . . . , xn − u; 0)du∫

fX1,...,Xn (x1 − u, . . . , xn − u; 0) du

= xn −
∫
ufX1,...,Xn (x1 − u, . . . , xn − u; 0)du∫
fX1,...,Xn (x1 − u, . . . , xn − u; 0) du

.

Substituindo E0 [Xn |Y ] em (2.2) tem-se:

δ (X1, . . . , Xn) =

∫
ufX1,...,Xn (x1 − u, . . . , xn − u; 0) du∫
fX1,...,Xn (x1 − u, . . . , xn − u; 0) du

.

Este estimador é conhecido como estimador de Pitman para parâmetros de

locação. Utilizando o fato do parâmetro ser de locação, resulta que:

fX1,...,Xn (x1 − u, . . . , xn − u; 0) = fX1,...,Xn (x1, . . . , xn;u) .

Renomeando u por θ seque que:

δ (X1, . . . , Xn) =

∫
θfX1,...,Xn (x1, . . . , xn; θ) dθ∫
fX1,...,Xn (x1, . . . , xn; θ) dθ

.

Para o caso de amostras iid, obtém-se a expressão do estimador de Pitman

para um parâmetro de locação θ fornecida em Mood, Graybill e Boes (1974, p.

334).

Teorema 2.4.1: Seja (X1, . . . , Xn) uma amostra iid de uma densidade f (·; θ),

em que θ é um parâmetro de locação e Θ é a reta real. O estimador

δ (X1, . . . , Xn) =

∫
θ

n∏
i=1

fXi (Xi; θ)dθ∫ n∏
i=1

fXi (Xi; θ)dθ

, (2.4)

é o estimador MRE de θ na classe dos estimadores equivariantes por locação.
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Exemplo 2.4.5: Seja (X1, . . . , Xn) uma amostra aleatória de uma distribuição

Normal com média θ e variância 1. O estimador de Pitman de θ é:

∫
θ

n∏
i=1

φθ,1 (Xi) dθ∫ n∏
i=1

φθ,1 (Xi) dθ

=

∫
θ
(
1
/√

2π
)n

exp
[
−1/2

∑
(Xi − θ)2

]
dθ∫ (

1
/√

2π
)n

exp
[
−1/2

∑
(Xi − θ)2

]
dθ

=

∫
θ exp

[
−1/2

∑(
X2
i − 2θXi + θ2

)]
dθ∫

exp
[
−1/2

∑(
X2
i − 2θXi + θ2

)]
dθ

=

∫
θ exp

[
θ
∑
Xi − (n/2) θ2

]
dθ∫

exp [θ
∑
Xi − (n/2) θ2] dθ

=

∫
θ exp

[
− (n/2) θ2 + θ

∑
Xi

]
dθ∫

exp [− (n/2) θ2 + θ
∑
Xi] dθ

=

∫
θ exp

[
−n/2

(
θ2 − 2θ/n

∑
Xi

)]
dθ∫

exp [−n/2 (θ2 − 2θ/n
∑
Xi)] dθ

=

∫
θ exp

[
−n/2

(
θ2 − 2θX̄ + X̄2 − X̄2

)]
dθ∫

exp
[
−n/2

(
θ2 − 2θX̄ + X̄2 − X̄2

)]
dθ

=
exp

(
n/2X̄2

) ∫
θ exp

[
−n/2

(
θ − X̄

)2]
dθ

exp
(
n/2X̄2

) ∫
exp

[
−n/2

(
θ − X̄

)2]
dθ

=

∫
θ exp

[
−n/2

(
θ − X̄

)2]
dθ∫

exp
[
−n/2

(
θ − X̄

)2]
dθ

=

∫
θ

[
1√

2π(1/
√
n)

]
exp

{
−1

2

[
θ−X̄

(1/
√
n)

]2
}
dθ

∫ [
1√

2π(1/
√
n)

]
exp

{
−1

2

[
θ−X̄

(1/
√
n)

]2
}
dθ

= X̄.
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Observa-se que o último denominador é justamente a integral de uma den-

sidade Normal em θ com média X̄ e uma variância 1
n e, consequentemente, essa

integral é unitária. O último numerador é a esperança da mesma densidade Normal

e, portanto, o seu valor esperado é X̄ .

Neste exemplo, o estimador de Pitman de θ é idêntico ao estimador unifor-

memente não viesado de variância mínima (UMVUE, do inglês uniformly minimum-

variance unbiased estimator) de θ, isto é, para o caso Normal, o melhor entre os

estimadores equivariantes para a média é também o melhor entre os estimadores

não viesados.

Exemplo 2.4.6: Seja (X1, . . . , Xn) uma amostra aleatória de uma distribuição

Uniforme definida sobre o intervalo
(
θ − 1

2 , θ + 1
2

)
. O estimador de Pitman

de θ é:

∫
θ

n∏
i=1

I(θ− 1
2
,θ+ 1

2
,) (Xi) dθ∫ n∏

i=1
I(θ− 1

2
,θ+ 1

2
,) (Xi) dθ

=

∫
θ

n∏
i=1

I(Xi− 1
2
,Xi+

1
2
,) (θ) dθ∫ n∏

i=1
I(Xi− 1

2
,Xi+

1
2
,) (θ) dθ

=

∫
θdθ∫
dθ

.

A última igualdade justifica-se pela definição de função indicadora, pois

como θ ∈
(
Xi − 1

2 , Xi + 1
2

)
para todo i, segue que I(Xi− 1

2
,Xi+

1
2) (θ) = 1 para

todo i. Consequentemente,
n∏
i=1

I(Xi− 1
2
,Xi+

1
2) (θ) = 1.

Considerando o mínimo e o máximo amostral, Y1 = min [X1, . . . , Xn]

e Yn = max [X1, . . . , Xn], resulta do fato de Y1 ≥ θ − 1
2 e Yn ≤ θ + 1

2 que o

intervalo de integração para o parâmetro θ é
(
Yn − 1

2 , Y1 + 1
2

)
.

Logo,
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∫
θ

n∏
i=1

I(θ− 1
2
,θ+ 1

2
,) (Xi) dθ∫ n∏

i=1
I(θ− 1

2
,θ+ 1

2
,) (Xi) dθ

=

Y1+1/2∫
Yn−1/2

θdθ

Y1+1/2∫
Yn−1/2

dθ

=
(1/2) θ2

∣∣Y1+1/2

Yn−1/2

θ|Y1+1/2
Yn−1/2

=
1

2

(Y1 + 1/2)2 − (Yn − 1/2)2

(Y1 + 1/2)− (Yn − 1/2)

=
1

2

[(
Y1 + 1

2

)
−
(
Yn − 1

2

)] [(
Y1 + 1

2

)
+
(
Yn − 1

2

)](
Y1 + 1

2

)
−
(
Yn − 1

2

)
=
Y1 + 1/2 + Yn − 1/2

2

=
Y1 + Yn

2
.

Exemplo 2.4.7: Seja (X1, . . . , Xn) uma amostra aleatória de uma distribuição

Gumbel de probabilidade, que possui fdp dada por:

fX (x;µ, σ) =
1

σ
exp

[
−x− µ

σ
− exp

(
−x− µ

σ

)]
,

em que X é a variável aleatória associada a valores máximos de um período, µ é

denominado parâmetro de locação e σ é o parâmetro de escala, sendo essa variável

definida em −∞ < x < +∞, com −∞ < µ < +∞ e σ > 0.

O estimador de Pitman para µ é dado por:
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δ (X1, . . . , Xn) =

∫
µ

n∏
i=1

f (Xi;µ, σ)∫ n∏
i=1

f (Xi;µ, σ)

=

∫
µ

n∏
i=1

1
σ exp

[
−Xi−µ

σ − exp
(
−Xi−µ

σ

)]
dµ∫ n∏

i=1

1
σ exp

[
−Xi−µ

σ − exp
(
−Xi−µ

σ

)]
dµ

=

∫
µ
(

1
σ

)n
exp

[
n∑
i=1

(
−Xi−µ

σ − exp
(
−Xi−µ

σ

))]
dµ

∫ (
1
σ

)n
exp

[
n∑
i=1

(
−Xi−µ

σ − exp
(
−Xi−µ

σ

))]
dµ

=

∫
µ exp

[
n∑
i=1

(
−Xi−µ

σ

)
+

n∑
i=1

(
− exp

(
−Xi−µ

σ

))]
dµ

∫
exp

[
n∑
i=1

(
−Xi−µ

σ

)
+

n∑
i=1

(
− exp

(
−Xi−µ

σ

))]
dµ

=

∫
µ exp

[
n∑
i=1

(
−Xi−µ

σ

)]
exp

[
n∑
i=1

(
− exp

(
−Xi−µ

σ

))]
dµ

∫
exp

[
n∑
i=1

(
−Xi−µ

σ

)]
exp

[
n∑
i=1

(
− exp

(
−Xi−µ

σ

))]
dµ

.

Multiplicando
{

exp

[
n∑
i=1

(
− exp

(
−Xi−µ

σ

))]}−1

no numerador e no de-

nominador, vem que:

δ (X1, . . . , Xn) =

∫
µ exp

[
n∑
i=1

(
−Xi−µ

σ

)]
dµ

∫
exp

[
n∑
i=1

(
−Xi−µ

σ

)]
dµ

.

Desenvolvendo o somatório
n∑
i=1

(
−Xi−µ

σ

)
tem-se que:



56

n∑
i=1

(
−Xi − µ

σ

)
= − 1

σ

n∑
i=1

(Xi − µ)

= − 1

σ

(
n∑
i=1

Xi − nµ

)

= −n
σ

(
X̄ − µ

)
=
µ− X̄
σ/n

.

Logo,

δ (X1, . . . , Xn) =

∫
µ exp

[
n∑
i=1

(
−Xi−µ

σ

)]
dµ

∫
exp

[
n∑
i=1

(
−Xi−µ

σ

)]
dµ

=

∫
µ exp

[
µ−X̄
σ/n

]
dµ∫

exp
[
µ−X̄
σ/n

]
dµ

=

∫
µ exp

[
µ−X̄
σ/n

]
exp

[
− exp

[
µ−X̄
σ/n

]]
dµ∫

exp
[
µ−X̄
σ/n

]
exp

[
− exp

[
µ−X̄
σ/n

]]
dµ

=

∫
µ 1
σ/n exp

[
µ−X̄
σ/n

]
exp

[
− exp

[
µ−X̄
σ/n

]]
dµ∫

1
σ/n exp

[
µ−X̄
σ/n

]
exp

[
− exp

[
µ−X̄
σ/n

]]
dµ

=

∫
µ 1
σ/n exp

[
µ−X̄
σ/n − exp

[
µ−X̄
σ/n

]]
dµ∫

1
σ/n exp

[
µ−X̄
σ/n − exp

[
µ−X̄
σ/n

]]
dµ

.
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O último denominador é unitário, pois corresponde a integral de uma dis-

tribuição Gumbel de mínimos (NAGHETTINI; PINTO, 2007, p. 188), com pa-

râmetro de locação igual a X̄ e parâmetro de escala igual a σ/n. O numerador,

por sua vez, é a esperança da mesma densidade Gumbel de mínimos. Portanto, o

estimador de Pitman do parâmetro de locação µ é:

δ (X1, . . . , Xn) = X̄ − 0, 5772
σ

n
. (2.5)

Pode-se observar que o estimador de Pitman é muito semelhante ao es-

timador obtido pelo método dos momentos para o parâmetro µ da distribuição

Gumbel
(
X̄ − 0, 5772σ

)
. Além disso, pode-se verificar também que, a medida

que o tamanho amostral n → ∞, o estimador de Pitman obtido para µ tende a

média amostral.

Exemplo 2.4.8: Considere uma amostra aleatória (X1, . . . , Xn) de uma distribui-

ção Exponencial de dois parâmetros. A fdp da variável aleatória X é dada

por:

fX (x; θ, τ) =
1

τ
exp

(
−x− θ

τ

)
,

em que θ e τ são respectivamente os parâmetros de locação e de escala.

Uma vez que Xi − θ > 0, vem que Xi > θ. Em particular, segue para

Y1 = min [X1, . . . , Xn] que Y1 > θ. Dessa maneira, o intervalo de integração de

θ é (−∞, Y1). Assim, o estimador de Pitman de θ é dado por:
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δ (X1, . . . , Xn) =

Y1∫
−∞

θ
n∏
i=1

1
τ exp

(
−Xi−θ

τ

)
dθ

Y1∫
−∞

n∏
i=1

1
τ exp

(
−Xi−θ

τ

)
dθ

=

Y1∫
−∞

θ
(

1
τ

)n
exp

(
n∑
i=1
−Xi−θ

τ

)
dθ

Y1∫
−∞

(
1
τ

)n
exp

(
n∑
i=1
−Xi−θ

τ

)
dθ

=

Y1∫
−∞

θ exp

(
−

n∑
i=1

Xi
τ

)
exp

(
n∑
i=1

θ
τ

)
dθ

Y1∫
−∞

exp

(
−

n∑
i=1

Xi
τ

)
exp

(
n∑
i=1

θ
τ

)
dθ

=

Y1∫
−∞

θ exp
(
nθ
τ

)
dθ

Y1∫
−∞

exp
(
nθ
τ

)
dθ

.

A integral no numerador pode ser resolvida utilizando-se integração por

partes. Tomando-se u = θ e dv = exp
(
nθ
τ

)
dθ, resulta que du = dθ e v =

τ
n exp

(
nθ
τ

)
. Assim:

Y1∫
−∞

θ exp

(
nθ

τ

)
dθ =

τθ

n
exp

(
nθ

τ

)∣∣∣∣Y1
−∞
−

Y1∫
−∞

τ

n
exp

(
nθ

τ

)
dθ

=
τY1

n
exp

(
nY1

τ

)
− τ2

n2
exp

(
nY1

τ

)
.

Por sua vez, o denominador é:

Y1∫
−∞

exp

(
nθ

τ

)
dθ =

τ

n
exp

(
nθ

τ

)∣∣∣∣Y1
−∞

=
τ

n
exp

(
nY1

τ

)
.
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Portanto, o estimador de Pitman de θ é dado por:

δ (X1, . . . , Xn) =
τY1
n exp

(
nY1
τ

)
− τ2

n2 exp
(
nY1
τ

)
τ
n exp

(
nY1
τ

)
=

τ
n exp

(
nY1
τ

) [
Y1 − τ

n

]
τ
n exp

(
nY1
τ

)
= Y1 −

τ

n
.

Nos exemplos 2.4.7 e 2.4.8 verificou-se que os estimadores MRE para os

parâmetros de locação das distribuições Gumbel e Exponencial dependem de seus

respectivos parâmetros de escala. Em ambas situações, não existe o estimador

MRE para o grupo G = (R,+) quando o parâmetro de escala é desconhecido.

Para esses casos torna-se também necessária a estimação do parâmetro de escala

para garantir a existência do estimador MRE de locação.

O estimador de Pitman apresentado em (2.4) é, por construção, equiva-

riante em relação as ações do grupo G = (R,+). Nesse sentido, no próximo

exemplo será demonstrado diretamente que o estimador de Pitman é equivariante

por locação.

Exemplo 2.4.9: Seja (X1, . . . , Xn) uma amostra aleatória de uma fdp fX (x; θ).

Se θ é um parâmetro de locação, segue por definição que:

f (x+ c; θ) = h (x+ c− θ) = h (x− (θ − c)) = f (x; θ − c) .

Desse modo,

δ (X1 + c, . . . ,Xn + c) =

∫
θ

n∏
i=1

f (Xi + c; θ) dθ∫ n∏
i=1

f (Xi + c; θ) dθ

=

∫
θ

n∏
i=1

f (Xi; θ − c) dθ∫ n∏
i=1

f (Xi; θ − c) dθ
.
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Tomando-se θ − c = θ∗, segue que dθ = dθ∗ para θ∗ variando de −∞

para∞. Logo,

δ (X1 + c, . . . ,Xn + c) =

∫
(θ∗ + c)

n∏
i=1

f (Xi; θ
∗) dθ∗∫ n∏

i=1
f (Xi; θ∗) dθ∗

=

∫
θ∗

n∏
i=1

f (Xi; θ
∗) dθ∗∫ n∏

i=1
f (Xi; θ∗) dθ∗

+ c

∫ n∏
i=1

f (Xi; θ
∗) dθ∗∫ n∏

i=1
f (Xi; θ∗) dθ∗

= δ (X1, . . . , Xn) + c,

o que prova que o estimador de Pitman é equivariante por locação.

Proposição 2.4.3: O estimador de Pitman para parâmetros de locação é uma fun-

ção de estatísticas suficientes.

Prova:

Se S1 = s1 (X1, . . . , Xn) , . . . , Sk = sk (X1, . . . , Xn) é um conjunto de

estatísticas suficientes, então pelo critério de fatoração (APÊNDICE C):

n∏
i=1

f (xi; θ) = g (s1, . . . , sn; θ)h (x1, . . . , xn).

Então, o estimador de Pitman pode ser escrito como:

∫
θ

n∏
i=1

f (Xi; θ) dθ∫ n∏
i=1

f (Xi; θ) dθ

=

∫
θg (S1, . . . , Sk; θ)h (X1, . . . , Xn) dθ∫
g (S1, . . . , Sk; θ)h (X1, . . . , Xn) dθ

=

∫
θg (S1, . . . , Sk; θ) dθ∫
g (S1, . . . , Sk; θ) dθ

.
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Portanto, o estimador de Pitman para parâmetros de locação é uma função

de estatísticas suficientes.

�

2.4.2 Estimação equivariante em modelos de regressão linear múltipla

Considere o modelo de regressão linear:

y =

p∑
i=1

xiβi + ε,

em que ε ∼ N
(
0, σ2

)
. Para n observações:

Yn×1 = Xn×pβp×1 + εn×1,

sendo que µ = E [Y] = Xβ.

O espaço dos possíveis vetores de médias µ é o subespaço de Rn, definido

pela imagem da transformação linear X. Esse subespaço será denominado V. O

espaço de dados Xn é o próprio Rn. O teorema de Gauss-Markov (APÊNDICE C)

é um resultado que indica que o melhor estimador linear não viesado (BLUE, do

inglês best linear unbiased estimator) para a estimação do vetor de parâmetros β

é:

β̂ =
(

X
′
X
)−1

X
′
Y,

e, portanto, µ̂ = X
(

X
′
X
)−1

X
′
Y. Observe que a matriz X

(
X
′
X
)−1

X
′

é simples-

mente o projetor ortogonal de y ∈ Rn no subespaço V e atua como a identidade

em V, isto é, X
(

X
′
X
)−1

X
′
v = v, se v ∈ V .

Considere o problema de se estimar uma combinação linear das compo-
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nentes de µ,
n∑
i=1

λiµi. Um estimador para a combinação linear das componentes

de µ é:

δ (Y) =

n∑
i=1

λiµ̂i =

n∑
i=1

λi

(
X
(

X
′
X
)−1

X
′
Y
)
i

.

Consequentemente, a esperança desse estimador é:

E [δ (Y)] =
n∑
i=1

λiE [µ̂i] =
n∑
i=1

λi

(
X
(

X
′
X
)−1

X
′
E [Y]

)
i

=
n∑
i=1

λi

(
X
(

X
′
X
)−1

X
′
µ

)
i

=
n∑
i=1

λiµi,

pois X
(

X
′
X
)−1

X
′
µ = µ, para todo µ ∈ V . Pelo corolário do teorema de Gauss-

Markov (APÊNDICE C), esse estimador é um BLUE.

Vejamos agora o modelo de regressão linear múltipla no contexto da esti-

mação equivariante. O subespaço V munido da operação de soma de vetores é um

grupo G = (V,+). Esse grupo atua em si próprio da forma:

G× V→ V

(b, v) 7→ v + b,

em que b = (b1, . . . , bn). Essa ação é transitiva.

O grupo G atua no espaço de dados Rn de forma análoga:

G× Rn → Rn

(b,Y) 7→ Y + b

Tem-se também a ação do grupo G em R da forma:
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G× R→ R

(b, a) 7→ a+
n∑
i=1

λibi.

Proposição 2.4.4: O estimador de mínimos quadrados δ
′
(Y) = X

(
X
′
X
)−1

X
′
Y

é equivariante pela ação do grupo G = (V,+).

Prova:(
b · δ′

)
(Y) = δ

′
(b · Y) = δ

′
(Y + b) = δ

′
(Y) + δ

′
(b) = δ

′
(Y) + b.

�

Proposição 2.4.5: O estimador δ (Y) =
n∑
i=1

λiµ̂i =
n∑
i=1

λi

(
X
(

X
′
X
)−1

X
′
Y
)
i

é

equivariante em relação a ação do grupo G = (V,+).

Prova:

(b · δ) (Y) = δ (b · Y)

= δ (Y + b)

=
n∑
i=1

λi

(
X
(

X
′
X
)−1

X
′
(Y + b)

)
i

=
n∑
i=1

λi

(
X
(

X
′
X
)−1

X
′
Y + X

(
X
′
X
)−1

X
′
b
)
i

=
n∑
i=1

λi

(
X
(

X
′
X
)−1

X
′
Y + b

)
i

=
n∑
i=1

λi

(
X
(

X
′
X
)−1

X
′
Y
)
i

+
n∑
i=1

λibi.

�



64

Segue do fato de δ ser BLUE que esse estimador é entre todos os esti-

madores lineares não viesados o de menor variância. Um resultado similar pode

ser provado para a classe dos estimadores equivariantes. Vamos provar que o es-

timador δ (Y) =
n∑
i=1

λiµ̂i é de fato o estimador de menor risco entre todos os es-

timadores equivariantes de µ, considerando o modelo de regressão linear múltipla

Y = Xβ + ε.

Se δ̃ é um estimador equivariante, segue então do lema 2.4.1 que δ̃ = δ+u.

Neste caso, também é necessária a caracterização da função invariante u. Este

resultado é apresentado na próxima proposição.

Proposição 2.4.6: Uma função u : Rn → R é invariante pela ação do grupo

G = (V,+) se, e somente se, u depende de Y ∈ Rn através da projeção

ortogonal de Rn no complemento ortogonal de V, isto é,

u (Y) = u

((
I − X

(
X
′
X
)−1

X
′
)

Y
)
.

Prova:

Seja u uma função invariante. Consequentemente:

u (Y) = u

((
I − X

(
X
′
X
)−1

X
′
)

Y + X
(

X
′
X
)−1

X
′
Y
)

= u

((
I − X

(
X
′
X
)−1

X
′
)

Y + µ̂

)
= u

((
I − X

(
X
′
X
)−1

X
′
)

Y
)
. (u é invariante)

Reciprocamente, seja u uma função que dependa de Y por meio do proje-

tor ortogonal P de Y no complemento ortogonal do subespaço V. Dessa forma,
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P (Y) =

(
I − X

(
X
′
X
)−1

X
′
)

Y.

Se u (Y) = h

((
I − X

(
X
′
X
)−1

X
′
)

Y
)

, então para um b ∈ V vem que:

u (Y + b) = h

((
I − X

(
X
′
X
)−1

X
′
)

(Y + b)

)
= h

((
I − X

(
X
′
X
)−1

X
′
)

Y +

(
I − X

(
X
′
X
)−1

X
′
)

b
)

= h

((
I − X

(
X
′
X
)−1

X
′
)

Y + b− X
(

X
′
X
)−1

X
′
b
)

= h

((
I − X

(
X
′
X
)−1

X
′
)

Y + 0
)

= h

((
I − X

(
X
′
X
)−1

X
′
)

Y
)

= u (Y) .

Portanto, a função u é invariante pela ação do grupo G = (V,+).

�

Para se obter o estimador MRE paraµ considerando o estimador δ̃ = δ+u

é necessário minimizar a função risco desse estimador, que é dada por:

R
(
δ̃,µ

)
= Eµ

[∥∥∥δ̃ (Y)− µ
∥∥∥2
]

= Eµ

[
‖δ (Y) + u (Y)− µ‖2

]
.

Se Y tem distribuição Normal multivariada, então o vetor de médias µ é

um vetor de parâmetros de locação. Como a função perda em erro quadrático é

invariante e a ação do grupo G no subespaço V é transitiva, segue que a função
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risco depende apenas de δ̃ e não de µ. Dessa forma,R
(
δ̃,µ

)
= R

(
δ̃, 0
)

.

Assim, para minimizar a função risco, basta minimizar:

R
(
δ̃, 0
)

= E0

[
‖δ (Y) + u (Y)‖2

]
.

O valor que minimiza a função risco é obtido pelo condicionamento de sua

esperança. Isso será feito condicionando-se em W =

(
I − X

(
X
′
X
)−1

X
′
)

Y.

Pela propriedade da esperança condicional tem-se que:

E0

[
‖δ (Y) + u (Y)‖2

]
= E0

[
E0

[
‖δ (Y) + u (W)‖2 |W

]]
,

em que a igualdade u (Y) = u (W) deve-se ao fato de
(
I − X

(
X
′
X
)−1

X
′
)

ser a

projeção ortogonal de Y no complemento ortogonal do subespaço V.

Consequentemente, dado que w = (w1, . . . , wn) foi observado vem que:

R
(
δ̃, 0
)

= E0

[
E0

[
‖δ (Y) + u (w)‖2 |w

]]
=

∫
E0

[
‖δ (Y) + u (w)‖2 |w

]
fW (w; 0) dw.

A função risco é minimizada quando E0

[
‖δ (Y) + u (w)‖2 |w

]
é mínima

para cada w. Derivando a última expressão em relação a u (w) e igualando a

derivada a zero, o min
u
E0

[
‖δ (Y) + u (w)‖2 |w

]
ocorre para:

u (w) = −E0 [δ (Y) |w ] .

Considerando o estimador equivariante δ (Y) =
n∑
i=1

λiµ̂i, a função risco é

minimizada quando u (w) = −E0 [δ (Y) |w ] = −E0

[
n∑
i=1

λiµ̂i | w
]

.

Tem-se agora que, dado w no complemento ortogonal de V, os valores de

Y têm que, necessariamente, estar em um plano que passe por w e seja paralelo ao
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subespaço V. Dessa forma, seja Y = w + Z, com Z ∈ V . Como o vetor de médias

µ é igual a zero, a esperança do vetor Y restrito a qualquer subespaço paralelo a V

é:

E0 [Y] = E0 [w + Z] = w + E0 [Z] = w.

Portanto,

u (w) = −E0

[
n∑
i=1

λiµ̂i |w

]

= −E0

[
n∑
i=1

λi

(
X
(
X′X

)−1X′Y
)
i
|w

]

= −E0

[
n∑
i=1

λi

(
X
(

X
′
X
)−1

X
′
(w + Z)

)
i

]

= −
n∑
i=1

λi

(
X
(

X
′
X
)−1

X
′
E0 [w + Z]

)
i

= −
n∑
i=1

λi

(
X
(
X′X

)−1X′w
)
i

= −
n∑
i=1

λi

{
X
(

X
′
X
)−1

X
′
[
I − X

(
X
′
X
)−1

X
′
]

y
}
i

= −
n∑
i=1

λi

{[
X
(

X
′
X
)−1

X
′ −
(

X
(

X
′
X
)−1

X
′
)2
]

y

}
i

= −
n∑
i=1

λi

{[
X
(

X
′
X
)−1

X
′ − X

(
X
′
X
)−1

X
′
]

y
}
i

= −
n∑
i=1

λi(0y)i

= 0,

em que
(

X
(

X
′
X
)−1

X
′
)2

= X
(

X
′
X
)−1

X
′
, pois a matriz X

(
X
′
X
)−1

X
′

é idem-

potente. Como δ̃ = δ + u, o estimador MRE de µ é dado por:
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δ̃ (Y) = δ (Y) =

n∑
i=1

λiµ̂i.

2.5 Equivariância para parâmetros de escala

A estrutura nesta subseção, dedicada à equivariância de parâmetros de es-

cala, será similar à utilizada para equivariância de parâmetros de locação. Nesse

sentido, o objetivo principal nesta subseção é determinar o estimador MRE para

parâmetros de escala.

Definição 2.5.1 (Parâmetro de escala): Seja {f (·; τ) , τ > 0} uma família de den-

sidades indexadas pelo parâmetro real positivo τ . O parâmetro τ é definido

como sendo um parâmetro de escala se a densidade fX (x; τ) pode ser es-

crita como 1
τ h
(
x
τ

)
, para alguma função h (·).

Proposição 2.5.1: τ é um parâmetro de escala se, e somente se, a distribuição de
X
τ não depende de τ .

Prova:

Como τ é um parâmetro de escala, segue por hipótese que fX (x; τ) =

1
τ h
(
x
τ

)
. Se Y = g (X) = X

τ , então g−1 (y) = τy e
∣∣∣ ddyg−1 (y)

∣∣∣ = τ . Com base

no teorema da transformação de variáveis, a distribuição de Y = X
τ é dada por:

fY (y) =

∣∣∣∣ ddyg−1 (y)

∣∣∣∣ fX (g−1 (y)
)

= τfX (τy) = τ
1

τ
h
(τy
τ

)
= h (y) .

Portanto, a distribuição de Y = X
τ não depende de τ .

Reciprocamente, seja Y = X
τ , em que a distribuição de Y é dada por uma

função h (y). Como X = g (Y ) = τY , logo g−1 (x) = x
τ e

∣∣ d
dxg
−1 (x)

∣∣ = 1
τ .
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Assim, utilizando novamente o teorema da transformação de variáveis, segue que

a distribuição de X = τY é:

fX (x) =

∣∣∣∣ ddxg−1 (x)

∣∣∣∣ fY (g−1 (x)
)

=
1

τ
f
(x
τ

)
=

1

τ
h
(x
τ

)
.

Portanto, a distribuição de fX (x; τ) pode ser escrita como 1
τ h
(
x
τ

)
, o que

demonstra que τ é um parâmetro de escala.

�

Pode-se observar que, se τ é um parâmetro de escala para a família de

densidades {f (·; τ) , τ > 0}, então a função h (·) da definição é uma função den-

sidade dada por h (·) = f (·; 1).

Exemplo 2.5.1: Se fX (x; τ) = 1
τ exp

(
−x
τ

)
I(0,∞) (x), então τ é um parâmetro

de escala, uma vez que hX (x) = exp (−x)I(0,∞) (x) é uma densidade e

fX (x; τ) = 1
τ hX

(
x
τ

)
.

Exemplo 2.5.2: Se X possui fdp dada por:

fX
(
x;σ2

)
= φ0,σ2 (x) =

1√
2πσ

exp

[
−1

2

(x
σ

)2
]
,

então σ é um parâmetro de escala, uma vez que hX (x) = 1√
2π

exp
(
−1

2x
2
)

é uma

densidade e fX
(
x;σ2

)
= 1

σhX
(
x
σ

)
.

Exemplo 2.5.3: Se fX (x; τ) = 1
τ I(0,τ) (x) = 1

τ I(0,1)

(
x
τ

)
, então τ é um parâme-

tro de escala, uma vez que I(0,1) (x) é uma densidade.

Exemplo 2.5.4: Se fX (x; τ) = 1
τ I(τ,2τ) (x) = 1

τ I(1,2)

(
x
τ

)
, então τ é um parâme-

tro de escala, uma vez que I(1,2) (x) é uma densidade.
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A definição para parâmetros de escala pode ser generalizada para o caso

de densidades conjuntas. Se X = (X1, . . . , Xn) tem densidade conjunta dada por

fX1,...,Xn (x1, . . . , xn; τ), então τ é um parâmetro de escala se:

fX1,...,Xn (x1, . . . , xn; τ) =
1

τn
fX1,...,Xn

(x1

τ
, . . . ,

xn
τ

; 1
)
.

2.5.1 Ação de grupos para parâmetros de escala

Em diversas situações é necessário que medições sejam realizadas em di-

ferentes unidades. Alguns exemplos são: altura sendo medida em polegadas ou

centímetros, peso sendo medido em gramas ou quilogramas, ou distância sendo

mensurada em milhas ou quilômetros. Em todas essas situações comuns em ex-

perimentos é razoável exigir que a inferência estatística a ser realizada seja inde-

pendente das unidades de medida envolvidas. Se o procedimento estatístico é a

de estimação pontual, pode-se exigir que o estimador a ser utilizado satisfaça a

propriedade de equivariância por escala definida abaixo. A ideia é que um estima-

dor será equivariante por escala se esse estimador não depender essencialmente da

escala de medição adotada.

Pode-se considerar o problema de se estimar uma potência do parâmetro

de escala τ , isto é, se δ (X1, . . . , Xn) é um estimador de τ r.

Definição 2.5.2 (Equivariância por escala): Um estimador δ de τ r é equivari-

ante por escala se:

δ (cX1, . . . , cXn) = crδ (X1, . . . , Xn) ,

para todo (X1, . . . , Xn) e todo c > 0.

Exemplo 2.5.5: Como exemplo básico de um estimador equivariante por escala,
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tem-se o estimador usual da variância no caso de amostras iid, que é dada

por:

δ (X1, . . . , Xn) =
1

n− 1

n∑
i=1

(
Xi − X̄n

)2
.

De fato, pode-se observar que a variância amostral satisfaz a definição de

equivariância por escala.

δ (cX) =
1

n− 1

n∑
i=1

(
cXi − cX̄n

)2
=c2 1

n− 1

n∑
i=1

(
Xi − X̄n

)2
= c2δ (X) ,

em que r = 2.

Por consequência da relação entre a variância e o desvio padrão, outro

estimador equivariante por escala é o desvio padrão amostral:

δ∗ (cX) =

√√√√ 1

n− 1

n∑
i=1

(
cXi − cX̄n

)2
= c

√√√√ 1

n− 1

n∑
i=1

(
Xi − X̄n

)2
= cδ∗ (X) ,

em que r = 1 para esse estimador.

Se o objetivo é estimar o parâmetro τ r no contexto de equivariância por

escala, um grupo natural a ser considerado é o grupoG = (R+, .). Esse grupo atua,

respectivamente, no espaço paramétrico Θ, no espaço amostral Xn e no espaço dos

estimadores D da seguinte forma:

1. G×Θ→Θ, (c, τ) 7→ c · τ = cτ .

2. G× Xn → Xn, (c, x) 7→ c · x = (cx1, . . . , cxn).

3. G×D → D, (c, δ) 7→ (c · δ) (x) = δ (c · x) = δ (cx) = crδ (x).
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Por sua vez, uma função perda é invariante por escala por essas ações se:

L (δ (x1, . . . , xn) , τ) = L ((c · δ) (x1, . . . , xn) , c · τ)

= L (δ (c · (x1, . . . , xn)) , c · τ)

= L (δ (cx1, . . . , cxn) , cτ)

= L (crδ (x1, . . . , xn) , cτ) .

Pode-se verificar que a função perda em erro quadráticoL (δ, τ) = (δ − τ)2

não satisfaz a condição de invariância por escala. Nesse caso, é necessário consi-

derar outras funções perda como L (δ, τ) = (δ−τr)2
τ2r

ou L (δ, τ) = |δ−τr|
τr . Consi-

derando a função perda L (δ, τ) = (δ−τr)2
τ2r

vem que:

L (crδ (x1, . . . , xn) , cτ) =
[crδ (x1, . . . , xn)− (cτ)r]2

(cτ)2r

=
[cr (δ (x1, . . . , xn)− τ r)]2

(cτ)2r

=
c2r(δ (x1, . . . , xn)− τ r)2

c2rτ2r

=
(δ (x1, . . . , xn)− τ r)2

τ2r

= L (δ (x1, . . . , xn) , τ) ,

ou seja, a função L (δ, τ) assim definida é invariante por escala.

Para se obter o estimador MRE para parâmetros de escala, primeiramente é

necessário caracterizar a totalidade dos estimadores equivariantes por escala. Esse

é o resultado do próximo lema.

Lema 2.5.1: Seja δ0 um estimador equivariante de τ r, em que τ é um parâmetro

de escala. Um estimador δ é equivariante por escala se, e somente se, existe
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uma função invariante u tal que:

δ (x ) =
δ0 ( x)

u (x)
. (2.6)

Prova:

Se δ0 é um estimador equivariante por escala conhecido e u é uma função

invariante, então:

δ (cx) =
δ0 (cx)

u (cx)
=
crδ0 (x)

u (x)
= cr

δ0 (x)

u (x)
= crδ (x) .

Portanto, δ é um estimador equivariante por escala.

Reciprocamente, se δ é um estimador equivariante e u (x) = δ0(x)
δ(x) , então:

u (cx) =
δ0 (cx)

δ (cx)
=
crδ0 (x)

crδ (x)
=
δ0 (x)

δ (x)
= u (x) .

Portanto, u é uma função invariante.

�

Vamos obter para a função invariante u um sistema simplificado de coor-

denadas. As ações do grupo G = (R+, .) em relação a Rn são dadas por:

G× Rn → Rn

(c, x) 7→ cx
.

Se u : Rn → R é invariante pela ação do grupo G, então é possível ex-

pressar essa função em um sistema de variáveis mais adequado. As órbitas das

ações de G em Rn são semirretas {cx, c ∈ R}. Um conjunto de pontos para o qual
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as órbitas de G interceptam em apenas um ponto é formado por dois planos para-

lelos definidos por xn = −1 e xn = +1. Esses planos podem ser adequadamente

descritos por:

(
x1

xn
, . . . ,

xn−1

xn
,
xn
|xn|

)
.

Se xn < 0,

(
x1

xn
, . . . ,

xn−1

xn
,−xn

xn

)
=

(
x1

xn
, . . . ,

xn−1

xn
,−1

)
.

Se xn > 0,

(
x1

xn
, . . . ,

xn−1

xn
,
xn
xn

)
=

(
x1

xn
, . . . ,

xn−1

xn
, 1

)
.

Logo, a órbita pelo ponto x passa pelo ponto
(
x1
xn
, . . . , xn−1

xn
,−1

)
ou pelo

ponto
(
x1
xn
, . . . , xn−1

xn
, 1
)

e, dessa forma, os dois hiperplanos xn = −1 e xn = +1

parametrizam todas as órbitas, com exceção para aquelas que passam por pon-

tos em que xn = 0. Essas órbitas podem ser desconsideradas, pois formam um

conjunto de probabilidade nula.

De forma similar ao que foi feito no contexto de equivariância por locação,

essa caracterização das funções invariantes permitirá a obtenção de uma expressão

para o estimador MRE para parâmetros de escala. Considerando uma função perda

invariante L (δ (x1, . . . , xn), τ) = L (crδ (x1, . . . , xn), cτ), deve-se minimizar a

função riscoR, dada por:

R (δ, τ) = Eτ [L (δ (X) , τ)] =

∫
. . .

∫
L (δ (x) , τ)fX (x; τ) dx.
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Novamente, utilizando os resultados referentes a equivariância do estima-

dor δ, e da invariância do modelo f e da função perda L, tem-se que:

R (δ, τ) = Eτ [L (δ (X) , τ)]

=

∫
. . .

∫
L (δ (x) , τ)fX (x; τ) dx

=

∫
. . .

∫
L (crδ (x) , cτ)fX (x; τ) dx (Invariância da função L)

=

∫
. . .

∫
L (δ (cx) , cτ)fX (x; τ) dx (Equivariancia de δ)

=

∫
. . .

∫
L (δ (y) , cτ)fY (y; cτ) dy (Invariancia def)

= Ecτ [L (δ (Y) , cτ)]

= R (δ, cτ) .

Como G atua de forma transitiva no espaço paramétrico Θ, se c = τ−1,

então R (δ, τ) = R
(
δ, τ−1τ

)
= R (δ, 1). Portanto, min

δ
R (δ, τ) = min

δ
R (δ, 1),

isto é, o problema de minimização está agora apenas relacionado ao estimador δ e

não mais depende do parâmetro τ . Portanto, para se obter o estimador MRE basta

resolver:

minR (δ, 1)
δ

= min
δ

∫
. . .

∫
L (δ (x) , 1)fX (x; 1) dx.

Se δ0 (x) é um estimador equivariante conhecido, todos os outros esti-

madores equivariantes por escala são da forma δ (x) = δ0(x)
u(x) , em que u (x) =

u
(
x1
xn
, . . . , xn−1

xn
, xn|xn|

)
. Logo,

minR (δ, 1)
δ

= min
u

∫
. . .

∫
L

(
δ0 (x)

u (x)
, 1

)
fX (x; 1) dx.

Para minimizar a função risco, a ideia é marginalizar em relação aos dois
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planos
{
z =

(
x1
xn
, . . . , xn−1

xn
, xn|xn|

)}
. Isto é feito utilizando-se a fdp condicional

de X dado Z = z = (z1, . . . , zn), em que zi = xi
xn

para i = 1, . . . , n − 1 e

zn = xn
|xn| . Como x determina totalmente z, a distribuição conjunta fX,Z (x, z; 1) é

degenerada, e neste caso,

fX (x; 1) = fX,Z (x, z; 1) = fX|Z (x |z; 1) fZ (z; 1) .

Logo,

minR (δ, 1)
δ

= min
u

∫
. . .

∫
L

(
δ0 (x)

u (z)
, 1

)
fX|Z (x |z ; 1) fZ (z; 1) dxdz

= min
u

∫
. . .

∫ (∫
L

(
δ0 (x)

u (z)
, 1

)
fX|Z (x |z ; 1) dx

)
fZ (z; 1) dz

=

∫
. . .

∫ (
min
u

∫
L

(
δ0 (x)

u (z)
, 1

)
fX|Z (x |z ; 1) dx

)
fZ (z; 1) dz.

A minimização ocorre obtendo-se para cada vetor fixo z, o valor u (z) que

minimiza

∫
L

(
δ0 (x)

u (z)
, 1

)
fX|Z (x |z ; 1) dx.

Com essa função u (z), o estimador equivariante por escala de risco mí-

nimo é:

δ (X) =
δ0 (X)

u (Z)
.

Considere no processo de obtenção do estimador MRE para parâmetros

de escala, a função perda quadrática padronizada L (δ, τ) = (δ−τ)2

τ2
. Consequen-

temente,
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min
u

∫
L (δ (x) , 1) fX|Z (x |z; 1) dx = min

u

∫
L

(
δ0 (x)

u (z)
, 1

)
fX|Z (x |z; 1) dx

= min
u

∫ (
δ0 (x)

u (z)
− 1

)2

fX|Z (x |z; 1) dx.

Desenvolvendo, resulta que:

min
u

[
1

(u (z))2

∫
(δ0 (x))2fX|Z (x |z; 1) dx− 2

u (z)

∫
δ0 (x) fX|Z (x |z; 1) dx + 1

]
.

Derivando a última expressão em relação u (z) e igualando a derivada a

zero vem que:

− 2

(u (z))3

∫
(δ0 (x))2fX|Z (x |z; 1) dx +

2

(u (z))2

∫
δ0 (x) fX|Z (x |z; 1) dx = 0.

Logo,

u (z) =

∫
δ0(x)2fX|Z (x |z; 1) dx∫

(δ0 (x)) fX|Z (x |z; 1) dx
=
E1

[
(δ0 (X))2 |Z

]
E1 [δ0 (X) |Z ]

.

Como δ (X) = δ0(X)
u(Z) , o estimador MRE é dado por:

δ (X) =
E1 [δ0 (X) |Z ]

E1

[
(δ0 (X))2 |Z

]δ0 (X) . (2.7)

O próximo exemplo ilustra uma situação em que o estimador MRE por

escala de σ2 de uma distribuição Normal com média conhecida pode ser obtido a

partir de (2.7), utilizando-se algumas propriedades de estimadores.
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Exemplo 2.5.6: Considere o problema de se obter o estimador MRE por escala

da variância σ2 de uma distribuição Normal com média zero. Um estimador

equivariante por escala para σ2 é δ0 (X1, . . . , Xn) =
n∑
i=1

X2
i .

De fato,

δ0 (cX1, . . . , cXn) =

n∑
i=1

(cXi)
2 = c2

n∑
i=1

X2
i = c2δ0 (X1, . . . , Xn) .

Além disso, δ0 é uma estatística suficiente e completa. Considere tam-

bém a estatística z (X) = Z =
(
X1
Xn
, . . . , Xn−1

Xn
, Xn|Xn|

)
. Uma vez que Z é uma

estatística ancilar (LEHMANN; CASELLA, 1998, p. 170; CASELLA; BERGER,

2002, p. 284), segue pelo teorema de Basu (APÊNDICE C) que δ0 (X) e Z são

independentes. Logo:

E [δ0 (X) |Z ] = E [δ0 (X)] = E

[
n∑
i=1

X2
i

]
=

n∑
i=1

E
[
X2
i

]
= nσ2

e

E
[
(δ0 (X))2 |Z

]
= E

[
(δ0 (X))2

]
= E

( n∑
i=1

X2
i

)2
 .

Tomando Y =
n∑
i=1

X2
i , tem-se que Y

σ2 ∼ χ2
(n). Dessa forma,

E

[
Y

σ2

]
= n

e
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var

[
Y

σ2

]
= 2n.

Esses resultados implicam que E [Y ] = nσ2 e var [Y ] = 2nσ4, respecti-

vamente. Uma vez que var [Y ] = E
[
Y 2
]
− (E [Y ])2, então:

E
[
Y 2
]

= var [Y ] + (E [Y ])2 = 2nσ4 + n2σ4 =
(
2n+ n2

)
σ4.

Portanto, o estimador MRE do parâmetro σ2 é:

δ (X) =
E1 [δ0 (X) |Z ]

E1

[
(δ0 (X))2 |Z

]δ0 (X) =
n

(n2 + 2n)

n∑
i=1

X2
i =

1

n+ 2

n∑
i=1

X2
i .

Para o caso geral nem sempre é possível obter um estimador δ0 que seja

uma estatística suficiente e completa. Para esses casos, seria necessário o cálculo

da esperança condicional, o que pode ser muito trabalhoso. A ideia então é utilizar

como δ0 equivariante um estimador que seja o mais simples possível. Uma opção

é considerar δ0 (X1, . . . , Xn) = Xr
n na expressão em (2.7). Logo,

δ (X) =
E1 [Xr

n |Z ]

E1 [X2r
n |Z ]

Xr
n. (2.8)

Para o cálculo da esperança condicional, considere a transformação de

coordenadas:

(x1, . . . , xn−1, xn)→
(
x1

xn
, . . . ,

xn−1

xn
, xn

)
= (z1, . . . , zn−1, zn) ,
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dada por:



z1

z2

...

zn−1

zn


=



1/xn 0 . . . 0 0

0 1/xn . . . 0 0
...

...
. . .

...
...

0 0 . . . 1/xn 0

0 0 . . . 0 1





x1

x2

...

xn−1

xn


,

ou seja,

zi =
xi
xn

; zn = xn, com i = 1, . . . , n− 1.

Consequentemente,

xi = zizn; xn = zn, com i = 1, . . . , n− 1.

Segue então que o Jacobiano dessa transformação é:

J = det



∂x1
∂z1

∂x1
∂z2

. . . ∂x1
∂zn

∂x2
∂z1

∂x2
∂z2

. . . ∂x2
∂zn

...
...

. . .
...

∂xn
∂z1

∂xn
∂z2

. . . ∂xn
∂zn

 = det


zn 0 . . . z1

0 zn . . . z2

...
...

. . .
...

0 0 . . . 1

 = zn−1
n .

Pelo teorema da transformação de variáveis vem que a distribuição con-

junta dos Z’s é:
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fZ (z; 1) = |J | fX1,...,Xn−1,Xn (x1 (z1, zn) , . . . , xn−1 (zn−1, zn) , xn (zn) ; 1)

= zn−1
n fX1,...,Xn−1,Xn (z1zn, . . . , zn−1zn, zn; 1) .

A densidade condicional de Xn dado Z = z = (z1, . . . , zn−1) é:

fXn|Z (xn |z) = fZn|Z1,...,Zn−1
(zn |z1, . . . , zn−1 )

=
fZ1,...,Zn−1,Zn (z1, . . . , zn−1, zn; 1)

fZ1,...,Zn−1 (z1, . . . , zn−1; 1)

=
zn−1
n fX1,...,Xn−1,Xn (z1zn, . . . , zn−1zn, zn; 1)∫
tn−1fX1,...,Xn−1,Xn (z1t, . . . , zn−1t, t; 1) dt

.

Pode-se agora calcular a esperança condicional de Xr
n dado que Z = z =

(z1, . . . , zn−1). Assim,

E1 [Xr
n |Z ] = E1 [Zrn |Z ] =

∫
trtn−1fX1,...,Xn−1,Xn (z1t, . . . , zn−1t, t; 1)dt∫
tn−1fX1,...,Xn−1,Xn (z1t, . . . , zn−1t, t; 1) dt

=

∫
tn+r−1fX1,...,Xn−1,Xn (z1t, . . . , zn−1t, t; 1) dt∫
tn−1fX1,...,Xn−1,Xn (z1t, . . . , zn−1t, t; 1) dt

.

Com base nas relações zi = xi
xn

(i = 1, . . . , n− 1), a esperança condicio-

nal de Xr
n pode ser expressa em termos de x’s como:

E1 [Xr
n |Z ] =

∫
tn+r−1fX1,...,Xn−1,Xn

(
x1
xn
t, . . . , xn−1

xn
t, t; 1

)
dt∫

tn−1fX1,...,Xn−1,Xn

(
x1
xn
t, . . . , xn−1

xn
t, t; 1

)
dt

.

Fazendo a mudança de variáveis v = t
xn

, em que dt = xndv, vem que:
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E1 [Xr
n |Z ] =

∫
(xnv)n+r−1fX1,...,Xn−1,Xn (x1v, . . . , xn−1v, xnv; 1)xndv∫
(xnv)n−1fX1,...,Xn−1,Xn (x1v, . . . , xn−1v, xnv; 1)xndv

=
xn+r
n

xnn

∫
vn+r−1fX1,...,Xn−1,Xn (x1v, . . . , xn−1v, xnv; 1) dv∫
vn−1fX1,...,Xn−1,Xn (x1v, . . . , xn−1v, xnv; 1) dv

= xrn

∫
vn+r−1fX1,...,Xn−1,Xn (x1v, . . . , xn−1v, xnv; 1) dv∫
vn−1fX1,...,Xn−1,Xn (x1v, . . . , xn−1v, xnv; 1) dv

.

De forma análoga,

E1

[
X2r
n |Z

]
= x2r

n

∞∫
0

vn+2r−1fX1,...,Xn−1,Xn (x1v, . . . , xn−1v, xnv; 1) dv

∞∫
0

vn−1fX1,...,Xn−1,Xn (x1v, . . . , xn−1v, xnv; 1) dv

.

Finalmente, o estimador MRE por escala é dada por:

δ (X1, . . . , Xn) =
E1 [Xr

n |Z ]

E1 [X2r
n |Z ]

xrn

=
xrn
x2r
n

∞∫
0

vn+r−1fX1,...,Xn (x1v, . . . , xnv; 1) dv

∞∫
0

vn+2r−1fX1,...,Xn (x1v, . . . , xnv; 1) dv

xrn

=
x2r
n

x2r
n

∞∫
0

vn+r−1fX1,...,Xn (x1v, . . . , xnv; 1) dv

∞∫
0

vn+2r−1fX1,...,Xn (x1v, . . . , xnv; 1) dv

=

∞∫
0

vn+r−1fX1,...,Xn (x1v, . . . , xnv; 1) dv

∞∫
0

vn+2r−1fX1,...,Xn (x1v, . . . , xnv; 1) dv

, (2.9)

que é conhecido como estimador de Pitman para parâmetros de escala.

Para o caso em que r = 1,
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δ (X1, . . . , Xn) =

∞∫
0

vnfX1,...,Xn (x1v, . . . , xnv; 1) dv

∞∫
0

vn+1fX1,...,Xn (x1v, . . . , xnv; 1) dv

.

Como o parâmetro é de escala, f (x1v, . . . , xnv; 1) = 1
vn f

(
x1, . . . , xn; 1

v

)
.

Substituindo na expressão anterior tem-se que:

δ (X1, . . . , Xn) =

∞∫
0

fX1,...,Xn

(
x1, . . . , xn; 1

v

)
dv

∞∫
0

vfX1,...,Xn

(
x1, . . . , xn; 1

v

)
dv

.

Fazendo 1
v = τ , segue que v = 1

τ e dv = − 1
τ2
dτ . Assim, como v : 0 →

∞, tem-se então que τ :∞→ 0. Portanto,

δ (X1, . . . , Xn) =

∞∫
0

1
τ2
fX1,...,Xn (x1, . . . , xn; τ) dτ

∞∫
0

1
τ3
fX1,...,Xn (x1, . . . , xn; τ) dτ

.

Se as amostras são iid, obtém-se a expressão do estimador de Pitman para

parâmetros de escala fornecida em Mood, Graybill e Boes (1974, p. 337).

Teorema 2.5.1: Seja (X1, . . . , Xn) uma amostra aleatória de uma densidade f (·; τ),

em que τ > 0 é um parâmetro de escala. Na classe dos estimadores equiva-

riantes por escala, o estimador

δ (X1, . . . , Xn) =

∞∫
0

(
1
τ2

) n∏
i=1

fXi (Xi; τ) dτ

∞∫
0

(
1
τ3

) n∏
i=1

fXi (Xi; τ) dτ

, (2.10)

possui menor risco uniforme para a função perda L (δ, τ) = (δ − τ)2
/
τ2.
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Exemplo 2.5.7: Seja (X1, . . . , Xn) uma amostra iid de uma densidade fX (x; τ) =

1
τ I(0,τ) (x). Considere Yn = max [X1, . . . , Xn]. Como Yn ≤ τ , o estimador

de Pitman para o parâmetro de escala é:

∞∫
0

(
1
/
τ2
) n∏
i=1

(1/τ)I(0,τ) (Xi) dτ

∞∫
0

(
1
/
τ3
) n∏
i=1

(1/τ)I(0,τ) (Xi) dτ

=

∞∫
Yn

(
1
/
τ2
) n∏
i=1

(1/τ)I(0,Xi) (τ) dτ

∞∫
Yn

(
1
/
τ3
) n∏
i=1

(1/τ)I(0,Xi) (τ) dτ

=

∞∫
Yn

τ−n−2dτ

∞∫
Yn

τ−n−3dτ

=
τ−(n+2)+1

/
[− (n+ 2) + 1]

∣∣∞
Yn

τ−(n+3)+1
/

[− (n+ 3) + 1]
∣∣∞
Yn

=
Yn
−(n+2)+1

/
[(n+ 2)− 1]

Yn
−(n+3)+1

/
[(n+ 3)− 1]

=
Yn
−(n+2)+1

(n+ 2)− 1

(n+ 3)− 1

Yn
−(n+3)+1

=
n+ 2

n+ 1

Yn
−n−1

Yn
−n−2

=
n+ 2

n+ 1
Yn.

Conforme Mood, Graybill e Boes (1974, p. 338), Yn é uma estatística

suficiente e completa, sendo E [Yn] = n
n+1τ . Então, pelo teorema Lehmann-

Schefté (APÊNDICE C), n+1
n Yn é o UMVUE de τ .

Exemplo 2.5.8: Seja (X1, . . . , Xn) uma amostra aleatória de uma densidade Ex-

ponencial fX (x; τ) = 1
τ exp

(
−x
τ

)
I(0,∞) (x). O estimador de Pitman para

o parâmetro de escala é:
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∞∫
0

(
1
τ2

) n∏
i=1

f (Xi; τ) dτ

∞∫
0

(
1
τ3

) n∏
i=1

f (Xi; τ) dτ

=

∞∫
0

(
1
τ2

) n∏
i=1

(
1
τ

)
exp

(
−Xi

τ

)
dτ

∞∫
0

(
1
τ3

) n∏
i=1

(
1
τ

)
exp

(
−Xi

τ

)
dτ

=

∞∫
0

(
1
τ

)n+2
exp

(
−

n∑
i=1

Xi
τ

)
dτ

∞∫
0

(
1
τ

)n+3
exp

(
−

n∑
i=1

Xi
τ

)
dτ

. (2.11)

Seja α =
∑
Xi
τ . Isso implica que τ =

∑
Xi
α e dτ = −

∑
Xi
α2 dα. Segue

também que, como τ =
∑
Xi
α então

(
1
τ

)n+2
=
(

α∑
Xi

)n+2
. De forma análoga,(

1
τ

)n+3
=
(

α∑
Xi

)n+3
.

Substituindo esses resultados em (2.11) resulta que:

∞∫
0

(
1
τ2

) n∏
i=1

f (Xi; τ) dτ

∞∫
0

(
1
τ3

) n∏
i=1

f (Xi; τ) dτ

=

∞∫
0

 α
n∑
i=1

Xi

n+2

exp (−α)

− n∑
i=1

Xi

α2

 dα

∞∫
0

 α
n∑
i=1

Xi

n+3

exp (−α)

− n∑
i=1

Xi

α2

 dα

. (2.12)

Desenvolvendo primeiramente o numerador em (2.12) vem que:

∞∫
0

(
α∑
Xi

)n+2

exp (−α)

(
−
∑
Xi

α2

)
dα = −

∞∫
0

∑
Xi

(
∑
Xi)

n+2

αn+2

α2
exp (−α)dα

= −
∞∫

0

(∑
Xi

)−n−1
αn exp (−α)dα.

(2.13)

De modo análogo, o denominador em (2.12) é dado por:
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∞∫
0

(
α∑
Xi

)n+3

exp (−α)

(
−
∑
Xi

α2

)
dα = −

∞∫
0

(∑
Xi

)−n−2
αn+1exp (−α)dα.

(2.14)

Substituindo (2.13) e (2.14) em (2.12), segue que o estimador de Pitman

de τ é:

∞∫
0

(
1
τ2

) n∏
i=1

f (Xi; τ) dτ

∞∫
0

(
1
τ3

) n∏
i=1

f (Xi; τ) dτ

=

∞∫
0

 α
n∑
i=1

Xi

n+2

exp (−α)

− n∑
i=1

Xi

α2

 dα

∞∫
0

 α
n∑
i=1

Xi

n+3

exp (−α)

− n∑
i=1

Xi

α2

 dα

=

−(
∑
Xi)
−n−1

∞∫
0

αnexp (−α)dα

−(
∑
Xi)
−n−2

∞∫
0

αn+1exp (−α)dα

=
∑

Xi

∞∫
0

αnexp (−α)dα

∞∫
0

αn+1exp (−α)dα

=
∑

Xi
Γ (n+ 1)

Γ (n+ 2)

=
∑

Xi
Γ (n+ 1)

Γ [(n+ 1) + 1]

=
∑

Xi
Γ (n+ 1)

(n+ 1) Γ (n+ 1)

=

∑
Xi

n+ 1
.

Segundo Mood, Graybill e Boes (1974, p. 338), pode-se provar que o

UMVUE de τ é
∑
Xi
n . Uma vez que

∑
Xi
n é equivariante por escala e

∑
Xi

n+1 é o
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estimador MRE do parâmetro de escala τ para a função perda (δ−τ)2

τ2
, o risco de∑

Xi
n+1 é uniformemente menor que o risco de

∑
Xi
n .

Exemplo 2.5.9: Seja (X1, . . . , Xn) uma amostra aleatória de uma distribuição

Weibull, que possui fdp dada por:

fX (x; τ, ξ) =
ξ

τ

(x
τ

)ξ−1
exp

[
−
(x
τ

)ξ]
,

definida para x > 0, sendo τ > 0 e ξ > 0 os parâmetros de escala e de forma,

respectivamente. Para ξ = 1, a distribuição Weibull corresponde à distribuição

Exponencial com parâmetro de escala τ .

O estimador de Pitman para o parâmetro τ da distribuição de Weibull é

dado por:

δ (X1, . . . , Xn) =

∞∫
0

1
τ2

n∏
i=1

ξ
τ

(
Xi
τ

)ξ−1
exp

[
−
(
Xi
τ

)ξ]
dτ

∞∫
0

1
τ3

n∏
i=1

ξ
τ

(
Xi
τ

)ξ−1
exp

[
−
(
Xi
τ

)ξ]
dτ

=

∞∫
0

ξn
(

1
τ

)2( 1
τ

)n( 1
τ

)n(ξ−1)
n∏
i=1

Xξ−1
i exp

[
−

n∑
i=1

(
Xi
τ

)ξ]
dτ

∞∫
0

ξn
(

1
τ

)3( 1
τ

)n( 1
τ

)n(ξ−1)
n∏
i=1

Xξ−1
i exp

[
−

n∑
i=1

(
Xi
τ

)ξ]
dτ

=

∞∫
0

(
1
τ

)2+n+nξ−n
exp

[
−

n∑
i=1

(
Xi
τ

)ξ]
dτ

∞∫
0

(
1
τ

)3+n+nξ−n
exp

[
−

n∑
i=1

(
Xi
τ

)ξ]
dτ

=

∞∫
0

(
1
τ

)nξ+2
exp

[
−

n∑
i=1

(
Xi
τ

)ξ]
dτ

∞∫
0

(
1
τ

)nξ+3
exp

[
−

n∑
i=1

(
Xi
τ

)ξ]
dτ

.
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Tomando-se λ =

 n∑
i=1

Xi

τ

ξ

tem-se que:

λ =


n∑
i=1

Xi

τ


ξ

⇒ lnλ = ξ ln


n∑
i=1

Xi

τ


⇒ lnλ = ξ ln

n∑
i=1

Xi − ξ ln τ

⇒ ξ ln τ = ξ ln
n∑
i=1

Xi − lnλ

⇒ ln τ = ln
n∑
i=1

Xi −
1

ξ
lnλ

⇒ ln τ = ln
n∑
i=1

Xi + lnλ
− 1
ξ

⇒ ln τ = lnλ
− 1
ξ

n∑
i=1

Xi

⇒ τ = λ
− 1
ξ

n∑
i=1

Xi.

Como τ =

n∑
i=1

Xi

λ
1
ξ

, segue então que dτ = −1
ξ

n∑
i=1

Xi

λ
1
ξ
+1
dλ. Além disso, segue

também que
(

1
τ

)nξ+2
=

 λ
1
ξ

n∑
i=1

Xi

nξ+2

e
(

1
τ

)nξ+3
=

 λ
1
ξ

n∑
i=1

Xi

nξ+3

.

Portanto, o estimador de Pitman de τ é dado por:
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δ (X1, . . . , Xn) =

∞∫
0

 λ
1
ξ

n∑
i=1

Xi

nξ+2

exp (−λ)

−1
ξ

n∑
i=1

Xi

λ
1
ξ
+1

 dλ

∞∫
0

 λ
1
ξ

n∑
i=1

Xi

nξ+3

exp (−λ)

− n∑
i=1

Xi

λ
1
ξ
+1

 dλ

=

∞∫
0

(
n∑
i=1

Xi

)−nξ−1

λ
n+ 2

ξ
− 1
ξ
−1

exp (−λ) dλ

∞∫
0

(
n∑
i=1

Xi

)−nξ−2

λ
n+ 3

ξ
− 1
ξ
−1

exp (−λ) dλ

=
n∑
i=1

Xi

∞∫
0

λ

(
n+ 1

ξ

)
−1

exp (−λ) dλ

∞∫
0

λ

(
n+ 2

ξ

)
−1

exp (−λ) dλ

=
Γ
(
n+ 1

ξ

)
Γ
(
n+ 2

ξ

) n∑
i=1

Xi.

O estimador MRE para o parâmetro de escala da distribuição Weibull de-

pende do parâmetro de forma ξ e sua existência para o grupo G = (R+, .) está

condicionada à estimação de ξ. Além disso, da relação entre as distribuições Wei-

bull e Exponencial, tem-se que o estimador MRE para o parâmetro de escala da

distribuição Weibull corresponde ao estimador MRE da distribuição Exponencial,

quando ξ = 1.

No próximo exemplo será demonstrado que o estimador de Pitman (2.10)

é equivariante em relação às ações do grupo G = (R+, .).

Exemplo 2.5.10: Seja (X1, . . . , Xn) uma amostra aleatória de uma fdp fX (x; τ).

Se τ é um parâmetro de escala, segue por definição que:
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f (cx; τ) =
1

τ
h
(cx
τ

)
=

1

τ
h

(
x

τ/c

)
=

1

c

(
1

τ/c

)
h

(
x

τ/c

)
=

1

c
f
(
x;
τ

c

)
.

Assim,

δ (cX1, . . . , cXn) =

∞∫
0

(
1
τ

)2 n∏
i=1

f (cXi; τ) dτ

∞∫
0

(
1
τ

)3 n∏
i=1

f (cXi; τ) dτ

=

∞∫
0

(
1
τ

)2 n∏
i=1

1
cf
(
Xi;

τ
c

)
dτ

∞∫
0

(
1
τ

)3 n∏
i=1

1
cf
(
Xi;

τ
c

)
dτ

.

Tomando-se τ
c = τ∗, segue que dτ = cdτ∗, para τ∗ variando de 0 a ∞.

Desse modo,

δ (cX1, . . . , cXn) =

∞∫
0

(
1
cτ∗

)2 n∏
i=1

1
cf (Xi; τ

∗) cdτ∗

∞∫
0

(
1
cτ∗

)3 n∏
i=1

1
cf (Xi; τ∗) cdτ∗

=

(
1
c

)2(
1
c

)3
∞∫
0

(
1
τ∗

)2 n∏
i=1

f (Xi; τ
∗) dτ∗

∞∫
0

(
1
τ∗

)3 n∏
i=1

f (Xi; τ∗) dτ∗

=
c3

c2

∞∫
0

(
1
τ∗

)2 n∏
i=1

f (Xi; τ
∗) dτ∗

∞∫
0

(
1
τ∗

)3 n∏
i=1

f (Xi; τ∗) dτ∗

= c

∞∫
0

(
1
τ∗

)2 n∏
i=1

f (Xi; τ
∗) dτ∗

∞∫
0

(
1
τ∗

)3 n∏
i=1

f (Xi; τ∗) dτ∗

= cδ (X1, . . . , Xn) ,

o que prova que o estimador de Pitman é equivariante por escala.
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Proposição 2.5.2: O estimador de Pitman para parâmetros de escala é uma função

de estatísticas suficientes.

Prova:
Se S1 = s1 (X1, . . . , Xn) , . . . , Sk = sk (X1, . . . , Xn) é um conjunto de

estatísticas suficientes, então pelo teorema da fatoração:

n∏
i=1

f (xi; τ) = g (s1, . . . , sn; τ)h (x1, . . . , xn).

Então, o estimador de Pitman pode ser escrito como:

∞∫
0

1
τ2

n∏
i=1

f (Xi; τ) dτ

∞∫
0

1
τ3

n∏
i=1

f (Xi; τ) dτ

=

∞∫
0

1
τ2
g (S1, . . . , Sk; τ)h (X1, . . . , Xn) dτ

∞∫
0

1
τ3
g (S1, . . . , Sk; τ)h (X1, . . . , Xn) dτ

=

∞∫
0

1
τ2
g (S1, . . . , Sk; τ) dτ

∞∫
0

1
τ3
g (S1, . . . , Sk; τ) dτ

.

Portanto, o estimador de Pitman para parâmetros de escala é uma função

de estatísticas suficientes.

�

2.6 Estimação equivariante em famílias de locação-escala

Nas subseções anteriores foi possível determinar os estimadores MRE na

classe dos estimadores equivariantes, considerando separadamente famílias de lo-

cação e de escala. Porém, é comum no processo de estimação que a distribuição

candidata a modelar os dados seja de locação-escala, e, para esses casos, surge

a necessidade de se utilizar métodos que permitam a estimação simultânea dos

parâmetros de locação e de escala.
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No exemplo relacionado à distribuição Normal (Exemplo 2.4.5), para de-

terminar o estimador MRE da média θ foi necessário supor que a variância era co-

nhecida. Nos exemplos 2.4.7 e 2.4.8, verificou-se que os estimadores MRE para os

parâmetros de locação das distribuições Gumbel e Exponencial estavam em função

do parâmetro de escala. Nesses exemplos, a condição de existência do estimador

MRE para o grupo G = (R,+) está em função do conhecimento acerca do parâ-

metro de escala. Esses exemplos ilustram a necessidade da estimação simultânea

considerando os parâmetros em famílias de locação-escala. Em 1994, Prabakaran

e Chandrasekar (1994) apresentaram resultados sobre a estimação conjunta dos

parâmetros em famílias de locação-escala.

Na primeira edição do livro Theory of point estimation, Lehmann (1983) já

havia discutido o problema de estimação equivariante marginal de parâmetros em

famílias de locação-escala. Todavia, Prabakaran e Chandrasekar (1994) desenvol-

veram alguns resultados requeridos para estimação equivariante simultânea e es-

tenderam os resultados fornecidos por Lehmann (1983). Nesse sentido, o objetivo

na presente subseção é apresentar os resultados obtidos por Prabakaran e Chandra-

sekar (1994). De maneira análoga ao que foi realizado nas subseções relacionadas

a equivariância por locação e por escala, são necessários alguns conceitos e re-

sultados requeridos para o desenvolvimento teórico desta subseção. Inicialmente,

apresenta-se a definição de uma família locação-escala.

Definição 2.6.1 (Família locação-escala): Seja hX (x) uma fdp qualquer. Uma

família de fdp’s F , indexada pelo vetor de parâmetros (θ, τ), é chamada de

família de locação-escala se:

fX (x; θ, τ) =
1

τ
hX

(
x− θ
τ

)
,

em que θ e τ são respectivamente os parâmetros de locação e de escala, definidos
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para θ ∈ R e τ > 0.

Se X = (X1, . . . , Xn) é um vetor de observações pertencente a família de

distribuições F , então X tem densidade conjunta dada por:

fX (x; θ, τ) =
1

τn
hX

(
x1 − θ
τ

, . . . ,
xn − θ
τ

)
. (2.15)

O grupo a ser considerado para famílias de locação-escala é o grupo G =

{(a, b) , a ∈ R e b > 0}, definido com a operação (a, b) · (c, d) = (a+ bc, bd).

Esse grupo também pode ser descrito como o grupo de funções lineares munidas

da operação de composição de funções, G = {f (x) = a+ bx, a ∈ R e b > 0}.

Observe que esse grupo não é abeliano.

O grupo G atua no espaço de dados da forma (a, b) · (X1, . . . , Xn) =

(a+ bX1, . . . , a+ bXn). Considerando o vetor de parâmetros (θ, τ), a ação do

grupo G no espaço paramétrico ocorre da seguinte forma:

(a, b) · (θ, τ) = (a+ bθ, bτ) .

Definidas as ações do grupo G sobre o espaço de dados e o espaço pa-

ramétrico, pode-se agora fornecer a definição de equivariância de locação-escala

para um estimador (δ1, δ2) de (θ, τ r). Se δ1 é um estimador de θ e δ2 é um esti-

mador de τ r, diremos que (δ1, δ2) é equivariante pelas ações de G, sendo (δ1, δ2)

denominado estimador equivariante por locação-escala.

Definição 2.6.2 (Estimador equivariante por locação-escala): Um estimador δ =

(δ1, δ2) de (θ, τ r) é equivariante por locação-escala se:

(a, b) · δ (X) = δ ((a, b) · X)

= (δ1 (a + bX) , δ2 (a + bX))

= (a+ bδ1 (X) , brδ2 (X)) . (2.16)
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Se G1 ⊂ G é o subgrupo definido por G1 = {(a, 1) , a ∈ R}, então δ1 é

um estimador equivariante por locação para θ em relação a ação deG1. Da mesma

forma, se G2 ⊂ G é o subgrupo definido por G2 = {(0, b) , b > 0}, então δ2 é

um estimador equivariante por escala de τ r. Nesse sentido, pode-se afirmar que δ1

e δ2 são estimadores equivariantes marginais por locação e por escala de θ e τ r,

respectivamente, conforme afirmam Prabakaran e Chandrasekar (1994).

Exemplo 2.6.1: Os estimadores usuais média e desvio padrão amostrais satis-

fazem as condições em (2.16) e, nesse caso,
(
X̄, S

)
é equivariante por

locação-escala. De fato, se δ1 é a média amostral e δ2 é o desvio padrão

amostral, então:

δ1 (a+ bX1, . . . , a+ bXn) =
a+ bX1 + . . .+ a+ bXn

n

=
na

n
+ b

(X1 + . . .+Xn)

n

= a+ bδ1 (X1, . . . , Xn)

e

δ2 (a+ bX1, . . . , a+ bXn) =

√√√√ 1

n− 1

n∑
i=1

(
a+ bXi − a− bX̄

)2
=

√√√√ 1

n− 1

n∑
i=1

b2
(
Xi − X̄

)2
=

√√√√b2
1

n− 1

n∑
i=1

(
Xi − X̄

)2
= b

√√√√ 1

n− 1

n∑
i=1

(
Xi − X̄

)2
= bδ2 (X1, . . . , Xn) .
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Logo,
(
X̄, S

)
é equivariante por locação-escala.

Uma vez que o modelo é invariante em relação as ações do grupo, pode-

se exigir que a função perda associada ao estimador (δ1, δ2) de (θ, τ r) também o

seja. Uma função perda L é invariante sobre as transformações X∗ = a + bX se, e

somente se:

L ((δ1, δ2) , (θ, τ r)) = ρ

(
δ1 − θ
τ

,
δ2

τ r

)
, (2.17)

em que ρ é uma função real não negativa de duas variáveis.

Do fato de grupo de transformações ser transitivo sobre R×R+ e da função

perda ser invariante, resulta que a função risco de qualquer estimador equivariante

(δ1, δ2) é constante nas órbitas, ou seja, não depende de (θ, τ r).

Definição 2.6.3 (Função vetorial invariante): Uma função vetorial dada por u (x) =

(u1 (x) , u2 (x)) e definida de u : Rn → R2, é invariante para um problema

de locação-escala se:

u (a + bx) = (bu1 (x) , u2 (x)) , a ∈ Rn e b > 0.

De forma análoga às subseções para equivariância por locação e por es-

cala, é necessária uma caracterização dos estimadores equivariantes e das funções

invariantes no contexto de locação-escala.

Lema 2.6.1: Um estimador (δ1, δ2) é equivariante por locação-escala se, e so-

mente se, para qualquer outro estimador equivariante por locação-escala

(δ01, δ02), existe uma função vetorial u = (u1, u2) tal que:

δ1 (x) = δ01 (x)− u1 (x) . (2.18)
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δ2 (x) =
δ02 (x)

u2 (x)
. (2.19)

Prova:

Se (δ1, δ2) e (δ01, δ02) são estimadores equivariantes por locação-escala,

da relação (2.18) segue que:

u1 (a + bx) = δ01 (a + bx)− δ1 (a + bx)

= a+ bδ01 (x)− a− bδ1 (x)

= b (δ01 (x)− δ1 (x))

= bu1 (x) .

Por sua vez, da relação (2.19) tem-se que:

u2 (a + bx) =
δ02 (a + bx)

δ2 (a + bx)
=
brδ02 (x)

brδ2 (x)
=
δ02 (x)

δ2 (x)
= u2 (x) .

Portanto, a função vetorial u é invariante por locação-escala.

Reciprocamente, seja (δ01, δ02) um estimador equivariante e u uma função

invariante. Desse modo, com base nas igualdades em (2.18) e em (2.19) tem-se

que:

δ1 (a + bx) = δ01 (a + bx)− u1 (a + bx)

= a+ bδ01 (x)− bu1 (x)

= a+ b (δ01 (x)− u1 (x))

= a+ bδ1 (x)
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e

δ2 (a + bx) =
δ02 (a + bx)

u2 (a + bx)
=
brδ02 (x)

u2 (x)
= br

δ02 (x)

u2 (x)
= brδ2 (x) .

Logo, (δ1, δ2) é equivariante por locação-escala.

�

Lema 2.6.2: Uma função vetorial u = (u1, u2) é invariante para o problema de

locação-escala se, e somente se:

u1 (x) = g (x)w1 (z1, . . . , zn−1) . (2.20)

u2 (x) = w2 (z1, . . . , zn−1) , (2.21)

sendo g é uma função positiva tal que g (a + bx) = bg (x) e zi = xi−xn
g(x) , para

i = 1, . . . , n− 1.

Prova:

Pode-se verificar que, g como está definida, é equivariante por escala para

τ . Além disso, pode-se observar também que os zi’s como construídos são invari-

antes para as transformações X∗ = a + bX. De fato,

zi (a + bx) =
(a+ bxi − a− bxn)

g (a + bx)
=

(bxi − bxn)

bg (x)
=
b (xi − xn)

bg (x)
= zi (x) .

Agora, assuma por hipótese que são válidas as igualdades em (2.20) e

(2.21) e que u = (u1, u2). Provemos que u é invariante por locação-escala. Com

efeito, segue que:
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u1 (a + bx) = g (a + bx)w1

[
(a+ bx1 − a− bxn)

g (a + bx)
, . . . ,

(a+ bxn−1 − a− bxn)

g (a + bx)

]
= bg (x)w1

[
b (x1 − xn)

bg (x)
, . . . ,

b (xn−1 − xn)

bg (x)

]
= bg (x)w1

[
x1 − xn
g (x)

, . . . ,
xn−1 − xn
g (x)

]
= bg (x)w1 (z1, . . . , zn−1)

= bu1 (x)

e

u2 (a + bx) = w2

[
(a+ bx1 − a− bxn)

g (a + bx)
, . . . ,

(a+ bxn−1 − a− bxn)

g (a + bx)

]
= w2

[
b (x1 − xn)

bg (x)
, . . . ,

b (xn−1 − xn)

bg (x)

]
= w2 (z1, . . . , zn−1)

= u2 (x) .

Portanto, u (a + bx) = (bu1 (x) , u2 (x)), isto é, u é invariante por locação-

escala, o que conclui a demonstração.

�

Teorema 2.6.1: Seja (δ01, δ02) um estimador equivariante de (θ, τ r). O estimador

(δ1, δ2) é equivariante por locação-escala se, e somente se:

δ1 (x) = δ01 (x)− g (x)w1 (z1, . . . , zn−1) .

δ2 (x) =
δ02 (x)

w2 (z1, . . . , zn−1)
,
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para funções w1 e w2.

Prova: Este resultado segue diretamente dos Lemas 2.6.1 e 2.6.2.

Para se obter o estimador MRE na classe D dos estimadores equivariantes

de (θ, τ r) é necessária a especificação de uma função perda. Considere funções

perda dadas por formas quadráticas. Seja L [(δ1, δ2) , (θ, τ r)] essa função perda,

sendo dada por:

a11

(
δ1 − θ
τ

)2

+ 2a12

(
δ1 − θ
τ

)(
δ2

τ r
− 1

)
+ a22

(
δ2

τ r
− 1

)2

. (2.22)

O estimador que possui risco mínimo para essa função perda é denomi-

nado QA-MRE, em que a matriz A = (aij) é uma matriz 2× 2 simétrica positiva

definida.

Teorema 2.6.2: Seja X = (X1, . . . , Xn) distribuído conforme (2.15). Se existe

um estimador equivariante (δ01, δ02) com risco finito, então para cada z =

(z1, . . . , zn−1), existe uma função vetorial w (z) = w∗ (z) que minimiza:

E

[{
δ01 (X)− g (X)w1 (z) ,

δ02 (X)

w2 (z)

}
|z
]
,

em que E representa a esperança de (θ, τ r), sendo calculada para (θ = 0, τ = 1).

Então, o estimador MRE de (θ, τ r) existe e é dado por:

δ∗1 (X) = δ01 (X)− g (X)w∗1 (Z) . (2.23)

δ∗2 (X) =
δ02 (X)

w∗2 (Z)
. (2.24)
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Para se obter as expressões para δ∗1 e δ∗2 , considerando a função perda em

(2.22), é necessário minimizar a função risco dessa função. Pelo teorema 2.6.2 é

possível notar que o problema de minimização da função risco se reduz ao pro-

blema de determinar w∗1 e w∗2 que minimizem (2.22).

De fato, considerando as expressões (2.23), (2.24) e que (θ = 0, τ = 1), o

risco de (2.22) é uma função h de w1 e w2, dada por:

h (w1, w2) = a11E0,1

[
(δ01 − gw1)2 |z

]
+ 2a12E0,1

[
(δ01 − gw1)

(
δ02

w2
− 1

)
|z
]

+ a22E0,1

[(
δ02

w2
− 1

)2

|z

]
.

Utilizando cálculo diferencial e a regra de Cramer, obtém-se que:

w∗1 =

 a11a22E0,1

[
δ2

02 |z
]
E0,1 [gδ01 |z ]− a2

12E0,1 [gδ02 |z ]E0,1 [δ01δ02 |z ]

−a12a22

{
E0,1

[
δ2

02 |z
]
E0,1 [g |z ]− E0,1 [gδ02 |z ]E0,1 [δ02 |z ]

}


a11a22E0,1 [g2 |z ]E0,1

[
δ2

02 |z
]
− a2

12{E0,1 [gδ02 |z ]}2
(2.25)

e

1

w∗2
=

 −a11a12

{
E0,1

[
g2 |z

]
E0,1 [δ01δ02 |z ]− E0,1 [gδ02 |z ]E0,1 [gδ01 |z ]

}
+a11a22E0,1

[
g2 |z

]
E0,1 [δ02 |z ]− a2

12E0,1 [gδ02 |z ]E0,1 [g |z ]


a11a22E0,1 [g2 |z ]E0,1

[
δ2

02 |z
]
− a2

12{E0,1 [gδ02 |z ]}2
.

(2.26)

Para a escolha apropriada da matriz A, o estimador de (θ, τ r) é dado por

(2.23) e (2.24), em que w∗1 e w∗2 são obtidos respectivamente por (2.25) e (2.26).

Prabakaran e Chandrasekar (1994) mostram que o estimador MRE por locação-
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escala de (θ, τ r) não depende da escolha da matriz A. Para isso, tomando g = δ02

tem-se que:

w∗1 =

 a11a22E0,1

[
δ2

02 |z
]
E0,1 [δ01δ02 |z ]− a2

12E0,1

[
δ2

02 |z
]
E0,1 [δ01δ02 |z ]

−a12a22

{
E0,1

[
δ2

02 |z
]
E0,1 [δ02 |z ]− E0,1

[
δ2

02 |z
]
E0,1 [δ02 |z ]

}


a11a22E0,1

[
δ2

02 |z
]
E0,1

[
δ2

02 |z
]
− a2

12

{
E0,1

[
δ2

02 |z
]}2

=
a11a22E0,1

[
δ2

02 |z
]
E0,1 [δ01δ02 |z ]− a2

12E0,1

[
δ2

02 |z
]
E0,1 [δ01δ02 |z ]

a11a22

{
E0,1

[
δ2

02 |z
]}2 − a2

12

{
E0,1

[
δ2

02 |z
]}2

=

(
a11a22 − a2

12

)
E0,1

[
δ2

02 |z
]
E0,1 [δ01δ02 |z ](

a11a22 − a2
12

) {
E0,1

[
δ2

02 |z
]}2

=
E0,1

[
δ2

02 |z
]
E0,1 [δ01δ02 |z ]{

E0,1

[
δ2

02 |z
]}2

=
E0,1 [δ01δ02 |z ]

E0,1

[
δ2

02 |z
] (2.27)

e

1

w∗2
=

 −a11a12

{
E0,1

[
δ2

02 |z
]
E0,1 [δ01δ02 |z ]− E0,1

[
δ2

02 |z
]
E0,1 [δ01δ02 |z ]

}
+a11a22E0,1

[
δ2

02 |z
]
E0,1 [δ02 |z ]− a2

12E0,1

[
δ2

02 |z
]
E0,1 [δ02 |z ]


a11a22E0,1

[
δ2

02 |z
]
E0,1

[
δ2

02 |z
]
− a2

12

{
E0,1

[
δ2

02 |z
]}2

=
a11a22E0,1

[
δ2

02 |z
]
E0,1 [δ02 |z ]− a2

12E0,1

[
δ2

02 |z
]
E0,1 [δ02 |z ]

a11a22

{
E0,1

[
δ2

02 |z
]}2 − a2

12

{
E0,1

[
δ2

02 |z
]}2

=

(
a11a22 − a2

12

)
E0,1

[
δ2

02 |z
]
E0,1 [δ02 |z ](

a11a22 − a2
12

) {
E0,1

[
δ2

02 |z
]}2

=
E0,1

[
δ2

02 |z
]
E0,1 [δ02 |z ]{

E0,1

[
δ2

02 |z
]}2

=
E0,1 [δ02 |z ]

E0,1

[
δ2

02 |z
] . (2.28)
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Substituindo os resultados de (2.27) e (2.28) em (2.23) e (2.24), respecti-

vamente, obtém-se o estimador MRE por locação-escala no processo de estimação

de (θ, τ r), que independe da escolha da matriz A, sendo dado por:

δ∗1 (X) = δ01 (X)− δ02 (X)
E0,1 [δ01 (X) δ02 (X) |z ]

E0,1

[
δ2

02 (X) |z
] . (2.29)

δ∗2 (X) = δ02 (X)
E0,1 [δ02 (X) |z ]

E0,1

[
δ2

02 (X) |z
] . (2.30)

Exemplo 2.6.2: Seja (X1, . . . , Xn) uma amostra aleatória de uma densidade Ex-

ponencial com parâmetro de locação θ e parâmetro de escala τ . Considere

o problema de estimação de (θ, τ). Seja:

(δ01 (X) , δ02 (X)) =

(
X(1),

n∑
i=2

(
X(i) −X(1)

))
.

O estimador (δ01 (X) , δ02 (X)), assim definido, é equivariante por locação-

escala. De fato,

δ01 (a + bX) = a+ bX(1) = a+ bδ01 (X)

e

δ02 (a + bX) =

n∑
i=2

[
a+ bX(i) −

(
a+ bX(1)

)]
=

n∑
i=2

[
bX(i) − bX(1)

]
= b

n∑
i=2

(
X(i) −X(1)

)
= bδ02 (X) .
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Além disso, o estimador (δ01 (X) , δ02 (X)) é uma estatística suficiente e

completa de (θ, τ) (LEHMANN; CASELLA, 1998, p. 43). Como Z é uma estatís-

tica ancilar, pelo teorema de Basu (δ01 (X) , δ02 (X)) é independente de Z. Segue

também que os estimadores δ01 e δ02 são independentes entre si (PRABAKARAN;

CHANDRASEKAR, 1994).

Conforme Lehmann e Casella (1998, p. 43), as estatísticas δ01 e δ02

são distribuídas respectivamente como uma Exponencial
(
a, bn

)
e uma 1

2bχ
2
(2n−2).

Dessa maneira, para (a = 0, b = 1) tem-se que δ01 ∼ Exponencial
(
0, 1

n

)
e δ02 ∼

1
2χ

2
(2n−2). Com essas informações é possível calcular as esperanças de δ01 e δ02.

Para facilidade de cálculo, denote Y = δ01. Assim,

E0,1 [δ01] = E0,1 [Y ] =

∞∫
0

1

1/n
y exp

(
−y − 0

1/n

)
dy

=

∞∫
0

ny exp (−ny)dy

= −ny exp (−ny)

n

∣∣∣∣∞
0

−
∞∫

0

−exp (−ny)

n
ndy

=

∞∫
0

exp (−ny)dy

=
1

n
.

Como δ02 ∼ 1
2χ

2
(2n−2), resulta que:

E0,1 [δ02] = E0,1

[
1

2
χ2

(2n−2)

]
=

1

2
E0,1

[
χ2

(2n−2)

]
=

1

2
(2n− 2) = n− 1.

Uma vez que var [δ02] = E
[
δ2

02

]
− (E [δ02])2, então:
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E0,1

[
δ2

02

]
= var0,1

[
1

2
χ2

(2n−2)

]
+

(
E0,1

[
1

2
χ2

(2n−2)

])2

=
1

4
var0,1

[
χ2

(2n−2)

]
+

1

4

(
E0,1

[
χ2

(2n−2)

])2

=
1

4
2 (2n− 2) +

1

4
(2n− 2)2

= (n− 1) + (n− 1)2

= n (n− 1) .

Logo, δ∗1 (X) e δ∗2 (X) são respectivamente:

δ∗1 (X) = δ01 (X)− δ02 (X)
E0,1 [δ01 (X) δ02 (X) |z ]

E0,1

[
δ2

02 (X) |z
]

= δ01 (X)− δ02 (X)
E0,1 [δ01 (X) δ02 (X)]

E0,1

[
δ2

02 (X)
]

= δ01 (X)− δ02 (X)
E0,1 [δ01 (X)]E0,1 [δ02 (X)]

E0,1

[
δ2

02 (X)
]

= X(1) −
n∑
i=2

(
X(i) −X(1)

) 1
n (n− 1)

n (n− 1)

= X(1) −
1

n2

n∑
i=2

(
X(i) −X(1)

)
.

δ∗2 (X) = δ02 (X)
E0,1 [δ02 (X) |z ]

E0,1

[
δ2

02 (X) |z
]

= δ02 (X)
E0,1 [δ02 (X)]

E0,1

[
δ2

02 (X)
]

=

n∑
i=2

(
X(i) −X(1)

) (n− 1)

n (n− 1)

=
1

n

n∑
i=2

(
X(i) −X(1)

)
.
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Portanto, o estimador MRE (δ∗1 , δ
∗
2) de (θ, τ) é:

(δ∗1 , δ
∗
2) =

(
X(1) −

1

n2

n∑
i=2

(
X(i) −X(1)

)
,

1

n

n∑
i=2

(
X(i) −X(1)

))
.
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3 ESTIMADORES DE PITMAN NO CONTEXTO BAYESIANO

Em muitos problemas estatísticos verifica-se a ocorrência de simetrias.

Uma forma de tratar em uma análise essas simetrias é supor que um grupo, que

modela tais simetrias, atua em todo o processo decisório. Como já mencionado, o

grupo atua no espaço paramétrico, no espaço amostral e no espaço das estimativas.

Nesse contexto, tem-se a teoria da estimação equivariante. Estimadores clássicos

nessa teoria, para parâmetros de locação e de escala, são os estimadores de Pit-

man. A teoria bayesiana também pode ser utilizada no estudo de simetrias, e nesse

caso, obtém-se a chamada teoria bayesiana equivariante, que surge com a defini-

ção de prioris invariantes. Nesta subseção, pretende-se revisar resultados clássicos

da teoria bayesiana e mostrar que os estimadores de Pitman, para parâmetros de

locação e de escala, podem ser obtidos como estimadores de Bayes generalizados

utilizando-se prioris adequadas. Algumas definições básicas da estimação baye-

siana utilizadas nessa seção, como distribuições a priori e a posteriori, risco de

Bayes e estimador de Bayes, encontram-se no Apêndice B.

Neste trabalho, assim como a maioria dos textos estatísticos, a teoria da

medida será tratada de forma matematicamente imprecisa. Se π é uma densidade

de probabilidade em um conjunto Θ, então a medida µ de um subconjuntoA ⊂Θ

é a probabilidade de ocorrência de A, isto é, µ (A) =
∫
A π (x) dx, sendo denotada

por Pπ (A). Se π não é integrável, ou seja,
∫
Θ π (x) dx =∞, então π é deno-

minada de densidade de probabilidade imprópria e a medida de A é definida da

mesma forma:

µ (A) =

∫
A
π (x) dx = Pπ (A) .

Como exemplo básico de uma densidade de probabilidade imprópria con-

sidere π (x) ≡ 1 em Θ = R. Neste caso, se A é um intervalo [a, b], então
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Pπ (A) = b− a, sendo denominada a medida de Lebesgue em R.

Antes de se demonstrar que os estimadors de Pitman podem ser obtidos

como estimadores de Bayes generalizados, serão apresentados alguns resultados

da estatística bayesiana.

Teorema 3.1: Suponha que Θ tenha distribuição a priori π, e dado Θ = θ, su-

ponha que X tenha distribuição fX|Θ (x |θ ). Suponha, em adição, que as

seguintes pressuposições para o problema de se estimar ω (Θ) com uma

função perda L (δ, θ) não-negativa:

(i) Existe um estimador δ0 com risco finito.

(ii) Para quase todo x, existe um valor δπ (x) que minimiza

Eθ [L (δ (x) ,Θ) |X = x ] . (3.1)

Então, δπ (X) é um estimador de Bayes.

Prova:

Seja δ0 um estimador qualquer que possua risco finito. Uma vez que δ0

possui risco finito e L é uma função não negativa, segue que (3.1) é finito. Conse-

quentemente, como δπ (x) minimiza (3.1), então:

Eθ [L (δ0 (x) ,Θ) |X = x ] ≥ Eθ [L (δπ (x) ,Θ) |X = x ] , (3.2)

para todo estimador δ0.

Reescrevendo a expressão (3.2) em termos de integrais tem-se que:
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∫
Xn
L (δ0 (x) , θ) fX|Θ (x |θ ) dx ≥

∫
Xn
L (δπ (x) , θ) fX|Θ (x |θ ) dx. (3.3)

Tomando-se a esperança matemática em ambos os lados de (3.3) e con-

siderando uma priori π, verifica-se que o resultado segue. Neste caso, r (δ0) ≥

r (δπ), ou seja, o estimador δπ possui risco de Bayes menor ou igual em relação a

qualquer outro estimador δ0. Portanto, δπ é o estimador de Bayes.

�

Corolário 3.1 Suponha que as hipóteses do teorema 3.1 são válidas.

(i) Se L (δ, θ) = (δ − ω (θ))2, então:

δπ (x) = EΘ [ω (Θ) |x ] .

De forma mais geral, se L (δ, θ) = h (θ) (δ − ω (θ))2, então:

δπ (x) =

∫
h (θ)ω (θ) fX|Θ (x |θ )π (θ) dθ∫
h (θ) fX|Θ (x |θ )π (θ) dθ

=
EΘ [h (Θ)w (Θ) |x ]

EΘ [h (Θ) |x ]
.

(ii) Se L (δ, θ) = |δ − ω (θ)|, então δπ é qualquer mediana da distribuição condi-

cional de Θ dado x.

(iii) Se

L (δ, θ) =

 0, quando |δ − θ| ≤ c

1, quando |δ − θ| > c
,
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então, δπ é o ponto médio no intervalo I de tamanho 2c que maximizaP [Θ ∈ I |x ].

Prova:

Serão apresentadas somente as provas dos casos i) e ii). Pode-se verificar

nas condições do teorema 3.1 que a função perda L não foi especificada. Para fa-

cilitar as demonstrações dos casos i) e ii), primeiramente o risco de Bayes será de-

senvolvido. Considerando uma amostra aleatória (X1, . . . , Xn), o risco de Bayes

de um estimador δ pode ser expresso como:

r (δ) =

∫
Θ

R (δ, θ)π (θ)dθ

=

∫
Θ

Eθ [L (δ (X) , ω (θ))]π (θ) dθ

=

∫
Θ

{∫
Xn
L (δ (x) , ω (θ))fX|Θ (x |θ )

n∏
i=1

dxi

}
π (θ) dθ

=

∫
Xn

{∫
Θ

L (δ (x) , ω (θ))fX|Θ (x |θ )π (θ) dθ

} n∏
i=1

dxi

=

∫
Xn

{∫
Θ

L (δ (x) , ω (θ))
fX|Θ (x |θ )π (θ)

fX (x)
fX (x) dθ

} n∏
i=1

dxi

=

∫
Xn

{∫
Θ

L (δ (x) , ω (θ))πΘ|X (θ |x) fX (x) dθ

} n∏
i=1

dxi

=

∫
Xn

{∫
Θ

L (δ (x) , ω (θ))πΘ|X (θ |x) dθ

}
fX (x)

n∏
i=1

dxi.

Uma vez que o integrando é não negativo, a integral dupla é minimizada

quando a integral interna é minimizada para cada amostra observada (x1, . . . , xn).

Caso i) Considere primeiramente a função perda em erro quadrático. Assim, para

obter o valor mínimo do risco de Bayes basta minimizar a seguinte integral

em relação a função perda em erro quadrático.
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∫
Θ

L (δ (x) , ω (θ))πΘ|X (θ |x) dθ =

∫
Θ

(δ (x)− ω (θ))2πΘ|X (θ |x) dθ.

Desenvolvendo o quadrado vem que:

(δ (x))2
∫
Θ

πΘ|X (θ |x)dθ−2δ (x)

∫
Θ

ω (θ)πΘ|X (θ |x) dθ+

∫
Θ

(ω (θ))2πΘ|X (θ |x) dθ.

Derivando-se em relação a δ (x) e igualando a derivada a zero tem-se:

2δ (x)

∫
Θ

πΘ|X (θ |x)dθ − 2

∫
Θ

ω (θ)πΘ|X (θ |x) dθ = 0.

A solução dessa equação é:

δ (x) =

∫
Θ ω (θ)πΘ|X (θ |x) dθ∫

Θ πΘ|X (θ |x)dθ
= Eθ [ω (Θ) |x ] .

Essa solução é o valor mínimo, uma vez que a derivada segunda em relação

a δ (x) é 2
∫
Θ πΘ|X (θ |x)dθ > 0.

Caso ii) Considerando a função perda em erro absoluto, segue que a minimização

do risco de Bayes ocorre para a integral,

∫
Θ

L (δ (x) , ω (θ))πΘ|X (θ |x) dθ =

∫
Θ

|δ (x)− ω (θ)|πΘ|X (θ |x) dθ.

Como em problemas de estimação é comum que Θ = R, pela definição

de função modular segue que a última expressão é equivalente a:
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δ(x)∫
−∞

− (δ (x)− ω (θ))πΘ|X (θ |x) dθ +

+∞∫
δ(x)

(δ (x)− ω (θ))πΘ|X (θ |x) dθ.

Então, derivando em relação a δ (x) e igualando a derivada a zero resulta

que:

−
δ(x)∫
−∞

πΘ|X (θ |x) dθ +

+∞∫
δ(x)

πΘ|X (θ |x) dθ = 0.

Resolvendo, obtém-se que:

δ(x)∫
−∞

πΘ|X (θ |x) dθ =

+∞∫
δ(x)

πΘ|X (θ |x) dθ.

Assim, δ (x) deve ser o valor tal que P [Θ ≤ δ (x)] = P [Θ ≥ δ (x)].

Como Θ é uma variável contínua, δ (x) satisfaz P [Θ ≤ δ (x)] = P [Θ ≥ δ (x)] =

1
2 . Logo, δ (x) deve ser a mediana da distribuição de Θ.

�

Corolário 3.2: Considere que Θ ∼ π (θ) e que X ∼ fX|Θ (x |θ ). Se L (δ, θ) é

uma função perda estritamente convexa em relação a δ, em particular, uma

função perda em erro quadrático, e são satisfeitas as seguintes hipóteses:

(i) Existe um estimador de Bayes δπ.

(ii) Os conjuntos de medida nula em relação à medida definida pela marginal:

Q (A) =

∫
Θ

(∫
A
fX|Θ (x |θ ) dx

)
π (θ) dθ,
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coincidem com os conjuntos de medida nula relativos às medidas definidas por

fX|Θ (x |θ ) dx.

Então, o estimador de Bayes δπ é único.

Prova:

Suponha que δ1 e δ2 sejam ambos estimadores de Bayes, e nesse caso,

r (δ1) = r (δ2). Além disso, considere que δ = tδ1 + (1 − t)δ2, para δ1 (x) <

δ2 (x). Como L é estritamente convexa, então:

L (δ (x) , θ) = L (tδ1 (x) + (1− t) δ2 (x) , θ) < tL (δ1 (x) , θ)+(1− t)L (δ2 (x) , θ) ,

para t ∈ (0, 1).

Assim,

r (δ) = r (tδ1 + (1− t)δ2)

=

∫
Θ

R (tδ1 + (1− t)δ2, θ)π (θ) dθ

=

∫
Θ

Eθ [L (tδ1 (x) + (1− t)δ2 (x) , θ)]π (θ) dθ

=

∫
Θ

(∫
Xn
L ((tδ1 (x) + (1− t)δ2 (x) , θ)) fX|Θ (x |θ ) dx

)
π (θ) dθ

<

∫
Θ

(∫
Xn
tL ((δ1 (x) , θ)) + (1− t)L ((δ2 (x) , θ)) fX|Θ (x |θ ) dx

)
π (θ) dθ

= t

∫
Θ

Eθ [L (δ1 (x) , θ)]π (θ) dθ + (1− t)
∫
Θ

Eθ [L (δ2 (x) , θ)]π (θ) dθ

= t

∫
Θ

R (δ1, θ)π (θ) dθ + (1− t)
∫
Θ

R (δ2, θ)π (θ) dθ

= tr (δ1) + (1− t) r (δ2)

= tr (δ1) + r (δ2)− tr (δ2)

= r (δ2) .
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Absurdo, pois nenhum estimador pode ter risco de Bayes menor que um

estimador de Bayes. Logo, a hipótese de que δ1 e δ2 são ambos estimadores de

Bayes deve ser removida. Portanto, o estimador de Bayes é único.

�

No próximo exemplo é apresentada uma situação em que não se tem a

unicidade do estimador de Bayes.

Exemplo 3.1: Considere que X ∼ Binomial (n, p) ∼ fX (x |n, p) e que π (p) é

uma distribuição de probabilidade a priori que concentra toda probabilidade

em p = 0 e p = 1, isto é, π (0) = a e π (1) = b, com π (p) = 0 para

p 6= 0, 1.

Suponha que X = (0, 1, . . . , n) é observado e que L (δ, p) = (δ − p)2.

Como X é uma variável aleatória discreta, a função risco é dada por:

R (δ, p) = Ep [L (δ (x) , p)]

=

∫
(δ (x)− p)2fX (x|n, p) dx

=

n∑
x=0

(δ (x)− p)2fX (x|n, p).

Para x = 0 e p = 0, tem-se em relação a fX (x |n, p) que:

fX (0 |n, 0) =

 n

0

 00(1− 0)n−0 = 1

e
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fX (x |n, 0) =

 n

x

 0x(1− 0)n−x = 0, para x 6= 0.

Para x = n e p = 1, tem-se que:

fX (n |n, 1) =

 n

n

 1n(1− 1)n−n = 1

e

fX (x |n, 1) =

 n

x

 1x(1− 1)n−x = 0, para x 6= n.

Dessa forma, o risco de Bayes de δ é dado por:

r (δ) =

1∫
0

R (δ, p)π (p) dp

=

1∫
0

n∑
x=0

(δ (x)− p)2fX (x |n, p)π (p) dp

=
n∑
x=0

1∫
0

(δ (x)− p)2fX (x |n, p)π (p) dp

=

n∑
x=0

[
(δ (x)− 0)2fX (x |n, 0)π (0) + (δ (x)− 1)2fX (x |n, 1)π (1)

]
=

n∑
x=0

[
a(δ (x)− 0)2fX (x |n, 0) + b(δ (x)− 1)2fX (x |n, 1)

]
= a(δ (0)− 0)2 + b(δ (n)− 1)2.
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O risco de Bayes é minimizado e vale zero se δπ (0) = 0 e δπ (n) = 1.

Portanto, qualquer estimador com esses valores é um estimador de Bayes. A não

unicidade do estimador de Bayes decorre do fato da condição ii) do teorema não

ser satisfeita. A distribuição marginal de X é dada por:

fX (x) =

1∫
0

fX (x |n, p)π (p) dp = afX (x |n, 0) + bfX (x |n, 1) .

Assim,

fX (x) = afX (x |n, 0) + bfX (x |n, 1) =


a, se x = 0

b, se x = n

0, se x 6= 0, n

.

Lema 3.1 Se δπ é o estimador de Bayes de ω (θ) em relação a uma priori π (θ) e

se r (δπ) = Eθ

[
(δπ (X)− ω (Θ))2

]
é o risco de Bayes, então:

r (δπ) =

∫
Xn

varθ [ω (Θ) |x ] fX (x).

Em particular, se a variância da posteriori de ω (Θ) |x é independente de

x, então:

r (δπ) = varθ [ω (Θ) |x ] .
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Prova:

r (δπ) =

∫
Θ

R (δπ, θ)π (θ) dθ

=

∫
Θ

(∫
Xn
L (δπ (x) , ω (θ))fX|Θ (x |θ ) dx

)
π (θ) dθ

=

∫
Xn

(∫
Θ

L (δπ (x) , ω (θ)) fX|Θ (x |θ )π (θ) dθ

)
dx

=

∫
Xn

(∫
Θ

L (δπ (x) , ω (θ))
fX|Θ (x |θ )π (θ)

fX (x)
dθ

)
fX (x ) dx

=

∫
Xn

(∫
Θ

L (δπ (x) , ω (θ))πΘ|X (θ |x) dθ

)
fX (x) dx

=

∫
Xn

(∫
Θ

(δπ (x)− ω (θ))
2

πΘ|X (θ |x) dθ

)
fX (x) dx

=

∫
Xn

varθ [ω (Θ) |x ]fX (x) dx.

Se var [ω (Θ) |x ] não depende de x, o risco de bayes de δπ é var [ω (Θ) |x ].

�

Um aspecto interessante dos estimadores de Bayes é que, excetuando-se

situações muito particulares, os estimadores de Bayes são sempre estimadores vi-

esados.

Teorema 3.2: Se δπ é o estimador de Bayes de ω (θ) em relação a uma função

perda em erro quadrático, então δπ é um estimador viesado, a menos que:

Eθ

[
(δπ (X)− ω (Θ))2

]
= 0, (3.4)

em que a esperança é tomada em relação a ambas variáveis X e Θ.
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Prova:

Desenvolvendo o quadrado, segue que a Eθ
[
(δπ (X)− ω (Θ))2

]
é dada

por:

Eθ

[
(δπ (X))2

]
+ Eθ

[
(ω (Θ))2

]
− 2Eθ [δπ (X)ω (Θ)] . (3.5)

Primeiramente, notemos que:

Eθ

[
(δπ (X))2

]
=

∫
Θ

∫
Xn

(δπ (x))2fX|Θ (x |θ )π (θ) dxdθ

=

∫
Θ

∫
Xn

(δπ (x))2 fX|Θ (x |θ )π (θ)

fX (x)
fX (x) dxdθ

=

∫
Θ

∫
Xn

(δπ (x))2πΘ|X (θ |x) fX (x) dxdθ

=

∫
Xn

(δπ (x))2

(∫
Θ

πΘ|X (θ |x) dθ

)
fX (x) dx

=

∫
Xn

(δπ (x))2fX (x) dx.

Além disso,

Eθ

[
(ω (Θ))2

]
=

∫
Θ

∫
Xn

(ω (θ))2fX|Θ (x |θ )π (θ) dxdθ

=

∫
Θ

(ω (θ))2

(∫
Xn
fX|Θ (x |θ ) dx

)
π (θ) dθ

=

∫
Θ

(ω (θ))2π (θ) dθ

e
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Eθ [δπ (X)ω (Θ)] =

∫
Θ

∫
Xn
δπ (x)ω (θ)fX|Θ (x |θ )π (θ) dxdθ

=

∫
Xn
δπ (x)

(∫
Θ

ω (θ)πΘ|X (θ |x) dθ

)
fX (x) dx

=

∫
Xn
δπ (x)

(∫
Θ

ω (θ)
fX|Θ (x |θ )π (θ)∫

Θ fX|Θ (x |θ )π (θ) dθ
dθ

)
fX (x) dx

=

∫
Xn
δπ (x) δπ (x)fX (x) dx

=

∫
Xn

(δπ (x))2fX (x) dx.

Se δπ (X) é um estimador não viesado de ω (θ) então:

Eθ [δπ (X)] = ω (θ)⇒
∫
Xn
δπ (x)fX|Θ (x |θ ) dx = ω (θ) .

Desse modo,

Eθ [δπ (X)ω (Θ)] =

∫
Θ

∫
Xn
δπ (x)ω (θ)fX|Θ (x |θ )π (θ) dxdθ

=

∫
Θ

ω (θ)

(∫
Xn
δπ (x)fX|Θ (x |θ ) dx

)
π (θ) dθ

=

∫
Θ

ω (θ)ω (θ)π (θ) dθ

=

∫
Θ

(ω (θ))2π (θ) dθ.

Substituindo esses resultados em (3.5), segue queEθ
[
(δπ (X)− ω (Θ))2

]
é identicamente nula.

�

Uma aplicação do teorema 3.2 é responder uma questão interessante rela-
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cionada à média amostral. A estatística X̄ =

n∑
i=1

Xi

n é um estimador de Bayes em

relação a alguma priori π? A resposta é em geral não. Seja (X1, . . . , Xn) uma

amostra aleatória com E [Xi] = θ e var [Xi] = σ2, em que σ2 não depende de θ.

Supondo que Θ é uma variável aleatória com distribuição a priori π (θ) qualquer,

o risco de X̄ dado θ é:

Eθ

[(
X̄ −Θ

)2]
=

∫
Xn

∫
Θ

(
X̄ − θ

)2
fX|Θ (x |θ )π (θ) dθdx

=

∫
Θ

var
(
X̄
)
π (θ) dθ

=
σ2

n

6= 0.

Como X̄ não satisfaz a condição (3.4), segue pelo teorema 3.2 que X̄ não

é um estimador de Bayes. Se var [Xi] é uma função de θ, digamos v (θ), então:

Eθ

[(
X̄ −Θ

)2]
=

∫
Θ

∫
Xn

(
X̄ − θ

)2
fX|Θ (x |θ )π (θ) dθdx

=

∫
Θ

v (θ)π (θ) dθ

= 0,

para alguma priori π.

No próximo exemplo é apresentada uma situação em que a média amostral

é um estimador de Bayes.

Exemplo 3.2: Seja (X1, . . . , Xn) uma amostra aleatória Bernoulli(p), comE [Xi] =

p, var [Xi] = p (1− p). Considere uma priori π que concentra toda proba-

bilidade em p = 0 e p = 1, ou seja, π (0) = a, π (1) = b e π (p) = 0 para

p ∈ (0, 1).
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Para o estimador média amostral, δ
(

n∑
i=1

Xi

)
=

n∑
i=1

Xi

n , tem-se que:

Ep

[(
X̄ − p

)2]
=

∫
Θ

∫
Xn

(
X̄ − p

)2
fX (x |p)π (p) dxdp

=

∫
Θ

(∫
Xn

(
X̄ − p

)2
fX (x |p) dx

)
π (p) dp

=

∫ 1

0

p (1− p)
n

π (p) dp

=
0 (1− 0)

n
π (0) +

1 (1− 1)

n
π (1)

= 0.

Para a priori π que concentra toda probabilidade em p = 0 e p = 1, X̄

satisfaz a condição (3.4) do teorema 3.2. Logo, X̄ é um estimador de Bayes. Além

disso, como
n∑
i=1

Xi é Binomial(n, p), pelo exemplo 3.1 foi possível ver que:

r (δ) =

1∫
0

R (δ, p)π (p) dp

=

1∫
0

n∑
x=0

(δ (x)− p)2fX (x |n, p)π (p) dp

= a(δ (0)− 0)2 + b(δ (n)− 1)2.

Assim, qualquer estimador que satisfaça as condições δ (0) = 0 e δ (n) =

1 é um estimador de Bayes. Consequentemente, em particular, X̄ é um estimador

de Bayes.

Estimadores de Bayes são definidos a partir de distribuições a priori pró-

prias π (θ). Muitas vezes, no entanto, é comum estender essa definição pela utili-
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zação de uma priori imprópria π (θ) que não define uma distribuição de probabili-

dade, isto é,

∫
Θ

π (θ) dθ =∞.

No entanto, pode ocorrer que a distribuição a posteriori, considerando

como priori uma função imprópria, defina uma distribuição de probabilidade. Nes-

ses casos, o estimador média da posteriori é denominada estimador de Bayes ge-

neralizado em relação a uma priori imprópria peso π (θ).

Os estimadores de Pitman para parâmetros de locação e de escala corres-

pondem a estimadores de Bayes generalizados, com respeito a prioris não infor-

mativas específicas para cada caso. Considere inicialmente o estimador de Pitman

para parâmetros de locação e a priori imprópria não informativa π (θ) = 1, em que

θ ∈ R. A distribuição a posteriori de Θ é dada por:

πΘ|X (θ |x) =
fX (x |θ )π (θ)

fX (x)

=
fX (x1 − θ, . . . , xn − θ |0)π (θ)∫

Θ fX (x1 − θ, . . . , xn − θ |0)π (θ) dθ

=
fX (x1 − θ, . . . , xn − θ |0)∫

Θ fX (x1 − θ, . . . , xn − θ |0) dθ
.

Então, o estimador de Bayes generalizado é dado por:

Eθ [θ |x ] =

∫
Θ θfX (x1 − θ, . . . , xn − θ |0) dθ∫
Θ fX (x1 − θ, . . . , xn − θ |0) dθ

=

∫
Θ θfX (x1, . . . , xn |θ ) dθ∫
Θ fX (x1, . . . , xn |θ ) dθ

= δ (x) ,

ou seja, o estimador de Bayes generalizado para o caso em que a priori imprópria
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não informativa é π (θ) = 1, corresponde ao estimador de Pitman para parâmetros

de locação.

Da mesma forma, o estimador de Pitman para o parâmetro τ r possui uma

interessante interpretação em termos do estimador de Bayes generalizado. Uti-

lizando a expressão (2.9) do estimador de Pitman para parâmetros de escala da

subseção 2.5.1 e fazendo a mudança de variáveis τ = 1
v , dv = −τ−2dτ , tem-se

que:

δ (X) =

∞∫
0

vn+r−1fX (x1v, . . . , xnv|1) dv

∞∫
0

vn+2r−1fX (x1v, . . . , xnv|1) dv

=

∞∫
0

τ−n−r+1fX
(
x1
τ , . . . ,

xn
τ |1

) (
−τ−2

)
dτ

∞∫
0

τ−n−2r+1fX
(
x1
τ , . . . ,

xn
τ |1

)
(−τ−2) dτ

=

∞∫
0

τ−r
[
fX
(
x1
τ , . . . ,

xn
τ |1

)/
τn
]
τ−1dτ

∞∫
0

τ−2r
[
fX
(
x1
τ , . . . ,

xn
τ |1

)/
τn
]
τ−1dτ

=

∞∫
0

τ−rfX (x |τ )π (τ) dτ

∞∫
0

fX (x |τ )π (τ) dτ

×


∞∫
0

τ−2rfX (x |τ )π (τ) dτ

∞∫
0

fX (x |τ )π (τ) dτ


−1

=

∞∫
0

τ−r
fX (x |τ )π (τ)

∞∫
0

fX (x |τ )π (τ) dτ

dτ ×


∞∫

0

τ−2r fX (x |τ )π (τ)
∞∫
0

fX (x |τ )π (τ) dτ

dτ


−1

=
Eτ [τ−r |x ]

Eτ [τ−2r |x ]
,

em que π (τ) = 1
τ é a priori imprópria.

Para a priori imprópria π (τ) = 1
τ e a função perda quadrática padroni-
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zada L (δ, τ) = (δ−τr)2
τ2r

, o estimador de Bayes que minimiza o risco de Bayes a

posteriori é dado por:

r (δπ) =

∞∫
0

R (δπ, τ)π (τ) dτ

=

∞∫
0

(δπ (x)−τ r)2

τ2r
π (τ) dτ

=

∞∫
0

(δπ (x))2 − 2δπ (x) τ r + τ2r

τ2r
π (τ) dτ

= (δπ (x))2

∞∫
0

1

τ2r
π (τ) dτ − 2δπ (x)

∞∫
0

1

τ r
π (τ) dτ +

∞∫
0

π (τ) dτ.

Derivando em relação a δπ (x) e igualando a derivada a zero, o risco de

Bayes é minimizado para:

δπ (x) =

∫
1
τr f (τ |x) dτ∫
1
τ2r
f (τ |x) dτ

=
E [τ−r |x ]

E [τ−2r |x ]
,

uma vez que a derivada segunda é 2
∞∫
0

1
τ2r
π (τ) dτ > 0.

Portanto, o estimador de Bayes generalizado para a priori imprópria π (τ) =

1
τ é igual ao estimador de Pitman para parâmetros de escala.
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4 ADMISSIBILIDADE E MINIMAXIMALIDADE DE ESTIMADORES

Definição 4.1 (Estimador admissível): Um estimador δA de um parâmetro θ é

denominado admissível se seu risco é menor ou igual ao risco de qualquer

outro estimador δ, com a desigualdade estrita para pelo menos um valor do

parâmetro θ.

R (δA, θ) ≤ R (δ, θ) , para algum todo θ ∈Θ

e

R (δA, θ0) < R (δ, θ0) , para algum θ0 ∈Θ.

A propriedade de admissibilidade de um estimador é altamente desejável,

pois se um estimador possui essa propriedade, não é possível encontrar outro es-

timador que possua risco menor ou igual, dado qualquer valor do parâmetro. Os

estimadores UMVUE são os estimadores admissíveis quando se restringe o con-

junto de todos os estimadores apenas aos estimadores não viesados.

A dificuldade no julgamento de um estimador com base nessa propriedade

é que a integração na função risco normalmente é uma função de θ, e, nesse caso,

raramente existe um estimador com menor risco uniforme para todos os possíveis

valores de θ. Logo, é necessário introduzir algum critério complementar para que

a função risco possa ser utilizada como uma ferramenta para determinar se um

estimador é bom. Uma vez que é improvável que o gráfico da função R (δ, θ)

para uma estimativa esteja abaixo dos gráficos de todas as outras estimativas, um

procedimento a ser adotado é observar somente o valor máximo no gráfico da

função risco e procurar um estimador que forneça uma estimativa que seja a menor

de tais valores. Se existe um estimador com essa característica, esse estimador é
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chamado minimax.

Definição 4.2 (Estimador minimax): Um estimador δM de um parâmetro θ é de-

nominado minimax se minimiza o risco máximo entre todos os estimadores

do parâmetro θ, isto é,

sup
θ
R (δM , θ) = inf

δ
sup
θ
R (δ, θ) .

Os estimadores minimax são utilizados quando se adota no processo de

estimação uma abordagem conservadora, em que se deseja manter sob controle o

valor máximo do risco para uma determinada decisão que deve ser tomada. Como

quase todo problema de minimização em matemática, obter estimadores minimax

é um problema difícil e resolvido apenas para algumas famílias de distribuições.

Antes de se abordar o problema de admissibilidade e minimaximalidade

dos estimadores de Pitman, serão apresentados alguns resultados essenciais para

o cálculo de estimadores admissíveis e minimax. Apesar de ambos as definições

serem essencialmente conceitos frequentistas, alguns resultados bayesianos são

mais adequados para o cálculo de estimadores com essas propriedades.

A propriedade de admissibilidade é certamente desejável para um estima-

dor, mas é uma propriedade em um certo sentido fraca, pois existem estimado-

res admissíveis que são evidentemente inadequados para qualquer aplicação. Um

exemplo com essa característica é apresentado.

Exemplo 4.1: Considere um estimador que despreze toda informação que se possa

obter utilizando os dados amostrais. Para uma amostra aleatória (X1, . . . , Xn),

considere que θ é estimado por 5, isto é, δ(X1, . . . , Xn) = 5.

O risco quadrático desse estimador é dado por:
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R (δ, θ) = Eθ

[
(δ (X)− θ)2

]
= Eθ

[
(5− θ)2

]
= (5− θ)2.

Suponha que δ
′

é outro estimador, de tal forma que:

R
(
δ
′
, θ
)
≤ R (δ, θ) = (5− θ)2, para todo θ ∈Θ.

Como a desigualdade deve ser satisfeita para todo θ ∈ Θ, sem perda de

generalidade, suponha que θ = 5. Dessa forma, para o estimador δ vem que:

R (δ, θ) = Eθ=5

[
(δ (X)− 5)2

]
= Eθ=5

[
(5− 5)2

]
= 0.

Como R
(
δ
′
, θ
)
≤ R (δ, θ) para todo θ ∈ Θ, isso implica necessaria-

mente queR
(
δ
′
, θ
)

= 0 em θ = 5. Então, com base no erro quadrático médio do

estimador δ
′

resulta que:

R
(
δ
′
, θ
)

= Eθ=5

[(
δ
′
(X)− 5

)2
]

= Eθ=5

[(
δ
′
(X)− Eθ=5

[
δ
′
(X)
])2
]

+
(
Eθ=5

[
δ
′
(X)
]
− 5
)2

= varθ=5

[
δ
′
(X)
]

+
(
Eθ=5

[
δ
′
(X)
]
− 5
)2

= 0.

Para queR
(
δ
′
, θ
)

= 0, necessariamente tem-se que varθ=5

[
δ
′
(X)
]

= 0

e Eθ=5

[
δ
′
(X)
]

= 5. Logo, δ
′
(X) ≡ 5, e com isso, conclui-se que δ

′
= δ.

Portanto, o estimador δ (X1, . . . , Xn) = 5 é admissível. Esse exemplo ilustra
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que, apesar de ser um pobre estimador para outros valores de θ, o estimador δ

não pode ser superado em risco quadrático em θ = 5, o que demonstra uma certa

limitação da função risco quando se considera a propriedade de admissibilidade de

um estimador.

Um outro exemplo interessante é apresentado a seguir e encontra-se em

Makani (1977). Esse exemplo ilustra que, dada duas variáveis independentes

X1 e X2 com médias θ1 e θ2, respectivamente, existe um estimador não trivial

δ (X1, X2), não dependente de X1, que é admissível para estimar θ1.

Exemplo 4.2: Considere variáveis independentes normaisX1 ∼ N (θ1, 1) eX2 ∼

N (θ2, 1). Deseja-se estimar θ1 com base em uma amostra conjunta (X1, X2).

Considere a função perda em erro quadrático para a amostra bivariada, dada

por:

L (δ (X1, X2) , (θ1, θ2)) = (δ (X1, X2)− θ1)2.

Seja δ (X1, X2) = sinal (X2). Vamos mostrar que apesar de X2 não con-

ter nenhuma informação sobre θ1, δ é admissível para estimar esse parâmetro. A

função riso desse estimador é dada por:

R (δ, (θ1, θ2)) = E(θ1,θ2) [L (δ (X1, X2) , (θ1, θ2))]

= E(θ1,θ2)

[
(sinal (X2)− θ1)2

]
= E(θ1,θ2)

[
(sinal (X2))2

]
− 2θ1E(θ1,θ2) [sinal (X2)] + θ2

1

= 1− 2θ1E(θ1,θ2) [sinal (X2)] + θ2
1, (4.1)

em que E(θ1,θ2)

[
(sinal (X2))2

]
= 1, pois sinal (X2) = ±1.
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Denotando a função de distribuição acumulada (fda) da distribuição Nor-

mal pelo símbolo Φ (x), resulta que:

E(θ1,θ2) [sinal (X2)] = Φθ2,1 (0) (−1) + (1− Φθ2,1 (0)) (1)

= 1− 2Φθ2,1 (0) . (4.2)

Portanto, substituindo (4.2) em (4.1) vem que:

R (δ, (θ1, θ2)) = 1− 2θ1 + 4θ1Φθ2,1 (0) + θ2
1.

Para θ1 = 1 e θ1 = −1, tem-se respectivamente que:

R (δ, (1, θ2)) = 1− 2 + 4Φθ2,1 (0) + 1 = 4Φθ2,1 (0) . (4.3)

R (δ, (−1, θ2)) = 1 + 2− 4Φθ2,1 (0) + 1 = 4− 4Φθ2,1 (0) . (4.4)

Suponha que exista outro estimador δ
′

tal que:

R
(
δ
′
, (±1, θ2)

)
≤ R (δ, (±1, θ2)) . (4.5)

Assim, pela definição da função risco, segue para o estimador δ
′
:

R
(
δ
′
, (1, θ2)

)
= E(1,θ2)

[(
δ
′
(X1, X2)− 1

)2
]

= E(1,θ2)

[(
δ
′
(X1, X2)

)2
]
− 2E(1,θ2)

[
δ
′
(X1, X2)

]
+ 1
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e

R
(
δ
′
, (−1, θ2)

)
= E(−1,θ2)

[(
δ
′
(X1, X2)− (−1)

)2
]

= E(−1,θ2)

[(
δ
′
(X1, X2)

)2
]

+ 2E(−1,θ2)

[
δ
′
(X1, X2)

]
+ 1.

Consequentemente, em função da relação em (4.5), para R (δ, (1, θ2)) e

R (δ, (−1, θ2)) dados respectivamente em (4.3) e (4.4), segue que:

E(1,θ2)

[(
δ
′
(X1, X2)

)2
]
− 2E(1,θ2)

[
δ
′
(X1, X2)

]
+ 1 ≤ 4Φ(θ2,1) (0)

e

E(−1,θ2)

[(
δ
′
(X1, X2)

)2
]

+ 2E(−1,θ2)

[
δ
′
(X1, X2)

]
+ 1 ≤ 4− 4Φθ2,1 (0) .

Para completar o exercício, considere dois casos:

Caso i) Considere θ1 = 1 e seja a função:

r (x2) =

+∞∫
−∞

(
δ
′
(x1, x2)− 1

)2 1√
2π

exp

(
−1

2
(x1 − 1)2

)
dx1 ≥ 0.

Assim, segue que oR
(
δ
′
, (1, θ2)

)
de δ

′
é dado por:
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+∞∫
−∞

+∞∫
−∞

(
δ
′
(x1, x2)− 1

)2 exp
(
− (x1−1)2

2

)
√

2π

exp
(
− (x2−θ2)2

2

)
√

2π
dx1dx2

=

+∞∫
−∞

 +∞∫
−∞

(
δ
′
(x1, x2)− 1

)2 exp
(
− (x1−1)2

2

)
√

2π
dx1

exp
(
− (x2−θ2)2

2

)
√

2π
dx2

=

+∞∫
−∞

r (x2)
1√
2π

exp

(
−1

2
(x2 − θ2)2

)
dx2

=

0∫
−∞

r (x2)
exp

(
− (x2−θ2)2

2

)
√

2π
dx2 +

+∞∫
0

r (x2)
exp

(
− (x2−θ2)2

2

)
√

2π
dx2.

Como R (δ, (1, θ2)) = 4Φθ2,1 (0), resulta que o risco do estimador δ para

x2 > 0 é:

+∞∫
−∞

+∞∫
−∞

(sinal (x2)− 1)2
exp

(
−1

2(x1 − 1)2
)

√
2π

exp
(
−1

2(x2 − θ2)2
)

√
2π

dx1dx2

=

0∫
−∞

+∞∫
−∞

4√
2π

exp

(
−1

2
(x1 − 1)2

)
1√
2π

exp

(
−1

2
(x2 − θ2)2

)
dx1dx2

=

0∫
−∞

4

+∞∫
−∞

1√
2π

exp

(
−1

2
(x1 − 1)2

)
dx1

 1√
2π

exp

(
−1

2
(x2 − θ2)2

)
dx2

= 4

0∫
−∞

1√
2π

exp

(
−1

2
(x2 − θ2)2

)
dx2,

uma vez que (δ (x1, x2)− 1)2 = (sinal (x2)− 1)2 = 0 para x2 > 0.

Utilizando a suposição de que δ
′

domina δ, isto é, R
(
δ
′
, (1, θ2)

)
≤
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R (δ, (1, θ2)), tem-se queR
(
δ
′
, (1, θ2)

)
−R (δ, (1, θ2)) ≤ 0. Logo,

0 ≥ R
(
δ
′
, (1, θ2)

)
−R (δ, (1, θ2))

=

0∫
−∞

r (x2)
exp

(
−1

2(x2 − θ2)2
)

√
2π

dx2 +

+∞∫
0

r (x2)
exp

(
−1

2(x2 − θ2)2
)

√
2π

dx2

− 4

0∫
−∞

exp
(
−1

2(x2 − θ2)2
)

√
2π

dx2

≥
+∞∫
0

r (x2)
exp

(
−1

2(x2 − θ2)2
)

√
2π

dx2 − 4

0∫
−∞

exp
(
−1

2(x2 − θ2)2
)

√
2π

dx2

=

+∞∫
0

r (x2) 1√
2π

exp
(
−1

2(x2 − θ2)2
)
dx2

0∫
−∞

1√
2π

exp
(
−1

2(x2 − θ2)2
)
dx2

− 4.

Conforme Makani (1977), pelas propriedades da família exponencial tem-

se que:

lim
θ2→∞

+∞∫
0

r (x2) 1√
2π

exp
(
−1

2(x2 − θ2)2
)
dx2

0∫
−∞

1√
2π

exp
(
−1

2(x2 − θ2)2
)
dx2

→∞.

Absurdo, a menos que r (x2) = 0 para quase todo ponto x2 > 0. Assim,

r (x2) =

+∞∫
−∞

(
δ
′
(x1, x2)− 1

)2 1√
2π

exp

(
−1

2
(x1 − 1)2

)
dx1 = 0.

Essa igualdade somente é possível se
(
δ
′
(x1, x2)− 1

)
= 0. Portanto,
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δ
′
(X1, X2) = +1.

Caso ii) Com base na simetria da distribuição Normal, concluí-se que r (x2) = 0

para θ1 = −1 e x2 ≤ 0. De modo análogo, essa igualdade somente é

possível se
(
δ
′
(x1, x2)− (−1)

)
= 0. Portanto, δ

′
(X1, X2) = −1.

Como consequência destes dois casos, δ
′
(X1, X2) = ±1. Isso implica

que δ
′

= δ, e neste caso, o estimador δ (X1, X2) = sinal (X2) é admissível. Neste

exemplo foi mostrado que, dados dois problemas de estimação independentes, um

estimador baseado em dados de somente um problema pode ser admissível como

estimador do parâmetro do outro problema.

Lema 4.1: Seja δ um estimador de Bayes (respectivamente, UMVUE, minimax e

admissível) de ω (θ) em relação a função perda em erro quadrático. Então,

aδ + b é um estimador de Bayes (respectivamente, UMVUE, minimax e

admissível) para aω (θ) + b.

Prova:

A prova segue imediatamente a partir da definição da função risco. De

fato,

R (aδ + b, aω (θ) + b) = Eθ [L (aδ + b, aω (θ) + b)]

= Eθ

[
[aδ + b− (aω (θ) + b)]2

]
= Eθ

[
(aδ − aω (θ))2

]
= a2Eθ

[
(δ − ω (θ))2

]
= a2Eθ [L (δ, ω (θ))]

= a2R (δ, ω (θ)) . (4.6)
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(i) aδπ + b é um estimador de Bayes para aω (θ) + b.

Seja δπ estimador de Bayes de ω (θ). A função risco do estimador aδπ + b

de aω (θ) + b é dada por:

R (aδπ + b, aω (θ) + b) = Eθ [L (aδπ + b, aω (θ) + b)]

=

∫
Xn

(aδπ + b− (aω (θ) + b))2fX|Θ (x |θ ) dx

=

∫
Xn
a2(δπ − ω (θ))2fX|Θ (x |θ ) dx

= a2Eθ [L (δπ, ω (θ))]

= a2R (δπ, ω (θ)) .

Logo, o risco de Bayes desse estimador é:

r (aδπ + b) =

∫
Θ

R (aδπ + b, aω (θ) + b)π (θ) dθ

= a2

∫
Θ

R (δπ, ω (θ))π (θ) dθ

= a2r (δπ) .

Seja δ
′

um estimador qualquer de aω (θ) + b. Logo,
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r
(
δ
′
)

=

∫
Θ

R
(
δ
′
, aω (θ) + b

)
π (θ) dθ

=

∫
Θ

[∫
Xn

(
δ
′ − (aω (θ) + b)

)2

fX|Θ (x |θ ) dx

]
π (θ) dθ

=

∫
Θ


∫
Xn

[
a

(
δ
′ − b
a
− ω (θ)

)]2

fX|Θ (x |θ ) dx

π (θ) dθ

= a2

∫
Θ

∫
Xn

(
δ
′ − b
a
− ω (θ)

)2

fX|Θ (x |θ ) dx

π (θ) dθ

= a2

∫
Θ

R

(
δ
′ − b
a

, ω (θ)

)
π (θ) dθ

= a2r

(
δ
′ − b
a

)
≥ a2r (δπ)

= r (aδπ + b) .

Logo, o estimador aδπ+b possui risco de Bayes menor ou igual em relação

a qualquer outro estimador de aω (θ) + b. Portanto, aδπ + b é um estimador de

Bayes para aω (θ) + b. A desigualdade na demonstração segue da hipótese de δπ

ser o estimador de Bayes de ω (θ), e por isso, o risco de Bayes de δ
′−b
a é maior ou

igual ao risco de Bayes de δπ.

(ii) O estimador aδ + b é um UMVUE para aω (θ) + b.

Para provar que aδ+b é um UMVUE para aω (θ) + b é necessário mostrar

que esse estimador é não viesado e que possui variância uniforme mínima entre

todos os estimadores de aω (θ) + b. Primeiramente, como δ é um estimador não

viesado de ω (θ), segue que aδ + b é um estimador não viesado de aω (θ) + b. De
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fato,

Eθ [aδ + b] = aEθ [δ] + b = aω (θ) + b.

Segue também para o estimador aδ + b que:

varθ [aδ + b] = a2varθ [δ] .

Se δ
′

é um estimador não viesado qualquer de aω (θ) + b, então δ
′−b
a é um

estimador não viesado de ω (θ). De fato,

Eθ

[
δ
′ − b
a

]
=

1

a

(
Eθ

[
δ
′
]
− b
)

=
1

a
(aω (θ) + b− b) = ω (θ) .

Como δ
′−b
a é um estimador não viesado de ω (θ) e δ é um UMVUE para

ω (θ), resulta que varθ

[
δ
′−b
a

]
≥ varθ [δ]. Consequentemente,

varθ

[
δ
′ − b
a

]
=

1

a2
varθ

[
δ
′
]
≥ varθ [δ]⇒ varθ

[
δ
′
]
≥ a2varθ [δ] = varθ [aδ + b] .

Logo, aδ + b possui variância menor ou igual em relação a qualquer outro

estimador de aω (θ) + b. Portanto, aδ + b é um UMVUE para aδ + b.

(iii) aδ + b é um estimador minimax para aω (θ) + b.

Se δ é minimax para ω (θ), então para qualquer outro estimador δ
′
de ω (θ),

segue que:

sup
θ
R (δ, ω (θ)) ≤ sup

θ
R
(
δ
′
, ω (θ)

)
.
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Seja δ
′

um estimador qualquer de aω (θ) + b. Isso implica que δ
′−b
a é um

estimador de ω (θ). Assim,

sup
θ
R
(
δ
′
, aω (θ) + b

)
= sup

θ

∫
Xn
L
(
δ
′
, aω (θ) + b

)
fX (x; θ) dx

= sup
θ

∫
Xn

(
δ
′ − (aω (θ) + b)

)2
fX (x; θ)dx

= sup
θ

∫
Xn

[
a

(
δ
′ − b
a
− ω (θ)

)]2

fX (x; θ) dx

= a2 sup
θ

∫
Xn

(
δ
′ − b
a
− ω (θ)

)2

fX (x; θ)dx

= a2 sup
θ
R

(
δ
′ − b
a

, ω (θ)

)
≥ a2 sup

θ
R (δ, ω (θ)) (δ é minimax para ω (θ))

= sup
θ
R (aδ + b, aω (θ) + b) . ( Usar (4.6) )

Como o risco máximo de aδ + b é menor ou igual ao risco máximo de δ
′
,

conclui-se que aδ + b é um estimador minimax para aω (θ) + b

(iv) aδ + b é um estimador admissível para aω (θ) + b.

Seja δ
′

um estimador de aω (θ) + b. Então, δ
′−b
a é um estimador de ω (θ).

Assim,
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R
(
δ
′
, aω (θ) + b

)
=

∫
Xn
L
(
δ
′
, aω (θ) + b

)
fX (x; θ) dx

=

∫
Xn

(
δ
′ − (aω (θ) + b)

)2
fX (x; θ)dx

=

∫
Xn

[
a

(
δ
′ − b
a
− ω (θ)

)]2

fX (x; θ) dx

= a2

∫
Xn

(
δ
′ − b
a
− ω (θ)

)2

fX (x; θ)dx

= a2R

(
δ
′ − b
a

, ω (θ)

)
≥ a2R (δ, ω (θ)) (δ é admissível para ω (θ))

= R (aδ + b, aω (θ) + b) . ( Usar (4.6) )

Uma vez que o risco de aδ + b é menor ou igual ao risco de δ
′
, segue que

aδ + b é um estimador admissível para aω (θ) + b.

�

Definição 4.3 (Priori menos favorável): Uma distribuição a priori π é dita me-

nos favorável se rπ ≥ rπ′ , para todas distribuições a priori π
′
.

Portanto, quando o estatístico adota como priori a distribuição menos fa-

vorável ele incorre num maior risco médio (risco de Bayes). O próximo teorema

apresenta uma condição simples para um estimador de Bayes δπ ser minimax.

Teorema 4.1: Suponha que π é uma distribuição a priori para Θ tal que:
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r (δπ) =

∫
Θ

R (δπ, θ)π (θ) dθ = sup
θ
R (δπ, θ) .

Então:

(i) δπ é minimax.

(ii) Se δπ é o único estimador de Bayes em relação à priori π, então δπ é o único

estimador minimax.

(iii) π é uma priori menos favorável.

Prova:

(i) Seja δ um estimador de θ. Como δπ possui menor risco de Bayes, então:

sup
θ
R (δ, θ) dθ ≥

∫
Θ

R (δ, θ)π (θ) dθ ≥
∫
Θ

R (δπ, θ)π (θ) dθ = sup
θ
R (δπ, θ) .

Portanto, δπ é minimax.

(ii) A prova segue pela troca ≥ por > na segunda igualdade da prova de i).

(iii) Seja π
′

outra priori de Θ. Então,

r
(
δπ′
)

=

∫
Θ

R
(
δπ′ , θ

)
π
′
(θ) dθ ≤

∫
Θ

R (δπ, θ)π
′
(θ) dθ ≤ sup

θ
R (δπ, θ) = r (δπ) .

Portanto, π é uma priori menos favorável.

�
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Um caso particular em relação ao teorema 4.1 ocorre quando a função

risco é constante, ou mais geralmente, quando π atribui probabilidade 1 para o

conjunto em que a função de risco assume o seu valor máximo.

Corolário 4.1: Se um estimador de Bayes δπ têm risco constante, então esse esti-

mador é minimax.

Prova:

Como o estimador δπ possui risco constante, o risco de Bayes desse esti-

mador é dado por:

r (δπ) =

∫
Θ

R (δπ, θ)π (θ) dθ = sup
θ
R (δπ, θ) .

Dado outro estimador δ
′
, o seu risco de Bayes é:

r
(
δ
′
)

=

∫
Θ

R
(
δ
′
, θ
)
π (θ) dθ ≤ sup

θ
R
(
δ
′
, θ
)
.

Assim,

r (δπ) = sup
θ
R (δπ, θ) ≤ r

(
δ
′
)
≤ sup

θ
R
(
δ
′
, θ
)
.

Uma vez que sup
θ
R (δπ, θ) ≤ sup

θ
R
(
δ
′
, θ
)

, conclui-se que o estimador

δπ é minimax.

�

No próximo exemplo apresenta-se uma aplicação do corolário 4.1.

Exemplo 4.3: Seja (X1, . . . , Xn) uma amostra iid Bernoulli(p). O risco de p̂ =

X̄ , considerando a função perda em erro quadrático é:
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Ep

[
(p̂− p)2

]
= varp

(
X̄
)

=
p (1− p)

n
.

Seja Y =
n∑
i=1

Xi. Neste caso, Y ∼ Binomial (n, p). A família de distri-

buições Beta de parâmetros α e β é uma família de possíveis distribuições a priori

de p. A distribuição conjunta de Y e p é:

fY,p (y, p) =

 n

y

 py(1− p)n−y
[ Γ (α+ β)

Γ (α) Γ (β)
pα−1(1− p)β−1

]

=

 n

y

 Γ (α+ β)

Γ (α) Γ (β)
py+α−1(1− p)n−y+β−1.

A fdp marginal de Y é:

fY (y) =

1∫
0

fY,p (y, p) dp

=

1∫
0

 n

y

 Γ (α+ β)

Γ (α) Γ (β)
py+α−1(1− p)n−y+β−1dp

=

 n

y

 Γ (α+ β)

Γ (α) Γ (β)

Γ (y + α) Γ (n− y + β)

Γ (n+ α+ β)
,

em que a última igualdade é obtida multiplicando-se a integral por um, da forma:

Γ (y + α) Γ (n− y + β)

Γ (n+ α+ β)

Γ (n+ α+ β)

Γ (y + α) Γ (n− y + β)
.
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A fdp marginal de Y resultante é conhecida como Beta-Binomial. A dis-

tribuição a posteriori de p, dado Y = y, é:

fp|Y (p |y ) =
fY,p (y, p)

fY (y)
=

Γ (n+ α+ β)

Γ (y + α) Γ (n− y + β)
py+α−1(1− p)n−y+β−1.

Note que a distribuição a posteriori de p, dado Y = y, é uma densidade

Beta (y + α, n− y + β). Uma estimativa para p é a média da distribuição a pos-

teriori, que fornece como estimador de Bayes de p:

p̂B =
y + α

n+ α+ β
.

O risco desse estimador de Bayes é:

Ep

[
(p̂B − p)2

]
= varp [p̂B] + (viés p̂B)2.

= varp

[
Y + α

n+ α+ β

]
+

(
Ep

[
Y + α

n+ α+ β

]
− p
)2

=

(
1

n+ α+ β

)2

varp [Y ] +

(
1

n+ α+ β
Ep [Y + α]− p

)2

=
np (1− p)

(n+ α+ β)2 +

(
np+ α

n+ α+ β
− p
)2

.

Na ausência de informações a priori sobre p, podemos escolher α e β para

tornar a função risco constante. Assim, seja δ∗A,B (Y1, . . . , Yn) = AY + B =

Y+α
n+α+β . Então:
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R
(
δ∗A,B, p

)
= Ep

[
(AY +B − p)2

]
= Ep

[
[A (Y − np) +B − p+ nAp]2

]
(Somar e subtrair nAp)

= A2Ep

[
(Y − Ep [Y ])2

]
+ 0 + (B − p+ nAp)2

= A2varp [Y ] + (B − p+ nAp)2

= A2np (1− p) + (B − p+ nAp)2

= nA2p− nA2p2 +B2 − 2B (p− nAp) + (p− nAp)2

= nA2p− nA2p2 +B2 − 2Bp+ 2nABp+ p2 − 2nAp2 + (nAp)2

= p2
[
(nA)2 − 2nA+ 1− nA2

]
+ p

[
nA2 + 2nAB − 2B

]
+B2

= p2
[
(nA− 1)2 − nA2

]
+ p

[
nA2 + 2 (nA− 1)B

]
+B2.

Pode-se verificar que a função risco será constante quando (nA− 1)2 − nA2 =

0 e nA2 + 2 (nA− 1)B = 0. Segue então que:

(nA− 1)2 − nA2 = 0⇒ (nA− 1)2 = nA2

⇒ nA− 1 = ±
√
nA

⇒ nA±
√
nA = 1

⇒ A =
1

n±
√
n

⇒ A =
1√

n (
√
n± 1)

.

De forma análoga, nA2 + 2 (nA− 1)B = 0 se B = −nA2

2(nA−1) . Para A =

1√
n(
√
n+1)

tem-se então que:
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B =
−nA2

2 (nA− 1)
=

−n
[

1√
n(
√
n+1)

]2

2

[
n 1√

n(
√
n+1)

− 1

]

=

− 1

(
√
n+1)

2

2

[ √
n

(
√
n+1)

− 1

]

=

− 1

(
√
n+1)

2

2

[√
n−
√
n−1

(
√
n+1)

]

=

− 1

(
√
n+1)

2

− 2

(
√
n+1)

=
1

2 (
√
n+ 1)

.

Finalmente, resolvendo para α e β, obtêm-se que α = β =
√

n
4 . Portanto,

p̂B =
Y +

√
n
4

n+
√

n
4 +

√
n
4

=
Y +

√
n
4

n+
√
n
,

é o estimador de Bayes com risco constante para p, e consequentemente, pelo

corolário 4.1 esse estimador é minimax.

Teorema 4.2: Se o estimador de Bayes é único, então esse estimador é admissível.

Prova:

Seja δπ o único estimador de Bayes em relação a uma priori π. Su-

ponha agora que δπ é dominado por δ
′
. Nesse caso, R

(
δ
′
, θ
)
≤ R (δπ, θ) e

R
(
δ
′
, θ0

)
< R (δπ, θ0) para algum θ0 ∈Θ. Assim,
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r (δπ) =

∫
Θ

R (δπ, θ)π (θ) dθ ≥
∫
Θ

R
(
δ
′
, θ
)
π (θ) dθ = r

(
δ
′
)
.

Absurdo, pois a unicidade do estimador de Bayes δπ assegura que não

existe outro estimador de θ que possua menor risco de Bayes, para a priori π.

Logo, dado um estimador qualquer δ
′
, R (δπ, θ) ≤ R

(
δ
′
, θ
)

, e portanto, δπ é

admissível.

�

No resultado anterior, a necessidade da unicidade do estimador de Bayes

pode ser substituída por outras condições.

Teorema 4.3: Para um possível vetor de valores de parâmetros θ, suponha que δπ

é um estimador de Bayes com risco finito em relação a uma priori π positiva

para todo θ, e que a função risco de todo estimador δ é uma função contínua

de θ. Então, δπ é admissível.

Prova:

Se δπ não é admissível, existe um estimador δ tal queR (δ,θ) ≤ R (δπ,θ),

para todo θ eR (δ, θ) < R (δπ, θ), para algum θ. Segue então por continuidade da

função risco que R (δ,θ) < R (δπ,θ) para todo θ em algum subconjunto aberto

Θ0 do espaço paramétrico. Consequentemente:

r (δπ) =

∫
Θ0

R (δπ,θ)π (θ) dθ >

∫
Θ0

R (δ,θ)π (θ) dθ,

o que contradiz o fato de δπ ser um estimador de Bayes. Portanto, δπ é admissível.

�
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Teorema 4.4: Seja X uma variável aleatória com média θ e variância σ2. En-

tão, aX + b é um estimador de θ inadmissível para a função perda em erro

quadrático, sempre que:

(i) a > 1, ou

(ii) a < 0, ou

(iii) a = 1 e b 6= 0.

Prova:

O risco de aX + b é:

ρ (a, b) = Eθ

[
(aX + b− θ)2

]
= varθ [aX + b] + [viés (aX + b)]2

= varθ [aX + b] + (Eθ [aX + b]− θ)2

= a2varθ [X] + (aEθ [X] + b− θ)2

= a2σ2 + (aθ + b− θ)2

= a2σ2 + [(a− 1) θ + b]2. (4.7)

(i) Se a > 1, então:

ρ (a, b) ≥ a2σ2 > σ2 = Eθ

[
(X − Eθ [X])2

]
= Eθ

[
(1X + 0− θ)2

]
= ρ (1, 0) .

Logo, aX + b é dominado por X.

(ii) Se a < 0, então (a− 1)2 > 1. Consequentemente:



146

ρ (a, b) ≥ [(a− 1) θ + b]2

= (a− 1)2

(
θ +

b

a− 1

)2

>

(
θ +

b

a− 1

)2

=

(
−θ − b

a− 1

)2

= ρ

(
0,− b

a− 1

)
. (Usar (4.7))

Portanto, aX + b é dominado pelo estimador constante δ ≡ − b
a−1 .

(iii) Se a = 1 e b 6= 0, então aX + b = X + b é dominado por X. Isso ocorre em

razão da Eθ [X] = θ e do viés de b não depender de θ. Nessas condições,

X + b possui risco maior que X. De fato,

ρ (1, b) = Eθ

[
(X + b− θ)2

]
= varθ [X + b] + [viés (X + b)]2

= varθ [X + b] + (Eθ [X + b]− θ)2

= varθ [X] + (Eθ [X] + b− θ)2

= varθ [X] + (θ + b− θ)2

> varθ [X]

= Eθ

[
(X − Eθ [X])2

]
= Eθ

[
(X − θ)2

]
= ρ (1, 0) .

Portanto, para a função perda em erro quadrático e considerando os três

casos, aX + b é um estimador inadmissível de θ.

�
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Como X̄ é o estimador de Pitman para estimar a média da distribuição

Normal quando a variância é conhecida, no próximo exemplo é apresentado uma

prova, que também se encontra em Lehmann e Casella (1998, p. 324-325), da

admissibilidade de X̄ .

Exemplo 4.4 (Admissibilidade de X̄): A admissibilidade de X̄ para estimar a

média da distribuição Normal não é só de grande interesse em si só, mas

também pode ser considerada como o ponto de partida de muitas outras

investigações de admissibilidade.

Para provar admissibilidade de X̄ será utilizado o método do limite de es-

timadores de Bayes. Um estimador δ (X1, . . . , Xn) é um limite de estimadores de

Bayes se existe uma sequência de prioris πn tal que os estimadores de Bayes rela-

tivos a essas prioris δπn (X1, . . . , Xn) convergem pontualmente para δ. Suponha

que X̄ não é admissível, e sem perda de generalidade, suponha que σ = 1. Então,

existe δ∗ tal que:

R (δ∗, θ) ≤ 1

n
, para todo θ ∈Θ.

R (δ∗, θ0) <
1

n
, para algum θ0 ∈Θ.

Como R (δ, θ) é uma função contínua de θ para qualquer δ, existe um

ε > 0 e um θ1 < θ0 < θ2 tal que:

R (δ∗, θ) ≤ 1

n
− ε, para todo θ1 < θ < θ2.

Considere uma sequência de prioris normais πτ ∼ N
(
0, τ2

)
. Seja τr =

τ2

1+nτ2
o risco de Bayes do estimador X̄ relativo a priori πτ e r∗τ o risco de Bayes
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de δ∗. Assim,

1
n − r

∗
τ

1
n − rτ

=

1√
2πτ

∞∫
−∞

[
1
n −R (δ∗, θ)

]
exp

(
− θ2

2τ2

)
dθ

1
n −

τ2

1+nτ2

≥
n
(
1 + nτ2

)
ε

τ
√

2π

θ1∫
θ0

exp

(
− θ2

2τ2

)
dθ.

O integrando converge monoticamente para 1 quando τ → ∞. Pelo teo-

rema da convergência monótona de Lebesgue, a integral converge para θ1 − θ0, e,

consequentemente, como τ2 →∞,

1
n − r

∗
τ

1
n − rτ

→∞.

Então, existe τ0 tal que r∗τ0 < rτ0 , o que contradiz o fato de rτ0 ser o risco

de Bayes para πτ0 . Isto completa a prova.

A seguir, são apresentados dois lemas que relacionam as propriedades de

admissibilidade e minimaximalidade de estimadores.

Lema 4.2: Se um estimador δ é admissível e possui risco constante, então é mini-

max.

Prova:

Suponha que δ não seja minimax, ou seja, existe um outro estimador δ
′

tal

que:

R
(
δ
′
, θ
)
≤ sup

θ
R
(
δ
′
, θ
)
≤ sup

θ
R (δ, θ) = R (δ, θ) .
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Absurdo, pois δ é, por hipótese, um estimador admissível. Portanto, δ é

minimax.

�

Lema 4.3: Se um estimador δ é o único estimador minimax, então é admissível.

Prova:

Suponha que exista um estimador δ
′

que domine δ, isto é, R
(
δ
′
, θ
)
≤

R (δ, θ). Isso implica que o supR
(
δ
′
, θ
)
≤ supR (δ, θ), e nesse caso, δ

′
tam-

bém seria minimax. Absurdo, pois, por hipótese, δ é o único estimador minimax.

Portanto, δ é admissível.

�

A seguir, são apresentados dois teoremas, que se encontram em Lehmann

e Casella (1998, p. 340-342), que relacionam o estimador de Pitman com as pro-

priedades de admissibilidade e minimaximalidade de estimadores.

Teorema 4.5: Se o estimador de Pitman para parâmetros de locação possui vari-

ância finita, então é minimax para função perda em erro quadrático.

Teorema 4.6: Se existe um estimador equivariante δ0 para o parâmetro de locação

θ com E0

[
(δ0 (X))3

]
<∞, então o estimador de Pitman é admissível para

a função perda em erro quadrático.

Lehmann e Casella (1998, p. 342) afirmam que, os estimadores MRE ti-

picamente não serão admissíveis, exceto em situações simplistas, mas eles tem

melhores chances de serem minimax. Um tratamento maior sobre a relação entre
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o estimador de Pitman para parâmetros de locação e as propriedades de admis-

sibilidade e minimaximalidade pode ser visto em Zacks (1971). Zacks (1971,

p. 325-331) prova que o estimador de Pitman para parâmetros de locação é um

estimador minimax, para a função risco considerando a função perda em erro qua-

drático. Além disso, Zacks (1971, p. 387-395) demonstra que, se a distribuição

de X depende de no máximo dois parâmetros de locação (quando θ é um vetor

de parâmetros bidimensional), o estimador de Pitman é admissível. Segundo esse

autor, se a dimensão do vetor de observações X é pelo menos três, o estimador de

Pitman será geralmente inadmissível.
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5 ESTUDO DE CASO: APLICAÇÃO A NÍVEIS PLUVIOMÉTRICOS MÁ-

XIMOS

5.1 Introdução

A ocorrência de eventos climáticos extremos severos tem chamado a aten-

ção da sociedade e da comunidade científica, principalmente em função de perdas

de vidas humanas e animais, e de ordem econômica. Como eventos climáticos

extremos, é possível citar fenômenos naturais tais como chuvas intensas, secas

prolongadas, vendavais, furacões, marés meteorológicas e temperaturas mínimas

ou máximas. O interesse na análise em um dos referidos eventos centra-se tanto

na intensidade de sua manifestação quanto na sua duração prolongada. Por apre-

sentarem baixa frequência relativa e elevado impacto, a previsão desses eventos

torna-se difícil.

Uma variável climática de grande interesse na análise de seu comporta-

mento é a precipitação pluviométrica, uma vez que diversas atividades econômi-

cas e processos ambientais são altamente dependentes dessa variável. Elevados

regimes de precipitação podem ocasionar graves efeitos, como enchentes, desliza-

mentos de terras, atrasos em colheitas, entre outros. Por outro lado, o déficit de

precipitação em larga escala, muitas vezes, causam efeitos adversos sobre ativi-

dades como agricultura, silvicultura, produção hidrelétrica, ecossistemas alagados

(manguezais) e a vida selvagem em geral (MARENGO et al., 2010).

A ocorrência de grandes desvios de um estado climático moderado tem

demonstrado a vulnerabilidade do Brasil, principalmente em relação à precipitação

pluviométrica. O baixo índice de chuvas durante o verão e o outono de 2001

culminou com uma redução significativa da vazão dos rios brasileiros, afetando a

produção de energia hidrelétrica. Esse cenário impeliu o governo a tomar medidas

visando à conservação de energia durante os anos de 2001 e 2002, para impedir a
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interrupção total do fornecimento (blackout).

Anomalias no regime de precipitação no sudoeste da amazônia foram pre-

senciadas em 2005, culminando em uma das secas mais severas dos últimos cem

anos na região. A navegação em rios como o Amazonas, o Solimões e o rio Ma-

deira foi prejudicada, afetando a população ribeirinha. Países como o Brasil, a

Bolívia, o Peru e a Colômbia declararam estado de calamidade pública em setem-

bro de 2005. Devido à baixa umidade do ar, estima-se que o número de incêndios

florestais em 2005 foi cerca de 300% maior do que em 2004. Como consequên-

cia, a fumaça originada dos incêndios afetou o tráfego aéreo, escolas e empresas

foram fechadas, e muitas pessoas foram atendidas nos hospitais devido à inalação

da fumaça (MARENGO et al. 2008).

Vários municípios dos estados de Santa Catarina, do Rio de Janeiro e de

Minas Gerais vieram a decretar estado de calamidade devido a fortes chuvas ocor-

ridas nos meses de novembro e dezembro de 2008. Essas chuvas fortes causa-

ram destruição total de muitas casas, deixando milhares de pessoas desabrigadas

e centenas de mortos. Os prejuízos causados por esse evento pluvial extremo no

sul do país, pelas subsequentes enchentes e deslizamentos, foram estimados em

350 milhões de dólares, principalmente pelo fechamento do Porto de Paranaguá

(MARENGO et al., 2010).

As fortes chuvas ocorridas em janeiro de 2011, na região serrana do es-

tado do Rio de Janeiro, ocasionaram inundações e deslizamentos de terra, dei-

xando aproximadamente 14 mil pessoas desabrigadas, além de ocasionar a morte

de pessoas e animais. Os anos de 2014 e 2015 foram marcados pelo baixo re-

gime de chuvas em quase todo país. Nesses dois anos, o verão foi anormalmente

seco e quente. Os níveis dos reservatórios de algumas usinas hidrelétricas atingi-

ram níveis mínimos críticos, sendo necessário, em alguns casos, a utilização do
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chamado “volume morto”, para atender a demanda exigida. Um fato ainda mais

preocupante nesse período foi a carência de água potável para atender o consumo

humano. Em alguns municípios foi necessária a determinação de períodos em que

a população teria acesso à água. O fim da primavera de 2015 e o inicio do verão

de 2016 na região sul do Brasil têm sido marcados por chuvas e enchentes inten-

sas, o que tem gerado prejuízos econômicos. A ocorrência desses eventos atípicos

no sul do Brasil tem sido associado ao fenômeno El Niño, que corresponde a um

superaquecimento das águas do oceano Pacífico.

Diante da necessidade do planejamento e cálculo de riscos de ocorrência

de precipitações máximas raras para, por exemplo, atividades como a agricultura

em Piracicaba-SP, objetivou-se no presente trabalho: i) verificar o ajuste das distri-

buições Generalizada de Pareto e Exponencial aos dados de precipitação máxima

em Piracicaba-SP, nos meses de outubro a março, ii) calcular as precipitações má-

ximas esperadas para os tempos de retorno de 10, 30, 50, 70 e 100 anos nesses

meses, e iii) selecionar para cada mês, a distribuição que forneça resultados de

maior acurácia.

5.2 Material e métodos

5.2.1 Dados

Os dados de precipitação pluviométrica (mm) foram obtidos a partir dos

registros históricos da Estação Convencional do Posto Agrometeorológico da Es-

cola Superior de Agricultura “Luiz de Queiroz” (ESALQ/USP, 2015). Os registros

históricos compreendem o período de 1917 a 2015, totalizando 99 anos de obser-

vações. O clima de Piracicaba, conforme a classificação de Köppen, é do tipo

Cwa: tropical de altitude, com chuvas de verão e seca no inverno, sendo os meses

de junho, julho e agosto mais secos. A temperatura média do mês mais quente
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é superior a 22oC e a do mês mais frio não é inferior a 16oC (GHIBERTO; MO-

RAES, 2011).

O município de Piracicaba situa-se entre as coordenadas geográficas de

22o42’30” de latitude Sul e de 47o38’01” de longitude oeste, com uma altitude

média de 554 metros. A área total do município é de 1378 km2 e a população é

estimada em 364.571 habitantes, sendo que aproximadamente 97% encontram-se

na área urbana (IBGE, 2010).

5.2.2 Composição das amostras de precipitações máximas mensais

A Teoria de Valores Extremos (TVE) constitui-se de duas metodologias

para seleção de valores extremos. Na primeira, um valor extremo, máximo ou mí-

nimo, é definido como a maior ou a menor observação em um determinado bloco.

Em análises de valores extremos é comum considerar como blocos, períodos de

tempo de interesse, como por exemplo, dias, meses ou anos. Nesse caso, de cada

período é extraído o valor máximo (ou mínimo) que constituíra a amostra de va-

lores extremos. Esse método é conhecido como método dos blocos máximos (ou

mínimos). Na segunda abordagem da TVE, uma observação é considerada um

valor extremo máximo (ou mínimo), quando excede um determinado limiar sufici-

entemente alto (ou baixo), conhecido como threshold. Essa técnica de obtenção de

valores extremos é conhecida como método dos picos acima de um limiar (POT,

do inglês Peaks Over Threshold). As observações que excedem um determinado

threshold u são chamadas de excessos ou excedências.

Nas Figuras 4 e 5 são ilustradas essas duas definições de valor extremo.

Na Figura 4, as observações X2, X5, X7 e X11 representam os máximos de quatro

blocos, sendo que cada bloco possui três observações. Na Figura 5, as observações

X1, X2, X5, X7, X8, X9 e X11 excedem o threshold u, e dessa forma, constituem
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o conjunto de valores extremos.

Figura 4 Máximos nos blocos 1, 2, 3 e
4.

Figura 5 Excessos acima de um limiar
u.

No presente trabalho, foi utilizada a metodologia POT para a composição

das amostras de precipitações máximas em Piracicaba-SP, nos meses de outubro

a março. Esses meses foram escolhidos em função de apresentarem as maiores

precipitações ao longo do ano na região de estudo. A forma como cada conjunto de

precipitações máximas mensais foi constituído é abordada a seguir, após algumas

considerações acerca da escolha do threshold u.

5.2.3 A escolha do limiar

Conforme Coles (2001, p. 79), a escolha de um limiar suficientemente

alto nem sempre é tão simples. A escolha de um threshold u está sujeita ao que

é denominado trade-off entre variância e viés. Um threshold baixo implica um

maior número de observações. Neste caso, são introduzidas no conjunto de dados

algumas observações do centro da distribuição. Como consequência do maior nú-

mero de observações, os estimadores possuirão menor variância, porém com maior

viés. Por outro lado, a escolha de um threshold alto reduz o viés dos estimadores,

porém os tornam mais imprecisos (maior variância), devido à utilização de uma

menor quantidade de observações para sua estimação.



156

Para seleção do limiar em cada um dos meses do estudo foi utilizado o

método proposto por Davison e Smith (1990), que consiste na escolha de um limiar

por meio da análise do gráfico da média dos excessos. Para a determinação visual

do valor de u, foi utilizado o gráfico de vida média residual, que é construído da

seguinte forma:

{(
u,

1

nu

nu∑
i=1

(
x(i) − u

))
: u < xmax

}
,

em que (x1, . . . , xnu) são as nu observações que excedem u.

Conforme Mendes (2004, p. 87), deve-se procurar aquele(s) valor(es) de u

de tal maneira que acima dele a função média dos excessos se torne mais ou menos

linear. Em adição a esse primeiro critério, um segundo procedimento a ser adotado

para a seleção de um limiar é verificar se as pressuposições de independência das

observações e de ajuste do modelo aos dados são satisfeitas. Em alguns casos, um

valor candidato a threshold pode fornecer um conjunto de observações extremas

que não satisfaz uma dessas pressuposições de análise. Na Figura 6 é apresentado

o gráfico da média dos excessos considerando a variável climática precipitação

máxima.

Pode-se verificar na Figura 6 que as médias dos excessos apresentam de-

crescimento até o nível pluviométrico de 45mm. A mudança na inclinação e a

linearidade entre 45mm e 57mm indicam um conjunto de possíveis valores can-

didatos a threshold. Como mencionado anteriormente, após escolher-se um valor

como threshold, deve-se verificar se o conjunto de valores extremos selecionados

a partir desse valor satisfaz as pressuposições de análise. O comportamento irregu-

lar após o nível pluviométrico de 57mm deve-se ao pequeno número de excessos

acima desse nível.
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Figura 6 Gráfico da média dos excessos.

Após essas considerações acerca da escolha do threshold, pode-se proce-

der aos detalhes sobre a composição do conjunto de precipitações máximas para

cada um dos meses do estudo. Para exemplificar, será utilizado o mês de janeiro,

sendo análoga à descrição para os demais meses. Para utilizar a metodologia POT,

o procedimento inicial foi formar o vetor com nk observações {xi}nki para o mês

de janeiro. Uma vez que o mês de janeiro possui 31 dias e o período de estudo é de

1917 a 2015, as quantidades n e k representam respectivamente a quantidade de

precipitações diárias observadas desses mês (n = 31) e a quantidade de anos utili-

zados no estudo. O segundo procedimento foi selecionar o threshold u, com base

no gráfico da média dos excessos. Assim, a amostra de precipitações máximas do

mês de janeiro foi constituída, pela seleção dos nu excessos acima do limiar u.

Os procedimentos descritos para a composição do conjunto de precipita-
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ções máximas em janeiro foi aplicado de forma análoga nos demais meses. Logo,

foram selecionados ao todo seis thresholds. A quantidade de anos com registros

de precipitação diária variou entre os meses de outubro a março, devido à indispo-

nibilidade de observações em alguns anos do estudo.

5.2.4 Análise exploratória dos dados

A análise exploratória dos dados baseou-se na estimação das medidas de

tendência central (média e mediana), nas medidas de dispersão (variância, des-

vio padrão e coeficiente de variação (CV)) e nos coeficientes de assimetria e de

curtose.

5.2.5 Teste de independência de Ljung-Box

A independência entre as observações em cada mês foi avaliada utilizando-

se o teste proposto por Ljung e Box (1978). Conforme Ljung e Box (1978), o teste

de Ljung-Box, também conhecido como teste de Portmanteau, é um teste que ve-

rifica se alguns grupos de autocorrelação de uma série temporal são diferentes de

zero. Esse teste verifica a aleatoriedade total baseando-se no número de desvios,

ao invés de testar a aleatoriedade de cada desvio distinto. Se representarmos o co-

eficiente de autocorrelação por r, temos que o par de hipóteses desse teste consiste

em:  H0 : r1 = r2 = ... = rk = 0

H1 : pelo menos um rk não é nulo.

A estatística do teste de Ljung-Box é dada por:

Q = n (n+ 2)
S∑
k=1

r2
k

(n− k)
, (5.1)
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em que n é o número de observações, S é o número de coeficientes para se testar a

autocorrelação e rk é o coeficiente de autocorrelação para o desvio k.

A estatística em (5.1) distribuí-se como uma χ2
(S) com S graus de liber-

dade. Escolhendo um nível de significância α, rejeita-se a hipótese H0 de que

todos os coeficientes de autocorrelação são iguais a zero se Q for superior ao valor

crítico χ2
α,S de uma distribuição Qui-Quadrado.

5.2.6 Distribuição Generalizada de Pareto (GP)

Seja (X1, . . . , Xn) uma amostra iid de uma variável aleatória X, que pos-

sui fda FX . Para um determinado threshold u, um conjunto de nu excedências

será obtido a partir da amostra original. A nova amostra será construída através da

transformação:

Y = X − u |X > u .

Se xmax é a maior das observações de (X1, . . . , Xn), a fda dos excessos

acima do nível u é caracterizada por:

H (y) = P (X − u ≤ y |X > u) =
P (u < X ≤ y + u)

P (X > u)
=
FX (y + u)− FX (u)

1− FX (u)
,

em que y > 0 e u < xmax, sendo H chamada de fda dos excessos.

Balkema e de Haan (1974) e Pickands (1975) demonstraram que a distri-

buição assintótica dos valores de uma variável aleatória que excedem um limiar

pode ser aproximada por meio da distribuição Generalizada de Pareto (GP, do in-

glês Generalized Pareto). A fda da GP é dada por:
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H (y;σu, ξ) =


1−

(
1 + ξ y

σu

)− 1
ξ
, para y ≥ 0 e ξ > 0,

1− exp
(
− y
σu

)
, para y ≥ 0 e ξ → 0,

1−
(

1 + ξ y
σu

)− 1
ξ
, para 0 ≤ y ≤ −σu

ξ e ξ < 0,

Em termos de X, a fda da GP pode ser reescrita como:

H (x;u, σu, ξ) =


1−

(
1 + ξ x−uσu

)− 1
ξ
, para x ≥ u e ξ > 0,

1− exp
(
−x−u

σu

)
, para x ≥ u e ξ → 0,

1−
(

1 + ξ x−uσu

)− 1
ξ
, para u ≤ x ≤ u− σu

ξ e ξ < 0,

em que u, σu e ξ denotam respectivamente os parâmetros de locação, escala e

forma, com −∞ < u < ∞, σu > 0 e ξ ∈ R − {0}. Para ξ → 0, ξ > 0 e ξ < 0,

a fda da GP reduz-se à classe de distribuições do tipo I ou Exponencial, do tipo II

ou Pareto ou do Tipo III ou Beta, respectivamente.

Na Figura 7 são apresentados os três casos da distribuição GP, com des-

taque ao caso em que ξ → 0 (Exponencial). Nessa figura pode-se observar que o

comportamento das caudas é influenciado pelo parâmetro ξ. Esse parâmetro está

relacionado com o peso da cauda da distribuição, e por essa razão, também é de-

nominado índice de cauda. Quando ξ < 0, as distribuições se caracterizam por

terem caudas leves e com suporte superior finito. Quando ξ > 0, as distribuições

apresentam cauda pesada, possuindo limite superior do suporte infinito. A família

Exponencial (ξ → 0) corresponde ao caso intermediário, isto é, essa família possui

caudas mais leves quando comparada com a família Pareto (ξ > 0), mas possui

caudas mais pesadas em relação a família Beta (ξ < 0) (Figura 7). Essas consi-
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derações acerca do parâmetro de forma ξ resultam em diferentes aplicações das

três famílias de distribuições de valores extremos, em função de seus diferentes

comportamentos na direção do extremo.

0 50 100 150

0.000

0.005

0.010

0.015

0.020

0.025

0.030

0.035

x

D
en

si
da

de
s

Exponcencial
Beta
Pareto

Figura 7 Função densidade de probabilidade da distribuição Generalizada de Pa-
reto para ξ = −0, 4 (Beta), ξ = 0, 4 (Pareto) e ξ → 0 (Exponencial),
com u = 0 e σu = 30.

5.2.7 Estimação dos parâmetros

Os parâmetros das distribuição GP e Exponencial foram estimados utilizando-

se método da máxima verossimilhança. Se (x1, . . . , xnu) são os nu excessos em

relação a um threshold u, para ξ 6= 0, a log-verossimilhança é dada por:
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l (u, σu, ξ |x) = −nu log σu −
(

1 +
1

ξ

) nu∑
i=1

log

(
1 + ξ

xi − u
σu

)
,

em que
(

1 + ξ xi−uσu

)
> 0, para i = 1, . . . , nu. Caso contrário, l (u, σu, ξ |x) =

−∞. Para o caso em que ξ → 0 (Exponencial), a função log-verossimilhança é

dada por:

l (u, σu |x) = −nu log σu −
nu∑
i=1

(
xi − u
σu

)
.

Para a obtenção das estimativas dos parâmetros, a maximização analítica

da função de log-verossimilhança não é possível, o que exige a utilização de mé-

todos numéricos (COLES, 2001, p. 80-81). Em particular, a fim de comparação,

também será considerado o estimador MRE de locação-escala obtido na subeção

2.6, para a estimação dos parâmetros de locação e de escala da distribuição Expo-

nencial. Esses estimadores são novamente apresentados:

û = X(1) −
1

n2
u

nu∑
i=2

(
X(i) −X(1)

)
.

σ̂u =
1

nu

nu∑
i=2

(
X(i) −X(1)

)
.

Para distinguir a distribuição Exponencial ajustada com estimativas obti-

das via método da máxima verossimilhança e com estimativas equivariantes, será

adotada a notação ExponencialMV e ExponencialE , respectivamente.
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5.2.8 Teste de aderência de Kolmogorov-Smirnov

O ajuste das distribuições aos dados em cada mês foi avaliado utilizando-

se o teste de Kolmogorov-Smirnov (KS). O teste de KS é um teste de aderência

não paramétrico. A estatística desse teste, denotada por D, é usada para testar se

uma amostra aleatória originou-se de uma população com uma função distribui-

ção especificada. A estatística D baseia-se na diferença máxima das funções de

probabilidades acumuladas, empírica e teórica (SIEGEL; CASTELLAN JÚNIOR,

2006).

Inicialmente, na hipótese nula é especificada alguma fda FX(x), sob a

qual reside a hipótese de ter originado o conjunto de observações amostrais. O

teste de KS adapta a fda hipotética FX (x) à fda empírica Sn (x), determinando se

a diferença máxima entre essas funções é significativa. Nesse sentido, uma amos-

tra (x1, . . . , xn) é retirada de uma população, que não é conhecida. O confronto

entre Sn (x) e FX (x) é estabelecido para verificar se é razoável estudar os dados

amostrais utilizando FX (x), admitida como a verdadeira fda da amostra casuali-

zada.

Para a realização do teste de KS seguem-se os seguintes passos:

(i) Colocar as observações em ordem ascendente.

(ii) Calcular as frequências acumuladas em cada classe e estimar os parâmetros

de FX (x).

(iii) Obter as probabilidade acumuladas da distribuição teórica FX
(
x(i)

)
e da dis-

tribuição empírica Sn
(
x(i)

)
em cada classe. Considerando a fda empírica

Sn (x), para uma determinada classe de frequência, Sn (x) = fa/(n+ 1),

em que fa é a frequência acumulada da classe.

(iv) Calcular a estatística D, que é dada por:
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D = max
∣∣FX (x(i)

)
− Sn (x)

∣∣ .
(v) A hipótese H0, de que os dados provêm de uma população com distribuição

teórica FX (x), é testada pela comparação de D com o quantil superior da

distribuição da estatística de D unilateral ou pela comparação do valor p

com o nível de significância adotado (α). Se ao nível de significância α

estabelecido, o valor observado de D > Dn,α, rejeita-se H0. A hipótese

nula também é rejeitada quando o valor p é inferior ao nível de significância

α.

5.2.9 Teste da razão de verossimilhanças

Uma das dificuldades iniciais para a aplicação das três formas assintóticas

de valores extremos é escolher, dentre as três famílias possíveis, a mais adequada

para descrever um determinado conjunto de dados. A distribuição Exponencial é

uma opção atrativa, por ser um modelo mais simples e por possuir índice de cauda

nulo (ξ = 0). Essa distribuição corresponde a um modelo de transição entre a

família de distribuições com ξ < 0, que possui limite superior do suporte finito, e

a família de distribuições com ξ > 0, que possui limite superior de suporte infinito.

Por essas razões, é interessante considerar a hipótese do modelo para os dados ser

Exponencial contra a hipótese alternativa de não ser, o que pode ser expresso pelo

seguinte par de hipóteses:

 H0 : ξ = 0

H1 : ξ 6= 0
. (5.2)

Para testar as hipóteses definidas em (5.2), o teste da razão de verossimi-

lhanças (TRV) pode ser aplicado. SeM0 eM1 são dois modelos encaixados ou
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aninhados (M0 ⊂M1), a estatística do TRV é dada pela deviance, que é definida

como:

D = 2 {l1 (M1)− l0 (M0)} , (5.3)

em que l0 (M0) e l1 (M1) são os valores do logaritmo da função de verossimi-

lhança deM0 eM1, respectivamente. A estatísticaD tem distribuição assintótica

χ2
(1) com um grau de liberdade.

Neste trabalho, o TRV foi utilizado para avaliar se cada conjunto de obser-

vações mensais poderia ser descrito pelo modelo mais simples (ExponencialMV ),

em detrimento do modelo mais geral (GP). Suponha que (x1, . . . , xnu) sejam os

nu excessos para um threshold u. Se l1 (u, σu, ξ |x) e l0 (u, σu |x) são respec-

tivamente os logaritmos das funções de verossimilhança das distribuições GP e

ExponencialMV , a estatística do TRV pode ser expressa como:

D = 2
{
l1

(
û, σ̂u, ξ̂ |x

)
− l0 (û, σ̂u |x)

}
,

Para testar a hipótese H0 : ξ = 0 contra H1 : ξ 6= 0, compara-se o valor

da estatística D, calculada a partir de cada amostra mensal, com o quantil superior

da distribuição χ2
(1) ao nível de significância α. Se D ≥ χ2

α,1, a hipótese H0 é

rejeitada.

5.2.10 Níveis de retorno

Seja (x1, . . . , xnu) um conjunto de observações máximas. A probabili-

dade que ocorra um evento extremo superior a x é calculada pelo complementar

da fda. Considerando inicialmente a distribuição GP, segue que:
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P [X > x |X > u ] = 1−

[
1−

[
1 + ξ

(
x− u
σu

)]− 1
ξ

]
=

[
1 + ξ

(
x− u
σu

)]− 1
ξ

.

Disso segue que:

P [X > x] = ςu

[
1 + ξ

(
x− u
σu

)]− 1
ξ

,

em que ςu = P [X > u].

Conforme Coles (2001, p. 81), um nível xm, que é excedido em média

uma vez a cada m observações, é a solução de:

ςu

[
1 + ξ

(
xm − u
σu

)]− 1
ξ

=
1

m
.

Reorganizando, resulta que:

xm = u+
σu
ξ

[
(mςu)ξ − 1

]
,

provando que m é suficientemente grande para assegurar que xm > u.

A probabilidade que ocorra um evento extremo superior a x também pode

ser calculado pelo complementar da fda da distribuição Exponencial (ξ → 0), que

é dado por:

P [X > x |X > u ] = 1−
[
1− exp

(
−x− u

σu

)]
= exp

(
−x− u

σu

)
.

Utilizando o mesmo raciocínio que foi realizado para a distribuição GP,

tem-se que a função de quantis da distribuição Exponencial é dada por:
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xm = u+ σu log (mςu) ,

novamente para m suficientemente grande.

Por construção, xm é o nível de retorno da m-observação. Para apresen-

tação das informações, é mais conveniente fornecer os níveis de retorno em uma

escala anual. Desse modo, um nível de retorno anual zT é o nível esperado para

ser excedido uma vez a cada T anos (em média). Se existem ny observações por

ano, isso corresponde ao nível de retorno da m-observação, sendo m = T × ny.

Consequentemente, conhecidas as estimativas dos parâmetros, os níveis de

retorno máximos para uma variável X, em um tempo médio T (em anos), podem

ser calculados pelas distribuições GP e exponencial respectivamente por:

zT = û+
σ̂u

ξ̂

[
(Tny ς̂u)ξ̂ − 1

]
.

zT = û+ σ̂u log (Tny ς̂u) .

Pode-se verificar que também é necessária a estimação de ςu. Como ςu é

a probabilidade de uma observação exceder o threshold u, um estimador natural é

a proporção de pontos que excedem u, dada por:

ς̂u =
nu
n
,

em que n é o tamanho da amostra original.
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5.2.11 Seleção da distribuição com resultados mais acurados

Para analisar a distribuição que fornece precipitações máximas esperadas

mais acuradas em cada mês, adotou-se o critério do menor erro quadrático médio

(EQM), que é dado por:

EQM =

n∑
i=1

(
P̂ ei − Poi

)2

n
, (5.4)

em que P̂ ei é a precipitação máxima esperada no i-ésimo tempo de retorno, Poi

é a maior precipitação máxima observada no intervalo de tempo (t ; t+T), sendo

T o tempo de retorno (em anos) e n o número de valores de precipitação máxima

comparados.

Para o cálculo do EQM, as observações de precipitação máxima em cada

mês foram divididas em dois conjuntos. O primeiro de 1917-1986 foi utilizado

para estimar os parâmetros e calcular as precipitações máximas prováveis para os

tempos de retorno de 5, 10, 15, 20 e 25 anos. Do segundo conjunto, de 1987-2011,

extraiu-se a maior precipitação máxima observada para os seguintes intervalos de

tempo: 5 anos (1987 ; 1991), 10 anos (1987 ; 1996), 15 anos (1987 ; 2001), 20

anos (1987 ; 2006) e 25 anos (1987 ; 2011), para cada mês.

5.2.12 Recursos computacionais

Todas as análises estatísticas foram realizadas no software R Core Team

(2015). Os pacotes evd (STEPHENSON, 2002) e fBasics (WUERTZ; SETZ;

CHALABI, 2014) da biblioteca do R foram utilizados para o estudo dos dados.

Em particular, o pacote evd foi utilizado para a análise dos dados, por possuir

funções específicas na análise de valores extremos.
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5.3 Resultados e discussão

Na Tabela 1 são apresentadas algumas estatísticas descritivas dos dados

de precipitação máxima (mm) dos meses de outubro a março em Piracicaba-SP,

relativos ao período de 1917 a 2015. Pode-se observar que o valor do CV nos

períodos mensais analisados variou de 17,38 a 24,58. Desse modo, a variabilidade

dos dados pode ser classificada como média (12%<CV<60%), conforme a classi-

ficação dos limites do CV proposta por Warrick e Nielsen (1980). Pode-se verificar

também que, em média, a precipitação máxima em Piracicaba-SP nos meses es-

tudados variou de 48,89mm (outubro) a 71,24mm (dezembro). Nota-se também

que as medianas dos dados em todos os meses são inferiores às médias amostrais

observadas, o que sugere que as distribuições empíricas mensais são assimétricas

à direita. Esse fato é reforçado com base nos valores positivos do coeficiente de

assimetria. O grau de achatamento das distribuições empíricas, em todos os meses,

foi classificada como platicúrtica, conforme os resultado do coeficiente de curtose

(< 3).

Tabela 1 Estatísticas descritivas dos dados de precipitação máxima mensal (mm)
em Piracicaba-SP, no período de 1917 a 2015.

Mês Mediana Média Variância
Desvio

Coef. Coef. Coef.
de variação de de

Padrão (%) assimetria curtose
Janeiro 65,00 69,53 146,10 12,09 17,38 1,25 0,46

Fevereiro 64,55 71,18 306,12 17,50 24,58 1,07 0,08
Março 55,40 58,64 175,54 13,24 22,59 1,50 2,77

Outubro 46,80 48,89 80,77 8,99 18,38 1,04 0,34
Novembro 61,50 67,79 211,98 14,56 21,47 1,03 < 0,01
Dezembro 66,45 71,24 178,14 13,35 18,73 1,48 1,64
Coef.: Coeficiente

Na Tabela 2 são apresentados os thresholds escolhidos e as estimativas dos
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parâmetros das distribuições GP e ExponencialMV , obtidas utilizando-se o método

da máxima verossimilhança. Analisando-se as estimativas do parâmetro de forma

da distribuição GP, observa-se que suas estimativas pontuais são todas inferiores

a zero, o que corresponde à distribuição Beta. Por possuir cauda superior com

limite finito (Figura 7), essa distribuição é apropriada para modelar fenômenos

ambientais, como precipitação pluviométrica máxima. Ainda na Tabela 2, pode-se

verificar que o tamanho das amostras variou de 18 a 53 observações.

Tabela 2 Thresholds escolhidos e estimativas dos parâmetros das distribuições
Generalizada de Pareto (GP) e ExponencialMV , obtidas via método da
máxima verossimilhança.

Mês Threshold (û) n
GP ExponencialMV

σ̂u ξ̂ σ̂u
Janeiro 57,00 34 13,62 -0,08 12,53

Fevereiro 53,00 36 20,17 -0,11 18,18
Março 43,00 53 18,18 -0,16 15,64

Outubro 39,00 36 11,83 -0,19 9,87
Novembro 52,00 18 18,86 -0,19 15,79
Dezembro 57,00 40 15,62 -0,10 14,24

Pela análise dos resultados do teste de Ljung-Box (Tabela 3), pode-se ve-

rificar que as observações em todos os meses estudados são independentes (valor p

> 0,05). Sartori et al. (2010) não obtiveram resultados semelhantes no município

de Botucatu-SP. Ao analisar séries históricas da Fazenda Lageado da UNESP de

Botucatu-SP (1988-2007), referentes à precipitação pluviométrica, umidade rela-

tiva do ar e temperatura do ar, os autores verificaram que as observações das três

variáveis climáticas estudadas apresentaram forte dependência temporal.

Os resultados do teste de KS (Tabela 3) indicam, para todos os meses

sob estudo, que as distribuições GP e ExponencialMV ajustaram-se aos dados

(valor p > 0, 05). Como a distribuição Exponencial é um caso especial da dis-
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Tabela 3 Resultados dos testes (valor p) de independência (Ljung-Box), de ade-
rência (Kolmogorov-Smirnov ) e do teste da razão de verossimilhanças
(TRV), referentes ao ajuste das distribuições Generalizada de Pareto
(GP) e ExponencialMV aos dados de precipitação máxima mensal em
Piracicaba-SP.

Mês Ljung-Box
Kolmogorov-Smirnov

TRV
GP ExponencialMV

Janeiro 0,3510 0,5303 0,6426 0,7017
Fevereiro 0,1101 0,4109 0,5373 0,6516

Março 0,6397 0,6383 0,6233 0,2154
Outubro 0,1607 0,3899 0,5436 0,3858

Novembro 0,1485 0,5271 0,7249 0,5417
Dezembro 0,8874 0,5617 0,7071 0,5852

tribuição GP (modelos aninhados), verificou-se também o ajuste da distribuição

ExponencialMV comparando-a com o modelo mais completo (GP), utilizando-se

o TRV. Em todos os meses não houve evidências estatísticas para a rejeição da hi-

póteseH0 : ξ = 0 (valor p> 0, 05). Neste caso, a distribuição ExponencialMV é o

modelo mais adequado para modelar os dados de precipitação máxima considera-

dos. Como a distribuição ExponencialMV mostrou-se mais adequada, procedeu-se

também ao ajuste da distribuição ExponencialE .

Na Tabela 4 estão apresentadas as estimavas equivariantes dos parâmetros

de locação e de escala da distribuição ExponencialE e os resultados do teste de KS,

referentes ao seu ajuste aos dados de precipitação máxima. Conforme os resulta-

dos do teste de KS, a distribuição ExponencialE ajustou-se aos dados em todos os

períodos mensais considerados (valor p > 0,05). No município de Piracicaba-SP,

verificou-se uma certa carência de estudos de valores extremos utilizando-se a me-

todologia POT e as distribuições que originam-se dessa metodologia. Os estudos

observados na literatura utilizam principalmente as distribuições de valores extre-

mos que originam-se do método dos blocos máximos, como as distribuições Gum-
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bel e Generalizada de Valores Extremos (BAUTISTA; ZOCCHI; ANGELOCCI,

2004; SANSIGOLO, 2008).

Tabela 4 Estimativas equivariantes dos parâmetros da distribuição ExponencialE
e resultados do teste Kolmogorov-Smirnov (valor p) referentes ao seu
ajuste aos dados de precipitação máxima mensal em Piracicaba-SP.

Mês
Estimativas

Kolmogorov-Smirnov
û σ̂u

Janeiro 56,94 12,23 0,7170
Fevereiro 52,70 17,98 0,6448

Março 43,11 15,24 0,6769
Outubro 38,93 9,69 0,6085

Novembro 51,55 15,39 0,8416
Dezembro 56,85 14,05 0,7763

Na Tabela 5 estão apresentadas as precipitações máximas (mm) esperadas

em Piracicaba-SP para os tempos de retorno de 10, 30, 50, 70 e 100 anos, nos me-

ses de outubro a março, obtidas via distribuições ExponencialMV e ExponencialE .

Uma interpretação dessas informações pode ser feita do seguinte modo: esco-

lhendo o mês de março e o tempo de retorno de 30 anos, conforme o resultado

obtido utilizando-se a distribuição ExponencialMV , espera-se que em um tempo

médio de 30 anos, que em pelo menos um dia desse mês ocorra uma precipitação

máxima igual ou superior a 96,19mm.

Pode-se verificar também que as maiores precipitações máximas mensais

são esperadas no mês de fevereiro, em todos os tempos de retorno (Tabela 5).

Os resultados obtidos por Sansigolo (2008) corroboram com os resultados obtidos

pelas distribuições ExponencialMV e ExponencialE no mês de fevereiro. Ao uti-

lizar a distribuição Gumbel na modelagem das precipitações máximas anuais de

Piracicaba-SP, no período de 1917 a 2004, Sansigolo (2008) verificou, para os tem-

pos de retorno de 50 e 100 anos, que são esperadas ocorrências de precipitações
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Tabela 5 Precipitações máximas (mm) esperadas em Piracicaba-SP para os tem-
pos de retorno de 10, 30, 50, 70 e 100 anos, nos meses de outubro a
março, obtidas via distribuições ExponencialMV e ExponencialE .

Mês Distribuição
Tempos de retorno

10 30 50 70 100

Janeiro
ExponencialMV 85,86 99,63 106,03 110,24 114,71
ExponencialE 85,11 98,54 104,79 108,91 113,27

Fevereiro
ExponencialMV 94,86 114,84 124,12 130,24 136,72
ExponencialE 94,10 113,86 123,04 129,09 135,50

Março
ExponencialMV 79,01 96,19 104,18 109,44 115,02
ExponencialE 78,20 94,95 102,73 107,86 113,29

Outubro
ExponencialMV 61,76 72,62 77,67 81,00 84,53
ExponencialE 61,23 71,88 76,82 80,08 83,54

Novembro
ExponencialMV 88,36 105,70 113,77 119,08 124,71
ExponencialE 86,98 103,89 111,75 116,92 122,41

Dezembro
ExponencialMV 89,80 105,45 112,73 117,52 122,60
ExponencialE 89,19 104,62 111,79 116,52 121,53

máximas iguais ou superiores a 119± 9mm e 129± 10mm, respectivamente.

Pode-se observar que já a partir do tempo de retorno de 10 anos é esperada

a ocorrência de precipitações superiores a 85mm nos meses de janeiro, fevereiro,

novembro e dezembro. A ocorrência de precipitações pluviométricas dessa mag-

nitude em um curto período de tempo podem ocasionar enchentes e inundações

em Piracicaba-SP. A ocorrência desses fenômenos pode ser associada também a

fatores relacionados à intervenção humana sobre o meio ambiente, como desmata-

mentos de encostas, ocupação de planícies de inundação, ao assoreamento dos rios

e a impermeabilização urbana (MARCELINHO, 2008). Uma vez que não é pos-

sível evitar a ocorrência de eventos extremos de precipitação, a tomada de ações

de correção e de prevenção, por órgãos responsáveis de Piracicaba-SP, podem mi-

nimizar os eventuais danos e prejuízos que venham a ser causados por inundações

na área urbana desse município.
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Na Tabela 6 são apresentados os resultados dos EQM’s mensais para as

distribuições ExponencialMV e ExponencialE . Primeiramente, foi necessário ve-

rificar se as observações mensais do período utilizado para estimação dos parâ-

metros e cálculo das precipitações máximas esperadas (1917-1986) satisfazem as

pressuposições de análise. Pode-se observar que a pressuposição de independên-

cia das observações em cada mês foi satisfeita, conforme os resultados do teste de

Ljung-Box (valor p > 0,05). Além disso, os resultados do teste de KS (valor p >

0,05) indicaram que as distribuições ExponencialMV e ExponencialE ajustaram-se

aos dados em todos os meses. Como as pressuposições de independência e ajuste

das distribuições foi satisfeita, pode-se proceder ao cálculo dos EQM’s mensais.

Tabela 6 Erros quadráticos médios (EQM’s) mensais referentes aos níveis máxi-
mos esperados de precipitação em Piracicaba-SP, obtidos via distribui-
ções ExponencialMV (ExpMV ) e ExponencialE (ExpE).

Mês Ljung-Box
Kolmogorov-Smirnov EQM
ExpMV ExpE ExpMV ExpE

Janeiro 0,2575 0,6128 0,7253 356,71 391,52
Fevereiro 0,9667 0,8612 0,9003 26,86 35,19

Março 0,6057 0,5126 0,5474 222,24 239,23
Outubro 0,6064 0,6533 0,7308 110,08 117,16

Novembro 0,1863 0,7016 0,5260 428,97 260,68
Dezembro 0,7492 0,6751 0,7860 572,36 535,61

Pode-se observar que a distribuição ExponencialMV forneceu menores

EQM’s nos meses de janeiro, fevereiro, março e outubro, quando comparada à

distribuição ExponencialE . Em termos práticos, esses resultados indicam que a

distribuição ExponencialMV possui maior acurácia na modelagem dos níveis má-

ximo de precipitação nesses meses. Nesses meses, as estimativas obtidas via esti-

madores de máxima verossimilhança para os parâmetros da distribuição Exponen-

cial são preferidos em relação às estimativas obtidas via estimadores equivariantes.
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Nos demais meses (novembro e dezembro), o melhor desempenho foi alcançado

pela distribuição ExponencialE , sendo análoga a interpretação dos resultados à

descrição realizada para a distribuição ExponencialMV , isto é, nesses meses os

estimadores equivariantes são preferidos para o ajuste da distribuição Exponencial

em detrimento dos estimadores de máxima verossimilhança.

Mesmo não apresentando melhor desempenho em quatro meses estuda-

dos, um fato importante é que os estimadores equivariantes dos parâmetros da

distribuição Exponencial fornecem mais uma opção para a modelagem de dados

utilizando essa distribuição. Outros cenários de análise podem ser propostos para

a distribuição Exponencial com estimadores equivariantes, envolvendo aplicações

com outras variáveis. Além disso, outros critérios de avaliação dos estimadores

podem ser adotados, em detrimento da utilização do EQM.

5.4 Conclusões

(i) Em todos os períodos mensais analisados verificou-se o ajuste das distribuições

GP, ExponencialMV e ExponencialE aos dados.

(ii) A distribuição ExponencialMV mostrou-se mais adequada para modelar os

dados em todos os períodos mensais, quando comparada à distribuição GP.

(iii) Os maiores níveis de precipitação máxima em Piracicaba-SP são esperados

para o mês de fevereiro.

(iv) A distribuição Exponencial ajustada com estimativas de máxima verossimi-

lhança apresentou maior acurácia nos meses de janeiro, fevereiro, março

e outubro, enquanto a distribuição Exponencial ajustada com estimativas

equivariantes apresentou melhor desempenho nos meses de novembro e de-

zembro.



176

6 CONSIDERAÇÕES FINAIS

Uma das justificativas para a abordagem do tema estimação equivariante

neste trabalho foi a carência observada na literatura em português referente a estu-

dos tratando desse importante tema da inferência estatística clássica. Esse assunto

já vem sendo discutido há um longo período na literatura em geral. A teoria da

estimação equivariante, para parâmetros de locação e de escala, iniciou-se com o

trabalho de Edwin James George Pitman em 1939 e, a partir da década de 1950,

uma discussão mais geral sobre esse assunto passou a receber contribuições de vá-

rios autores. Devido à carência de trabalhos sobre o assunto na literatura estatística

brasileira, objetivou-se neste trabalho estudar aspectos da simetria no processo de

estimação, considerando as ações de um grupo sobre o espaço paramétrico, o es-

paço amostral e o espaço das estimativas. Como a proposta inicial era oferecer um

material que fosse o mais completo possível, a fundamentação teórica necessária

para a determinação das fórmulas explícitas dos estimadores de Pitman, que são

os estimadores com menor risco uniforme na classe dos estimadores equivariantes

por locação e por escala, foi feita de forma mais detalhada possível. Além disso,

para o enriquecimento do material foram apresentados exemplos de estimadores

de Pitman para parâmetros de locação e de escala de algumas funções densidades

muito conhecidas e utilizadas na literatura estatística. Espera-se que este estudo

possa servir como uma referência a todos aqueles que se interessarem pela teoria

da estimação equivariante.

As próximas etapas neste trabalho de pesquisa serão:

(i) Estudar as propriedades de admissibilidade e minimaximalidade dos estimado-

res de Pitman.

(ii) Estender a teoria da estimação equivariante para o contexto da inferência baye-
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siana, pela definição de prioris invariantes.
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7 APÊNDICE

Os conceitos e resultados deste Apêndice também podem ser encontrados

em Mood, Graybill e Boes (1974), Alencar Filho (1985), Casella e Berger (2002)

e Martin (2010). Neste caso, as citações dessas referências serão usualmente omi-

tidas.

A - NOÇÕES GERAIS SOBRE GRUPOS

Definição (Grupo): Um conjunto não vazio G munido de uma operação binária

“·” é um grupo se essa operação satisfaz as seguintes propriedades:

(i) Associatividade: (a · b) · c = a · (b · c), quaisquer que sejam a, b, c ∈ G;

(ii) Existência de elemento neutro: existe um elemento e ∈ G tal que a · e =

e · a = a, qualquer que seja a ∈ G;

(iii) Existência de simétricos: para todo a ∈ G existe um elemento a
′ ∈ G tal

que a · a′ = a
′ · a = e.

Além disso, se G é um grupo e a operação “·” é comutativa, ou seja, a ·b =

b·a para quaisquer a, b ∈ G, o grupo é denominado grupo comutativo ou abeliano,

nome em referência ao matemático norueguês do século XIX Niel Henrik Abel.

Grupos de permutação e o grupo simétrico Sn

Na teoria dos grupos chama-se permutação a bijeção de um conjunto nele

mesmo. Se A é um conjunto não vazio, pode-se denotar por S (A) o conjunto das

permutações do conjunto A. Nesse contexto, a composição de aplicações é uma

operação sobre S (A). De fato, se f e g são permutações em A, isto é, f : A→ A

e g : A → A são bijeções, então a composição g ◦ f : A → A também é uma

bijeção.



183

Teorema: O conjunto de todas as permutações de um conjunto A, S (A), munido

da operação composição de funções (◦) é um grupo.

Prova:

Sejam f : A → A, g : A → A e h : A → A três permutações quaisquer

de A. É possível verificar que:

(i) Associatividade:

f ◦ (g ◦ h) (x) = f [(g ◦ h) (x)]

= f [g (h(x))]

= [(f ◦ g) (h(x))]

= (f ◦ g) ◦ h (x) .

(ii) Existência de elemento neutro: Dado que A 6= ∅, chama-se aplicação idên-

tica de A a aplicação iA : A → A, dada pela lei de formação iA (x) = x,

para todo x ∈ A. Temos dessa forma que iA : A → A é a permutação

idêntica de A. De fato,

(iA ◦ f) (x) = iA (f (x)) = f (x) ,

e, da mesma forma,

(f ◦ iA) (x) = f (iA (x)) = f (x) .

(iii) Existência de simétricos: Se f é uma permutação de A, então o mesmo

acontece com f−1 (aplicação inversa de f ), que também é uma bijeção,
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sendo f−1 o elemento inverso de f para a composição de aplicações, pois

f ◦ f−1 = f−1 ◦ f = iA. De fato, como f : A → A é bijetora, decorre

também que f−1 é uma aplicação de A em A. Além disso, são válidas as

igualdades f (x) = y e f−1 (y) = x. Consequentemente,

f
(
f−1(y)

)
= y e f−1 (f(x)) = x,

isto é,

(
f ◦ f−1

)
(y) = y e

(
f−1 ◦ f

)
(x) = x.

Disso decorre que f ◦ f−1 = iA e f−1 ◦ f = iA. Portanto, (S (A) , ◦) é um

grupo.

Um importante grupo de permutações é aquele em queA = {1, 2, . . . , n},

com n ≥ 1. Para esse caso, usa-se a notação Sn, em vez da notação genérica

(S (A)), para indicar o conjunto das permutações sobre A. O grupo (Sn, ◦) tem

um nome especial: grupo simétrico de grau n. Utilizando-se análise combinatória,

pode-se verificar que esse grupo possui ordem n!, ou seja, n! é o número de per-

mutações que podem ser construídas com n elementos. Essas permutações podem

ser colocadas em correspondência biunívoca com os elementos de Sn.

Se A = {1, 2, . . . , n}, uma permutação f de A pode ser representada pela

notação funcional:

f = {(1, f (1)) , (2, f (2)) , . . . , (n, f (n))} ,

ou pela usual notação de duas linhas:
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f =

 1 2 3 . . . n

f (1) f (2) f (3) . . . f (n)

 .

Com essas notações estabelecidas, a permutação idêntica de A é escrita

como:

IA = {(1, 1) , (2, 2) , (3, 3) . . . , (n, n)} ,

ou

f =

 1 2 3 . . . n

1 2 3 . . . n

 .

A permutação inversa de uma permutação f : A → A é a função bijetora

f−1 : A→ A definida como:

f−1 = {(y, x) |f (x) = y} .

Se o conjunto A = {1, 2, . . . , n}, então:

f−1 = {(f (1) , 1) , (f (2) , 2) , . . . , (f (n) , n)} =

=
{(

1, f−1 (1)
)
,
(
2, f−1 (2)

)
, . . . ,

(
n, f−1 (n)

)}
,

ou seja:
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f−1 =

 f (1) f (2) f (3) . . . f (n)

1 2 3 . . . n

 =

=

 1 2 3 . . . n

f−1 (1) f−1 (2) f−1 (3) . . . f−1 (n)

 .

Sejam f e g permutações de A dadas por:

f =

 1 2 . . . n

i1 i2 . . . in

 e g =

 1 2 . . . n

j1 j2 . . . jn

 .

A composição dessas permutações é feita da seguinte maneira:

g ◦ f =

 1 . . . ir . . . n

j1 . . . jir . . . jn

 ◦
 1 . . . r . . . n

i1 . . . ir . . . in


=

 . . . r . . .

. . . jir . . .

 ,

pois (g ◦ f) (r) = g (f (r)) = g (ir) = jir .

Exemplo: Considere o grupo S4. Assim,

 1 2 3 4

2 4 1 3

 ◦
 1 2 3 4

3 1 4 2

 =

 1 2 3 4

1 2 3 4

 .
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Pode-se observar, por exemplo, que a imagem de 2 pela composta se ob-

tém da seguinte maneira 2 7→ 1 7→ 2.

Uma forma de dispor os elementos de um grupo finito e verificar as suas

propriedades é utilizando uma tábua de dupla entrada.

Definição (Tábua de um grupo finito): Seja G = {a1, a2, . . . , an} um grupo fi-

nito munido pela operação “·”. Uma tábua do grupo (G, ·) é uma tábua de

dupla entrada que indica o resultado correspondente a operação para cada

par (ai, aj) de elementos de G.

· a1 a2 . . . aj . . . an
a1 a11 a12 . . . a1j . . . a1n

a2 a21 a22 . . . a2j . . . a2n
...

...
...

. . .
...

. . .
...

ai ai1 ai2 . . . aij . . . ain
...

...
...

. . .
...

. . .
...

an an1 an2 . . . anj . . . ann

.

As tábuas dos grupos S2 e S3 são apresentadas no exemplo a seguir.

Exemplo: Considere os grupos S2 e S3. A construção das tábuas para esses gru-

pos é muito laboriosa, envolvendo muitos cálculos. Por essa razão, para

cada grupo será apresentada uma composição somente.

Primeiramente, vamos considerar a tábua de S2. Seja:

S2 =

f0 =

 1 2

1 2

 , f1 =

 1 2

2 1

 .
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Segue então que, por exemplo, f1 ◦ f1 =

 1 2

2 1

 ◦
 1 2

2 1

 = 1 2

1 2

 = f0. Logo, a tábua de S2 é dada por:

◦ f0 f1

f0 f0 f1

f1 f1 f0

.

A tábua de S3 pode ser obtida de forma análoga. De fato, seja S3 definido

da forma:

S3 =



f0 =

 1 2 3

1 2 3

 , f1 =

 1 2 3

2 3 1

 , f2 =

 1 2 3

3 1 2


f3 =

 1 2 3

1 3 2

 , f4 =

 1 2 3

3 2 1

 , f5 =

 1 2 3

2 1 3




.

Pode-se observar, por exemplo, como se obtém f1 ◦ f5. Desse modo:

f1 ◦ f5 =

 1 2 3

2 3 1

 ◦
 1 2 3

2 1 3

 =

 1 2 3

3 2 1

 = f4.

As demais composições podem ser obtidas da mesma forma. Ao se rea-

lizar as demais composições e dispondo-se esses resultados numa tábua, tem-se a

tábua de S3:



189

◦ f0 f1 f2 f3 f4 f5

f0 f0 f1 f2 f3 f4 f5

f1 f1 f2 f0 f5 f3 f4

f2 f2 f0 f1 f4 f5 f3

f3 f3 f4 f5 f0 f1 f2

f4 f4 f5 f3 f2 f0 f1

f5 f5 f3 f4 f1 f2 f0

.

Pode-se verificar que o grupo (S3, ◦) não é abeliano. De fato, conside-

rando as funções f1 e f3, podemos notar que:

f1 ◦ f3 =

 1 2 3

2 3 1

 ◦
 1 2 3

1 3 2

 =

 1 2 3

2 1 3

 = f5

f3 ◦ f1 =

 1 2 3

1 3 2

 ◦
 1 2 3

2 3 1

 =

 1 2 3

3 2 1

 = f4

.

Portanto, f1 ◦ f3 6= f3 ◦ f1, ou seja, o grupo (S3, ◦) não é abeliano.

Ação de grupos, órbita e transitividade

O grupo S (X) das permutações de um conjunto X possui um importante

papel na teoria dos grupos. Esse grupo está associado ao conjunto X , o qual tem

seus elementos “transformados” pelos elementos de S (X). A generalização da

relação entre o grupo S (X) e o conjunto X pode ser feita mediante o conceito de

ação de um grupo, que indica como um grupo G atua em um conjunto X .

Definição (Ação de um grupo): Seja G um grupo e X um conjunto não vazio.

Uma ação de um grupo G em um conjunto X é uma função G ×X → X ,

com (g, x) 7→ g · x, tal que as seguintes condições são satisfeitas:
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(i) (g1g2) · x = g1 · (g2 · x), para todo g1, g2 ∈ G e x ∈ X ,

(ii) eG · x = x, para todo x ∈ X , em que eG é a identidade de G.

A ação de G em X é representada por g · x para distinguir do produto

usual gx. Dizemos que G age sobre X e que X é um G-conjunto. A definição de

ação de um grupo fornece uma interessante ideia sobre a interação de um grupo e

um conjunto não vazio X qualquer. Essa definição fornece a noção de que grupos

operam ou agem em determinados conjuntos, alterando os seus elementos de lugar.

Nesse sentido, podemos notar que a função identidade e : X → X opera fixando

cada elemento de X , isto é, e · x = x.

Definição (Órbita de um grupo): chama-se órbita de um grupo G, que atua em

um conjunto X , o subconjunto de X tal que:

o (x) = {g · x : g ∈ G, x ∈ X} .

Outra forma de definir órbita de um grupo é utilizar a definição de equi-

valência. Para um grupo G de permutações de X , dois pontos x1, x2 ∈ X são

equivalentes se existe um g ∈ G tal que g · x1 = x2. A totalidade de pontos equi-

valentes para um dado ponto, e consequentemente para qualquer outro, é chamado

órbita de G.

A ação de um grupo G sobre X é transitiva se existe somente uma órbita.

Nesse caso, uma ação de um grupo G em um conjunto X é dita transitiva quando

uma das condições equivalentes i), ii) e iii) ocorre:

(i) ∃x ∈ X tal que o (x) = X .

(ii) Para todo x, y ∈ X,∃g ∈ G tal que x = g · y.

(iii) Para todo x ∈ X, o (x) = X .
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B - ABORDAGEM BAYESIANA NA ESTIMAÇÃO

O teorema de Bayes representa um importante resultado na estatística ma-

temática. Suas origens estão relacionadas a publicação do artigo An essay towards

solving a problem in the doctrine of chances (Ensaio buscando resolver um pro-

blema na doutrina das probabilidades) de Thomas Bayes (?-1761). Pouco se co-

nhece sobre a vida de Thomas Bayes. Sabe-se que ele foi um reverendo presbi-

teriano que viveu na Inglaterra do século XVIII. Um ponto interessante sobre o

teorema de Bayes é que esse resultado somente foi conhecido pela comunidade

científica inglesa de seu tempo graças à Richard Price (1723-1791). Richard Price

era filósofo e amigo de Thomas Bayes. Em 1763, dois anos após a morte de Bayes,

Price encontrou entre os papéis do reverendo o artigo An essay towards solving a

problem in the doctrine of chances. O artigo continha a demonstração do famoso

teorema. Price foi o responsável por apresentar o artigo a Royal Society. Mas

coube ao matemático francês Pierre-Simon de Laplace (1749-1827) a divulgação

do teorema de Bayes para a comunidade científica em geral. Isso ocorreu porque

após a publicação do artigo de Bayes pela Royal Society, o artigo caiu no esqueci-

mento e coube a Laplace o seu resgate em 1812, em seu livro Théorie Analytique

des Probabilités.

Considere uma partição finita A1, A2, . . . , An do espaço amostral Xn, em

que P (Ai) > 0,Ai∩Aj = ∅ (i 6= j) e
⋃
iAi = Xn. Considere também um evento

B qualquer, tal que P (B) > 0 e tal que esse evento possa ser decomposto na união

de conjuntos disjuntos Ai’s, isto é, B =
⋃
i (Ai ∩B). Com esses elementos, o

teorema de Bayes pode ser enunciado da seguinte forma:

P (Ai |B ) =
P (B |Ai )P (Ai)

P (B)
=

P (B |Ai )P (Ai)
n∑
i=1

P (B |Ai )P (Ai)

, (7.1)
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em que:

P (Ai |B ) são probabilidades a posteriori;

P (Ai) são probabilidades a priori;

P (B |Ai ) são probabilidades condicionais.

A importância do teorema de Bayes fundamenta-se no fato desse teorema

conectar a inferência racional, ou seja, a probabilidade a posteriori (lado esquerdo

do teorema), à subjetividade ou crença do pesquisador (probabilidade a priori)

mais as informações empíricas (probabilidades condicionais), ambas do lado di-

reito. Dito de outra forma, o teorema de Bayes é um dos poucos teoremas matemá-

ticos que associa, pela probabilidade a posteriori, a crença anterior do pesquisador

mais as informações que se originam com a observação dos dados. Além disso,

o teorema de Bayes é o fundamento de todo um ramo da estatística conhecido

como estatística bayesiana. Nesse ponto, é necessário abordar de forma bem geral

a diferença básica que distingue à filosofia da inferência bayesiana em relação à

inferência clássica, com respeito a um parâmetro θ.

Na análise estatística clássica, assumi-se que θ é uma quantidade que in-

dexa uma família de distribuições {f (·; θ)}, sendo essa quantidade um valor fixo

e desconhecido. Busca-se dessa forma obter informações sobre o parâmetro popu-

lacional, visando-se obter generalizações para a população à partir de uma amostra

representativa da mesma. Todavia, em diversas situações é comum que o pesquisa-

dor possua alguma informação sobre θ. Nesse caso, associada a pressuposição de

que uma amostra aleatória (X1, . . . , Xn) de uma característica de interesse provém

de uma população com distribuição fX (x; θ), tem-se também que o parâmetro θ

é um valor de uma variável aleatória, digamos Θ. Suponha que o interesse seja

estimar alguma função de θ, ou seja, ω (θ). Como Θ é uma variável aleatória, ela

possui uma distribuição. Dessa maneira, sejam G (·) = GΘ (·) e g (·) = gΘ (·)
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respectivamente a fda e a fdp de Θ. Assumi-se nesse caso que ambas funções não

possuem parâmetros desconhecidos.

Como mencionado, na abordagem bayesiana θ representa o valor da va-

riável Θ, cuja variabilidade pode ser descrita pela distribuição gΘ (·). Essa dis-

tribuição é subjetiva, isto é, baseia-se na crença (ou experiência) do pesquisador.

A formulação da distribuição gΘ (·) ocorre antes da observação dos dados e por

essa razão, ela é conhecida como distribuição a priori. Quando uma amostra é

coletada de uma população indexada por θ, a distribuição a priori é atualizada com

as informações adquiridas da amostra. A distribuição a priori atualizada é, por sua

vez, chamada de distribuição a posteriori.

Uma observação sobre a notação: Na estatística bayesiana é comum que as dis-

tribuições a priori e a posteriori sejam denotadas respectivamente por π (·) e

π (· |x). Nesse caso, a partir desse ponto será adotada a notação mais comum

na literatura. Além disso, na inferência clássica é comum a utilização da no-

tação fX (x; θ) para indicar a densidade de uma variável aleatória X, para

cada θ ∈ Θ. Entretanto, para indicar que o parâmetro θ é o valor de uma

variável aleatória Θ, será adotada a notação fX|Θ (x |θ ), que corresponde a

densidade condicional de X dado Θ = θ.

A atualização da priori ocorre pela aplicação direta do teorema de Bayes

(7.1), o que justifica o nome estatística bayesiana. Suponha que uma amostra

(x1, . . . , xn) tenha sido observada. Considerando uma fdp f qualquer indexada

por θ e uma priori π (θ) estabelecida pelo pesquisador, o teorema de Bayes pode

ser expresso em termos de densidades, o que é o resultado da definição a seguir.

Definição (Distribuição a posteriori): Se π (θ) é a distribuição a priori de Θ,

chama-se distribuição a posteriori, a densidade condicional de Θ dada a
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amostra x, que pode ser expressa por:

πΘ|X (θ |x) =
fX|Θ (x |θ )π (θ)

fX (x)

=
fX|Θ (x |θ )π (θ)∫

Θ fX|Θ (x |θ )π (θ) dθ
, θ ∈Θ. (7.2)

Quando a amostra é iid, a posteriori é dada por:

πΘ|X (θ |x) =

[
n∏
i=1

fX|Θ (xi |θ )

]
π (θ)

∫
Θ

[
n∏
i=1

fX|Θ (xi |θ )

]
π (θ) dθ

.

A distribuição a posteriori representa a distribuição de Θ, após uma amos-

tra {x1, . . . , xn} ter sido observada. Uma característica importante e que difere

uma análise bayesiana de uma análise estatística clássica é que, a distribuição a

posteriori é utilizada para fazer inferências acerca de θ, que é um escalar ou vetor

aleatório. Nesse sentido, a atitude inicial do pesquisador diante de um problema,

caracterizado por seu conhecimento prévio fornecido em π (θ), modifica-se em

consideração as informações contidas na amostra observada. Essa nova atitude do

pesquisador diante do problema sob investigação é traduzida pela distribuição a

posteriori πΘ|X (θ |x).

Se o objetivo reside em estimar θ, a média da distribuição a posteriori pode

ser empregada como uma estimativa. Em geral, pode-se estimar ω (θ) utilizando a

média de ω (Θ), após a amostra ter sido observada, ou seja, E [ω (Θ) |x1, . . . , xn ].

Definição (Estimador de Bayes a posteriori): O estimador de Bayes de ω (θ) em

relação a priori π (θ) é definido como:
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E [ω (Θ) |Xi = xi ] =

∫
Θ

ω (θ)πΘ|X (θ |x)dθ

=

∫
Θ

ω (θ)

[
n∏
i=1

fX|Θ (xi |θ )

]
π (θ)

∫ [ n∏
i=1

fX|Θ (xi |θ )

]
π (θ) dθ

dθ

=

∫
Θ ω (θ)

[
n∏
i=1

fX|Θ (xi |θ )

]
π (θ) dθ

∫
Θ

[
n∏
i=1

fX|Θ (xi |θ )

]
π (θ) dθ

.

As informações adicionais adquiridas com a distribuição a priori podem

ser utilizadas em associação com as funções perda e risco para selecionar um esti-

mador ótimo. Mas antes é necessário definir o risco de Bayes de um estimador.

Definição (Risco de Bayes): Seja (X1, . . . , Xn) uma amostra aleatória de uma

densidade fX|Θ (x|Θ). Chama-se risco de Bayes de um estimador δ (X),

em relação a função perda L (·; ·) e distribuição a priori π (·), a função dada

por:

r (δ) = rL,π (δ) =

∫
Θ

R (δ, θ)π (θ) dθ.

O risco de Bayes de um estimador é um número real útil para comparação

e seleção de um estimador. De forma análoga a comparação de estimadores com

base na função risco clássica, ao comparar-se dois estimadores será adotado aquele

que possua menor risco de Bayes. Uma diferença importante é que a adoção do

risco de Bayes, com uma função perda e uma priori adequada, permite, de fato, a

obtenção de um estimador com risco mínimo.
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Definição (Estimador de Bayes): Seja δ
′

um estimador qualquer de ω (θ). O es-

timador δπ é o estimador de Bayes de ω (θ) se:

r (δπ) ≤ r
(
δ
′
)
,

dado qualquer outro estimador δ
′

de ω (θ).

O estimador de Bayes a posteriori foi definido sem menção de uma função

perda. Porém, na definição do risco de Bayes é exigido a especificação de uma

função perda, para o seu cálculo utilizando a função risco. Desse modo, o risco de

Bayes de um estimador δ é dado por:

r (δ) =

∫
Θ

R (δ, θ)π (θ)dθ

=

∫
Θ

Eθ [L (δ (X) , ω (θ))]π (θ) dθ

=

∫
Θ

{∫
Xn
L (δ (x) , ω (θ))fX|Θ (x |θ )

n∏
i=1

dxi

}
π (θ) dθ

=

∫
Xn

{∫
Θ

L (δ (x) , ω (θ))fX|Θ (x |θ )π (θ) dθ

} n∏
i=1

dxi

=

∫
Xn

{∫
Θ

L (δ (x) , ω (θ))
fX|Θ (x |θ )π (θ)

fX (x)
fX (x) dθ

} n∏
i=1

dxi

=

∫
Xn

{∫
Θ

L (δ (x) , ω (θ))πΘ|X (θ |x) fX (x) dθ

} n∏
i=1

dxi

=

∫
Xn

{∫
Θ

L (δ (x,) , ω (θ))πΘ|X (θ |x) dθ

}
fX (x)

n∏
i=1

dxi.

Nesse caso, o estimador de Bayes é o estimador que minimiza essa ex-

pressão. A minimização é obtida minimizando-se a integral interna:
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∫
Θ

L (δ (x) , ω (θ))πΘ|X (θ |x) dθ.

Essa última integral é denominada algumas vezes risco a posteriori e, por-

tanto, o estimador de Bayes é o estimador que minimiza o risco a posteriori.
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C - CONCEITOS E RESULTADOS MATEMÁTICOS

O objetivo nessa parte do Apêndice é oferecer ao leitor alguns conceitos e

resultados matemáticos que foram utilizados ao longo do trabalho.

Definição (Estatística suficiente): Uma estatística T (X) é uma estatística sufici-

ente para θ se, e somente se, a distribuição condicional da amostra X dado o

valor de T (X), não depender de θ, para qualquer valor de T (X).

Teorema da fatoração: Seja f (x; θ) a fdp conjunta de uma amostra X. Uma es-

tatística T (X) é a estatística suficiente para θ se, e somente se, existirem

funções g (t; θ) e h (x) de modo que, para todos os pontos amostrais x e

todos os pontos de parâmetro θ,

f (x; θ) = g (T (x) ; θ)h (x)

Definição (Estatística suficiente mínima): Seja f (x; θ) a fdp de uma amostra X.

Suponhamos que exista uma função T (x) de modo que, para cada dois pon-

tos amostrais x e y, a razão f(x;θ)
f(y;θ) seja constante como uma função de θ

se, e somente se, T (x) = T (y). Então, T (X) é uma estatística suficiente

mínima para θ.

Definição (Estatística ancilar): Uma estatística T (X) cuja distribuição não de-

pende do parâmetro θ é chamada estatística ancilar.

Definição (Estatística completa): Seja f (t; θ) uma família de fdp’s para uma es-

tatística T (X). A família de distribuições de probabilidade é chamada com-

pleta se Eθ [g (T )] = 0 para todo θ, o que implica que Pθ [g (T ) = 0] = 1

para todo θ. A estatística T (X) é chamada de uma estatística completa se,

e somente se, sua família de densidade é completa.
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Teorema de Basu: Se T (X) é uma estatística suficiente mínima e completa, en-

tão T (X) é independente de toda estatística ancilar.

Teorema Lehmann-Schefté: Seja (X1, . . . , Xn) uma amostra aleatória da den-

sidade f (x; θ). Se S = s (X1, . . . , Xn) é uma estatística suficiente e com-

pleta, e, se T = t (S), uma função de S, é um estimador não viesado de

ω (θ), então T é um UMVUE de ω (θ).

Teorema de Gauss-Markov: Se E [y] = Xβ e cov (y) = σ2I, os estimadores de

mínimos quadrados β̂j , j = 0, . . . , k, tem variância mínima entre todos os

estimadores lineares não viesados.

Desse teorema segue o seguinte corolário, que é uma extensão para as

combinação linear dos β̂’s.

Corolário: Se E [y] = Xβ e cov (y) = σ2I, o melhor estimador linear não

viesado de a
′
β é a

′
β̂, em que β̂ é o estimador de mínimos quadrados

β̂ =
(

X
′
X
)−1

X
′
y.


