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RESUMO 

 

A identificação de uma pessoa pela sua face é um dos métodos não 

intrusivos mais efetivos em biometria. Por outro lado, é um dos maiores desafios 

para os pesquisadores na área, visto que implica em fatores que contemplam os 

aspectos de iluminação do ambiente, pose do indivíduo, qualidade da imagem, 

oclusão, disfarces, dentre outros. Os sistemas de reconhecimento facial 

apresentam vasta aplicabilidade, com destaque para os sistemas de segurança, 

realizando importante tarefa na sociedade. É chave de acesso para sistemas e 

locais como, por exemplo, computadores pessoais, smartphones, acesso a 

ambientes específicos do sistema bancário, dentre outros sistemas vinculados à 

interface homem-máquina. A presente dissertação de mestrado apresenta 

contribuições em dois aspectos: (i) explora as estatísticas de ordem superior para 

construção de assinaturas compactas de faces; (ii) considera um cenário cujo 

objetivo é detectar e identificar criminosos automaticamente com reconhecimento 

de face para auxiliar a Polícia Militar. O algoritmo proposto nesta dissertação para 

reconhecimento de faces foi desenvolvido em três etapas. Na primeira etapa foi 

realizada a extração de características utilizando Estatística de Ordem Superior 

(cumulantes de 2ª, 3ª e 4ª ordens). Na etapa seguinte, selecionaram-se os 

parâmetros por meio do discriminante de Fisher e análise de redundância com 

correlação linear. Na última fase, foi feita a classificação, utilizando o 

classificador de Bayes. Para verificar o desempenho do algoritmo de 

reconhecimento de faces proposto neste trabalho foram realizados testes 

utilizando o banco de imagens bem conhecido na área de processamento de 

imagens: ORL. Os resultados são motivadores, com taxas de detecção e 

classificação superiores a 70%, e evidenciam o potencial das estatísticas de ordem 

superior na construção de assinaturas de faces.  
  

Palavras-Chave: Reconhecimento Facial. Estatística de Ordem Superior. 

Cumulantes. Discriminante Linear de Fisher. Classificador Bayesiano. 
 

 

  



 

ABSTRACT 

 

Face recognition is one of the most effective non-intrusive methods in 

biometrics. On the other hand, it is a major challenge for researchers in the area, 

as it involves factors that include the ambient lighting aspects, the individual pose, 

image quality, occlusion, disguises, among others. Face recognition systems have 

broad applicability, especially the security systems, performing important task in 

society. It is key access to systems and locations, for example, personal 

computers, smartphones, access to specific rooms of the banking system, among 

other systems linked to human-machine interface. This master’s thesis presents 

contributions in two aspects: (i) it explores the hither-order statistics to build 

compact signature of faces; (ii) it considers a scenario whose the goal is to detect 

and identify criminals automatically with face recognition to assist the military 

police. The algorithm proposed in this thesis for face recognition was developed 

in three stages. In the first stage the feature extraction using higher-order statistics 

(second-, third- and fourth-order cumulants) is performed. The next step 

comprises the feature selection, through the Fisher’s discriminant, and 

redundancy analysis with linear correlation. In the last stage, the classification 

using the Bayes classifier is performed. To check the performance of face 

recognition algorithm proposed in this work it was carried out tests using the 

database ORL, which is a well-known dataset in the image processing area. 

Promising results were achieved in which detection and classification rates over 

70% were reached, which shows the potential of higher-order statistics on 

building compact feature vector signatures of faces. 
  

Keywords: Facial Recognition. Higher-Order Statistics. Cumulants. Fisher’s 

Discriminant Ratio. Bayesian Classifier. 
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CAPÍTULO 1 

 

Este capítulo delimita as principais motivações da dissertação. Inicia-se 

pela definição do problema, erguido a partir de questões relacionadas ao 

reconhecimento automático da face. Após abordar alguns dos desafios sobre a 

técnica, realiza-se uma contextualização geral do problema com foco nas 

possíveis aplicações. Apresenta-se ainda nesta seção argumentos para vantagens 

do reconhecimento e sobre outros dados biométricos. Por fim, apresentam-se os 

objetivos e a organização geral do trabalho. 

 

1 INTRODUÇÃO 

 

Nos últimos anos, o conhecimento científico produzido a respeito do 

reconhecimento de padrões tem contribuído para desenvolvimento e 

aperfeiçoamento de técnicas com diferentes finalidades e aplicações em diversas 

áreas como Astronomia, Engenharia, Medicina e Segurança. Uma importante 

subárea vinculada ao reconhecimento de padrões é a identificação facial, que 

utiliza técnicas avançadas de processamento de sinais e imagem através de 

métodos biométricos, estando presente em diversas aplicações (THEODORIDIS; 

KOUTROUMBAS, 2009). 

O reconhecimento de faces por humanos se dá de forma natural e 

instantânea, quando realizada a captação da imagem pelos olhos, essa é 

automaticamente memorizada pelo indivíduo, ainda que o registo não seja 

resgatado a qualquer tempo, em função da dificuldade em lembrar-se de uma face 

familiar, ele estará disponível. Em outras palavras, se por um lado os seres 

humanos apresentam maior facilidade na detecção e identificação de padrões 

faciais, o mesmo não pode ser dito em relação ao resgate das informações da 

memória, que por diversos motivos podem ser falhos. 
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Esse procedimento de registro de faces humanas, aparentemente simples, 

do ponto de vista da interação cotidiana, torna-se significativamente complexo 

quando se busca construir um sistema computacional com a mesma habilidade. A 

complexidade ocorre em função da existência de uma diversidade de variações 

existentes em uma face. Além disso, sistemas computacionais são acompanhados 

de limitações, tornando o processo menos consistente quando comparado com a 

capacidade humana. Dentre as limitações, a capacidade de processamento do 

hardware e os ruídos presentes na imagem captada são significativos. 

Além das diversas variações de uma face, o trabalho de reconhecimento 

facial implica em fatores que contemplam os aspectos de iluminação do ambiente, 

pose do indivíduo, qualidade da imagem, oclusão, disfarces, dentre outros. 

Geralmente, a operação de reconhecimento de face é realizada através do 

recolhimento de amostras dos traços faciais. Em seguida, são utilizadas técnicas 

de visão computacional para extrair as características da face e transformá-las em 

dados. A última fase é representada pela comparação entre os elementos extraídos 

com imagens de faces armazenadas em um banco de dados, confirmando ou 

rejeitando o reconhecimento.  

Os sistemas de reconhecimento facial apresentam vasta aplicabilidade, 

com destaque para os sistemas de segurança, realizando importante tarefa na 

sociedade. É chave de acesso para sistemas e locais como, por exemplo, 

computadores pessoais, smartphones, acesso a ambientes específicos do sistema 

bancário, dentre outros sistemas vinculados à interface homem-máquina.  

Esses sistemas desempenham, portanto, um papel importante na 

segurança da informação, bens e pessoas. A vantagem do reconhecimento facial 

sobre outros métodos biométricos assenta-se que o reconhecimento é não 

intrusivo, isto é, pode ser feito sem que o indivíduo interaja de forma direta com 

o sistema.  
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O reconhecimento automático de faces ainda não alcançou um nível ótimo 

de maturidade. Diversos algoritmos de reconhecimento facial vêm sendo 

desenvolvidos, mas ainda não existe um que seja consideravelmente capaz de 

reconhecer o rosto de uma pessoa com a mesma eficiência que o ser humano, ou 

seja, que reconheça faces em qualquer ambiente, vista a qualquer ângulo, e não 

importando a expressão facial. Porém, em condições controladas, existem 

softwares que superam o desempenho humano, sendo até mesmo capazes de 

diferenciar gêmeos idênticos (PAONE et al., 2014). 

No contexto de sistemas de segurança, a identificação de criminosos, 

usando reconhecimento facial, caracteriza-se como uma importante aplicação. 

Isso se justifica pela crescente sensação de insegurança, um dos principais fatores 

enfrentados pela sociedade atual, trazida por uma crescente cultura do medo. O 

crescimento da violência, representado por crimes patrimoniais diversos, 

homicídios, dentre outros, constitui motivação significativa para inserção de 

câmeras de vigilância, não apenas em ambientes privados, mas também em 

espaços de circulação pública. 

O aumento dos índices de criminalidade no estado de Minas Gerais 

inspirou uma série de medidas por parte do Estado. Com a necessidade de alcançar 

uma maior efetividade das ações operacionais, uma das medidas encontradas com 

a finalidade de minimizar o crescimento da criminalidade foi a implantação de 

câmeras de vigilância. Iniciaram-se as instalações no ano de 2005 nos grandes 

centros e, atualmente, é crescente o número de câmeras espalhadas pelas cidades 

(CARVALHO; DINIZ, 2009). 

Hoje o monitoramento dessas câmeras, denominadas “Olho Vivo”1, vem 

sendo realizado pela Polícia Militar de Minas Gerais (PMMG), a fim de identificar 

e capturar pessoas que estejam na prática de algum fato delituoso, procedimento 

                                                           
1 O projeto Olho Vivo é formado por um conjunto de câmeras espalhadas por pontos 

específicos da cidade, permitindo um monitoramento da criminalidade. 
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que tem auxiliado na redução de alguns índices criminais, aumentando a sensação 

de segurança das pessoas. Contudo, os operadores desses equipamentos não 

conseguem identificar todas as pessoas que passam pelas câmeras e muito menos 

dizer se elas são foragidas da justiça ou se cometeram algum crime. 

Motivado pelo contexto supracitado, esta dissertação usa-o como cenário 

para o desenvolvimento de um sistema de reconhecimento de faces e identificação 

de indivíduos com pendências judiciais, através de imagens das faces dos 

criminosos pré-cadastrados.  

As técnicas de processamento de imagens e reconhecimento de padrões 

empregadas nos sistemas de reconhecimento de face são diversas e apresentam 

vantagens e desvantagens (AMARAL, 2011). Esta dissertação apresenta uma 

inovação no uso de estatísticas de ordem superior (EOS) como parâmetros a fim 

de gerar assinaturas compactas das faces a serem classificadas (NIKIAS; 

PETROPULU, 1993). 

As principais motivações para o uso de EOS são (NIKIAS; 

PETROPULU, 1993):  

(i) são mais imunes a ruídos gaussianos do que as estatísticas de segunda 

ordem;  

(ii) são mais indicadas para representar processos não lineares;  

(iii) têm sido aplicadas em sistemas de reconhecimento de padrões em 

diferentes áreas, recentemente, com bastante sucesso (VIANELLO 

et al., 2009; MARQUES; FERREIRA; RIBEIRO, 2008; NAVES; 

BARBOSA; FERREIRA, 2014). 
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1.1 Objetivos 

 

Desenvolver um método de reconhecimento de faces utilizando 

estatísticas de ordem superior, considerando o cenário de identificação de 

criminosos. 

Os objetivos específicos foram: 

 Adaptar o algoritmo de extração de EOS para imagens, visto que o 

mesmo foi originalmente desenvolvido para sinais;  

 Fazer uma revisão bibliográfica no contexto de reconhecimento de 

face; 

 Avaliar quais são as EOS mais relevantes para o reconhecimento de 

faces; 

 Projetar um classificador para reconhecer as faces a partir das 

assinaturas formadas pelas EOS; 

 

1.2 Organização do Texto 

 

Esta dissertação está organizada em cinco capítulos, descritos a seguir. 

Neste primeiro capítulo apresentou-se as principais motivações da dissertação, 

uma contextualização geral do problema e os objetivos. O segundo capítulo 

apresenta uma revisão de literatura sobre o reconhecimento facial, com destaque 

para a contextualização e estado da arte, e apresenta as técnicas a serem utilizadas 

nesta dissertação. O terceiro capítulo descreve o método proposto para o 

reconhecimento de face no contexto de detecção e identificação de criminosos. 

No quarto capítulo, os resultados do método proposto são apresentados de uma 

forma qualitativa e quantitativa, sobre os módulos detector e identificador de 

faces. Por fim, o quinto capítulo traz a conclusão a respeito do trabalho realizado. 
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CAPÍTULO 2 

 

As inúmeras aplicações práticas do reconhecimento facial e seus desafios 

o tornaram uma área de pesquisa muito popular da visão computacional. Isto é 

evidenciado por um grande número de algoritmos de reconhecimento de face 

desenvolvidos ao longo das últimas três décadas e, nos últimos anos, o 

aparecimento de um número considerável de sistemas de reconhecimento de face 

comerciais. Este capítulo apresenta uma revisão de literatura sobre o 

reconhecimento facial, com destaque para a contextualização e estado da arte, e 

apresenta as técnicas a serem utilizadas nesta dissertação.  

 

2 REVISÃO DE LITERATURA 

 

2.1 Reconhecimento Facial: Contextualização e Estado da Arte 

 

O reconhecimento facial é uma das técnicas biométricas mais pesquisadas 

na área computacional. É um desafio desenvolver um sistema computacional que 

tenha a mesma capacidade humana de reconhecer uma pessoa através da sua face. 

Embora os seres humanos sejam muito bons na identificação de pessoas 

conhecidas, não são muito hábeis quando têm que lidar com uma grande 

quantidade de rostos desconhecidos. Hoje existem algoritmos que conseguem 

superar essa limitação dos seres humanos, em ambientes controlados, 

conseguindo identificar gêmeos idênticos, com um alto grau de certeza. 

Pesquisadores têm se interessado por trabalhos relacionados ao 

reconhecimento facial, prova disso foi uma simples procura eletrônica com a frase 

“face recognition” na Biblioteca Digital do IEEE (Institute of Electrical and 

Electronics Engineers) que apontou 22.957 resultados. Apenas no ano 2015, 
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foram encontrados 1.964 artigos científicos2. Já na biblioteca Google Acadêmico 

foram mostrados aproximadamente 346.000 resultados e, reduzindo a pesquisa 

para o ano de 2015, foram encontrados mais de 19.000 documentos. A mesma 

pesquisa, no Portal de Periódicos CAPES/MEC, apontou 9.091 periódicos, 

salientando o direcionamento de pesquisadores para trabalhos relacionados ao 

reconhecimento facial. 

 

Quadro 2.1 - Aplicações de reconhecimento de face 

Áreas Aplicações 

Segurança da 

Informação 

Segurança de acesso (SO, bases de dados) 

Privacidade de dados (registros médicos) 

A autenticação do usuário (Internet Banking) 

Gerenciamento de 

Acesso 

Autenticação de acesso seguro (instalações restritas) 

Sistemas baseados em permissão 

Log de acesso ou recursos de rastreamento 

Biometria 

Identificação de pessoa (passaportes, registros 

biométricos de eleitores, carteiras de motorista) 

Verificação de identidade automatizada 

Aplicação da Lei 

Vigilância por vídeo 

Identificação de suspeito 

Rastreamento de suspeito (investigação) 

Envelhecimento simulado 

Reconstrução Forense de rostos de restos mortais 

Segurança Pessoal 

Sistema de segurança por vídeo 

Interpretação de expressão (sistema de 

acompanhamento da fadiga do condutor) 

Entretenimento e 

Lazer 

Videogame 

Aplicações para câmeras fotográficas 
Fonte: Adaptado de Marques (2010) 

 

Segundo Marques (2010), existem muitas áreas diferentes da indústria 

interessadas em métodos de reconhecimento de padrões. Alguns exemplos 

incluem a vigilância de vídeo, interação homem-máquina, câmeras fotográficas, 

realidade virtual ou a aplicação da lei, conforme Quadro 2.1. Esse interesse 

                                                           
2 Pesquisa feita em 21 de abril de 2016. 
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multidisciplinar alimenta a investigação e atrai o interesse de diversas disciplinas. 

Portanto, não é um problema restrito à pesquisa de visão por computador (ou visão 

de máquina). Reconhecimento facial é um assunto relevante no reconhecimento 

de padrões, redes neurais, computação gráfica, processamento de imagem e 

psicologia (ZHAO et al., 2003). 

Um resumo da história do reconhecimento facial feito por Marques 

(2010), desde o início das pesquisas em 1950 até a década de 1990, revela 

aumento notável em publicações sobre o tema. 

Os primeiros trabalhos sobre o assunto foram produzidos na década de 

1950 em psicologia. Eles vieram ligados a outras questões como expressão da 

face, interpretação de emoção ou percepção de gestos. 

A engenharia começou a mostrar interesse em reconhecimento facial na 

década de 1960. Uma das primeiras pesquisas sobre esse assunto foi realizada por 

Woodrow W. Bledsoe. Segundo Marques (2010), Woodrow W. Bledsoe 

identificou alguns dos principais problemas relacionados ao reconhecimento 

facial, que ainda na atualidade, representam dificuldades na materialização do 

método. Dentre as limitações, o autor identificou: variação na iluminação, rotação 

da cabeça, expressão facial e envelhecimento. 

Outros pesquisadores como A. Jay Goldstein, Leon D. Harmon e Ann B. 

Lesk tentaram medir as características do rosto, como o tamanho da orelha ou a 

distância entre os olhos. Eles descreveram um vetor, contendo 21 características 

subjetivas, como tamanho da orelha, largura ou comprimentos do nariz e 

sobrancelha, como base para reconhecer rostos usando técnicas de classificação 

padrão (MARQUES, 2010).  

Em 1973, Fischler e Elschanger tentaram medir características 

semelhantes automaticamente (MARQUES, 2010). O algoritmo usado combina o 

local padrão e uma média global para localizar e medir características faciais. 

Ainda na década de 70, alguns pesquisadores tentaram definir um rosto como um 
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conjunto de parâmetros geométricos e, em seguida, executar um reconhecimento 

de padrões com base nesses parâmetros. Para Marques (2010), o primeiro 

pesquisador a desenvolver um sistema de reconhecimento facial totalmente 

automatizado foi Kenade em 1973. O algoritmo extraiu dezesseis parâmetros 

faciais automaticamente, com uma taxa de identificação correta compreendida no 

intervalo de 45-75%. Ele mostrou que os melhores resultados foram obtidos 

quando as características irrelevantes não foram utilizadas. 

Já nos anos 80, seguiu-se uma diversidade na abordagem, a maioria delas 

com tendências anteriores. Alguns trabalhos tentaram melhorar os métodos 

usados para medir as características subjetivas. Por exemplo, Nixon (1985) 

apresentou uma medição geométrica para o espaçamento entre os olhos. Essa 

década também trouxe novas abordagens, como aquelas utilizadas por 

pesquisadores que construíram algoritmos de reconhecimento facial, utilizando 

redes neurais artificiais. 

A primeira menção a eigenfaces em processamento de imagens foi feita 

por M. Kirby e L. Sirovich em 1986 (SIROVICH; KIRBY, 1987). Essa técnica se 

tornaria a abordagem dominante nos anos seguintes, utilizando a Análise de 

Componentes Principais (Principal Component Analysis - PCA). Seu objetivo era 

representar uma imagem numa dimensão inferior, sem perder muita informação, 

e depois reconstruí-la. O trabalho de Sirovich e Kirby (1987) passou a ser 

posteriormente a base para o desenvolvimento de novos algoritmos de 

reconhecimento de face. 

Na década de 1990, houve um amplo estudo sobre o método eigenface 

mencionado como a base para o estado da arte e as primeiras aplicações 

industriais. Em 1992, Mathew Turk e Alex Pentland do MIT (Massachusetts 

Institute of Technology) apresentaram um trabalho que usou o eigenface como 

método de reconhecimento de faces. Seu algoritmo foi capaz de localizar, rastrear 

e classificar a face de uma pessoa (TURK; PENTLAND, 1991). 
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Marques (2010) apontam que desde a década de 1990, a área de 

reconhecimento facial tem recebido muita atenção, com um aumento significativo 

no número de publicações. Muitas abordagens foram feitas, o que levou a 

diferentes algoritmos, como os baseados em Análise de Componentes Principais, 

Análise de Componentes Independentes, Análise Discriminante Linear e seus 

derivados e Redes Neurais Artificiais - RNA. 

As tecnologias que utilizam técnicas de reconhecimento de face também 

evoluíram ao longo dos anos. Atualmente, diversas empresas estão usando 

reconhecimento facial em seus produtos. Um exemplo são os videogames. 

Produtos como o Project Natal da Microsoft (DUDLEY, 2009) ou Playstation 

Eye da Sony (MCWHERTOR, 2009) usam o reconhecimento de face, permitindo 

uma nova forma de interagir com a máquina. A ideia de detectar pessoas e analisar 

o seu gesto também está sendo usada na indústria automotiva. Empresas como a 

Toyota estão desenvolvendo detectores de sono para aumentar a segurança 

(MASSY, 2008). Essas e também outras aplicações revelam o crescimento do 

interesse da comunidade científica no reconhecimento facial. 

 

2.2 Métodos de Reconhecimento de Faces 

 

Os métodos aplicados ao reconhecimento de faces utilizam as 

informações globais das faces para executar o reconhecimento. Essas informações 

são representadas por um vetor de face em um sistema de coordenadas reduzidas, 

sendo o vetor derivado diretamente da informação dos pixels das imagens da face. 

Esse vetor no sistema de coordenadas reduzidas captura distintamente a variação 

entre as faces individuais, diferentes da média e, consequentemente, é utilizado 

para identificar excepcionalmente os indivíduos. 

Para análises matemáticas, diversos métodos já foram propostos, os mais 

utilizados são Análise de Componentes Principais e Análise de Componentes 
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Independentes. Ao chegar a um determinado ponto do processo de 

reconhecimento da face, torna-se necessária a utilização de classificadores, para 

medirem a distância entre as imagens em um espaço N-dimensional. Os mais 

utilizados são Redes Neurais Artificiais, Análise Discriminante Linear, K-

Vizinhos mais próximos, Classificador de Bayes, dentre outros. 

 

2.2.1 Análise de Componentes Principais 

 

Uma técnica estatística bastante utilizada, principalmente na área de 

reconhecimento de padrões, é a Principal Component Analysis (PCA), em 

português Análise de Componentes Principais. Esse método foi um dos melhores 

e mais bem-sucedidos algoritmos para reconhecimento, utilizando auto faces 

(JOLLIFFE, 2002). Foi desenvolvido por M. Turk e A. P. Pentland (TURK; 

PENTLAND, 1991). Essa técnica matemática, em reconhecimento facial, visa 

eliminar a redundância de informação e, ainda assim, manter as principais 

características da face, através da seleção de características. 

Para isso, faz-se necessário transformar a imagem em um padrão para 

efetivar o reconhecimento da face, ou seja, alterar o espaço da face em um espaço 

linear. Imagens faciais podem ser vistas como matrizes bidimensionais de 

dimensão A x B características, onde A corresponde ao número de linhas da 

imagem e B é número de colunas da imagem, que deve ser transformado para o 

espaço linear, sendo então representado por um vetor coluna m, construído a partir 

da leitura coluna por coluna da imagem original. 

Para exemplificar o processo de conversão de uma face em um vetor, a 

Figura 2.1 mostra uma matriz que representa uma imagem de dimensão 112x92, 

convertido em um vetor coluna de 10.304 posições, também mostrado nesta figura 

(MEDEIROS, 2012). 
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Figura 2.1 - Exemplo da conversão de uma face de dimensão 112x92 em um vetor coluna 

de 10.304 posições 

Fonte: Adaptado de Medeiros (2012) 

 

São propostos por Duan, Yan e Lin (2008) e Medeiros (2012) os passos 

do algoritmo para o reconhecimento facial utilizando o PCA:  

O primeiro passo é converter todas as faces armazenadas no banco de 

faces e a face teste q em vetores colunas, conforme a Figura 2.1. O resultado dessa 

conversão são vetores de n posições (n = AB, onde A e B são os números de linhas 

e de colunas das faces, respectivamente). 

Em seguida é calculado o vetor médio 𝑋̅𝑖 para cada classe do conjunto de imagens 

𝑋(𝑖 = 1, 2, … , 𝐿), utilizando a Equação 2.1: 

 

𝑋̅𝑖 =
1

𝑁
∑ 𝑋𝑘

(𝑖)

𝑁𝑖

𝑘=1

 (2.1) 

 

onde: 𝑁 = 𝑁1 + 𝑁2 + ⋯ + 𝑁𝐿. 
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O terceiro passo é determinar as matrizes de covariância 𝑺𝑥𝑖
 de cada 

classe utilizada na Equação 2.2: 

 

𝑺𝑥𝑖
=

1

𝑁 − 1
∑(𝑋𝑘

(𝑖)
− 𝑋̅𝑖)(𝑋𝑘

(𝑖)
− 𝑋̅𝑖)𝑇

𝑁𝑖

𝑘=1

 (2.2) 

 

O próximo passo é calcular os m autovetores relacionados aos m maiores 

autovalores da matriz de covariância 𝑺𝑥𝑖
, obtidos na Equação 2.2. Esses 

autovetores relacionados a i-ésima classe são: 𝒖1
(𝑖)

, 𝒖2
(𝑖)

, … , 𝒖𝑚
(𝑖)

, onde 𝒖1
(𝑖)

 é o 

autovetor relacionado ao maior autovalor, 𝒖2
(𝑖)

, é o autovetor relacionado ao 

segundo maior autovalor e, assim por diante. 

No passo cinco é gerada a matriz de transformação 𝑷𝑥𝑖
, definida como: 

𝑷𝑥𝑖
= [𝒖1

(𝑖)
, 𝒖2

(𝑖)
, … , 𝒖𝑚

(𝑖)
]𝑇, onde 𝑷𝑥𝑖

𝑇 ∈ 𝑅𝑚 𝑥 𝑛. 

O passo seguinte é projetar a imagem teste q em cada autoespaço 

(𝑖 = 1,2, … , 𝐿), utilizando a Equação 2.3, onde 𝒘𝑖 indica a projeção da imagem 

teste na i-ésima classe. 

 

𝒘𝑖 = 𝑷𝑥𝑖
𝑇 (𝒒 − 𝑿̅𝑖) (2.3) 

 

O penúltimo passo é determinar a imagem reconstruída 𝒒𝑖, a partir do 

vetor projeção 𝒘𝑖, utilizando a Equação 2.4, para (𝑖 = 1,2, … , 𝐿). 

 

𝒒𝑖 = 𝑷𝑥𝑖
𝒘𝑖 (2.4) 

 

Por fim, calcula-se a distância Euclidiana relativa entre a imagem teste e 

todas as imagens reconstruídas (𝑖 = 1,2, … , 𝐿), utilizando a Equação 2.5. 
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𝑑𝑖 =
‖𝒒 − 𝒒𝑖‖

‖𝒒‖
 (2.5) 

 

Como o índice i indica a i-ésima classe, a menor distância 𝑑𝑖 calculada a 

partir da Equação 2.5 indica que a classe mais similar à imagem teste é a classe 

de índice i e a imagem é reconhecida como pertencente a essa classe 

(MEDEIROS, 2012). 

 

2.2.2 Análise de Componentes Independentes 

 

A Análise de Componentes Independentes (Independent Component 

Analysis – ICA) é uma técnica matemática que se resume em encontrar uma 

representação linear, em que os componentes são estatisticamente independentes. 

É também conhecida como “separação cega de sinais”, (HYVÄRINEN; 

KARHUNEN; OJA, 2001) e tem por finalidade separar sinais de diferentes fontes, 

todos misturados, em um conjunto de variáveis estatisticamente independentes. 

O principal objetivo do ICA é decompor o sinal observado a partir das 

várias fontes em uma combinação linear dos sinais desconhecidos, que são 

independentes uns dos outros. Então, seja 𝑺 o vetor de sinais desconhecidos e o 

vetor das misturas dos sinais observados for representado por 𝑿. Se o símbolo 𝑨 

representa a matriz de mistura desconhecida, o modelo de mistura é escrito na 

Equação 2.6 (DRAPER et al., 2003): 

 

X = AS (2.6) 

 

Supõe-se que os sinais desconhecidos 𝑺 são independentes uns dos outros 

e que a matriz 𝑨 é invertível. Com base nestes dois pressupostos, o algoritmo ICA 

tenta encontrar 𝑨 (matriz maximizada) ou a matriz 𝑾 (matriz de separação), 

conforme a Equação 2.7 
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U = WX = WAS (2.7) 

 

De acordo com Cardoso (1997), a Equação 2.7 é uma estimativa dos sinais 

de fonte independentes. 

No contexto do reconhecimento de face, o uso do ICA foi proposto, 

primeiramente por Bartlett (2001) e, posteriormente, por várias outras 

contribuições, sendo as mais citadas, Liu e Wechsler (1999); Baek et al. (2002); 

Draper et al. (2003). Em Bartlett (2001), duas arquiteturas diferentes são 

apresentadas para o reconhecimento de face. Na primeira, chamada de arquitetura-

I, as imagens de faces são descritas como combinação linear de um conjunto 

desconhecido de componentes estatisticamente independentes e os componentes 

obtidos nessa arquitetura podem ser vistos como um conjunto de imagens de 

características faciais independentes. A Figura 2.2 exemplifica a arquitetura-I, 

onde a matriz de entrada, X, é organizado de modo que as linhas representem 

imagens diferentes e as colunas representem pixels diferentes. A projeção das 

imagens originais, X, no vetor de pesos, W, aprendido pelo ICA, produz as 

imagens base independentes, U, tal que U = WX. 

 

 

Figura 2.2 - Arquitetura-I 

Fonte: Adaptado de Bartlett (2001) 
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Na segunda, chamada de arquitetura-II, as representações dos coeficientes 

(pesos) são estatisticamente independentes e os componentes obtidos podem ser 

vistos como um conjunto de imagens com a aparência de uma face, assim como 

no PCA. 

De acordo com os testes realizados em Draper et al. (2003), a arquitetura-

I obteve melhores resultados do que a arquitetura-II. As bases derivadas da 

arquitetura-I refletem propriedades locais da face. Já na arquitetura-II apresentam 

propriedades mais globais da face, como é possível observar na Figura 2.3. 

 

 

Figura 2.3 - Arquitetura-I (figura acima): bases refletem características mais locais; 

Arquitetura-II (figura abaixo): bases refletem características mais globais 

Fonte: imagem obtida de Draper et al. (2003) 

 

2.2.3 Redes Neurais Artificiais 

 

Uma Rede Neural Artificial (RNA) é uma técnica computacional que 

busca simular as conexões em rede estabelecidas pelo cérebro humano, 

permitindo autossuficiência na solução de situações problemas. Pode-se dizer 

ainda que são técnicas computacionais que buscam a superação autónoma de 

situações problemas que mesmo sem programação anterior são assimiladas e 

superadas. 

Uma definição para RNA é apontado em:  
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sistemas inteligentes, cuja meta é interpretar e resolver 

problemas computacionais baseando seu funcionamento no 

cérebro humano. São compostas por unidades de 

processamento interconectadas, denominadas neurônios 

artificiais, que processam sinais para computar funções 

matemáticas (SILVA, 2016, p. 42). 

 

Para Bordignon (2015, p. 20) RNA são: 

 

sistemas não lineares baseados na funcionalidade dos 

neurônios biológicos, e são utilizados principalmente em 

problemas de classificação, reconhecimento de padrões e 

otimização na precisão de sistemas complexos. 

 

A Figura 2.4 apresenta um modelo não linear de um neurônio artificial, 

que pode ser identificado por três elementos básicos (HAYKIN, 2001). 

 Um conjunto de sinapses ou elo de conexão: cada uma consiste na 

entrada dos sinais por meio de um peso para o neurônio. 

Especificamente, um sinal 𝑥𝑗, na entrada da sinapse 𝑗, conectada ao 

neurônio 𝑘, é multiplicado pelo peso sináptico 𝑊𝑘𝑗.  

 Um somador ∑: para somar os sinais de entrada, ponderados pelas 

respectivas sinapses do neurônio; as operações descritas aqui 

constituem um combinador linear. 

 Uma função de ativação 𝜑(. ): responsável por obter o resultado 𝑈𝑘, 

do somatório e delimitar o sinal de saída 𝑌𝑘 com um único valor, 

utilizado como entrada para o próximo neurônio ou como resposta 

da RNA. 
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Figura 2.4 - Modelo não linear de um neurônio artificial 

Fonte: Adaptado de Haykin (2001) 

 

O objetivo das RNAs é solucionar problemas aprendendo e agindo diante 

de situações variadas, agindo através da experiência e da observação dos 

acontecimentos. Mcculloch e Pitts (1943) foram os primeiros pesquisadores a 

apresentar um modelo matemático para uma rede neural.  

Em reconhecimento facial, as RNAs vêm sendo aplicadas em diversos 

problemas, como por exemplo, classificação por sexo, reconhecimento de face, 

classificação de expressões faciais, dentre outros. Chellappa, Wilson e Sirohey 

(1995) foram uns dos primeiros a utilizar RNA para identificação de imagens. 

Na detecção de faces, a utilização de redes neurais consiste em diferenciar 

imagens ou regiões da imagem que, possivelmente contenham uma face, daquelas 

imagens ou regiões que não contêm face, ou seja, a função da rede é apenas 

classificar as imagens em face e não face (VALENÇA, 2005). 
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Atualmente, existem numerosos estudos eficientes utilizando redes 

MLP’s3 para resolver problemas no processo de reconhecimento de faces 

(BOUGHRARA; CHTOUROU; AMAR, 2012; ARRUDA, 2013; 

BOUGHRARA et al., 2014; SILVA, 2016). 

 

2.2.4 Classificador K-Vizinhos mais Próximos 

 

O classificador de k-Vizinhos Mais Próximos, do inglês K-Nearest 

Neighbour (KNN), é um algoritmo que cria alcances de decisões complexas a 

partir de um conjunto de padrões de treinamento com classes conhecidas a priori. 

Dado um padrão desconhecido 𝑥, sua classificação ocorre da seguinte forma: 

calcula-se a distância entre 𝑥 e todos os padrões de treinamento, verifica-se a quais 

classes pertencem os 𝑘 padrões mais próximos de 𝑥 e finalmente associa-se o 

padrão 𝑥 à classe mais frequente entre esses 𝑘 padrões. Como medida de distância 

utiliza-se a distância Euclidiana ou similar. 

Matos (2008) aponta que uma das vantagens conhecidas do classificador 

KNN é que, quando o conjunto de treinamento é grande ou bem representativo, 

ele cria uma fronteira de decisão que se adapta à forma de distribuição dos dados 

de treinamento, possibilitando a obtenção de boas taxas de acertos. 

Em reconhecimento facial, a abordagem de classificação KNN identifica 

as k faces mais próximas e classifica a face de teste, considerando a classe que for 

mais frequente entre as k faces de treinamento mais próximas.   

Sejam {𝑦1𝑗, 𝑦2𝑗 , … , 𝑦𝑚𝑗} os 𝑚 coeficientes selecionados para representar 

a pessoa 𝑗 e sejam {𝑤1𝑗𝑘 , 𝑤2𝑗𝑘, … , 𝑤𝑚𝑗𝑘} as amplitudes dos coeficientes de 

                                                           
3 Do Inglês, feed forward multilayer perceptron (MLP). Rede de múltiplas camadas, 

compostas por um conjunto de unidades sensoriais que formam a camada de entrada, uma 

ou mais camadas ocultas e uma camada de saída 
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treinamento da pessoa 𝑗 na pose 𝑘, com 𝑤𝑖𝑗𝑘 correspondendo ao coeficiente de 

mesma posição que 𝑦𝑖𝑗.   

Seja 𝑓 a pessoa a ser classificada e sejam {𝑣1𝑓 , 𝑣2𝑓 , … , 𝑣𝑚𝑓} as amplitudes 

dos coeficientes Transformada Cosseno Discreta da pessoa 𝑓, com 𝑣𝑖𝑓 

correspondendo ao coeficiente de mesma posição que 𝑦𝑖𝑗. 

O classificador KNN classifica a face 𝑓,  baseando-se nos seguintes 

passos (MATOS, 2008):  

1. Calcula-se a distância entre a face 𝑓 e a pessoa de treinamento 𝑗 na 

pose 𝑘, com 𝑗 = 1,2, … , 𝑝 e 𝑘 = 1,2, … , 𝑞, conforme Equação 2.8: 

 

𝐷𝐾𝑁𝑁 𝑓𝑗𝑘 = ∑|𝑤𝑖𝑗𝑘 − 𝑣𝑖𝑓|

𝑚

𝑖=1

 (2.8) 

 

2. Identificam-se os 𝑘 menores valores 𝐷𝐾𝑁𝑁 𝑓𝑗𝑘 e define-se o i-ésimo 

vizinho mais próximo como a pessoa 𝑗 associada ao i-menor valor de 

𝐷𝐾𝑁𝑁 𝑓𝑗𝑘, com 𝑖 = 1, 2, … 𝑘; 

3. A classificação da pessoa 𝑓 corresponde então à pessoa 𝑗 mais 

frequente entre os k-vizinhos identificados; 

4. Em caso de empate, foi definido nesse trabalho se adotar a 

abordagem KNN para desempate. 

 

2.3 Técnicas Utilizadas no Método Proposto 

 

2.3.1 Estatística de Ordem Superior 

 

Conforme Mendel (1991); Ferreira (2010); Ferreira et al. (2011), as 

estatísticas de ordem superior (EOS) podem levar a resultados mais 
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representativos quando empregadas em processos não gaussianos e sistemas não 

lineares do que as estatísticas de segunda ordem. Sabe-se que um sinal gaussiano 

é completamente caracterizado pela sua média e variância. Consequentemente, as 

EOS de um sinal gaussiano são nulas ou possuem informações redundantes. Logo, 

as EOS são menos afetadas por ruídos gaussianos do que as estatísticas de segunda 

ordem. 

Dado que muitas aplicações práticas possuem ruído aditivo gaussiano, as 

EOS têm sido utilizadas com bastante frequência, conforme é mostrado em 

(MENDEL, 1991; FERREIRA, 2010; FERREIRA et al., 2011).  

Para os pesquisadores Mendel (1991); Ferreira (2010); Ferreira et al. 

(2011), as EOS podem ser definidas em termos de momentos e cumulantes. 

Momentos são mais indicados para sinais determinísticos, enquanto que 

cumulantes são mais aplicados para sinais aleatórios.  

As expressões dos cumulantes de segunda, terceira e quarta ordens de um 

sinal aleatório 𝑥[𝑛], quando 𝐸{𝑥[𝑛]} = 0, são, respectivamente, a Equação (2.9)-

(2.11): 

 

𝐶2,𝑥[𝑖] = 𝐸{𝑥[𝑛]𝑥[𝑛 + 𝑖]}, (2.9) 

  

𝐶3,𝑥[𝑖] = 𝐸{𝑥[𝑛]𝑥2[𝑛 + 𝑖]}, (2.10) 

  

𝐶4,𝑥[𝑖] = 𝐸{𝑥[𝑛]𝑥3[𝑛 + 𝑖]} − 3𝐶2,𝑥[𝑖]𝐶2,𝑥[0], (2.11) 

 

em que 𝑖 é o 𝑖-ésimo atraso, e 𝑥[𝑛] é o 𝑁-ésimo elemento do vetor x. 

Para um vetor com comprimento finito (𝑁), as aproximações estocásticas 

oferecem as seguintes Equações: 
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𝐶̂2,𝑥[𝑖] ∶=
2

𝑁
∑ 𝑥[𝑛]𝑥[𝑛 + 𝑖],

𝑁

𝑛=0

 (2.12) 

  

𝐶̂3,𝑥[𝑖] ∶=
2

𝑁
∑ 𝑥[𝑛]𝑥2[𝑛 + 𝑖],

𝑁

𝑛=0

 (2.13) 

  

𝐶̂4,𝑥[𝑖] ∶=
2

𝑁
∑ 𝑥[𝑛]𝑥3[𝑛 + 𝑖] −

2

𝑁2
∑ 𝑥[𝑛]𝑥[𝑛 + 𝑖] ∑ 𝑥2[𝑛]

𝑁

𝑛=0

,

𝑁

𝑛=0

𝑁

𝑛=0

 (2.14) 

 

em que 𝑖 =  0, 1, . . . , 𝑁/2 − 1. 

 

Note que as Equações (2.12)-(2.14) não podem ser usadas se 𝑖 > 𝑁/2 +

1, pois 𝑛 + 𝑖 será maior que 𝑁. Dessa forma, perdem-se informações no cálculo 

dos cumulantes. Em Ribeiro et al. (2007), é proposta uma abordagem alternativa, 

em que cada cumulante é calculado utilizando todas as 𝑁 amostras de sinal 

disponível. Basicamente, forma-se um tipo de Buffer circular nos sinais, de tal 

forma que, se o valor de 𝑛 + 𝑖 for maior que 𝑁 em 𝑘 unidades, esse valor é 

substituído por 𝑘, tomando com isso as amostras antecessoras ao valor 𝑖, que 

anteriormente não eram utilizadas. Na verdade, é como se houvesse uma 

continuidade da última amostra para a primeira, fazendo com que o sinal seja 

virtualmente circular. 

Matematicamente, a substituição de 𝑛 + 1, quando 𝑛 + 1 >  𝑁, pode ser 

dada pela Equação 2.15: 

 

𝑚𝑜𝑑(𝑛 + 𝑖, 𝑁) = [𝑛 + 𝑖] − 𝑏𝑁, (2.15) 
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em que 𝑏 é o número inteiro obtido quando se desconsideram as casas decimais 

da divisão de 𝑛 + 𝑖 por 𝑁, o que resulta no resto da divisão de 𝑛 + 𝑖 por 𝑁. 

Assim, as Equações (2.12)-(2.14) podem ser estimadas, para 𝑁 finito, por 

(RIBEIRO et al., 2007): 

 

𝐶̂2,𝑥[𝑖] ∶=
2

𝑁
∑ 𝑥[𝑛]𝑥[𝑚𝑜𝑑[𝑛 + 𝑖, 𝑁]],

𝑁

𝑛=0

 (2.16) 

  

𝐶̂3,𝑥[𝑖] ∶=
2

𝑁
∑ 𝑥[𝑛]𝑥2[𝑚𝑜𝑑[𝑛 + 𝑖, 𝑁]],

𝑁

𝑛=0

 (2.17) 

  

𝐶̂4,𝑥[𝑖] ∶=
2

𝑁
∑ 𝑥[𝑛]𝑥3[𝑚𝑜𝑑[𝑛 + 𝑖, 𝑁]]

𝑁

𝑛=0

−
2

𝑁2
∑ 𝑥[𝑛]𝑥[𝑚𝑜𝑑[𝑛 + 𝑖, 𝑁]] ∑ 𝑥2[𝑛]

𝑁

𝑛=0

,

𝑁

𝑛=0

 

(2.18) 

 

em que 𝑚𝑜𝑑[𝑛 +  𝑖, 𝑁] é o resto inteiro da divisão de 𝑛 +  𝑖 por 𝑁. 

As aproximações apresentadas nas Equações (2.16)-(2.18) levam a uma 

boa simplificação para problemas em que é empregado um vetor de comprimento 

finito. Pode-se observar que para um sinal com 𝑁 amostras, tem-se 𝑁 cumulantes 

para cada ordem de EOS. Para efeitos de classificação e detecção, a combinação 

de poucos destes cumulantes é suficiente para a obtenção de um bom desempenho, 

conforme mostrado em (RIBEIRO et al., 2007; FERREIRA et al., 2011). 

Para Mendel (1991); Ferreira (2010); Ferreira et al. (2011), o cumulante 

de segunda ordem é apenas a autocorrelação de x[n].  Se x[n] é um processo 

aleatório simetricamente distribuído, então o cumulante de terceira ordem é igual 

a zero. Nesse caso, o cumulante de quarta ordem seria o mais indicado. 
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Adicionalmente, em alguns processos os valores dos cumulantes de terceira 

ordem são muito pequenos enquanto que os valores dos cumulantes de quarta 

ordem são muito grandes. Nesse caso, o cumulante de quarta ordem também é o 

mais indicado. Para atraso (lag) igual a zero, ou seja, (i = 0).  

 

2.3.2 Análise de Discriminante Linear de Fisher 

 

Uma das melhores abordagens, indicada na literatura, adotada por 

métodos de reconhecimento facial, sendo inclusive superior em alguns aspectos à 

abordagem PCA (NEFIAN, 1996; BELHUMEUR; HESPANHA; KRIEGMAN, 

1997; RUIZ-DEL-SOLAR; NAVARRETE, 2005) é a Linear Discriminant 

Analysis (LDA), em português Análise de Discriminante Linear, também 

conhecida como Fisherfaces. O LDA é uma técnica bastante simples para 

discriminação de dados multidimensionais. Conforme bem discutido em Duda, 

Hart e Stork (2000) e Ferreira (2010), o LDA tem duas principais e diferentes 

aplicações: pode ser usado como separador de classes e como ferramenta de 

seleção de parâmetros (FERREIRA, 2010).  

Para entender ambas as aplicações do LDA, suponha um espaço de n 

eventos 𝑑-dimensionais, 𝐱1, … , 𝐱𝑛, em que 𝑛1 eventos pertencem à classe 1 (𝐶1) 

e 𝑛2 à classe 2 (𝐶2). Se a média das amostras 𝑑-dimensionais da classe 𝑖 é: 

 

𝛍𝑖 =
1

𝑛𝑖
∑ 𝐱

𝐱∈𝐶𝑖

 (2.19) 

 

podem-se definir as matrizes scatters Si, 𝑺𝜔 e 𝑺𝐵 por: 

 

𝐒𝑖 = ∑(𝐱 − 𝛍𝑖)

𝐱∈𝐶𝑖

(𝐱 − 𝛍𝑖)𝑇 , (2.20) 
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𝐒𝜔 = 𝐒1 + 𝐒2 (2.21) 

e  

𝐒𝐵 = (𝛍1 − 𝛍2)(𝛍1 − 𝛍2)𝑇 (2.22) 

 

em que 𝑇 significa transposto. 

A matriz 𝑺𝜔 é conhecida por matriz scatter intraclasses e é proporcional 

à matriz de covariância dos dados. É também simétrica, semidefinida positiva e, 

usualmente, não singular se 𝑛 > 𝑑. A matriz SB é também simétrica e semidefinida 

positiva. É chamada de matriz scatter entreclasses. 

Em termos de 𝑺𝜔 e 𝑺𝐵, a função custo para o critério LDA como 

discriminante é escrita como: 

 

𝐉(𝛚) =
𝛚𝑇𝐒𝐵𝛚

𝛚𝑇𝐒𝜔𝛚
 (2.23) 

 

O vetor ω que maximiza 𝐉(. ) será: 

 

𝛚 = 𝐒𝜔
−1(𝛍1 − 𝛍2) (2.24) 

 

Assim, o vetor 𝛚 obtido representa a máxima razão entre a matriz scatter 

entreclasses e a intraclasses. Dessa forma, o processo de classificação é convertido 

de um espaço 𝑑-dimensional para um espaço unidimensional. Neste novo espaço, 

pode-se obter um limiar que fará a separação entre os dados projetados em 𝛚 das 

classes 1 e 2.  

Diferentemente do critério LDA para classificação, a função custo do 

critério LDA como ferramenta de seleção de parâmetros é: 
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𝐉𝐶 = (𝛍1 − 𝛍2)2⨀
1

𝛔1
2 − 𝛔2

2 (2.25) 

 

em que 𝐉𝑐 =  [𝐽1  · · ·  𝐽𝐿𝑙
]T, Ll é o número total de parâmetros, 𝝁1 e 𝝁2,  e 𝝈1

2 e 𝝈2
2 

são, respectivamente, os vetores de média e variância dos dados da classe 1 e da 

classe 2. O símbolo ⨀ refere-se ao produto de Hadamard, ou seja, r ⨀ s =

[𝑟0𝑠0. . . 𝑟𝐿r−1𝑠𝐿r−1]𝑇. 

Pode-se entender que os 𝑖-ésimos elementos do vetor de parâmetros, 

referentes aos maiores valores de JC, representam os parâmetros que apresentam 

melhor separação entre classes. Essa técnica é bastante útil em processos de 

classificação mais complexos, uma vez que torna possível selecionar os melhores 

parâmetros (que mais discriminam as classes envolvidas) e, consequentemente, 

reduzir o número de parâmetros a serem utilizados na classificação. Essa redução 

de parâmetros é atraente em sistemas que necessitam de menor complexidade 

computacional, tais como sistemas que operam em tempo real. Ademais, o uso de 

um número reduzido de parâmetros pode levar ao projeto de classificadores mais 

simples, com melhor capacidade de generalização e melhor desempenho, já que 

os parâmetros responsáveis pela interseção entre classes são, teoricamente, 

descartados (FERREIRA, 2010). 

A generalização da Equação (2.25) para o LDA para M classes é dada por: 

 

𝑱𝐶 =  ∑ ∑ (𝝁𝑖 − 𝝁𝑗)2⨀
1

𝝈𝑖
2 + 𝝈𝑗

2 .
𝑀

𝑗≠𝑖

𝑀

𝑖
 (2.26) 

 

2.3.3 Classificador Bayesiano 

 

Considere o problema de decisão entre duas hipóteses, uma hipótese 𝓗0, 

referente à classe 0, e outra hipótese 𝓗1, referente à classe 1. Diversas técnicas 
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lineares e não lineares podem ser aplicadas para determinar a superfície de 

separação entre as hipóteses 𝓗0 e 𝓗1. O classificador de Bayes (DUDA, HART, 

STORK, 2000; THEODORIDIS, KOUTROUMBAS, 2009; FERREIRA, 2010) 

realiza a classificação através da seguinte inequação: 

 

𝑝(𝐱|ℋ1)

𝑝(𝐱|ℋ0)
⪋

𝑃(ℋ1)

𝑃(ℋ0)
, (2.27) 

 

em que 𝐱 é um vetor constituído de elementos aleatórios, 𝑷(𝓗𝑖) representa a 

probabilidade a priori e 𝒑(𝐱|𝓗𝑖) representa a função densidade de probabilidade 

(pdf - probability density function) condicional de obter 𝐱, dado que a classe é 𝓗𝑖. 

Se a função densidade de probabilidade condicional for gaussiana, ela pode ser 

expressa como: 

 

p(𝐱|ℋ𝑖) =
1

(2𝜋)
𝐿

2| ∑ |
1

2𝑖

e−
1

2
(𝐱−𝛍𝑖)𝑇 ∑ (𝐱−𝛍𝑖)−1

𝑖 , (2.28) 

 

onde 𝛍𝑖 = E{𝐱} é o vetor valor médio da classe 𝓗𝑖, 𝜮𝑖 é a matriz de covariância 

da mesma classe definida por 

 

∑ = 𝐸{(𝐱 −
𝑖

𝛍𝑖)(𝐱 − 𝛍𝑖)𝑇}, (2.29) 

 

e |𝜮𝑖| denota o determinante de 𝜮𝑖. 

Supondo classes equiprováveis, onde 𝑃(ℋ0) = 𝑃(ℋ1) = 1/2 e as pdf’s 

dadas por (2.20), o classificador dado por (2.19) assume a forma: 
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| ∑ |
1

2𝑒−
1

2
(𝐱−𝛍𝑏)𝑇 ∑ (𝐱−𝛍1)−1

1
0

| ∑ |
1

2𝑒−
1

2
(𝐱−𝛍𝑎)𝑇 ∑ (𝐱−𝛍0)−1

0
1

⪒ 1, (2.30) 

 

onde 𝛍0 e 𝛍1 são os vetores valor médio das classes 𝓗0 e 𝓗1 respectivamente, e 

𝚺0 e 𝚺1 são as matrizes de covariância das respectivas classes. 

Sendo assim, a Equação à esquerda de (2.22) é aplicada ao vetor de 

parâmetros extraído e, se o valor encontrado for maior ou igual a 1, o sinal é dado 

como pertencente à classe 0, caso contrário o mesmo é dado como pertencente à 

classe 1. 
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CAPÍTULO 3 

 

O presente capítulo descreve o método proposto para o reconhecimento 

de face no contexto de detecção e identificação de criminosos.  

 

3 METODOLOGIA 

 

3.1 Plataforma de Desenvolvimento 

 

A plataforma de desenvolvimento escolhida para elaborar este projeto foi 

o MatLab®. A principal razão que motivou tal escolha foi o fato do software em 

questão oferecer uma vasta biblioteca de funções matemáticas e algoritmos 

numéricos, além de um toolbox próprio para processamento de imagens. Outro 

ponto forte é a simplicidade da linguagem, que acompanha a álgebra aplicada a 

vetores e matrizes, facilitando a implementação de métodos de reconhecimento 

de padrões. Além disso, oferece boa portabilidade, sendo compatível com 

Windows, Linux, Mac OS e também com sistemas móveis como Android IOS. 

 

3.2 Base de Dados 

 

Para conduzir os experimentos e testar o sistema de reconhecimento facial 

proposto foi utilizado o banco de faces ORL (Olivetti Research Laboratories), 

desenvolvido nos laboratórios da Olivettiem Cambridge, Inglaterra (AT&T 

LABORATORIES CAMBRIDGE, 1994). Essa base de dados contém um 

conjunto de imagens faciais, extraídas de 40 indivíduos distintos, e para cada 

indivíduo há 10 imagens.  

A Figura 3.1 ilustra as imagens do banco ORL. Estas imagens foram 

tomadas em momentos diferentes, variando a iluminação, expressões faciais 
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(olhos abertos/fechados, sorrindo/não sorrindo) e detalhes faciais (com 

óculos/sem óculos). Todas as imagens foram adquiridas contra um fundo escuro 

homogêneo com as pessoas na posição vertical, frontal (com tolerância para 

algum movimento lateral).  

 

 

Figura 3.1 - Imagens do banco de dados de faces ORL 

Fonte: Adaptado de AT&T Laboratories Cambridge (1994) 
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As imagens estão em formato PGM e dimensão 92x112 pixels, com 256 

níveis de cinza por pixel.  

Esse banco de faces tem boa aceitação na literatura, tendo sido muito 

utilizado para validar métodos de reconhecimento de face (HAFED; LEVINE, 

2001; BICEGO; CASTELLANI; MURINO, 2003; KUMAR; DEEPTI; 

PRABHAKAR, 2006; MATOS, 2008), e também para o treinamento de métodos 

de detecção (NEFIAN; HAYES, 2000; FLEURET; GEMAN, 2002; OMAIA, 

2009). 

Conforme discutido no Capítulo 1, foi considerado o cenário de 

identificação de criminosos por meio de reconhecimento de face através de 

imagens supostamente capturadas de câmeras de segurança pública. Sendo assim, 

pressupõe-se que as etapas de segmentação de imagens e detecção de faces já 

foram realizadas. Ademais, esse cenário leva à organização do banco de dados 

conforme descrito na próxima seção. 

 

3.2.1 Organização dos Dados 

 

Para testar e avaliar o método proposto, dentro do contexto adotado de 

identificação de criminosos, o banco de imagens foi dividido em dois grupos, um 

grupo de faces que serão consideradas como faces de criminosos (grupo A) e o 

outro de faces de não criminosos (grupo B). Cumpre ressaltar que não há relação 

alguma entre as imagens do banco de dados utilizado e criminosos da vida real. 

Essa divisão de grupos e o uso do termo “criminoso” foram realizados apenas de 

maneira fictícia a fim de abordar o cenário proposto de identificação de 

criminosos por meio de reconhecimento de face. 

O grupo A é composto por 15 indivíduos e o grupo B por 25. A divisão 

destes grupos foi feita de forma aleatória, seguindo uma distribuição uniforme no 

sorteio das faces. 
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Figura 3.2 - Faces de criminosos sorteadas 

 



46 

O grupo A foi dividido em conjunto de treino e conjunto de teste. Como 

cada indivíduo é representado por dez faces, em poses diferentes (Figura 3.1), 

foram sorteadas aleatoriamente cinco faces para treino e cinco para teste. Portanto, 

o banco de dados de treinamento é composto por 75 (5x15) faces. As outras 75 

faces serão usadas para teste. A Figura 3.2 ilustra as faces do grupo B, indivíduo 

a indivíduo, bem como as divisões entre dados de treino e de teste. 

As faces do banco de dados do grupo B, que compreendem a um total de 

250 faces, 25 indivíduos com 10 faces cada, serão usadas apenas na etapa de teste 

para avaliar o falso alarme do método proposto, já que os indivíduos que se deseja 

detectar e identificar são os do grupo A. 

  

3.3 Método Proposto 

 

Os sistemas de reconhecimento de face que utilizam imagens que podem 

ou não conter mais de uma face requerem uma etapa de pré-processamento que 

deve realizar a segmentação das faces na imagem. Após essa segmentação, cada 

face presente na imagem é então recortada e enviada individualmente para o 

classificador, que finalmente fará a identificação da face. 

Nesta dissertação, o foco será dado ao classificador e o estágio de 

segmentação das faces presentes na imagem, portanto, não será abordado. 

O método de classificação proposto é representado, de forma 

simplificada, pelo diagrama em blocos da Figura 3.3. Será abordado o contexto 

de classificador especialista, em que um classificador será projetado para cada 

classe (indivíduos do grupo A).  

No final, ou seja, após o processamento de uma face, uma lógica de 

decisão fará a combinação das saídas dos 15 classificadores (um para cada face 

do grupo A) e dará na saída a identificação da face, se a face processada pertencer 
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a algum dos 15 indivíduos do grupo A; ou apontará a face processada como não 

pertencente ao grupo A, não dando, nesse caso, a identificação da mesma.  

 

 

Figura 3.3 - Diagrama em blocos da implementação do sistema 

 

A lógica de decisão implementada é uma porta lógica “OR”. Isso 

significa que se qualquer um dos classificadores classificar a face processada 

como um indivíduo pertencente ao grupo A, a saída da lógica de decisão indicará 

presença (detecção) de indivíduo pertencente ao grupo A. Todavia, para a 

identificação da face processada é feita a leitura das saídas de cada um dos 

classificadores. Se mais de um classificador classificar a face como pertencente 

ao grupo A, serão indicadas na saída tais classificações de forma que a 

identificação final possa ser feita visualmente por um especialista (policial). 

Na saída do método proposto, duas informações são disponibilizadas:  

(i) se a face processada é pertencente ao banco de dados do grupo A ou 

não, e; 

(ii) se a face processada for pertencente ao grupo A, é apresentada a 

identificação da mesma (dentre os 15 indivíduos do grupo).  
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A informação (i) pode ser referida como detecção e a informação (ii) 

como classificação.  

A implementação de cada um dos classificadores foi dividida em três 

etapas: extração de características, seleção de características (redução da 

dimensionalidade) e classificação, que está representada de forma simplificada, 

pelo diagrama em blocos da Figura 3.4. 

 

 

Figura 3.4 - Diagrama em blocos do detalhamento de cada classificador 

 

O primeiro bloco da Figura 3.4 é a face detectada. Essa face, quando lida 

pelo software MatLab, é representada por uma matriz Xi, na dimensão dos pixels 

(92x112). Essa matriz é então transformada em um vetor, seguindo a ordem de 

linha por linha, conforme mostrado na Figura 3.5. 

 

 

Figura 3.5 - Face representada pelo vetor 

 

O passo seguinte compreende a extração dos parâmetros utilizando 

Estatística de Ordem Superior. Extraíram-se os cumulantes de 2ª, 3ª e 4ª ordens, 

conforme descrito na seção 2.2.1.  

A saída é o vetor de parâmetros pi, que é então enviado para o algoritmo 

de classificação. Como classificador foi implementado o classificador de Bayes, 

supondo distribuições gaussianas e probabilidades a priori estimadas 
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empiricamente (THEODORIDIS; KOUTROUMBAS, 2009), devido à sua 

simplicidade e obtenção de bons resultados.  

Cumpre ressaltar que a etapa de seleção de parâmetros e análise de 

redundância é realizada apenas na etapa de projeto do método. Na fase 

operacional, apenas os cumulantes presentes no vetor de parâmetros pi, que foram 

previamente selecionados, são calculados.  
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CAPÍTULO 4 

 

Este capítulo apresenta os resultados do método proposto de uma forma 

qualitativa e quantitativa, sobre os módulos detector e identificador de faces.  

 

4 RESULTADOS  

 

Após a extração dos cumulantes de 2ª, 3ª e 4ª ordens, aplicou-se o 

Discriminante Linear de Fisher (Equação 2.25) para duas classes, ou seja, uma 

classe contra todas as outras 14 classes, para cada classe do grupo A.  

Cada face é representada por um total de N = 10.304 pixels. Portanto, ao 

extrair os cumulantes de 2ª, 3ª e 4ª ordens obtém-se um total de 3N pixels. No 

entanto, os cumulantes de ordem 2 são simétricos e, portanto, a segunda metade 

dos mesmos foi eliminada, o que leva a um total de 5N/2 (igual a 25.760) 

parâmetros (cumulantes de 2ª, 3ª e 4ª ordens). 

As Figuras 4.1, 4.2 e 4.3 apresentam as médias das assinaturas das faces 

do banco de dados de treino, para os cinco primeiros indivíduos da Figura 3.2, 

construídas pelos cumulantes de segunda, terceira e quarta ordens, 

respectivamente. O eixo das abscissas foi limitado de 0 a 1000 para não 

comprometer a visualização. Foram mostradas as médias dos cumulantes para 

apenas cinco das faces do banco de dados por simplificação.  

Pode-se inferir que há pouca diferença entre as assinaturas das faces 

(diferentes poses) de um mesmo indivíduo, visto que o desvio padrão está próximo 

do valor da média obtido, exceto para as assinaturas construídas pelos cumulantes 

de terceira ordem do indivíduo 5 (Figura 4.2 (e)). As médias dos cumulantes de 

segunda e quarta ordens apresentam variações mais acentuadas de um indivíduo 

para o outro em relação à sua amplitude, enquanto que os de terceira ordem 

apresentam variações acentuadas na amplitude e forma das médias dos 
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cumulantes, o que os caracterizam como mais discriminativos no que tange à 

classificação. 

 

 

Figura 4.1 - Média dos Cumulantes de 2ª Ordem (linha contínua) ± desvio padrão (linha 

pontilhada): (a) indivíduo 1, (b) indivíduo 2, (c) indivíduo 3, (d) indivíduo 4, 

(e) indivíduo 5 
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Figura 4.2 - Média dos Cumulantes de 3ª Ordem (linha contínua) ± desvio padrão (linha 

pontilhada): (a) indivíduo 1, (b) indivíduo 2, (c) indivíduo 3, (d) indivíduo 4, 

(e) indivíduo 5 
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Figura 4.3 - Média dos Cumulantes de 4ª Ordem (linha contínua) ± desvio padrão (linha 

pontilhada): (a) indivíduo 1, (b) indivíduo 2, (c) indivíduo 3, (d) indivíduo 4, 

(e) indivíduo 5 

 

Dentre os 25.760 cumulantes extraídos, foram selecionados os 1000 mais 

discriminantes de acordo com o critério FDR. Em seguida, foi aplicada a 

correlação linear entre os parâmetros para eliminar a redundância, em que os 
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cumulantes que apresentaram correlação com seus pares superior a 0,8 foram 

descartados. 

A Tabela 4.1 mostra a quantidade de cumulantes de ordens 2, 3 e 4, 

selecionados para cada classificador, gerados após a aplicação do FDR (critério 

para duas classes) e eliminação da redundância usando o coeficiente de 

correlação. Cumpre ressaltar que a numeração dos classificadores mostrada na 

tabela segue a numeração dos indivíduos da Figura 3.2. 

 

Tabela 4.1 - Quantidade de Cumulantes de ordens 2, 3 e 4, por classificador 

Classificador 
Cumulantes 

Total 
2ª Ordem 3ª Ordem 4ª Ordem 

1 2 0 0 2 

2 5 2 2 9 

3 4 8 4 16 

4 0 4 0 4 

5 1 4 5 10 

6 1 2 2 5 

7 0 5 0 5 

8 4 5 0 9 

9 4 0 0 4 

10 3 5 5 13 

11 3 6 0 9 

12 1 5 0 6 

13 4 4 11 19 

14 1 2 2 5 

15 3 2 3 8 

Total 36 54 34 124 
Fonte: Próprio autor 

 

Observa-se que do total de cumulantes utilizados, os de terceira ordem 

foram os mais presentes, 54 de 124. Esse resultado está de acordo com os 

resultados mostrados na Figura 4.3, que apresenta os cumulantes de terceira ordem 

como os mais representativos em comparação com os de segunda e quarta ordens.   
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Todavia, pode-se observar na Tabela 4.1 que para cada classificador há 

uma combinação de cumulantes diferente, o que indica que cada tipo de face é 

mais bem discriminada por um conjunto específico de cumulantes, que se difere 

dos que representam as outras faces. 

Observa-se também que a dimensão dos vetores de assinaturas de cada 

face variou de 2 a 19. Essa dimensão foi definida automaticamente ao aplicar o 

critério de Fisher e a correlação para eliminar redundância com corte em 0,8.  

Importante ressaltar que, dada a dimensão original das faces, N = 10.304 

pixels, a redução de dimensão para 2, no melhor caso, e 19, no pior caso, é um 

ganho considerável no que tange a complexidade computacional do método. 

A Figura 4.4 mostra o discriminante de Fisher para os cincos primeiros 

indivíduos (seguindo a ordem listada na Figura 3.2), em que os primeiros 5.152 

parâmetros representam os cumulantes de ordem 2, os próximos 10.304 os de 

ordem 3, e os últimos 10.304 parâmetros referem-se aos cumulantes de ordem 4. 

Observa-se que para cada classe há um cumulante que se destaca com amplitudes 

de J maiores, por exemplo, no Fisher obtido para os indivíduos 1 e 2, mostrado 

em (a) e (b), respectivamente, o cumulante que mais se destaca é o de 2ª ordem, 

enquanto que no indivíduo 4, em (d), os cumulantes de 3ª ordem apresentaram 

melhores resultados, e no indivíduo 5, em (e), são os cumulantes de 4ª ordem que 

apresentaram maior relevância.  

Observando os resultados mostrados na Tabela 4.1, para os cinco 

primeiros indivíduos, pode-se concluir que os resultados mostrados na Figura 4.4 

são concordantes, quando se verifica qual foi a ordem do cumulante dominante na 

representação do indivíduo. No entanto, deve-se ressaltar que há muita 

redundância entre os cumulantes extraídos das faces e que o discriminante de 

Fisher indica os mais discriminativos sem levar em consideração a redundância, 

ou seja, sem descartar os redundantes, e os resultados da Tabela 4.1 obtidos após 

a eliminação de redundância, utilizando a correlação linear. 
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Figura 4.4 - Discriminante de Fisher para os parâmetros das faces dos indivíduos 1 (a), 2 

(b), 3 (c), 4 (d) e 5 (e) 

 

As Figuras 4.5–4.9 apresentam o espaço de parâmetros construído pelos 

dois cumulantes mais discriminativos para os classificadores 1-5, 

respectivamente, para os dados do conjunto de treino. Observa-se que não há uma 

separação linear entre as classes, o que indica que é um problema de classificação 

não simples. Por simplificação, foram mostrados os espaços de parâmetros apenas 

para os cinco primeiros classificadores, referentes às cinco primeiras classes 

(seguindo a Figura 3.2). Contudo, dentre os quinze espaços de parâmetros, três 



57 

(referente aos indivíduos 9, 12 e 14, conforme numeração indicada na Figura 3.2) 

apresentaram separação linear com apenas dois parâmetros.  

Interessante observar que não há coincidência entre os dois melhores 

parâmetros de cada classe, o que mostra não haver um padrão para a extração de 

cumulantes de faces para fins de classificação. 

 

 

Figura 4.5 - Espaço de parâmetros para o classificador 1 
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Figura 4.6 - Espaço de parâmetros para o classificador 2 
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Figura 4.7 - Espaço de parâmetros para o classificador 3 
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Figura 4.8 - Espaço de parâmetros para o classificador 4 
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Figura 4.9 - Espaço de parâmetros para o classificador 5 

 

A Tabela 4.2 mostra o desempenho de cada classificador para o conjunto 

de dados de treino. Como os classificadores foram projetados de forma 

independente um do outro, fazendo-se uma face contra todas as outras, os 

resultados foram mostrados em função dos acertos percentuais para o indivíduo i 

(faces do indivíduo que se deseja identificar) e para outros indivíduos (faces dos 

outros indivíduos).   

Como os dados que compõem a classe dos outros indivíduos são mais 

heterogêneos, devido à diversidade entre os dados que são advindos de diferentes 

faces, o classificador apresentou maior dificuldade, no entanto, acertos superiores 

a 95,7 % foram alcançados. 
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Tabela 4.2 - Resultado do treino para cada classificador 

Classificador Indivíduo (%) Outros Indivíduos (%) 

1 100,0 95,7 

2 100,0 98,6 

3 100,0 100,0 

4 100,0  100,0 

5 100,0 100,0 

6 100,0  100,0 

7 100,0 98,6 

8 100,0  100,0 

9 100,0 100,0 

10 100,0 100,0 

11 100,0 98,6 

12 100,0 98,6 

13 100,0 100,0 

14 100,0 100,0 

15 100,0 100,0 

Total 100,0 99,3 

Fonte: Próprio autor 

 

A Tabela 4.3 mostra o desempenho de cada classificador para o conjunto 

de dados de teste. O método apresentou melhor generalização para a classe de 

outros indivíduos, devido ao pouco número de faces de treino disponíveis para a 

classe de indivíduos, apenas 5 faces por indivíduo.  

A Tabela 4.4 mostra a classificação final de acertos dos indivíduos, 

considerando o sistema completo representado pelo diagrama em blocos da Figura 

3.3. Os resultados apontaram um total de acertos de 72%, o que é considerado um 

bom resultado, dado o pouco número de faces disponíveis para treinamento do 

método. 
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Tabela 4.3 - Resultado de teste para cada classificador 

Classificador Indivíduo (%) Outros Indivíduos (%) 

1 60,0 95,7 

2 80,0 100,0 

3 100,0 100,0 

4 40,0 98,6 

5 80,0 100,0 

6 40,0 100,0 

7 60,0 100,0 

8 100,0 100,0 

9 80,0 100,0 

10 60,0 100,0 

11 100,0 95,7 

12 100,0 100,0 

13 100,0 100,0 

14 80,0 100,0 

15 60,0 100,0 

Total 76,0 99,3 
Fonte: Próprio autor 

 

A detecção final de indivíduos pertencentes à Classe A (considerada como 

a classe de criminosos) alcançada pelo método proposto é representada na Tabela 

4.5.  A fim de comparar o desempenho de diferentes classificadores, os 

classificadores KNN e SVM (THEODORIDIS; KOUTROUMBAS, 2009) foram 

aplicados ao problema abordado. O classificador de Bayes alcançou uma taxa de 

detecção intermediária seguida do menor falso alarme. Os classificadores KNN e 

SVM apresentaram taxas de falso alarme acima de 48% e, portanto, não são 

recomendados para essa aplicação.  
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Tabela 4.4 - Resultado de classificação final 

Classificador Acertos (%) 

1 60,0 

2 60,0 

3 100,0 

4 40,0 

5 80,0 

6 40,0 

7 60,0 

8 100,0 

9 60,0 

10 60,0 

11 80,0 

12 100,0 

13 100,0 

14 80,0 

15 60,0 

Total 72,0 
Fonte: Próprio autor 

 

Tabela 4.5 – Resultado de detecção final 

Método de 

Classificação 

Detecção de Indivíduo 

da Classe A (%) 

Falso 

Alarme (%) 

Bayes 81,3 25,2 

KNN (K = 3) 92,0 52,4 

KNN (K = 1) 88,0 54,0 

KNN (K = 5) 89,3 54,0 

SVM (função kernel linear) 92,0 72,8 

SVM (função kernel RBF) 74,7 48,0 
Fonte: Próprio autor 
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CAPÍTULO 5 

 

CONCLUSÃO  

 

A presente dissertação de mestrado propôs um método de reconhecimento 

de face usando estatísticas de ordem superior. Foram explorados os cumulantes 

de segunda, terceira e quarta ordens na construção de assinaturas das faces. Foi 

considerado um cenário em que o objetivo era identificar criminosos a fim de 

desenvolver um sistema automático para auxiliar o trabalho da PM. Dessa forma, 

o método proposto pode ser útil na triagem de faces presentes em imagens 

captadas por câmeras de segurança pública. 

Os resultados são promissores, com taxas de detecção e classificação 

superiores a 70%. O trabalho apresentou uma inovação no uso de EOS para 

processamento de face e, com o objetivo de avaliar a capacidade das mesmas para 

reconhecimento de face, nenhum pré-processamento das imagens foi realizado. 

Espera-se alcançar desempenhos superiores com pré-processamentos adequados 

da área de processamento de imagens. Ademais, o ganho em redução de dimensão 

com o método proposto foi muito alto (de 10.304 parâmetros para 19, no máximo). 

Em trabalhos futuros espera-se investigar o ganho em desempenho do 

método proposto com o acréscimo de ferramentas sofisticadas de processamento 

de imagens, bem como aplicar Algoritmos Genéticos na seleção de parâmetros, 

visto que esse método tem a capacidade de aperfeiçoar o desempenho dos 

classificadores.  
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