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RESUMO: O modelo de regressão beta com dispersão variável é utilizado para modelar

dados cont́ınuos no intervalo (0,1), assumindo distribuição beta para a variável de

interesse. Nesse modelo, são consideradas estruturas de regressão para os parâmetros de

média e de dispersão, que envolvem covariáveis, parâmetros desconhecidos e funções de

ligação. Este trabalho aborda o problema da má especificação da função de ligação no

submodelo da dispersão do modelo de regressão beta com dispersão variável. Por meio de

simulações de Monte Carlo, considerando diferentes funções de ligação, foram avaliadas

as taxas de cobertura e balanceamento dos parâmetros do submodelo da média, assim

como dos valores preditos da média e da dispersão. Também foi avaliado o viés relativo

percentual dos estimadores desses modelos. Verificou-se que a especificação incorreta da

função de ligação do submodelo da dispersão influencia consideravelmente nas inferências

do modelo. Por fim, realizou-se um estudo com dados reais.

PALAVRAS-CHAVE: Função de ligação; intervalos de confiança; modelo de regressão

beta com dispersão variável; simulações de Monte Carlo

1 Introdução

O modelo de regressão beta, introduzido por Ferrari e Cribari-Neto (2004),
é de ampla utilização prática quando necessita-se modelar variáveis pertencentes
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ao intervalo cont́ınuo (0,1). Nestes modelos, assume-se que a variável dependente
Y possui distribuição beta, e que a média de Y é modelada por meio de uma
estrutura de regressão que envolve parâmetros desconhecidos, covariáveis e uma
função de ligação. Uma extensão do modelo seminal proposto por Ferrari e Cribari-
Neto (2004) é o modelo de regressão beta com dispersão variável, já discutido por
Smithson e Verkuilen (2006), Simas et al. (2010), Ferrari e Pinheiro (2011) e Bayer
e Cribari-Neto (2015). Neste modelo, o parâmetro de dispersão (ou precisão) de Y
é modelado por meio de uma estrutura de regressão da mesma forma que a média.
Recentes aplicações a dados reais do modelo de regressão beta com dispersão variável
podem ser vistos em Silva e Souza (2014), Cribari-Neto e Souza (2013) e Souza e
Cribari-Neto (2013).

Na seleção de modelos de regressão beta duas importantes decisões são
tipicamente necessárias: (i) seleção das covariáveis regressoras e (ii) escolha das
funções de ligação. A seleção das covariáveis importantes nas estruturas de regressão
da média e da dispersão é um tópico amplamente explorado em Bayer e Cribari-Neto
(2015). A correta especificação das funções de ligação também é algo que merece
atenção, mas é usualmente negligenciado em estudos práticos. A correta modelagem
do parâmetro de dispersão, por meio da seleção adequada de covariáveis e da
função de ligação, tem implicações na eficiência dos estimadores dos parâmetros
da estrutura de regressão da média (Smyth e Verbyla, 1999; Bayer e Cribari-Neto,
2015). Além de melhorar as inferências sobre os parâmetros da estrutura da média,
em diversas aplicações, há o interesse direto na modelagem da dispersão com
objetivo de identificar fontes da variabilidade das observações (Smyth e Verbyla,
1999; Wu e Li, 2012).

Como forma de quantificar o impacto da especificação incorreta da função de
ligação da estrutura da média de Y sobre as inferências no modelo de regressão beta
com dispersão constante, Andrade (2007) realiza um extenso estudo de simulação.
Para testar a correta especificação da função de ligação no modelo de regressão
beta, Oliveira (2013) avalia o desempenho do teste RESET. De forma semelhante,
Pereira e Cribari-Neto (2013) avaliam o teste RESET no modelo de regressão
beta inflacionado. Ramalho et al. (2011) propõe a utilização do teste RESET e
outras alternativas para a seleção da função de ligação no modelo de regressão
beta. Contudo, nenhum desses trabalhos avalia o impacto do erro de especificação
da função de ligação da estrutura da dispersão no modelo de regressão beta com
dispersão variável.

Neste sentido, o presente trabalho tem o objetivo de avaliar o impacto
da especificação incorreta da função de ligação do submodelo da dispersão no
modelo de regressão beta com dispersão variável. Serão consideradas simulações
de Monte Carlo avaliando dois aspectos: (i) taxa de cobertura e balanceamento dos
parâmetros da estrutura do submodelo da média (β), assim como para a média (µ)
e a dispersão de Y (σ) e (ii) viés relativo dos estimadores de β, µ e σ. Para cumprir
estas etapas a variável resposta com distribuição beta será gerada assumindo funções
de ligação (para média e dispersão) conhecidas e o modelo será então ajustado
usando as funções de ligação corretas e algumas funções de ligação incorretas para
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a estrutura da dispersão.
Este trabalho está organizado da seguinte forma. A Seção 2 apresenta o modelo

de regressão beta com dispersão variável, juntamente com uma breve descrição das
funções de ligação consideradas. A Seção 3 apresenta os resultados numéricos e
discussões. Na Seção 4 é apresentado um estudo em dados reais. Finalmente, na
Seção 5 são apresentadas as conclusões do trabalho.

2 O modelo de regressão beta com dispersão variável

A densidade beta é definida por:

f(y; p,q) =
Γ(p+ q)

Γ(p)Γ(q)
yp−1(1− y)q−1, 0 < y < 1, (1)

em que p,q > 0 e Γ(·) é a função gama, isto é Γ(u) =
∫∞
0
tu−1e−tdt. Desta forma,

uma variável aleatória Y que possui distribuição beta apresenta média e variância
dadas, respectivamente, por:

E(Y ) =
p

(p+ q)
,

V ar(Y ) =
pq

(p+ q)2(p+ q + 1)
.

O modelo de regressão beta proposto em Ferrari e Cribari-Neto (2004) consiste
em uma reparametrizção da densidade beta dada em (1). A parametrização
proposta é indexada pelos parâmetros de média (µ) e de precisão (φ), de tal forma
que: µ = p/(p+ q) e φ = p+ q, portanto p = µφ e q = (1− µ)φ. Sendo assim:

E(Y ) =µ,

V ar(Y ) =µ(1− µ)/(1 + φ),

em que µ é a média de Y e φ é o parâmetro de precisão (inverso da dispersão).
Deste modo, a densidade (1) pode ser reescrita por

f(y;µ,φ) =
Γ(φ)

Γ(µφ)Γ((1− µ)φ)
yµφ−1(1− y)(1−µ)φ−1, 0 < y < 1, (2)

onde 0 < µ < 1 e φ > 0.
O modelo de regressão beta proposto em Ferrari e Cribari-Neto (2004)

considera um parâmetro de precisão, φ, constante ao longo das observações.
Contudo, ao assumirmos φ constante erroneamente as perdas de eficiência dos
estimadores podem ser substanciais, como discutido em Bayer e Cribari-Neto
(2015). No modelo de regressão beta com dispersão variável, o parâmetro de
precisão é assumido variável ao longo das observações, sendo modelado em termos
de covariáveis, parâmetros desconhecidos e uma função de ligação, da mesma forma
que a média.
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Neste trabalho, assim como em Cribari-Neto e Souza (2012) e Bayer e Cribari-
Neto (2015), é considerada uma outra reparametrização para a densidade beta. Não
é considerado o parâmetro de precisão φ, mas sim um parâmetro de dispersão σ,

dado por σ2 = 1
1+φ ; ou seja, φ = 1−σ2

σ2 . Desta maneira, a densidade beta pode ser
escrita da seguinte forma:

f(y;µ,σ) =
Γ
(

1−σ2

σ2

)
Γ
(
µ 1−σ2

σ2

)
Γ
(
(1− µ) 1−σ2

σ2

)yµ 1−σ2

σ2 −1(1− y)(1−µ)
1−σ2

σ2 −1, (3)

em que 0 < µ < 1 e 0 < σ < 1. Nesta parametrização os dois parâmetros
que indexam a densidade assumem valores no intervalo unitário padrão (0,1),
tendo assim as mesmas opções de funções de ligação para as duas estruturas
de regressão. A parametrização utilizando σ ao invés de φ tem a vantagem de
ter o espaço paramétrico limitado superiormente e inferiormente, tornando mais
fácil a identificação de grandes (próxima a um) e pequenas (próxima de zero)
variabilidades.

Sendo Y1, . . . , Yn variáveis aleatórias independentes, em que cada Yt, t =
1, . . . , n, tem distribuição dada por (3), com média µt e dispersão σt, define-se
o modelo de regressão beta com dispersão variável por:

g1(µt) =

r∑
i=1

xtiβi = η1t,

g2(σt) =

s∑
j=1

ztjγj = η2t,

em que β = (β1, . . . ,βr)
> ∈ Rr e γ = (γ1, . . . ,γs)

> ∈ Rs são os vetores de parâmetros
desconhecidos a serem estimados para a média e para a dispersão, respectivamente,
r+ s = k < n, η1t = x>t β e η2t = z>t γ são os preditores lineares, x>t = (xt1, . . . , xtr)
e z>t = (zt1, . . . , zts) representam as t-ésimas observações das variáveis explicativas
assumidas fixas e conhecidas, g1(·) e g2(·) são as funções de ligação estritamente
monótonas e duplamente diferenciáveis, tais que gi(0,1)→ R, para i = 1,2 (Cribari-
Neto e Souza, 2012; Bayer e Cribari-Neto, 2015).

Para a estimação dos parâmetros β e γ são utilizados os estimadores de máxima
verossimilhança. A partir de uma amostra de n observações o logaritmo da função
de verossimilhança é dado por:

`(β, γ) =

n∑
t=1

`t(µt,σt), (4)

em que

`t(µt,σt) = log Γ

(
1− σ2

t

σ2
t

)
− log Γ

(
µt

1− σ2
t

σ2
t

)
− log Γ

(
(1− µt)

1− σ2
t

σ2
t

)
+

(
µt

1− σ2
t

σ2
t

− 1

)
log yt +

(
(1− µt)

1− σ2
t

σ2
t

− 1

)
log(1− yt).
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Para a maximização da função dada em (4) se faz necessário o uso de algoritmos
de otimização não-linear. Usualmente, utiliza-se o método quasi-Newton BFGS
(Press et al., 1992). Para mais detalhes inferenciais e expressões matriciais do vetor
escore e matriz informação de Fisher (IF (β, γ)), ver Cribari-Neto e Souza (2012).

Sob condições usuais de regularidade e em grandes amostras a distribuição
conjunta de β̂ e γ̂ é aproximadamente normal k−multivariada, dada por:(

β̂
γ̂

)
∼ Nk

( (
β
γ

)
, IF (β, γ)−1

)
,

em que β̂ e γ̂ são os estimadores de máxima verossimilhança de β e γ,
respectivamente.

O intervalo de confiança para os parâmetros dos modelos, sendo θ = (β>,γ>)>,
é definido por:

[θ̂i − Φ−1(1− α/2)êp(θ̂i); θ̂i + Φ−1(1− α/2)êp(θ̂i)],

em que os erros padrão de θ̂ são dados por êp(θ̂) = [diag( ˆcov(θ̂))]1/2, sendo ˆcov(θ̂) =

IF (β̂, γ̂)−1 e Φ é a função distribuição acumulada da distribuição normal padrão de
forma que Φ−1 é a função quantil.

Os intervalos de confiança para µ e σ, i = 1,2 respectivamente, são dados por:

[g−1i (η̂it − Φ−1(1− α/2)êp(η̂it)); g
−1
i (η̂it + Φ−1(1− α/2)êp(η̂it))],

em que os erros padrão de η̂it, para i = 1,2, são estimados por êp(η̂1t) =

(xt ˆcov(β̂)x>t )1/2 e êp(η̂2t) = (zt ˆcov(γ̂)z>t )1/2.

2.1 Funções de ligação

No modelo de regressão beta com dispersão variável diferentes funções de
ligação podem ser consideradas, tanto na estrutura da média quanto na da dispersão.
Quando é considerada a parametrização utilizando σ, as mesmas opções para
funções de ligação podem ser usadas em ambos submodelos. As funções de ligação
posśıveis são aquelas que associam os valores de µt ou σt, do intervalo padrão (0,1),
aos valores dos preditores lineares η1t e η2t, na reta real. As funções de ligação
usuais nesses casos são logit, probit, loglog e Cauchy (Koenker e Yoon, 2009), dadas,
respectivamente, por:

g(x) = log

(
x

1− x

)
,

g(x) = Φ−1(x),

g(x) = − log[− log(x)],

g(x) = tan[π(x− 0,5)].

A Figura 1 apresenta uma comparação gráfica das funções de ligação
consideradas nesse estudo. Conforme discutido em Canterle e Bayer (2015), pode-se
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observar que a função de ligação loglog é assimétrica; a função de ligação Cauchy tem
as caudas mais pesadas e a função de ligação probit possui as caudas mais leves.
Com η ≈ 0, as funções de ligação logit, probit e Cauchy levam a valores muito
próximos de µ. Também pode-se verificar que todas as funções são praticamente
indistingúıveis quando valores de µ são muito próximos dos extremos do intervalo
padrão (0,1).
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Figura 1 - Gráfico comparativo entre as funções de ligação.

3 Resultados numéricos

Esta seção apresenta resultados numéricos das simulações de Monte Carlo
utilizadas na avaliação dos efeitos da especificação incorreta da função de ligação
sobre as inferências do modelo. São considerados as taxas de cobertura (TC) e o
balanceamento (B) dos intervalos de confiança, com α = 0,05, dos parâmetros do
submodelo da média (β), dos parâmetros da média µt e da dispersão σt. Além
disso, foram analisados os vieses relativos médios para β, µ e σ, a fim de avaliar
a influência da falta de especificação da função de ligação no viés das estimativas.
Foram consideradas R = 50.000 réplicas de Monte Carlo e o tamanho amostral
considerado foi de n = 500. Em cada réplica de Monte Carlo gerou-se n ocorrências
da variável aleatória Yt com função densidade dada em (3), parâmetro de média
definida por µt = g−11 (η1t) e parâmetro de dispersão definido por σt = g−12 (η2t), em
que:

η1t = β0 + β1x1t,

η2t = γ0 + γ1z1t + γ2z2t.

As covariáveis x1, z1 e z2 foram geradas da distribuição uniforme (0,1) e
constantes durante todas as réplicas. Para todos os modelos foram utilizados
β0 = β1 = −2. Na geração dos dados, para g1(·) foi considerada função de
ligação logit e para g2(·) as funções de ligação logit, probit, loglog e Cauchy.
Foram considerados cenários para dispersão com (i) σ ∈ [0,01;0,24] e com (ii) σ

Rev. Bras. Biom., São Paulo, v.33, n.3, p.378-394, 2015 383



∈ [0,02;0,47]. Para o cenário (i) temos: γ = (−3; 2;−2)>, γ = (−1,6; 0,95;−0,75)>,
γ = (−0,7; 0,4;−0,7)> e γ = (−2; 1,2;−14) quando os dados são gerados com as
funções de ligação logit, probit, loglog e Cauchy, respectivamente, para o submodelo
da dispersão. Já para o cenário (ii) temos: γ = (−2; 2;−2)>, γ = (−0,8; 0,8;−1,2)>,
γ = (−0,7; 1;−0,7)> e γ = (−1,7; 1,9;−14) para as funções de ligação logit, probit,
loglog e Cauchy, respectivamente. Todas as implementações computacionais foram
desenvolvidas em linguagem R (R Development Core Team, 2014). Para os ajustes
dos modelos foi utilizada a função gamlss (Rigby e Stasinopoulos, 2005). Cabe
destacar que outros cenários e tamanhos amostrais foram considerados, mas por
questões de brevidade e de semelhança de resultados foram suprimidos.

A TC é definida pela proporção de réplicas de Monte Carlo do intervalo
de confiança que conteve o parâmetro dentro do número total de réplicas
considerado (Oliveira e Ferrari, 2004; Lemonte e Silva, 2006). O B é dado pela
subtração entre a proporção de vezes em que o valor do parâmetro é maior que o
limite superior do intervalo de confiança e a proporção de vezes em que é menor que
o limite inferior do intervalo (Andrade, 2007). Para estudo do viés nas estimativas
das médias µt, das dispersões σt e dos parâmetros βi consideramos o viés relativo
(VR) médio, dado da seguinte forma:

VRµ =
1

n

n∑
t=1

|µ̂t − µt|
µt

,

VRσ =
1

n

n∑
t=1

|σ̂t − σt|
σt

,

VRβ =
1

r

r∑
i=1

|β̂i − βi|
|βi|

,

em que µ̂t e σ̂t são as estimativas para a média e para a dispersão, respectivamente,
para as n observações e β̂i são as estimativas dos r βi. Para TC, espera-se que o
valor aproxime-se de (1−α), ou seja 0,95, enquanto que para B e VR espera-se que
sejam próximos de zero. Para µ e σ temos n valores de TC, sendo uma para cada
µt e σt. Neste sentido, serão apresentados a média, o máximo e o mı́nimo dos n
valores de TC dos µt e σt.

Na Tabela 1 encontram-se os resultados numéricos da avaliação da falta de
especificação da função de ligação de g2(·) sobre as inferências de µt. Em negrito
estão destacados os melhores resultados. Nota-se a melhora nos valores de TC e
B quando as funções de ligação são iguais na geração e na estimação do modelo.
Quando as funções de ligação são as mesmas na geração e na estimação as TC são
próximas de 95% e as medidas de balanceamento de zero. A escolha da função
de ligação Cauchy tanto na estimação quando na geração da amostra mostrou
valores maiores em todas as medidas consideradas nos distintos cenários. As maiores
distorções nos valores de TC foram quando assumiu-se erroneamente as funções de
ligação probit e loglog em vez da Cauchy, como pode ser verificado no segundo
cenário de σ. Os valores de TC mı́nimo chegaram a 89,57% e 89,08% para as
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funções de ligação probit e loglog, respectivamente. A maior distorção de B pode-se
verificar no mesmo cenário, o valor máximo de B chegou a 1,13% para a probit e
1,29% para a loglog.

Tabela 1 - Taxa de cobertura e balanceamento percentual de µt

σ ∈ [0,01;0,24] σ ∈ [0,02;0,47]
Taxa de cobertura e balanceamento percentual de µt

TC B TC B
média max min média max min média max min média max min

gerado logit
logit 94,63 94,76 94,46 0,08 0,23 -0,08 94,66 94,90 94,45 -0,02 0,29 -0,26

probit 93,07 93,48 92,57 0,12 0,30 -0,14 93,20 93,40 92,96 0,11 0,40 -0,30
loglog 91,27 91,94 90,42 0,22 0,48 -0,13 90,90 91,62 90,25 0,53 0,99 -0,62

Cauchy 97,94 98,22 97,64 -0,05 0,14 -0,27 97,32 97,70 96,98 -0,84 -0,59 -0,99
gerado probit

logit 95,48 95,68 95,36 0,04 0,13 -0,03 95,47 95,67 95,29 -0,06 0,18 -0,31
probit 94,69 94,85 94,49 0,12 0,23 -0,09 94,73 94,79 94,60 0,03 0,28 -0,30
loglog 93,63 93,94 93,26 0,21 0,39 -0,18 93,33 93,70 92,82 0,32 0,68 -0,21

Cauchy 97,32 97,63 97,04 -0,01 0,3 -0,03 96,76 97,13 96,44 -1,03 -0,59 -1,26
gerado loglog

logit 95,43 95,66 95,22 0,06 0,23 -0,27 96,40 96,66 95,85 -0,27 0,04 -0,52
probit 95,09 95,31 94,88 0,10 0,29 -0,25 95,85 96,00 95,76 -0,14 0,11 -0,36
loglog 94,66 94,86 94,50 0,13 0,36 -0,18 94,60 94,75 94,36 0,02 0,31 -0,25

Cauchy 96,42 96,81 96,09 0,00 0,38 -0,73 96,85 97,36 96,44 -1,48 -0,83 -1,76
gerado Cauchy

logit 92,90 93,30 92,34 0,09 0,66 -0,38 91,18 92,03 90,13 0,04 0,96 -0,73
probit 92,74 93,21 92,10 0,08 0,69 -0,44 90,80 91,79 89,57 0,05 1,13 -0,82
loglog 92,61 93,14 91,89 0,11 0,77 -0,46 90,52 91,59 89,08 0,18 1,29 -0,74

Cauchy 94,81 94,93 94,71 0,07 0,32 -0,12 94,79 94,93 94,64 0,02 0,18 -0,18

A Tabela 2 apresenta os resultados numéricos da avaliação do efeito da
incorreta especificação da função de ligação g2(·) nas inferências sobre σt. Nota-se
o grande impacto da especificação incorreta. No caso de incorreta especificação da
função de ligação, verificam-se taxas de cobertura médias muito menores que o valor
nominal esperado e taxas de cobertura mı́nimas que chegam a zero. Por exemplo,
no primeiro cenário de σ verifica-se que quando os dados são gerados com a função
de ligação Cauchy e o modelo é estimado com a logit, a TC média é de 34,44% e
a mı́nima é de 0,00%, valores muito abaixo do esperado. Também verifica-se valor
para B de 100,00%, quando espera-se que fique perto de zero.

Analisando a Tabela 3, com resultados do efeito da incorreta especificação
de g2(·) sobre inferências de β, observa-se que o erro na função de ligação causa
impacto, também, nas inferências do submodelo da média. Observa-se que na maior
parte dos casos, em exceção aos dados gerados pela função de ligação loglog com σ
∈ [0,01; 0,24], os valores de taxa de cobertura dos parâmetros do modelo da média
sofrem impacto pela incorreta especificação da função de ligação da estrutura da
dispersão. Por exemplo, para dados gerados pela Cauchy e estimados pela loglog
apresentam TC igual a 89,74% e B de 1,29%, enquanto que quando estimados pela
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Cauchy os valores de TC e B são iguais a 94,82% e −0,17%, respectivamente.

Tabela 2 - Taxa de cobertura e balanceamento percentual de σt

σ ∈ [0,01;0,24] σ ∈ [0,02;0,47]
TC B TC B

média max min média max min média max min média max min
gerado logit

logit 94,79 95,07 94,54 1,55 2,55 0,24 94,74 95,19 94,36 1,70 2,73 0,28
probit 84,66 94,99 20,20 2,07 79,80 -29,53 85,73 94,85 36,32 1,60 63,67 -28,03
loglog 64,30 94,75 0,00 -0,16 100,00 -83,19 60,25 94,69 0,00 -3,84 100,00 -89,25

Cauchy 21,61 96,61 0,00 -1,21 100,00 -100,00 29,75 95,52 0,00 -4,30 99,96 -100,00
gerado probit

logit 88,27 95,35 52,93 2,31 26,59 -47,07 89,07 95,32 48,05 2,22 22,90 51,94
probit 94,72 95,01 94,32 1,75 3,07 0,33 94,73 95,15 94,25 1,76 3,00 0,33
loglog 88,74 94,99 36,56 2,46 63,44 -17,83 84,31 95,12 15,01 2,68 84,99 -29,35

Cauchy 25,93 96,51 0,00 1,32 100,00 -100,00 35,47 95,53 0,00 -3,27 99,56 -100,00
gerado loglog

logit 83,10 95,55 17,78 2,40 41,58 -82,22 70,07 95,60 0,15 1,77 69,39 -99,85
probit 91,44 95,36 76,85 2,55 17,55 -22,97 84,09 95,45 34,73 2,33 37,71 65,27
loglog 94,70 95,09 94,05 1,89 3,22 0,69 94,68 95,09 93,98 1,78 3,49 0,17

Cauchy 37,40 96,13 0,00 2,81 99,88 -100,00 33,87 95,48 0,00 -2,38 99,71 -100,00
gerado Cauchy

logit 34,44 93,95 0,00 -21,45 100,00 -100,00 24,44 93,36 0,00 -29,82 99,97 -99,97
probit 30,23 93,65 0,00 -24,38 100,00 -100,00 21,55 92,79 0,00 -33,79 99,97 -99,97
loglog 27,01 92,88 0,00 -26,32 100,00 -100,00 19,24 92,20 0,00 -36,44 99,97 -99,97

Cauchy 95,01 95,29 94,61 0,82 1,98 -0,14 95,01 95,36 94,68 0,79 1,96 -0,52

Essa distorção dos intervalos de confiança para β está diretamente relacionada
com a perda de eficiência dos estimadores sob incorreta especificação do submodelo
de σt. A Figura 2 evidencia esse fato, mostrando as densidades emṕıricas estimadas

de β̂1 quando consideradas diferentes funções de ligação para a dispersão g2(·).
Nota-se, por exemplo, na Figura 2(a), que quando a função de ligação correta da
estrutura de σt é a logit, mas estima-se o modelo incorretamente com a Cauchy, a

distribuição de β̂1 apresenta maior variabilidade.

A Tabela 4 apresenta os viéses relativos percentuais médios dos estimadores
de β, µ e σ. Pode-se observar que o erro da função de ligação do submodelo da
dispersão acarreta em viés despreźıvel nos estimadores de β̂ e de µ̂. Por outro lado,
errar essa função de ligação implica em alto viés dos σ̂t, chegando a 29,95% de viés
quando gerado da logit e estimada com a Cauchy. De forma geral, quando o modelo
é estimado erroneamente com a função de ligação Cauchy temos os maiores viéses.
Ainda, quando os dados são originários da função de ligação Cauchy, estimar o
modelo com as outras funções de ligação estudadas causam os maiores viéses. Os
altos viéses de σ̂t sob incorreta especificação da função de ligação podem explicar
grande parte dos resultados distorcidos de TC sobre σt, evidenciados na Tabela 2.

De forma geral, pode-se verificar que o balanceamento apresenta maiores
distorções nos casos em que os dados são gerados pela função de ligação Cauchy
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Tabela 3 - Taxa de cobertura e balanceamento percentual dos β’s.

σ ∈ [0,01;0,24] σ ∈ [0,02;0,47]
β0 = −2 β1 = −2 β0 = −2 β1 = −2

TC B TC B TC B TC B
gerado logit

logit 94,54 0,05 94,63 0,17 94,45 -0,23 94,53 0,13
probit 92,96 -0,08 93,35 0,20 92,98 -0,30 93,32 0,27
loglog 91,01 -0,08 91,81 0,38 90,69 -0,63 91,40 0,89

Cauchy 97,65 -0,23 97,58 -0,25 97,08 -0,75 96,86 -0,10
gerado probit

logit 95,40 0,00 95,43 0,07 95,49 -0,29 95,40 0,04
probit 94,58 0,08 94,74 0,17 94,73 -0,26 94,80 0,00
loglog 93,62 -0,18 93,94 0,32 93,23 -0,02 93,82 0,27

Cauchy 97,04 -0,36 96,95 0,40 96,65 -1,05 96,38 0,05
gerado loglog

logit 95,34 -0,23 95,19 0,12 96,23 -0,01 96,13 -0,38
probit 95,01 -0,17 94,95 0,15 95,79 0,00 95,74 -0,25
loglog 94,54 -0,16 94,62 0,10 94,66 -0,19 94,72 0,04

Cauchy 96,21 -0,73 95,93 0,54 96,80 -0,84 96,42 -0,76
gerado Cauchy

logit 92,61 0,48 93,12 -0,41 90,60 0,96 91,74 -1,06
probit 92,42 0,53 92,95 -0,44 90,14 1,14 91,44 -1,10
loglog 92,18 0,61 92,92 -0,49 89,74 1,29 91,20 -1,17

Cauchy 94,85 -0,07 94,83 0,04 94,82 -0,17 95,01 -0,01
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Figura 2 - Gráficos das densidades de β̂1 considerando diferentes funções de ligação.

e considera-se as outras funções de ligação para estimação. Isso pode ocorrer pelo
fato da função de ligação Cauchy possuir caudas mais pesadas, e maior diferença
entre as funções de ligação nos intervalos de σ considerados. Ainda, as maiores
distorções das taxas de cobertura ocorrem quando os dados são originários das
funções de ligação Cauchy e logit, com maiores dispersões. Assim como para B e
TC, os maiores valores de viés relativo para σ são verificados quando os dados são
gerados pela Cauchy. Para µ e β, os viéses absolutos médios são despreśıveis, sendo
inferiores a 0,1%.
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Tabela 4 - Viés relativo percentual.

σ ∈ [0,01;0,24] σ ∈ [0,02;0,47]
β µ σ β µ σ

gerado logit
logit 0,00 0,00 0,36 0,01 0,02 0,00

probit 0,01 0,01 4,01 0,03 0,03 3,55
loglog 0,01 0,01 7,67 0,08 0,08 7,77

Cauchy 0,04 0,02 29,95 0,03 0,28 22,14
gerado probit

logit 0,00 0,00 3,38 0,00 0,03 2,94
probit 0,01 0,00 0,36 0,01 0,02 0,36
loglog 0,01 0,01 2,93 0,04 0,04 3,56

Cauchy 0,06 0,03 25,28 0,11 0,43 19,49
gerado loglog

logit 0,01 0,01 4,49 0,06 0,09 6,74
probit 0,01 0,01 2,36 0,03 0,05 3,93
loglog 0,01 0,01 0,37 0,02 0,01 0,36

Cauchy 0,11 0,06 17,71 0,23 0,64 23,85
gerado Cauchy

logit 0,03 0,02 15,02 0,05 0,04 22,35
probit 0,04 0,03 17,10 0,06 0,04 25,77
loglog 0,04 0,03 18,91 0,06 0,04 28,85

Cauchy 0,00 0,00 0,35 0,00 0,00 0,35

Assim, verifica-se que a má especificação da função de ligação no submodelo da
dispersão acarreta em perda de eficiência dos estimadores da média, dos parâmetros
do modelo da média e da dispersão, assim como viés nos σ̂t. Os principais
problemas encontrados estão nos estimadores de σ, portanto, quando também
interessa-se pelo comportamento da dispersão, como salientado por Smyth e Verbyla
(1999), deve-se ter uma atenção especial na seleção da função de ligação. Para
verificação da correta especificação das funções de ligação recomenda-se o uso de
testes RESET (Ramsey, 1969), conforme sugerido por Canterle e Bayer (2015) em
modelos lineares generalizados para dados binários, por Oliveira (2013) no modelo
de regressão beta com dispersão constante e por Pereira e Cribari-Neto (2013) no
modelo de regressão beta inflacionada.

4 Análise em dados reais

Esta seção apresenta uma aplicação a dados reais com intuito de avaliar
empiricamente os efeitos da falta de especificação da função de ligação nos modelos
de regressão beta com dispersão variável. Os dados considerados são referentes
a um estudo sobre crença religiosa e inteligência em 124 páıses apresentado em
Cribari-Neto e Souza (2013). A variável dependente, y, é a proporção de descrentes
em cada páıs. As covariáveis consideradas são: a média do coeficiente de inteligência
da população de cada páıs (IQ), IQ ao quadrado (IQ2), uma variável dummy onde
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recebe 1 se o percentual de muçulmanos é maior do que 50% e 0 caso contrário
(MUSL), a renda per capita ajustada pela paridade do poder de compra em 2008,
em mil dólares (INCOME), o quadrado do quociente entre a soma das importações
e exportações e o Produto Interno Bruto em 2008 (OPEN2) e o logaritmo do
quociente entre a soma das importações e exportações e o Produto Interno Bruto
em 2008 (logOPEN).

A seleção da função de ligação é realizada por meio de testes RESET
considerando a estat́ıstica da razão de verossimilhanças (Neyman e Pearson, 1928).
Para seleção das covariáveis nas estruturas de regressão da média e da dispersão, foi
considerado um extensivo trabalho de ajustes e análises de diagnóstico. De acordo
com o teste RESET aplicado aos dados de proporção de descrentes, utilizar a função
de ligação logit tanto para o submodelo da média como para o da dispersão acarreta
em incorreta especificação do modelo (p−valor = 0,0010). Quando considerada a
função de ligação loglog para o submodelo da média e a logit para o submodelo da
dispersão o teste RESET sugere correta especificação do modelo (p−valor = 0,8016).
Os modelos corretamente especificado e incorretamente especificado, segundo o teste
RESET, estão apresentados nas Tabelas 5 e 6, respectivamente.

Tabela 5 - Parâmetros estimados e p-valores com ligação loglog para a média e logit
para dispersão

β̂ p−valor γ̂ p−valor
Intercepto 5,8650 < 1× 10−4 −9,6759 < 1× 10−4

IQ −0,2070 < 1× 10−4 0.0610 < 1× 10−4

IQ2 0,0014 < 1× 10−4 - -
MUSL −0,1407 < 1× 10−4 −0.8751 < 1× 10−4

INCOME 0,0068 0,0149 - -
OPEN2 9,067× 10−6 0,0398 - -
logOPEN - - 0,7230 < 1× 10−4

Tabela 6 - Parâmetros estimados e p-valores com ligação logit para a média e logit
para dispersão

β̂ p−valor γ̂ p−valor
Intercepto 9,3260 0,0052 −9,3076 < 1× 10−4

IQ −0,4129 < 1× 10−4 0.0614 < 1× 10−4

IQ2 0,0036 < 1× 10−4 - -
MUSL −0,1725 < 1× 10−4 −1.0169 < 1× 10−4

INCOME 0,0146 0,0076 - -
OPEN2 1,929× 10−5 0,0805 - -
logOPEN - - 0,6406 < 1× 10−4
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Analisando a Tabela 5, pode-se verificar que todos os parâmetros foram
significativos ao ńıvel de 5%. Comparando os resultados obtidos em Cribari-Neto
e Souza (2013) com os da Tabela 5, verifica-se que os modelos da média são
semelhantes, porém no presente trabalho é considerado OPEN2 no lugar de
logOPEN . A função de ligação na estrutura de regressão da média é a mesma
(loglog) e as variáveis IQ e MUSL influenciam negativamente na proporção de
descrentes em ambos os casos.

Pode-se verificar que as variáveis INCOME e OPEN2 influenciam
positivamente na média da variável Y , enquanto que MUSL influencia
negativamente. Tais influencias não são facilmente interpretadas para a variável
ı́ndice de inteligência, pois IQ apresenta coeficiente negativo, enquanto que IQ2

apresenta coeficiente positivo. Desta forma, torna-se necessário estimar o impacto
da inteligência na proporção média de descrentes, como realizado por Cribari-Neto
e Souza (2013). Esse impacto é definido como:

∂E(yt)

∂IQt
=
∂g−1(ηt)

∂IQt
=

∂µt
∂IQt

,

sendo µt = g−1(β0 +β1IQ+β2IQ
2 +β3MUSL+β4INCOME+β5OPEN

2). Para
as variáveis INCOME e OPEN2 foram considerados seus valores medianos, para
MUSL foi considerado zero, ou seja, páıses não Muçulmanos. A variável IQ recebeu
valores de 64 a 108, com o intuito de verificar o impacto de sua variação em relação a
proporção de descrentes. A Figura 3(a) apresenta o impacto estimado da inteligência
média na proporção de descrentes e a Figura 3(b) mostra a relação da proporção de
descrentes com o IQ, fixando as demais variáveis como anteriormente. Percebe-se
o impacto de IQ na proporção de descrentes é sempre positivo. Verifica-se também
que a média de IQ aumenta com o aumento da proporção no número de descrentes.
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Figura 3 - Relação entre descrença religiosa e ı́ndice de inteligência.

Cabe destacar que no modelo de Cribari-Neto e Souza (2013) é modelado
o parâmetro de precisão φ e não o parâmetro de dispersão σ. Em Cribari-Neto
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e Souza (2013) apenas a variável IQ foi considerada para modelar a precisão; em
nosso trabalho, além de IQ, as variáveis MUSL e logOPEN também se mostraram
significativas no modelo da dispersão.

Comparativamente ao modelo que o teste RESET indicou como sendo o
correto, ajustamos o modelo com ligações logit em ambas estruturas de regressão,
evidenciado na Tabela 6. Pode-se verificar que ao utilizar a função de ligação
incorreta as inferências do modelo são alteradas. Neste modelo, ao ńıvel de 5%
de significância, a variável OPEN2 deve ser exclúıda do submodelo da média.
Retirando a variável OPEN2 e realizando novamente o teste RESET, com logit
como ligação do modelo, o mesmo continua incorretamente especificado com
p−valor = 0,0034.

A Figura 4 apresenta uma breve análise de diagnóstico do modelo corretamente
especificado, da Tabela 5, considerando o reśıduo ponderado padronizado
2 (Espinheira et al., 2008; Ferrari et al., 2011). Na Figura 4(a), nota-se que
apenas um ponto está fora do intervalo [−3,3] e na Figura 4(b) pode-se verificar
um bom ajuste do modelo, principalmente quanto a correta distribuição dos dados.
Esta análise gráfica deixa clara a correta especificação do modelo, sem ind́ıcios de
má especificação das funções de ligação. Ainda, esse modelo ajustado apresenta
um pseudo-R2 (Nagelkerke, 1991) igual a 0,8105 e AIC (Akaike, 1974) igual a
−546,3517.
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Figura 4 - Gráficos de diagnóstico do modelo ajustado considerando o reśıduo
ponderado padronizado 2.

5 Conclusões

O presente trabalho avaliou os efeitos da incorreta especificação da função de
ligação do modelo da dispersão sobre as inferências no modelo de regressão beta com
dispersão variável. Observou-se que a má especificação do submodelo da dispersão
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causa perda de eficiência dos estimadores do submodelo da média, afeta a taxa de
cobertura e o balanceamento dos valores previstos da média e da dispersão, assim
como introduz viés considerável em σ̂t.

Quando são consideradas as estimativas dos parâmetros do submodelo da
média, as maiores distorções da taxa de cobertura e do balanceamento se dão quando
a função de ligação correta para a dispersão é a logit ou a Cauchy. Quando avaliada
a capacidade de predição de σt os resultados numéricos evidenciaram grandes
distorções em todos os cenários, tanto relativo à taxa de cobertura e balanceamento,
quanto para viés relativo.

Como aplicações em dados reais são muito usuais em distintas áreas de
conhecimento, considerou-se, por fim, uma aplicação em dados sobre a proporção
de descrentes. Pode-se verificar que considerar apenas função de ligação logit, como
é usual em trabalhos aplicados, sem considerar testes e dar devida preocupação a
seleção da função de ligação adequada, pode acarretar em resultados inferenciais
incorretos sobre o modelo de regressão beta com dispersão variável.
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ABSTRACT: The beta regression model with varying dispersion is used to model

continuous data in the interval (0,1), assuming beta distribution for the variable

of interest. In this model, regression structures are considered for the mean and

dispersion parameters involving covariates, unknown parameters and link functions.

This paper addresses the problem of the misspecification in the dispersion submodel

of beta regression. Coverage rates and balancing of the regression parameters in the

mean submodel were evaluated by Monte Carlo simulations, considering different link

functions. Coverage rate and maximum and minimum average balance of the predicted

mean and dispersion values were also assessed. The misspecification of the link function

of the dispersion submodel influences on the inferences of the model. An application to

real data is also presented and discussed.
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