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RESUMO

OLIVEIRA, Deive Ciro de. Cadeia de Markov com Estados Latentes
com aplicação em análises de seqüências de DNA. LAVRAS: UFLA,
2004, 180 p. (Dissertação - Mestrado em Agronomia/Estatística e
Experimentação Agropecuária)1

A teoria das Cadeias de Markov com estados latentes, HMM's (hidden markov
models\ é aplicada ao problema de discriminação de regiões homogêneas em
seqüências de DNA. Uma abordagem didática é apresentada e os métodos de
uma extensão do modelo são deduzidos. O algoritmo EM (Expectation-
Maximization) é utilizado para obtenção de estimativas de máxima
verossimilhança. Um software específico foi desenvolvido e aplicado na
seqüência de DNA completa do vírus bacteriófago lambda, e em fragmentos do
genoma das bactérias Xylella fastidiosa, Escherichia coli, Streptococcus
pneumoniae, Xanthomonas axonopodis pv. citri. Os resultados obtidos são
comparados com os trabalhos de Churchill (1989) e da Silva(2003).

1Comitê Orientador: Prof. Dr. Lucas Monteiro Chaves - UFLA (Orientador), Prof8
Dr8 Cibele Queiroz da Silva - UFMG e Prof3. Dr9. Thelma Sáfadi - UFLA.



ABSTRACT

OLIVEIRA, Deive Ciro de. Hidden Markov Chain with applicatíon in
DNA sequence analysis. LAVRAS: UFLA, 2004, 180 p. (Dissertação -
Mestrado em Agronomia/Estatística e Experimentação Agropecuária )

Hidden Markov models (HMM's) are applied to locate segments with
homogeneous C+G proportions (DNA sequence segmentation). The HMM's are
showed in a didactic way and the methods of an extended model are obtained.
The isMalgorithm is used to obtain maximum-likehood estimators ofHMM's. A
software that implement some HMMs methods was developed and applied to
sequences fragments from Xylella fastidiosa, Escherichia coli, Streptococcus
pneumoniae, Xanthomonas axonopodis pv. citri, and the complete genome of
bacteriophage lambda. The results are discussed and compared with the research
ofChurchill (1989) and da Silva (2003).

2Guidance Committee: Prof. Dr. LucasMonteiro Chaves- UFLA (Major Professor),
Prof9 Dr8 CibeleQueirozda Silva- UFMG e Prof3 Dr8 ThelmaSáfadi- UFLA.
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1. INTRODUÇÃO

Nas últimas décadas, o desenvolvimento de novas tecnologias, em

diversas áreas do conhecimento, proporcionou a obtenção de dados biológicos

que, até então, eram impraticáveis de se estudar. Um exemplo disso foi o

desenvolvimento do sequenciamento do código completo de DNA de um

organismo. Isso só foi possível devido ao desenvolvimento de tecnologias na

área de Bioquímica, Engenharia, Computação (Técnicas de sequenciamento) e

Estatística (Modelagem).

É crescente a massa de dados biológicos tratada pela Biologia, em

particulara BiologiaMolecular. A dimensão destas massas de dados demanda a

utilização de técnicas computacionais, bem como modelos teóricos para

obtenção de informações pertinentes sobre estes dados. A área que realiza a

implementação de ferramentas computacionais para análisee armazenamento de

dados biológicos é denominada Bioinformática. A Bioinformática funciona

como uma interface entre a área Biológica (Bioquímica, BiologiaMolecular) e

Exatas(Ciênciada Computação, Engenharia, Matemática e Estatística).

Esta dissertaçãotem como objetivoo estudo, de maneira didática, de um

modelo probabilístico, denominadoCadeiade Markovcom EstadosLatentes (ou

Ocultos), utilizado em uma série de aplicações ligadas à Bioinformática. Foi

desenvolvido, nesta dissertação, um software na linguagem Delphi, que

possibilita a manipulação e estimação dos parâmetros associadosao modelo em

questão. Além disso, discutimos algumas aplicações das Cadeias de Markov

com Estados Latentes. A maioria dos exemplos está relacionada a um tipo de

aplicação específica associada à investigação de regiões funcionais em

seqüências de DNA.

Esta dissertação está organizadacomo a seguir



•

Capítulo 1: Alguns conceitos de Biologia Molecular,

partícularizando a estrutura DNA e enfatizando o problema de

segmentação de DNA. Além disso, realizamos uma breve

introdução do tema Modelos Markovianos com Estados

Latentes, apresentando uma primeira revisão de literatura sobre

o assunto.

Capítulo 2: Apresentação das Cadeias de Markov com Estados

Latentes de maneira didática, mostrando os três problemas

básicos associados ao modelo bem como os algoritmos que

tratam tais problemas. São apresentados os métodos de

normalização essenciais para aplicação do modelo à seqüência

de grande dimensão. Além disso, são apresentados osalgoritmos

para umaextensão domodeloem questão.

Capítulo 3: Aplicações das Cadeias de Markov com Estados

Latentes não restritas à Bioinformática e a modelagem ao

problema de segmentação de DNA.

Capítulo 4: Apresentação de alguns resultados obtidos na

aplicação das Cadeias de Markov com Estados Latentes ao

problema de segmentação de DNA, utilizando seqüências reais

dedados (segmentos das seqüências de DNA deorganismos).

Capítulo 5: Conclusões obtidas neste trabalho, especificando a

aplicação do modelo ao problema de segmentação de DNA.

Alémdisso, são apresentados possíveis trabalhos futuros.



Inicialmente vamos apresentar conceitos básicos da Biologia Molecular,

os quais serão fundamentais para o entendimento do problema de segmentação

ás DNA.

1.1 Alguns conceitos de Biologia Molecular

Todos os conceitos aquiapresentados sãobaseados em Meidanis et ai

(1994),Kreuzer(2002),Metzler(1977),Lewin (1994)e Durbin et ai (1998).

Desde os tempos antigos, os homens notaram que as características

genéticas de um indivíduo eram similares às de seus pais. Gregor Mendel, ao

realizar estudos com ervilhas, constatou que algumas características de uma

planta erampassadas paragerações futuras. Para explicar suashipóteses, Mendel

propôs a existência de determinados atores que regulavamestas características.

Estes fatores foram denominados Genes. No entanto, restava ainda determinar a

composição estrutural dos Genes, além de obter a forma (regras) com que os

mesmos regulavam as características de um organismo.

Em meados do século XIX, uma série de trabalhos científicos mostrou

que osgenes eram compostos pelo chamado Ácido Desoxirribonucléico (DNA).
Mais tarde, foi comprovado que a maioria dos seres vivos tem o DNA como

material genético. Isso porque alguns organismos possuem como material

genético o RNA,que é uma estmtura similarao DNA. A forma de regulação pela

qual o DNA transmite as características genéticas foi descoberta no início do

século XX. Tal forma consiste basicamente em associar um gene específico

(seqüência de DNA) a uma determinada enzima. Enzimas são proteínas

particulares, que têm a função de atuar no metabolismo dos organismos. Assim,

os genes particularizavam as enzimas que, por sua vez, tornavam únicos os

indivíduos.



ODNA é composto deuma fita dupla deformato behcoidal (vide figura

D-

FIGURA 1. Representação do Ácido Desoxinibonucléico (JDNA).

Cada uma das fitas é composta pela interligação de vários nucleotídeos

(polinucleolídcos). O nuclcotídeo tem, em sua composição estrutural uma

dcsoxirribose ligando-se a um fosfato e uma das quatro bases nitrogenadas

(Adenina, Timina, Guanina e Citosma respectivamente representadas por^4, T,
G, C). Segundo as interligações entre os nucleotídeos, é possível distinguir as

direções das seqüências (ligações de Carbono). Cada uma das fitas do DNA é

interligada de maneira que, cada uma das bases em uma fita, associada a um

respectivo nuclcotídeo. corresponde a uma base complementar especifica na

outra fita. No caso do DNA-, uma vez observada a ocorrência de uma base A, será

observada, na outra fita, a ocorrência de T, assimcomo, se observadaG em uma

das fitas, a outra fita apresentará a base C na posição respectiva. Então, o

conhecimento da seqüência de bases de uma das fitas do DNA implica no

conhecimento total da estrutura.



Uma determinada proteína produzida emumorganismo está associada a

um gene específico. O gene é composto por um segmento de DNA. Um

segmento de DNA pode ser definido pela seqüência de bases em uma das fitas
presentes no DNA, ou simplesmente, por uma seqüência de caracteres tendo

como alfabeto o conjunto {A C,G,T). Vale ressaltar que nem todo segmento do

DNA é expresso (codifica) como uma proteína. Em determinados organismos

grande parte da seqüência de DNA não possui funcionalidade conhecida. Em

resumo, toda informação genética da maioria dos organismos, bem como a

regulação de seu metabolismo, pode ser codificada em seqüências de caracteres.

A informação genética necessária para a realização de todas as funções vitais

associadas a um determinado organismo é denominada Genoma. O Genoma é

composto de um certo número de cromossomos, que podem variar de acordo

comaespécie. Os cromossomos são moléculas deDNA de grande dimensão.

Através da automatização do processo químico de sequenciamento de

DNA descrito por Meidanis et ai (1994) foi possível obter, em larga escala, as

seqüências de bases nitrogenadas associadas a uma determinada molécula de

DNA. A utilização desta técnica produziu um grande número de seqüências

associadas aosorganismos. Houve a necessidade de armazenar estas seqüências

e analisá-las. A natureza dos dados (seqüências de caracteres) permite a

aplicação de métodosde análise em texto (Busca e Comparação) (Durbin et ai,

1998). Métodos associados a Reconhecimento de Padrões também são

amplamente utilizados, possibilitando a aplicação de métodosprobabilísticos.

Além da implementação demétodos para a análise de problemas ligados

a este tipo peculiar de dados (seqüências de caracteres), existe a questão de

armazenamento. Vários Bancos de Dados disponibilizam ferramentas de análise

e consultas de seqüências de DNA, RNA, aminoácidos e proteínas, entre outras,

através daInternet. Em particular, podemos citar o Genbank (Genbank), do qual

algumas dasseqüências de DNA utilizadas nestetrabalho foram obtidas.



As técnicas de sequenciamento de DNA possibilitam a obtenção do

código de DNA. Porém, a informaçãode que determinadotrecho da seqüência é

expresso (responsável pela codificação de uma proteína) como uma proteína

qualquernão é conhecida. Em muitos casos, algumas proteínascodificadas pela

seqüência de DNA são, isoladamente ou em conjunto, responsáveis por uma

determinada funcionalidadede um organismo.Localizar estas regiões funcionais

é um tipo de problema de análise de DNA. Alguns autores denominam este tipo

de análise como Segmentação de DNA (Boys, 2004). Outros denominam este

problemacomo Análisede seqüências de DNA heterogêneas (Churchill, 1992).

No capítulo 3, apresentaremoso problema de maneira mais detalhada.

A seguir, iremos apresentar uma breve revisão de literatura sobre

Cadeias de Markov com Estados Latentes, apresentando textos que tratam de

aplicações diversas, enfatizando o problema de segmentação de DNA.

Ilustraremos alguns artigos sobre o problema de ponto de mudança em variáveis

aleatórias, particularizando o caso Beraoulli, que está correlacionado ao

problemade segmentaçãode DNA.

12 Breve Revisão de Literatura

As Cadeias de Markov com Estados Latentes são modelos

probabilísticos baseados em Cadeias de Markov e fazem parte da teoria de

Processos Estocásticos. Basicamente estes modelos apresentam grande utilidade

em problemas nos quais a intenção é modelar e emular sinais ou séries de

resultados. Inicialmente, as Cadeias de Markov com Estados Latentes foram

propostas por Baum (1966), tendo sua formalização complementada por uma

sériede artigos posteriores,publicadosaté meadosda década de 70.

A partir da proposição do modelo inicial (Baum, 1966), diversos

problemas foram modelados, utilizando as Cadeias de Markov com Estados



Latentes. Os Modelos Markovianos com Estados Latentes têm sido utilizados

em áreas tão diversas quanto Climatologia (Hughes et ai, 1999), Econometria

(Ryden et ai, 1998), Reconhecimento de Texto (Vlontzos et ai, 1992),

Processamento de Imagens (Aas et ai, 1999) e Reconhecimento de Fala

(Rabiner, 1989). No âmbito da Bioinformática, as Cadeias de Markov com

Estados Latentes são aplicadas em uma série de problemas, por exemplo, o

problema do Alinhamento Múltiplo (Gusfield, 1997) e o problema de detecção

de regiões homogêneas em seqüências de DNA (Segmentação de DNA)

(Churchill, 1989),os quaisvão sertratados no capítulo3.

Existem vários textos, em formato de tutoriais, sobre o assunto. Um

delesé devidoa Rabiner (1989), ondeo autor descreve osModelos Markovianos

com Estados Latentes de forma clara e sucinta. Este texto, apesar de ser um

tutorial voltado à aplicação em Reconhecimento de Fala, é excelente para uma

visão inicial destas cadeias. Rabiner (1989) apresenta a descrição do modelo

associado a dados discretos e dados contínuos, a descrição dos três problemas

básicos das Cadeias de Markov com estados Latentes (Problemas envolvendo

cálculo de probabilidades e estimação) e os respectivos algoritmos de solução

que serão abordados no capítulo 2. Neste texto apresentam-se ainda técnicas

para contornar problemas de natureza numérica na realização de inferências

sobre o modelo.

da Silva (2002), apresenta outro Tutorial, em português, sobre as

Cadeias de Markov com Estados Latentes no qual são apresentados conceitos

básicos sobre Probabilidades, Cadeias de Markov, algoritmo EM e por fim as

Cadeias de Markov com estados Latentes. Apresentam-se ainda os algoritmos

associados aos três problemas básicos do modelo. Ao final, citam-se algumas

aplicações.

A aplicação básica desta dissertação está voltada para o problema de

segmentação de DNA. O problema é caracterizado pela busca de distintos



segmentos de DNA homogêneos, que são responsáveis por diferentes funções de

regulação celular de um determinado organismo. Este problema pode ser
modelado utilizando métodos para a estimação demúltiplos pontos demudança

em seqüências de variáveis aleatórias (Hinkley et ai, 1970) (Hinkley, 1970)
(Smith, 1975). Contudo, este tipo de abordagem se mostra limitada à aplicação

em problemas de Segmentação de DNA, devido às dependências entre as bases

encontradas nossegmentos (Mais detalhes nocapítulo 3).

Inicialmente, Churchill (1989) aplicou um modelo de Cadeias de

Markov com estados Latentes ao problema de segmentação. Notexto (Churchill,

1989) realiza-se a apresentação teórica do modelo, aplicando-o a algumas
seqüências de dados reais (seqüências de DNA). Dentre estas seqüências, cita-se
a seqüência do bacteriófago Lambda (Genbank), a qual será utilizada nesta
dissertação. No trabalho de Churchill (1992), atemática de segmentação de DNA
usando este tipo de modelo também é abordada. Alguns trabalhos posteriores

seguiram este tipo de aplicação. No trabalho de Boys et ai. (2000), os autores
utilizam o mesmo modelo utilizado por Churchill (1989), com adiferença de que

a abordagem adotada foi a Bayesiana. Boys et ai (2004) estende o trabalho de

Boys (2000), permitindo a escolha de modelos mais adequados, utilizando
Inferência Bayesiana. Este tipo de procedimento não será abordado nesta

dissertação. No trabalho de da Silva (2003), é aplicado um modelo idêntico ao

formulado por Churchill (1989) em uma seqüência de DNA do organismo

Xylella fastidiosa. O problema de segmentação de DNA será amplamente

abordado no capítulo 3.

No capítulo seguinte, apresentaremos os Modelos de Markov com
Estados Latentes de maneira formal. Apresentaremos modelos mais simples e

alguns exemplos. Ainda apresentaremos os três problemas básicos associados ao
modelo e a forma de obtenção dos algoritmos para resolução destes problemas.

São obtidos os métodos que tratam de um Modelo de Markov com estados

8



latentes comumaestmtura de parâmetros diferenciada domodelo originalmente

apresentado na literatura. Tal modelagem representa uma contribuição inovadora

desta dissertação.



2. MODELOS MARKOVIANOS COM ESTADOS LATENTES

Os Modelos Markovianos com Estados Latentes, como visto no capítulo

inicial, são estruturas probabilísticas amplamente utilizadas em uma série de

aplicações ligadas a diversas áreas do conhecimento. Estes modelos são

referenciados na Uteratura como HMM (Hidden Markov Models) e, por

simplicidade, utilizaremos estadenominação emtodaa dissertação.

No presente capítulo, o objetivo principal é apresentar, de forma

didática, as definições básicas necessárias para o entendimento dos HMM's. De

imediato, faz-se necessária a apresentação de modelos teóricos gerais que

fornecem as estruturas matemáticas e probabilísticas requeridas paraa descrição

dos HMM's. Tais modelos são denominados processos estocásticos.

2.1 Processos Estocásticos

Os processos estocásticos são famílias arbitrárias de variáveis aleatórias

Xt indexadas por t onde teT (sendo T um conjunto qualquer, geralmente

N+). O índice t pode ser visto como um indexador de tempo ou espaço. Os

resultados assumidos por Xt (contra-domínio de Xt) são denotados como

conjunto dos estados do processo. Os processos estocásticos são definidos de

maneira estritamente formal através do Teorema de Kolmogorov (Teorema

Fundamental dos Processos Estocásticos) apresentado abaixo(Biswas, 1995).

Definição 2.1 Se a função distribuição de probabilidade conjunta das

variáveis aleatórias Xh,Xh,...Xt^ é conhecida para todo n enumerável

positivo, e para todo conjunto devalores í,,/2,...f„ onde tk qualquer pertence a

10



um conjunto T, podemos denotar o conjunto destas variáveis, {X^}, por

Processo Estocástico.

Exemplo 2.1 Processo Estocástico. Um conjunto de variáveis aleatórias

independentes da forma Xt, que possuem uma distribuição conjunta normal

multivariada,onde teZ+.

Existem vários tipos de processos estocásticos. Como exemplos, temos

os Processos de Poisson, Gaussianos, de Martíngale (Biswas, 1995), e os

HMM's. Vamos nos ater, inicialmente, a um processo estocástico particular

denominado Cadeia de Markov (^íarkovs Chain). Tal processo será de suma

importância, pois os HMMs são generalizações das CadeiasdeMarkov.

22 Cadeia de Markov

Considere um sistemafísico qualquer. Se as velocidades e posições das

partículas são conhecidas,a cada momento, é possível estabelecer sua evolução.

Entretanto, para obtermos informações sobre o tempo ou estado futuro,

necessitamos apenas da configuração atual do sistema. Qualquer informação

adicional sobre as posições e velocidades passadas das partículas torna-se

irrelevante. De maneira análoga, a propriedade que caracteriza a Cadeia de

Markov é que a ocorrência de eventos futuros depende, exclusivamente, dos

eventos atuais. Uma Cadeia de Markov é definida como a seguir

(Breiman,1969):

11



Definição 2.2 Considere um espaço de eventos Cl. O conjunto de

variáveis aleatórias XX,X2>... onde XteQ para qualquer t positivo e

enumerável, é uma Cadeia de Markov de ordem 1 se:

P(Xt = xt | Xx = xx, X2 = X2,...Xt_x = xt_x) =

P(X,=*,|*M =*,_,).

Observe que,em uma Cadeia deMarkov de ordem 1,a probabilidade da

ocorrência de Xt depende exclusivamente da ocorrência da variável Xt_x. O

conjunto de valores assumidos pelas variáveis Xt é comumente denotado por

estados. Então, de maneira equivalente, para umaCadeia deMarkovde ordem 1,

podemos dizer queo estado que acadeia assume emum instante futuro depende

apenas do estado atual. A definição 2.2. pode sergeneralizada, de forma que a

dependência entreos estados seja ampliada.

Definição 23 Considere um espaço de eventos Cl. O conjunto de

variáveis aleatórias XlyX2,..., onde XteCl para qualquer t positivo e

enumerável, é uma Cadeia deMarkov de ordem r (oude r-ésimaordem), se:

P(Xt = xt | Xx = xl,X2 —Xj,..~am = *r_i) =

P(Xt = xt IXt_x = xt_x, Xt_2 —xt_2...Xt_r —xt_r).

Pode-se observar que,nasdefinições 2.2 e 2.3, asvariáveis com índice t

inicial (em 2.2 t = \ e em 2.3 t<r+l) nãoestãocontempladas nasrelações de

dependência. De modo a possibilitar o cálculo da distribuição conjunta dos

12
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Xt's, faz-se necessária a definição de Probabilidades Iniciais da Cadeia na

definição 2.4 (Breiman, 1969).

Definição 2.4 Dada uma Cadeia de Markov de Ia ordem, denotamos a

probabilidade inicial de Xx (ou densidade inicial de Xx) por P(XX =xx) (ou

/„(*»•

De forma similar, podemosgeneralizar a definição 2.4 para Cadeias de

ordem superiores. A seguir, apresentaremos alguns exemplos de Cadeia de

Markov tanto de naturezadiscreta quantocontínua.

Exemplo 2.2 Cadeiade Markovcom espaçode estados contínuos,Um

alpinista vai realizar uma escalada de uma montanha de altitude N. É natural

pensarmos que o desenvolvimento da escalada (acréscimo ou decréscimo de

altitude, por exemplo) no dia subseqüente dependerá do ponto atingido no dia

atual. Seja a variável aleatória Xt, designando a altitude atingida pelo alpinista

no t-ésimo dia de escalada. A situação explicitada podeser modelada como uma

Cadeia deMarkov, de Ia ordem, denatureza contínua. O contra domínio de Xt

está contido no intervalo [0, N]. O valor aleatório de Xt pode ser uma função

da proximidade do cume da montanha. Um exemplo desta função é descrito

abaixo:

P(Xt=xt\Xí_x=xt_x)^

N-xL
, se xt > xt_j,

N

0, em outro caso.
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Em várioscasos as Cadeiasde Markov possuemum conjuntode estados

enumerável. Para trabalhar com este tipo de Cadeia, toma-se importante definir

os chamados Vetores de Probabilidades ou Estocásticos.

Definição 23 Um vetor de probabilidades P =(Pi»p2.., pn)e (0,1)",

satisfaz:

i) É/>,=i;
i=l

II) pt >0, sendo que \<i<,n.

Uma Matriz de Probabilidades é tal, que suas linhas são formadas por

vetores deprobabilidades. Assim, podemos descrever umadefinição de Cadeia

de Markov em que a variável aleatória X, é discreta (uma Cadeia de Markov

queassume umnúmero deestados enumerável) (Boldrini et ai, 1984).

Definição 2.6 Uma CadeiadeMarkové um processo aleatório que pode

assumir estados sx,s2,...sr> de tal modo que a probabilidade de transição do

estado st para Sj é a^.,onde \<i<,r ç\<j<>r.

A estrutura utilizada para armazenar todas asprobabilidades de transição

é uma matriz estocástica:

A =

«11 an

a r\ "r2 a
IT _

14



No caso de uma Cadeia de Ia ordem, a distribuição inicial

P(SX = st) =ni, onde 1^ / <r, é representada porum vetorde probabilidades.

* =[*i *\

A estrutura de parâmetros de uma Cadeia de Markov de Ia ordem é

compostapelamatrizde transições A e pelovetorde distribuição inicial n.

Um exemplo clássico das Cadeias de Markov é o Passeio Aleatório.

SegundoBreiman (1969), tal processo é descrito como no exemplo a seguir.

Exemplo 23 Passeio Aleatório UnidimensionaL Considere o

movimento de uma partículaao longo de um eixo horizontal através de posições

inteiras (...,-k,l-k,...-l,0,l,...,k-\,k,...). Se a partícula estiverna posição

k, num dado instante, a probabilidade que ela se mova para a posição k+1 no

próximoinstante é p e a probabilidade de que ela se mova para a posição k—\

é q-\-p. Quaisquer outros movimentos têm probabilidade zero de

ocorrência. A situação em questão pode ser representada por uma Cadeia de

Markov com numero infinito de estados correspondendo às posições assumidas

pela partícula através do tempo.

O passeio aleatório pode ser restrito, criando-se uma ou duas barreiras

ao longo das posições assumidas pela partícula. Um caso particulardo Passeio

Aleatório é conhecido como "Problema da Ruína do Jogador" (Gamblers Ruin

Problem).

Exemplo 2.4 Ruína do Jogador. Considere um jogo disputado por dois

jogadores (João e José), regido por um evento aleatório (por exemplo: o

15



lançamento de dados, de moedas, etc.) em um instante t. A cada momento, o

jogador poderá apostar uma unidade monetária que possuir, podendo ganhar

com uma probabilidade p ou perder com probabilidade l—p .No momento

inicial, (t =1) João possui ^ unidades monetárias e José possui k2. A variação

da quantidade de dinheiro que um jogador possui ao longo do tempo pode ser

modelada como uma Cadeia de Markov discreta finita. Seja St uma variável

aleatória que designa a quantidade monetária que José possui no momento t.

Esta variável pode assumir valores inteiros no intervalo [0,A, +k2], ou seja, a

Cadeia de Markov possui A^ +^ estados. Observe que, se ao longo do jogo,

José atingir osestados 0 (José perdeu todo o dinheiro) ou fc, +k2 (João perdeu

todo o dinheiro), nãoserá possível realizar uma transição para um estado distinto

do atuai Tais estados são denominados estados absorventes.

Exemplo 2.5 Modelo de Ehrenfest (da Silva ,2002) Seja um total de

2n bolas numeradas. Suponha queasbolas são distribuídas aleatoriamente entre

duas umas, / e II. No momento dadistribuição, a urna / contém k bolas e a

urna II, contém 2n-k bolas. Considere o experimento queconsiste em sortear

um número inteiro no intervalo [0,2/i]. A bola cujonúmero forsorteado deverá

ser retirada de sua uma original e colocada na outra urna. Repetindo-se o

experimento, tendo a repetição indexada por t, e considerando-se a variável

aleatória Xt como sendo onúmero debolas na uma I nomomento t, podemos

modelar este problema comuma Cadeia deMarkov. Osestados são os possíveis

números de bolas que a urna / possui. Assim, esta cadeia possui 2n estados.

Observe que, a partir de um estado jc , só é possível realizar transições para os

estados x+1 ou x-1. As probabilidades condicionais sãodadas por:

16



-^, sex,=:rM+l;
2/i

P(Xt =xt|Xt_x =xt_x)=]l-$±, se*, =xt_x -1;
O, em outro caso.

O exemplo 2.5 é associado a um modelo famoso em Estatística

Mecânica, denominado Modelo de Ehrenfest. Este modelo explica as trocas de

calor em um sistema termodinâmico.

Em Cadeias de Markov cujo contra-domínio de Xt (conjunto de

estados) é um espaço discreto finito, podemos utilizar estruturas gráficas para a

visualização do modelo. Estas ferramentas são denominadas grafos (Santos,

1995). Umgrafoé definido porumconjunto denós, representando os estadosde

um sistema, e um conjunto de arestas que estabelecem as interligações ou

transições entre os nós. As arestas podem assumir valores (ou pesos) que

dependem da modelagem específica. A Cadeia de Markov pode ser vista como

umgrafocujasdistribuições de probabilidade condicionais (videdefinições 2.2 e

2.3) são os pesos das arestas oriundas de um estado.

Exemplo 2.6 Clima de umaRegião. (Ross, 1984)Suponhaque, em uma

dada região do planeta, as condições climáticas do dia seguinte dependam

apenas dascondições climáticas doclima do diaatual. Considere quea condição

do tempo seja classificada em um "dia chuvoso" ou "dia não chuvoso".

Considere ainda que, se chover no dia atual, a probabilidade de chover no dia

seguinte seja a. Além disso, se não chover no dia atual, a probabilidade de

chuvano dia seguinte é fi. Suponha que,no tempo t -1, a probabilidade de um

dia de chuva seja 8. Denotando o estado "dia chuvoso" por 1 (estado St = 1) e
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o estado "dia não chuvoso" por 0 (estado St = 0), temos uma Cadeia de

Markov associada, em que asprobabilidades são:

a, ses,=l est_x =1;

l-a,sest=0est_x =1;

p, sejf=le5f_j=0;

1-0, ses, =0ejM=O,

0, em outro caso.

P(St=st\St_x=st_x)=\

A distribuição inicialda Cadeia é dadapor

0, ses, =1;

P(5,=s1)=«j 1-0, sej,=0;
0, em outro caso.

Podemos utilizar uma matriz e um vetor estocásticos para representação

da cadeia. No contexto de Cadeias de Markov, a matriz estocástica é

denominada Matriz de Transições. A matriz de transições e o vetor de

distribuição inicial associados aoexemplo2.6sãoos seguintes:

A =
l-fi P it=\i-e e\

A representação, em forma de grafo, da Cadeia deMarkov associada no

exemplo 2.6 é ilustrada através da figura 2.
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FIGURA 2. Grafo representandoa Matriz de Transições do exemplo 2.6.

Em uma Cadeia de Markov, uma questão natural é o cálculo da

probabilidade de ocorrência de uma seqüência de estados qualquer

Sl = 5,,£2 =•s2>—^t =sT.A distribuição conjunta, ou verossimilhança de uma

seqüência de estados, considerando uma Cadeia de Markov de ordem 1, com

Matrizde Transições A e vetor de fjrobabilklades iniciais *r,é dada por

T

n
1=2

*« =*A =h>-Sr=*)«*<$ ^IpTO =*l$-i =*m)
tr

<=2

Exemplo 2.7 Cálculo de verossimilhança. Considerando novamente o

exemplo 2.6, se fixarmos 0 = 0.6, p-0.2 e a = 0.3, a probabilidade da

ocorrência da seqüência de estados Sl -0TS2 =hS3 -0,S4 =0, é apresentada

abaixo:

P($ =0,52 =1,S, =0,54=0)=^ x^2 x^ xo^

=0-0)x£x(l-a)x(l-j0)

= 0.4x0.2x0.7x0.8=0.0448.
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Outro aspecto interessante para análise é o tempo de permanência da

Cadeia de Markov em um estado. A natureza deste comportamento é aleatória,

sendo que a função distribuição de probabilidade que regula este evento é

geométrica (Churchill, 1989). Seja uma Cadeia de Markov com matriz A de

transições entre os estados e vetor n de distribuição inicial. Suponha que o

sistema esteja em um estado s em um tempo t qualquer. Sendo X a variável

aleatória, que representa o tempo em que a Cadeia permanece no estado s,

então X segue distribuição geométrica com parâmetro X = aa. Assim,

EVC\-—— e VAR[X]= s-r. Esta propriedade permite obter o
l-a„ (l-aaf

tempo (em escala continua) de permanência dacadeia em um estadoqualquer.

Exemplo 2.8 Tempo de Permanência em um estado markoviano.

Considerando novamente o exemplo2.6, suponha queem um dia t qualquer não

choveu na região. Fixando-se f3 = 0.2, a probabilidade da região ficar sem

chuva, durante uma semana, é:

P(St+x =0,S,+2 =0,...S,+7 =0|S, =0) =(o11)7(l-o11)
=(l-/7)7(/?)

=(0.8)7(0.2) =0.04194304.

Dado que não choveu no dia t, o número esperado de dias sem chuva e sua

respectiva variabilidade (variância e desvio padrão) naregião sãodados por:
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E[N° de dias sem chuva] = ^l' =-1-=4;
(l-o,,) 0.2

VAR[N° de dias sem chuva]=-^-r=—= 20;
(l-o,,)2 0.04

DP[N° de dias sem chuva] =J (flll) , =J— =V(l-an)2 VO.04 4.4721.

De acordo com os valoresassumidos pela matriz de transições associada

a uma Cadeia de Markov, podemosdizer que o processo é estável, à medida que

ocorrem poucas transições entre estados distintos. Esta situação se acentua

quando as diagonais damatrizde transições possuem valores próximosde um.

Na próxima sessão, introduziremos os HMM's.

23 Modelos Markovianos com Estados Latentes (HMMs)

Um HMM é um processo duplamente estocástico composto por uma

Cadeia de Markov latente (não observável) SX,S2,..., mas que se manifesta

através de outro processo estocástico Ox,02,...(observável) (da Silva, 2002).

Para visualizar o HMM de maneira intuitiva, relataremos um experimento

envolvendo amostragem de bolas em urnas. Este exemplo vai elucidar os

conceitos de processo observável e processo latente, fundamentais para o

entendimento dos HMMs.

Exemplo 2.9 Amostragem de bolas em Urnas, (da Silva, 2002)

Considere r umas. Em cada uma existem bolas de n cores distintas {branco,

preto, azul..}, com proporções especificas para cada uma. Suponhaque urnas e

bolassãoescolhidas de acordo com o experimentodescritoa seguir:
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Umal Uma2 Uma r

P(A»iH*nQl)-P1(AB4) P(AzuHUma2H*2(A»jO PÇAzul|Urrar>Pr(Aj)uQ
P(Ve«fe|Ura 1>Pt(Verte) P(VCTdB|lJma2H>2(V!B»TÍt>) P(VfertBMUrm rMYÍVeitfe)
P(Branco|Unw1>>P1(Branco> RGBrenro|Uma2>«P2(BwncQ) pmranco| Urra r>Pr (Branco)

PCLarania|lftni1>f>1(ljafai)i») P(L»ov>tUma2>P2(Lararjp) POjBnn>|Un«r>l>rajarnM

FIGURA 3. Modelo de Bolas e Umas.

(1)Escolhe-se uma uma inicial por umprocesso aleatório qualquer. (2)Da urna

escolhida sorteia-se uma bola com reposição, anotando-se sua cor. (3)

Novamente escolhe-se uma uma baseando-se em um processo aleatório

condicionado a urna anterioanente escolhida. (4) Retira-se a bola e registra-se

suacor.Repete-se o experimento a partirde (2)indemndamente.

Vamos denotar por St e Ot, respectivamente, as variáveis aleatórias

associadas à uma sorteada e acorda bola retirada no í-érimo sorteia Suponha

que exista independência entre as bolas sorteadas, ou seja, que 0t>02... são

independentes, dado o conhecimento das umas SJ,^... sorteadas. Pela

descrição doexperimento, aúnica mfòrmação registrada é acordab

a cada momento, ou seja, as realizações de Q,02.... Embora a uma st

escolhida no momento t nãoseja observada, eJa influina probabilidade da cor

dabolaobservada o,.

No exemplo 2.9, existe uma Cadeia de Markov não observável no

experimento. Esta cadeia está associada àescolha aleatória, acada momento, da

urna da qual se realizará o sorte»dabola. Os estados associados a esta cadeia
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são as possíveis urnas (uma 1, uma 2, ... uma r). 0 evento observável do

experimento (cor da bola) é dependente da uma sorteada. Isso porque as urnas

podemconter diferentes proporções de cores de bolas. A corda bola sorteada a

cada momento corresponde à variável observável. Modificando o exemplo 2.9,

podemos obter a situação em que as observações têm dependências entre si,

dado o conhecimento dos estados.

Embora o exemplo2.9 trate as seqüências SX,S2,... e Ox,02,... como

sendo de natureza discreta, é possível generalizar este conceito. Tanto SX,S2,...

quanto Ox,02,... podem ser seqüências de variáveis aleatórias contínuas ou

discretas. Isso dá origem a HMMs discretos ou contínuos. Podem existir

combinações dos dois tipos de variáveis aleatórias em que um dos processos

pode ser discreto e o outro contínuo. Como a aplicação estudada neste trabalho

trata de HMMs discretos, vamos restringir nossas definições posteriores a estes

modelos em particular.

Para a representação de um HMM discreto, temos os parâmetros

associados à Cadeia de Markov Latente discreta SX,S2,.... Sãoeles, a matrizde

transições A, entre os estados latentes,e o vetor de distribuição inicial n. Além

dos parâmetros A e n, uma estrutura associada ao processo estocástico

observável Ox,02,... deve estar presente. Tal estmtura incorpora probabilidades

da observação Ot dado um estado latente St, onde Ot tem contradomínio

enumerável e t e Z+. Vamos denotá-la por B. Dependendo da relação de

dependência entre as observações, existem variantes da estrutura de B. Com

isso, podemos especificar a definição de HMM's em que os dois processos

estocásticos (processo observável e latentes) são discretos.
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Definição 2.7 Seja um HMM definido por dois processos estocásticos

SX,S2,... e 0X,02,..., em que as variáveis aleatórias 0t\St para todo t são

independentes entre si. Asvariáveis dotipo St e Ot têm contradomínios, Q e

Oq , respectivamente discretos e t e Z+. Um HMM é descrito porum modelo

X tal que Ã= (n,A,B) (HMM's com O, s condicionalmente independente),

emque iz é o vetor de distribuição inicial, yí é a matriz de transições entre os

estados latentes 5(eBéa matriz dedistribuições condicionais de Ot's dado

umestadolatente St, no qual:

nh=P(Sx=sxy,
a*.A=P(St=st\St_x=st_x);

Existem HMMs em que se consideram, adicionalmente, a dependência

markoviana de ordem 1 entre as variáveis Ot \St para todo t (HMM's com

Ot 's condicionalmente dependente). Neste caso, o modelo possui as mesmas

estruturas, ir,A e B, e uma estruturaadicional no no qual:

7rSi=P(Sx=sl);

noh0i=P(Ox =oJ$ =sx);

^_*=^tt ==^-1=^-1);
KU =P(Ot =ot\St= st,Ot_x =ot_x).
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Para efeito de notação, vamos denotar r = #C1S e n =#C10, ou em

outras palavras, r será o número de estados possíveis e n o número de

observações possíveis. Em muitas aplicações as distribuições iniciais são

desconsideradas sendo o modelo composto somente pelas matrizes A e B

associadas, respectivamente, à transiçãodos estados e a emissão de observações.

O número de parâmetros associados aos HMM's é uma informação

interessante de se abordar. É desejável trabalhar com modelos mais simples

(com menos parâmetros). Observe que num HMM, com ambos, o espaço de

estadose o espaçode observações discretos, e que prevê independênciaentre as

variáveis Ot's dado o conhecimento dos estados, o numero de parâmetros é

(r)(r-l)+(r-l)(n)+(r-l), correspondente a todos os elementos

desconhecidos dos parâmetros n, A e B. No modelo mais complexo que prevê

dependência de primeira ordem entre as observações dado o conhecimento dos

estados, o número de parâmetros é

(r)(r-l) +(r-l)(/i) +(r-l)+(rX/i-l)(H).

A sequir, discutiremos alguns exemplos simples de HMMs, que servirão

para fixaros conceitosdiscutidos até o momento.

Exemplo 2.10 Lançamento de Moedas, (da Silva, 2002) Uma pessoa

tem em mãos três moedas. A moeda 1 é honesta. A moeda 2 é viciada e tem

probabilidade - do resultado "cara". A moeda 3 também é viciada, mas com

3
probabilidade de "cara" iguala —. Considere um experimento que consiste nos

4

seguintes passos:
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1. Escolha, aleatoriamente, uma moeda no tempo 1, sendo Sx a

variável aleatória associada à moeda escolhida, seguindo a seguinte

distribuição de probabilidade:

P(51=2) =i

P(S1=3) =±.
4

2. Lance a moeda escolhida e denote por Ot a variável aleatória

associada ao resultado da moeda, sendo t a repetição do

lançamento. Anote o resultado ot.

3. Novamente escolha aleatoriamente uma moeda. Denote St à

variável aleatória associada à moeda escolhida no tempo t.

O processo aleatório de escolha da moeda é dependente da moeda

escolhida anteriormente, segundo asseguintes probabilidades:

P(5/ =l|5M=l) =i,P(5/=2|5í_1=l)=i,P(5í=3|SM=l)=i;

P(5í=l|5M=2)=i,P(5/=2|5M=2)=i,P(5/ =3|5M=2)=i;

P(5f =l|SM=3)=|,P(5/=2|5w=3)=i,i>(Sf=3|5M=3)=i

Este experimento pode ser descrito como um HMM em que existem 3 estados

latentes associados às moedas distintas. A única informação fornecida é o

resultado do lançamento ("cara" ou "coroa")- Em nenhum momento a
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V.fO. O; f C I 5í l

informação sobre qual moeda foi lançadaé conhecida. Neste exemplo, o HMM

emquestão é representado por X= (n,A,B\, noqual:

f;

r1 l *i an-\— - -],A =
2 4 4

1 1 1 1 1

2 4 4 2 2

1 1 1
,5=

1 2

3 3 3 3 3

3 1 1 3 1

4 8 8 4 4

Inicialmente, o modelo possui 3 moedas, mas não há como saber se as moedas

são todas lançadas, duas moedas são lançadas ou se uma moeda apenas é

lançadas. Esta é uma informação extremamente importante, pois a partir da

mesma, podemos construir HMMs com um número maior ou menor de

parâmetros (estados). Obviamente buscamos os modelos mais parcimomosos.

No casodo exemplo 2.10,o modelopossui 11 parâmetros.

Exemplo 2.11 Tiro-ao-Alvo. Dois atiradores participam de um

experimento baseado em tiro-ao-alvo. O resultado obtido do disparo no alvo é

classificado como acerto (1) ou erro (2). Os dois atiradores realizarão tiros no

mesmo alvo. Um dos atiradores (atirador 1) possui extrema perícia, sendo de

0.8 sua probabilidade de acertar o alvo. O outro atirador(atirador 2) tem menos

técnica que seu oponente, possuindo probabilidade 0.3 de acerto no alvo. O

atirador 1,com mais técnica,propõe um esquemade rodízio entre os atiradores.

Se o atirador 1 realizou o último disparo, então sua probabilidade de atirar

novamente é 0.4. Se o atirador 2 realizou o último disparo, então sua

probabilidade de atirar novamente é 0.1. No início do experimento, a

probabilidade do atirador 1 efetuaro primeiro disparo é de 0.3. A probabilidade
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do atirador 2 efetuar o primeiro disparo é 0.7. Denotemos por Ot e St,

respectivamente, o resultado obtido no t-ésimo tiro e o atirador que efetua o

disparo no tempo t. Realizado o experimento, suponha que a seqüência de

acertos e erros é anotada. Porém a informação sobre qual atirador realizou o

disparo, a cada momento, é negligenciada. Esteexperimento podesermodelado

como um HMM com estados St(atiradores) e observações Ot (resultado dos

tiros) discretas. Observe que cada estado possui uma característica particular na

emissão de observações, uma vez que cada atirador tem uma perícia particular.

Assim, os parâmetros n,A e B associadosa este HMMsão:

* = [0.3 0.7], A =
0.4 0.6

0.9 0.1
,*=

0.8 0.2

0.3 0.7

A função de verossimilhança associada a um HMM é baseada no

princípio de dados aumentados. Este princípio é aplicado se alguma parte das

informações é não observável. No caso do HMM, os estados não são

observáveis. Dado T realizações de St e T realizações independentes das

variáveis Ot\St,a função de verossimilhança pode ser apresentada da seguinte

forma:

P(Ox =ox,...,Ot =Or,Sx =sx,...,St =st In,A,B)

= P(Sx=sx)x

-n. x

Í\P(Ot=ot\St=st)
i_í=i

n«*t+*t
t=2
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Paraum HMM que considera dependência de primeira ordem entre Ot 's dado o

conhecimento dos estados, a função de verossimilhança considerando os dados

aumentados é:

P(Q =q,...,C}. =<}.,3 =$,..-»$• =srI*;*v43)

=P(Sl=sx)xP(q=<\\S[=sx)x

Y]fXSt=st\StA=s^)

' T

m

_<=2

=7T Xfl» X
5 *\ <Vrt

>2 .í=2

n\0,=o,\S,=s„OIA=oM)
.t=a

Existem três problemas básicos relativos aos HMM's. O objetivo da

próxima seção é mostrar os métodos de resolução destes três problemas.

2.4 Os três problemas básicos dos HMM's

Énatural, quando se utiliza um modelo probabilístico qualquer, calcular

a probabilidade associada a um dado evento. Outra questão importante é a

obtenção de inferências sobre os parâmetros associados ao modelo. Os três

problemasassociados aos HMMs não são exceção e têm, como ceme, o cálculo

de probabilidadese a realização de inferênciaestatística.

DadoumHMMcomposto pelosprocessos estocásticos St (latente)e Ot

(observável) onde reZ+ parametrizado por X= (n, A,B) ou

X= (k, 7üo, A,B) apresentam-se as seguintes questões:
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1. Problema 1: Seja uma seqüência de realizações ou observações

0-{Ox=ox,02-o2,...,0T-oT). Dado o modelo X, qual a

probabilidade da ocorrência da seqüência em questão, Isto é, qual é

P(0\X) = P(Ox =0,,02 =o2...,Or =or | X)l

2. Problema 2: Dada uma seqüência de realizações

0 = {Ox=ox,02=o2,...0T=oT}, qual é a seqüência de

realizações S = {Sx=sx,S2=s2,...,ST=sT) que maximiza a

probabilidade conjunta de O e SI Isso é, qual a seqüência de

estados S quemaximiza P(S, 0\X)1

3. Problema 3: Dada uma seqüência de realizações ou observações

O = {Ox =ox,02 =o2,...Ot -Oj), como podemos obter

estimativas dos parâmetros do modelo XI

2.4.1 Resolvendo o Problema 1

A obtenção de P(0 \X) (verossimilhança) é uma informação bastante

importante. Um exemplo de sua utilidade está na obtenção de testes de

adequação demodelos (Teste de Razão deVerossimilhança) (Mood, 1963). Para

encontrar P(0 \ X), devemos utilizar o Teorema da Probabilidade Total (Mood,

1963). Seja Q^ = ClsxClsx...xCls (Produto Cartesiano de T espaços

unidimensionais Cls) o conjunto de todas as seqüências de estados possíveis de

tamanho T, podemos obter P(01X) como:
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P(Q\X)= 2 P(0,S\X^J^P(0\S,X)]P(S\X).
«Pa- seQs

(i)

Desenvolvendo o primeiro dos termos internos do somatório da expressão (1) e

supondo independência condicional entre Ot's dados os St's, temos:

=P(Ol =o,|%=*, X)xP(Q1 ^ |S2 =s2,X)x...xP(Qr =0,. |Sj. =sr,^)

1=1 í=i

(2)

Em (1) resta-nos desenvolver o termo P(S\ X). Este termo está associado aos

estados da Cadeia de Markov Latente. Supondo dependência markoviana de

ordem 1 entre os estados, temos:

P(S\X)=P(Sx=sx,S2=s2,...,ST=sT\X)
=P(Sx=sx\X)xP(S2=s2\Sl=sx,X)x...xP(ST = sT\ST_x=sT_x,X)

=p(s, =Sl |x)x\flp(st =*,|st_x=st_x,x)
Lí=2

=#. x ÍR*
L*3

(3)

Portanto, de (2) e (3) temos:
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P(0\X)=% ^xiR* xepü
V*=2 ; Ui J.

(4)

É importante observar que o espaço Q^ representa o conjunto de todas as

seqüências possíveis de estados presentes no modelo. Então, para calcular

P(01X), devemos obter todas as seqüências S de estados possíveis, obtendo

para cada seqüência, em particular, arespectiva verossimilhança.

Exemplo 2.12 Cálculo deP(0 \X)combasena equação (4). Suponha

que no experimento que envolvia os atiradores, no exemplo 2.11, a seqüência

observada foi O = {Ox -\,02 =2} com acerto=l e erro=2. Este HMM tem

parâmetros:

*-= [0.3 0.7], ,4 =

l x J- ±

0.4 0.6"

0.9 0.1

1 "0.8 0.2"

0.3 0.7

Devemos obter todas as seqüências S de estados possíveis associadas à

realização de O. Temos 2 atiradores, istoé, 2 estados. Dado que O representa

umaseqüência de 2 tiros, devemos buscar todas as seqüências de dois atiradores

possíveis. Este conjunto de seqüências contém todos os possíveis arranjos, de

tamanho T = 2, dos atiradores:

fí^ ={(sx =U2=l),(sx =1,j2 =2),(sx =2,s2 =l),(sx=2,s2=2)}.
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I!
O passo seguinte é realizar o cálculo da verossimilhança conjunta para cada uma

das seqüências de estadospossíveis. Temos assim as seguintes quantidades:

P(0 =o,S =s\X) =xSixfl"^4\Kot'
/=2 1=1

Para s = {5, = 1,s2 = 1} e o = {o, = \,o2 = 2},

P(Ox = 1,02 = 2,5, = \,S2 = 11 X) = wx x a„ xbu x bX2
= 0.3x0.4x0.8x0.2 = 0.0192.

Para s = {s, = l,s2 = 2} e o = {o, = \,o2 =2},

P(0, = \,02 = 2,5, = 1,S2 =2| ü)nf,x auxbuxb22

= 0.3x0.6x0.8x0.7 = 0.1008.

Para í = {í,=2,s2=l}eo = {o, = l,o2 = 2},

P(0, = 1,02 = 2,5", = 2,S2 = 11X) = tt2 x a2l xò21 xò,2

= 0.7x0.9x0.3x0.2 = 0.0378.

Para s = {5, = 2,s2 = 2}e o = {o, = l,o2 = 2},

?(0, = 1,02 = 2,5, = 2,S2 = 2\ X)= n2x a22x b2lxb22,

= 0.7x0.1x0.3x0.7 = 0.0147.

O procedimento seguinte consiste em adicionarmos as verossimilhanças parciais

obtidas de todas as seqüências de estados possíveis presentes em Cl^. . Assim,

temos que a verossimilhança da seqüência deobservações o = {o, = 1,o2 = 2} é:
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<£«$

seQsr t=2 í=l

= 0.0192+0.1008 + 0.0378+0.0147

= 0.1725.

Visto que em trabalhos reais nos quais utilizam-se longas seqüênciasde

observações, o cálculo de P(0 \X) feito, diretamente a partir da expressão (1),

torna-se impraticável. Consideremos as operações de somas e multiplicações

envolvidas na obtenção de P(0 \ X). No cálculo de P(0, S\X), para uma dada

seqüência seQCT, são necessárias 2T-1 operações de multiplicação. Temos

o conjunto Cl^ composto por rTseqüências de tamanho T em que ré o

número de estados. Como devemos realizar, para cada elemento de Cl^, o

cálculo de P(0,S\X), temos um total parcial de (rT)x(2T-l) operações.

Observe que também precisamos realizar rT -1 somas para obter P(01X).

Isto totaliza um número de operações de:

n°deoperações = (rT)x(2T-l) +(rT -1)=27V7, -1.

O numero de operações total é de natureza exponencial em função do tamanho

da seqüência de observações e polinomial no numero de estados. Isso não é

desejável, pois, à medidaque o tamanho da seqüência de observações aumenta,

o custocomputacional aumenta de forma explosiva. Para o exemplo 2.11, tendo

T = 2 e r = 2, temos 15 operações envolvidas. Entretanto, é possível efetuar o

cálculo de forma mais eficiente.Observe, por exemplo, as operações ^x^, e

7tyxb2l. Neste exemplo simples, cada uma destas operações é, de forma
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desnecessária,realizada 2 vezes. Existem2 algoritmos que eliminameste tipo de

desperdício no cálculo de P(0 \X). Estes métodos, denominados forward^ e

backward, serãovistos na seguinte seção.

2.4.1.1 Procedimento Forward

O métodoforward é baseado em princípios de Programação Dinâmica.

A idéia é tentar eliminar operações redundantes na solução de um problema. O

método forward, desenvolvido através do uso de operações recorrentes, toma

possível o cálculo de P(0\X), com redução significativa do custo

computacional.

Para entendermos o método forward, é necessário desenvolvermos de

maneira algébnca, a expressão P(0 \X). Desta forma, obteremos um método

computacional no qual as operações não sejamrepetidasdesnecessariamente.

Vamos apresentar, nas duas subseções seguintes, os modelos que

consideram, respectivamente, independência e dependência condicional entre as

observações dado o conhecimento dos estados.

2.4.1.1.1 ProcedimentoForward (HMMcom Ot \S condicionalmente

independentes)

Desenvolvendo P(0\X) em que T é o tamanho da seqüência O,

temos:
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P(0\X) = P(Ox =ox,02=o2...,Ot =oT\X)

= 2 P(0]=ol,02=o2...,0T=oT,ST=sT\X).
JreQ,

(5)

Supondo independência condicional dos Ot's, dados os St's, e dependência

markoviana de primeira ordementre os St's ,o termo geral no somatório em (5)

pode serexpresso por.

P(Ox =o,,02 =o2...,0r =oT,ST =sT\X)
= £ [P(Ox=ox,02=o2,...,0T =oT,ST_x=sT_x,ST =sT\X)]

= £ [^(^r=Jrí0r=0rl°i=0i»02=02»-0r-i=0r-i»'Sr-i='sr-i»;l)x
fr-ieO,

P(0j =o„02 =o2...,Or.1 =Or_„^r_i =ír_! |^)]
/ = E [/>(-S,r=5r,07.=oJ.|5r.1=5r.1,A)x

y ^ P(0, =<?!,02 =o2...,Or_1 =07..!,^ =Jr_, |A)]
1 = S [P(°r =°r ISt =st>St-i =sT.x,X)xP(ST =sT \ST_X =sT_x,X)x

| P(Ox =(\,02 =o2...,Ot_x =oT_x,ST_x =sT_x |X)]
= X [Wr =°r\ST =sT,X)xP(ST =sT\ST_x =sT_x,X)x

P(Ox =ox,02 =o2...,0T_x =oT_x,ST_x =sT_x |X)]
=P(Ot=ot\St=st,X)x 2 [P^^I-V^r-i^)*

P(0, =Oi,02 =o2...,Or_! =<v_„5i._1 =sT_x\X)].
(6)

Para 2 ^ t < T, (6) se reduz a:
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P(Ox = ox,02=o2...,Ot =ot,St =st | X)

=P(Ot=ot\St=st,X)x £ [P(St=st\St_x=st_x,X)x

P(Ox ^o^O^o^O^ =ot_x,St_x =st_x |X)\

(7)

Denotando:

<*M =P(Ox =ox,02 =o2...,Ot =ot,St =st\X).

(8)

Podemos reescrever (7) como:

=^,x Z [fl^xíVi^)]
*MeQ,

(9)

Para / = 1, temos:

<*M=hHK**K
(10)

Lx>go o valorde P(0 \ X) é:

37



P(0\ X) = P(Ox =ox,02 =o2...,Or =oT | X)

= Z P(Ox=<\,02=o2...,0T=oT,ST=sT\X)

= 2><tf»-
jreQ,

(11)

Os elementos de a(í } podem ser dispostos em uma matriz que possui T linhas

e r colunas.
\ \*

a (i.O .. «/,
C#)

a =

a
(TA)

cr
(*»

No trabalho de Rabiner(1989) a(,,,>\é chamada de variávely&rvfíin/.

A obtenção de P(0 \X) se resume ao cálculo dos valores dos termos

alt x da referida matriz e, posteriormente, da soma dos elementos da última

linha. Observe que existem dependências entre os valores dos oc^^s. A

construção de cada elemento a(/ ^ érealizada em função dos elementos a^m*)

dalinha anterior. A figura 4, adaptada de Rabiner (1989), ilustra este aspecto.
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BTADOS

FIGURA 4.Dependência de a(tA).

Desta fòmm,o algoritmo para o cálculo de P(0\Ã)9 para umadada seqüência

deobservações O = {Ot - o^02 =olr...OT - o^.}, pode serdescrito através dos

seguintes passos:

1- Faça 0^,=^ x*^ para todo s, eQf.

2. Façaortó=^x £ [^xa^J paratodo a^Q, e
^eQ,

para aseqüência deobservações Oi=oí,02 s^,...,^ =?oy

3. Obtenha P{0\Z)= £ a{
(T.%)

*r*B>

Exemplo 2J3 AfátaA? forward (HMM com Ot|S independentes).

Utilizando o experimento do exemplo 2.11, envolvendo os atiradores» vamos

calcular P(0\X), utilizando o método forward. Dado que a seqüência de

observações outiros foi 0 ={C\ =1,02=2}Itemos:
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a0.i) =Aix*i =0.8x0.3=0.24,

«0,2)=*n xn2 =O-3 xO-7=O-2^

«fcu) =*bx2>fl xa^ltí))=0.2x(0.24x0.4+0.21x0.9)=0.057,

«tt2)=é22x2](ai2xa(1>0)=0.7x(0.24x0.6+0.21x0.1) =0.1155.
<=i

Assim, amatriz associada aométodo./&nw7«/é:

a-

0.2400 0.2100

0.0570 0.1155

Como descrito na expressão (5), dado omodelo X em estudo, r =2eT-2,a

probabilidade da seqüência observada é dada por:

P(0\A) =±a<T4) =«b»+«M =(0.057+0.1155)=0.1725.
i=l

Utilizando o procedimento forward, é possível diminuir o número de

operações (somas e multiplicações) necessárias no cálculo de P(0\X).
Observe que o cálculo de P(0 \X) envolve a construção da matriz a e o

cálculo da soma da última linha. Para cada umdos elementos da Ia linha de a, o

custo envolvido é de uma operação, totalizando r operações. Para cada uma das

células restantes de a, são necessárias r-1 somas e r multipHcações. Como a

matriz a possui (rxT)-r elementos, excluindo-se a Ia linha, o custo total na

obtenção dos elementos de a é de ((rxT)-r)x(r-l +r) operações. Resta
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contabilizar o custo do somatório para encontrar P(0 \X). Neste somatório são

realizadasmais r-1 somas. Contabilizandotodas as operações,temos:

n° de operações= ((r -1) +r) x (r x (T -1)) +r +(r -1)

= 2r2(7T-l)-r(7T-3)-l.

Desta forma, o número de operações necessárias no cálculo de

P(0\X), utilizando o método forward, é da ordem de r2T operações contra

27rr operações requeridas pelo cálculo direto (equação 4). No exemplo 2.11

em que T = 2 e r = 2, necessitamos de 11 operações, númeromenor que as 15

operações realizadas pelocálculo direto.

Quando T cresce, a diferença entre os dois métodos {foward e cálculo

direto) se acentua aindamais. Como exemplo, considereuma aplicação em que

7 = 10 e r = 2.0 número de operações necessárias para execução do método

forward é 66, enquantoo cálculodiretonecessitade 20479 operações.

2.4.1.12 ProcedimentoForward (HMM com Ot \ S condicionalmente

dependentes)

Utilizando o mesmo principio do método forward aplicado na subseção

anterior, podemos obter P(0 \ X) para um modelo que prevê dependência de

primeira ordem entre asobservações Ot {s dados St's. Lembrando que:

P(0\X) = P(Ox = ox,02 =o2...,Ot =oT\X)

= Z P(Ox=ox,02=o2...,0T=oT,ST=sT\X)
Íj-GQ,

(12)
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nosso objetivo é desenvolver o termo geral do somatório em (12), com a

finalidade de encontrar uma relação de reconencia.

Desenvolvendo o termo geral, respeitando as restrições impostas neste

modelo, temos que:

P(Ox =o,,02 =o2...,Ot =oT,ST =sT\X)

= Z lP(°i =°i>°2 =<*,»• A =<>rA-i =*r-iA =st I*)]

= J] [P(ST=sT,0T=oT\Ox=ox,02=o2,...,0T_x=oT_x,ST_x=sT_x,X)x
Sr-teQ,

P(Ox =ox,02 =o2...,Ot_x =oT_x,ST_x =sT_x \X)]

= Z [P(St=st>°t=0t\St-i=st-i>0t-i=°t-i>X)x

P(0, =o,,02 =o2...,Or_1 =oT_x,ST_x =sT_x |A)]
= 2^ \P{Ot =ot\St =st,ST_X =sT_x,UT_X =or_!,X)x

/'(iSIj. = sT |Oj-.j = st_x,Ot_x =or_j,a)x

P(Ox =Oi,02 =02...,^ =<V-iA-i =sT_x\X)]

= Z [^(^r=Orl^r=-yr^r-i=0r-i^)x^r=^l5r-i=-sr-i^)x

P(0X =o,,02 =o2...,Or_, =or-i.^r-i =Vi I*]
^P(0T=oT\ST=sT,0T_x=oT.x,X)x £ [i>(^=-srl^r-i='sr-i^)x

ar.,eQ,

P(0, =ox,02 =o2...,Ot_x =oT_x,ST_x =sT_x |X].
(13)

Para 2<t<T,generalizando(13),temos:
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P(0X =o},02 =o2...,Ot =ot,St =st\X)
=P(Ot=ot\St=st,Ot_x=ot_x,X)x £ [P(St=st\St_x=st_x,X)x

P(0X =o,,02 =o2...,Om =ot_x,St_x =5M |X)\
(14)

Considerando as estruturas paramétricas nas quais a dependência de primeira

ordem entre as observações Ot's é considerada, dados Strs,e nos utilizando da

variável a^ =P(Ox =ox,02 =o2...,Ot =ot,St =st \X), podemos escrever a

expressão (14)como:

**(,*)=*£** Z Kax^(m,^))-

(15)

Quando í = l,temos:

a*o*>=*°«xjrv
(16)

Quando a matriz a for totalmente construída, é possível obter P(0 \ X). Para

isso basta obter o somatório da última linha da matriz adi:
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P(01X) = P(Ox =ox,02 =o2...,0T =oT\X)

^•eO,

(17)

Exemplo 2.14 Método forward (HMM com dependência de primeira
ordem nas observações dados osestados). Dado uma seqüência de observações

O- {c\ -1,o2 =2} eutilizando um HMM que possui dependência de Ia ordem

entre Ot %s,dados St *s, com X=(n,no,A,B):

A =

* = [0.5 0.5], no =
'0.5 0.5'

0.5 0.5
»

"0.4 0.6"

0.9 0.1
,*' =

"0.3 C

0.9 C).l
,B2=

'0.4 0.6"

0.8 0.2

Podemos calcular P(0 \X) utilizando o método forward. Temos os

seguintes valores atribuídos amatriz a^ :

a4(U) -no\\ xn\ =0.5x0.5=0.25,
«40.2) =*°n x*2 =0.5x0.5=0.25,

«4(2.o=^xZ(«nx^
i=l

^c»)=^xt(%'<a4(w))=0-6x(0-25xa6+a25x01)=0105-
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Assim, a matriz associadaao métodoforward é dada a seguir:

a4 =
0.2500 0.2500

0.2275 0.1050

Como visto na expressão (5), dado r = 2 e T = 2, o valor da probabilidade

P(0\X)é:

P(0|A) =Z«W)
í=i

= a4(2,l)+ad!(2,2)

= (0.2275+0.105)

= 0.3325.

O métodoforward, aplicado a modelos que consideram dependências

entre as observações dados os estados, possui a mesma ordem de complexidade

computacional que o método aplicado a um HMM que prevê independência

entre as observações.

Existe outro procedimento para o cálculo de P(0\X). Este

procedimento denominado backward, emconjunto como método forward, será

de grande importância na resoluçãodo problema 3.

2.4.1.2 Procedimento Backward

O objetivo do procedimento backward é realizar o cálculo de P(0 \X)

eliminando operações redundantes. Para isso, faz-se necessária a busca de uma

relação de recorrência. Vamos trabalhar nas próximas duas subseções,
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respectivamente, com modelos que prevêem independência e dependência

condicional de ordem 1 entre as observações Ox,02,...,Ot,... dados

Sx,S2,...,ot,... .

2.4.1.2.1 Procedimento Backward (HMM com Ot\S condicionalmente

independentes)

Considerando o HMM mais simples, que prevê independência entre as

observações, Ox,02,...Ot,... dados Sx,S2,...St,..., aexpressão P(0\X) pode

ser escrita como:

P(01X) =P(Ox =ox,02 =o2...,0T =oT\X)

=Z lp(°i =°m°2 =o2...,Ot =oT,Sx =sx\X)]

=Z [p(°i =°i \°2=o2...,Ot =oT,Sx =*,A)x

P(02=o2...,0T=oT,Sx=sx\X)]
= ^[P(Ox=ox\Sx=sx,X)x

5j6Q,

P(02 =o2...,Ot =oT\Sx =sx,X)xP(Sx =sx |X)].
(18)

Assim, devemos trabalhar nesta expressão para encontrar uma relação

recorrente, possibilitando o cálculo da probabilidade de maneira eficiente.

Desenvolvendo o termo P(02=o2...,0T =Oj. \SX =sXyX) presente no

somatório em (18):
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P(02 =o2,03 = o3,...,Ot =oT\Sx =sx,X)

=Z [p(°2 =<>2,02 =o2,...,Ot =oTiS2 =s2\Sx =sx,X)]

= Z [p(°2 =°2\03 =o3,...,Ot =oT,S2 =s2,Sx =sx,X)x

P(03 =o3...,Ot =^,5, =s21 Sx =sx,X)]
= 1L[P(02=°2\S2=S2,X)X

3,eQ.

P(03 =o3...,Ot=ot\S2 =s2,Sx =sx,X)xP(S2=s2\Sx =sx,X)]
= ?é{p(02=o2\S2=s2,X)x

heQ,

P(03 =o3,...,Ot =oT\S2=s2,X)xP(S2 =s2\Sx =*,*)].
(19)

Observe que podemos generahzar o resultado obtido em (19) de modo a

estabelecer uma relação de recorrência. Desta forma, para l<í<T-l,

podemos escrever

p(Om =ot+x,Ot+2 =o,+v..,Or =°t \St =st,X) =

Z [PlOM=oM\SM=sM,Á)x

P(QM =oM Ot =oT\SM =sM,X)*P(SM =sM \S, =s„X)\
(20)

Denotando:

A«*> =p(°»i =°mA+2 =ot+2...,0T=oT\St=st,X),
(21)
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é possível reescrever a expressão (20), utilizando os parâmetros associados ao

modelo.

(22)

No trabalho de Rabiner (1989), p é chamada de variável backward. Observe

que p pode ser vista como uma matriz de probabilidades condicionais. Esta

matriz possui, por definição, T-l linhas e r colunas. Entretanto, como a e p

vão ser utilizadas na resolução do Problema 3, por aspectos computacionais

vamoscriar umalinha adicional namatriz fi, tendo sT e Cls ,defínida por

4«=i-
(23)

Em (23) p{TtSt) =1,de modo agarantir que P(St =snO\ X) =aitSt, xfiit^ se

verifique para todo steCls e l<f<7\ Na resolução do problema 3 será

importante obter adistribuição P(St -st,0\X).

P =

P(u) ••• P(u)
. . •

P(T$ - P(T,r)
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Na obtenção de P(0 \X) consideremos, novamente, a equação (18).

Basta reescrevê-la observando os parâmetros associados ao HMM com

independência condicional nas observações dados os estados eas probabilidades

associadas à matriz /? :

P(0\ A)=Y1 [P(Ot =0, |S, =i„ A)x

P(02 =o2...,0T =oT\Sx =sx,X)xP(Sx =sx\À)]

=Z[^xAi„)x^]
(24)

Após todo o desenvolvimento anterior, tendo como resultados principais as

equações (22), (23) e (24), o cálculo de P(0\X) se reduz aobter amatriz p.

Isso é realizado através de operações reconentes, observando as dependências

entre os elementos de P. O método possibilita a construção da matriz p,

inicialmente, obtendo os valores dos elementos da ultima linha, e,

progressivamente, obtendo osvalores dos elementos das linhas antecessoras. A

figura 5ilustra adependência na construção do elementos da matriz P.
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r-2 r-1 r

FIGURA 5. Dependência de fi^y.

Esquernatíramente, P(0\X) é obtida através dosseguintes passos:

1. Faça P<j^) =1 para todo ^ €Q,.

2. Faça ^(Ufe>= £ ^xA«M«>xa^>Para**> 5'€Í^ e

para aseqüenda<teobservações O,=o\,02 =^,...,0,. =<^.

3. 0btenhaP(O|^)=Z[^xAi^x^]*
vo.

Exemplo 2J5 Método backward (HMM com O/s dados S/s

condicionalmente independentes). Utilizando o experimento do exemplo 2.11,

envolvendo os atiradores, vamos cakular P(0\X)y utilizando o método

backward. Dado que a seqüência de observações (tiros) foi

0 = {q=l,02 =2}, temos:
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42.1) =*,

n;2,2) = *>

Ai.i)=Z*2ixA2.oXfl"=(a2xlxa4+0-7xlx0-6^=a5 e
i=l

Au) =Í>» *£«> xa2i =(0.2x1x0.9+ 0.7x1x0.1)=0.25,
<=i

Assim, a matriz backward é iguala:

fi =
1.00 1.00

0.50 0.25

Com base na expressão (24):

p{0\X)^fd[bXixpMxni'\
=[*HXAl,l)X?ri]+[6l2X/?(l,2)X;r2]
=[0.8x0.5x0.3]+[0.3x0.25x0.7]
= 0.1725

O custo computacional associado ao método backward é de ordem

quadrática, pois não há custo associado ao cálculo dos r elementos da última

linha da matriz Backward, uma vez que todos os elementos desta linha são

iguais àunidade. Já, para cada um dos (T -1) x r elementos restantes de (5, são

necessárias 3r-l operações. Isso totaliza ((r-l)xr)x(3r-l) para

construção completa da matriz backward. Resta o cálculo final paraobtenção de
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P(0\X), que necessita de 3r-l operações. Assim, o número total de

operaçõesé:

n° de operações = ((T-l)xr)x(3r-l)+(3r-l)

= 3r2x(T+l) +(T-4)x(r)-l.

O número de operações necessárias no método backward é umpoucomaior do

que no método forward. No entanto, em termos de complexidade, os dois

métodos são equivalentes.

Na próxima seção, vamos mostrar o desenvolvimento do método

backward aplicado ao HMM, considerando dependência de Ia ordem entre as

observações dados os estados.

2.4.1.2.2 Procedimento Backward (HMM com Ot\S condicionalmente

dependentes)

Inicialmente vamos desenvolver a expressão de P(0 \X) em termosde

"variáveis backward*, considerando o modelo com Ot \S dependentes:
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P(0X =ox,02=o2,03 =o3,...,0T =oT | X) =

Z [p(Ox =oXi02 =o2,02 =o2,...,0T =oT,Sx =sx\X)]

=Z [p(°i =°i>°2 =°2>Oz =o3,...,0T =oT\Sx =sx,X)x

P(Sx=sx\X)]
= Z [p(°2 =°2>03 =o3,...,Ot =oT\Ox =o,,^ =sx,X)x

P(Ox =<*i \SX =sx,X)xP(Sx =sx,X)].
(25)

Desenvolvendo P(02 =o2,03-o3,...,Or -oT\Ox -ox,Sx -sx,X),

observando as restrições do HMMem questão, temos:

P(02 =o2,Os =o3,...,0T =<v \Ox ^ox,Sx=sx,X)

= Z p(°2 =°2>03 =o3,...,Ot =oT,S2 =s2\Ox =ox,Sx=sx,X)

= Z [p(°2 =o2,03=o3,...,0T =oT\S2 =s2,Ox =ox,Sx =sx,X)x

P(S2=s2\Ox=ox,Sx=sx,X)]
= Z [p(°2 =o2,03=o3,...,0T =oT\S2 =s2,Ox =ox,X)x

P(S2=s2\Sx=sx,X)]
= Z [p(ü3=o3,...,0T =oT\02 =o2,S2=s2,Ox =ox,X)x

P(02 =o2\S2 =s2,Ox =ox,X)xP(S2 =s2\Sx =sx,X)]
= Z [p(03=o3,...,0T =oT\02=o2,S2=s2,X)x

P(02 =o2\S2 =s2,Ox =ox,X)xP(S2 =s2\Sx =sx,X)].
(26)
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Podemos estabeleceruma generalização para aequação (26):

p(°t+\ =°t+\>°t+2 =ot+2,...,0T =oT\Ot =ot,St =st,X)

= Z [p(°»2 =ot+2,...,Or =oT\Ot+x =ot+x,St+x =st+x,X)x

piPM =ot+x\St =st+x,Ot =ot,X)xP(St+x =st+x\St =st,X)\
(27)

Denotando:

PéUM =p(°'+i =°m>0m=0m>—°t =oT\Ot=ot,St=st,X),
(28)

podemos reescrever aequação (27):

(29)

Note que avariável p^ não é definida quando t=T. Porém, para facilitar a

utilização do método na resolução do Problema 3, para todo sT e Cls,

definimos:

Aici»=1-
(30)
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Reescrevendo a equação (26) em função da variável p^ e dos parâmetros

associados aomodelo,é possívelobter P(0 \ X):

P(0\X) = P(Ox=ox,02=o2,03=o3,...,0T=oT\X)

=Z[/Wx?ro™x;r*]-
(31)

Com os resultados das equações (29), (30) e (31) podemos obter um método

recursivo para o cálculo de P(0 \ X), que diminui o número de operações

necessárias. A variável /?, apresenta umaestrutura matricial com T linhas e r

colunas. A construção da matriz /?, é realizada iniciando-se pelos valores da

última linha e, progressivamente, avaliando os elementos das linhas anteriores,

respeitando-se a relação de recorrência obtida em (29). Os passos necessários

para o cálculo de P(01X) sãodadosa seguir

1. Faça PdX(JtST) =1 para todo sx e Cls.

2. Faça pdXM = £ b*^ xftj^jXfl^ para todo steCl,
^,eCs

e para a seqüência deobservações Ox = ox,02 = o2,...,Ot - oT.

3. Obtenha P(0|^)=Z [Aio^x^^x^]•

Exemplo 2.14 Método Backward (HMM com dependência de primeira

ordem nas observações dados os estados). Dada a seqüência de observações

O = {oí = 1, o2 - 2} e tendoo HMM a seguir, definido da seção 2.3:
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A =

7T = [0.5 0.5], no =

0.4 0.6

0.9 0.1

0.5 0.5

0.5 0.5

0.3 0.7

0.9 0.1
,*2 =

0.4 0.6

0.8 0.2

Podemos calcular P(0 \X), utilizando o método Backward. Osvalores

da matriz fi^ são:

Ai(2,2)_1»

Al(2,l)=1»

/W=Zfo2x/W%oi=^
f=l

2

/WB4W«M*%J=(0.7xl><0.9)+(0.6xlx0.1)=0.69.
i=l

Assim, amatriz /^ é igual a:

A =
1.00 1.00

0.64 0.69

Com base na expressão (31), o valor da probabihdade associada ao HMM em

questãoé:

56



p(0\X)=fd[pdi{:íJÍ)x7toiXxni]
=(AiO.D X^l Xíri) +(Ai0.2) X?r°21 ™2)
=(0.64x0.5x0.5) +(0.69x0.5x0.5)

= (0.16+0.1725)

= 0.3325.

O método backward, aplicado a um HMM com dependência de ordem 1 entre as

observações, tem ordem de complexidade computacional idêntica ao método

backwardaplicado ao modelo com observações independentes dados os estados.

Portanto, seu custo é:

n° de operações = ((r-l)xr)x(3r-l)+(3r-l)

= 3r2x(r+l)+(r-4)x(r)-l.

2.4.2 Resolvendo o Problema 2

O segundo problema associado aos HMMs é a obtenção da seqüência

mais provável (ótima) de estados SX,S2,...,ST, dada uma seqüência de

observações Ox,02>...,0T. Entretanto, vários fatores devem ser considerados

para se definir uma seqüência ótima de estados. Tal seqüência, de tamanho T,

será denorninada Sotima, onde Sotíma e Cl^.

Uma estratégia possível para encontrar Sotima é obter uma seqüência em

que os estados são individualmente os mais prováveis. Para tanto, devemos

obter a distribuição da variável aleatória St \O,X, com l<t<T. Porém, se o

57



HMM possui alguma transição entre os estados cuja probabilidade é zero,

podemos obter uma seqüência Sotima inválida (que não pode ocorrer).

Umoutro critério, mais utilizado, busca obter uma seqüência S° tal

que Soama maximize a verossimilhança conjunta P(S,0\ X). Considerando a

função arg(/(x))=x, devemos buscar Soama tal que:

S0,íma=aig máximo|>l).
SeCfcr

(32)

É possível encontrar Sotíma através da abordagem do problema em

termos de grafos. Deste modo, é possível aplicar um Algoritmo de busca em

grafos. Este método é denominado algoritmo de Viterbi.
Antes de descrevermos como funciona o algoritmo de Viterbi, é

necessário contextualizar o Problema 2 (Vide seção 2.4), utilizando algumas

definições de Teoria dos Grafos. Na apresentação do algoritmo de Viterbi nas

duas subsecções a seguir, consideraremos HMMs, que prevêem,

respectivamente, independência e dependência condicional de Ia ordem entre as

observaçõesdados os estados.

2.4.2.1 Algoritmo deViterbi (HMM com Ot \S condicionalmente

independentes)

Como descrito pela expressão (32), no intuito de encontrar a seqüência

Soüma de estados, necessitamos descrever a verossimilhança P(S,0\X).

Devido a sua simphcidade, trabalharemos com a log-verossimilhança, obtida

aplicando-se o logaritmo natural à verossimilhança associada ao modelo.
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Considerando uma seqüência de observações de tamanho íeo modelo com

observações Ot \S condicionalmente independentes, temos:

\n(P(0,S\X)) = \n(P(Ox =o,,...,Or =^,5, =s,,.»A =sT\n,A,B))

= \n(P(Sx=sx\X)x

= ln(?rx IK
i=i

Y[P(Ol=o,\S,=s„X)
=1

ÍKrtl>
Lt=2

T

l
^=2

=ln(^ X^)+Í>(^0, xfl^)

fp>(S,=í,|SM=íM,,t)
/=2

(33)

O problema inicial de encontramos Sotima eqüivale a encontrarmos a seqüência

S queminimiza - ln(P(0, S \ X)). Portanto, considere:

Sotima=arg max{P(5,0|A)}=arg min{-]n(P(S,0\X))}.

(34)

Utilizando a modelagematravés de grafos de uma Cadeia de Markov, é possível

estabelecer um caminho ou trajetória neste grafo, relacionado a uma seqüência

de estados S = {Sx = sx,S2 =s2,...,ST =sT}. A idéia é associar um custo para

cada transição entre estados. Desta forma, o custo total associado a uma

trajetória será constituído pela somados custos das transições entre os estados,

adicionado de um custo inicial associado a cada estado. Define-se o custo

inicial,Cl, por:
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C/(í,)=-ln(ír,6„).
(35)

O Custo de transição, CT, entre os estados st_x e st, onde 2 < t £ T, é:

Cr(5M,5/) =-ln(ajMj.xèJW).

(36)

O custo de transição entre estados st_x e st, CT(st_x,st),é uma função da

observação no instante t (ot). Isso implica que oscustos de transições variam à

medida que ot se modifica. Assim, o Custo Total, CToUd, associado a uma

seqüência de estados S, dado uma seqüência de observações O qualquer, é

dado por:

T

I
i=2

CToal(S) =CI(s,)+XCT(sIA,sl).

(37)

Observe que o Custo Total de uma seqüência S é igual a log-verossimilhança

conjunta, -)n(P(S,0\X)). Assim, para obtermos Sotma, devemos obter a

seqüência deestados, isto é, o caminho nografo associado à Cadeia de Markov

Latente de custo mínimo.

Vamos definir ainda Custo AcumuladoMínimo (CAM), necessário para

implementação do algoritmo de Viterbi. CAM(t,st) representa o "custo
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acumulado mínimo para que se atinja o estado st no tempo t, partindo do

estado st_x". CAM(t,st) pode ser expressa através darelação derecorrência.

f CI(sx),set =l,
CAM(t,st)-l min{CAM(t-\,st_x)+CT(stA,st)}, set>l.

(38)

Obtendo todos os estados St, a cada índice t, que proporcionaram um custo

mínimo, quando t-T, estaremos obtendo Sotma.

O algoritmo de Viterbi é um método baseado em programação dinâmica

que busca a seqüência ou o caminho de tamanho T de custo mínimo e funciona

da seguinte maneira:

(1) Inicialmente, com t = 1, temos os Custos Iniciais associados a cada um dos

estados. Devemos então obter o Custo Acumulado Mínimo, CAM(t,st),

associado a cada um dos estados quando t = 1. O Custo Acumulado Mínimo

será o próprio Custo Inicial quando t =1.

(2) Quando />1, obtemos o custo acumulado inínimo, CAM(t,st), de cada

um dos estados da cadeia; além disso, é necessário registrar o estado que no

instante t-\ proporcionouo custo acumulado mínimo no instante t.

Do pontode vista computacional, para realizar o registro do estado, que

no instante t-1, tem o menor custo correspondente a uma transição deste, para

o estado St, no tempo t, fazemos usode EMCAM(t,st), definida a seguir:

61



çiotima

O se t-\,

EMCAM(t,st)=lg nán{CAM(t-l,st_x)+CT(st_x,st)} set>\.
(39)

As matrizes EMCAM e CAM, definidas pelas expressões (38) e (39), podem

ser vistas como matrizes com T linhas e r colunas cada, utilizadas no

armazenamento de, respectivamente, estados (valores inteiros no intervalo

[l,r]), e valores de log-verossimilhança. É possível obter, recursivamente, a

seqüência de estados ótima, S"™", construindo CAM e EMCAM. Isso pode

ser feito, definindo-se:

mm{CAM(t,st)} se t = T;

EMCAM(t+ls;ZT) set<T.
(40)

O custo da seqüência ótima de estados será o menor valor da última linha de

CAM.

Os passos para obtenção da seqüência ótima de estados Sotima, associada

a um conjunto de observações Ox,02,...,Ot , e um HMM sob pressuposto de

que Ot |S são independentes, são dados aseguir:

1. Faça CAM(l,sx) = CI(sx) para todo sxeCls; Faça

EMCAM(l,sx) = 0 para todo sx eCls;
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2. Faça CAM(t,st) =min {CAM(st_x)+CT(síA,st)} para todo

steCls e para todo \<t<T. Faça

EMCAM(t,st) =arg min {C4M(r-l,JM) +Cr(íM,ír)}

para todo st e Cls e para todo 1</ ^ T.

3. Obtenha 52*" =min{C4M(/,sí)}; Obtenha
s,eQs

gotin» =EMCAM(t+l,s?;r) para todo l^/<r.

Para a obtenção do valor da verossimilhança conjunta P(SotimayO\ X), basta

obter ovalor exp(- min {CAM(T, sT )}).

O exemplo 2.15 a seguir ilustra o funcionamento do algoritmo de Viterbi

em um caso particular em que os custos de transição entre os estados não variam

com r.

Exemplo 2.15 Algoritmo de Viterbi - 1 (HMM com independência

entre observações dados os estados). Considere que, no exemplo 2.11, foi

observada a seqüência O = {o, =l,o2 =1}. Através do algoritmo de Viterbi é

possível descrever qual a seqüência de atiradores mais provável, SX,S2. No

caso específico em que 0 = {Ox =02 =... =0r}, considerando o HMM do

exemplo 2.11, os custos iniciais e das transições são:
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aO^-hX^ x^)=-ln(0.3x0.8)=L4271;

a(2)=-ln(a2 x&n)=-ln(0.7x0.3)=L5606;

CTÍU^-lnía,, x^)=-ln(0.4x0.8)=1.1394;

CT(U)=-ln(al2x&a)=-In(a6xa6)=1.0217;

CT(2,l)=-ln(a21xíkl)=-m(0.9x0.8) =0.3285;

CT(2,2)=-li<aBxàI1)=-lii{0.1xa6)=2.8234.

A figura 6, aseguir, ilustra oscustos detransição entre osestados, emtermos de

um grafo:

*

\3m\ (X ) (2 ) 128234

FIGURA 6. Grafo comcustos(pesos) dastransiçõesentreos estados.

Com base nas quantidades calculadas na página anterior, as matrizes

CAM(t,st) e EMCAM(tyst) sãodadas por

[1.4271 1.56061
CAM=\

[1.8891 2.4488J

EMCAMí 3-
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poisobserve que os valores da Ia linha de CAM sãoos custos iniciais de cada

estado. Seguindo a definição apresentada em (38), podemos verificar que

CAM(2,1) e CAM(2,2) sãoresultantes de:

CAM(2,1) = minÍCAM(l,st x)+CT(st_x,l)\

= min{C4M(l,l) +Cr(l,l),C4Af(l,2) +Cr(2,l)}

=min{(l.4271+1.1394),(l.5606+0.3285)}
= min{2.5665,1.8891}

= 1.8891;

G4M(2,2)= min{C4M(l,j. x) +CT(st x,2)\

= min{CAM(l,l) +CT(l,2),CAM(l,2) + CT(2,2)}

=min{(l.4271+1.0217),(l.5606+2.8234)}
= min{2.4488,4.3840}

= 2.4488.

A obtenção de EMCAM, ilustrada a seguir,é regidapor (39):
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EMCAM(2,1) =arg min ÍCAM(l,st_,) +CT(st_],l)}

=arg min {(C^V/(l,l) +Cr(l,l)),(C4M(l,2)+Cr(2,l))}

=arg (C4M(1,2) +Cr(2,l))
= 2;

EMCAM(2,2) =arg min iCAM(l,st_x) +CT(st_x,2)}

=arg min {(C^M(l,l) +Cr(l,2)),(C4M(l,2) +Cr(2,2))}

=arg (C4M(1,1) +Cr(l,2))
= 1.

O caminho ou seqüência ótima Solima é {Sl=2,S2=l}. Essa seqüência é

obtida a partir da expressão (40), dado que CAM e EMCAM já foram

calculados. Assim, Sotíma = {S;tima =2,S°2tima =1} foi obtida a partir de:

5,fma=arg min{C4M(2,s.,)}

= arg min{G4M(2,1),CAM(2,2)}

= arg min{l.8891,3.1419}

= 1,

S°tima= EMCAM(2,s°2tima)
= EMCAM(2,1)

= 2.

Ovalor da log-verossimilhança - \n(P(Sotima, O| X)) é 1.8891, representando

o custo acumulado mínimo no tempo T. Assim, o valor de P(Sot,ma ,<D\ X) é

exp(-1.8891) = 0.1512.
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No exemplo 2.16, é ilustrada a situação na qual os custos de transição

mudam em função de t.

Exemplo 2.16 Algoritmo de Viterbi - 2 (HMM com independência

entre observações). Suponha que, no exemplo 2.11, envolvendo os atiradores,

foi observada a seqüência de tiros O = {o, =l,o2 =2,o3 =2}. Neste exemplo,

os custos de transiçãoentre os estados se modificam de acordo com o instante t.

Isso é decorrente do fato da seqüência de observações não ser composta de

apenas um único símbolo. ApUcando o algoritmo de Viterbi, é possível obter

qual a seqüência SX,S2,S3 ótima de atiradores. Os custos Iniciais e de

Transiçãono instante t, supondo o HMMdo exemplo 2.11, são:

Instante t = 1:

C/(l)=-ln(^n) =-ln(0.3xa8) =1.4271;

CI(2)= - ln(*2è2l) =-ln(0.7 x0.3)=1.5606;

Cr(l,l)=-ln(a11 xà,2) =-ln(0.4x0.2) = 2.5257

Cr(l,2)=-ln(o,2 xbn) = -ln(0.6x 0.4) =1.4271

Cr(2,l)=-ln(o21x612) =-ln(0.9x0.2) =1.7147

Cr(2,2)=-ln(a22xè22) =-ln(0.1x0.4) = 3.2188;

instante í = 2:

CTXU^-lnío,, xbxx) = -ln(0.4x0.8) =1.1394;

CT(l,2)=-\n(aX2xb2X) = -ln(0.6x 0.6) =1.0217;

CT(2,l)=-\n(a2X xà,,) = -ln(0.9x0.8) = 0.3285;

CT(2,2)= - ln^ x b2X) =- ln(0.1 x 0.6) = 2.8234.

As Figuras 7 e 8, a seguir, ilustram, em forma de grafo, os custos de transição

dos estados, para cadavalor de t:
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FIGURA 7.Grafo comcustos (pesos) das transições entreosestados noinstante

r=l.

'£

11394

03285

FIGURA 8. Grafocom custos (pesos)dastransições entreos

1 = 2.

2:8234

estados no instante

Com base nos custos iniciais e de transições entre os estados, temos

CAM(t,st) e EMCAM(t,st) dadas por
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CAM =

1.4271 1.5606

3.2754 2.8542

3.1827 4.2971

0 0'

2 1

2 1

EMCAM =

A construção CAM e EMCAM é realizada de forma equivalente ao

exemplo 2.15, observando (38) e (39), atentando que devemos utilizar os custos

de transição condicionados ao índice t.

Ocaminho ou seqüência ótima, Sotíma, é obtido seguindo (40), dado que

CAM e EMCAM já foram calculados. Assim,

Sotíma = {Sxotíma =1,^*" =2,S30tow =1} foi obtida apartir de:

5J*"=aig nãto{CAM(3,s3)}

= arg min{C4M(3,l),C4M(3,2)}

= arg min{3.1827,4.2971}

= 1,

Sf = EMCAM(3,s^tima)
= EMCAM(2,1)

= 2,

Sxotíma ^EMCAM(2,s°2tima)
= EMCAM(2,2)

= 1.
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O valor da log-verossimilhança conjunta -hi(P(S'"ima,0\ X)) é

3.1827, que é ocusto acumulado mínimo. Assim, ovalor de P(Sotma,0 \X) é

exp(-3.1827) =0.0414.

2A.22 Algoritmo de Viterbi (HMM tom Ot\S condicionalmente

dependentes)

Supondo um HMM que considera dependências de Ia ordem entre as

observações Ox,02,...,Ot dados os estados Sx,S2,...,St, também é possível

construir o algoritmo de Viterbi para busca de umaseqüência ótima de estados,

gotima YgQjQg considerar, de maneira equivalente ao modelo com observações

independentes, que a seqüência ótima 5<*ma será aquela que proporciona a

maior verossimilhança P(S,0\X). Considerando um HMM X com

dependências de Ia ordem entre as observações dados os estados, Sotima éobtida

a partir de:

íS'olònfl=arg max{P(,S,0|A)}=arg r^{-Hp(S,0\X))}.

(41)

É necessário obter a função log-verossimilhança respectiva ao modelo.

Desta forma, considere:
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\tiP(o,s\X))=in(^q=ci,...,q.=0,,$ =3,...,$ =*, | ^,^4£))

f]P(St=st\StA=St_x) )

Y]FPt=ot\St=st,OtA=otA)
.t=2

.1=2

=H%x*oM)+VLJ S"^^)

Para uma dada seqüência de observações,

0 = {0]=o]y02=o2,...,0T =Oj}, e uma dada seqüência de estados,

S = {SX =sx,S2-s2,...,ST =sT}, o valor da log-verossimilhança pode ser

interpretado como o custo associadoà seqüênciade estados, isto é, um caminho

em um grafo. Para obter Sotima, devemos encontrar a seqüência de estados de

custo mínimo. Para obtê-la, é necessário estabelecermos custos iniciais e custos

de transições entre os estados. Considerando um HMM com dependência de Ia

ordem entre asobservações Ot\ S, o custo inicial, Cl, é dado por:

C/(51) =-ln(^x^roJ,0i).

(42)

Por sua vez, o custo de transição, CT, entre os estado st_x e st, em que

2<t<T é:

Cr(5M,s,) = -to(* x** )
*.A <Wf

(43)
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Seguindoas definiçõesde CAM e EMCAM já estabelecidas na seção

anterior (38) (39), os passos posteriores para obtenção da seqüência ótima (40),

£*""", são iguais aos passos apresentados no HMM que pressupõe

independência condicional entre asobservações Ot's conhecidos os St 's.

Exemplo 2.17 Algoritmo de Viterbi - 2 (HMM com dependência

condicionalentre observações) Suponha que,no exemplo 2.14, associado a um

HMM que possuidependência de Ia ordem entre as observações, foi observado

O = {Ox =1,02 =2,03 =1}. Os custos iniciais e de transição entre os estados,

no instante r,são:

Instante í = 1:

C/(l)=-ln(^x^ron) =-ln(0.5x0.5) =1.3863

CJ(2)=- lm>2 x 7to2X) =-ln(0.5 x 0.5) =1.3863

Cr(l,l)=-ln(úfn xb\2) =-ln(0.4x0.7) =1.2730
Cr(l,2)=-ln(a12 x4) =-ln(0.6x0.6) =1.0216

Cr(2,l)=-ln(a21 xb\2) =-ln(0.9x0.7) =0.4620

Cr(2,2)=-ln(a22xè122) =-ln(0.1x0.6) =2.8134
Instante t-2.

Cr(l,l)=-ln(a11xô22) =-ln(0.4x0.1) =3.2188

Cr(l,2)=-ln(o,2 xJ£)=-ln(0.6x0.2)=2.1203

CT(2,l)=-ln(a21x622) =-ln(0.9x0.1) =2.4079

C7'(2,2)=-ln(a22 xb^)=-ln(0.1x0.2) =3.9120

As figuras 9 e 10, a seguir, ilustram em forma de grafo, os custos de Transição

entre os estados através do tempo.
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&m 2&fô*

0.4620

FIGURA 9. Grafocom custos (pesos)nas transiçõesno instante r=l

32188 âsisfê

24079

FIGURA 10.Grafocom custos(pesos)nastransiçõesno instante r = 2.

Com base nos valores dos custos iniciais e de transição associados aos

estados, as matrizes CAM(tyst) e EMCAM(ttst) obtidas da mesma maneira

do exemplo 2.15, sãodadaspor

CAM =

1.3863 1.3863

1.8473 2.4079

4.8158 3.9676

0 0

2 1

2 1

EMCAM =
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O caminho ou seqüência ótima, obtida de maneira similar ao exemplo

2.15, 5°**° é {Sx - \S2 =2,S3 =2}.Ovalor da log-verossirnilhança conjunta

-la(P(Sotím',0\X)) é 3.9676, que é o custo acumulado nunimo. Assim o

valor de P(Sotíma,0\X) é 0.0189.

O custo computacional associado à busca de uma seqüência S°

ótima, tanto considerando o modelo HMM com observações Ot\St

condicionalmente dependentes e independentes, é de ordem quadrática em

função do tamanho da seqüência O e linear em função do número de estados.

Observe que, para obtenção de Sotbtta, temos que construir as matrizes CAM e

EMCAM. Observe que o custo para construção das células da 1* linha de

CAM é de uma operação. Para aconstrução de cada uma das células fora da Ia

linha, é necessária uma busca entre as r possibilidades detransição que geram o

CAM. Isso totaliza, para cada uma das células de CAM, umcusto de ordem

r. Como temos (T-1) xr células em CAM fora da Ia linha, temos um custo

total de [(r-l)xr]xr. Conhecidos os valores de CAM, a construção de

cada uma dascélulas de EMCAM tem custoconstante. Assim, temos:

n° de operações =(T-l)xr2 +(Txr).

Na próxima seção, trabalharemos os aspectos teóricos associados ao

problema 3, Ugado à inferência estatística sobre o modelo X associado aum

HMM.
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2.43 Resolvendo o Problema 3

O problema 3 associado aos HMMs é o de natureza mais complexa

dentreos problemas apresentados. O problema 3 é caracterizado pela realização

dainferência estatística rdativaaosvaletesdos parâmetros no modelo X.

Existem vários métodos para a realização da inferência estatística

Dentre estes, podem ser citados com exemplos o Método dos Momentos,

Método de Mínimos Quadrados e Método Bayesiano. Vamos utilizar o Método

da Máxima Verosshnilhança.

Segundo o método da máxima verossimilhança, para obtermos os

esthnadores dos parâmetros associados ao HMM, temos que obter o ponto de

máximoda função de verossimilhança L(X\0) =P(0\X) com relação à Â.

No entanto, parao HMMy não é possível realizara maxmiizaçãb direta c^ função

de verosshnilhança. Assim, toma-se necessário o uso de um método herativo.

Um dos métodos mais utilizados é denominado algoritmo EM (Expectanon-

Maxnmzatkm) (Dempster, 1977). Na próxima seção, vamos apresentar o

algoritmo EM, alguns exemplos gerais aplicados à inferência e por fim a

descrição do método aplicado aosHMM.

2.43J Algoritmo £Af

O algoritmo EMé um método iterativo de maxmrização. Este algoràmo

para maximização da verossimilhança, popularizado porDempster et ai (1977),

é particularmente útfl quando alguns dados são não observáveis ou perdidos.

Seja 6 um parâmetro associado a um espaço paramédico 0. Seja X e Q.x e

Y^€ly7 respectivamente, os dados observados e os dados latentes (não

observados ou ocultos). Devemos maximizar a função de verossimilhança dos
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dados incompletos L(9\X)=P(X\9). Tal rnaxmrização pode ser dificü de

ser feita. Em muitas situações a função de verossimilhança

1(91 X,Y) =P(X,Y 10) dos dados completos émais fácil de se trabalhar. O
algoritmo EM utiliza tal fato na maximização de L(9 \X). Objetivando
simplicidade, vamos trabalhar com hi(L(9\X,Y)). Podemos resumir o
algoritmo EMem dois passos, que justificam seu nome:

1. Passo Esperança (Expectation-Step)- Neste passo devemos obter

o valor esperado de lz(L(9\X,Y)) =MP(XJ\G)) com

relação àdistribuição condicional Y\ X,9im\ em que 0(n°é o
valor obtido no passo da maximização da iteração m-1 .

2. Passo Maximização (Maximoation-Step}- Devemos maximizar

o valor esperado de \n(L(9\X,Y))^HP{XJ\9)),

encontrado no passo esperança, com relação ao parâmetro 9, ou

seja, devemos obter 9 que maximiza

E^mAHK\0\X,Y))Y Tal valor de 9 será 0(m+l).

No princípio do processo, (m =1), devemos escolher um valor inicial para 9,
isto é, 0(O). O procedimento é realizado iterando os dois passos acima,

substituindo, ao fim do passo inaximização, 0(m) por c***0, sendo m a
iteração atual. Através da demonstração apresentada por da Silva (2002), é

possível verificar que P(X,Y\9^l)):>P(X,Y|0(m)). A seguir vamos
reproduzir esta demonstração.
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Inicialmente, devemos reescrever a função de verossimilhança, dos

dados originais ouobserváveis, L(8 \X). Trabalhando como logaritmo natural

temos:

WW\x))=HP(X\0))

_Jp(x,r\0)P(x\ff)>
{ P{X,Y\0) )

_JP(x,Y\ef
{P(X\X,6)j

=ia(p(x,r\e))-)n(p(r\x,0)).
(35)

Utilizando-se de propriedades da Esperança Matemática, e tendo valores fixos

para X e 9^m), podemos reescrever que:

Wp(*\9))

=Jq \n(P(X\9))xP(Y\X,9im))dY
^Er]X(,m)[ln(P(X\9))].

(36)

Utilizando os resultados (35) e (36) e propriedades de Esperança Matemática,

temos que:

WL(9\X)) = ln(p(X\9))

=Ervc^ Hp(X,Y19))]-Em&la) [Hp(Y IX,9))\
(37)
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Em (37), a log-verossimilhança dos dados observáveis AT está expressa em

função do valor esperado E7]XéLm)[]n(P(X,Y\9))] e do valor esperado

E jM)[]n(P(Y\X,9))]. Assim, maximizar ln(L(9\X)) =ln(P(X\9))

implica em maximizar o lado direito da igualdade presente na expressão (37).

Contudo, podemos mostrar que o termo E^^fln^yj^*,^))], da

expressão (37), não afeta na maximização de \n(L(9\X)), ou seja, basta

inaximizarmos ETV(éim)[ln(P(Y\ X,9))\ para obtermos o máximo de

la(L(91X)). Para simplificar anotação, iremos denotar

Q(9,9^) =Enxéím) []n(p(X,Y\9))\,
H(9,9^y=Eméím) [ln(P(71 X,9))\

(38)

Desenvolvendo a expressão (39), utilizando-nos da desigualdade deJensen, que

estabelece uma relação entre Ex[f(x)] e /(£*[*]) dado que f(x)é

côncava (Mood, 1963), vamos mostrar como H(0,0(m)) não afeta na

maximização da expressão (37):

78



B(9,9^yH(9^,9^)=Em^ [ln(P(r |Xf))]^^ [ln(P(7| X,^))]

=f Wp(Y\X,9))xP(Y\X,&m))dY-\ ln(P(Y\X,9im)))xP(Y\X,9™)dY

=J (íníP^i^^-infPíri^^^xPírijr,^)^

=f Jj^l2^L)xP(rixt9w)dY
( P(Y\X,9) V

,r|jr,ô<m,

Sm £

P(Y\X,^))

p(Y\X,9) '
T^m\P(Y\X,^)\)

p(Y\X,9)r ryi\A,e) xP(y\X0MW
\J^P(Y\X,9°tt)) V' '

=\n^(P(Y\X,9)dY)
=ln(l)=0.

(39)

Pelo resultado obtido em (39), H(0(M\0(m))-H(0,0(,n))>O para todo

9 e © .Este resultadoseráutilizado na fórmula (41).

Como ln(L(9\X,Y)) = lD(P(X,Y\9)) é simples de se trabalhar, a

obtenção de seu máximo com respeito a 9 pode ser realizada através de

derivação. Assim, vamos denotar:

Q(9{m+l\9im)) = max(Q(9,9™)).

(40)
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Como 0(m+1) é o valor que rnaximiza Q(9,9im)),

0(c?<m+1>fC7<m>)_<2(0,0(m))>O para qualquer 9e®. Observe que nosso

objetivo é mostrar que P(X,Y\&a+l))>P(X,Y\9™), ou, de maneira

equivalente, que P(X,Y\9im+i))-P(X,Y\9{m))>0,emque 0(m+1) foi obtido

no passo maximização doalgoritmo EM, a partir deum 9 , obtido naiteração

anterior. Reescrevendo P(X,Y\9^m+l))-P(X,Y\ 0(m)), temos que:

P(X,Y 19{m+l))-P(X,Y 19im))

=[Q(9im*\9im))-H(9im*\9im))]-[Q(9(m\9im))-H^
=[Q(9im+l\9im))-Q(9{m\9im))]+[H(9im\9im))-H^
>[Q(9im+l\9im))-Q(9im\9im))]^0.

(41)

Com o resultado (41), prova-se que P(X,Y\9im+l))-P(X,Y\9im))>0. No

trabalho de Dempster (1977), é verificado que a seqüência

{0(l),0(2),0(3)...,0(m),...} converge para um ponto de máximo associado a

L(91X) =P(X19). Entretanto, um comportamento multimodal de P(X\9)

pode levar o algoritmo EM a resultados que constituem máximos locais. A

seguir, dois exemplos de apUcações do algoritmo EM, fora do âmbito dos HMM,

são ilustrados.
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Exemplo 2.18 Algoritmo EM- 1 (Estimação de parâmetros em distribuições

multinomiais). (Rao, 1973) Considere uma variável aleatória multidimensional

X=(XX,X2,X3,X4), onde X~Mi///(w,i+^,i^,^,f). Afunção
2 4 4 4 4

log-verossimilhançaassociada ao X é dada por

ln(L(9\X)) =)n(P(X\9)) =ln(P(Xx=xx,X2=x2,X3=x3,X4=x4\9))

= ln

= ln

(
n\

<xx\x2\x3\x4\

f n}_
^!x2!^!a:4!>

(1 0?
—+—

2 4

1-9 1-9

, , 4 ; ^ 4 j v,y j

+ajxln -+- +(x2+x3)xln —— \+x4
\2 4J l 4 J

(42)

\*J

XI —

«4^

-K9

Oestimador 9 àe 9 é obtido, ao derivarmos ln(L(0 \X)) com respeito a 9,

Õln(P(X\9))
ou seja,

5c9
= 0. A igualdade é verificada quando:

(x2 +x3-xx-x4)92 +(2x2 +2x3 +xl-x4)9+2x4=0
(43)

Embora os cálculos envolvidos em (43), na obtenção de 9, sejam simples, o

exemplo em estudo serve para ilustrar os passos necessários na implementação

do algoritmo EM. Para aphcarmos o algoritmo EM, devemos obter uma função

P(X,Y\ 9), baseada em uma variável Y latente (não observável) de tal forma

que a maximização de P(X,Y\9) com respeito à 9 seja simples. Para isso,

vamos supor que Xx - Y0 + Yx e Yi=Xi onde 2 < i < 4. Desta forma, estamos
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supondo que avariável observável Xx é uma função de variáveis Y0 q Yx não

observáveis. Sendo Y = (Y0,YX,Y2,Y3,Y4), então

1 Q 1_â \—Q 0
Y~Mult(n,-,—, , ,—). Dado que conhecemos os valores das

2 4 4 4 4

variáveis X observáveis, devido à restrição XX=Y0 +YX, somente uma das

variáveis latentes Y0 ou Yx não é individualmente observável. Vamos adotar que

Yx éaporção não observável. Devemos obter alog-verosshnilhança conjunta de

X e Y. A log-verossimilhança conjunta associada a (X,Y) é dada por

P(Y,X\9) = P(Y\9)xP(X\Y,9)

n\

ixM ^yo+yôxtx^S*! =y2»h=y^4=y4)

(44)

Sendo:

®mm&<$)

IW=P(X\Y,9)=
\\ seA; =y0 +)\ eX2 =y2JC3 =y3JC4 =y4
I 0, caso contrario;
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Seguindo o algoritmo EM, o 1° passo é obter o valor esperado de

)n(P(X,Y\9)) com relação à distribuição condicional Y\X,9(jtt), em que

0(m) e Cle. Assim, temos que:

^AHWQxixxm)]

=^,^[M^CTI ^)]+hi(iXAT| F,c7))

=3i*̂
/i! iT? Í-T í—T/—T Í-T^-J0!W^*/bJ XUJ14 J14 J XUJ

In
«!

\h-í)líh&hiUiU."%*rfW h-í)xmm

WJ•"5»
^ft+*4)xln^]|+

(^+^)xln| —

/

m
w!

In
uj

x(x2+x3).

^)^-^>m)^(3^+^^k

(45)

Vamos trabalhar com a maximização da expressão (45) em relação à 9.

Podemos assumir termos independentes de 9 como constantes C que podem ser

descartadas. Para fins práticos temosque:
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W->[m^(r,*l*))]
=ln(^)x(£r^)[71]+x4)+ln(l-^)x(^+^)+C

(46)

Resta-nos obter adistribuição condicional de Y\X,9im) afim de obter a forma

fechada da esperança EY{Xja)[]n(P(Y,X\9))~\, ou simplesmente obter a

E a~)[Y\], concluindo assim o passo esperança do algoritmo EM.

Desenvolvendo P(Y \ X,9m), temos:

P(YIX 9imh =P(Y>X\0ia)P(Y\X,0 )- p{xlo0tt)) •

Desenvolvendo P(Y|X, 0(m)), temos:
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n\

P(Y|X,9{m))=fa~*)lyiix»!y»lx4l «!

x

(0^4,

jc,!:c2!Xj!:c4!

'l-c^Y*'l-flí-oV*r^(»»)Y4

fl9im)>fl(l-9im)X1fl-0(m)Y'Í9im)Y*

0*+4jJ

=P(YX\XX,9™)=_x'U-y,)^UJ^4"
1fi^r"*' —x-+—

x.!\2

K4j

xljrir

x/.x\r

/•jV»"''f0*"0V'

=ptf|*1,0w)=
x.\

y.!(*,-y,)!

x.\

1^
-+—

V2AJ

=ptf|*1,é?<"»)=
*'(*.-*)!U+^>J

,0»)
1&
-+

V2A)

xlX\Y

í2 x

\2+&m)
x*x\r-

(48)

PodemosobservarqueavariávelaleatóriaYx\Xx,9(m)possuiumadistribuição

deprobabilidadebinomialcomparâmetrosXxet-t.Assim,E^m)[Yx]

e:

0{ni)\
ET[X.éfi»>\Y\\-XM2+0(m)

(49)
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Substituindo (49) na expressão(46), temos que:

Q(9,9^) =Ef[X^[lti(P(Y9X\9))]
( f ^(m) \ >

=ln(0): JC,X
{2+9<-m\

\+ XA +ln(l-^)x(x2 +JC3).

(50)

Com a expressão (50), concluímos o passo esperança do algoritmo EM.

Devemos obter agora a derivada de Q(9,9im)) com relação à 0 e igualá-la a

zero. Este procedimento constitui o passo maximização do algoritmo EM.

Assim, temos:

ÔQ(9,9™)
89

= 0o^1} =
\2+9(m)

+xA

X{2+9™} +x2+x3+x4

(51)

Com a expressão (51), concluímos o passo maximização associado ao algoritmo

EM. Com isso, o método para obter inferências sobre o parâmetro 9 consiste em

iterar aobtenção de 9(m+l) (equação 51) apartir de 0(m) (valor inicial), até que

um critério de convergência sejaalcançado.

Afim de ilustrar o processo de estimação, foram geradas 100amostras, a

partir de simulação computacional, que seguiam distribuição de probabilidade

X~Mult(n,-+—,-^—,-—,—), com 0 =0.8. Utilizam-se 5 iterações,
2 4 4 4 4
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adotando-se como pontos iniciais 0^ =O.8r 0*O>=O.5, c*0) =0.3 e

ijp* =0.1 . A fígara 11 üustra a convergência do processo de estimação do

parâmetro 0.

Convergência do EM - Muttinomial

r - i • — T"
—( ,,

T

1 2 3

Iterações

4 5

FIGURA 11.Convergência da Estimação de O utilizandoo £W.

Na figura 12, é apresentada a veroaàinunança respectiva ao parâmetro 6*°

estimadona m -ésima iteração,ccfflsiderano^4rxHitosmiciaisdistmtos-
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Conveigêaci»doB*-Multii>omial

ot f^ /7^t— f x /

§" / >f 1
o / / /

& // /
c / / f
a

*

a>

1- // /1 o // /
I 1/ /$ s

o -
o

o

o

8.
o

iV
o LT" • t • i r

1 2 3 4 5

Iterações

FIGURA 12.Convergência daVerossinnlhança utilizando o£M

Observe, na figura 12, que o comportamento da verosshnühança é

sempre não decrescente para todo 0C*>, m=1, 2»3,4,5.

Exemplo 239 Algoritmo EM- 2 (Estimação deparâmetros em tona Mistura

de Afarmrô>(da Sihra, 2002) Seja g(x\9t) uma função densidade de

probabilidade qualquer. Suponha uma variável aleatória Xy cuja função

densidade de probabilidade, parametrizadapor 9 = (pl,p2>...ypk>9l,92y...r9t)

k

com y\Pi =1 >éexpressa abaixo:
<=i
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l
fc4

A*W=t.R*g(xlff.l
(52)

Funções densidade de probabilidade que possuemesta forma são chamadas de

misturas. No exemplo, trataremos o caso de Misturas de Normais, ou seja, em

que 0s(A»A»"-»A>M»/fc»~»/fc.^>^.-~»0*) © *(*l3)=#(#*.«?)-

Na figura 13 é Oustrada uma mistura de duas noimais f(x\9) com

WO

FIGURA 13. Mistura de duas Normais.

A função de verossimilhança parauma amostrade tamanho n associadaa uma

mistura de normaisé dadapor
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/ta,*,...*„ i*)=n 2flx^(*,iM.«f)

(53)

Observe que em (53) não é possível precisar a partir de qualdas k distribuições

normais xj é proveniente. Para obtermos estimadores de máxima

verossimilhança, devemos obter as derivadas parciais em relação aos parâmetros

em 0. Não é possível obter estimadores de forma fechada para esta função de

verossimilhança f(x \9). Podemos então aplicar o algoritmo EMa fim de obter

a maximização desta função. Para aplicar o EM, devemos considerar os

parâmetros pk, como pesos associados a cada umadasdistribuições envolvidas

na mistura. Podemos considerar que cada realização da variávelaleatória X é a

realização, com uma determinada incerteza (ponderada pelos pesos), de uma das

variáveis aleatórias cujas funções de densidade estão envolvidas na mistura.

Lembrando que a aplicação do algoritmo EM prevê uma verossimilhança

f(x\9) complexa e a adoção de uma f(x,y\9) que seja tratáveL Suponha

que Y constitui a informação de qual das distribuições presentes na mistura foi

obtida uma determinada realização da variável aleatória X, ou seja, Y informa

qual das k distribuições normais gerou cada um dosvalores de X. Observe que

esta informação(7 ) é latente, ou não observável. Vamos considerar Y e {0,1}*,

em que Yi e {0,1} com 1<i <k. Dado que yt =1 para um i =/, yt =0 para

k

todo 19*/, ou equivalentemente, 5^*=** ^ote <me ° ^Bb0 ^e ^=^
i=l

representa a informação que uma determinada amostra de X foi gerada pela

função densidade g(x\9i) =N(^ii,af). Assim, podemos escrever a função
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densidade de probabilidade conjunta f(x,y\9) dos ciados completos (X,Y)

como:

f(^y\o)=tl[pixN(x\Mi1<7f)Y'.
i=l

(54)

Tendo n realizações da variável aleatória X, podemos escrever a log-

verossimilhança associada àdistribuição f(x,y \9) como:

n k

Hf(*,y\ 9)) =££*, [ln(p,.) +ln(iV(^ |Mi,crf))]
j=\ M

(55)

Desenvolvendo a primeira etapa do EM, devemos obter a esperança da

expressão (55) com respeito àdistribuição da variável aleatória Y \X,9{m), na

qual 0 m constitui um valor obtido na m -ésima iteração, restrito ao espaço

paramétrico de 0. Assim,temos que:

= £ r\x,&n>

n k

n k

YLYjí x(ln(p,)+ln(Ar(x, |n,af)))
L>=1 tel

(56)
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Para obtermos £r^m)[ln(/(x,j/|0))], basta calcularmos £r|^«>fo]

Desenvolvendo EY{X#m)\Yfi~\,temos:

= £ ^x/(^|xi,^,...,xfl,0(M))
y„e{0.1}

= £ ^x/(^|^,0(m))
^0.1}

"Tõn^)"1^^^^1^^'^^'^
_ p\m'>v.N(x]\t4m\<T?m'>)

t,rt*xtnxJ\tf>,o»*)
(57)

^(m)Vamos denotar E ^ [í^ ] por yfi .Podemos completar opasso esperança

do algoritmo EM obtendo a esperança associada aos. da^os completos (X,Y).

Temos .então:
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>=1 i=l L J

(58)

Desta forma, finalizamos o passo esperança do algoritmo EM. Obtida a

esperança condicional da função de distribuição dos dados completos, devemos

maximizá-la com relação a todos os parâmetros em 0 associados à função

densidade da mistura. Devemos utilizar a teoria que envolve máximos

condicionados devido à restrição £/?,=!. Utilizando-se da técnica
<=i

^Multiplicadores de Lagrange" épossível maximizar E ^m) [ln(f(x,y \0))]

com relação à 0. Considere:

-ÉijíW x(lnte)+ln(AT(Iy |A,<r(2)))l
7=1 i=l L -I

=ZZfò("" x(h(fl)+to(W(xy |fl.o?)))l+*x[ f>, -1 •
y=i i=i L J V i=i )

(59)

Obtendo as derivadas parciais de E ^m) [ln(f(x,y\ 0))] com relação acada

//,. ,cr,2 e p, com 1<, i'<. k, temos:
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(60)

Igualando cada uma das derivadas parciais a zero, obtemos um sistema que

resulta na obtenção do máximo de EJ]X ^m) \kí(f(x,y\0))] com relação à p%,

fy e of. Assim, concluindo opasso maximização do Algoritmo EM, temos que

as estimativas de p{, pk e of para a /w +1-ésima iteração do processo são

dadas por
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~(m+l) 1 " -~-(m)

Pi =rx£^
n /=i

£^
y=i

J^T O») / ~(m+l)\2

of =^

Zjv

(61)

Concluímos o passo maximização associado ao algoritmo EM. Devemos

/ \ ~(m+l)
substituir o valor 0W pelo 0 , em que

~(m+l) ~(»H-1) ^(m+1) ~(m+l) xv(#n+l) ~(i»+l) ~(m+l) --^(w+l) --^(«+1) -"V"**1)
0 =(/>i ,/>2 > >Pjt »>"i >j"2 >••/'* >°r »°"2 ..«.o; ).

~(m+l)

Devemos repetir a obtenção da estimativa de 0 até que processo atinja a

convergência, que pode ser baseada na verossimilhança ou no número de

iterações.

Como exemplo, ilustramos uma simulação de uma variável aleatória X

que possui função densidade mistura de duas normais com

0 ={/?j=/?2=O.5,of =&l =1,^=0,^=5}. Foram geradas 1000

observações de X. A partir de um valor inicial

0<°> ={pW =0.3,Jp2(0) =0.7,of(0) =4,<722(0) =4,M(0) =2,//2(0) =3} foi

obtido como resultado, aplicando-se o algoritmo EM e adotando-se 50 iterações
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como critério de convergência,

0={Px =0.53,/£ =0.47,of =1.06,o| =1.01,^ =0.03,/£ =5.07}.

2A32 Aplicação do algoritmoEM aos HMMs

Como vimos nos exemplos e nos tópicos anteriores, o algoritmo EM é

um método de estimação baseado na teoria de máxima verossimilhança. A

característica principal do algoritmo EM está na expressão de uma "forma

aumentada" daverossimilhança original, que permite a obtençãode estimadores

de máxima verossimilhança de forma fechada para os parâmetros de interesse. A

forma aumentada da verossimilhança é obtida, ao incluirmos no problema,

variáveis aleatórias adicionais (dados faltantes) que tornem simples a

maximização da verossimilhança.

Ao observarmos a função de verossimilhança original dos HMM's,

iremos constatar a impossibilidade de obtermos estimadores de forma fechada.

Naaphcação doalgoritmo EMnos HMMs, os dados faltantes são caracterizados

pela seqüência Sx,S2,...,St,... de estados latentes.

A seguir, vamos apresentar o desenvolvimento do algoritmo EM

aplicado a HMMs considerando independência e dependência condicionais

entre as observações Ox,02,...,Ot,...dados Sx,S2,...,St,..., sendo o primeiro

dos casos baseado em desenvolvimentos descritos em da Silva(2002).

2.4.3.2.1 AlgoritmoEM(HMM com Ot\S condicionalmente independentes)

Considerando independência condicional entre as observações

Ox,02,...,0T dados ^^^^..^j.^omparametrizações it, A e 5, emque n
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é umvetor que descreve adistribuição inicial associada aos estados em Cls, A

é a matriz de Transições da Cadeia de Markov latente e B é a matriz que

descreve as distribuições de probabilidade de emissão de observações em Cl0

condicionadas aos estados.

A verossimilhança associada ao modelo X é dada por P(0\X),

enquanto a função de verossimilhança aumentada (com presença dos estados

latentes) é dada por

L(X\0,S) = P(0,S\X)

= P(Ox =ox,...,Ot =oT,Sx =sx,...,ST =sT |n,A,B)

= ;r x

L m
1 lfl*M*

L*=2

A maximização da função de verossimilhança dos dados aumentados

permite a obtenção dos estimadoresde X.

ApUcando o primeiro passo do algoritmo EM, devemos obter

E (m)[ln(P(0,S\X))\ em que A(m) é um valor qualquer no espaço

paramétrico de X. Desenvolvendo esta esperança, em que Q^. representa o

conjunto de todas as seqüências possíveis de estados S = (SX- sx,...,ST -sT)

de tamanho T, temos que:
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= Y,Mp(0,S\X))xP(S\0,X™)
SeQsr

PM**)]? MP(0,S\A))*P(S,0\A™).
(62)

Observe que o termo r-r-, presente no resultado expresso em

(62), é uma constante com respeito a S, podendo ser desconsiderada na

maximização de E xiM) \[ji(P(OíS\ X))] com respeito a X. Observe também

que otermo £ ln(P(0,S \X))xP(S,0\ Xim)) pode ser expresso por.

%1d(P(0,S\A))P(0,S\X™)
SeQsr

=Z Z••• Z (HP(o,s,A>-A\Ay)P(o,s„s2>...,sT\A.^)),
S^Os S,6QS STeQs

(63)

istoé,

98



Q(X,Xim))= £ [hi(P(0,S\X))xP(S,0\X(ni>)]
SeQ,

=z

=£[lnK=;.)xP^=z30|^))]

+ Z

ta(«,)+Z >"(*«) +ZlnK..«,) xp(5'° I*w)

Z(ln(*S,...O,^)x^,=',0|A"">))

+ZZ
ieQs >eQs L t=2

(64)

Observe que na expressão dada por (64), as três partes são expressas,

respectivamente, em função de n, A e B apenas. Como o objetivo é

maximizar a expressão (63) em relação a cada um dos parâmetros presentes nas

estruturas n, A e B, basta maximizarmos cada uma das três partes de O,

independentemente, em relação a cada parâmetro. Definido ai como a /'-ésima

linha da matriz A, ou seja, ai =(aü,ai2,...,air), na qual 1</'</% e bi i-

ésima linha da matriz B, ou seja, bt =(bn,bi2,...,bin), na qual l</<r,

podemosescrever as funções que compõem O como:
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Q(Mw)=X[ta(*siJx/>(S1=/,0|Ao"))]
íeQ,

Qfc.^Z t(to(^=(A=y)xi'(SM =i,S, -j.O\X">)

Q(»„ A("')=Z(to(6^A=t)xi>(S/ =í,01*")).
(65)

Assim, concluímos o passo esperança associado ao EM, sendo a esperança dos

dados completos, segundo adistribuição condicional de S\O, X{m), dada por:

E^.AHPÍP.SIX))]

P(0\Xlm)) QHn, A«)+ £ Q(°,<*"")+Z Ôft.*w)
<e09feQ»

(66)

Observe que cada uma das funções, Q(n,X{ftt)),Q(ai,Xim)) e Q(bi9Xw),

possuiforma:

Q(ij)=Ys>Mxj)'
(67)

Para maximizarmos Q(X,Xím)) em relação a cada um dos parâmetros

envolvidos, basto obtermos o máximo de funções Q(Xj), explicitadas em(67),
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sujeito àrestrição £^. =1. Para tanto, maximizaremos Q(X,Xiní)) utilizando
j

"Multiplicadores de Lagrange".

Obtendo o sistema de equações associadas àaplicação do"Multiplicador

de Lagrange", temos como máximo da função condicionada Q(Xj) emrelação

a Xji

x..= J

j

(68)

ApUcando o resultado obtido em (68), obedecendo respectivamente às restrições

£*i=l, £^=1» £^=1,sendo n{ £0, a^O, b^ £0,temosquea
íeCfc ieQs *eQ„

maximização de Q(n,X{m)),Q(ai,Xim)) e QfaX™) em relação a cada ni9

atí e bjç, respectivamente implica em:
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1t\
(m+1) P(Sx=i,0\X(m))

£[/>(5,=/,o|^)]
ieQs

P(Sx=i,Q\Xim))
P(0\Xim))

onde i e Cls,

a.
(m+l)_ t=2

Yi{p(s,.,=í,s,=j,o\^)

yea.

T

l
í=2

£(P(S,_l=i,S,=J,0\*í"y)

PWFJ*%«*»-'-a'mJi0'*')

T

l
_ f=2

P(0\A(m))

X.[P(JS»-i.s,-J\o.^)

T

l
.í=2

2(/>(5,.,=/,0|A("")

r

.í=2

X(P(5M=í,0|^»>)
onde i,jeCls

(69.1)

Para a obtenção de ^(m+1), devemos utilizar uma função indicadora

I(Ot,k) =1se Ot =* e /(O,,fc) =0 se Ot * k. Então b£* éexpresso por:
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Y(P(.S, =/.0|*»)x/<flj=*))
jy (»H-1)=.M .

r=l

^x|:(m=,io,^))
flP(S,=j\0,X™)xW=l<))

T

I
_ 1=1

tfi\.s,-j\o,X»))
jeQs, keQo.

(69.2)

Assim, concluímos o passo maximização associado ao algoritmo EM.

Resta-nos obter os valores das probabilidades P(St-i\0,X(f"^) e

P(St_x=i,St=j\0,X(m)), que estão presentes nas estimativas obtidas em

(69). Denotemos estas probabiUdades por:

•Y<$=P(S,=i\0,Xim)),
tiSlt =m- =*A =j\0,X™). (70)

Desenvolvendo ví(i) e recordando as definições das variáveis backward e

forward,apresentadas nas seçõesanteriores, temos que:
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y%>=P(St=i\0,X™)
P(St=i,0\X(m))

P(0\Xw)

_P(Ot+x,...,0T\Ox,...,Ot,St =i,X™)xP(Ox,...,Ot,St =i\X™)
P(0\X™)

=P(Ot+x,...,0T 1St =i,X™)xP(Ox,...,Ot,St =/| X™)
P(0\X{m))

_ Am)XQ?(M)
P(0\Xin)) '

(71)

Reescrevendo Çt0J) em função dos parâmetros associados ao HMM X{m),

temos que:
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<&-TO4»m;-./i4**)
P(,Srí=i,S,=J,0\^)

PiO\X°">)

-pj!^[P(PM.--AIq.-AA-, =Wi -•/.**)*
/Xq,...,o„sM=/>s,=j|^"'>)]

= ^x^o», A15, =j,x™)xw|<V,q_,A-, =a, -/.**)x
f(Ci,...,0M>S,.1=/„S,=7|A«)]

=^^õjx[í(Ow q.|S, =j,X™)*W|S, =7,A("')x
pís, =j\q cu.^,=/,A("')x/xq,...,o,.„5,.1 =uw)]

-«õ^^^ '̂5'=iJm))xP(0-' 5> =y,;l<">)x
/Xí =7l4i =f,^"))xP(Ci,...,Ow,Sw =/| A*"')]

/•(0|A(m))
(72)

Dados i e Cls, jeÇls e £ e Q„ , e a m -ésima iteração (estimativa) de X,

A(m) =(^(,n),y4(m),5(m)), a jw +1-ésima iteração de A édadapor:
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(ifi+1) _ (m)
ni ~n(0'

T

a(m+l)=J£.
'if T

z«
t*2

T

ZyÍ«x'(0,.*)
6r.)=«_ .

ZvS
(73)

Para a aphcação do EMaosHMMs temos, em resumo, que:

1. Estabeleça um valor inicial X{0) =(ni0\Am,Bi0)).

2. Obtenha as variáveis y(m) e £(Bl) a partir do modelo inicial

X(m), utilizando as equações (71) e (72).

3. Obtenha as novas estimativas Xim+l) a partir de y(B,),^m) e

X(m), utilizando as equações vistas em(73).

4. Substitua Xim) por X(m+l} e itere os passos 2, 3 e 4 até que um

critério de convergência sejaalcançado.

No tópico a seguir, apresentamos o desenvolvimento do algoritmo £Maplicado

ao caso de modelos HMM, que pressupõem dependência condicional deordem 1

entre asobservações Ot 's, dados St 's.
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2.4.3.2.1 Algoritmo EM(HMM com Ot\S condicionalmente dependentes)

Considere o modelo X= (n,no,A,B) que prevê dependência de

Markov de ordem 1 entre variáveis latentes St e dependência de ordem 1 das

variáveis observáveis Ot dado St. A função de verossimilhança conjunta

envolvendo a seqüência de observações Ox,02...,0T e a seqüência de estados

SX,S2...,ST associada ao modelo X é:

HX\0,S)=P(0,S\X)

=P(Ox =ox,...,0T =0?,% =s],...,ST =Sj. 17t,no,A,B)

^P(Sx^sx)xP(0^o[\Sx^sx)x

Y[P(St=st\StA=st_x)
l_f=2

~ T

m
Lf=2

<\+°>

]]P(Ot=ot\St=st,Ot_x=ot_x)
t=2

ti<\*
t=2

De maneira similar ao caso de um HMM no qual se considera independência

entre observações dados os estados, na estimação dos parâmetros associados ao

modelo X em estudo, faz-se necessário o uso do algoritmoEM.

Para a aphcação do algoritmo EM, devemos obter a esperança da log-

verossimilhança dos dados completos (dados observáveis e latentes) segundo a

distribuição dos dados latentes (ou não observáveis) condicionados aos dados

observados. Os dados observáveis são as realizações das variáveis

Ox,02,...,0T, enquanto os dados latentes são as realizações da seqüência de

estados SX,S2,...,ST.
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Seja A(m) um conjunto qualquer devalores dos parâmetros do modelo

X. Desenvolvendo E ^ [\n(P(0, S\X))], temos:

E„^[WP{0,S\XfÍ\= £ ]n(p(0,S\X))xP(S\0,X™)
SeOgr

p(oUa))xí HPi°,sl x))xp(s'° •*w>
(74)

Como 7-r- é uma constante com respeito a X, este termo pode ser
P(0\X(m))

desconsiderado na maximização de E A{m) [hi{P(0,S\ X))] com relação à X.

Desenvolvendo o somatório em (74), e utilizando a igualdade expressa em (63),

temos:
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Esio.MHp(0,S\X))]= £ )n(P(0,S\X))xP(S,0\X™)
SeQ*

= Z MnK=i)+ta(^^)+Zln(Ci)+ZlnKl=í^)
SeQsr [\ /=2 í=2

P(S,0\Xim))]
=£[ln(^=j)xP(51=l,0|^)]

ieOs

+Y,[W"o^k)xP(Sl -1,01*»)]

+Z Z^Cm-^x^^í.OI^)
i&Qg L f=2

EI ZlnK^u-^xP^ =/.$ =7,0| A<">)
i6Q5/6QsLí=2

(75)

Note que £ ln(P(0,S\X))xP(S,O \X^m)) pode ser escrito como uma soma
SeQsr

de funções dos parâmetros 7C,7to,A,B. Considerando noi como sendo a i-

ésima linha da matriz no, at como a/-ésima linha da matriz A e b[ a fc-ésima

Unha damatriz B', sejam:
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ieCv

««i-^y-Z [ta(^=«.,=»)x^. =1.01 ***)].

Q(a„-*<">)= £ Z^^NLW)^5" =/'5' =^°l ^"')
/epsLí=2

í=2

(76)

Como no modelo tratado notópico anterior, temos que a esperança condicional

da distribuição dos dados completos é:

Bmjf[*OKO.S\X))]

= ^-n-xlQífc.X^+QfxOt.X^
P(0\X(m)) L*v ' '

ieQs ieQ*

(77)

Para obter a maximização da esperança condicional em (77) comrespeito a X,

basta realizar a maximização individual de cada uma das funções, Q(n,X m),

Q(noiyXim)), ^dQ(ai,Xim)) e ^Q(bÍ,Xim)). Cada um destes termos
íeQs ieQ5

possui a mesma forma geral dada em (67). As restrições associadas são,
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respectivamente, £ nt =1, £ no^ =1, £ av =1 e £ b'^ =1, para todo
keQo jeQs keQoieQ„

i,j e£ls e para todo k,qeQ0 sendo nf >0, a9 £ 0 e b^ > 0. Desto forma,

JE À(m) []n(P(0,S |^))] émaximizada, quando:

gjWI- i>W='-,0|*l"))
Z[^-^0|A«)]

P(^=j,Q|A(m))
P(0|A(M))

, iea,

£^=1,01^)]
feQs

Z(/^=w,=./.0HW)))
v r r

Z Z(nsM-t*.-./.0i*,w)
j'eQíLí=2

^õyxg(P(,M=,,5,^|0,^)
r

í=2

X(í>(Sm=í,0|A<"")
p(0|a<">) Lé

r

I
_ *=2

£(p(5M=/,0|^)
l_f=2
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Utilizando-se da função indicadora I(Ot,k) = l se Ot =k e I(Ot,k) = 0 caso

contrário, temos aestimativa de bjj^*^ dada por:

JXP{S, =UO\ /"')x/(0M =*)x/(0, =9))
y o»+i) -t=a
^ — r

í=2

-£(p(S,=í,o\x™))
í=2

í-rrxV(P(5; =/10,X™))
P(0\Xim)) £v '

£(/>($ =7|0,^>)x/(0M =*)x/(0, =<?))
_f=2

ZeW-'!^^))
f=2

-, *,tfeíV

(78.2)

Devemos ainda calcular as probabiUdades P(St =i,0\ A(m))e

^(^-1 =*,St =J*°\ ^(m))»s61140 «fl* ° modelo ^(m) pressupõe adependência

condicional entre observações Ot 's dados os estados St 's. Denotemos estas

probabiUdades por:

y$ =;>($,=/|cu<""),
fi» =P(S,.1=/,S,=7|0>A("').

(79)
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Desenvolvendo yj~?, temos como resultado:

y$=p(St=i\o,x™)
_P(St=i,Q\Xim))

P(0\X(m))
^P(Ot+x,...,0T\Ol,...,Ot,St=i,X(m))xP(Ol,...,Ot,S^ =i\X™)

P(0\Xim))

P(0\X{m))

_Pdl(ttÍ)Xadi(t,i)
P(0\Xim))

(80)

(«)Desenvolvendo otermo gjjjj, tem-se
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P(St.,=iA=J,0\Xm))
P(0\X{m))

-j^^^[m^A\otA=jJm))xW\o>,..A-^=« =7U(M))x

i\st =j\q,...,ot_x,st_x =7U(m))xP(Ct,...,oM,^ =/,*»)]

=^c^x[p(q+1,..AI<W =A#*)**M 14*A =-/^(ro))x

_/WX^HXg4(K0
P(0|A(ra))

(81)

Dados i,7 gQs e fr, / gQ0, eam-ésima iteração (estimativa) de X, a

m +1 -ésima iteraçãode X é dadapor:
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(m+1) _ (m)

jy^_T;5x/(o„fe)
ZtS?

Mç T »

ZyS
t-2

Mx/ÍO^x/ÍO,,/)
Lf(MH-1) _ _«
°U ~ T

t=2

ZtS
t-2

(82)

Assim, temos como resumo do algoritmo EM apUcado ao HMM com

dependência entre observações dados os estados:

1. Estipule um valor inicial para X™ =(ni0\ no{0\A(0\Bw)

2. Obtenha y(m) e £(m) a partir do modelo XÇm\ utilizando as

equações (80) e (81).

3. Obtenha a nova estimativa

X<-m+l) =(n^\no(m+l),Aim+1),Bim*l)) apartir de y(m) e ?m)

utilizando as equações (82).

4. Substitua a Xim) por A(m+1) e repita ospassos 2,3 e 4 até que a

convergênciaseja atingida.

Nos próximos tópicos, trataremos de outras questões importantes

associadas aos HMMs.
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2.5 Simulando HMMS

O HMMé ummodelo probabilistico baseado na caracterização de dois

tipos de seqüências de variáveis aleatórias, St e Ot, onde f =1,..,7\ Assim,

dado um modelo X, é possível simular amostras das variáveis St e Ot.

Naturalmente, as realizações dasvariáveis aleatórias St sãonãoobserváveis em

apUcações reais. Entretanto, em dados simulados, elas são conhecidas. Para a

utilização de amostras simuladas nas inferências, devemos utilizar apenas as

variáveis observáveis dosdados, ouseja,asrealizações dos Ot 's.

Nesta seção, iremos abordar apenas o casoda simulação de HMMs de

natureza discreto. Segundo Rabiner (1989), para a simulação deuma amostra de

tamanho T de um HMM parametrizado por X, que pressupõe independência

condicional entre as observações Ot 's dados os estados St 's, o procedimento

pode sersumarizado nospassos seguintes:

1. A partir da distribuição inicial P(SX \X) dada pelo vetor n,

simule umarealização de Sx denotada por sx.

2. A partir da distribuição P(Ox \Sx=sx,X), estabelecida pelo

vetor de probabiUdades bt contido na matriz B, simule uma

observação de Ox. Este valor serádenotada por ox.

3. A partir da distribuição P(St\St_x =st_x,X), simule uma

observação de st condicionalmente ao valor simulado st_x de

St_x . Observe que P(St\St_x =st_x,X) é definida por um

vetor (Unha que define a distribuição condicional de
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St \St_x -st_x,X) contido na matriz de transições A. Esta

observação será denotada por st.

4. A partir da distribuição P(Ot\St=st,X), simule uma

observação de Ot condicionalmente ao valor simulado st de

St. Estoobservação será denotada por ot.

5. Repita os passos3 e 4 atéque t-T.

É possível obter uma seqüência de passos para simulação de
observações de um modelo HMM, que prevê dependência condicional entre as

observações Ot \S com pequenas alterações.

No próximo tópico, vamos trabalhar com uma esperançaparticular para

averificação de padrões de emissõesdeobservações Ot.

2.6 Construção de Mapas das Probabilidades de Emissão das Observações

Em algumas apUcações é interessante obter a probabilidade da

ocorrência de um dado valor de & a cada instante t (Ot-k). Podemos, para

isso, trabalhar com a média ponderada das probabiUdades de emissão de um

valor k, fazendo a ponderação dacadeia estar no estado i no tempo t (St=i),

dada a seqüência de observações P(St \0,X). Desto forma, temos a esperança

de P(Ot -k\St,X) em que keClç,, com relação à distribuição da variável

aleatória St\0,X apresentada por Churchill (1989). Desenvolvendo então a

ESpÀ[P(Ot=k\St,X)\, sendo o modelo X associado a um HMM com

independência entreasobservações dadosos estados, temos que:
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EstY>Àp(°t =*!$.*)]= Hp(°t=*l$sW)xW. =*\o,x)
Í6QS

=£^xYr(0-
ieQs

(83)

Trabalhando com as estimativas obtidas pelo algoritmo EM,

substituímos o modelo X por X, no qual X é o estimador de máxima

verossimilhança.

Em algumas apUcações nas quais existem padrões distintos de emissão

das observações Ot ao longo do tempo t, a construção de um gráfico, cujos

pontos são constituídos dos pares íf,.Es.|0JP(Ot =k\ St,X)\\, possibilita a

localização de regiões homogêneas quanto à emissão de k. Casos em que o

conjunto de observações CIq têm dois elementos (somente dois tipos de

observações), através de um único gráfico, de qualquer dos dois elementos de

CIq, é possível visualizar regiões que possuem padrões homogêneos. Isso, pois

YíEs,\o,xlp(°t=kI$,2)1 =1 V f. Já, quando í\, tem mais de dois
keQ,

elementos, é necessário traçar os gráficos associados a cada elemento de Q^

para verificar regiões de homogeneidade em emissão de Ot 's. No trabalho de

Churchill (1989), esto esperança é denotada por composição local e será esta

denominação adotada no decorrer do trabalho.
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2.7 Problemas Numéricos

Em várias aplicações, a grande dimensão da seqüência de observações

O podegerar problemas denatureza numérica no cálculo de P(0 \ X). Isso se

deve à capacidade limitada de endereçamento de valores pelos softwares ou

linguagens pelas quais são realizadas as implementações dosmétodos associados

aoHMM que pode serilustrada na seguinte situação. Suponha queuma máquina

ou determinada linguagem possa endereçar apenas valores com precisão máxima

1Q-5000, ou seja, valores menores do que esto precisão serão considerados zero.

Agora suponha um HMM equiprovável, ou seja, todas as seqüências O de

tamanho T possuem valores de probabiUdades iguais. Assim, P(0 \ X)=-y,
n

para qualquer seqüência O de tamanho T. Suponha uma seqüência de O com

tamanho T = 50000 e a precisão apresentada anteriormente. Nesta máquina, a

probabilidade P(0 \ X) iguala a zero. Este tipo de situação tornaria inviável a

aplicação.

Com uma pequena manipulação algébrica no cálculo das variáveis,

forwarde backward (a,J3),e com a utilização datransformação logarítmica, é

possível obter o valor correto de P(0 \X). Trabalhando com um HMM X que

prevêindependência condicional entre asobservações dados os estadoslatentes,

as definições das vaà&veis,forward e backward são:

<*(,*) =p(Ox =ox,02 =o2...,Ot =ot,St =st\X)

$,.*) =P(0M =°Hif°M =°t+2- A =°t Ist = st> ^)-
(84)

Se observarmos a construção das matrizesyôrwarí/e backward, à medida que os

valores são obtidos, eles tendem a se aproximar de zero. No caso específico da
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variável forward, àmedida que os valores a(/^, da Unha t, são construídos,

em que t se aproxima de T, eles se aproximam de zero. No caso da variável

backward, os valores de /?(í f), da Unha f, aproximam-se de zero, quando t se

aproxima de 1.

A estratégia a seutilizar é evitar que estes valores das matrizes a e P

se aproximem de zero. Uma maneira de contornar o problema é efetuar uma

normalização na /-ésima Unha de a e P após a sua construção. Ao

procedermos desta forma, estaremos dividindo cada elemento da t -ésima linha

pela soma da mesma. Os valores a{t 5 e /?(^f) normalizados, denotados por

a£°™ e /Sgjjj, não são necessários para realizar ocálculo P(0 \X). Para isso,

armazenaremos a constante normalizadorade cadauma das Unhas associadas às

matrizes forward e backward. Vamos armazenar cada uma das constantes em

um vetor Ct. Os valores do vetor Cf, da vaxtàvclforward, onde 1<> t <T, são:

cfJP(Ox\X),set=l,
1 \P(Ot\Ox,...,Ot_x,X),set>l.

(85)

Os valores de Cf para avariável backward, onde 1<t <, T-1, são expressos

exclusivamente em função do índice t. Tal fato será fundamental, para validar a

utilização do processo de normalização.

Observe que é possível obter a log-verossimilnança ln(P(0\X))

através dasoma dologaritmo decada elemento de Ct. Assim, temosque:
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]n(P(0\X)) =^]n(P(Ot\Ot_x,...,Ox,X))+]n(p(Ox\X))
1=2

=Zln(C,/).

(86)

As matrizes <xNorm e pNom t embora desnecessárias no cálculo de

P(0\X), serão fundamentais na obtenção de estimativas do modelo X

(algoritmoEM). Os valores normalizados a(í5,j e /?(u) são ciados por:

tNorm _ P(Q\ =Qi,~.,Q, =OtA =S(\X)
<*«*) =

Cf
*0*>

Cf
i

rtNorm P(pM = °M>...,oT = oT \s, =*r,*)
<*

_/W
c*

(87)

Para realizarmos a inferência sobre o modelo X, devemos obter com as matrizes

aNom fi pNom ag variáveis y/(i) =P(St =110,X) e

fioj) =pfà-\ ~'»$t - J\0>^) necessárias para aplicação do algoritmo EM.

Vamos utilizar aNotm e pNom em lugar de a e P na equação (71).

Vamos denotar esta estrutura por yf(/):
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Yí(0~"P(0|A)

a
(Mlx$í*2.

_c/
P(0|A)

CstxC\
P(St=i,Q\X)

C{xCht
(88)

Vamosobterosomatóriodaestruturayf(í)comrelaçãoaoíndicei.Issoserá

necessárioparaobteranormahzaçãodaestruturayf(/).Vamosdenotareste

constanteporC/:

1

~C{xC\
xYiP(St=i,0\X)

fePs

_P(0|*)
cfxcf;'

(89)

Destaforma,cadaelementonormalizadodaestruturayf(í)teráoseguintevalor:
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Nom _ Yt(i)

P(St=i,Q\X)
C(xCbt
p(P\Z)
CfxCbt

P(St=i,Q\X)
P(0\X)

= P(St=i\0,X)

(90)

Iremos utilizar as variáveis a"°™ e p"%" em lugar de a(M) e /?(ít0,na

equação (72), para verificar sua relação com 4t(i,j) • Denotemos esta estrutura

por4tQj)»na<fluu l^t<T,ie£lsQ jeCls.Temos,então:
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Cxv^xq£sBp =
P(P\X)

nP\X) ct

P(St=j\St_x=i,X)xm^A-iA-i^W

_/LoxVV<Vu)
P(0\X)xCfxCÍx

_P(St_l=i,St=j,Q\X)

P(0\X)x(^xC{.x

= £ftj)
Cf xCM

CL
t-\

(91)

Portanto, agora iremos obter o somatório de ££.J} com relação à i e j, a fim

de calcular a constante normalizadora da variável Çtp0J). Iremos armazenar as

constantes em um vetor C'. Assim, temos:
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c' ~ 2- 2- fio j)
ieQ5 jeQs

fã \

^Cf xCM;

~rb*rf x2- 2- Ao..
*"* A^M ieQsjeQs

C, xCM

(92)

Desta forma, cada elemento nonnaUzado da estrutura Çtp(iJ) terá o seguinte

valor

cNorm _ ^t(i,j)

C, xCM

~€«fj)-
(93)

Assim, a partir das variáveis normalizadas, é possível realizar, de forma

eficiente, as inferências sobre os parâmetros do modelo X associado a um

HMM.
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2.8 Comparando HMMs

Até o momento, todos os desenvolvimentos realizadostêm como base a

pressuposição doconhecimento do número deestados que umHMMpossui, ou

seja, o valor r que corresponde ao número de elementos do conjunto Qs.

Existem alguns critérios para se escolher o número de estados que melhor

descreve um dado conjunto de dados. Os critérios apresentados aqui são

baseados, invariavelmente, no ajuste de modelos, considerando várias

possibilidades parao número deestados.

Observe que, como estamos trabalhando com um modelo probabilístico,

a verossimilhança é um bom indicativo para a determinação do numero de

estados. Assim, um critério, para o estabelecimento do número de estados,

consiste em adotar o modelo X, com número de estados r, que maximiza a

verossimilhança. Issopodeser feito de maneira formal, adotando-se o Teste de

Razão de Verossimilhança (Mood, 1963). No entanto, ao adotarmos a

verossimilhança isoladamente, modelos com maior número de estados serão

privilegiados. Modelos com maior número de estados são mais onerosos do

ponto de visto computacional, além de serem de interpretação mais complexas.

Preferencialmente, devemos estabelecer umaponderação entre a complexidade e

a verossimilhança. Então, devemos obterumequilíbrio entreo custo(número de

parâmetros) e o beneficio (verossimilhança) que um determinado modelo

oferece. Os critérios Bayesian Information Criterion (BIC) (Schwarz, 1978) e

Akaikess Information Criterion (AIQ (Sakamoto, 1986) foram desenvolvidos

de modo a permitir tal equilíbrio na escolha de modelos. Seja X um modelo

associado a um HMM, K os graus de liberdade associados ao modelo, e T o

tamanho da seqüência em estudo, os critérios AIC e BIC são dados pelas

expressões:
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AIC = -2\n(P(0\X)) + 2K,

BIC = -2]n(P(0\X)) + K)n(T).
(94)

Devemos optar pelo modelo que minimiza osvalores de AIC e BIC.

Muitas vezes é interessante observar mudanças significativas dos valores

de BIC e AIC, em relação a um modelo mais simples, de acordo com a

modificação do modelo. Podemos, como exemplo, adotar o modelo

independente e equiprovável como mais simples. Neste modelo, temos que

ln(P(0\X)) =ln \]=Txln(-) =-Txln(n), e o grau de liberdade

associado é zero. Assim, o BIC associado ao modelo mais simples é dado por

2xTxIn («). Podemos adotar adiferença entre os valores do BIC, associado a

ummodelo qualquer e aummodelo mais simples, denotodo por Afl/C, como um

critério (ChurchiU,1992). O valor de ABICé expresso por

MIC =[-21n(P(0\X))+K]n(T)]-[2xTxln(n)].
(95)

No capítulo seguinte, apresentaremos algumas apUcações dos HMMs. A

ênfase maior estáno estudo de segmentação de DNA (Churchil, 1989).
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3. APLICAÇÕESDASCADEIASDEMARKOV COMESTADOS

LATENTES (HMMS)

Os modelos apresentados no decorrer do capitulo 2 podem seraplicados

a uma série de problemas em diversas áreas do conhecimento. No início deste

capítulo, iremos abordar algumas apUcações deuso corrente na literatura. Num

segundo momento, iremos abordar, especificamente, o problema da

Segmentação deDNA que é o foco principal deste trabalho.

3.1 Reconhecimento de Fala

A "Fala" é uma das mais importantes formas de comunicação entre os

homens. A "Fala9* poseria seruma forma de interface muitoeficaz entre homens

e máquinas. No entanto, há a necessidade de sistemas que possam estabelecer

esta comunicação de maneira eficiente. O HMM, como estrutura associada a

problemas de reconhecimento de padrão, tem uma de suas apUcações Ugada ao

problema de Reconhecimento de Fala. Neste sub-tópico, objetivamos apresentar

o problema de Reconhecimento de Fala de forma sucinta e a respectiva

modelagem ao problema utilizando oHMM (Rabiner, 1989) (Russel, 1995).

O problema do Reconhecimento da Fala pode ser definido como o

processo de mapeamento de uma seqüência de sinais acústicos digitalizados em

uma seqüência de palavras.

A Fala, primordialmente, é uma seqüência de sons. Emoutras palavras,

a Fala pode ser caracterizada como um sinal analógico. Este sinal pode ser

digitalizado através de uma interface de som qualquer (microfone e placas de

som). Se analisarmos a Fala, podemos verificar que sua composição básica é

feita através dos fonemas. A linguagem humana possui entre 40 e 50 fonemas. A

questão básica é tentar estabelecer uma relação entre os fonemas (som) e a sua
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forma textual (forma escrito). Existem questões que complicam o processo de

Reconhecimento de Fala. Uma delas está associada a sons equivalentes que

diferentes fonemas emitem. Outras questõesestãoassociadas ao estabelecimento

de intervalosentreas palavras.

Como dissemos, os sons são sinais acústicos analógicos que podem ser

digitalizados. Estes sinais sãocaracterizados pela freqüência. Basicamenteo que

um conversor de sinal analógico-digital realiza, é capturar estas freqüências

atingidas pelos sons emitidos na interface (microfone e placa de som). Assim, o

que obtemos, ao fim do processo de conversão do sinal, é um vetor com os

valoresdas freqüências atingidas pelos sons, capturadas pela interface (estrutura

de dados digital).

O próximo passo é estabelecer um mapeamento dos fonemas e suas

características em termos de freqüências. O vetor com as amostras das

freqüências é mapeado em uma estrutura menor, denominada "Frame" (Russel,

1995). Cadaframe possui um certo número de amostras do vetor inicial. Ao fim

do processo,é obtido um vetor dcframes, que é uma estrutura de dados digital

que armazena uma seqüência de sons. A figura 14, adaptada, ilustra este

processo(Russel, 1995).
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FIGURA14. Ilustração doprocesso dedigitalização (fosmalanalógk»day&to-

Como resultado da fase inicial, caracterizada peladigitalização do sinal

acústico da rala, é necessárioestabelecer a relação entreos fonemase os írarnes.

Comoexistea presença de incerteza noprocesso deamostragem do sinalsonoro,

uniaboaestraté^éunTizarmos osmétodos eir^ek» Observe

que a relação entre umframe e um fonema não é biunívoca. Assim, é natural

estabelecermos a probabilidade de umframe estar associado a um fonema, isto

é, a P(frame\ fonema). Observe ainda que, por oonstrução natural da

linguagem (regras de formação de palavras), existe dependência entre os

fonemas consecutivos. Esta característica de dependência pode ser modelada

satisfatoriamente por uma Cadeia de Markov. No entanto, a seqüência de

fonemas não é a estrutura observável A única infonnaçâb conhecida é a

estrutura de frames. Isso indica a utihzaçSo de um HMM para estabelecer a

modelagem. O HMM possmihta caracterizar a dependência entre os fonemas e

associá-los aosfiames9 queconstituem ainformação observável Vários modelos

podem ser elaborados (HMMs) associados a grupos de palavras similares por
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formação. Observe que os fonemas constituem os estados latentes da Cadeiade

Markov. É possível obter a seqüência de estados (fonemas) mais provável,
associada a um modelo (HMM) e uma seqüência defrontes. Isso é realizado

através da aphcação do algoritmo de Viterbt A obtenção das estimativas dos

parâmetrosassociadosaoHMM(Treinamento) pode ser realizadaaplicando-seo

algoritmo EM.

A seguir,apresentaremos outroproblema muito importante, associadoà

análise de DNA, á&anánado AlinhamentoMúltiph.

32 Alinhamento Múrtipto

O problema de alinhamento nmmplo é extremamente importante na

análise de DNA, no quediz respeito à investigação da similaridade eve^ucionária

entre famíliasde proteínase a observação de comnortamentc« eve^kmarios. O

Alinhamento Múltiploé um método atravésdo qual é possível estabelecer um

grau de similaridade entre um conjunto de seqüências de caracteres. A idéia

báska é disporum conjunto de seqüências alinharia» A figura 15 apresentaum

alinhamento entre 4 seqüências.

<*abetai={A£&r} aBábeto={AJC&V>

Sl= ACCBTCT ST=ACCGTCT
S2 = 6 A C 6 I ^ SZ*=fiA--C6T
S3=GTC6A6 W S3'=BTCfi-AB
S4 = c t c c rnção s**=c- t-c-c

FIGURA 15.IlustraçãodeAh^arnentoMúltipto entreas seqüências de

caracteres Sl, S2, S39S4.
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De maneira formal, o Alinhamento Múltiplo pode ser definido como

uma função que mapeia, respectivamente, várias seqüências de caracteres sobre

o mesmo alfabeto (geralmente conjunto de bases nitrogenadas {A,C,GJ} ou

conjunto de aminoácidos), em seqüências de caracteres, todas com mesmo

tamanho, incluindo o caractere especial "-" sobre o alfabeto original das

seqüências. Este caractere especial é denotado como "lacuna" (gap). Maiores

detalhes sobre o caractere "-" serão dados adiante.

Naturalmente, existem vários Alinhamentos Múltiplos possíveis entre

um conjunto de seqüências de caracteres. No entanto, existem alguns

alinhamentos particulares que maximizam o numero de caracteres idênticos nas

colunas. Tais alinhamentos, em geral, são denominados como "Alinhamentos

Ótimos". Estes alinhamentos podem discriminar regiões das seqüências comalta

similaridade (para mais detalhes vide o trabalho de Meidanis et ai (1992))

definindoum padrão denominado domínio.

Para compreender melhor a aphcação do HMM ao problema de

alinhamento múltiplo, devemos apresentar o modelo "Profile HMM* (Krogh et

ai., 1994). Para termos noção da importância deste tipo de ferramenta, Eddy

(1996) classifica-a como a mais popular aphcação de HMMs na biologia
molecular até a data de publicação do artigo. Antes de apresentar o "Profile

HMM* vamos discutir um modelo mais simples, denominada "Pair HMM9, da

qual o"Profile HMM9 é uma generalização.

O "Pair HMM9 é uma modelagem estabelecida para o problema de

alinhamento simples (pairwise aligniment), que basicamente é o Alinhamento

Múltiplo entre 2 seqüências. Este modelo é um HMM no qual cada estado não
emite umaobservação acada momento, e simum pareamento de caracteres. Um

"Pair HMM9 possui três estados característicos denominados:
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• Estado Par (Matching State): designa uma distribuição de

probabihdade dos possíveis pareamentos de um símbolo "x" com

"y", naqual x ey pertencem ao alfabeto original das seqüências.

• Estado Inserção (Insert State): designa uma distribuição de

probabihdade dos possíveis pareamentos de um símbolo "x" com

uma lacuna (gap) "-", na qual x pertence ao alfabeto original das

seqüências.

• Estado Exclusão (Delete State): designa uma distribuição de

probabilidade dos possíveis pareamentos deumalacuna "-" comum

símbolo "x", naqual x pertence aoalfabeto original das seqüências.

Embora este modelo seja baseado nos HMM's, algumas extensões

devem ser feitas. Devemos definir os estodosiniciale final paracomplementar o

modelo. Estes estodos possuem acaracterística de não emitirem nenhum tipode

observação, o que é uma extrapolação do modelo probabilístico HMM. Tais

estados são denominados, na literatura, como estadossilenciosos ou nulos (null

or silent stotes) (Durbin, 1989). Comissoo modelo"PairHMM9 possui, de fato,

três estodos.

O "Profile HMM9 é uma generalização do "Pair HMM9. O "Profile

HMM9 é um HMM com três grupos (par, inserção e exclusão) de estodos

similares. O primeiro grupo considera os alinhamentos sem "lacunas" (gaps) e é

formado pela ligação de estados dotipo par de caracteres (matching). O modelo

é ilustradona figura 16.
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FIGURA 16."Profile HMM"; Estrutura Inicial comr+2 estados, sendor do tipo

Observe que cada estado My do tipo "par** possui a distribuição de

probabilidade de emissão (variável observável) de um determinado caractere do

alfabetodas seqüências (alfabeto do DNA alfabeto de aminoácidos, alfabetode

proteínas) comoconsenso naj-ê57»iíí coluna doalmhamento múltiplo.

Existeanecessidade de contemplar assituações de mseiçõeseexclusões

de caracteres na seqüência. Isso é realizado através dos estados de inserção e

exclusão. Iremos trabalhar com estes estados individualmente.

Ao modelo inicial com estados "par", devemos acrescentar os estados

"inserção" A cada estado "inserção", Ijy está associado a distribuição de

probabihdade da inserção de um caractere após o pareamento mj^sima coluna

do alinhamento múltiplo (após a visita ao estado Mj). Segue na figura 17 a

estrutura.

FIGURA 17.Estados mserçâo(Losangos) no "PrqfileHMM" com 9

sendo3 do tipo par(matching) e 4 do tipo inserção.
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Note que, uma veznoestado inserção I}, é possível retornar ao mesmo, pois a

probabilidade de transição para o mesmo estado é não nula.Na figura 17 onde

há transições,existe uma probabDkladeiiãbiiutaassod

Resta adicionar os estadosdo tipo "exclusão**. Estes estados são do tipo

silenciosos ou nulos (não emitem nenhuma observação). Com a estrutura de

ligações com que estes estados são inseridos no "Profile HMM", é possível

estabelecer uma série de excrasões de caracteres após um estado MJ7 e

deslocar-se para qualquer estado com Mk9onde k>j. A estrutura é ilustrada

na figura 18.

FIGURA 18. Estados de Exclusão (Círculos)no^ProfileHMM" com 12

estados, sendo3 do tipo par(matching), 4 do tipomserçjtoe3dotipoexch]são.

Os mesmos tipos de problemas encontrados em HMMs básicos são

encontrados no "ProfileHMMT. Escolha do modelo e estnnação de parâmetros

são dois problemas iniciais. Basicamente a escolha do tamanho do modelo está

relacionada à escolha do número de estados do tipo "par" e do tipo ^inserção".

Dado um certo alinhamento múltiplo, é possível obter a parametrização do

"Profile HMM9 representativa destealinhamento (Durbin et ai, 1998).
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Utilizando o método forward, visto no capítulo 2, é possível obter a

probabilidade de uma seqüência estar associada a um alinhamento múltiplo

específico. Isso é interessante, pois permite estabelecer um grau de proximidade

entrea seqüência em questãoe o alinhamento múltiplo(modelo).

Ainda é possível estabelecer(da Silva,2002):

• Estimação do "Profile HMM**: tomando-se um conjunto de

seqüências não alinhadas pertencentes a uma mesma família

específica de proteínas ou aminoácidos ou bases (Conjunto de

Treinamento), é possível estimar os parâmetros do "Profile HMM9

usandoo algoritmo EM(Capítulo 2).

• Obtendo o alinhamento ótimo: Com base no modelo estimado

acima, e em uma seqüência do conjunto de treinamento, é possível

obter a seqüência de estados que maximiza a probabilidade da

ocorrência de tal seqüência. Isso é realizado utilizando-se o

algoritmode Viterbi (Capítulo2).

• Produzindo o alinhamento múltiplo: Com base no modelo

estimado e os alinhamentos ótimos associados a cada uma das

seqüências do conjunto de treinamento, o alinhamento múltiplo é

determinado através dos estados que são comuns em todos os

alinhamentos ótimos.

• Formando as colunas do alinhamento: Todos os caracteres (bases,

aminoácidos e proteínas) que estiverem nos alinhamentos ótimos

associados a um estado "par" específico devem ser colocados na

mesma coluna.
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Existem variações da estrutura "Profile HMM9 apresentada aqui. De

acordo com aphcação específica, podem ser adicionados outros tipos de estados

no modelo.

A seguir, apresenta-se aaphcação de segmentação deDNA e autilização

do modelo HMM original, como descrito no capítulo 2, para a localização de

regiões homogêneas em seqüências deDNA.

33 Segmentação de DNA

Como vimos anteriormente no capítulo 1, as características associadas a

um determinado organismo estão codificadas em seqüências de DNA que, por

sua vez, compõem os genes. Um determinado gene está associado à síntese de

uma determinada proteína. Em resumo, cada segmento de DNA é responsável

pela codificação deuma determinada proteína, que é responsável porum tipode

funcionalidade presente no organismo. Vide o exemplo dos genes XF1143 e

XFU44 que estão presentes na bactéria Xylella fastidiosa. Os genes XF1J43 e

XFU44 têm, respectivamente, 478 e 277 bases. Em conjunto com mais alguns

genes, o XF1143 e o XF1I44 são responsáveis pela síntese de ATT, função

associada á produção de energia Existem outros genes que codificam outras

proteínas com funcionalidades distintos das dos genes XF1143 e XF1144. Por

exemplo, os genes XF1151 e XF1152 são, em conjunto com outros genes,

responsáveis pela codificação de proteínas associadas aos ribossomos.

No processo de sequenciamento deDNA de um genoma, não é possível

determinar a localização exato de um gene ou mesmo se um segmento composto

de vários genes é responsável pela codificação e, por sua vez, síntese de

proteínas que atuam especificamente em uma funcionalidade no organismo. E

necessário um método que possa discriminar os segmentos que codificam

determinadas proteínas com distintas funcionalidades. Vale ressaltar que, entre
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estas regiões codificadoras, denominadas éxons> existem as seqüências não
codifícadoras fh»m»Ats intros. No processo desíntese deproteínas, asregiões

não codifícadoras são descartadas, pois não possuem função aparente. Este

processoé ilustrado na figura 19.

tiade UNA

transcriçãoe

feaç§o daaa*iaáridbs

•» proteínas 0wiç3d)

FIGURA 19. Etapas doprocesso de síntesedeproteínas. Discriminação de
regklescodifkadcrasenãoccdificadoras-

Alguns estudos sobre os segmentos distintos deDNA indicaram queas

freqüências de bases (nucfeotideos) poderiam auxihar na identificação e
distinçfe entreos segmentoscornei

nos quais a proporção da ocorrência de uma determinada base, ou de um
determinado grapo de bases é similar: Estes segmentos são denotados como

regiões homogêneas (isochores). Variações nas proporções das freqüências de
C+G comumente refletem distinções funcionais ou estruturais entre os

segmentos. A localização de tais regiões homogêneas emconteúdo de C+G é

denotada porsegmentação deDNA.
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Na segmentação de DNA, umaestratégia inicial a seradotada é dividira

seqüência de IWii original em k segmentos de tamanhos iguais. Esteprocesso é

ilustradona figura20.

4
WWiHSil^HHHwHHIIWl

1 1 1 1 1

i i l I i i
jtOM) tZQMI |3fM) p«E*Q p5(M) pSCM}

FIGURA 20. Método de caracterização de heterogeneidade baseadaem

segmentaçãoonde k = 6.

Assim, devemos testara hipótesede igualdade entre as proporções pi,

p2, p3yp4yp5, p6 de conteúdo de C+Gem cada segmento. Observe, no

entanto, que este procedimento apresenta a limitação do conhecimento do

número de fragmentos (segmentos menores). Inicialmente, é arbitrária a escolha

do número k de fragmentos em que será dividido o segmento original Este

método possibüita detectar heterogeneidades, caso elas existam, porém não é

capazde localizaras regiõesde homogeneidade.

Outro método utilizado na caracterização da rteterogeneidade na

freqüência de C+G consiste em percorrer o segmento de DNAy considerando

segmentos de tamanho / fixo (janela) menor que o tamanho do segmento

original (Staden, 1984). Devemos, inicialmente, calcular a proporção de
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ocorrência deC+G nosegmento que seiniciara primeira base (n^

a /-ésima base. Depois devemos obter a proporção da ocorrência de C+G no

segmento, iniciando-se da segunda base atè a/+l-ésnra base. Oprocesso deve
ser repetido até que todo o segmento do DNA origina] seja percorrido,
annazenando-se asproporções obtidas. A f^mi 21 ihistra esteprocesso emuma

pequena seqüência deDNA.

ACCTCTCCTCCTC

p(C+G)=0J50

p(C+G)=0.75

p{C-H3)=0^0 P° 7 *»!
píc-k;)= 0.75

FIGURA 21. Método de caracterizaçãode beterogerieidadfe baseado em

verificação deproporção emjanelas onde/= 4.

Asproporções obtidas em cada jaiieb (segmeiáo de tamanho /) nos permitem
verificar a ocorrência de algum comportamento sistemático navariação destas

ujuporçôes ao longo da seqüência. A figura 22 ilustra um gráfico obtido apartir
do procedimento de verificação de prorxHçte atravésde janelas. A seqpênciac^

observações é binaria (0 ou 1).
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FIGURA 22. Gráficode proporçõesde janelasonde /=10 (comprimento da

janela)e o tamanho da seqüênciade observações é 100.

Embora este método seja eficiente para uma análise preliminar, ele

apresenta algumas Imitações. O tamanho da janela / é escolhido de forma

arbitrária. Além disso, este método não aponta, clararnente^ os pontos onde há

mudança de regime na expressão de C+G.

Uma alternativa é tratar a busca de possíveis regiões homogêneas no

DNA através de uma metodologia que localiza pontos de mudançade variável

aleatória.

33.1 Ponto de mudança em Variáveis Aleatórias

O problema de ponto de mudança em uma seqüência de variáveis

aleatórias pode ser definido da seguinte maneira (Smnh, 1975). Uma dada

seqüência de variáveis aleatórias XlyX2,...yXa possui um ponto de mudança
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em r se JSTf ~/^(jc|c?,) para l£i<r e Xj~F2(x\02) para r +l£j£n,

sendo Fx(x\ 0X) *F2(x\02). As formas de Fx e F2 são conhecidas, porém o

ponto de mudança r é desconhecido. Os parâmetros 9X e 62 podem ser

conhecidos a priori ou desconhecidos. Dada uma seqüência de realizações

xx,x2,...,xn, o objetivo é estimar o ponto r, e 9X e 62 quando necessário.

Existem alguns métodos para estimação de r. Como exemplo, temos métodos

de máxima verossimilhança (Hinkley, 1970) e métodos bayesianos (Smith,

1975).

Observe que o problema pode ser generalizado para o caso no qual

existem múltiplos pontos de mudança, rx, r2, ...rk. Assim, toma-se possível

estabelecer a modelagem do problema de segmentação de DNA utilizando os

métodos de inferência sobre pontos de mudança em variáveis aleatórias.

Devemos então considerar cada seqüência de DNA (Basex,Base2,..JBasen)

como a realização de n experimentos de Bemoulli (Xx,X2,...,Xn) em queum

"sucesso" está relacionado à ocorrência de C ou G na seqüência. A

pressuposição básica é a de que XX,X2,...,X„ são variáveis aleatórias

independentes..

Esto abordagem não é adequada quando tratamos de seqüências de DNA,

pois sabidamente há dependências entre as bases (nucleotídeos).

Com aexistência das dependências entre asbases aolongo daseqüência

de DNA, amodelagem viaHMMs torna-se útil, pois, como visto no capítulo 2,

este modelo pressupõe a dependência entre as variáveis aleatórias exphcitodas

no problema.
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332 Aplicando HMMs ao problema deSegmentação deDNA

O HMM pode ser utilizado na localização de regiões homogêneas em

termos de emissão deC+G, de modo a seencontrar regiões quesão funcional ou

estraturalmente distintas. O trabalho de Churchill (1989) foi pioneiro neste tipo

de aphcação eem problemas ligados àbiologia computacional (Eddy, 1998).
Este tipo demodelagem estabelece os estados dacadeia latente comoas

distintas regiões funcionais presentes na seqüência. Cada região funcional tem

uma proporção de C+G particular. Com o HMM é possível encontrar a

probabihdade de cada base estar associada a um estado específico (região
funcional) (equação 79) e observar o comportamento da proporção de C+G ao

longo da seqüência (composição local).

Para realização da análise, adotanto-se o HMM, inicialmente, a

seqüência de DNA é transformada em uma série binaria, na qual 0 corresponde à

ocorrência de A ou T e 1 corresponde à ocorrência de C ou G. O número de

estados (regiões dehomogeneidade naexpressão deC+G) é definido utilizando-

secritérios para adequação demodelos visto no final do capítulo 2. Cada região

com um distinto padrão de emissão de C +G, é considerada como um estado

distinto.

Considerando uma dada seqüência de DNA, o processo para a

investigação das regiões homogêneas utilizando HMMs, deve serrealizado da

seguinte forma. Devemos estimar cada um dos modelos competidores (HMM's
com 1, 2, ...r estodos), utilizando-se o método da máxima verossimilhança

(algoritmo EM). Pressupõe-se que o modelo associado à seqüência de DNA não

seja volátil, isto é, a esperança do tempo de permanência no estado é um valor

alto. Assim, para aphcação do algoritmo EM, é natural escolhermos um modelo

inicial na qual a probabilidade de permanência no estado seja alta (Matriz A

com valores nas diagonais próximos de 1). Após obter estimativas dos
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parâmetros associados aos modelos competidores, devemos escolher, segundo

um critérioestobelecido, (AIC, BIC,ABIC) o modelo que é mais adequado(Vide

capítulo 2). Para visualizar as regiões com homogeneidade na emissão C+G,

basta traçarmos o gráfico da composição locale identificarmos os trechos onde

os valoressãohomogêneos (apresentam pouca variabilidade).

No capítulo 4, apresenta-se a descrição dosresultados obtidos na análise

de dadosreais, com o auxíhode um software desenvolvido especialmente para a

implementação dos métodos associados aos HMMs, ligados ao problema de

segmentação de DNA.
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4. APLICAÇÕESA DADOS REAIS

Neste capítulo, ilustramos o problema da segmentação do DNA com

base em dados reais de vários organismos. As seqüências foram analisadas com

o auxího do software SIMHMM, que foi desenvolvidodurante este trabalho, com

o objetivo de implementar as técnicas descritas no capítulo 2. Uma descrição

sucinta da utilização deste software, que será disponibilizado gratuitamente,

pode ser encontrada nos anexos.

Para realização das análises, foram utilizadas frações (segmentos) dos

genomas de 5 organismos específicos. Taisseqüências foram obtidasa partirdo

Genbank (Genbank).

De formasumária, o resultado básico que seráapresentado é o grafico da

composição local de C+G na seqüência de DNA. Os valores da composição

local, para cada ponto da seqüência, podem ser descritos em um gráfico que

permite a discriminação visualde regiões homogêneas em conteúdode C+G. O

modelo HMM que se mostrarmais adequado, segundoos critérios apresentados

no capítulo 2 (BIC e AIC), seráaquele a partirdo qualos gráficos da composição

local serão apresentados. Quando dois modelos com números de estados

distintos forem considerados como mais adequados pelos critérios, adotamos o

modelo com maiornumero de estados. Os valores de ABIC serão apresentados

com objetivo de ilustração, porém não serão utilizados na anáhse. Todos os

modelos utilizados nestas aplicações são os HMM's, que consideram as

observações, dado os estados,condicionalmente independentes.
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4.1 Bacteriófago lambda

No trabalho micial de Churchill (1989), os dados referentes ao genoma

do bacteriófago Lambda foram analisados. Com o objetivo de comparar os

resultados obtidos, uma das seqüências escolhidas, neste trabalho foi a do

Bacteriófago Lambda. A seqüência deste vírus foi obtida mediante consulto ao

Genbank e está catalogada sob o código NC001416. Um bacteriófago é umtipo

devírus que ataca bactérias. Ogenoma associado aeste bacteriófago é composto

de 48514 pares de base. A obtenção da seqüência de DNA deste vírus

(sequenciamento) foi realizada por Sanger (1982). Vale ressaltar que aseqüência
de DNA deste bacteriófago é circular, ouseja, sua seqüência não possui início ou

fim.

Os resultados obtidos por Churchill (1989) apontam ummodelo com 3

estados com dependência de Ia ordem entre as observações como o mais

adequado (critério BIC). Analisando o gráfico da composição local de Churchil
(1989), associado a um modelo com 4 estados, a seqüência do bacteriófago

lambda possui dois trechos de características particulares em conteúdo de C+G.
O trecho inicial (primeiras 23000 bases) apresento comportamento homogêneo

emrelação à freqüência de C+G, sendo amesma emtorno de 0.55. Isso sugere

que este trecho codifica proteínas com estrutura ou função similares
(permanência do processo em um estado). O segundo trecho da seqüência (a
partir da base 23000) sugere uma característica altamente heterogênea em
relação à freqüência de C+G. Esto heterogeneidade, segundo o autor, sugere

vários segmentos funcionais ouestruturais de características distintas.

Para realizarmos a análise da seqüência, esto foi modificada talquetoda

a ocorrência de C ou G foi substituída por 1 e toda a ocorrência de A ou T foi

substituída por 0. Primeiramente, foram obtidos os modelos ajustados
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(estimados). O método utilizado para obtenção a de inferências sobre o modelo

foi o da máxima verossimilhança, com a aphcação do algoritmo EM.

Para realizar a anáhse comparativa, foram considerados, inicialmente, 4

modelos competidores. Todos estes modelos possuem espaço de observações

restrito a 0 e 1ou Q0 = {0,1}. Estas observações correspondem à presença de C

ou G (1) e a presença de A ou T (0). Os modelos se distinguem em numero de

estados que são, respectivamente, 2, 3, 4 ou 5, isto é, QS={1,2},

Cls = {1,2,3}, Qs ={1,2,3,4} e Q, ={1,2,3,4,5}.

Como o algoritmo EM pode conduzir a máximos locais, foram

escolhidos alguns pontos iniciais distintos para verificar a convergência. Foi

estabelecido como critério de convergência que o módulo da diferença entre a

log-verossimilhança do modelo ajustado (obtido após uma iteração do algoritmo

EM) e alog-verossimilhança do modelo atual fosse menor que 10~s.

Obtidos os estimadores de máxima verossimilhança dos modelos

(HMM's) com 2,3,4 e 5 estados, para escolher o modelo mais adequado, foram

utilizados os critérios BIC e AIC, descritos no capítulo 2. Na tabela 1,

apresentam-se os valores dos graus de liberdade (Número de parâmetros

desconhecidos associados ao modelo), BIC, ABIC e AIC (vide sessão 2.8,

expressão (97)).
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TABELA 1.Valoresde Grausde Liberdade, BIC, ABIC e AIC associados à

seqüência dobacteriófago Lambda.

N° de estados Grau de liberdade BIC ABIC AIC

2 5 66456.144 -799 66412.197

3 12 66353.272 -901 66256.589

4 21 66409.225 -845 66242.227

5 32 66502.854 -752 66247.962

Pelos critérios BICe AIC,devemosescolher os modelos que minimizam

os valores dos mesmos. Os modelos escolhidos pelos dois critérios foram

distintos. O BIC considerou o modelo com 3 estados como mais adequado,

enquanto o AIC considerou o modelo com 4 estodos. Embora sejam modelos

distintos, os gráficos da composição local de C+G nos dois modelos sugerem

(figuras 23 e 24) um perfil similar ao encontrado por Churchill (1989).

Os modelos ajustados (estimados pelo método EM) com 3 e 4 estados

sãoapresentados abaixo.

£ = [1 0 0],

A =

9.9904xlOl 9.7106x1o5 8.6283x1o-4

7.7961x10"5 9.9992x10_1 1.9397x1o92

1.6179xl0'3 3.9654x1o-24 9.9838x1o1

B =

5.1867x1o1 4.8132X10'1

4.3013X101 5.6987x1o1

6.3735X101 3.6265X101
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£=[0 1 0 0],

A=

9.9781xltf 9.2565x10^ Z1927xl0* 8.7577xltf42

1.1269x1o4 9.9951xltf 29167x10* 8.4536X165

8.6509x10* 4.1408x10* 9.9872xltf 9.8067x1o46

1.7008xl0r^ 5.2317xltf l.lOlOxltf67 9.9995x1o1

O

s

H

ST

0£S*j

5=

6.6781x10^ 3.3219X10T1

5.0384x1a1 4.9616xial

5.6905x1o-1 43095X10T1

4.2868x10a 5.7132xlQrl

FIGURA23. Gráfico dacomposição localde C+Gem cadaposiçãoda

seqüência do bacteriófago lambda sob o modelo com 3 estados.
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FIGURA 24.Gráfico dacomposição local deC+G emcada posição da

seqüênciadobacteriófago lambda, sob o modelo com 4 estados.

Em ambos os modelos, os gráficos da composição local se apresentam

homogêneos até, aproxanadamente, a base 23000, ou seja, os valores da

composição local não apresentam variação significativa notrecho da seqüência
que vai da base 1 até a 23000. Isso sugere a presença de uma região

funcionalmente ou estruturalmente similar neste segmento. O segundo trecho

partindo aprff""^dj""f"te «fa hass 23Q0Q até o fim da seqüência apresenta uma

variação maior dos valores da composição local de C+G9 que sugere uma

lieterc^erieidadeemteririosden^ Vale
ressaltar que nocaso doHMMcom 3 estados, embora distinto estnmirahnente e

em número de estados, o gráfico das esperanças aqui apresentado sugere o

mesmo perfil encontrado porChurchill (1989).

O grafico das esperanças condicionais de freqüência de C+G, obtido

adotando-se o modelo com4 estados (modelo maisadequado, segurKto o critério
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AIQ, é similar ao gráfico apresentado por Churchill (1989). Independente do

critério, os modelos apresentaram-se coerentes com o trabalho presente na

literatura.

42 Xylella fastidiosa

A Xylellafastidiosa é uma bactéria patógena que ataca culturas cítricas

no estado de São Paulo. Como forte região exportadora, a mesma sofre impactos

econômicos (queda de produtividade) em virtudedestodoença. Pela importância

das culturas cítricas, a FAPESP (Fundação de Amparo a Pesquisa do Estado de

São Paulo) iniciou um projeto de sequenciamento da Xylella Fastidiosa. Este

projeto foi concluído em 2000,obtendo-se o código completo desta bactéria e os

mapas funcionais associados aoseugenoma (Simpson et ai,2000).

No trabalho de da Sirva (2003), foi feito uma análise similar à realizada

por Churchill (1989), tendo como alvo um fragmento da seqüência da Xylella

fastidiosa, da Silva (2003) apresento a análise sobre os éxons da seqüência de

DNA associado a um segmento correspondendo do gene XF1141 até o gene

XF1196. Como visto no capítulo 3, existem trechos na seqüência de DNA que

não são expressos (não codificam nenhum tipo de proteína), não possuindo

nenhuma funcionalidade aparente, sendo estes denominados introns. No trabalho

de da Silva (2003), considera-se a seqüência composto pela concatenação de

éxons (regiões com expressão) a partir do geneXF1141 até o geneXF1196.

Nesta dissertação, procuramos analisar a mesma seqüência,

considerando introns e éxons presentes dentre os genes XF1141 até o gene

XF1196. No total, este segmentopossui50716bases. Para fim de verificação,os

resultados obtidos foram comparados com os mapas de funcionalidades

disponíveis no Genbank. A seqüência foi obtida a partir do Genbank sob código

AE003849.
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Inicialmente, foi realizada a modificação usual na seqüência

(substituição de C e G por 1 e A e T por 0) como na análise do bacteriófago

Lambda. Foram obtidos os modelos ajustados pelo método da máxima

verossimilhança, com 2,3,4 e 5 estados. Na tabela 2, apresentam-se os valores

das funções AIC, BIC, ABIC eosgraus de hberdade associados acada modelo.

TABELA 2.Valores de Graus deLiberdade, BIC e AICassociados à seqüência

da bactériaXylellafastidiosa.

N° de estados Grau de liberdade BIC ABIC AIC

2 5 68640.542 -1667 68596.442

3 12 68614.233 -1693 68517.215

4 21 68694.287 -1613 68526.711

5 32 68788.308 -1519 68532.534

O critérios AIC e BICconsideram o modelo com 3 estodos como mais

adequado aos dados. Sendo assim, foi obtido o gráfico da composição local de
C+G, associada ao modelo com 3 estados. A partir deste, é possível observar

segmentos homogêneos na presença de C+G homogêneas. O gráfico é

apresentado na figura 25.
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FIGURA 25. Gráfico da composição localde C+Gem cadaposiçãoda

seqüênciadaXylellafastidiosa, sob o modelo com 3 estados.

Analisando-se o comportamento do gráfico da composição local associada ao

modelo com 3 estados,é possível discriminar 4 trechoscaracterísticos quanto ao

comportamento de homogeneidade ou heterogeneidade de C+G. Um trecho

inicial que vai da primeira base até, aproximadamente, a base 7000, apresenta

uma característica bem homogênea (pouca variação) em relação ao conteúdo de

C+G, sendo a mesma emtomo de 0.48. É possível observar ainda um segundo

trecho com característica homogênea em termos do conteúdo de C+G. Este

trecho se inicia, aproximadamente, a partir da base 9000 até a base 22000, e os

valoresda composição local variam em torno de 0.42. Embora exista a presença

de homogeneidade neste trecho, ela não é tão evidente quanto no primeiro,

devido à presença de variações muito bruscas, no entanto insignificantes em

relação ao tamanhoda seqüência. O terceiro trecho apresenta uma característica
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heterogênea (variação alta nos valores da composição local de C+G) emrelação

ao conteúdo de C+G. Este trecho vai, aproximadamente, da base na posição

24000 até a base na posição 36000. No quarto e último trecho é possível

verificar uma característica homogênea, embora exista uma variação

considerável por volto da base 46000. Os valores da composição local neste

trechosão próximosde 0.48.

Todas estas observações sugerem queo segmento analisado é expresso

como 4 trechos com características distintas. O primeiro dos trechos está

localizado entre asbases 1 e 7000 (permanência no estado 3) e o segundo está

localizado da base 7000 até 23000 (permanência no estado 2). Um terceiro

trecho possui uma característica altamente heterogênea emtermos de expressão,

agregando pequenas regiões de expressão (relativo ao tamanho da seqüência).
Este terceiro trecho está localizado, aproximadamente, a partir dabase23000 até

a base 36000. A análise sugere a presença de outra região funcional a partir da

base36000 (permanência no estado 3).

Se observarmos a estrutura funcional deste segmento (genes XF1141 até

XF1196), segundo os mapas funcionais e classificação de proteínas similares

funcional ou estraturalmente (figura 26), podemos notar que o HMM

proporcionou boa discriminação das distintas regiões funcionais. Na figura 26,

segue uma ilustração gráfica, adaptada do Genbank, da localização das regiões

funcionais no segmentoanalisado.
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FIGURA 26. Regiõesde expressão do geneXF1U1 atéo geneJÉF/iPÓ da

Xylella fastidiosa e tabelade classificação funcional

Na figura 26, os segmentoscom reticulados coloridosapresentaméxons.

As regiões que não possuem reticulados apresentam introns. Os trechos da

seqüência que contêm reticulados com cores distintas apresentam expressão de

protemas de características funcionais ou estruturais distintas. Analisando o

mapa, podemos observar uma região inicial partindo das primeiras bases até

aproximadamente a base 7000, que é responsável pela codificaçãode protemas

associadas à produção de energia. Podemos observar ainda um segundo

segmento, partindo da base 9000, ariraxmiadamente, até a base 23000, que é

responsável pela codificação de proteínas associadas aos ribossomos. Um

terceiro trecho, partindoaproximadamente de 24000 até 36000, apresenta vários
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segmentos não codificadores, além de alguns pequenos segmentos codificadores.
Otrecho final, que parte da base 36000 até aaproximadamente 45000, apresenta

uma região responsável por funções (similares) associadas ao metabolismo.
Os resultados obtidos foram coerentes com os resultados encontrados

pelo trabalho de da Süva (2003). Otrabalho de da Sflva (2003) cUscrimina 4
trechos do segmento anahsado. Os dois primeiros trechos (1 a 7000 e 7000 a
21000) são largamente homogêneos. Por possuir poucas regiões não
codifícadoras, os dois primeiros trechos são caracterizados de maneira similar ao

presente trabalho. A partir do 3o trecho (22000 a40000), a seqüência possui
muitos trechos não codificadores. Este feto, noentanto, não interferiu naanálise

realizada neste trabalho.

Portanto a caracterização das regiões funcionais estabelecidas pela

utilização do modelo HMM neste seqüência apresentou resultados bastante
satisfatórios.

43 Xanthomonas axonopodis pv. citri

O gênero Xanthomonas é um importante grupo de bactérias
fitopatogênicas. Sua importância se deve ao feto de causar doenças em culturas
de relevância econômica em todo omundo. OXanthomonas axonopodis pv.chri

causa o "Cancro Citrico99 (Citrus Canker), doença que ataca culturas de frutas

cítricas, causando perda significativa de produção e, corisequentemente, perdas
de ordem financeira (Silva et ai, 2002).

Um segmento do genoma desta bactéria foi obtido a partir de consulta
no Genbank sob catalogação NC003919. Este seqüência inclui bases do gene

XAC0965 até ogene XAC1014 eécomposta de 49611 pares de bases.
Os modelos competidores são os mesmos utilizados nas seqüências

anteriores, possuindo 2, 3,4 e 5 estados. Oespaço de observações se limito ao
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conjunto 0 e 1associados, respectivamente, à presença deA ou T e à presença de

CouG.

Os resultados dos critérios de adequação BIC, ABIC eAlC, associados

aosmodelos ajustados, sãoapresentados natabela 3.

TABELA 3. Valores de Graus de Liberdade, BIC e AICassociados á seqüência

da bactériaXanthomonas axonopodis pv.citri.

N°de estados Grau de liberdade BIC ABIC Ã/C

2 5 65571.414 -3204 65527.354

3 12 65701.336 -3074 65523.592

4 21 65620.524 -3155 65533.908

5 32 65807.290 -2968 65551.742

O modelo com 2 estados foi escolhido como o mais adequado pelo

critério BIC. O critério AIC indica o modelo com 3 estodos como o mais

adequado.

Embora os HMMs sejam distintos (2 e 3 estados), os gráficos

associados às esperanças condicionais da freqüência de C+G são similares,

indicando um mesmo perfil. O gráfico associado ao modelo com 3 estados é

apresentado na figura 27.
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FIGURA 27. Gráfico da composição local deC-K? emcada posição da

seqüência àaXanthomonas Axonopodis associado ao modelo com 3estados.

Observando o gráfico da composição local associado ao modelo com 3

estados, podemos notar um comportamento altamente homogêneo nas 30000
primeiras posições da seqüência. Este ccmportamento sugere apresença de uma
única região funcional presente neste trecho da seqüência No segundo trecho da
seqüência, após aposição 30000, existe uma variação maior que no primeiro
trecho (maior heterogeneidade) com relação aos valores da coniposição local
Isso sugere apossível presença de várias funcionalidades distintas em termos de

produção deproteínas similares.
A figura 28apresenta uma ilustração da divisão funcional dosegmento

analisada
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Figura28. Regiões de expressão do ggDsXAC0965até o g/ateXAC1014 da

bactériaXanthomonas axonopodis.

Observe que nas primeiras 30000 posições existe a codificação de

proteínas que atuam na tradução e transcrição, processos ligados à síntese de

proteínas. Nas 20000 posições seguintes, existem várias funcionalidades

associadas ao transporte de íons, metabolismo, além de regiões sem

funcionalidade conhecida.

Com relação à seqüência analisada, os resultados obtidos a partir da

utilização dos HMMs fornecem boas descrições gráficas das diferenças

funcionais da seqüência em estudo. A técnica conseguiu discriminar de maneira

satisfatória distintas regiões funcionais presentes neste segmento.

4.4 Streptococcuspneumoniae

O Streptococcus Pneumoniae é um importante patógeno humano. Esta

bactéria causaa maioria das infecçõesrespiratórias agudase otites (Infecções de

ouvido). Cerca de 3 milhões de mortes por ano em crianças são causadas por
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pneumonia e outras doenças correlacionadas a esta bactéria, evidenciando a
importância da mesma (Tetelin etai, 2001).

O segmento obtido a partir do Genbank, sob catalogação NC003098, é

correspondente à seqüência de bases a partir do gene SPR0584 até o gene
SPR0641. Este segmento possui umtotal de 49105 pares de bases. O segmento

escolhido é marcadamente heterogêneo emtermos de funcionalidades. Assim, o

resultado da análise, utilizandoo HMM, deve refletir este cornportamento.

Como nos segmentos analisados anteriormente, foram obtidos, para os4

modelos competidores (modelos com 2, 3,4 e 5 estados), os ajustes através do

método da máxima verossimilhança, osvalores dos critérios, BIC, ABIC, AIC e

os graus deliberdade (tabela 4).

TABELA4.Valores de Graus deLiberdade, BIC eAIC associados á seqüência

da bactériaStreptococcuspneumoniae.

N°de estados Grau de liberdade BIC ABIC AIC

2 5 65401.579 -2672 65357.571

3 12 65435.606 -2638 65338.787

4 21 65509.551 -2564 65342.318

5 32 65623.531 -2450 65368.281

Observe que, segundo o critério BIC, o modelo mais adequado (modelo

com valor mínimo deBIC) é o HMM com 2 estados. Porém, segundo o critério

AIC, omodelo considerado mais adequado éoHMMcom 3estados. Embora os
dois modelos sejam diferentes, os gráficos da composição local de C+G, nestes

dois modelos, são bem similares e representam, de maneira satisfatória, a

conhecida heterogeneidade funcional do segmento.
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FIGURA 29.Gráfico dacomposição local deC+G em cada posição da

seqüência do Streptococcuspneumoniae, sobo modelocom 3 estados.

Podemos observar, através da figura 29, a característica altamente

heterogênea quanto composição local de C+G ao longo da seqüência. Isso

sugere que este fragmento especifico do genoma do Streptococcus possuivários

segmentos pequenos (proporcionalmente ao tamanho da seqüência), que

codificam váriasproteínasde naturezaestrutural ou funcional distintas.

Observe o gráfico ilustrativo, na figura 30, adaptado do Genbank, sobre

regiões de expressão associadas aestesegmento.
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FIGURA 30. Regiões de expressão do gene SPR0584 até o gene SPR068I do

Streptococcus pneumoniae.

Podemos notar que não existem segmentos de grande dimensão (maiores

que 5000) que codificam um determinado tipo de proteína similar. O eme se
apresenta no segmento analisado é a presença de várias regiões com expressão
deproteínas comfunções distintas.

Desta maneira, o resultado da análise obtida através do HMM mostrou-

sesatisfatório neste segmento da bactéria Streptococcuspneumoniae, refletindo

a estrutura funcional heterogênea da mesma emtodoo segmento.

45 Escherichia coli

A Escherichia coli é um importante patógeno humano. Esta bactéria foi

descoberta em 1885 e, desde então, recebeu várias denominações. Entreestas, as

BaciUus Coli commune, Bacilhts Coli, Bacterium Coli. Entre os tipos de

infecções causadas por esta bactéria, podemos citar colites, infecções urinárias e
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gastrointestinais, entre outras (Santos, 2003), evidenciando a importância desta

bactéria.

A seqüência de bases da bactériaEscherichia coli analisada foi obtida a

partir do Genbank sob código NC004431. Esta subseqúencia inclui bases do

gene C4208 até o gene C4253, totalizando 44600 bases.

Como nas seqüências anteriores, os modelos competidores adotados são os

HMM s contendo 2, 3, 4 e 5 estados. Os valores dos critérios BIC, ABIC e

AIC,e graus de liberdade associados aosmodelos estão apresentados natabela5.

TABELA 5.Valores de Graus deLiberdade, BIC e AICassociados á seqüência

da bactéria Escherichia coli.

N°deestados Grau deliberdade MC ABIC ~ÃIC

2 5 61200.477 -8114 61156.950

3 12 61202.015 -8113 61106.255

4 21 61253.340 -8061 61087.935

5 32 61357.238 -7957 61104.779

Segundo o critério BIC, oHMMcom o menor número deestados é o que

melhor descreve os dados. Já o critério AIC aponta o modelo com 4 estados

como o mais adequado.

O gráfico das esperanças condicionais do conteúdo de C+G, associado

aomodelo com4 estados, é apresentado na figura 31.
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FIGURA 31. Gráfico da composição localde C+Gem

seqüência doEscherichia coh\

Podemos notar, pelocc*oportamento do gráfico, um trecho inicial com

alta homogeneidade com relação à composição locaL Este trecho vai até a

posição 5000. Isso sugere a presença de uma região funcional característica

nestetrecho. Todo o restante da seqüência (rjosição 5000 atérx>siçâo 44600)não

apresenta em nenhum trecho um comportauiento homogêneo claro (posição

30000 até40000 apresenta um indicio dehomogeneidade). Esteresultado indica

apresença deum emaranhado de funcionalidades assc<3adas aestesegmenta

Se observarmos a estrutura funcional real da seqüência analisada,

apresentada na figura 32, constataremos que o HMM não apresentou um

resultado tão satisfatório quanto nas outras seqüências, deixando de evidenciar

algumas regiões com características homogêneas em relação à freqüência de

C+G.

164



• awt «no na» mm

••'•••I ..Vyv' J^-V^ li-!'!•-.:>: ^"3 fe .^.:-.-^P^PSStl•"' : -. » •• ... ,..¥ « »r -1 1

228» MM» 26MO 2MN

ii?t>h^-;'iv-i--iif;-;----'i«^»:-i
SÈE 3MÕ» 36MÕ U"~

FIGURA 32.Gráfico das esperanças condicionais deprobabilidades de presença

deC+Gem cada posição daseqüênciadoEscherichia Coli.

O primeiro trecho, composto pelas5000 primeiras bases,está associado

à codificação de proteínas com função ligada à secreção celular. Nesta região, o

HMM conseguiu um bom resultado. No entanto, na região seguinte, partindo da

base6000 até a base 15000, existe uma região funcional associada a transporte

de carboidratos e metabolismo, que não foi evidenciada pelo gráfico da

cormratçrôk>cal(TredK>bastante h^ O trecho do segmento de DNA

que inicia aproximadamente na base 16000 até a base32000é heterogêneo em

relação a características funcionais, o que fica evidenciado pela análise,

utilizando o/£Vífcf". Daposição 33000 daseqüência até37000, existea presença

de uma região funcional ugada ao transporte de aminoácidos que fica

moderadamente evidenciada no gráfico das esperanças condicionais. A mesma

situação acontece no segmento da posição 37000até44000 no qualocorre uma

região funcional ligada aotransporte e metabolismo de carboidratos.

Vale ressaltar que o modelo com maior número de estados (5 estadosX

embora não escolhido petos critérios adotados, conseguiu capturar mais

claramente asregiõesfuncionais do segmentoanalisado.
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5. CONCLUSÕES

Nesta dissertação, podemos sumarizar asconclusões como:

Os HMM's se mostraram satisfatórios, considerando o problema de

segmentação de DNA. Os resultados das análises da seqüência do

bacteriófago lambda foram similares aos obtidos por Churchill (1989).

Nas seqüências doXanthomonas axonopodis pv. citri, Xylella fastidiosa,

Escherichia coli, o HMM conseguiu explicitar os segmentos de

características homogêneas. Na seqüência do Streptococcus

pneumoniae, o HMM conseguiu descrever a característica heterogênea

do segmento escolhido.

O algoritmo EM e os métodos para evitar problemas numéricos se

mostraram eficazes para estimação dos parâmetros associados aos

HMMs.

O software desenvolvido que implemento métodos dos HMM's se

mostrou eficiente na aphcação adados reais.

Os HMMs são bons modelos para problemas associados ao

reconhecimento de padrão, particularmente onde existe alguma relação

de dependência entreos dados.

O autorlistocomo possíveistrabalhos futuros:

A utilização de Inferência Bayesiana no processo de estimação dos

modelos HMM's.

A busca pelos métodos associados aos 3 problemas básicos do HMM's
em que se considera ageneralização da ordem da Cadeia de Markov e a
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generahzação para ordemde dependência entreas variáveis observáveis

dado o conhecimento dos estados.

Implementação dos métodos associados ao HMM que prevê

dependência de Ia- ordementre as observações (variáveis observáveis)

dado o conhecimento dos estados.
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7. ANEXOS

O objetivo deste texto é apresentarsucintamente o software SIMHMM,

que implementa as funções associadas aos HMM's. Este software foi

desenvolvido utilizando-se a linguagemvisual Delphi.

FIGURA IA. Software SIMHMM

O SIMHMM permite manipular seqüências de observações (variáveis

observáveis Ot), possroihtando edição(modificação) e armazenamento(salvar).

Estas observações são armazenadas em arquivos texto simples (".txt") (ASCII).

O SIMHMM perrnite a manipulação de mais de um arquivo de seqüência de

observações simultaneamente.

Outra funcionalidade do SIMHMMé permitir a manipulação de modelos

HMM (consideram dependência markoviana de 1* ordem entre as variáveis

aleatórias latentes St e independência entre as variáveis aleatórias Ot\St) em

arquivos com extensão "Jimrn". O SIMHMMpermite trabalharmos com mais de

um arquivo HMM sirnuhaneamente. Estes arquivos armazenam, em código
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ASCII, os parâmetros associados a um HMM(À = (7T,A,B)), além do alfabeto

ou conjunto de observações Q0(Figura2A).

DfetrtmJcào Inicial das estados: tt

í]7 Vijiyc ftnro .ftiifcesdoCW». ODSÕ9S Afida

^0^03333335003333333;

8833333335 HIB3333333 R.g 0.033333333

QJ03333335 0JI33333TC Cimttitfc 1X3

WIB5333aE&&E3S®mBBBg; •
<£ «ram Hnt AoOfeac<teON» CbcOk a»**»
VMwPii Mo»ií A ffi-*« 4^w-«pi-|

cm :^ '••
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05 [5 V"
05 Í05 \

Oi-itr*xw,io itu missão de observações
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© anju«o \Mn» «n*ts«s<fcDB# OkObs.a»«te mUüuiifc» aoestuda«tuafc A

Confun*» de observações Qc

FIGURA 2A. Arquivo do tipo ("hmm ").

Sumarizando, temos associados aos HMMs dois tipos de arquivos, que

são ".hmm" e arquivos de seqüências de observações ".txt"(ASCII em geral),

aos quaispodemser associados as seguintes funcionalidades ilustradas na figura

3A:
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FIGURA 3A. Funcionalidades associadas aos arquivos do SIMHMM

• 1- Novo - Hmm: Cria um novo arquivo ".hmm " onde o usuário

deve informar o número de estados e o alfabeto (conjunto Qa ).

• 1- Novo - Seqüência: Cria um novo arquivo texto que

armazenará uma seqüência de observações O = {Ox,02,...,0T}

associada a um HMM.

• 2- Abrir - Hmm: Abre um arquivo ".hmm "já existente onde o

usuário deve informar sua localização.

• 2- Abrir - Seqüência: Abre um arquivo texto já existente onde

está armazenada uma seqüência de observações

0 = {Ol702,...,0T}. O usuáriodeve informara sua localização.

• 3- Salvar - Atual: Salva o arquivo que está ativo.

• 3- Salvar - Todos: Salva todos os arquivos abertos.

• 4- Fechar - Atual: Fecha o arquivo que está ativo.

• 4- Fechar - Todos: Fecha todos os arquivos abertos.

• 5- Sair: Finaliza a execução do SIMHMM.

175



O SIMHMM, como dito, implementa os métodos para solução dos 3

problemas básicos dos HMMs (vide seção 2.1). Considerando o último arquivo

"Jimm" ativo e o último arquivo de seqüênciade observações ".txt", os métodos

do SIMHMMsão (ilustrados na figura 4A):

FIGURA4A. Funcionalidades associadasaos 3 problemasbásicos dos HMMs.

• 6- Forward - Verossimilhança: apresenta o valor da

verossimilhança na janela inferior "Resultados". Esta

verc^imilhança será associada ao último modelo HMM ativo

(arquivo ""Jimm") e ao último arquivo de seqüência ativo

(arquivo ASCII). Para obter a verossimilhança, é implementado

o métodoforward sem utilização devariáveis normalizadas.

• 6- Forward - log-Verossimilhança: apresenta o valor da log-

verossimilhança na janela inferior "Resultados'9. Esta log-

verossimilhança será associada ao último modelo HMM ativo

(arquivo í\hmm'r) e ao úhimo arquivo de seqüência ativo
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(arquivo ASCII). Para obtera verossimilhança, é implementado

o métodoforward com a utilização de variáveis normalizadas.

7- Backward - Verossimilhança: apresenta o valor da

verossimilhança na janela interior "Resultados99. Esta

verossimilhança será associada ao último modelo HMM ativo

(arquivo "íjot/w") e ao último arquivo de seqüência ativo

(arquivo ASCII). Para obter a verossimilhança, é implementado

o método backward sem utilização de variáveis normalizadas.

8- Viterbi - Salvar Caminho: Obtém a seqüência de estados

mais provável S = {S1,S2,...,ST} a partir do último modelo

(HMM) ativo e da última seqüência de observações ativa

(".txt"). A seqüência de estados obtidaseráarmazenada em um

arquivo que o usuário deve indicar.

9- EM - Criar Modelo: Cria um novo modelo (HMM) que

possui o mesmo número de estados e o mesmo conjunto de

observações do último modelo (HMM) ativo. Os parâmetros

deste novo modelo são as estimativas de máxima

verossimilhança obtidas através do algoritmo EM, tendo como

as observações, o último arquivo de seqüências (".txt") ativo. O

modelo inicial (iteração inicial) do algoritmo EM contém os

valores dos parâmetros do último modelo ativo.

10- Distribuição dos estados: A partir do último modelo

(HMM) ativo e do último arquivo de seqüência de observações

(".txt"), obtém-se y,(0 =P(St =i\0,X) para todos os estados

16{0,1,...,r-1} e \<t£T em que T é tamanho da

seqüência de observações e r o número de estados. A

distribuição dos estados será armazenada em um arquivo texto a
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ser indicado pelo usuário, cuja / -ésima linha e i -ésima coluna

representam yí(0 = P(St =i jO,A).

• 11- Comparar HMMs - AIC e BIC: Obtém o valor do AIC e

BIC associado modelo com número de estados e conjunto de

observações do ultimo modelo ativo e da ultima seqüência de

observações ativa. Os valores serão mostrados na janela

"Resultados".

E possível obter amostras de observações associadas a um determinado

modelo (HMM). As amostras devem ser salvas pelo usuário em um arquivo

ASCII a ser indicado. É possível manipular a janela de resultados, podendo

salvar (arquivo ASCII definido pelo usuário) ou limpar seu conteúdo. Estas

funções são (ilustração na figura 5A):

FIGURA 5A. Funcionalidades associadas à amostragem, comparação de

modelose manipulaçãodajanela de resultados.
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• 12- Amostragem: Simula uma amostra das variáveis Ot com

um determinado número de observações, que é definido pelo

usuário. A amostraserá armazenada em um arquivo texto .4SC17,

que é determinado pelo usuário.

• 13- Salvar Resultados: Salva o conteúdo da janela Resultados

em um arquivo texto ASCII a ser definido pelo usuário.

• 14- Limpar Resultados: Limpa o conteúdo da janela

Resultados

Outras funcionalidades estão ligadas à anáhse de regiões homogêneas

em seqüências de DNA. O SIMHMM possui a funcionalidade de calcular a

composição local associada a um modelo (HMM) e a um determinado conjunto

de dados armazenado em um arquivo (".txt"). Além disso, é possível obter os

gráficos de janelas e de segmentos fixos ilustrados no capitulo 3. Algumas

opções podem ser modificadas no SIMHMM. Emparticular, podemos modificar

as opçõesde convergência e número de iteraçõespara a obtençãode estimativas

através do algoritmo EM. Estas funcionalidades são (ilustração na figura 6A)

descritas a seguir:

';*tM«o :Wwi {>(wtectouS* '.OpíSas-; i*Mte

-Cmi^Haai 1
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FIGURA 6A. Funcionahdadesassociadasà análisede seqüênciasde DNA e

customização.

• 15- Análise de DNA - Regiões Homogêneas - Composição

local: Esta opção obtém os valores do gráfico da composição

local descrita no fim do capítulo 2. Esta composição local esta

associada ao último modelo (HMM) ativo e a última seqüência

ativa (arquivode observações ".txt"). Os valores da composição

local serão armazenados em um arquivo texto (ASCII), que

deverá ser indicadopelo usuário.

• 16- Analise de DNA - Regiões Homogêneas - Gráfico de

Janela: Esta função obtém os valores do gráfico de janelas e de

proporções por segmento de tamanhos iguais. Estes valores

serão obtidos a partir do último arquivo de seqüências de

observações ativo. O usuário vai indicar um arquivo texto

(ASCII) no qual estes dados serão armazenados. Além disso, o

usuário deve indicar o tamanho da janela e o número de

segmentos.

• 17 e 18- Opções - EM: Esta função permite ao usuário

configurar as opções do algoritmo EM que dizem respeito à

convergência. Estasopçõessão o numerode iteraçõesmáximoe

a precisão máxima que o algoritmo possui em termos de

convergência (diferença em log-verossimilhança). O algoritmo

EM converge quando as duas situações de convergência são

verdadeiras (número de iterações mínimo e diferença de log-

verossimilhança).
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