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RESUMO GERAL 

 

O café é uma commoditie de importância significativa na balança comercial brasileira. 
Para dar incremento a produtividade do café novas tecnologias como sensores de solo, 
desenvolvimento de cultivares mais resistentes a pragas e a déficit hídrico, aplicação a taxa 
variável e monitoramento da cultura por meio de imagens são utilizados. O monitoramento 
agrícola por imagens em conjunto com técnicas de Sensoriamento Remoto (SR) traz grandes 
benefícios ao produtor, pelo fornecimento de informações no tempo desejado e resolução 
adequada para identificar e possibilitar soluções quanto às anomalias em campo, economizando 
recursos e garantindo a qualidade da produção. Neste cenário o uso de UAV (unmanned aerial 
vehicle) fornece ao agricultor o monitoramento preciso e no tempo ideal. Este trabalho teve 
como objetivo avaliar o uso e aplicação de uma UAV e de imagens RGB no monitoramento de 
uma lavoura de cafeeira, avaliando o comportamento de Índices de Vegetação (IV) e a predição 
da produtividade por meio de produtos derivados de imagens RGB. No artigo 1, foi avaliado o 
potencial de aplicação prática de UAV e IV RGB no monitoramento de uma lavoura de cafeeira 
durante um ciclo produtivo. Foram avaliados nove IV RGB, onde utilizou-se como métrica de 
seleção de IV a correlação de Pearson com o Índice de Área Foliar (IAF). Percebe-se pelos 
resultados que dentre os IV avaliados, o GLI e MPRI apresentaram maior correlação com o IAF 
(estimados por meio de parâmetros biofísicos derivados das imagens), mas ambas fracas. 
Durante as fases do ciclo de produção do café ambos IVs ilustram a variabilidade da cultura e 
do solo. O aumento de plantas daninhas também foi observado nas áreas marginais e entre as 
linhas de plantio. Esses resultados permitem inferir que o uso de um UAV e câmera RGB de 
baixo custo tem potencial para uso prático no monitoramento do café em seu ciclo de produção, 
permitindo ao gestor decidir por um manejo mais adequado da cultura de forma rápida e 
simples. Dado o potencial de uso de imagens UAV e RGB, no artigo 2 se investiga ainda mais 
o potencial de previsão da produtividade de café usando imagens RGB, na avaliação das 
variáveis: altura, diâmetro da copa (usado para estimar o IAF) e valores de brilho das bandas 
espectrais RGB e algoritmos de regressão múltipla em um período de 12 meses. Os resultados 
permitiram também concluir que o IAF e diâmetro de copa são mais influentes para gerar o 
modelo de predição, no qual foram usados quatro algoritmos de regressão diferentes - Máquinas 
de Vetor de Suporte Linear, Gradient Boosting Regression, Random Forest Regressão, 
Regressão Mínima Quadrada Parcial e um algoritmo genético - NEAT (Neuroevolution of 
augmenting topologies). O melhor resultado foi obtido com um erro médio percentual absoluto 
de 31% para o NEAT. As seleções de variáveis sugerem que um conjunto de dados do mês de 
dezembro foi o mais importante para o modelo de previsão de rendimento, reduzindo assim a 
necessidade de coleta extensiva de dados para todos os doze meses. 

 
Palavras-chave: Aprendizagem profunda de máquina, imagens de UAV, previsão de 
produtividade, café, agricultura de precisão, Unmanned Aerial Vehicles – UAV, drone 

 

  



 

ABSTRACT 

Coffee is a commodity of significant importance in the Brazilian trade balance. To 
increase coffee productivity, new technologies such as soil sensors, development of cultivars 
that are more resistant to pests and water deficit, application at variable rates, and crop 
monitoring through images are used. Agricultural monitoring by images together as remote 
sensing techniques brings significant benefits to the producer by providing information in the 
desired time and with adequate resolution to identify and solve anomalies in the field, saving 
resources and ensuring the quality of production. In this scenario, the use of UAV (unmanned 
aerial vehicle) provides the farmer with accurate and timely monitoring. This work aimed to 
evaluate the use and application of a UAV and RGB images in the monitoring of a coffee crop, 
evaluating the behavior of Vegetation Indexes (IV) and the productivity prediction through 
products derived from RGB images. In article 1, the potential for practical application of UAV 
and IV RGB in monitoring a coffee crop during a production cycle was evaluated. Nine IV 
RGB were evaluated, using Pearson's correlation with the Leaf Area Index (LAI) as the metric 
for selecting IV. The results show that among the IV evaluated, the GLI and MPRI showed a 
higher correlation with the LAI (estimated through biophysical parameters derived from the 
images), but both were weak. During the phases of the coffee production cycle, both IVs 
illustrate the variability of the crop and soil. The increase of weeds was also observed in the 
marginal areas and between the planting lines. These results show that the use of a low-cost 
UAV and RGB camera has the potential for practical use for monitoring coffee in its production 
cycle, allowing the manager to decide for more assertive crop management quickly and simply. 
Given the potential for using UAV and RGB images described above, article 2 further 
investigates the potential for predicting coffee production using RGB images, using the 
variables: height,  crown diameter (used to estimate the LAI) and brightness values of the RGB 
bands and multiple regression algorithms in 12 months, in which four different regression 
algorithms were used - Linear Support Vector Machines (SVM), Gradient Boosting Regression 
(GBR), Random Forest Regression (RFR) and Partial Minimum Square Regression (PLSR) - 
and a genetic algorithm - NEAT (Neuroevolution of augmenting topologies). The best result 
was obtained with a mean absolute percentage error (MAPE) of 31% for NEAT. Feature 
selections suggest that a December data set was the most important for the yield model, thus 
reducing the need for extensive data collection for all twelve months. 

 

Keywords: Deep machine learning, UAV images, Yield estimate, coffee, precision agriculture, 
Unmanned Aerial Vehicles - UAV, drone 
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 1. INTRODUÇÃO GERAL 

 

Como maior produtor e exportador de café do mundo, o Brasil e seus cafeicultores 

buscam, a cada dia, tornar seu produto mais competitivo no mercado. A busca para uma 

melhor produtividade e qualidade do café engloba um conjunto de novas técnicas e 

ferramentas que auxiliam o produtor na tomada das melhores decisões de como manejar 

sua lavoura. 

O uso de tecnologias, dentre elas os sensores de umidade no solo para evitar a 

redução da produtividade por déficit hídrico, o melhoramento genético de cultivares 

tolerantes a seca e doenças e o monitoramento da lavoura por meio de imagens são alguns 

exemplos. Uma das técnicas utilizadas para otimizar a produção da lavoura é a 

Agricultura de Precisão (AP). AP é um conjunto de técnicas e ferramentas de base 

tecnológica, como exemplo de receptores de GNSS, para que tratores possam seguir 

corretamente o traçado de linhas de plantio, adubação localizada e por taxa variável, 

imagens e cálculos matemáticos (ex: geoestatística), que quando inseridos no manejo da 

cultura, permite ao agricultor ter maior embasamento técnico para que seu produto seja 

mais competitivo por meio da redução de custos de produção e aumento da qualidade.  

Na AP umas das ferramentas mais utilizadas são as imagens, sejam elas obtidas por 

meio de satélites, aviões ou UAV. O objetivo primário das imagens é indicar a 

variabilidade espacial e temporal de uma cultura, podendo relacionar tal heterogeneidade 

com as devidas causas por meio de levantamentos em campo, criando padrões na imagem. 

Plataformas orbitais (satélites) são mais utilizadas na agricultura devido a sua escala de 

mapeamento e pela diversidade de sensores acoplados nestas plataformas. O mapeamento 

de áreas com aviões também já foi utilizado, tendo neste método uma melhor resolução 

espacial. Esses dois métodos têm em comum o elevado custo para um monitoramento 

mais frequente e também uma resolução espacial menor, o que pode comprometer o 

trabalho para algumas culturas onde a frequência e a precisão são mais exigidas. Os UAV 

apareceram como alternativa de menor custo para ao monitoramento agrícola, fornecendo 

maior resolução espacial e temporal, no entanto sua escala de mapeamento é reduzida 

principalmente devido a limitações de energia para voo em grandes áreas. 

Para a cultura do café, objeto deste estudo, a AP quando aplicada no manejo desta 

cultura pode ser denominada cafeicultura de precisão, onde ferramentas e técnicas 

descritas para a AP são utilizadas para identificar comportamento espacial de algumas 
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características da planta como a força de desprendimento de frutos, teor de nitrogênio, 

umidade do solo e doenças no cafeeiro. No entanto o monitoramento do cafeeiro por 

imagens utilizando técnicas de AP são relatados na literatura apenas com imagens de 

satélites. 

Neste cenário imagens obtidas por UAV são uma grande oportunidade para 

investigações e aplicações no manejo do café, devido ao seu baixo custo quando 

comparados a imagens de satélites de alta resolução, flexibilidade no período de 

monitoramento e facilidade de operação e obtenção de imagens.  Tais vantagens são 

descritas em estudos nos cultivos de grãos, amendoeiras, oliveiras e de videiras.  

Desta maneira objetivou-se com este estudo investigar o potencial de aplicações de 

imagens RGB obtidas por meio de uma UAV em uma lavoura de café, identificando 

oportunidades de melhoria no manejo da cultura e estimativas de produtividade. 

2. REFERENCIAL TEÓRICO 

Como maior produtor de café do mundo, o Brasil teve em sua produção de café 

para a safra 2019/2020 uma queda de 10,9% em relação à safra anterior, tendo a espécie 

Coffea arabica L. apresentado uma queda de 17,4%, pois a referida safra foi considerada 

de baixa no ciclo produtivo bienal (OIC, 2020). Para minimizar efeitos da bienalidade e 

buscar por maior produtividade, qualidade e competitividade da produção, tem se 

intensificado a adoção de novas tecnologias no cultivo do café, com a denominada 

Cafeicultura de Precisão (CP) (CARVALHO et al., 2017). 

A cafeicultura de precisão, prática derivada da Agricultura de Precisão (AP), 

consiste em um conjunto de técnicas e sensores geoespaciais para o auxílio de tecnologias 

no manejo da cultura, identificando anomalias em campo em função das variáveis 

analisadas, com o objetivo de minimizar estes efeitos na produção, reduzir custos e 

garantir a qualidade necessária do produto. (ZHANG E KOVACS, 2012; FERRAZ et al., 

2012).  

Dentre as tecnologias utilizadas na AP e na CP, o Sensoriamento Remoto (SR) 

por imagens destaca-se devido aos produtos gerados, pelo recobrimento em uma maior 

escala da área e o menor tempo e custo de amostragem, quando comparado a métodos 

tradicionais. O uso de imagens orbitais, obtidas por sensores ópticos acoplados em 

satélites tem sido bastante útil no monitoramento agrícola (SANKARAN et al, 2015), 

sendo que na cultura do café têm sido utilizadas para diversos fins, tais como o 

mapeamento de áreas com plantio de café (GAERTNER et al., 2017; TSAI E CHAN, 
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2017), déficit hídrico (MACIEL et al., 2020; CHEMURA et al., 2017) , deficiência 

nutricional (CHEMURA et al., 2018; PUTRA E SONI et al., 2017) e ataque de doenças 

(KATSUHAMA et al., 2018; DA ROCHA MIRANDA et al., 2020).  

Imagens de satélites de alta resolução já são empregadas no monitoramento 

agrícola, no entanto a sua disponibilidade e custo impedem o uso amplo desta tecnologia, 

o que sugere a busca por novas alternativas, de menor custo e de maior disponibilidade 

(ZHANG et al., 2012). Outro ponto a ser destacado com um empecilho ao uso destas 

imagens é a capacitação da mão de obra para o tratamento do grande volume de dados e 

correta interpretação das imagens (MURAKAMI et al., 2007), além da falta de evidencias 

de retornos econômicos (LAMB et al., 2008). Desta maneira, Veículos Aéreos Não 

Tripulados (VANT ou em inglês Unmanned Aerial Vehicles -UAV) aparecem como uma 

segunda alternativa para o monitoramento agrícola devido ao baixo custo de aquisição e 

de obtenção de imagens, maior resolução espacial e temporal e de fácil operação 

(ZHANG et al. 2012; MATESE et al., 2015).  

UAV podem ser equipados com diversos tipos de sensores que captam imagem 

RGB (luz visível), multiespectrais, sensores térmicos e radar (LIDAR) permitindo obter 

informações sobre a planta em diferentes estágios de desenvolvimento (ZHANG E 

KOVAKS, 2012; RAHAMAN et al., 2015). Como exemplo, o uso de parâmetros 

biofísicos das plantações (altura de planta, diâmetro de copa, volume de copa) derivados 

de imagens de UAV fornecem informações importantes sobre o status atual da cultura e 

para a confecção de mapas de prescrição para as ações a serem implementadas na área 

(TORRES-SÁNCHEZ et al., 2015).  

No entanto os UAV e os sensores embarcados podem apresentar algumas 

restrições para o seu uso como o tempo útil de voo (MATESE et al., 2015). Zhang e 

Kovacs (2012) trazem em seu trabalho algumas considerações sobre o acréscimo no custo 

de aquisição de um UAV quando equipados com sensores mais robustos e sistema GPS 

de alta precisão. Estes autores também citam as dificuldades encontradas no 

processamento de imagens, em especial de sensores multiespectrais, o que em conjunto 

com o custo pode agravar o desestímulo do agricultor ao uso deste sistema e da adoção 

da AP. No entanto, o potencial de uso de UAV tende a ser maior em um futuro próximo 

com o avanço da tecnologia, redução de custos e maiores investigações no meio agrícola. 

A importância de estudos de viabilidade se torna ainda mais evidente de uso UAV 

em relação a outras plataformas de imageamento, evidenciando a relação custo com o 
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objetivo do monitoramento (Matese et al., 2015). Tais investigações são essenciais para 

maior adoção de AP utilizando UAV, principalmente as de baixo custo e com sensores 

menos robustos. Zhang e Kovacs (2012) afirmam que os atuais estudos de potencial de 

uso de UAV na AP devem ser feitos em áreas comercias e com gestores de campo 

envolvidos, o que não é observado na maioria das investigações. 

Um dos produtos derivados do SR mais utilizados na agricultura são os Índices de 

Vegetação (IV), que originalmente foram desenvolvidos para sensores orbitais e 

aerotransportados (YEOM et al., 2019). A fundamentação para o uso destes IV na 

agricultura deve-se as características de absorção e reflexão entre as bandas espectrais nas 

folhas da cultura, com forte absorção nas bandas da visível e alta reflexão na banda do 

infravermelho próximo. 

 A definição empírica dos IV é descrita por meio de operações algébricas entre os 

dados de refletância de diversas bandas espectrais podendo gerar uma gama de IV 

(YANG et al., 2017). A Aplicação destes IV podem ser utilizados, por exemplo, para 

estimar parâmetros físicos e biológicos da planta, como descrito em  Zhang et al. (2019). 

Quando uma análise temporal destes IV é realizada, é possível identificar classes de 

culturas assim como o padrão de crescimento das mesmas (SOUZA et al., 2015) e até 

previsão de produtividade (LUSSEM et al., 2018; RAMOS et al., 2020; ZHOU et al., 

2017)  

Como descrito anteriormente, a planta reflete a radiação eletromagnética incidente 

nas folhas na região espectral do infravermelho e, desta forma, sensores que captam essa 

faixa do espectro são bastante utilizados na agricultura por meio de IV. Existem diversos 

IV derivados da banda do infravermelho, no entanto, o NDVI (Normalized Difference 

Vegetation Index), que utiliza as bandas vermelho e infravermelho em seu cálculo é 

bastante utilizado em pesquisas agrícolas (YEOM et al., 2019). Diversas aplicações do 

NDVI são descritas na literatura, como: a correlação do grau de severidade de Cercospora 

em beterraba (JANSEN et al., 2014); indicador de regiões com estresse hídrico (GAGO 

et al., 2015); fenotipagem do milho e deficiência de nitrogênio (ZAMAN ALLAH et al., 

2015); estimativa do Índice de Área Foliar (IAF), que é um parâmetro correlacionado 

com o crescimento da cultura, estimativa da biomassa e rendimento (DUCHEMIN et al., 

2008; LIU et al., 2019) .  

Para a cultura do café, estudos utilizando o NDVI em sua maioria estão 

relacionados a imagens de satélite (MACIEL et al., 2020; KATSUHAMA et al., 2016). 



28 

 

 

A aplicação do NDVI e UAV obtido por meio de uma UAV na cafeicultura, na literatura 

especializada há poucas investigações como Santos et al. (2020) e Cunha et al. (2019). 

Sott et al. (2020) em seu trabalho de revisão reforçam o baixo número de investigações 

do uso e aplicação dos UAV no setor cafeeiro, e concluem que ainda há oportunidades de 

investigação.  

Uma limitação ao utilizar sensores multiespectrais em UAV são o grau de 

conhecimento necessário para calibração destas imagens, que são altamente influenciadas 

pela iluminação e necessitam de equipamentos adicionais como uma placa de calibração 

(SANKARAN et al., 2015). Isso eleva o custo de implantação e a relação custo benefício 

em função do objetivo de avaliação que deve ser considerado, principalmente quando 

comparados com os produtos gerados por câmeras comuns RGB que já vêm acopladas 

no UAV. 

Câmeras digitais RGB são as mais utilizadas em pesquisas de fenotipagem das 

culturas (YANG et al., 2017). Nestes sensores, imagens RGB são apresentadas em 

matrizes com valores de brilho corresponde as bandas vermelha (R - red) verde (G - 

green) e azul (B – blue) da luz visível. O uso destas imagens tem destaque pelo baixo 

custo, facilidade de operação e manutenção (LI et al., 2014).   

Yang et al. (2017) relatam em sua pesquisa que estas imagens podem ser coletadas 

em diferentes condições de iluminação, mas cuidados devem ser tomados na exposição 

de brilho. Os produtos derivados destas imagens permitem inferir sobre a estrutura da 

planta como no estudo de Castro et al. (2018), em que imagens RGB foram utilizadas na 

aplicação de técnicas de processamento de imagem orientado ao objeto (OBIA) para a 

reconstrução em modelo 3D de vinhedos.  

Santos et al. (2020) estimaram os parâmetros biofísicos de plantas de café, 

alcançando uma correlação forte com valores medidos em campo. Já Hairmansis et al. 

(2014) utilizaram imagens RGB para detectar tolerância a salinidade de duas espécies de 

arroz. Bendig et al. (2014) utilizaram estas imagens para estimar a biomassa da cevada 

por meio da altura da planta e modelos de superfície. Barbosa et al. (2019) analisaram de 

forma qualitativa IV RGB em uma área de cultivo de grama, encontrando melhores 

resultados pra o IV MPRI. 

 Bareth et al (2016), avaliando IV RGB (RGBVI) não calibrado com o NDVI em 

um experimento para avaliar a o trigo de inverno em diferentes tratamentos de nitrogênio, 

encontraram resultados promissores, com R² 0,71. Estes autores ressaltam o potencial do 
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RGBVI quando o NDVI se encontra com valores saturados em uma determinada fase do 

crescimento da cultura por ainda detectar certa variabilidade nestes estágios.  

Marcial-Pablo et al. (2019) avaliaram a fração de cobertura vegetal em um campo 

de milho utilizando IV RGB e multiespectrais. Estes autores encontraram uma maior 

eficiência para detecção de cobertura vegetal para o IV ExG (Excess of green) nas fases 

iniciais de desenvolvimento, e acrescentam que os IV baseados em NIR tem melhor 

desempenho nas outras fases de crescimento, no entanto a seleção do sensor a ser utilizado 

deve ser avaliada em função do objetivo de monitoramento.  

Para a cultura do café, estudos utilizando IV RGB são poucos e necessitam de 

maiores investigações acerca do seu uso e potencial de aplicação no setor. Um exemplo 

é o trabalho de Santos et al (2020), em que os autores avaliaram o uso do MGVRI 

(Modified Green Red Vegetation Index) para monitorar o crescimento do cafeeiro em 

épocas diferentes, no entanto o resultado não foi significativo devido este IV não 

diferenciar solo e vegetação.  

Para melhorar os resultados dos IV para predição e biomassa da cevada, Bendig 

et al (2015) mostram que as combinações com dados de altura da planta provem um 

menor erro na estimativa. 

Yang et al. (2017) em seu trabalho de revisão mostram que a estimativa da 

produção agrícola é o foco principal das pesquisas agrícolas. O SR e o uso de UAV 

aparecem neste contexto como alternativa aos métodos tradicionais que utilizaram 

amostras em campo e relação entre varáveis agronômicas e climáticas utilizando métodos 

estatísticos (SAKARAN et al., 2016). Yang et al. (2017) ressaltam que é necessário 

melhorar a precisão dos modelos de predição gerados por SR baseado em UAV por meio 

de integração de parâmetros fisiológicos da cultura com produtos de SR.  

Trabalhos como os de Zhou et al. (2018) utilizando câmera multiespectral e termal 

encontraram para a cultura do feijão, um R² de 0,71 com o GNDVI (Green Normalized 

Difference Vegetation Index ) para a parcela experimental avaliada, no período inicial de 

desenvolvimento. Khanal et al. (2018) integraram dados de sensoriamento remoto 

(imagens multiespectrais) com dados de propriedades de solo e de elevação do terreno e 

alguns algoritmos de aprendizagem de máquina para predição da produtividade do milho, 

onde o melhor resultado foi para o modelo Randon Forest (R²= 0,53). 

 Nevavuori et al. (2019) utilizaram dados de NDVI e RGB e Redes Neurais 

Convolucionais (CNNs) para estimar produtividade agrícola, onde as melhores 
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estimativas foram para os períodos inicias de crescimento, com um erro médio absoluto 

(MAPE) utilizando imagens RGB.  

Ramos et al. (2020) trabalhando com a cultura do milho utilizaram dados 

derivados de imagens multiespectrais e o algoritmo Randon Forest (RF) encontrando 

bons resultados, com erro médio absoluto de 0,78 para os IV NDVI, NDRE (Normalized 

Difference Red Edge) e GNDVI. Segundo esses mesmos autores, a estimativa de 

produtividade por meio de SR ainda é um cenário desafiador devido a necessidade de 

desenvolvimento de soluções computacionais mais simples para coleta e processamento 

de dados e com baixo custo para o produtor.  

Na literatura especializada, até o momento de escrita deste trabalho, pesquisas 

acerca da estimativa de produtividade da cultura do café utilizando dados de imagens 

obtidas por UAV não foram encontrados, evidenciando a necessidade de maiores 

investigações tanto em campos experimentais quanto em áreas comerciais. 

Diante do contexto apresentado, foram desenvolvidos nesta tese dois artigos com 

objetivo de demonstrar o uso e aplicação de UAV e câmera RGB no monitoramento da 

cultura do café, avaliando a variabilidade da lavoura e realizando a estimativa de 

produtividade utilizando produtos de SR aéreo. 

O primeiro artigo intitulado “Índices de vegetação RGB na cafeicultura de 

precisão: Uma aplicação prática”, será submetido à revista Precision Agriculture. Este 

trabalho avaliou o potencial de aplicação prática de um UAV e índices de vegetação (IV) 

RGB no monitoramento de uma lavoura de café durante um ciclo produtivo. Foram 

avaliados neste estudo nove IV (MPRI, MGVRI, GLI, ExG, ExR, ExGR, VARI, RGBVI, 

VEG). Estes IV avaliados foram submetidos a uma análise de correlação de Pearson com 

o Índice de Área Foliar (IAF), e uma posterior seleção do IV com maiores valores de R² 

foi realizada. Dentre os IV avaliados, os que apresentaram maior correlação com IAF 

foram o MPRI (0.31) e GLI (0.41). A Evolução de plantas daninhas nas entrelinhas de 

plantio é perceptível em ambos IV, o que permite ao gestor a tomada de decisão para o 

início dos tratos culturais, economizando recursos. Os resultados mostram que uso de 

UAV e câmera RGB de baixo custo tem potencial de uso prático para o monitoramento 

do café em seu ciclo de produção, subsidiando o produtor com informações práticas para 

um manejo mais preciso da lavoura de forma rápida, simples. 

O segundo artigo intitulado “Coffee Crop yield prediction by UAV RGB images 

and regression algorithms” será submetido a revista Computers and Eletronics in 
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Agriculture. Objetivou-se com esse artigo utilizar dados de SR provenientes de imagens 

RGB obtidas por UAV para estimar a produtividade do cafeeiro. Foram utilizados valores 

de altura de planta, diâmetro da copa e refletância da banda RGB referentes a 144 plantas, 

entre junho de 2017 e maio de 2018. Uma seleção de variáveis mostrou que o IAF e o 

diâmetro da copa foram os parâmetros mais importantes para previsão de produtividade, 

onde o algoritmo NEAT teve um melhor desempenho com um MAPE de 31,75%, 

considerando neste estudo um conjunto de dados reduzido contendo apenas as 

características mais importantes e os meses mais importantes. Os resultados do modelo 

sugerem que um conjunto de dados do mês mais importante pode ser usado para o modelo 

de previsão de produtividade, reduzindo assim a necessidade de coleta extensiva de 

dados. 
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3 CONSIDERAÇÕES FINAIS 

Este trabalho foi desenvolvido com o intuito de avaliar o potencial de uso e 

aplicação de um UAV e imagens RGB no monitoramento de uma lavoura de cafeeira em 

ciclo de produção. Os produtos derivados das imagens (IV e parâmetros biofísicos) foram 

utilizados para avaliar de forma qualitativa a distribuição espacial da vegetação e 

estimativa da produção durante o período de monitoramento. 

Foi possível observar heterogeneidade acentuada da lavoura e presença de plantas 

daninhas e sua evolução nas áreas marginais e nas entre linhas de plantio de forma rápida 

simples e prática, utilizando poucos recursos computacionais e equipamentos de baixo 

custo quando comparados a sensores multiespectrais, por exemplo.  

A estimativa da produtividade alcançou resultados positivos e promissores, visto 

que a seleção e variáveis sugere a possibilidade de redução de variáveis e missões de 

retorno a campo, sendo mais assertivo para um determinado período do ciclo produtivo 

do café. 

A determinação de parâmetros biofísicos da planta (altura e diâmetro de copa) por 

meio de técnicas de processamento de imagem apresentou uma assertividade considerável 

quando comparado com valores medidos em solo. Estes resultados permitem ao avaliador 

estimar de forma rápida o IAF, que é um parâmetro essencial na estimativa de modelos 

de crescimento e produtividade da planta, economizando tempo e recursos financeiros 

quando comparado a metodologias de medição em campo.  

Os IV avaliados (GLI e MPRI) apesar de apresentarem uma fraca correlação com 

IAF, permitiram uma análise qualitativa da variabilidade espacial da lavoura, assim como 

a presença e evolução de plantas daninhas na área, fornecendo informações para que o 

gestor de área possa planejar e otimizar o manejo da lavoura no tempo e dimensões 

adequados de forma rápida e prática. 

A metodologia proposta para estimar a produtividade do café usando técnicas de 

aprendizado de máquina sobre os dados obtidos de imagens aéreas baseadas em UAV ( a 

altura da planta, o diâmetro de copa e os valores de refletância RGB), mostrou por meio 

da seleção de feições que o IAF e o diâmetro da copa eram as feições mais dominantes 

no modelo de predição. O IAF, em particular, foi a variável de maior importância em um 

ranking de 10 variáveis. Outro aspecto importante das classificações de variáveis foi a 

significância de dois meses (dezembro de 2017 e abril de 2018) para a previsão da 

produtividade. Este é um resultado importante para estudos futuros porque reduz a 
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necessidade de extensa coleta de dados durante todo o ano e permite que os pesquisadores 

se concentrem nos parâmetros dominantes dentro de um período mais importante. 

Oportunidades futuras a respeito da utilização de dados hiperespectrais e multiespectrais 

e outros índices de vegetação para melhorara a estimativa do modelo de predição são 

aconselháveis. Embora os resultados obtidos neste estudo sejam promissores, ainda 

existem oportunidades de melhoria, como a utilização de amplo banco de dados de 

produtividades e em áreas comerciais.  
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Resumo  A busca por um produto cada vez mais competitivo, faz com que o setor cafeeiro 

demande por novas tecnologias de monitoramento das lavouras, identificando e 

prevenindo anomalias no campo. Objetivou-se com este trabalho avaliar o potencial de 

aplicação prática de Unmanned Aerial Vehicles (UAV) e índices de vegetação (IV) RGB 

no monitoramento de uma lavoura de café durante um ciclo produtivo. O estudo foi 

desenvolvido em uma lavoura experimental de café da Universidade Federal de Lavras 

em um período de 12 meses. Foi utilizada uma câmera digital RGB acoplada a um UAV. 

Foram avaliados neste estudo nove IV (MPRI, MGVRI, GLI, ExG, ExR, ExGR, VARI, 

RGBVI, VEG). Estes IV avaliados foram submetidos a uma análise de correlação de 

Pearson com o índice de área foliar (IAF), e uma posterior seleção do IV com maiores 

valores de R² foi realizada. O IAF foi estimado por meio de valores de altura de planta 

(He) e diâmetro de copa (De) estimados por imagem, sendo estes correlacionados com 

valores de altura de planta (H) e Diâmetro de Copa (D) medidos em campo.. Um R² de 

0.52 foi encontrado para os valores de He e H. Para os dados de De e D o R² foi maior, 

0.76.. Dentre os IV avaliados, os que apresentaram maior correlação com IAF foram o 

MPRI (0.31) e GLI (0.41), porém uma correlação fraca. Mapas temáticos de dos IV no 

período avaliado mostram variabilidade presente na lavoura.. A Evolução de plantas 

daninhas nas entrelinhas de plantio é perceptível em ambos IV, o que permite ao gestor a 
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tomada de decisão para o início dos tratos culturais, economizando recursos. Os 

resultados mostram que uso de UAV e câmera RGB de baixo custo tem potencial de uso 

prático para o monitoramento do café em seu ciclo de produção, subsidiando o produtor 

com informações práticas para um manejo mais preciso da lavoura de forma rápida, 

simples. 

 

Palavras chave: café, agricultura de precisão, Unmanned Aerial Vehicles – UAV, drone 

 

Abstract  

 

. 

 

Keywords: coffee, precision agriculture, Unmanned Aerial Vehicles – UAV, drone 

 

Introdução 

 

As exportações de café pelo Brasil em 2019 geraram receita de US$ 2,6 bilhões, 

sendo a espécie de café arábica responsável por 79% deste volume. Somente o estado de 

Minas Gerais é responsável pela produção de 33,96 milhões de sacas (54 % da produção 

nacional), sendo o estado que mais produz café no país, superando o segundo maior 

produtor de café do mundo, o Vietnã em 1, 2 milhão de sacas. Um dos fatores 

responsáveis por este resultado é adoção de novas práticas e tecnologias no cultivo do 

café. Neste pacote tecnológico, além da implantação de novas cultivares mais resistentes, 

destaca-se o monitoramento agrícola do café por meio de mapeamento da área cultivada 

auxiliando na quantificação de área plantada, uso do solo e condições meteorológicas, 

contribuindo para previsões relevantes e precisas acerca da produção do café (Conab, 

2020). 

O sensoriamento Remoto (SR), amplamente utilizado no monitoramento de 

lavouras, com o avanço da tecnologia tem aumentado a aquisição e disponibilidade de 

dados em nível aéreo pela recente popularização dos Veículos Aéreos Não Tripulados 

(Unmanned Aerial Vehicles - UAV), também identificados como Sistemas de Aeronaves 

Pilotadas Remotamente (Remotely Piloted Aricraft Systems - RPAS). O UAV, quando 

comparado a plataformas para aquisição de imagens orbitais (satélite), apresenta 
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vantagens devido a realização de voos em baixas altitudes, que permitem uma maior 

resolução do alvo em campo, e pelo uso irrestrito sob demanda e momentos críticos 

(Jiménez-Brenes et al., 2019). Outro fator que contribui para o uso desta plataforma é a 

facilidade de operação (Holman et al., 2016). Países como Estados Unidos, França e 

Reino Unido já estudam o potencial de UAV na AP. Na China esta plataforma é vista 

como promissora para o desenvolvimento da agricultura moderna (Yue et al. 2012,). 

Desde 2009, como descrito em Berni et al., (2009) o uso de UAV e SR tinham 

tendência a se popularizar devido a evolução da tecnologia, na qual refletiria em uma 

redução de custos de aquisição e de processamento de dados, sendo tecnologias de uso 

cotidiano no meio agrícola. Diante da evolução tecnológica Gago et al., (2015) 

acreditavam que o próprio produtor seria capaz de monitorar sua cultura e diagnosticar 

falhas em tempo real, como exemplo, regiões onde há ocorrência de estresse hídrico, 

podendo assim planejar ações no gerenciamento da irrigação prevenindo perdas de 

produtividade.  

Atualmente UAV são encontradas com preços mais acessíveis, motivando um 

grande número de pequenas empresas a utilizarem UAV com sistemas operacionais mais 

simples e de fácil compreensão, utilizadas principalmente para prestação de serviços 

como o monitoramento de lavouras e medição de áreas. No entanto, o pequenos e médios 

produtores ainda encontram dificuldades na adoção desta tecnologia, por motivos de 

capacitação e em alguns casos a falta de demonstração técnica de retorno financeiros a 

curto e médio prazos. 

Um dos produtos derivados do SR e mais utilizados na agricultura são os índices 

de vegetação (IV). Estes permitem ao avaliador realizar um monitoramento espacial e 

temporal da cultura por meio de técnicas de processamento de imagem, aprendizado de 

máquina e análises estatísticas, podendo inferir como exemplo sobre a sanidade da planta 

e estresse hídrico (Al-Gaadi et al., 2014; Jorge et al. 2019), contagem e determinação de 

características estruturais do dossel em citrus (Ampatzidis e Patel, 2019), quantificação 

de invasão de plantas daninhas na vinha (Jiménez-Brenes et al. 2019), estimativa de 

volume da planta de videiras (Castro et al., 2018) e detecção de doenças (Kerkech et al., 

2018), predição de rendimento da cultura do trigo em determinadas na fase inicial de 

crescimento (Fernandez-Gallego et al., 2019), são alguns exemplos de aplicação de IV na 

agricultura. 
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No Brasil algumas pesquisas sobre o uso e aplicação do SR no monitoramento do 

café estão em desenvolvimento, como: a detecção de doenças no café por meio de técnicas 

de SR por meio de imagens de satélite (Barbedo et al., 2016a; Barbedo et al., 2016b; 

Mengitsu et al., 2016; Katsuma et al., 2018; Chemura et al., 2018, Marin et al. 2018) e 

avaliação do estresse hídrico (Chemura et al., 2018). Em relação ao uso de UAV e 

câmeras RGB na cultura do café, estudos mostram aplicações sobre detecção em falhas 

de plantio (Oliveira et al., 2018), estimativa de volume de frutos colhidos (Carrijo et al., 

2017), estimativa de volume de planta (Cunha et al., 2019), detecção de nematoides 

(Oliveira et al., 2019) e determinação de parâmetros biofísicos do café (Santos et al., 

2020) que foram desenvolvidos, mostrando o potencial destas ferramentas.  

A maioria dos estudos citados acima utilizaram técnicas de processamento de 

imagem e algoritmos de classificação robustos que requerem conhecimento e poder 

computacional para tal desempenho, o que para alguns agricultores pode dificultar a 

aceitação do produto devido ao alto custo. Neste contexto o uso de IV RGB, que tem 

potencial para indicar anormalidades no campo e são de simples execução, aparecem 

como alternativa às técnicas robustas de segmentação e classificação de solo e vegetação 

como mostra o estudo de Barbosa et al. (2019), podendo ser utilizado como uma 

ferramenta primaria de investigação e no manejo do café. 

O uso de UAV e câmeras e seus produtos no manejo da lavoura de café ainda carece 

de maiores investigações, principalmente estudos que mostrem ao consumidor final e ao 

produtor, o potencial de uso destas tecnologias. Diante deste cenário, objetivou-se avaliar 

o potencial de um UAV e de IV RGB no monitoramento do cafeeiro durante um ciclo de 

produção, identificando as variabilidades existes na lavoura no período. 

 

2. Material e métodos 

 

2.1  Área de estudo 

A área de estudo está localizada nas dependências da Universidade Federal de 

Lavras (21°13'33"S, 44°58'17"W). A lavoura de café em estudo foi implantada em uma 

área de 0,10 ha em fevereiro de 2009 com a espécie Coffea arabica L., cultivar MGS 

Travessia, com espaçamento de plantio igual a 2,60 x 0,60m (Figura 1). Esta lavoura 

passou pelo processo de poda (esqueletamento) em julho de 2016. Segundo Silva et al. 
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(2016) quando esta atividade é realizada, espera-se a recuperação da produtividade da 

lavoura em média de dois anos. 

O clima da região, segundo a classificação de Koppen, é do tipo Cwa, 

caracterizado por uma estação seca no inverno e uma estação chuvosa no verão. 

 

Fig 1 Localização da área de estudo. 

2. 3. Sistema UAV e Câmera 

A coleta de imagens foi realizada utilizado uma UAV modelo DJI Phantom 3 

professional (DJI, Shenzhen, China) (Fig. 1). Este UAV é equipada com uma câmera 

digital RGB (Red-R, Green-G, Blue-B) acoplada, marca Sony, modelo EXMOR 1/ 2.3’’, 

com resolução de 4000 x 3000 pixels (Fig. 2), com sensor de 6,16 x 6,62 mm, FOV de 

94°, com taxa de amostragem de 0,5 quadros por segundo (Zhang et al., 2020) equipado 

com um receptor GPS interno. O sistema de controle da UAV é composto por uma estação 

de controle em solo conectada a um aparelho smartphone no qual está instalado um 

aplicativo para planejamento e controle de voo Drone Deploy (DroneDeploy, San 

Francisco, CA, USA), que foi utilizado em todas as missões em campo.  

Os parâmetros utilizados para o planejamento foram a altitude de voo de 30m, 

velocidade de voo de 3m.s-1, sobreposição frontal e lateral de 80% entre imagens. A 

escolha da sobreposição é baseada no estudo de Mesas-Carrascosa et al. (2017), onde a 

sobreposição longitudinal mínima de 80% no planejamento de voo é necessária para obter 

uma precisão e qualidade do ortomosaico. 
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As imagens foram georreferenciadas usando as coordenadas obtidas pelo GPS do 

UAV em cada waypoint como descrito em Zhang et al. (2020). 

O período de retorno para coleta de imagens foi de 30 dias. As imagens foram 

coletadas entre 11:00 a 14:00 horas, que segundo Bater et al. (2011), imagens de câmeras 

RGB são fortemente influenciadas por mudanças de iluminação horárias, diárias e 

sazonais.  

Em todas as missões foram envolvidas duas pessoas, o piloto, responsável pela 

estação de controle de solo (decolagem e pouso da UAV), e o observador, que tinha como 

função alertar o piloto sobre potenciais obstáculos durante o período de voo, conforme 

procedimento descrito em Torres-Sánchez et al., (2013) 

 

2.4. Processamento de imagens 

O processamento das imagens foi realizado com o software Photoscan Professional 

versão 1.2.4 (Agisoft LLC, St. Petersburg, Russia). O processo para a obtenção dos do 

ortomosaico foi realizado de acordo com a metodologia descrita por Jiménez-Brenes et 

al. (2019) seguindo os seguintes passos: (1) nuvem de pontos tridimensional (3D), para 

aplicar a técnica SfM (Structure-from-Motion); (2) Modelo Digital de Superfície (Digital 

Superfície Model- DSM) gerado a partir do modelo da nuvem de pontos 3D e: (3) 

confecção do orthomosaico da área. Neste processo os parâmetros inseridos no software 

para cálculo de posicionamento de imagens, orientação, correlação com as imagens 

vizinhas e sobreposição foram alta qualidade (Higt quality), e filtro de profundidade 

(depth filtering) como moderado. Para que a nuvem densa de pontos tivesse maior 

acurácia foram removidos outliers, de acordo com processo descrito em Hobart et al. 

(2020). 

O georreferenciamento das imagens foi realizado com o auxílio de pontos de 

controle no solo (Ground Control Points - GCP) distribuídos seis pontos na área (sendo 

quatros nas extremidades e dois na porção central da área de estudo. As coordenadas dos 

GCP’s foram obtidas por um aparelho de recepção de sinal do sistema diferencial de 

posicionamento global (DGPS; Trimble Navigation Limited, Sunnyvale, Califórnia, 

EUA) com precisão horizontal e vertical de 0,007 m.  

Atualmente as UAV de baixo custo já produzem imagens georreferenciadas (geo-

tag), no entanto faz necessário o ajuste de posicionamento real com auxílio de GCP para 

melhor acurácia do produto (Gómez-Cándon et al. 2014). O software utilizado para o 
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processamento das imagens realiza o processo de união das imagens por meio de 

identificação das coordenas das imagens obtidas com as coordenadas do GCP na 

respectiva imagem, tornando mais simples o processo de calibração da câmera. A 

identificação GCP’s foi feita de forma manual nas imagens antes da confecção do 

mosaico.  

Após o alinhamento das imagens, a nuvem de pontos 3D foi gerada por meio da 

técnica SfM que é usada para a confecção do DSM.  O DSM consiste em uma malha 

geométrica irregular que representa superfície do terreno. A confecção do orthomosaico 

é feita pela junção das imagens geradas após DSM (Dandois e Ellis, 2013; Jiménez-

Brenes et al. 2019). Este processo de confecção de ortomosiaco segundo Xiang e Tian 

(2011) é uma reprodução das imagens aéreas após uma correção para a inclinação da 

câmera, deslocamento entre imagens e distorção causada pela lente do sensor.  

A precisão de um orthomosaico é definida em função de diversos parâmetros, 

dentre eles pode-se citar as coordenadas geográficas de localização das imagens, altitude 

do sensor, ângulos de rotação da câmera (roll, pitch e yaw). Em AP os orthomosaicos 

devem ser elaborados visando a sua precisão espacial fina, compatível como alvo a ser 

observado. Após a correção geométrica das imagens a resolução espacial média dos 

orthomosaicos no período de avaliação foi de 1,3cm. 

O DSM e o orthomosaico gerados foram exportados no formato Geotiff para o 

software de geoprocessamento Quantum Gis v. 2.16.3 (Equipe de Desenvolvimento do 

QGIS, Open Source Geospatial Foundation) em um arquivo fomato GeoTiff, projeção 

Universal Transverso Mercator (UTM), zona SIRGAS 2000 / UTM 23S,   

 

2.4. Obtenção de dados de campo 

Foram selecionadas para este estudo um total de 144 plantas conforme 

metodologia descrita por Ferraz et al. (2017), sendo estas georreferenciadas utilizando o 

mesmo equipamento descrito para os GCP’s. Os dados da altura da planta (H) e diâmetro 

da copa (D) foram coletados no período em estudo, utilizando uma fita métrica de 0,01 

m de largura e comprimento máximo de 2,50 m. O Dm foi medido no terço médio de 

cada planta. 

 

2.5 Estimativa do índice de área foliar 
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O índice de área foliar (IAF) foi utilizado neste estudo por ser um parâmetro que 

reflete as alterações fisiológicas da planta em seu dossel, que por sua vez estar relacionado 

com o rendimento da cultura, desta forma o IAF pode ser aplicado em modelagem, 

manejo em geral na agricultura de precisão (Hasan et al, 2019). Para a cultura do café, 

segundo Costa et al. (2019), o IAF varia de acordo com o manejo aplicado, alterando 

assim seu volume foliar. Desta forma, visou neste estudo selecionar e avaliar o 

comportamento temporal dos IV de maior correlação com o IAF. A determinação do IAF 

seguiu a metodologia descrita por Favarin et al. (2002) (Equação 1), por ser uma 

metodologia rápida, não destrutível e passível de ser utilizada com dados de D e H 

estimados por meio de UAV.  

 

𝐼𝐴𝐹 = 0.0134 + 0.7276 𝑥 𝐷 𝑥 𝐻 
 

(1) 

 

Em que, 

D – Diâmetro da planta, m; 

H – Altura da planta, m. 

 

Os dados de altura estimado por imagens aéreas de UAV (He), foi seguindo a 

metodologia descrita por Panagiotidis et al. (2016) e Surový et al. (2018) (Equação 2), 

onde a He é estimada pela diferença entre o DSM e MDT (Modelo digital de terreno). O 

MDT foi gerado no mesmo software onde foi gerado o MDS, após uma classificação da 

nuvem densa de pontos, onde foram definidas três classes: superfície, vegetação e 

edificações, sendo a superfície pontos com altitude menor igual a 0,1 m. 

O diâmetro de copa estimado por imagem (De) foi estimado de manualmente no 

próprio orthomosaico referente a cada período de avaliação no software QGIS em todos 

os pontos amostrais. 

 

He=DSM-MDT 
 

(2) 

Os dados de He gerados pela Equação 2 nos pontos de medição foram extraídos 

para uma tabela de atributos de cada ponto amostral com o auxílio da ferramenta Point 

Sampling Tool do QGIS. 

Após a obtenção dos dados de He e De obtidos por meio de imagens, estes foram 

submetidos um teste de correlação com os dados obtidos em campo. 
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2.6  Análises estatísticas 

A validação dos dados de H e D obtidos por meio de medidas em campo e por 

imagens (He e De) foram submetidos a uma análise estatística descritiva (média, máximo, 

mínimo).  

As análises estatísticas foram realizadas no software estatístico R (R Development 

Core Team. R, 2018). 

 

2.7 Índices de vegetação 

Neste estudo foram avaliados nove índices de vegetação (IV) (Tabela1). Os 

valores de brilho das bandas R (Red) G (green) B (Blue) foram normalizados (-1 a 1), 

conforme descrito na equação 3 (Torres-Sánchez et al., 2014; Saberioon et al., 2014; Zhou 

et al., 2017; Zhang et al., 2019). A escolha dos IV dentre os diversos existentes na 

literatura, teve como base as evidências e potenciais aplicações destes na AP, como 

descritos em Peña-Barraga´n et al., 2011; Castro et al., 2015; Camargo Neto, 2004; 

Torres-Sánches et al., 2015; Bareth et al., 2015; Bendig et al., 2015) na avaliação de 

diferentes cultivos agrícolas. O fluxo do processo para o cálculo dos IV é ilustrado na 

Fig. 2-A.  

r=
R

R+G+B
; g=

G

R+G+B
; b=

B

R+G+B
 

 

(3) 

Onde R, G e B são os valores de brilho das bandas espectrais vermelho, verde e azul. 

Os IV foram calculados por meio da ferramenta “raster calculator” no QGIS.  
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Tabela 1. Índices de Vegetação 

IV Nome Equação Referencia 

MGVRI Modified Green Red Vegetation Index 
(𝐺) − (𝑅)

(𝐺) + (𝑅)
 Bendig, et al. (2015) 

GLI Green Leaf Index 
2𝐺 − 𝑅 − 𝐵

2𝐺 + 𝑅 + 𝐵
 

Louhaichi,Borman & 

Johnson, (2001) 

MPRI 
Modified Photochemical Reflectance 

Index 

𝐺 − 𝑅

𝐺 + 𝑅
 Yang et al.(2008) 

RGVBI Red Green Blue Vegetation Index 
𝐺 − (𝐵𝑥𝑅)

(𝐺) + (𝐵𝑥𝑅)
Bendig, et al.(2015) 

ExG Excess of green 2𝐺 − 𝑅 − 𝐵 
Woebbecke et al., 

(1995) 

VEG Vegetativen 
𝐺

(𝑅) ∗ 𝐵( )
 Hague et al., (2006) 

ExR Excess of red 1.4𝑅 − 𝐺 Meyer al. (1999) 

ExGR Excess Green-Red 𝐸𝑥𝐺 − 𝐸𝑥𝑅 Camargo Neto (2004) 

VARI Visible atmospherically resistant index 
𝐺 − 𝑅

𝐺 + 𝑅 − 𝐵
 Gitelson et al., (2002) 

a= constante com valor de 0,667 

B=blue, G=green, R=red. 

 

Após o cálculo dos IV, foram extraídos o valor médio de cada IV em um buffer de 

0,8m de diâmetro (Fig. 2-B), de cada planta amostrada, utilizando a ferramenta 

“estatísticas por zona” (Zhang et al., 2019). Estes valores foram submetidos a uma análise 

correlação entre com os dados de IAF no período. 
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Fig 2 Fluxo para cálculo dos IV e correlação com IAF (A). Buffer de 0.8m para cálculo 

de valor médio de IV em cada amostra. 

3.  Resultados e Discussão 

Altura de planta e diâmetro de copa  

A validação dos dados de He e De em relação aos dados de campo foi feita com um 

conjunto de dados inicial de 1728 pares para cada parâmetro avaliado. Um pré-

processamento dos dados, indicou a presença de outliers nos dados de He referentes a 

uma amostra em específico, nos meses de abril e maio de 2018 (Fig. 3). Acredita-se que 

a ausência de vegetação alterou a estimativa de altura da planta. Desta forma esta amostra 

especifica foi retirada do banco de dados para as análises, gerando um total de 1716 pares 

de amostras para cada parâmetro.   

Análise descritiva dos dados de altura de planta (H) e diâmetro de copa (D) medidos 

em campo, altura da planta (He) e diâmetro de copa (De) estimados por imagem obtidas 

por UAV, estão ilustrados na Fig. 4, onde nos boxplots estão representados os valores 

mínimos, primeiro quartil, média, terceiro quartil e valores máximos. 
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Fig 3 Exemplo de Outlier 



53 

 

 

 

Fig 4 Altura de plantas estimado x medido em campo (A). Diâmetro de copa de planta 

estimado x medido (B). 

Em todo o período avaliado, a média dos valores de altura e diâmetro estimados, 

foram menores em comparação com os dados de campo (Fig. 4). As maiores variações 

entre os dois métodos de avaliação são observadas para os dados estimados pelo UAV, 

sendo maior para os dados de altura, no qual a maior variância ocorre nos meses de julho 

e outubro (máximo). Para os dados de diâmetro a maior variância ocorre no mês de 

setembro. Outilers são observados em ambos os métodos de obtenção dos parâmetros 

biofísicos da planta, tendo uma maior frequência no conjunto de dados estimados pelo 

UAV. Surový et al. (2015) relatam em seu estudo que a altura das árvores (pinheiro) tem 
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interferência direta na estimativa da altura por imagem, em que árvores menores tendem 

a ter uma forma de copa irregular, produzindo erros maiores 

Erros de medição em solo para a altura e diâmetro podem estar associados a 

presença de outliers. A inclinação da régua em função do terreno deve ser mantida em 

nível durante toda as medições, o que neste estudo não foi possível garantir devido das 

limitações dos equipamentos utilizados. Para os erros associados a medição do diâmetro 

a densidade de galhos e folhas de algumas plantas não permitiram uma medição da secção 

transversal da copa com um paralelismo ideal entre as extremidades. Para os valores 

estimados por imagens, um dos fatores podem ser o enfolhamento (Fig. 3). Como o 

diâmetro de copa foi estimado de acordo com a percepção do observado nas imagens, a 

definição correta de para cada amostra foi prejudicado devido aos dosséis estarem 

praticamente unidos entre duas plantas. 

Uma análise de regressão aplicada aos dados de altura e diâmetro foram aplicadas 

as duas metodologias. O valor de R² igual a 0.52 para a altura da planta, sendo considerada 

uma correlação moderada. Para o diâmetro de copa, o valor de R² entre os dois métodos 

foi de 0.72, também aceitável para a utilização destes dados em substituição de medições 

em campo, de forma mais rápida e econômica.  

 

Índice de Área foliar (IAF) 

Os resultados ilustrados nas Fig. 5-A e Fig. 5-B, indicam que os dados de altura 

(He) e diâmetro (De) estimados por imagem podem ser usados para estimar o IAF de 

cada amostra. O comportamento do IAF está ilustrado na Fig. 5.  

 

 

 

 

 



55 

 

 

 

Fig 5 Comportamento do IAF estimado por UAV. 

O comportamento dos dados de IAF mostra uma pequena variação positiva entre 

os meses de junho a outubro. Entre outubro e novembro houve um acréscimo de 22% no 

valor da média, se mantendo praticamente estável (aproximadamente 3,4) entre novembro 

de 2017 a maio de 2018. A maior variação ocorre no mês de novembro de 2017, e menor 

para junho de 2017. O valor máximo de IAF foi 8,21 foi referente ao mês de novembro 

de 2017, valor mínimo de 0,018 em maio de 2018, e valor médio no período de 3,04.  

As variações observadas, assim como outliers, estão associados principalmente a 

erros de medição de altura por imagem, como já descrito acima. No entanto percebe-se 

um padrão de crescimento ao longo do período avaliado. A variância ilustrada na Fig. 5 

indica que a lavoura tem plantas com desfolhamento, no entanto uma análise espacial é 

indicada para identificação da causa e tomadas de decisões para minimizar a amplitude 

de valores. 

Índices de vegetação (IV) x IAF 

Foram avaliados nove IV em todo o período de estudo, onde o comportamento 

dos valores médios dos IV foram segmentados em função das fases fenológicas do café, 

conforme relatado no estudo de Camargo e Camargo (2001). Desta forma, foram 

extraídos os valores médios de cada IV dentro de um buffer de 0,8m em cada amostra. 

Esta amostragem teve como objetivo reduzir a contaminação de pixels de galhos. Uma 

análise correlação de Pearson foi realizada entre os pares de IV e IAF, onde o resultado 

pode ser observado na Tabela 2, 3, 4 e 5. 
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Tabela 2. Correlação entre IV e IAF na 2° fase do ciclo fenologico do café. 

  VARI ExGR RGBVI VEG ExG ExR GLI MGVRI MPRI IAF 

VARI 1          

ExGR -0.09 1.00         

RGBVI 0.60 0.11 1.00        

VEG 0.85 -0.25 0.64 1.00       

ExG -0.30 0.26 -0.06 -0.17 1.00      

ExR 0.05 -0.99 -0.12 0.24 -0.12 1.00     

GLI -0.44 0.33 -0.17 -0.34 0.87 -0.21 1.00    

MGVRI -0.14 -0.45 -0.16 -0.01 0.62 0.55 0.52 1.00   

MPRI -0.14 -0.45 -0.16 -0.01 0.62 0.55 0.52 1.00 1.00  

IAF 0.36 0.08 0.24 0.25 0.11 -0.07 0.06 0.16 0.16 1.00 

 

Tabela 3 Correlação entre IV e IAF na 3° fase do ciclo fenológico do café. 

  VARI ExGR RGBVI VEG ExG ExR GLI MGVRI MPRI IAF 
VARI 1.00          

ExGR 0.95 1.00         

RGBV -0.77 -0.79 1.00        

VEG 0.57 0.68 -0.40 1.00       

ExG 0.90 0.99 -0.78 0.70 1.00      

ExR -0.99 -0.94 0.73 -0.58 -0.89 1.00     

GLI 0.80 0.84 -0.60 0.82 0.82 -0.81 1.00    

MGVRI 0.84 0.83 -0.60 0.68 0.78 -0.86 0.93 1.00   

MPRI 0.99 0.96 -0.77 0.59 0.92 -0.99 0.81 0.86 1.00  
IAF -0.05 -0.11 0.26 0.04 -0.14 0.03 0.00 -0.03 -0.06 1.00 
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Tabela 4. Correlação entre IV e IAF na 4° fase do ciclo fenológico do café. 

  VARI ExGR RGBVI VEG ExG ExR GLI MGVRI MPRI IAF 
VARI 1.00          

ExGR 0.49 1.00         

RGBVI 0.20 0.30 1.00        

VEG 0.29 0.24 0.78 1.00       

ExG 0.54 0.43 0.89 0.74 1.00      

ExR -0.58 -0.73 -0.11 -0.12 -0.33 1.00     

GLI 0.68 0.36 0.66 0.58 0.77 -0.20 1.00    

MGVRI 0.93 0.52 0.26 0.33 0.59 -0.63 0.58 1.00   

MPRI 0.93 0.52 0.27 0.33 0.60 -0.63 0.58 1.00 1.00  
IAF 0.34 0.22 0.03 0.07 0.16 -0.38 0.15 0.39 0.39 1.00 

 

Tabela 5 Correlação entre IV e IAF na 5° fase do ciclo fenológico do café. 

  VARI ExGR RGVBI VEG ExG ExR GLI MGVRI MPRI IAF 

VARI 1.00          

ExGR 0.49 1.00         

RGVBI 0.74 0.26 1.00        

VEG 0.67 0.24 0.95 1.00       

ExG 0.86 0.35 0.97 0.91 1.00      

ExR 0.46 0.93 0.25 0.21 0.31 1.00     

GLI_mai 0.15 -0.26 0.19 0.18 0.22 -0.46 1.00    

MGVRI 1.00 0.50 0.71 0.66 0.85 0.45 0.16 1.00   

MPRI 1.00 0.50 0.71 0.66 0.85 0.45 0.16 1.00 1.00  

IAF 0.31 -0.18 0.33 0.34 0.33 -0.18 0.40 0.30 0.30 1.00 

 

Todos os IV apresentaram fracas correlações (menor que 0.5) com o IAF no 

período de avaliação, como pode ser observado nos valores destacados em verde nas 

Tabelas 2 a 6. A segunda fase do ciclo vegetativo (Tabela 3) teve o IV VARI com a maior 

correlação, valor igual a 0,36, com o IAF. A terceira fase (fase da florada) o IV que teve 

a melhor correlação dentre os IV avaliados foi o RGBVI com valor de 0.26. A quarta 

fase, a de granação dos frutos, o IV que obteve maior correlação com o IAf neste período 

foi o MPRI (0.39). A 5° fase (maturação dos frutos) o IV GLI teve a maior correlação 

encontrada dentre todas as fases e IV avaliados. Diante do resultado, a variação dos 

valores médios de cada IV selecionado em cada fase são ilustrados na Fig. 6, e estes 

comportamentos serão discutidos posteriormente. 
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Fig. 6 Comportamento do MPRI, GLI e IAF no ciclo produtivo do café. 

De forma geral, apenas a partir da quarta fase os IV apresentam um 

comportamento semelhante ao IAF, um dos possíveis fatores é a correlação observada ser 

maior apenas na quarta e quinta fases (Fig. 6). Outro fator passível de estar influenciando 

a baixa correlação e baixa similaridade no comportamento dos valores de IV em relação 

ao IAF é de que os IV são representados apenas por uma visão bidimensional da planta, 

da copa, não sendo representativo para toda área foliar. A mistura de pixels entre galhos 

e folhas na copa também interferem no valor médio do IV. 

O IAF apresentou um comportamento crescente no e período, no entanto, como 

observado na Fig. 6, houve decréscimo nos valores no final de terceira e quarta fase, o 

que pode ser ocasionado por erros de medidas em campo, conforme observado nos 

outliers no período, ilustrados nas Fig.s 4 e 6.  

Avaliações espaciais da evolução de área vegetativa do café, em suas diferentes 

fases, são ilustradas nas Figuras 7-10.  

O VARI, na segunda fase (indução das gemas florais) (Fig. 7), apresenta um 

comportamento crescente em seus valores (junho a agosto), enquanto o IAF teve uma 

pequena variação positiva no mesmo período. Na Fig. 7, observa-se que o VARI 

conseguiu distinguir solo de vegetação. Ao analisar as Fig. 7A (junho) e Fig. 7B (agosto) 
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nota-se um tom de verde mais escuro nas linhas de plantio, o que corrobora com o 

comportamento ilustrado na Fig. 6. Observa-se também nestas Figuras a evolução de 

plantas daninhas nas extremidades e entre linhas.  

 

 

Fig. 7 2° fase do ciclo vegetativo do café evidenciado pelo VARI 

 

Na fase da florada (Fig 8), o RGBVI apresentou um comportamento distinto do 

IAF entre setembro a outubro, já no final desta fase o comportamento entre as variáveis 

foi similar, fatores estes que corroboram com o baixo valor de correlação encontrado. O 
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RGBVI em todos os meses da quarta fase também consegue distinguir solo e vegetação, 

mas nas linhas de plantio este IV tem um desempenho não satisfatório qualitativamente 

quando comparado aos outros IV em outras fases. Observa-se também o crescimento de 

plantas daninhas do mês de outubro (Fig. 8-A) a dezembro (Fig 8-D). 

 

 

 

Fig 8 3° fase do ciclo vegetativo do café evidenciado pelo RGVBI. 

 

Na quarta fase (Fig 9), o MPRI apresentou comportamento semelhante ao IAF, 

ambos com acréscimos em seus valores, indicando um aumento do dossel do cafeeiro. O 
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solo e vegetação foram bem segmentados pelo MPRI. A intensidade de mato competição 

nas extremidades da área e nas entre linhas é ilustrada na Fig. 9B.  Posteriormente uma 

redução da mato competição é observado no mês de março (Fig 9-C), indicando que o 

monitoramento por meio de IV tem potencial para planejamento de atividades de controle 

(Fig.9).  

 

 

Fig. 9 4° fase do ciclo vegetativo do café evidenciado pelo MPRI. 

 

Na quinta fase (Fig. 10) O GLI, IV com maior correlação apresentou 

comportamento diferente do IAF, tendo uma redução no seu valor neste período. Esta 

variabilidade pode ser explicada pela mistura de pixels entre galhos e folhas nos pontos 
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amostrais. O GLI assim como os outros IV conseguiu distinguir solo e vegetação. Fig. 10 

– A mostra um maior tom de verde nas plantas de café do que na Fig. 10- B (maio), 

principalmente na porção central da área.  

A determinação de parâmetros biofísicos da planta como altura (He) e diâmetro 

de copa (De) por meio de técnicas de processamento de imagem apresentou uma 

assertividade considerável quando comparado com valores medidos em solo. Estes 

resultados permitem o avaliador a estimar de forma rápida o IAF da planta, economizando 

tempo e recursos financeiros quando comparado a metodologias de medição em campo.  

Um maior valor de R² pode ser alcançado quando no planejamento de voo, uma 

maior sobreposição entre imagens é adotada, conforme descrito em López-Granados et 

al. (2019). Uma outra oportunidade de investigação para melhorar a estimativa do IAF é 

determinar o volume da planta utilizando técnicas de reconstrução 3D por meio da nuvem 

de pontos gerada, como descrito em Torres-Sanchéz et al. (2018).   

O uso de câmeras multiespectrais para determinação de diâmetro de copa de forma 

automática como descrito em Ampatzidis et al (2019), pode ampliar os resultados, no 

entanto esta precisão deve ser avaliada em função dos alvos a serem observados e no 

acréscimo no custo quando comparados aos resultados obtidos por câmeras RGB. 

A variabilidade dos dados de IAF, ao longo do período pode ser explicado pela 

ação de fatores climáticos, por exemplo, a ocorrência de chuvas extremas, que reduz a 

área foliar, conforme descrito em Bréda et al. (2003).  

Resende et al. (2014) destaca que o monitoramento do IAF é importante para o 

planejamento de atividades na lavoura como o manejo de irrigação, adubação, combate a 

plantas invasoras. No entanto a relação dos fatores que afetam o IAF e sua correlação 

com os IV derivados de UAV não foram avaliadas neste trabalho, ficando assim como 

sugestão para investigações futuras. O ganho de tempo na estimativa do IAF por 

sensoriamento remoto quando comparado com métodos tradicionais é corroborado por 

Zheng e Moskal (2009), mas estes autores ressaltam que a estrutura de cada cultura requer 

pesquisa para desenvolvimentos de algoritmos em diferentes escalas. 

A variação entre os dados de IAF em cada mês, corroborado pela Fig. 8, mostra 

que o MPRI e GLI tiveram êxito em representar a variabilidades espacial de cobertura 

vegetal nas linhas de plantio, o que auxilia o produtor na tomada de decisões, para que a 

produtividade da área não seja reduzida.  
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O GLI apresenta maior potencial para análise de solo e cobertura vegetal, o que 

vai de acordo com o resultado descrito na Tabela 6. Além do monitoramento da cultura, 

a distinção de solo e visualização de plantas invasoras pode auxiliar no planejamento de 

atividades de controle de mato competição de forma mais precisa, economizando recursos 

ao produtor. 

 A seleção de IV RGB é também descrita em Jiménez-Brenes et al. (2019), onde 

estes autores utilizaram o IV RGB para gerar mapas de vegetação e solo para apoio ao 

manejo de videiras, o que após investigações na área, os produtores decidiram que o 

melhor manejo a ser adotado era a reforma da lavoura.  

 Os resultados observados neste trabalho estão de acordo com as considerações 

descritas em Glenn et al. (2008), onde a aplicação dos IV na agricultura geralmente não 

apresentam relação linear com atributos do dossel da planta, e que estes devem usados de 

uma forma simplificada, e não como um índice que expressa as características detalhadas 

do dossel da planta.  

 

5. Conclusões 

O uso de imagens RGB na cafeicultura de precisão apresentou resultados 

positivos, podendo ajudar o agricultor no monitoramento de anomalias em campo com 

resolução espacial e temporal adequadas, de forma rápida, simples e objetiva. 
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Abstract 

Precision agricultural techniques such as the use of data from Unmanned Aerial Vehicles 
(UAVs) combined with machine learning algorithms have a great potential for yield 
estimation. Tree height, crown diameter, and RGB band reflectance values were collected 
from the UAVs for 144 trees, between June 2017 and May 2018, in the Minas Gerais 
region of Brazil. The tree height and diameter data were used to determine the Leaf Area 
Index (LAI) and all these six parameters - the LAI, tree height, crown diameter, and the 
individual RGB band values - were evaluated using multiple regression algorithms to 
generate a feature ranking of these parameters for the twelve month period. Based on the 
feature rankings, the LAI and the crown diameter were determined as the most important 
parameters and were used to generate yield prediction models through four different 
regression algorithms - Linear Support Vector Machines (SVM), Gradient Boosting 
Regression (GBR), Random Forest Regression (RFR), and Partial Least Square 
Regression (PLSR) - and a genetic algorithm - NEAT (Neuroevolution of augmenting 
topologies). The Mean Absolute Percentage Error (MAPE) was used as the criteria to 
evaluate the yield prediction models for a dataset of all months as well as a selected 
combination of the most important months. The best result (an MAPE of 31.75% for 
NEAT) was obtained for a reduced dataset containing only the most important features 
and the most important months, both of which were identified using feature ranking. The 
model results suggest that a dataset of the most important month could be used for the 
yield prediction model, thus reducing the need for extensive data collection for all the 
twelve months.   

Keywords: Deep-learning, UAV imagery, Yield Prediction 

 

1. Introduction 

 

Brazil is responsible for one third of the world's coffee production, surpassing other 

countries in the production of this fruit such as Colombia and Vietnam. The production 

for the year 2020 is estimated between 57 and 62 million bags of coffee. These estimates 

are based on an increase in the productive area of about 4% (1,885 million ha) compared 

to the 2019 harvest. Only the state of Minas Gerais has an estimated production of 30 to 
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32 million bags (approximately 50% of the national production). This increase in relation 

to the 2019 harvest is related to the negative biennially, and in this period the producers 

take the opportunity to make treatments in the crops, thus reducing the productive area 

(CONAB, 2020). 

The increase in the productivity of crops today can be achieved with the help of 

new techniques and technologies, among them is precision agriculture. It stands out for 

subsidizing the agricultural manager with accurate information so that decisions can be 

made to optimize resources, especially in the current scenario of difficult territorial 

expansion, high cost of inputs, treatments, and preservation of the environment (Das et 

al. 2018). Not different for coffee, the application of precision agriculture shows potential, 

as can be seen in Araújo e Silva Ferraz et al. (2012), where these authors, through 

geostatistical techniques, characterized the spatial distribution of the fruit's detachment 

force, generating maps of selective harvesting of fruits at the appropriate place and time. 

The constant evolution of technology in the agricultural environment and the 

availability of remote sensing data have reinforced the popularization of Unmanned 

Aerial Vehicles (UAVs) due to the ease of operation, efficiency in obtaining high spatial 

and temporal resolution images (Holman et al., 2016). According to Gago et al., (2015) 

and Berni et al. (2009), UAVs can be accessible to any farmers due to new technologies 

associated with the use of this equipment, and also due to the reduction in acquisition 

cost. When precision agriculture is applied in coffee farming, some studies such as Santos 

et al. (2020) show the potential of this tecnology to generate information that supports 

decision making for precise management in the most adequate time and dimension of the 

crop, such as obtaining biophysical characteristics of the plant (height and diameter) that 

are fast and non-destructive. 

In the context of agricultural monitoring, the use of machine learning algorithms, 

neural networks are in constant use, mainly associated with precision agriculture 

application techniques. Ampatzidis et al. (2019) and Ampartzidis et al. (2020) have 

shown promising and low-cost solutions where it is possible to identify plants and 

evaluate plant health using image processing techniques from UAVs. 

Mathematical models for predicting the behavior and productivity of the crop as a 

function of measurable variables that interfere in the development are a great longing of 

the agricultural market, in which one can highlight the search for predictability of yield.  

Such studies are currently widely used in large producers, banks, financial institutions, 
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investors, and clients to predict the risk of financial loans, crop estimates, and future 

markets. Several studies to estimate productivity in other crops such as onion (Ballesteros 

et al. 2018), beet (Olson et al. 2019) soy (Maimaitijiang et al. 2020), corn (Maresma et 

al. 2018; Maresma et al. 2020), forage crops (Feng et al. 2020), are being developed, 

mainly with the use of aerial images from UAVs. 

For coffee, studies using remote sensing and orbital image processing techniques 

carried out in Brazil such as monitoring diseases in coffee plants (Barbedo et al., 2016a; 

Barbedo et al., 2016b; Mengistu et al., 2016; Katsuhama et al. , 2018; Chemura et al., 

2018), water stress assessment (Chemura et al., 2018), detection of planting failures 

(Oliveira et al., 2018), estimated volume of harvested fruits (Carrijo et al., 2017), plant 

volume estimation (da Cunha et al., 2019) and nematode detection (Oliveira et al., 2018) 

are some examples. Using low-cost UAVs, Santos et al. (2020) shows the potential of this 

tool to generate information to support decision making for precise management in the 

most adequate time and dimension of the crop, such as obtaining biophysical parameters 

of the plant (height and diameter) that are fast and non-destructive. 

Some studies, such as de Carvalho et al. (2020), show techniques for estimating 

productivity through genomic selection to reduce the effect of bienniality in coffee field. 

De Oliveira Aparecido et al. (2018) used climatic data to create a forecast model for 

coffee production in the Minas Gerais region, finding results considered satisfactory for 

up to 5 months before harvest, and are examples of the potential of the tools. However, 

studies that explore the potential of UAV to predict the yield of a coffee crop are scarce 

in the specialized literature. 

This study aims to estimating coffee productivity by using data from aerial images 

obtained by remotely piloted aircraft (UAV). Tree height and diameter data were 

collected using drones and compared with the manual measurements of the same 

variables collected in the crop field. The measure of agreement of the UAV data, with 

respect to the manual data, is estimated to understand the level of reliability of the UAV 

data. Then, the UAV data was used along with LAI and the actual yield value to generate 

a model that can predict yield with an acceptable error limit.  

 

2. Materials and Methods 

2.1 Experimental Design 
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An UAV with an RGB camera and a GPS sensor was used to collect the coffee 

trees' images. The images were then processed and stitched to create an orthomosaic 

image. The manual measurements of tree height and crown diameter were taken on 144 

trees and the Leaf Area Index (LAI) was determined using these values, while the Canopy 

Height Model (CHM) was determined from the orthomosaic using the Digital Height 

Model (DHM) and the Digital Terrain Model (DTM) information. Data was collected 

monthly between June 2017 and May 2018. 

The UAV measurements were compared to the manual data to evaluate if UAVs 

are a reliable substitute to manual labor for collecting tree data from the field. Classical 

statistical techniques were used to analyse the dataset for creating a prediction model. A 

feature selection process was used to rank all parameters (measurements) of the dataset. 

This ranking shows the effect of a specific parameter of a given month on the final yield 

prediction. The feature rankings provided the most important parameters and the months 

when they were most significant for the yield prediction model. Multiple regression 

algorithms are tested to generate a model for yield prediction. Fig. 1 presents the 

workflow of this study. 

 

Fig.  1. Workflow of the study 
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2.2 Study Site 
 

The study area is located on the Federal University of Lavras (23K 502906. 23m E, 

7652838.84m S, 936 m altitude), in the state of Minas Gerais, Brazil. The species Coffea 

arabica L., cultivar MG Travessia, was implanted in the area in February 2009 with 

planting spacing equal to 2.60 x 0.60 m (Fig. 2). The crop underwent pruning (skeleton) 

in July 2016. Productivity recovery is expected within an average time of two years after 

pruning (Silva et al. 2016). The climate of the region, according to the Köppen 

classification, is of the ‘Cwa’ type, characterized by a dry season in winter and a rainy 

season in summer (Barbosa Junior et al., 2017). 

  

 

 

Fig.  2. Study site location with marked sampled trees. 

2.3 UAV and camera 
 

Image collection was performed using UAV model DJI Phantom 3 professional 

(DJI, Shenzhen, China). The UAV was equipped with a digital RGB camera (Red-R, 

Green-G, Blue-B), Sony brand, model EXMOR 1 / 2.3 '', with a resolution of 4000 x 3000 
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pixels, a sensor size 6.16 x 6.62 mm, 94 ° FOV, and a sample rate of 0.5 frames per second 

(Zhang et al., 2020) equipped with an internal GPS receiver. The UAV control system 

included a remote controller and a ground control station connected to a smartphone 

device in which an application for flight planning and control was installed. This 

application collected information and photo parameters from the UAV during the mission 

that was later used by image processing software for generating the orthomosaic (Torres-

Sánchez et al., 2018; Zhang et al., 2020). 

In this study, the Drone Deploy application (DroneDeploy, San Francisco, CA, 

USA) was used in all missions. The parameters used for flight planning were: altitude of 

30m, speed of 3m/s, frontal and lateral overlap of 80% between images. The overlap and 

flight speed were selected based on the study by Torres-Sánchez et al. (2015) where 

overlap was determined as a factor that interfered with the precision and quality of the 

final product. The flight parameters entered in application were programmed to be 

constant throughout the flight time. The images were georeferenced using the coordinates 

obtained by the UAV GPS at each waypoint (Zhang et al., 2020). The return period for 

image collection was 30 days. The time of capture of the images was defined between 

11:00 to 14:00 hours. Two people were involved in all the missions: the pilot who was 

responsible for taking off and landing the UAV, and the observer, whose function was to 

alert the pilot about potential obstacles during the flight period. 

 

2.4 Image Processing 
 

The images collected by the RGB camera were processed using Photoscan 

Professional software version 1.2.4 (Agisoft LLC, St. Petersburg, Russia). The geomatic 

products were obtained according to the methodology described by Jiménez-Brenes et al. 

(2019) which involved i) generation of a three-dimensional (3D) point cloud to apply the 

SfM (Structure-from-Motion) technique; ii) generation of the Digital Terrain Model 

(DTM) and Digital Surface Model (DSM) from the 3D point cloud, using a maximum 

angle of 15 ° and a maximum distance of 0.1m as parameters for a cell size of 40 m; iii) 

creation of the orthomosaic of the area. ‘High’ quality and ‘moderate’ depth filtering were 

used as parameters in the software for calculating image position, orientation, correlation 

with neighboring images, and overlap. This ensured that the dense points cloud had 

greater accuracy and outliers were removed (Hobart et al. 2020). 
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For georeferencing of the images, six control points were fixed, with four at the 

ends and two in the central portion of the study area. The coordinates of the Ground 

Control Points (GCP’s) were obtained by a signal receiver that received signals from a 

global positioning differential system (DGPS; Trimble Navigation Limited, Sunnyvale, 

California, USA) with a horizontal and vertical accuracy of 0.007 m. These GCP’s were 

manually identified in the images before the mosaic was made. 

After the geometric correction of the images, the average spatial resolution of the 

orthomosaic in the evaluation period was 1.3 cm. The generated MDT, DSM, and 

orthomosaics were exported in Geotiff format to the geoprocessing software Quantum 

Gis v. 2.16.3 (QGIS Development Team, Open Source Geospatial Foundation) in a 

GeoTiff file, in the Universal Transversal Mercator (UTM) projection, in the SIRGAS 

2000 / UTM 23S zone 

 

2.5 Data Collection 
 

A total of 144 plants were selected for this study according to the methodology 

described by Ferraz et al. (2017). They were georeferenced using the same equipment 

described for the GCP’s georeferencing. The plant height and crown diameter data were 

collected using a measuring tape. The diameter of the tree was measured in the middle 

third of each plant. 

The Leaf Area Index (LAI) was estimated based on the methodology described by 

Favarin et al. (2002), as it is a fast, non-destructible methodology that can be used with 

crown diameter (D) and plant height (H) (Eq. 1). 

 

𝐿𝐴𝐼 = 0.0134 + 0.7276 𝑥 𝐷 𝑥 𝐻 
 

(1) 

The estimation of plant height from UAV images was performed following the 

workflow described by Panagiotidis et al. (2016) and Surový et al. (2018) (Eq. 2), where 

plant height is estimated by the difference between DSM and DTM. The crown diameter 

(D) was estimated in the orthomosaic itself generated in the QGIS software at all sample 

points. The height values were extracted with the help of the QGIS Point Sampling Tool. 

 

𝐻 = 𝐷𝑆𝑀 − 𝐷𝑇𝑀 
 

(2) 

2.6 Dataset analysis 
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Classical statistical techniques such as mean, minimum, maximum, standard 

deviation, skewness and coefficient of variation were calculated for the yield dataset. 

Skewness is a measure of the symmetry of the data around its mean, where zero 

corresponds to a symmetric distribution. Negative skewness indicates that the data is 

skewed left (with the mean value less than the median) and positive skewness represents 

a distribution that is clustered on higher values and is skewed right (with the mean value 

greater than the median). The coefficient of variation is a measurement of the variance 

around the mean value. 

2.7 Feature selection 

Feature selection is a data preprocessing strategy proved to be effective and efficient 

in preparing datasets for multiple machine learning problems. The objectives of feature 

selection include building simpler and more comprehensible models, improving data-

mining performance, and preparing clean, understandable data. (Li et al., 2017). Feature 

selection works by removing irrelevant and redundant data in a dataset. 

Feature selection algorithms work by giving weights and ranking the best features 

(measurement) from a dataset that generate an output (prediction) of the target (yield). 

With these weights it is possible to determine what features to keep for the model and 

what to ignore. In this study we have monthly data collected for coffee, and the feature 

selection algorithm provides the best months and data for this process. To perform the 

feature selection either one or multiple algorithms can be used. In this study we use 

multiple algorithms that rank each feature and evaluate the resulting final ranking.  

The Pearson correlation coefficient (Schober et al., 2018) is a statistical 

measurement of the linear correlation between two variables. In this instance, for all 

features of the model the coefficient is calculated and used to rank their importance in a 

prediction. The Spearman’s rank correlation coefficient (de Winter et al., 2016) is a 

nonparametric measurement of statistical dependence between the rankings of two 

variables. It assesses the relationship between two variables using a monotonic function. 

The Spearman correlation between two variables is equal to the Pearson correlation 

between the rank values of those two variables; while Pearson's correlation assesses linear 

relationships, Spearman's correlation assesses monotonic relationships (whether linear or 

not). 
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The F-test is a scoring function used in feature selection procedures. This is done 

in two steps: i) the correlation between each feature and the target is computed as Eq. 3, 

where Xi is feature i, Y is the target and std is the standard deviation; ii) The correlations 

are converted to an F score value and ranked. 

 

𝐶𝑜𝑟𝑟𝑒𝑙𝑎𝑡𝑖𝑜𝑛 =  (𝑋𝑖 −  𝑚𝑒𝑎𝑛(𝑋𝑖)) ∗ (𝑌 − 𝑚𝑒𝑎𝑛(𝑌)) / (𝑠𝑡𝑑(𝑋𝑖) ∗ 𝑠𝑡𝑑(𝑌))        (3) 

 

The Mutual Information (MI) is a powerful method for detecting relationships 

between data sets.. It estimates mutual information for a continuous target variable. MI 

between two random variables is equal to zero if and only if two random variables are 

independent, and higher values mean higher dependency. The function relies on 

nonparametric methods based on entropy estimation from k-nearest neighbors distances 

as described in Kraskov et al., 2004 and Ross, 2014. Mutual information methods can 

capture any kind of statistical dependency. 

Recursive feature elimination with cross-validation (RFECV) is a recursive 

function based on elimination of features to rank their importance to an estimator 

(regression). It works by eliminating a feature from the dataset, running a regression 

algorithm and evaluating the impact on the estimation. This effect is used to rank the 

importance of each feature. In this instance the following regression algorithms are used: 

Support Vector Machine (Chang and Lin, 2011), Gradient Boosting Regression Trees 

(Friedman, 2002) and Random Forest Regressor (Breiman, 2001). 

2.8 Regression Model 

For this study multiple regression algorithms such as Linear SVM, PLSR, Random 

Forest, and Gradient Boosting regression were evaluated on their ability to generate a 

model in such small datasets. Linear Support Vector Machine (SVM) algorithm 

segregates classes using a line or a hyper-plane and classifies them by maximizing the 

distance between the nearest data points (margins) that are separated by the line or hyper 

plane. A higher margin usually points to a higher confidence in classification (Bzdok et 

al., 2018).  

Random Forest regression method is an ensemble based learning method, where 

multiple weak base models are combined to generate an optimal ensemble model. 

Random Forest regression runs efficiently on large datasets, is robust to outliers and is 

less sensitive to overfitting (Zhou et al., 2017).  
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A Gradient Boosting regression tree is also an ensemble-based method where base 

models are generated sequentially and difficult training cases are emphasized more, to 

improve the prediction accuracy.  

Partial Least Squares (PLS) regression model links a dependent variable to a set of 

independent variables and can be used to derive a sound and robust model from a large 

dataset (Costa el al., 2014).  

A genetic algorithm called NEAT (NeuroEvolution of Augmenting Topologies was 

implemented on the dataset. NEAT is an approach to Artificial Intelligence which uses 

both topology and weight parameters to evolve the artificial neural network (Ibrahim et 

al., 2019). NEAT was used to adjust the weight and topology of the Artificial Neural 

Network (ANN) which generates the yield prediction model based on the UAV data.  

The parameters used in the SVM, Random Forest, and Gradient Boosting regression 

algorithms are described in Table 1, the others were used the standard parameters. 

Table 1. Regression model parameters 

Regression Model Parameters 

SVM 
Kernel = 'linear' 

other parameters = 'default' 

Gradient Boosting 

n_estimators': 500, 
'max_depth': 4 

'min_samples_split': 2, 
'learning_rate': 0.01,  

'loss': 'ls' 
other parameters = 'default' 

Random Forest Regressor 
n_estimators = 100 
random_state = 42 

  other parameters = 'default' 
 

2.9 Evaluation Metrics 

The following evaluation metrics were used in this study: i) Mean Absolute 

Percentage Error (MAPE) and ii) Measure of Agreement 

 

2.9.1 Mean Absolute Percentage Error (MAPE)  

The mean absolute percentage error is a commonly used statistical tool. It is a 

measure of the accuracy of a forecast system.  The MAPE (Eq. 4) is given by the average 
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of the ratio of the absolute difference between the ground truth (Gt) and the prediction 

(P) to the ground truth. The formula for the MAPE is given below. 

                       𝑀𝐴𝑃𝐸 =  𝛴
  

                                                             (4) 

Where: 
n = number of individual items 
Gt = ground truth; P = Prediction. 
 

2.10 Measure of Agreement 

The agreement between measurements refers to the degree of agreement between 

two or more sets of measurements of a dataset by the same individual or by two different 

individuals using similar methodologies. In this study, the Bland and Altman diagram 

was used as a measure of agreement instead of the Pearson correlation coefficient which 

is often inappropriately used as a measure for agreement (Watson and Petrie, 2010). The 

Bland and Altman diagram (Bland and Altman, 1999) is a display of the pattern and 

agreement of one variable being measured by two different methodologies (Watson and 

Petrie, 2010). The diagram plots the difference between a measurement pair (in our case, 

the difference between the UAV and manual measurement) on the vertical axis and the 

mean of the pair on the horizontal axis. To determine the repeatability of the proposed 

approach, the method assumes a normal distribution of differences, where 95% of them 

are expected to lie between 𝑑 ± 1.96𝑠, where d is the mean of observed differences and 

s is the standard deviation. This can be used as a range of error in application, where the 

top and bottom ranges define the limits which to expect the measurement error to be 

included. 

 

3. Results 
3.1 Dataset analysis 

 

The yield dataset is analyzed for mean, minimum-maximum, standard deviation, 

skewness and coefficient of variance (CV). Table 2 presents this analysis. The CV of 

51.70% shows a good variation for the dataset. 
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Table 2. Dataset analysis of the yield data. 

Statistic Value 

Mean 3.23 

Min-Max 0.5-8 

Std. deviation 1.67 

Skewness 0.62 

CV 51.70% 

 

This variability in productivity may be associated with reduction of the productive 

area in 2016, affecting grain production within two years after this interference in the 

plants (Silva et al. 2006). The range between maximum and minimum values found can 

be explained by the fact that when the experiment was conducted, some plants located at 

the south end of the area, did not show a recovery in their vegetative area unlike the other 

plants in the northern region of the field. 

 

3.2 UAV measurement evaluation 
 

The pairs of observations between values measured with the UAV (height and 

diameter of the tree) and manual measurements were compared with the twelve months 

data. The relative error of the data with respect to each other was measured using 

minimum and maximum error, standard deviation, and MAPE (Mean Absolute 

Percentage Error) (Table 3). The following table shows the evaluation of UAV 

measurements compared to the manual measurements. 

Table 3. Dataset analysis of the UAV data vs the manual data 

Parameter Max error MAPE 

Tree height 63.42 % 5.88 % 

Tree diameter 72.61 % 6.83 % 

 

The maximum error for tree height was 63.42% and for tree diameter was 72.61%. 

Large errors such as these can happen either during the stitching process of the maps due 

to a lack of key points while creating an orthomosaic, or due to errors in the 3D point 

cloud generation. The MAPE was under 6% and 7% for the tree height and diameter, 
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respectively. This means that the maximum error for both height and diameter could be 

safely considered as mere outliers and not the norm.  

Fig. 3 presents the comparison by month of the average values of height (Fig. 3A) 

and diameter (Fig. 3B) between UAV and manual measurements. For tree diameter, the 

maximum variation in measurement is seen in September (4.86%), October (4.27%) and 

April (6.42%) while every other month has less than 4% variation in the average values, 

with August showing the least variation in measurement (0.18%). For the tree height 

measurement, most variation is seen in July-October, with the maximum in October 

(9.05%). All other months have less than a 5% variation in the measurement. Comparing 

the plots for the tree height and diameter, we can see that there is more variation in the 

measurement of tree height (average variation of 4.21%) as opposed to tree diameter 

(average variation of 3.20%).  

 

 

Fig.  3. Comparison of the average UAV and manual measurements for tree diameter and 

tree height for 12 months. 

Using the Bland and Altman diagram, the measure of agreement between the UAV 

and manual height and diameter values were determined. The difference of the values 

obtained through UAV and manual data is plotted on the Y-axis, while the mean of the 

data is plotted on the X-axis. The upper dashed line represents the upper limit of 

agreement given by 𝑑 + 1.96𝑠 and the lower dashed line represents the lower limit of 

agreement given by 𝑑 − 1.96𝑠, where 𝑑 is the mean of observed differences and 𝑠 is the 

standard deviation. The solid black line through the center represents 𝑑. 
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Fig. 4 presents the diagram for the tree diameter measurements. This shows an error 

of operation of +0.3 to -0.21 meters. Since the manual measurements can be considered 

perfect measurements, this is essentially the error expected from the UAV on this 

measurement. 

 

Fig.  4. Bland and Altman plot for tree diameter measurements. 

Fig. 5 presents the Bland and Altman diagram for the tree height measurements. It 

shows an upper limit of error of +0.34 and a bottom limit of -0.17 meters. 

 

Fig.  5. Bland and Altman plot for tree height. 

Field measurements can have similar errors for height and diameter. For height is 

associated with measuring tape inclination factors in relation to the soil and vertical axis 
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of the plant. For the diameter, this factor may also be associated due to the topology 

(branches and leaves) of the plant, that did not allow in some sample points the ideal 

parallelism for this measurement. 

Considering the ranges of operation, it is assumed that the UAV measurements are 

reliable enough for the task of measuring tree height and diameter. Assuming that the 

UAV measurement is reliable, we can substitute a slow and laborious manual task with a 

fast and precise tool. 

3.3 Feature Selection and Ranking 

The feature rankings were determined for the Leaf Area Index (LAI), crown 

diameter, tree height, and the individual bands of the RGB data. This was done for all the 

months under consideration. Seven different algorithms - Pearson, Spearman, F-test, 

Mutual Info, SVM, Gradient Boosting, and Random Forest - were used as tools to 

determine the rankings and then the cumulative effect was calculated to determine the 

final rankings.  

The final rankings show the effect of a specific parameter of a given month on the 

final yield prediction. The higher the ranking of a component, the higher is its effect on 

the yield prediction model. Table 3 shows the top 10 components ranked on the basis of 

their performance when tested using the seven algorithms.  

The most significant parameters in terms of the effect on yield prediction are the 

LAI and the diameter. The LAI of two months - december and april - had the most effect 

on the yield prediction model. The tree height shows up once in the top 10 rankings (table 

4), with the effect of the month of July more prominent than the other months, but LAI is 

the most dominant feature considering 70% of the top 10 is made up of LAI. The diameter 

of the tree during the months of December and April are also a part of the top 10 features, 

making the months of December and April highly important months in terms of the yield 

prediction contribution. The rankings of the RGB bands were also calculated in these 

rankings and it was observed that because of their low rankings (they occupied the lower 

half of the rankings table), their significance in the yield prediction model was very little.  
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Table 4. Top 10 features to estimate yield in coffee. 

Components 
Final 
rank 

Pearson Spearman F-test 
Mutual 

Info 
SVM 

Gradient 
Boosting 

Random 
Forest 

LAI (12/2017) 1 1 1 1 7 1 1 1 

LAI (04/2018) 2 2 2 2 3 10 1 1 

Dia (12/2017) 3 3 3 3 8 11 1 1 

Dia (04/2018) 4 8 6 8 10 13 1 1 

Hei (07/2017) 5 16 18 16 4 1 1 1 

LAI (01/2018) 6 4 5 4 1 31 1 1 

LAI (05/2018) 7 5 4 5 6 20 1 1 

LAI (10/2017) 8 7 8 7 13 25 3 2 

LAI (03/2018) 9 6 7 6 5 19 6 1 

LAI (11/2017) 10 9 14 9 22 22 1 1 

With the ranking values we can generate weights for each feature as the inverse 

of the sum of the rankings. Fig. 6 presents a graph of these weights by month. The 

rankings of RGB are summed together. The graph shows that the most prominent months 

for this dataset are December 2017 and April 2018. 

 

Fig.  6. Bland and Altman plot for tree height. 

3.4. Models 
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After the feature selection step, the chosen regressors are used to predict the yield. 

We evaluate the use of the whole dataset and the features from the most important months 

based on the feature ranking. The models are evaluated in a 5-Fold cross validation 

setting, we present the overall MAPE. Table 5 presents the MAPE for the models using 

different feature selections. 

Table 5. The models MAPE for yield prediction based on different feature selections. 

 MAPE 

Algorithm* All months Top 4 months Top 3 months Top 2 months Top 1 month 

GBR 36.79% 37.83% 36.99% 35.71% 37.39% 

Linear SVM 47.68% 37.76% 35.79% 35.05% 32.99% 

RFR 36.13% 37.83% 35.05% 34.07% 37.13% 

PLSR 34.80% 35.84% 36.63% 35.92% 33.48% 

NEAT 100.00% 56.86% 31.91% 32.18% 31.75% 

* GBR: Gradient Boosting Regression, Linear SVM: Linear Support Vector Machine, RFR: Random Forest Regression, PLSR: Partial Least Square 

Regression 

The table shows that the GBR, RFR and PLSR models have similar results using 

different numbers of features that can be explained by these algorithms' ability to work 

with high-dimensionality data and small datasets. The Linear SVM and NEAT shows that 

reducing the number of features can improve the prediction. The NEAT algorithm, being 

a convergent genetic algorithm, did not converge in the full dataset. It only started 

converging correctly from the top 3 months data. The small differences in the MAPE 

between the top 3, top 2 and top 1 months can be explained by the graph of Feature 

Contribution by month (Fig. 7), where the top 1 month carries almost double the 

importance of the second most important month. This means that for this dataset, using 

data from 3 months of 1 month has small differences that can be neglected. 

4. Discussion 

The plant height and diameter, and the product of these two parameters, the LAI, 

can be estimated with confidence through image areas and image processing techniques.  

When the combination of height and diameter of the coffee tree are modeled to 

estimate the LAI (Eq. 1), they obtained the first and second position in the ranking of 

features in the performance of the yield prediction model (Table 3). Results found in the 
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study by Chu et al. (2016) reinforce the potential of using biophysical parameters of 

cotton derived from RGB images coupled to UAV to predict yield. These authors find 

greater performance in the prediction model when a combination of height and canopy is 

made, followed by canopy coverage as the second highest correlation between estimated 

and observed yield in the field. The ranking of variables (Table 3 and Fig. 4) shows that 

LAI data is more promising for estimating coffee productivity by UAV imagery in 

December and April for height, diameter, and brightness values RGB. These results show 

that it is possible to reduce the monitoring time of the crop during the production year. 

According to Camargo & Camargo (2001) the explanation of these results are in the 

phenological cycle of Coffee arabica. These authors show that in the second phenological 

year (evaluation period of this study), the month of December marks the end of the third 

phase of this cycle, which is the flowering, and the beginning of the fruit granulation 

phase. For the month of April, the fifth and last phase of the cycle, it is where the fruit 

matures, which ends in June (harvest date). The results obtained by Aparecido and Rolim 

(2018) enhance those found in this study (Table 3), where the months of December 

(flowering) and April (fruit granation) are decisive times in coffee productivity 

 

5. Conclusion 

The proposed methodology to estimate coffee productivity using machine learning 

techniques on data obtained from aerial images based on UAVs was effective. The LAI, 

in particular, was the most dominant feature, contributing to 70% of the top 10 feature 

rankings. 

The other important aspect of the feature rankings was the importance of two 

months - December 2017 and April 2018 to the yield prediction. This is an important 

result for future studies because it reduces the need for extensive year round data 

collection and allows researchers to focus on the dominant parameters of certain most 

important months. So, the results obtained in this study shows promise. 
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