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RESUMO

Os equipamentos e analises utilizados no estudo de organismos do solo estdo em
constante evolugdo. Rotineiramente sdo utilizados microscopios para a conducdo de
algumas destas anélises. Embora bastante difundidos, estes equipamentos podem possuir
custo bastante elevado. Um dos componentes que pode contribuir significativamente para
esta realidade € o estagio automatizado, que, apesar de sua grande utilidade, pode custar
até dezenas de milhares de reais. Uma das estratégias que podem ser utilizadas para
superar esta barreira € a utilizacéo de estagios automatizados desenvolvidos no escopo da
ciéncia aberta. Com a adocdo desta abordagem o pesquisador pode montar o proprio
estagio através de softwares e hardwares livres, 0 que torna a aquisicdo de um
microscopio com estagio automatizado (que aumentara a capacidade de analise em
relagdo a um microscopio tradicional) mais favoravel em termos financeiros. Além disso,
hd a possibilidade de personalizacdo do equipamento as condigdes locais (de
disponibilidade de pegas que venham a compor 0 microscopio), bem como as condigdes
da amostra. Esta adaptabilidade se torna fundamental no estudo de nematoides parasitas
de plantas ja que, tradicionalmente, a visualizacdo de raizes parasitadas se da em laminas
ndo convencionais, de maiores dimensfes, ndo compativeis com as dimensdes dos
estagios usualmente utilizados em microscopios comuns. Ha de se ter em mente que um
dos usos principais que se da a um estagio automatizado é o escaneamento digital de
amostras. Nesta estratégia, multiplas imagens (que representam a totalidade da amostra
ou de uma regido de interesse) sdo geradas sendo necessario uma estratégia de juncéo
destas imagens, de forma que, em Gltima instancia, seja ampliado o campo de visdo em
relacdo a amostra. Além de usar equipamentos em constante mudanca, a analise de
organismos do solo também estd sujeita a mudangas nas metodologias utilizadas.
Recentemente vem crescendo o uso de ferramentas de aprendizado de maquina nestas
analises como por exemplo no estudo de bactérias, nematoides e fungos presentes no solo,
ja que uma série de andlises outrora realizadas manualmente, repetidamente, que
necessitam de médo-de-obra altamente especializadas e dispendiosas em termo de tempo
podem ser substituidas pelo uso de algoritmos treinados para cada uma destas tarefas.
Visando contribuir para a popularizacdo do uso de estagios automatizados e de estratégias
que envolvem visdo computacional (uma sub-area do aprendizado de maquina)
apresentamos nesta dissertacdo dois estagios automatizados de baixo custo (o primeiro
reaproveitando um microscépio de campo claro presente no Laboratdrio de Microbiologia
do Solo da Universidade Federal de Lavras, e 0 segundo um microscépio de baixo custo
com estagio automatizado que proporciona o escaneamento total de laminas contendo
raizes parasitadas por nematoides), algoritmo de medicdo de nematoides contidos em
imagens, bem como de selecdo de regiGes na lamina escaneada que continham estes
organismos para posterior juncdo e ampliacdo do campo de visdo destas regides e um
algoritmo de segmentacao de hifas de fungo micorrizico arbuscular presentes em imagens
de raizes. Para a confeccdo dos softwares de controle dos estagios e para os algoritmos
de selegéo e medicéo dos nematoides, foi utilizada a linguagem de programacéo Python.
Para o algoritmo de segmentacéo das hifas também foi utilizada a mesma linguagem.
Foram obtidos resultados satisfatorios na reconstrucao de regides contendo nematoides,
bem como para as medigdes destes organismos e a segmentacdo das hifas de fungos
micorrizicos. Acreditamos que nossa abordagem e os resultados aqui apresentados sao
importantes para a popularizacdo do uso de estagios automatizados e de ferramentas de
aprendizado de maquina para o estudo de organismos do solo.

Palavras chave: Aprendizado de maquina, fungos micorrizicos arbusculares, nematoide,
ciéncia aberta, microscopia.



ABSTRACT

The machinery and analysis used in soil organisms studies have been in constant
evolution. Usually, microscopes are used to carry out some of those analyses. Though
commonly employed in labs, this equipment is usually expensive. One of the components
which could be important to the elevated cost of a microscope is the automatized stage.
That cost can be up to dozens of thousands of dollars. One strategy that can be used to
overcome that barrier is acquiring the stage within the scope of Open Science. With that
approach, researchers can assemble their own equipaments using softwares and
hardwares of open source. That approach will reduce costs drastically to acquire an
automatized stage (which will increase the analysis capacity when compared to traditional
microscopes). Moreover, the automatized stage can be adapted to local conditions (for
example parts of an old microscope can be reutilized, then reducing costs), as well as to
sample’s particularities. This versatility is fundamental in plant parasites nematodes.
Traditionally those organisms have been observed in non-conventional microscope slides
(wider and longer than conventional ones). That reality makes the observation of
nematodes under a microscope more difficult, because the stages of microscopes usually
are smaller than the slides dimensions. We have to bear in mind that one of the main uses
we can employ to an automatized stage is scanning samples automatically (that means,
capturing images from the totality of the sample). In this approach, multiple images
(which represent the totality of the sample or only a region) are acquired. It is also
necessary a strategy to stitch those images, so that, in the end, the visual field can be
amplified by combining multiple images into a single one. Besides that, methods used in
soil organisms analyses are in constant change. Recently, machine learning tools have
been utilized in the study of a variety of organisms such as bacteria, fungi, and nematodes.
This approach is advantageous, particularly in analyses that are labour-intensive and/or
need a specialized worker. In that scenario, trained (and tested) algorithms can be
deployed to perform those tasks. Aiming to contribute to the popularization of
automatized stages and of computer vision (a sub-area of machine learning) approaches
to soil organisms analyses, we present in this dissertation two low-cost automatized stages
(the first one reuses an old bright-field microscope, while the second one is based on a
low-cost digital microscope that has enough resolution to observe nematodes in
parasitized soybean roots). Adding to that, we present here algorithms that make some
measures on nematodes images, select images with nematodes to posterior stitching to
create images of regions containing those organisms in order to amplify the visual field
over the sample, and an algorithm to perform segmentation of arbuscular mycorrhizal
fungi’s hyphae. To write both softwares of control stages, we utilized the programming
language Python. For the hyphae’s segmentation algorithm we also used a Python code.
It was obtained satisfactory results in imaging mostly regions containing nematodes with
both high resolution and wide vision field, as well as for the measurements of nematodes
in images, and hyphae segmentation. Altogether, we believe, it is presented here a cost-
effective approach that can popularize the use of automatized stages and machine learning
tools for the study of soil organisms.

Keywords: Computer Vision, Arbuscular Mycorrhizal Fungi, Nematode, Open Science,
Microscopy
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1. Introducdo Geral

No estudo de organismos do solo frequentemente se faz necesséario o uso de
equipamentos que permitam observa-los tendo em mente que estes, muitas vezes, ndo sdo
visiveis & olho nu. Dentre os equipamentos mais utilizados nestas andlises esta o
microscopio. Desde os primeiros microscopios desenvolvidos no século XVII por Hooke
e Van Leeuwenhoek até os dias atuais, este equipamento tem sofrido uma série de
mudancas (WOLLMAN et al., 2007). Um dos componentes do microscopio que mais tem
mudado ao longo do tempo é o estagio.

Atualmente este componente pode ser automatizado, permitindo que as laminas
de microscopia sejam imageadas por total (ou parcialmente) sem a necessidade de
operacdo manual, o que aumenta a precisdo do imageamento obtido. Para alcancar este
objetivo, imagens sdo captadas em posicdes diferentes (representando cada ponto da
lamina) e posteriormente juntas, reconstruindo regides da amostra ou a amostra por
completo. Um dos maiores limitantes ao uso deste equipamento € o custo financeiro. Em
pesquisa de mercado realizada em julho de 2021 foram encontrados estagios
automatizados que custavam mais de R$40000,00. Uma das abordagens que podem ser
utilizadas para superar esta barreira é obter este equipamento no escopo da ciéncia aberta.
Desta forma sédo utilizados softwares e hardwares de codigo livre para confeccao e uso de
estagios automatizados (WOELFLE et al., 2011), o que facilita a adocao desta tecnologia
por um namero maior de centros de pesquisa através do custo reduzido.

Além de novos equipamentos, uma série de novas ferramentas vém sendo
utilizadas na biologia e ciéncias agrarias. Ao longo da ultima década algoritmos de
aprendizado de maquina, sobretudo os que utilizam aprendizado profundo, sdo utilizados
nas mais variadas analises de amostras bioldgicas como plantas, mitocéndrias e gado
(CARRANZA-ROJAS et al., 2017; FISCHER et al., 2020; WEBER et al., 2020). Estas
ferramentas também séo utilizadas no estudo de organismos importantissimos do solo
como fungos micorrizicos arbusculares e nematoides (EVANGELISTI et al., 2021,
THEVENNOUX et al., 2021). Esse grupo de fungos notadamente estabelece simbiose
com uma ampla variedade de plantas (WANG e QIU, 2006) proporcionando uma série
de efeitos benéficos como a melhoria da capacidade da planta lidar com estresses e maior
producdo de biomassa (FONSECA et al., 2019; LI et al., 2019). Os nematoides, a
depender da espécie, podem ser parasitas de plantas, causando prejuizos na ordem de
bilhdes de dolares na agricultura mundial anualmente (MESA-VALLE et al., 2020).
Através de metodologias que envolvam programacdo e algoritmos de aprendizado de
maquina, a analise de amostras biolégicas pode ser revolucionada. Por exemplo, a
precisdo de uma analise pode ser aumentada quando comparada a realizada por
observadores humanos (HAKIM et al., 2018) além de ocorrerem mais rapidamente que
as analises tradicionais.

Nesta dissertacdo propomos abordagens de baixo custo que envolvem
aprendizado de maquina e uso de softwares e hardwares de codigo aberto para o estudo
de fungos micorrizicos arbusculares e nematoides parasitas de plantas. Nomeadamente,
apresentamos: i) Dois estdgios automatizados de baixo custo. Um para uso em
imageamento de fragmentos de raizes colonizadas por fungo micorrizico arbuscular e o
outro para imageamento de nematdides contidos em raizes; ii) Software de acesso livre
para o controle destes estagios; iii) Cédigo para medidas de nematoides; iv) Cadigo de
juncéo de imagens para compor regides que continham nematoides aumentando assim o
campo de visdo sob a amostra e diminuindo o nimero de imagens a serem avaliadas; v)
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Algoritmo de segmentacao de hifas presentes em raizes de milheto colonizadas por fungo
micorrizico arbuscular.

2. Referencial Teorico
2.1 Ciéncia Aberta (CA)

Ciéncia aberta é um termo utilizado para designar um movimento que objetiva que
0 conhecimento cientifico, seja na sua producdo ou divulgacdo, seja 0 mais acessivel
possivel para todos os interessados, quer sejam eles o publico fora da academia ou 0s
pesquisadores (WOELFLE et al., 2011). Outros pontos importantes nesse movimento sao
a transparéncia que deve ocorrer na geragdo do conhecimento, a promocao da
comunicacdo entre pesquisadores de forma que o conhecimento adquirido seja
compartilhado e o livre acesso da comunidade interessada aos dados que subsidiaram o
resultado obtido (ALLEN e MEHLER, 2019). Por transparéncia é entendido que todos 0s
passos para a obtencao de um resultado devem estar abertos para o publico de forma que
seja possivel sua reproducdo. Nesse contexto sdo usados e criados softwares de uso livre
(FORTUNATO e GALASSI, 2021). O uso dessas ferramentas de uso livre possibilita que
um numero maior de usuérios possa utilizar a mesma metodologia utilizada por um
determinado grupo de pesquisa, 0 que aumenta a reprodutibilidade da pesquisa.

Para que a transicdo entre a maneira tradicional de se fazer ciéncia para uma
abordagem no escopo da ciéncia aberta ocorra, alguns incentivos por parte da comunidade
cientifica devem ser utilizados. Estudos ja demonstram que resultados “nulos” (sem efeito
positivo dos tratamentos avaliados), quando utilizam os principios da CA, tém maior
chance de publicacdo em periddicos cientificos do que aqueles que utilizam abordagens
tradicionais (ALLEN e MEHLER, 2019). Outra forma de incentivo pode vir através dos
financiadores e das revistas cientificas. Dar prioridade para quem faz ciéncia de maneira
transparente, seja com selos ou mesmo como prioridade de financiamento, sdo passos que
podem levar a uma maior aceitacdo da comunidade cientifica no uso desse escopo
(MUNAFO et al., 2017).

Dentro da estratégia de proporcionar que 0 maior numero possivel de
pesquisadores possa utilizar metodologia préxima a realizada no experimento original, é
importante utilizar as ferramentas de menor custo possivel que mantenham um bom
resultado de analise e/ou ferramentas que sejam de livre acesso. Um exemplo disso € o
uso de impressoras 3D de baixo custo. Com o0 uso desse equipamento é possivel que o
pesquisador faca uso de uma série de novas metodologias, ja que € possivel imprimir as
pecas necessarias para a conducdo do experimento, além de poder adapta-las para a
disponibilidade de material e requerimentos da amostra que esta sendo avaliada. Também
é importante que os codigos e desenhos para a confec¢do dessas pecas fiqguem disponiveis
para livre acesso. Assim, pesquisadores de todo o mundo tém a capacidade de reproduzir
as pecas utilizadas no experimento anterior e aplica-las para o estudo de interesse
(ZHANG et al., 2016). Essa tentativa de disponibilizar hardwares de livre acesso € um
topico por si s6 dentro da ciéncia aberta, a open hardware.

A Open Source Hardware Association (OSHA) define open hardware como o
hardware cujo todo o processo de criacdo é aberto ao pablico. Isto significa que o usuario,
utilizando como base este hardware, pode modificar, estudar, distribuir, fazer e vender o
hardware baseado nesse primeiro hardware “molde”. Com o uso dessas ferramentas uma
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série de laboratorios podem conduzir experimentos que ndo poderiam antes gragas aos
custos diminuidos e possibilidade de produzir o préprio equipamento.

Além de hardwares de uso livre, € importante a disseminacao de softwares abertos.
Esses softwares podem ser acessados e utilizados sem custo adicional por toda a
comunidade interessada. Uma série de projetos nas Ultimas duas décadas sé@o direcionados
a esse fim. No que diz respeito a esses softwares, ha um movimento em estagio muito
mais avangado em termos de utilizacdo pela comunidade cientifica em geral quando
comparado aos hardwares de codigo livre.

Um dos exemplos mais conhecidos de sucesso no uso e disseminacgéo de software
livre é 0 uso da IDE (integrated development environment) RStudio (RStudio Team,
2020). Esse software utiliza a linguagem R, criada por Ross lIhaka e Robert Gentleman,
principalmente para anélises estatisticas, anélise de dados e confeccdo de gréaficos. Hoje
esse software € utilizado e aceito devido a sua precisdo nas analises e possibilidade de
proporcionar uma clareza para o publico e revisores de artigos de como os dados foram
tratados e as analises feitas.

Outro exemplo bastante utilizado pela comunidade cientifica é o FIJI (ImageJ)
(SCHNEIDER et al., 2012). Esse software faz parte de um projeto da Universidade de
Wisconsin nos Estados Unidos. Esse programa tem como objetivo principal a analise de
imagens digitais, sejam elas na ciéncia de materiais, ciéncias biologicas, mineralogia,
medicina e uma miriade de outras possiveis aplicacdes. Ainda no campo da analise de
imagens podemos destacar o projeto VIA da universidade de Oxford (DUTTA e
ZISSERMAN, 2019) e o projeto Apeer da empresa alema Carl Zeiss.

Outro importante ponto da ciéncia aberta é o livre acesso a codigos de
programacao. Esses cédigos podem ou ndo fazer parte de softwares e hardwares. Uma
série de ferramentas estdo a disposicdo onde cddigos sdo depositados. A mais famosa
dessas ferramentas é o repositorio Github. Nesse repositorio ha possibilidade de contato
entre o publico e o autor do codigo. Dessa forma é possivel a correcdo de problemas,
ajuste do cddigo para a realidade do projeto e a elucidacdo de davidas de maneira geral.

Uma das ferramentas de livre acesso mais importante no que toca a aprendizagem
profunda é o Google Colab. Esse ambiente digital serve como uma IDE baseada em
Jupyter Notebook. A caracteristica que faz essa IDE ser revolucionéria é a possibilidade
de o usuario utilizar uma GPU (acelerador de hardware) disponibilizado pelo Google
gratuitamente. Dessa forma é possivel o treinamento de modelos de machine learning em
um tempo muito menor.

Em ultima instancia todos esses recursos podem ser utilizados pelo maior nimero
possivel de interessados, o que torna a reprodutibilidade do experimento muito maior,
enquanto € aumentada a transparéncia e confiabilidade do resultado obtido com custos
cada vez menores 0 que aumenta a probabilidade de uso desses recursos pelo publico
interessado, que passam a produzir mais conhecimento através de ferramentas abertas ao
publico, agindo como um ciclo que se retroalimenta.
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2.2 Visao Computacional (VC)

Um dos ramos da computacdo com crescente interesse por parte da iniciativa
privada, comunidade cientifica e populagdo no geral é a visdo computacional (VC).
Entende-se por visdo computacional as técnicas envolvidas na aquisi¢do, processamento,
andlise e entendimento realizados sob imagens digitais (WILEY e LUCAS, 2018).

O objetivo final da visdo computacional € mimetizar o que ocorre quando um ser
humano analisa uma imagem, ou mesmo superar a visdo humana em algumas tarefas. Ou
seja, a visdo computacional objetiva que uma maquina que avalia uma determinada
imagem seja capaz de diferenciar os diferentes objetos contidos nela, classifica-los e
identificar onde estdo os objetos de interesse (CERNEK et al., 2020). O uso dessa
tecnologia se torna imprescindivel sobretudo para analise de estruturas de dificil
diferenciacdo pelo ser humano, ou que necessite elevada especializacdo por parte do
observador (VAZQUEZ et al., 2017). Erros na anélise, sobretudo na medicina, podem
levar a resultados extremamente indesejaveis. Além disso, 0 uso de maquinas leva a uma
maior capacidade de processamento e analise de dados quando comparada ao uso de
observadores humanos para a mesma atividade.

Uma série de abordagens podem ser utilizadas em visdo computacional. Ao longo
da dltima década as estratégias de resolucdo de problemas que envolvem visdo
computacional baseadas em aprendizagem profundo vem sendo o padrdo devida a alta
acuracia alcancada em uma série de contextos diferentes (HE et al., 2015; LIU et al.,
2018).

2.3 Aprendizagem Profunda (AP) e Inteligéncia Artificial (Al)
2.3.1 Historico

Grande parte dos avangcos no campo da visdo computacional ao longo da década
passada se devem ao uso de ferramentas e estruturas de aprendizagem profunda (AP)
(VOULODIMOS et al., 2018). Conforme detalhado adiante, na se¢édo 2.3.2, AP é uma
classe de algoritmos de aprendizado de maquina que utiliza uma série de camadas para
entender informac@es contidas em dados (BENGIO, 2009).

A primeira tentativa de criar uma estrutura de AP é relatada por Pitts e McCulloch
em 1943 (PITTS e McCULLOCH, 1990), quando esses autores criaram um modelo
computacional baseado nas redes neurais do cérebro humano. Esses dois pesquisadores,
com o auxilio de algoritmos e operagdes matematicas, utilizaram uma “threshold logic”
para simular o processo de pensamento humano.

Os avangos no estudo de algoritmos de aprendizagem profunda continuaram nos
anos subsequentes. Na publicagdo de Samuel (1959) foi apresentado, utilizando
aprendizado de maquina (AM), um computador capaz de jogar xadrez. Dessa maneira foi
demonstrado que o aprendizado de maquinas era uma realidade possivel. Assim foi
especulado que essa tecnologia poderia ser transposta para outras aplicagdes.

Fukushima (1980) publicou o que é considerado a primeira RNC (rede neural
convolucional). Este autor desenvolveu uma rede chamada Neocognitron. Essa
arquitetura permitiu que o computador reconhecesse padrdes visuais contidos em



17

imagens. Muitos dos conceitos pioneiros dessa publicacdo continuam a ser utilizados até
hoje.

Embora os resultados fossem promissores, havia uma série de criticas quanto ao
potencial e aplicagdo préatica da inteligéncia artificial e aprendizagem profunda. Na
década de 1970, a aprendizagem de maquina perdeu parte de seu momentum. Bar-Hillel
(1973) demonstrou que para resultados de traducdo realizado por maquinas era necessario
0 uso de muitos dados de treinamento, a uma taxa que faria qualquer aplicacéo pratica
ndo ser possivel. Ainda na década de 1960 o relatério da ALPAC (AUTOMATIC
LANGUAGE PROCESSING ADVISORY COMITTEE) concluiu que ndo havia como
prever quando uma maquina pudesse realizar uma tradugdo considerada ‘“util”
(HUTCHINS, 2003).

Um exemplo do criticismo sofrido estad contido na publicacdo Alchemy and
Artificial Intelligence de Hubert Dreyfus, a época professor de filosofia no MIT e
consultor da RAND Corporation. Dreyfus comparou os meios utilizados para alcancar os
resultados usando inteligéncia artificial com alquimia, ou seja, ele considerou que uma
maquina capaz de tomar decisdes de maneira que mimetize o cérebro humano é apenas
mais uma fantasia. O autor chega a conclusao que “Um padrao geral esta tomando forma:
Um sucesso inicial e dramético na performance em uma tarefa facil ou um resultado de
baixa qualidade em atividades complexas seguido por resultados que vao diminuindo,
desencantando e, em alguns casos, leva ao pessimismo” (DREYFUS, 1965).

Em 1973 Sir James Lighthill, matematico na Universidade de Cambridge, publica
um relatdrio que visa atestar o estado da arte da inteligéncia artificial. A concluséo desse
relatorio é que o impacto das pesquisas com IA ndo chegaram sequer perto do que foi
prometido/esperado pelos pesquisadores (LIGHTHILL, 1972). Nesse cenario uma onda
de pessimismo levou ao menor financiamento de pesquisas envolvendo inteligéncia
artificial. Esse cenario pessimista levou a um periodo conhecido como first Al winter
(primeiro inverno da inteligéncia artificial) (HENDLER, 2006).

Na década de 1980 ocorreram avangos nos estudos que envolviam inteligéncia
artificial. Os pesquisadores comecaram a apresentar produtos prontos para uso por parte
do publico. Por exemplo, na medicina foram criados sistemas que cruzavam informacoes
dos sintomas que o paciente tinha com as informac@es contidas num banco de dados para
assim produzir um diagndstico da provavel doenca que acometia o paciente (KAUL et
al., 2020).

Da segunda metade dos anos 1990 para os anos 2000 uma série de produtos que
utilizam os principios da inteligéncia artificial sdo apresentados para o uso do publico
fora das estacdes de pesquisa. Sdo exemplos o robd Kismet projetado pela professora
Cynthia Breazal do MIT que era capaz de simular expressdes humanas, o robé humanoide
ASIMO apresentado pela Honda (Honda Motor Company) em 2000 e o I-Robot que era
um aspirador de p6 capaz de evitar obstaculos apresentado em 2002 pela empresa norte-
americana Roomba. A partir da década de 2010 produtos que envolvem inteligéncia
artificial deixam de ser excec¢des para se tornarem regras.

Ainda na década de 1990 ocorreram avan¢os no que diz respeito & aprendizagem
profunda. Em 1999 a Nvidia apresenta para o publico geral a primeira GPU (graphics
processing unit) amplamente disponivel. Esse novo equipamento possibilitou uma maior
velocidade de processamento de dados, o que subsidiou avangos na aprendizagem
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profunda. Ao longo da década de 2000 o tempo de processamento foi diminuindo
possibilitando a analise de um maior conjunto de dados.

Com a melhora de performance dos hardwares, a aprendizagem profunda
vivenciou incriveis avancos na década de 2000. Porém, havia uma escassez de dados
rotulados que poderiam ser utilizados para algoritmos de aprendizado de maquina.
Considerando isto, foi publicado em 2009 pela professora Fei-Fei Li, da Universidade de
Stanford, o ImageNet Dataset. Esse banco de dados contém cerca de 14 milhdes de
imagens ja classificadas, apresentando assim um enorme conjunto de dados de livre
acesso para treinamento de algoritmos de aprendizado de maquina.

Com a maior disponibilidade de dados e a crescente melhoria no desempenho dos
hardwares, o uso de aprendizagem profunda se tornou o padrao utilizado nos estudos que
envolvem inteligéncia artificial a partir da década de 2010. Os algoritmos que utilizavam
arquiteturas baseadas em aprendizagem profunda passaram a demonstrar-se muito
eficientes na resolugcdo de problemas. S&o exemplos dessas arquiteturas a VGG19 e
VGG16 (SIMONYAN e ZISSERMAN, 2015), ResNet (HE et al., 2015), ZFnet (ZEILER
e FERGUS, 2013) e UNet (RONNENBERGER et al., 2015).

2.3.2 Aprendizagem Profunda (AP)

Aprendizagem profunda é uma classe de algoritmos de aprendizado de maquina.
Esses algoritmos tentam entender mdaltiplos niveis de representacdes e abstracbes
contidas na imagem (no caso de aplicacdo para visdao computacional) para entenderem
seu contexto. Isto é alcancado através da utilizagdo de maltiplas camadas para extracéo
de caracteristicas relevantes que definem os objetos de interesse presentes nos conjuntos
de dados (DENG e YUN, 2014; HAILESILASSIE, 2016).

Em uma arquitetura de aprendizagem profunda a primeira camada é referida como
entrada (input) e a Gltima como saida (output). As camadas entre entre elas sdo chamadas
camadas ocultas (hidden layers) (CA). Em um modelo basico de arquitetura de AP, nas
camadas ocultas, ocorre o processo de reconhecimento e extracdo de caracteristicas
presentes na imagem que visam definir quais sdo os objetos ali contidos. A entrada de
uma camada oculta, exceto na primeira camada, é a saida da camada anterior. Ou seja, a
informacdo extraida na camada anterior sera alimentada para analise na nova camada
(RONNEBERGER et al., 2015). Esse processo é demonstrado na figura 1 que contém o
funcionamento basico de um algoritmo de aprendizagem profunda. Nesse exemplo um
conjunto de pixels (imagem) é alimentado para a rede. A rede utiliza esses pixels como
entrada que posteriormente sofrem operacdes responsaveis pelo reconhecimento de
caracteristicas que definem qual € o objeto de interesse contido na imagem nas camadas
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ocultas, até que resulte na camada de saida, que entrega um “rotulo” para o usuario de
qual é a classe de objeto presente na imagem (neste exemplo gato).

Camadas ocultas Camadade saida
Camadadeentrada ™ —— N T

& < L o
4 ’(‘\ X -y,
\\ LX) (2

Figura 1. Exemplo de como um algoritmo de aprendizagem profunda funciona. Inicialmente os pixels sdo avaliados na cama
de entrada. O Aprendizado desta camada (o resultado das operagbes de convolucdo e agrupamento) é compartilhado
hierarquicamente entre as camadas. A camada de saida consiste do “resultado” da analise, neste exemplo de que a imagem de
entrada se tratava da imagem de um gato.
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No processo de aprendizado o usuario pode escolher construir seu algoritmo
baseado em dois principios: i) aprendizado de méaquinas supervisionado; ii) aprendizado
de maquinas ndo supervisionado (CHOLLET, 2018).

No aprendizado supervisionado a rede ¢ alimentada com dados “rotulados”. Ou
seja, no caso de imagens, a rede recebe as imagens e as mascaras (marcacdes das regides
de interesse contidas numa imagem), ou imagens e rétulos (geralmente texto que define
se 0 objeto de interesse esta contido na imagem para tarefas de classificacdo). A partir
dessa comparacdo entre mascara/rétulo e imagem a rede aprendera os padrdes contidos
na imagem original que definem as regides de interesse e reproduz o aprendizado para
definir as regides de interesse em um novo conjunto de dados. J& na abordagem de
aprendizado de maquina nédo supervisionado o algoritmo ndo é alimentado com nenhuma
predicdo realizada pelo usuario. Nessa abordagem, a partir de um conjunto de dados, 0
algoritmo passa a reconhecer padrdes comuns contidos no conjunto e passa a classifica-
los como similares. Essa abordagem é muito comum quando se deseja separar dados em
grupos similares (ALLOGHANI et al., 2020).

2.4. Redes neurais convolucionais (RNC):
Uma rede neural convolucional ¢ um algoritmo de aprendizagem profunda
alimentado com uma entrada (input) ao qual séo atribuidos pesos (weights) e vieses
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(biases), que extraem as caracteristicas de interesse na imagem e sdo compartilhados entre
as camadas, gerando uma camada de saida (output). As entradas de uma RNC s&o imagens
sucessivamente apresentadas a rede neural (essas imagens sdo matrizes com uma ou mais
camadas a depender do sistema de cores adotado). Por exemplo, em um tensor (formato
utilizado no tensorflow keras) de formato (32, 224, 224, 3) estdo contidas 32 imagens de
dimensdes 224 x 224 pixels com trés canais para cada imagem. Essa camada de saida é o
resultado final das operacgdes realizadas em um algoritmo de aprendizado de maquina
(CHOLLET, 2018). Por exemplo, em um algoritmo de classificacdo de animais, a entrada
passa por uma série de operagdes que visam aprender as caracteristicas que determinam
qual é o animal contido naquela imagem. Nesse caso a saida seria a probabilidade do
animal contido na imagem ser um determinado animal.

Essa arquitetura recebe esse nome por que € inspirada, vagamente, no
funcionamento do cérebro humano (AHMAD et al., 2018). Dessa forma os neurdnios
individuais presentes na rede avaliam apenas uma pequena parte do que esta presente, por
exemplo, em uma imagem, mimetizando o que ocorre no céerebro, a cada momento €
avaliado apenas uma pequena area do nosso campo de visdo. O mesmo ocorre com a rede
neural convolucional que de inicio avalia pequenas regifes separadamente com posterior
jun¢do para andlise. Posteriormente todos esses “pequenos campos” sdo sobrepostos
cobrindo toda a area de visdo/analise da imagem (CHOLLET, 2018).

Basicamente uma rede deste tipo, que analisa imagens consiste de trés partes: A
camada de entrada, as camadas ocultas (CO) e a camada de saida. A camada oculta
consiste de camadas de convolucédo (CC) que possuem camadas de agrupamento acopladas
(CA), estas camadas sdo responsaveis pela extracdo de caracteristicas de uma imagem, e
uma camada totalmente conectada (CTC) que mapeia as caracteristicas obtidas
anteriormente, juntando-as e produzindo um resultado final como por exemplo uma
imagem binaria. Uma das caracteristicas que permitem a alta eficiéncia de uma rede neural
convolucional ¢é o fato da saida de uma camada (resultado do processo de CC ou CA) ser
a entrada da nova camada. Tipicamente redes neurais convolucionais possuem multiplas
camadas ocultas. Em teoria quanto maior o nUmero dessas camadas, maior a capacidade
da rede de aprender interacfes complexas e detectar objetos mais diferentes entre si
(CHOLLET, 2018), porém ha uma maior necessidade de processamento.

O resultado das primeiras camadas de convolucéo € a extracdo de caracteristicas
mais simples como bordas, cor e orientacdo do gradiente de cor. Com o acréscimo de novas
camadas caracteristicas mais complexas passam a ser aprendidas pelo algoritmo (LE e
KAYAL, 2020).

Apos essa camada de convolucéo, a entrada passa por uma camada de pooling
(camada de agrupamento). Essa camada reduz as dimensdes da caracteristica (matriz)
obtida na convolugdo. Essa reducdo é importante ao reduzir o peso dos dados gerados
proporcionando melhor performance computacional do algoritmo e reduz o risco de
overfiiting (fenbmeno que ocorre quando o algoritmo se especializa para entender o
contexto das imagens em que foi treinado, apresentando pouca precisdo na analise de novos
dados) (CHOLLET, 2018).

Quanto maior o nimero de camadas de convolucdo e camadas de agrupamento
aplicadas na rede neural mais caracteristicas seréo extraidas e aprendidas pelo algoritmo.
Vale ressaltar que a rede terd maior precisdo no seu resultado, mas isso se dara ao custo do
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uso de mais recurso computacional de processamento, logo o usuério deve se atentar para
o custo beneficio do aumento do nimero de camadas de “filtro” a serem utilizadas. Além
disso, com esse acréscimo de camadas de convolugdo e agrupamento, o modelo obtido
pode se tornar muito especifico para o conjunto de dados em que foi treinado, ou seja, pode
se tornar pouco eficiente para realizar predi¢cbes em um novo conjunto de dados.

2.5. UNet

Uma das arquiteturas de rede neural convolucional utilizada atualmente é a UNet.
Essa arquitetura foi apresentada pela primeira vez por Olaf Ronneberger, Philipp Fischer
e Thomas Brox da Universidade de Freiburg (Alemanha) em 2015. Utilizando essa
arquitetura, esses autores segmentaram estruturas de células nervosas em imagens
utilizando um nimero pequeno de imagens de treinamento para obtencdo do modelo. Os
autores relatam gue os resultados obtidos foram melhores que o melhor método utilizado
nessa tarefa de segmentacéo até entio (RONNEBERGER et al., 2015).

O resultado bastante promissor de Ronneberger et al. (2015) tem propelido a
comunidade cientifica a utilizar esta arquitetura ja que, i) os resultados foram tdo bons
quanto as estratégias e arquiteturas utilizadas anteriormente e ii) com o uso de aumentacéo
de dados (técnica que artificialmente aumenta a variacdo das imagens por meio de
transformacfes como rotacdo, ajuste de brilho e corte) é possivel treinar redes neurais
com o uso de relativamente poucos dados (CHOLLET, 2018). De maneira basica, essa
arquitetura consiste de um caminho de contracdo, que captura o contexto da imagem
(definicdo dos parametros que definem uma regido de interesse em uma imagem), e de
um caminho de expansao simétrica que proporciona a deteccdo de onde esta esse objeto
(aregido de interesse).

Ao aprender as caracteristicas contidas numa imagem que definem o objeto de
interesse, a rede neural constrdi um mapa de caracteristicas. Uma das diferencas da UNet
em relacdo a outras arquiteturas de AP € 0 uso desse mapa para reconstruir uma imagem
contendo os objetos de interesse na localizagdo exata na imagem. Essa arquitetura €
constituida de trés partes: caminho de contracdo (CC), gargalo e caminho de expansdo
(CE). Uma outra nomenclatura utilizada é o termo encoder para o caminho de contracéo
e decoder para o caminho de expansao.

O caminho de contracdo é constituido de blocos de convolucdes seguidas por
operacOes de agrupamento (geralmente é utilizado max pooling) conforme um kernel
(matriz de tamanho IxJ que serd multiplicado nas regides de tamanho IxJ da imagem,
realizando o processo de extracédo de caracteristicas e aprendizado). Apos cada um desses
blocos 0 nimero de mapas de caracteristicas dobra. Assim a rede neural pode aprender
caracteristicas mais complexas contidas na imagem. Os resultados dessas convolugdes
(os mapas de caracteristica) sdo concatenados no caminho de expansdo. No caminho de
expansdo a imagem aumenta seus valores nas duas primeiras dimensdes e sofre operacoes
de convolugdo de forma que o que foi aprendido no caminho de contracdo possa ser
representado em pixels. Dessa maneira a rede aprende onde estdo os objetos de interesse
de forma que haja segmentacédo dessas regides. Para isso, 0 nimero de blocos do caminho
de expanséo deve ser igual ao nimero de blocos do caminho de contracédo. Dessa forma,
as dimens@es da imagem utilizada como entrada s&o reconstruidas e a imagem resultante
da rede terd as mesmas dimensfes do comeco do treinamento.
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2.6. Aplicacgdes de aprendizado de maquina

Uma das mais notaveis e difundidas aplicacdes de algoritmos de aprendizagem de
maquina se da na deteccdo de objetos de interesse em imagens. Um dos exemplos mais
bem-sucedidos é na direcdo de carros autbnomos. Através de cameras imagens sao
capturadas e simultaneamente o sistema reconhece o entorno, proporcionando que o carro
siga 0 seu trajeto sem a ocorréncia de acidentes (GRIGORESCU et al., 2019). Também
no campo da seguranca publica ja é comum a utilizacdo de algoritmos de reconhecimento
facial baseados em arquiteturas de aprendizado de maquina (ABDELMINAAM et al.,
2020). Outro exemplo bastante utilizado no nosso dia-a-dia é o reconhecimento de fala
como a pesquisa por voz em mecanismos de busca como o Google, e assistentes virtuais
como Siri da Apple, Cortana da Microsoft e Alexa da Amazon.

Os mesmos principios de aprendizado de maquina sdo utilizados nas
recomendacdes que os sites e aplicativos nos fazem. Quando utilizamos um mecanismo
de busca para compras as informac6es sdo armazenadas e posteriormente servem como
base para futuras recomendacdes. Essa pratica € comum nas sugestdes de compras e de
produtos de entretenimento como séries, musicas e videos.

Uma das areas do conhecimento cientifico em que os esforcos que envolvem
aprendizado de maquina mais sao utilizados é na medicina. A aplicacdo pode se dar num
momento mais simples, como os robds utilizados em chats de atendimento que servem
para o recolhimento de informacGes que vao ser utilizadas para o diagndstico, ou mesmo
aplicacbes mais complexas como a segmentacdo de estruturas que causam uma
determinada patologia ou classificacdo de qual doenca o paciente possui.

Um exemplo é a deteccdo de cancer de pele que é possivel utilizando AP atingindo
acuracia de até 84% (AMERI, 2020). Gulshan et al. (2016) apresentaram um promissor
algoritmo de classificacdo de retinopatia diabética utilizando uma rede neural. Chai et al.
(2018) demonstraram uma multi-branch neural network utilizada para auxiliar no
diagndstico de glaucoma. Esses autores atingiram cerca de 91% de acurécia na deteccao
dessa doenca, resultado este superior as metodologias utilizadas anteriormente.
Utilizando uma arquitetura de aprendizagem profunda, Ma et al. (2020) apresentaram um
algoritmo de segmentacéo de rins que deve auxiliar na deteccdo de pedras presentes nesse
6rgdo. Utilizando alguns marcadores e principios de aprendizado de méaquinas também é
possivel diagnosticar condi¢cdes mentais como esquizofrenia (SHIM et al., 2016). O uso
de tecnologias que envolvam aprendizado de maquina é sobretudo animador para
condicdes em que o diagnostico realizado pela observacdo do médico é bastante dificil
como abscesso peritonsilar (WILSON et al., 2019). Utilizando aprendizado de maquina,
Fernandes et al. (2021) apresentaram um algoritmo capaz de prever a severidade do
quadro de covid-19 de pacientes baseado em dados obtidos de exames de rotina. Tal
ferramenta é mais um exemplo de como estratégias que envolvam aprendizado de
maquina podem auxiliar na tomada de decisdo por parte do corpo médico e na melhor
alocacdo de recursos na administragdo da saude publica.

Mesmo sendo tdo promissor, o uso de ferramentas de aprendizado de maquina no
auxilio do diagnostico de doencas ainda encontra barreiras. Por vezes, quando
apresentado a novas condic¢des de captacdo de imagem, os algoritmos que identificam
doencas através da andlise de imagens ndo desempenham tdo bem quanto quando
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utilizado os dados utilizados para a obtencdo do modelo. Outra barreira € a difusdo ainda
lenta dessas tecnologias e a distancia entre cientistas de dados e médicos de forma que o
diagnostico seja mais preciso (LYNCH e LISTON, 2018).

2.6.1 Aplicacbes na genébmica e protedbmica

Outro campo do conhecimento em que a aplicacdo de algoritmos de aprendizado
de maquina pode revolucionar o estado atual da pesquisa € na biologia. Por exemplo,
algoritmos de aprendizado de maquia ndo supervisionados podem ser utilizados para
realizar o clustering (processo de agrupamento de dados semelhantes) para subdividir um
conjunto gigante de dados de maneira mais rapida e eficiente, proporcionando que esses
dados sejam analisados posteriormente de maneira mais agil (KARIM et al., 2021).

Um exemplo préatico disso se da na gendbmica. Por conta dos avangos na extracao
e sequenciamento de DNA mais dados estdo abertos a comunidade. Nesse contexto, a
area da gendmica pode sofrer avancos extraordinarios utilizando ferramentas como o
aprendizado de maquina. Dentro dessa area ja se utiliza aprendizado de maquina para o
alinhamento de sequéncias de DNA, classificacdo, clustering e mineracdo de dados
(YANG et al., 2020). Por mineracdo de dados é entendido a extracdo e reconhecimento
de padrdes contidos em um conjunto de dados (MAHMUD et al., 2021). Dessa forma o
pesquisador pode empreender menos esforco na deteccdo de padrdes a0 mesmo tempo
em que a precisdo dessa separacdo de dados pode aumentar.

Uma empolgante utilizacdo de algoritmos de aprendizagem profunda é acoplar
esses sistemas a analise de dados obtidos de instrumentos como 0 DNA microarray. Desta
forma, LAHMER et al. (2020) puderam classificar genes em genes regulados pelo ciclo
celular e genes ndo regulados pelo ciclo celular com acurécia de 93%, resultado que os
autores alegam superar em 20% a abordagem de analise até entdo considerada a mais
eficiente. Outra aplicacdo é a identificacdo de sitios de inicio de transcricdo de DNA que
também pode ocorrer utilizando AM (GEORGAKILAS et al., 2020).

Na protedmica, estudo das proteinas em sistemas biol6gicos, a utilizacdo de
algoritmos de aprendizagem profunda também tem um potencial revolucionario. A
quantidade de dados produzida tem aumentado ao longo das Ultimas décadas gracas a
difusdo de analises como a espectrometria de massa. A filtragem desses dados pode se
dar pelo principio da mineracdo de dados citado anteriormente. Atualmente, utilizando
aprendizagem profunda, é possivel prever caracteristicas fisico-quimicas de peptideos
baseados na sequéncia, espectro de massa e tempo de reten¢do (MEYER, 2021). Outros
exemplos sdo a predicdo do tempo de retencdo que a proteina terd nas analises de
espectrometria e o sequenciamento de peptideos (WEN et al., 2020).

2.6.2 AplicacGes na biologia e agricultura

E possivel acoplar algoritmos de visdo computacional a analise de amostras
biolégicas. Uma das aplicacBes que mais podem ajudar nas rotinas laboratoriais € a
automacdo da analise de imagens para que assim seja possivel identificar estruturas de
interesse que facilmente sdo detectadas pelo olho humano, porém sdo dispendiosas em
termos de tempo ou que necessitam de méao-de-obra altamente especializada. Muitas
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vezes essas analises podem ser feitas mais rapidamente e com maior precisao atraves do
uso de algoritmos. Essa necessidade se torna ainda mais urgente com o crescimento no
volume de dados que resulta do uso de microscopios cada vez mais eficientes. Além disso,
a analise de imagens muitas vezes esta sujeita a biases (tendéncias ndo voluntarias) do
observador o que causa variacdo na analise quando ela € realizada por observadores
diferentes sem que, necessariamente, se trate de coisas diferentes.

Outro problema na anéalise de amostras bioldgicas se da na perda de qualidade que
elas podem sofrer conforme o tempo passa (BERNAS et al., 2005; YUAN et al., 2020).
As proprias estruturas bioldgicas podem se tornar mais dificeis de distinguir, bem como
artefatos podem avancar sobre a estrutura em questdo tornando a analise mais dificil o
que pode produzir resultados e avaliagdes menos precisas. Uma estratégia que pode ser
utilizada para resolver esse problema € a captacdo imediata da imagem da amostra (apds
esta ser obtida) para posterior analise, permitindo assim o registro/preservacao definitiva
dos dados de interesse. Outra estratégia pode ser a anélise em tempo real das imagens
capturadas no processo de escaneamento da estrutura biolégica (COLLINS et al., 2020;
WANG et al., 2020).

A segmentacdo de estruturas bioldgicas utilizando algoritmos de aprendizagem
profunda j& é uma realidade (KAN, 2017). Ferramentas como MitoSegNet sdo versateis
na deteccdo de mitocdndrias em uma ampla gama de dados e também na medicdo de
algumas caracteristicas como area e perimetro dessas estruturas, superando o uso de
ferramentas tradicionais baseadas em aprendizado de maquina como o llastik (FISCHER
et al., 2020).

Algoritmos de aprendizado de maquina também podem ser utilizados no estudo
de plantas. E possivel diferenciar espécies vegetais utilizando algoritmos de visdo
computacional, tarefa importante sobretudo para imagens de plantas capturadas em
campo aberto, e até mesmo realizar classificagdes taxondmicas através da andlise de
imagens de folhas (MOCHIDA et al., 2018; WILF et al., 2013).

Para fins de preservacdo do conhecimento uma série de herbarios no mundo estéo
sendo digitalizados. Muitas vezes as imagens das plantas sdo digitalizadas sem as
respectivas informacdes taxonémicas. Visando mitigar esse problema, Carranza-Rojas et
al. (2017) apresentaram uma estratégia utilizando aprendizado profundo que foi capaz de
classificar, através da analise de imagens de folhas, as espécies que elas pertenciam.

Através das técnicas de visdao computacional, uma série de andlises fenotipicas sao
realizadas. Por exemplo, existem artigos publicados que alcangcaram a segmentacao de
orgdos como flores utilizando técnicas simples como thresholding (NAIJAR e
ZAGROUBA, 2012), extracdo e contagem de folhas (KUMAR e DOMNIC, 2019) ou
mesmo a segmentacdo e contagem de frutos (SADEGHI-TEHRAN et al., 2019). A
segmentacdo desses 6rgdos pode ser utilizada posteriormente para analises numéricas
como largura, altura e contagem. Através dessas analises, parametros que se relacionam,
por exemplo, a producdo podem ser avaliados, auxiliando na tomada de decisdo do
produtor agricola (LI et al., 2020).

Ferentinos (2018) apresenta um excelente resultado no diagnéstico de doencas de
plantas. Utilizando um banco de dados de mais de 80000 imagens de 58 classes
(combinacdo de espécie de planta e doenca), esse autor apresentou um algoritmo com
99% de precisdo na classificagdo dessas classes. Porém uma das limitagdes desse trabalho
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€ 0 tempo necessario para que o modelo que resultou nesta precisdo fosse obtido. Foram
necessarios cerca de cinco dias de treinamento da VGG (arquitetura de rede neural
utilizada) para a obtencdo desse resultado. Além disso, ndo houve tentativa de testar esse
algoritmo em dados diferentes do conjunto de dados original, o que pode levar a uma
queda consideravel da precisdo alcancada ja que as imagens podem ser captadas em
condiges diferentes daquelas que serviram para treinamento do modelo.

No estudo de bactérias a aplicacédo de ferramentas de visdo computacional podem
ser revolucionaria. Atualmente as analises realizadas no estudo de bactérias em placas de
petri, geralmente, sdo apenas qualitativas ou semi-quantitativas. Além disso, a diferenca
entre bactérias de diferentes espécies em imagens é muitas vezes sutil demais para que o
olho humano possa realizar essa distingdo. O uso de ferramentas como o ImageJ pode
auxiliar na diferenciacdo de bactérias diferentes, acrescentar a rotina analises como area,
comprimento e intensidade luminosa, segmentacao de células bacterianas com posterior
contagem e diferenciacdo entre bactérias diferentes (DANIELSEN e NORDENFELT,
2017).

Uma série de analises de contaminacéo ou colonizacdo por bactérias sédo realizadas
por meio de contagem de coldnias em placas de petri ou através de contadores de coldnia
automatizados. A primeira op¢ao pode ser bastante cansativa, 0 que pode levar a erros
por parte do observador. Ja na segunda opcao, esses produtos sdo considerados de custo
elevado. Uma opc¢do que pode ser utilizada para superar os problemas citados € a
utilizacdo de softwares de visdo computacional que possuam baixo custo ou que sejam de
livre acesso e que contem essas estruturas de maneira tdo confidvel quanto a tecnologia
considerada o estado da arte (GROSSI et al., 2019).

Utilizando uma rede neural, Wang et al. (2020) desenvolveram um microscépio
capaz de captar imagens de bactérias e classifica-las em tempo real nas trés espécies de
interesse do estudo. Além disso, para cada uma das analises realizadas foi estimado o
valor de $ 0,60 por teste. Esse fato traz a luz outra interessante potencialidade quando se
utiliza ferramentas de visdo computacional, sobretudo quando baseadas em aprendizado
profundo na analise de amostras bioldgicas, que é a reducdo de custos enquanto 0s
resultados sdo tdo bons quanto ou até melhores que as analises tradicionais consideradas
de maior eficacia.

Essa redugdo de custos também ¢é relatada no estudo de fungos causadores de
doencas. Zielinski et al. (2020) apresentam um algoritmo capaz de classificar diferentes
espécies de fungos causadores de doencas utilizando um modelo de rede neural profunda
chamado deep bag of words algorithm. Ao utilizar esse método de classificacdo, que foi
bastante preciso, 0 uso de analises bioquimicas para a deteccdo de qual fungo estava
presente no meio se tornou supérfluo, o que diminui os custos dessa analise a0 mesmo
momento que produz um diagndstico mais rapido.

A deteccdo de fungos micorrizicos arbusculares (FMA) também ja é relatada
utilizando aprendizado de maquina. Evangelisti et al. (2021) apresentaram um software
intitulado AMFinder, utilizando este algoritmo é possivel detectar, quantificar a
colonizacdo por FMAS e encontrar hifas intraradiciais através do uso de uma RNC que
analisa imagens.

O estudo de nematdides também pode se dar através de ferramentas de VC (CHEN
et al., 2020). Um promissor resultado no estudo dos nematoides é apresentado por Hakim
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et al. (2018). Esses autores apresentam uma rede neural de aprendizagem profunda que
foi capaz de diferenciar o nematoide de vida livre Caenorhabditis elegans de artefatos
presentes em placas de petri preenchidas com agarose. Adicionalmente foi apresentada a
capacidade de diferenciacdo fenotipica (masculino e feminino) nesse algoritmo.

Para 0 nematoide parasita da soja, Heterodera glycines, utilizando AP, foi
desenvolvido um algoritmo capaz de contar 0s ovos depositados por esse nematoide em
amostras de solo de forma que a tomada de decisdo para controle dessa peste seja mais
eficiente (AKINTAYO et al., 2018). Thevenoux et al. (2021) apresentam uma estratégia
de estudo de nematoides utilizando uma rede neural convolucional e custom computer
vision algorithm (CCVA). Esses autores conseguiram distinguir duas espécies proximas
de nematoide e apresentaram medidas de pixels para esses organismos (para a medida do
comprimento ¢ largura do “botdo” desse organismo). A taxa de erro nas avaliagdes para
um dos dois organismos avaliados foi maior que para o outro organismo, revelando
possivel problema de overfitting.

Ha de se ressaltar que o uso de algoritmos de aprendizagem profunda envolvendo
visdo computacional dentro da microbiologia ainda encontra barreiras. O uso desses
algoritmos pode revolucionar a realidade do estudo dos microorganismos como ja tem
revolucionado para uma série de outras areas do conhecimento. Nesse contexto &
necessario um maior engajamento da comunidade no que diz respeito a aprendizagem
profunda. Outro problema é a, ainda, pequena disponibilidade de bancos de dados de
imagens de microorganismos de acesso livre, 0 que poderia levar a avangos nesse campo
de estudo. Outra possivel limitacdo, € o engajamento ainda incipiente da comunidade com
linguagens de programacédo (ZHANG et al., 2021).
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ARTIGO |
Estagios automatizados de baixo custo e cddigo livre para o imageamento de
organismos do solo

Abstract

No estudo de organismos do solo, comumente, se faz necessario o uso de equipamentos
que permita a observacdo destes organismos ja que eles podem néo ser visiveis ao olho
nu. Um dos equipamentos que pode ser utilizado para este fim é o microscépio. Embora
bastante utilizado, este equipamento pode apresentar custo financeiro elevado. Um dos
componentes do microscopio que pode contribuir significativamente para esta realidade
é 0 estagio, que, quando automatizado, apresenta custos elevados. Porém o uso deste
componente se justifica pelo aumento na capacidade de analise do equipamento, por
exemplo ao ampliar o campo de visdo em relacdo a uma amostra de forma que mais
informacdes sejam dali extraidas. Uma possivel resolucdo para este problema é adotar o
uso de estagios de cddigo aberto. Para popularizar o uso desta tecnologia apresentamos
neste artigo dois estagios automatizados e seus softwares de controle desenvolvidos no
Laboratdrio de Microbiologia e Processos Bioldgicos do Solo da Universidade Federal
de Lavras. O primeiro estagio (MicroStage) foi adaptado a um microscopio de campo
claro comumente presente em laboratorios de analises bioldgicas. O segundo estagio
(NemaStage) foi adaptado a um microscopio digital de baixo custo. Para testar o
desempenho destes equipamentos, uma lamina de microscopia contendo raizes
micorrizadas foi avaliada para MicroStage e uma lamina contendo raiz parasitada por
nematoides foi avaliada para NemaStage. Os estagios automatizados e os seus softwares
de controle foram eficientes no escaneamento total de laminas de microscopia ou de
regides destas, enquanto mantinham detalhamento satisfatorio em relacdo as estruturas
presentes. Quando acoplado a uma estratégia de juncao das imagens obtidas ao longo do
escaneamento, foi possivel realizar a ampliacdo do campo de visdo em relagdo a amostra.
Por se tratar de equipamentos de baixo custo e cddigo livre, acreditamos que 0s
equipamentos aqui apresentados podem constituir uma excelente opg¢éo sobretudo para
laboratérios com menor poder aquisitivo.

Highlight 1: Estagios de baixo custo mantém resultados de qualidade no imageamento
de amostras biol6gicas.

Highlight 2: Estagios automatizados podem ser obtidos por custo baixo

Palavras-chave: Microscopia, ciéncia aberta, nematoide, equipamento de baixo custo,
NemasStage

O artigo cientifico se encontra nas normas da revista “Computers and Electronics in
Agriculture” e esta sujeito a alteracdes.



34

1. Introducgéo

O microscopio é uma ferramenta fundamental no estudo de microrganismos nao
visiveis a olho nu. Desde os primeiros microscépios utilizados com fins cientificos por
Robert Hooke e Antonj Van Leeuwenhoek no século XVII até os dias atuais, uma serie
de evolugdes no uso e na capacidade de analise desses equipamentos vem ocorrendo
(WOLLMAN et al., 2007).

Um dos componentes do microscopio que tem sofrido evolugdes significativas é
0 estagio. Esse componente é o receptaculo da lamina que serd submetida a observacao
no aparelho e permite que o usuério mova a amostra para visualizar diferentes areas de
interesse. A necessidade do estagio se da pelo fato de a ampliacdo reduzir o campo de
visdo do usudrio, sendo, portanto necessario escanear a amostra manualmente pela
movimentacdo do estagio. Por ser tradicionalmente de operacdo manual, a visualizacao
de amostras em microscépio esta sujeita a uma série de erros ou imprecisdes por parte do
operador (e.g. erro de posicionamento, andlise repetida em algumas areas, areas sem
imageamento).

Uma maneira de melhorar o manuseio, e consequentemente o resultado da anélise,
é através da automacdo do movimento do estagio (Ma et al., 2009), que permite um
posicionamento preciso e facilmente replicavel do campo visual. Outra vantagem do uso
de estagio automatizado é a diminuicdo de danos a satde do operador, ja que dores no
pulso e nas costas sdo comumente relatadas pelos usuarios de microscépios (Thompson
et al., 2003), especialmente quando necessario analisar amostras extensas. Operando
nesse tipo de estagio, ha menos movimento repetitivo por parte do operador, bem como
menor necessidade de se aproximar do microscépio para movimentar a lamina que esta
sendo observada, ja que é possivel utilizar um controle, ou mesmo enviar comandos via
software que realizam esta movimentag&o.

Embora melhore a qualidade do fluxo de andlises no laboratério, 0 uso de estagios
automatizados encontra algumas barreiras. A mais notavel é o custo financeiro. Em
pesquisa de mercado realizada em julho de 2021, os estagios automatizados encontrados
custavam mais de R$ 40.000,00 (sem incluir o microscépio), tornando sua utilizacdo
inviavel para muitos laboratdrios. Outra dificuldade é o alto custo dos microscépios e de
sua manutencdo, especialmente probleméatica em paises em desenvolvimento onde a
assisténcia técnica se torna um fator limitante (Malkin, 2007; Malkin e Keane, 2010).

Uma alternativa para contornar essas limitacGes € trabalhar no escopo da ciéncia
aberta. Nesta abordagem o usuario tem acesso a softwares e hardwares de livres, podendo
fabricar e utilizar equipamentos a baixos custos, e até mesmo adaptéa-los a realidade local
e do organismo que deve ser analisado. Neste escopo 0s custos financeiros sdo
drasticamente reduzidos uma vez que 0 usuario arca apenas com os custos do material e
pode utilizar a prépria mao-de-obra para fabricar o equipamento (Woelfle et al., 2011).

Com o0 uso de estagio automatizado, é possivel a ampliacdo do campo visual
guando se analisa uma amostra. Para tanto, o usuario pode utilizar uma camera digital
para capturar imagens precisamente posicionadas na amostra e, posteriormente ao
escaneamento, fazer a juncdo das imagens individuais para compor uma imagem em alta
definicdo compreendendo toda a amostra ou algumas regides de interesse. Dessa forma é
possivel contextualizar melhor as informagdes contidas na ldmina que estad sendo
observada e perceber relagcdes espaciais presentes na estrutura ou organismo analisado.
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Essa estratégia de escaneamento imediato e completo de uma lamina se torna
imprescindivel, sobretudo, para amostras bioldgicas que perdem qualidade com o passar
do tempo, pois permite um registro definitivo que pode ser analisado em qualquer
momento (Bernas et al., 2005; Yuan et al., 2020).

Neste contexto apresentamos duas alternativas de baixo custo para escaneamento
de amostras bioldgicas usando estagios automatizados. Um deles baseado em um
microscopio digital de baixo custo e outro acoplado a um microscépio de campo claro,
representativo daqueles comumente encontrado em laboratérios voltados para anélises
bioldgicas. Apresentamos também softwares de codigo aberto para controle do estagio e
para a aquisicdo automatica de imagens.

2. Metodologia
2.1 - Estagio automatizado acoplado a microscopio de campo claro (MicroStage)

Com o objetivo de automatizar o imageamento de laminas com raizes colonizadas
por fungos micorrizicos, nds desenvolvemos e adaptamos um aparelho em um antigo
microscopio binocular, acromatico, de campo claro (Studar M PZO). Esse aparelho é
composto por dois motores de passo acoplados, via engrenagens impressas em 3D, ao
Charriot do microscopio, controlando a movimentacao do estagio, conforme ilustrado na
figura 1. A movimentacdo dos motores € modulada por um microcontrolador Arduino
Nano contendo o software grbl 0.9, utilizando a linguagem GCode para definir o
posicionamento da amostra.

Para definir a grade de imagens a ser obtida e enviar os comandos para posicionar
a amostra, nés desenvolvemos um software, StageControl, escrito na linguagem Python
3.0. Para usar este software, 0 usuério especifica a distancia a ser percorrida ao longo dos
eixos X e Y (resultando na area total que deve ser escaneada), e a distancia entre imagens
consecutivas. A aquisicdo das imagens pela camera digital (modelo Logitech C720)
acoplada ao microscopio também € controlada automaticamente pelo software
StageControl.

As engrenagens que conectam os motores de passo ao Charriot foram desenhadas
no software Autodesk Fusion360 e confeccionadas em uma impressora 3D (Ender 3 Pro)
utilizando filamento de ABS por conta da satisfatoria resisténcia mecanica que o material
apresenta. O mesmo procedimento foi adotado para confec¢éo do adaptador utilizado para
acoplar a camera digital a ocular do microscopio.

As distancias maximas que podem ser percorridas utilizando esse estagio sao 40
e 90mm ao longo dos eixos X e Y respectivamente, que é o suficiente para escanear
completamente as laminas de microscopia convencionais (com dimensdes de 25 x 75
mm).
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Figura 1. Automagdo de movimento de estagio de microscopio de campo claro. O aparelho acoplado ao Charriot do
microscopio é composto por dois motores de passos que tracionam o Charriot através de engrenagens. Os motores sdo
fixados por suportes impressos em 3D usando ABS e por uma pega de aluminio extrudido. O controle do movimento
dos motores é realizado através de um microcontrolador, que por sua vez é controlado por um software escrito em
Python rodando em um computador. A aquisigdo das imagens é feita por uma camera acoplada & ocular do microscépio.

2.2 Microscépio digital de baixo custo acoplado a um estagio automatizado para
escaneamento de amostras de maiores dimensdes (NemaStage)

Com o fim de tornar acessivel o imageamento de laminas de maiores dimensdes
(como as usadas no estudo de nematoides parasitas de plantas) e criar alternativas aos
microscopios mais caros frequentemente utilizados em analises microbioldgicas, nés
desenvolvemos um estagio automatizado acoplado a um microscopio digital, ambos de
baixo custo.
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Figura 2. O microscdpio digital (2) é movido ao longo do eixo Y através de um motor de passo (10) acoplado a um fuso (1)
e regulado por um microcontrolador Arduino Nano (ndo aparente na imagem). A lamina de vidro com a amostra (4) é
sustentada por uma base de vidro (7) que movimenta-se ao longo do eixo X através de um fuso (5) tracionado por um motor
de passo (3), também ligado a um microcontrolador. A iluminagdo através de LEDs do microscopio digital é refletida por
uma faixa reflexiva (6) colocada sob a amostra para aumentar o contraste da imagem. Para dar rigidez a ambos 0s eixos,
foram utilizadas guias lineares (12) de 8mm de didmetro, em aco inox retificado, reciclados de impressoras descartadas,
assim como os motores de passo. Todo o sistema é montado sob uma base de MDF (8). Tanto a aquisi¢do da imagem (11)
pelo microscépio digital quanto o microcontrolador responsavel pela movimentagdo dos eixos sdo controlados a partir de
um software de cddigo livre escrito na linguagem Python (13) rodando um um laptop (9).

NemasStage consiste, basicamente, de um microscopio digital de baixo custo
acoplado a um estagio automatizado. O movimento do microscéopio se da no eixo Y. Esse
movimento é proprorcionado por um motor de passo acoplado a um fuso (figura 2). Esse
movimento é controlado pelo usuério através de um microcontrolador do tipo Arduino
Nano.

A lamina posta acima de uma base de vidro se movimenta ao longo do eixo X
(este movimento também ¢é acionado por um motor de passo também ligado a um
microcontrolador). A iluminagdo da amostra (da I[&mina contendo raizes infectadas por
nematoides) se da através de LEDs do microscopio digital.

Para dar estabilidade a NemaStage, evitando perca de qualidade nas imagens
captadas, foram utilizadas guias lineares em aco inox retificado de 8mm. Vale ressaltar
que tanto estas guias como os motores de passo foram reaproveitados de impressoras.

Todo o processo de captacdo das imagens, quanto a movimentagdo, sdo
controladas via laptop atraves do software StageControl citado na secdo 2.1. A conexao
entre o laptop e o software de controle se da através de conexao USB.

Esse estagio tem capacidade de movimentacdo de 200 mm ao longo do eixo X e
de 160 mm ao longo do eixo Y. Com estas dimensdes é possivel realizar o escaneamento
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completo de placas grandes como as utilizadas no estudo de nematoides. Com estas
dimensdes, foi possivel realizar o escaneamento da [amina por completo em cerca de uma
hora utilizando este equipamento. Esse microscopio também teria capacidade de escanear
simultaneamente 16 laminas convencionais de microscopia (com dimensfes de 25 X
75mm), como as comumente utilizadas na microscopia de fungos micorrizicos
arbusculares.

O custo total para construcéo do aparelho, incluindo o microscopio, ficou em torno
de R$ 268,00.

2.3 Preparo das amostras bioldgicas
2.3.1 Amostras de fungo micorrizico arbuscular e escaneamento

Plantas de milheto (Pennisetum glaucum) serviram como plantas isca para a
obtencdo de raizes micorrizadas. Para detalhes do processo de cultivo das plantas e
espécies de fungos micorrizicos utilizados, consultar a se¢do 2.1 do artigo 3 desta
dissertacéo.

Fragmentos de raizes de 1 cm de comprimento foram obtidos e submetidos
posteriormente a microscopia. Inicialmente esses fragmentos foram corados conforme a
metodologia descrita por Koske e Gemma (1989). Esses fragmentos foram, entéo, postos
em laminas de dimensdes 2,6 cm x 7,6 cm contendo PVLG (polivinil-&cido latico-
glicerol) Regides destas ldaminas foram entdo escaneadas através do uso de MicroStage
para verificar a capacidade do equipamento em realizar o escaneamento automatizado.
Para a captacdo das imagens resultantes deste escaneamento foi utilizada uma camera
modelo Logitech C720. Posteriormente ao escaneamento foi verificada se a abordagem
utilizada conseguiu captar imagens de raizes com estruturas fangicas (arbusculos, hifas e
vesiculas) que denotam a colonizacdo micorrizica através da observacdo manual destas
imagens.

2.3.2 Amostras de raizes infectadas por nematoéides

A metodologia completa esta presente na se¢do 2.1 do artigo 2 desta dissertacao.
Brevemente, nematoides no estagio juvenil (J2) foram obtidos de cole¢des puras de
Meloidogyne javanica multiplicadas em raizes de tomate (Solanum lycopersicum L.). A
suspensdo de ovos foi obtida conforme a metodologia descrita por Hussey e Barker
(1973). Para a obtencdo dos juvenis J2, esta suspensao de ovos foi incubada em camara
de ecloséo a 28°C. S¢ foram utilizados J2 eclodidos ap0s 24 horas de montagem da
camara.

Posteriormente estes juvenis foram inoculados em substrato que continha
sementes de soja (Glycines max). Sete dias apés esta infestagdo as raizes foram retiradas
e lavadas em agua corrente e submetidas ao clareamento em solucdo de NaClO (1,5%)
por 10 minutos. Posteriormente ocorreu uma lavagem para retirar residuos desta
substancia. Em seguida as raizes foram transferidas para tubos de vidro onde foram
cobertas com uma solucéo corante preparada com 3,5 g de fucsina acida + 250 mL de
acido lactico + 750 mL de agua destilada (adaptado de Byrd et al., 1983) e diluida em
1:29 (1 mL de solucéo corante inicial + 29 mL de 4gua destilada). Posteriormente os tubos
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de vidro foram postos em chapa aquecedora e mantidos até ebulicdo da solucéo corante.
Este resfriamento se deu em condigdo ambiente por uma noite. As raizes foram, entdo,
lavadas para eliminar o excesso de corante e recolocadas nos tubos, onde foram cobertas
com solucéo de glicerina 1:1 (glicerina pura + agua destilada) e deixadas em repouso por
2 h. Em seguida, as raizes foram colocadas em lamina de vidro, sobre as quais foram
adicionadas gotas de glicerina pura. Outra lamina de vidro foi sobreposta e, assim,
estando pronta para observacao.

3. Uso de StageControl

Para 0 uso bésico de StageControl (para acessar o codigo verificar o material
suplementar 1 e apéndice 1) € necessario especificar a movimentacao que deve ocorrer
para determinar a area total de escaneamento ou ponto especifico que se deseja imagear.
A obtencdo da area total de escaneamento se d& através dos argumentos X_start, X_end,
y _startey end e adistancia entre captacdes, em milimetros, € fornecida pelos argumentos
step_x e step_y. Também é necessario especificar as portas USB que 0 estagio e a cAmera
estdo conectados.

Caso 0 usuério deseje comegar 0 escaneamento do ponto inicial padréo, x_start e
y_start assumem valor 0. Sempre serd necessario especificar os pontos finais do
escaneamento (X_end e y_end). Caso deseje comecar de outro ponto, 0 usuario pode
movimentar o estagio manualmente usando softwares livres como o Universal GCode
Sender para obter as coordenadas da regido de interesse.

Para especificar a distancia entre captacGes de imagens o0 usuario deve ajustar 0s
valores dos argumentos step_x e step_y. Dessa maneira é possivel capturar imagens no
intervalo espacial especificado pelo usuario. Esses argumentos também proporcionam
uma sobreposicdo entre as imagens para que seja possivel, posteriormente, juntar as
imagens obtidas resultando em uma Unica imagem (processo de juncdo ou stitching)
assim ampliando o campo de visao em relagdo a amostra.

A imagem do microscopio capturada atraves da camera é originalmente redonda
(para MicroStage), ja que a captura da imagem se da através de uma camera posta acima
da lente ocular. Dessa forma, € necessario realizar um corte na imagem para facilitar a
posterior juncdo. E possivel realizar esse ajuste através do argumento crop_bound na
funcdo main (apéndice 1). Esse passo ndo é necessario para 0 NemaStage tendo em vista
que as imagens sao adquiridas automaticamente via microscopio digital. O codigo desse
software esta apresentado no apéndice 2.

Para facilitar a jungdo de imagens utilizando o plugin Stitching (Preibisch et al.,
2009) do software Fiji (Schneider et al., 2012), estas sdo automaticamente nomeadas no
esquema "nem_X_y__.png", em que X € a posi¢cdo da imagem ao longo do eixo X ey a
posicdo no eixo Y. O formato PNG foi escolhido por preservar as informagdes originais
da imagem e por ser amplamente utilizado.
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4. Aplicagdo do método
4.1 Uso de MicroStage

Para testar o uso do estagio automatizado MicroStage, foi realizado o
escaneamento de uma lamina de microscopia contendo raizes de milheto colonizadas por
fungos micorrizicos arbusculares (FMA).

O escaneamento de uma lamina ocorreu conforme as dimensdes especificadas nos
argumentos xstart, xend, ystart e yend, resultando em uma area total de escaneamento.
Para que a juncdo das imagens ocorra de maneira satisfatoria, se faz necessario o uso de
sobreposicdo entre imagens consecutivas. Desta forma testamos valores para 0s
argumentos step_y e step_X. Nestes testes foi observado que o valor 0.8 proporcionava
juncéo satisfatoria em tempo aplicavel caso se deseje utilizar a abordagem de juncao
como rotina no laboratério (cerca de 20 minutos para juncdo destas imagens
representando uma regido). A figura 3 traz alguns exemplos de imagens adquiridas no
processo de escaneamento. Uma possivel alternativa para melhoria da qualidade destas
imagens é a utilizacdo de uma camera de melhor qualidade, como por exemplo uma de
1080p. Estas imagens foram obtidas em objetiva de ampliacéo de 5 vezes e ocular de 10
Vezes..

Figura 3. Imagens de fragmentos de raizes de milheto colonizadas por fungo micorrizico arbuscular. Nas figuras 3.a,
3.b e 3.c é possivel, por exemplo, observar a presenca de vesiculas de FMA. Nas figuras 3.a e 3.b é possivel
observar, também, algumas hifas.

O processo de juncdo das imagens foi conduzido no software Fiji conforme a
metodologia apresentada por Preibisch et al. (2009), utilizando uma grade na qual a
posicdo das imagens € informada no proprio nome dos arquivos. Para que as imagens
estivessem em formato passivel de juncdo (imagens quadradas) foram utilizados no
argumento crop_bound os valores 150, 650, 350, 850 o que resultou em imagens de
dimensGes 500 x 500 pixels, para essa camera em particular. Para este teste de jungédo
escolhemos apenas uma regido e ndo a lamina por completo devido a maior necessidade
de processamento que a segunda opcao representaria. O tempo de escaneamento da regido
especificada foi em torno de 20 minutos.

Como e possivel escolher a lente objetiva e ocular que o usuario ira utilizar para
observacgdo da amostra e captura das imagens, uma serie de magnificacbes sdo possiveis.
Ha de se ter em mente que conforme as ampliagdes aumentam, mais imagens séo
necessarias para cobrir a amostra por inteiro, 0 que demanda mais recursos
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computacionais para 0 processamento, mais tempo para 0 escanemanto e mais espaco no
armazenamento dos arquivos no computador. E necessario, ent&o, que o usuario encontre
um equilibrio entre o detalhamento que as imagens proporcionam e 0 impacto que isso
ter4 posteriormente em termos de uso de memoria no computador. Para esse teste foi
utilizada uma objetiva de 5x e ocular de 10x, obtendo-se resultados satisfatorios.

Utilizando essa abordagem de captacdo de imagens em uma area de
varredura/escaneamento especificada para posterior juncdo, o campo de visdo foi
aumentado em comparacao a abordagem convencional de captacdo de imagens em apenas
alguns pontos. Dessa forma é possivel retirar informac6es mais globais sobre a amostra,
aumentando o poder de andlise. Por exemplo, caso o0 usuério deseje criar um indice de
colonizacdo da raiz por fungos micorrizicos baseado na analise de imagens, sera
necessaria uma estratégia de juncéo de imagens (caso se trabalhe com magnificacdes que
ndo permitam que uma sO imagem contenha todo o fragmento de raiz), ja que esta
reconstruiria a imagem da raiz (contendo estruturas fungicas) que originalmente estava
fragmentada. Outro exemplo é a simples medi¢cdo de uma estrutura, como, por exemplo,
de uma hifa. Nas abordagens tradicionais essa estrutura pode estar presente em multiplas
imagens. Neste contexto uma hifa s6 poderia ser considerada mais de uma hifa, e a
medicao estaria sujeita a erros. Essa estratégia também pode ser combinada a técnicas de
visdo computacional para fazer a segmentacdo automatica das estruturas fungicas e
calcular a colonizag¢do micorrizica.

A figura 4.a traz um exemplo de juncdo de imagens de uma regido da lamina
contendo raizes colonizadas por FMA que ampliou o campo de visdo em relacdo a
amostra. Nesta juncao 120 imagens individuais foram fundidas para reconstrucdo de uma
regido da ldmina. Na figura 4.b uma das raizes ali contidas foi ampliada e nas figuras
4.c e 4.d estdo ampliadas imagens nas quais € possivel a observacdo de estruturas de
micorriza como arbdsculos e hifas. Na imagem original de juncdo, que resulta do
Stitching por posicéo do software (Preibisch et al., 2009), armazenada no computador, é
possivel alcancar esse detalhamento (das figuras 4.c e 4.d) através do zoom do
visualizador de imagens utilizado pelo usuério.

Figura 4. Imagens de fragmentos de raizes obtidos através do escaneamento automatico utilizando o software
StageControl e o estagio MicroStage. Na figura 4.a estdo contidos quatro fragmentos de raizes que foram
reconstruidos através da juncao de 120 imagens individuais. Na figura 4.b uma destas regifes foi ampliada. Nas
figuras 4.c e 4.d imagens individuais que compde a imagem ampla sdo exemplificadas.
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4.1.1 Limitacdes da abordagem

Alguns problemas foram encontrados nos testes de MicroStage. Um deles foi que
por vezes o foco ndo foi mantido uniformemente em todas as imagens captadas ao longo
do escaneamento. Esse problema é negligivel em magnificacdes menores (objetivas de 5,
10 ou 20x), mas pode ser um problema na objetiva de 40x. Uma maneira de evita-lo é
fazer pressdo sobre a laminula para que a altura da amostra seja homogénea.

Quanto as limitacdes da nossa abordagem podemos listar:

) Necessidade de o operador ter conhecimento de basico a intermediario na
linguagem de programacdo Python para manusear o sistema de forma
personalizada as necessidades da amostra analisada. Esse problema pode ser
resolvido em versdes futuras do software apresentado, quando podera ser
criada uma interface gréfica mais amigavel;

i) Se faz necessario utilizar um software auxiliar para conhecer os pontos
iniciais (quando o usuario ndo deseja comecar 0 escaneamento no ponto inicial
padrdo) e os pontos finais. Softwares auxiliares como o Universal Gcode
Sender podem ser utilizados para obtengéo dessecs dados.

iii) A juncdo de imagens € realizada em outro software. Na conducdo desses
testes essa jungao foi realizada no Fiji utilizando o plugin Stitching (Preibisch
et al., 2009) por nome de arquivo. Em média foram necessarios mais de 20
minutos para a realizacdo dessa tarefa quando se juntou apenas uma regiao.
Este tempo seria maior no caso de uma imagem que representasse uma regido
maior (como por exemplo a totalidade da lamina).

iv) Alguns erros ocorreram no processo de juncao. Por vezes algumas regides
ndo foram juntas de maneira exata e ocorreram pontos coloridos ou pretos
onde originalmente deveria haver uma imagem. A calibracdo do grau de
sobreposicdo entre as imagens e de alguns pardmetros do plugin Stitching
podem sanar esses problemas.

4.2 Uso de NemaStage

O método apresentado acima ndo é aplicavel para as laminas (com dimensdes
aproximadas de 60 x 200mm) frequentemente utilizadas para estudo de nematoides
parasitas de plantas, devido as dimensfes muitos maiores (cerca de seis vezes) em relagdo
as laminas comuns (25 x 75mm). Portanto, nds desenvolvemos um equipamento,
chamado de NemaStage, com area Util superior para acomodar essas amostras. Para
controlar esse estadgio também foi utilizado o software StageControl com algumas
modificacOes. A funcdo de escaneamento esta contida no apéndice 3 e o codigo que
definiu as classes utilizadas no processo de escaneamento estdo contidas no apéndice 4.
O escaneamento total de uma lamina utilizada neste experimento é de cerca de uma hora.

Na magnificagéo testada cerca de 1000x, foi necessario ajustar os argumentos
step_x e step_y para 1 de forma que houvesse sobreposicdo satisfatoria para que o
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processo de juncdo ocorresse de forma apropriada. A figura 5 exemplifica imagens
obtidas no escaneamento. Julgamos que a magnificacdo proporcionada pelo microscépio
foi satisfatdria para 0 imageamento de nematoides, permitindo uma visualizacdo nitida
dos nematdides adultos e juvenis. O microscopio digital utilizado constitui uma op¢éo

o \

Figura 5. Exemplo de imagens contendo nematoides captadas através do uso de NemaStage.

muito mais barata que os microscopios Oticos tradicionalmente utilizados na anélise
destes organismos (Goulart, 2010), ja que o microscépio utilizado neste experimento
custa R$112,00 reais enquanto os tradicionais custam pelo menos alguns milhares de
reais. Além do custo, NemaStage apresenta a vantagem de nao necessitar adaptacdes para
o0 tamanho da lamina trabalhada neste experimento. Além disso, nestes microscopios de
estdgio menor, a estratégia de imageamento automatico se torna impraticavel para
nematoides. Este problema ndo ocorre com NemasStage, tornando-o mais atraente que as
abordagens tradicionais utilizadas no imageamento de nematoides.

Foi necessario ajustar os argumentos step X e step_y para 1 de forma que
houvesse sobreposicao satisfatoria para que o processo de juncdo ocorresse de forma
apropriada. A figura 5 exemplifica imagens obtidas no escaneamento. Julgamos que a
magnificacdo proporcionada pelo microscépio (de até 100x) foi satisfatéria para o
imageamento de nematoides, constituindo uma opc¢do mais barata que 0s microscopios
Gticos tradicionalmente utilizados na analise destes organismos (Goulart, 2010). Além
disso, para o tamanho da lamina utilizada (e, por conseguinte da necessidade de longa
distancia de travel necessaria que o estagio deve possuir para realizar o imageamento
destes organismos) NemaStage se apresenta como vantajoso ao nao exigir adaptagdes na
operacdo deste equipamento como pode ocorrer para 0 imageamento em microscopios
Oticos tradicionais nos quais o estagio pode ter uma dimensdo menor que o da placa. Neste
cenario (estagio menor que a placa) a ampliacdo do campo de viséo através da juncdo de
imagens capturadas em diferentes posicOes se torna impossivel. Este problema néo ocorre
com NemaStage, tornando-o mais atraente que as abordagens tradicionais utilizadas no
imageamento de nematoides.

Utilizando o hardware NemaStage e o software StageControl € possivel
especificar os pontos iniciais e finais para a coleta de imagens, 0 que proporciona a
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captacdo de imagens de uma lamina por completo, ou mesmo apenas uma regido de
interesse. Essa abordagem se mostrou eficiente para o estudo de nematoides e apresentou
a vantagem de custos reduzidos para 0 imageamento ja que utilizamos equipamentos de
baixo custo e softwares e hardwares de uso livre que podem ser adaptados pelo usuério
para melhor se adequarem as condicBes locais de acesso aos componentes do
equipamento bem como da amostra que se deseja analisar. Desta forma, apresentamos
uma interessante opcao de estagio automatizado e software de controle, sobretudo para
laboratérios e instituicdes com maior limitagdo financeira. A figura 6 apresenta um
exemplo do resultado de juncdo de imagens, que ampliou 0 campo de visdo em relagdo a
amostra, de uma regido contendo nematoides. Para NemaStage o processo de juncéo de
imagens se deu através do plugin Stitching (Preibisch et al., 2009).

Julgamos que a estratégia de juncdo de imagens capturadas durante o
escaneamento da amostra contida na lamina apresentada neste artigo € uma importante
contribuicdo para o estudo de nematoides. Esta estratégia de juncdo torna-se
imprescindivel quando se utiliza escaneamento automatico ja que, quase invariavelmente,
ocorrerd a presenca de um (ou mais) nematdide que esta presente em duas ou mais
imagens. Sem a juncg&o, operagdes de contagem e medicdo destes organismos se torna
imprecisa ja que o usuario pode contar um Unico nematoide como mais de um, além de
realizar operagdes de medi¢cdo de maneira incorreta ja que o usuario pode medir apenas
parte do organismo uma vez que sua parte complementar estd presente em outra imagem.
Através de andlises de morfologia (como largura e comprimento) que sdo proporcionadas,
em Ultima insténcia pela juncdo de imagens que contenham estes organismos quando se
trabalha com estratégia de escanemaento automatico, podem ser tomadas melhores
decisdes ja que caracteristicas morfolégicas como comprimento e largura podem ser
utilizadas no auxilio da identificacdo do sexo e estagio dos nematoides (Garcia e Puerta,
2012).

Figura 6. Exemplo de imagem composta contendo regides com nematoides.
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4.2.1 Limitacdes da abordagem

Ao longo da conducdo dos testes de uso de NemaStage encontramos algumas
limitacOes. A seguir elas estdo listadas.

) Para a operacdo do software é necessario conhecimento basico da linguagem de
programacdo Python, o que pode se tornar uma limitacdo para muitos usuarios da
comunidade cientifica que atua no campo da biologia e ciéncias agrarias, cuja maioria
ndo possui essa familiaridade. Esse problema pode ser superado através da criacdo de
uma interface grafica.

i) E necessario utilizar um software auxiliar para obtencfo das coordenadas em que
se deseja iniciar (caso ndo queira comecar do zero padrdo) e terminar o0 escaneamento.

iii) O método de juncdo de imagens utilizado nesse capitulo é muito ineficiente para
amostras grandes, levando-se em conta que a maior parte da imagem ndo contém
nematoides e, portanto, o esforco computacional para processar essas imagens é
desperdicado. Em razdo disso, propomos um método muito mais eficiente baseado em
inteligéncia artificial no proximo capitulo.

5. Custos de NemaStage

Um dos pontos mais importantes a favor do uso da ciéncia aberta para confec¢éo
de microscopios € o custo dos aparelhos convencionais. Um estagio automatizado pode
custar mais de R$40.000,00. Esse valor impede que muitos laboratdrios, tanto privados
quanto publicos, possam fazer uso desta tecnologia. Além disso, estes equipamentos séo
comprados muitas vezes no exterior, em délar americano, e requerem méao-de-obra
especializada para sua manutengdo. Logo, o valor pode oscilar bastante conforme o
cambio em relacdo ao real brasileiro ou a moeda do pais em que o laboratorio esta
localizado. Esse cenario resulta em um menor poder de analise nessas institui¢bes. Por
exemplo, com o escaneamento e posterior obtencdo de uma imagem Unica mais ampla de
raizes micorrizadas, o estado da colonizacéo pode ser melhor estudado do que quando as
imagens sdo avaliadas individualmente. Apresentamos neste artigo equipamentos que
mantém elevadas capacidades de analise, mas que, a0 mesmo tempo, possuem custos
muito menores que os disponiveis no mercado. A tabela 1 traz os custos aproximados
para obtencdo de cada um dos componentes utilizados para a constru¢do do equipamento
NemasStage. Além de seu baixo custo, por se tratar de um equipamento com software e
hardware livres, o usuario pode realizar uma série de adaptac6es as condicGes locais, por
exemplo de equipamentos pré-existentes no laboratério que podem ser reaproveitados
para a fabricacdo deste equipamento, e do organismo que se deseja avaliar.
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Iltem Preco Unitario Quantidade Valor

Filamento ABS RS 85,00 0,3 RS 25,50

Fuso 8mm RS 0,07 1 RS 0,07

Barra Inox Usinado 8mm RS 8,67 3 RS 26,01
Arduino Nano RS 45,00 1 RS 45,00
Microscopio digital RS 112,33 1 RS 112,33
CNC shield RS 30,00 1 RS 30,00

Fonte 12V 3A RS 20,00 1 RS 20,00
Total RS 258,91

Tabela 1. Custos totais de confeccéo do estagio automatizado NemaStage
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ARTIGO I1
Imageamento e estudo de nematoides assistido por visdo computacional utilizando
ciéncia aberta e equipamentos de baixo custo

Abstract

Por conta dos prejuizos causados na atividade agricola mundial, o estudo dos nematoides
causadores de doengas em plantas € um topico de enorme interesse. Varias abordagens e
equipamentos podem ser utilizados, como a avalia¢do do efeito destes organismos sobre
as plantas e avaliacdo de caracteristicas morfologicas. Recentemente tecnologias que
envolvem aprendizado de maquina foram desenvolvidas para esse fim. Algumas barreiras
sdo encontradas no estudo destes organismos. Por exemplo, 0s estagios tradicionais dos
microscopios sdo pequenos demais para o tamanho das laminas utilizadas. Esse cenério
impossibilita, por exemplo, o escaneamento total destas ldminas para constru¢éo de uma
imagem ampla. Quando se trabalha com escaneamento total, se faz necessaria uma
abordagem de juncdo das imagens obtidas ndo apenas para a ampliagdo no campo de
visdo, mas também para que operacdes como medida dos organismos ali presente possam
ser feitas. Outro problema quando se utiliza o escaneamento total € o elevado nimero de
imagens que resultam desse processo, mas que ndo contém nenhum objeto de interesse,
0 que, em Ultima instancia torna o processo de juncdo de imagens bastante dispendioso
tanto em relacdo ao tempo gasto quanto aos recursos computacionais necessarios, o que
pode tornar esse processo de juncdo impeditivo. Apresentamos neste artigo um algoritmo,
baseado em uma rede neural artificial, capaz de realizar de forma eficiente a juncéo de
imagens resultantes do escaneamento de raizes parasitadas por nematdides, reduzindo em
mais de 90%, nos testes realizados, o numero de imagens a serem avaliadas.
Adicionalmente apresentamos um software para medida de comprimento e largura de
nematoides presentes em imagens digitais. Todos os resultados desse trabalho foram
obtidos utilizando equipamentos de baixo custo e software de codigo aberto, acessiveis a
laboratdrios com restricdes orcamentarias.

Palavras-chave: Meloydogine javanica, Microscopia, Ciéncia Aberta, Aprendizado de
Maquina, UNet.

O artigo cientifico se encontra nas normas da revista “Computers and Electronics in
Agriculture” e esta sujeito a alteracdes.



49

1. Introducéo

Nematoides sdo importantes organismos do solo, com papel fundamental para o
equilibrio da teia alimentar (Kapagianni et al., 2010; Moura e Franzener, 2017). Apesar
de sua importancia ambiental, esses organismos sdo mais amplamente conhecidos pelos
impactos negativos que podem trazer as culturas (soja, tomate, meldo, etc.) ao parasitar e
as vezes causar doengas a essas plantas (Abdeldaym et al., 2014; Gomes et al., 2011;
Kirwaetal., 2018; Liu et al., 2012). Estima-se que o prejuizo financeiro causado por esses
organismos, anualmente, na agricultura mundial é de quase 125 bilhdes de dolares (Mesa-
Valle et al., 2020).

Os esforgos para 0 combate desse organismo sdo focados em detectar e controlar o
mais rapidamente possivel a infecgdo antes que ela se alastre pelo restante da lavoura.
Para isso uma série de estratégias podem ser implementadas, como, por exemplo, a
aplicacdo de defensivos agricolas e a avaliacdo molecular do estado da planta de forma
que seja verificada a ativacdo e acdo dos mecanismos de defesa (Rahman et al., 2010;
Sasanelli et al., 2021). Grande parte dos parametros avaliados nos estudos que visam
entender o efeito desses organismos sobre as plantas diz respeito apenas aos efeitos dos
nematoides sobre o desenvolvimento vegetal, como por exemplo sobre o vigor,
comprimento, massa de frutos e os efeitos sobre o estado nutricional da planta através da
analise do tecido vegetal (Bicalho et al., 2021; Conduta et al., 2020; Zinger et al., 2021).
Quando sdo avaliados parametros relacionados aos nematoides, estes sdo simples como a
contagem desses organismos, avaliacdo do estagio (geralmente verificar o nimero de
juvenis), contagem de ovos e ovos chocados (Ngala et al., 2021; Seid et al., 2015).
Avaliacbes como a medicdo do comprimento e largura podem ser realizadas, porém sao
bastante trabalhosas, ja que a amostra tem que ser posta para observacdo no microscopio
e cuidadosamente avaliada com o uso de uma lente objetiva especifica com graduacgéo
(Skantar et al., 2008; VVan Bezooijen, 2006). Além disso, esta lente ndo é um equipamento
padrdo que acompanha o microscépio quando comprado. Ou seja, representa mais um
custo adicional. Uma alternativa para solucionar estas limitacdes é realizar essas analises
baseadas em imagens.

Por mais simples que seja a anélise realizada sobre o0 nematoide, € necessario o uso
de microscopio. O custo financeiro desse equipamento é bastante variado, existindo as
op¢des mais baratas (cerca de R$ 100,00) até as opgdes de custo mais elevado (dezenas
de milhares de reais). Uma das pecas fundamentais para o funcionamento desse
equipamento € o estagio, que € uma peca que permite a movimentacdo da lamina que esta
sendo submetida a analise no microscépio, permitindo, assim, a observacéo das diferentes
regides da amostra.

E possivel automatizar a movimentacio desta peca, de forma que o usuario nio
precise movimenta-la manualmente. Com o uso dessa abordagem € possivel explorar
melhor a amostra analisada j& que o usuario aumenta a capacidade de observacdo ao
combinar imagens captadas separadamente, assim, ampliando o campo de visdo. Outra
vantagem e a possibilidade de analisar em diferentes intervalos de tempo a mesma
estrutura ja que o usuario pode especificar a localizacdo de captacdo de maneira exata
(Collins et al., 2020). Nesta condic&o, este escaneamento se torna mais eficiente ja que é
possivel determinar a area total em que ele serd realizado através do ajuste da
movimentacdo e da distancia para captacdo entre uma imagem e outra através de
especificacbes do usuario via software.
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Uma dificuldade para automatizacdo do escaneamento é o alto custo do estagio
automatizado, que pode custar mais de R$40.000,00 tornando sua utilizacdo impraticavel
para laboratdrios com maior limitagdo de recursos financeiros. Uma possivel solucéo para
a popularizacédo da utilizacéo deste equipamento pode se dar no escopo da ciéncia aberta.
Dessa forma o pesquisador pode utilizar hardwares e softwares de uso livre, o que torna
0 custo do estagio e demais pecas muito menores (Campbell et al., 2014; Collins et al.,
2020).

Posteriormente ao escaneamento, as imagens individuais precisam ser combinadas
para formar uma imagem mais ampla. Tradicionalmente, quando se utiliza a estratégia de
escaneamento de uma placa por completo, sdo armazenadas todas as imagens captadas
no processo, a despeito de possuirem ou ndo o objeto de interesse, nesse caso 0 nematdide.
Isso eleva desnecessariamente a demanda por recursos computacionais e tempo para
processar essas imagens e fazer a juncao delas. Uma das estratégias que podem ser
utilizadas para solucionar este problema é realizar a juncdo apenas de imagens que
possuem 0s objetos de interesse (nematoides).

Para a identificacdo de imagens contendo as estruturas de interesse, algoritmos
podem ser treinados para automacao desta tarefa como, por exemplo, algoritmos baseados
em aprendizado de maquina (machine learning). Modelos de aprendizado de maquina ja
sdo utilizados na analise de amostras bioldgicas. Técnicas de visdo computacional (uma
subdivisdo do aprendizado de méaquina) acopladas a estes modelos sdo utilizadas
amplamente para classificacdo e segmentacdo de estruturas bioldgicas (Fischer et al.,
2020; Korfhage et al., 2020; Weber et al., 2020). Na nematologia ha exemplos recentes
de aplicacdo dessa técnica, como Chen et al. (2020), que relatam um algoritmo capaz de
segmentar estruturas de nematoides, e Thevenoux et al. (2021), que reportam um
algoritmo de classificacdo entre duas espécies de nematoides.

Apresentamos neste artigo software de acesso livre desenvolvidos nesta pesquisa
para possibilitar o uso de um microscépio acoplado a um estagio automatizado, ambos de
baixo custo. Além disso é apresentado um algoritmo de aprendizado de maquina,
utilizando como arquitetura de rede neural artificial uma UNet modificada (Ronneberger
et al., 2015), que identifica nematoides em imagens para otimizar o processo de
combinacdo das imagens resultantes do escaneamento para compor imagens amplas.
Adicionalmente, apresentamos um algoritmo que realiza medidas de comprimento e
largura em nematoides em imagens digitais.

2. Metodologia
2.1 Obtencao de juvenis de segundo estadio (J2) de Meloidogyne javanica

Para os testes citados a posteriori foram utilizadas duas ldaminas de microscopia
de nematoides. A descri¢do da obtencdo destas 1dminas é relatada nos parédgrafos e no
topico seguinte.

Os juvenis de segundo estadio (J2) utilizados no experimento foram obtidos de

populagdes puras de Meloidogyne javanica multiplicadas em plantas de tomate (Solanum
lycopersicum L.) mantidas em casa de vegetacdo do Laboratdrio de Nematologia - UFLA.
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A suspensédo de ovos de M. javanica foi obtida conforme a técnica de Hussey e Barker
(1973). Para tal, as raizes de tomate foram cuidadosamente lavadas em &gua parada para
retirar particulas de substrato aderido, picadas em pedacos de aproximadamente 1 a 2 cm
e trituradas em liquidificador com solugdo de hipoclorito de sédio (NaClO) 0,5% por,
aproximadamente, 40 segundos. A suspensdo de ovos e raizes foi vertida em jogo de
peneiras de 0,074 mm de abertura (200 “mesh”), acoplada a de 0,025 mm (500 “mesh”),
ficando os ovos retidos nesta ultima. Para a obtencdo dos J2 a suspensdo de ovos foi
incubada em camara de ecloséo a 28 °C, sendo utilizados apenas os J2 eclodidos apos 24
horas da montagem da camara.

2.2 Penetracao de juvenis de segundo estadio (J2) de M. javanica em raizes de soja

Sementes de soja (Glycine max), cultivar Monsoy 5917, foram desinfestadas
superficialmente em solucdo de NaClO (1%) por 1 minuto, colocadas para germinar em
bandejas contendo areia umedecida e mantidas em sala climatizada a 28 °C. Decorridos
cinco dias, as sementes germinadas foram transferidas para as céelulas de 121 mL de
bandejas de isopor com 72 cavidades, preenchidas com substrato Tropstrato. Apos sete
dias do transplantio infestou-se o substrato com suspensdo aquosa de trés mL contendo
500 J2 de M. javanica. Em seguida, a bandeja contendo as plantas inoculadas foi colocada
em sala climatizada com temperatura de 27 °C. Sete dias ap0s a infestacdo, as plantas
foram retiradas da bandeja. Em seguida, o sistema radicular foi lavado em agua corrente
e submetido ao clareamento em solucdo de NaClO (1,5%) por 10 min. Na sequéncia, as
raizes foram lavadas em agua corrente para eliminar o residuo de NaClO. Em seguida,
elas foram transferidas para tubos de vidro onde foram cobertas (£ 15 mL) com uma
solucdo corante, preparada com 3,5 g de fucsina acida + 250 mL de acido lactico + 750
mL de agua destilada (adaptado de Byrd et al., 1983) e diluida 1:29 (1 mL de solucdo
corante inicial + 29 mL de &gua destilada). Entdo os tubos de vidro foram colocados em
chapa aquecedora e mantidos neste equipamento até a ebulicdo da solucdo corante. O
resfriamento foi feito em condi¢cdes ambiente durante uma noite. As raizes foram, entéo,
lavadas para eliminar o excesso de corante e recolocadas nos tubos, onde foram cobertas
com solucéo de glicerina 1:1 (glicerina pura + agua destilada) e deixadas em repouso por
2 h. Em seguida, as raizes foram colocadas em lamina de vidro, sobre as quais foram
adicionadas gotas de glicerina pura. Outra lamina de vidro foi sobreposta e, assim,
estando pronta para observacao.

2.3 Microscdpio, estagio automatizado e software de controle

Para o escaneamento das laminas (com dimensdes de 6 x 20cm) contendo raizes
parasitadas por nematoides, foi utilizado um estagio automatizado confeccionado no
Laboratorio de Microbiologia do Solo da Universidade Federal de Lavras (NemaStage),
conforme apresentado no capitulo anterior. Brevemente, esse estagio consiste de dois
eixos lineares montados sobre uma base de MDF. A movimentacao desses eixos se da
através de fusos acoplados a motores de passo acionados por um microcontrolador
arduino. Os comandos para controle do posicionamento desse estagio e o processo de
escaneamento ocorre através do software Stagecontrol (Para mais informag6es sobre o
software acessar a se¢éo 2.3 do artigo 1 desta dissertacdo). Nesse software, escrito na
linguagem de programagdo Python, comandos s&o enviados em g-code para O
microcontrolador, responsavel por acionar a movimentagdo dos motores. Esse software,
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através da biblioteca OpenCV, simultaneamente controla a aquisicdo de imagens por
meio de um microscépio digital conectado ao computador via USB. Com 0 uso desse
software € possivel automatizar o0 movimento do estagio, especificar as posicdes para
captacdo da imagem (possibilitando que a regido seja analisada em diferentes intervalos
de tempo), bem como realizar o escaneamento completo de uma lamina ou de uma
determinada regido de interesse. Mais informacdes sobre o estdgo e o software estdo
contidas no artigo 1.

Para a captacdo das imagens foi utilizado um microscopio digital da marca
Sazoley, importado da China, com camera acoplada.

2.4 Segmentacao e obtencédo de medidas de nematoides em imagens

2.4.1 Segmentacao de nematoides

Para a segmentacdo dos nematoides (processo de divisdo da imagem em objetos de
interesse e fundo) foi utilizado um algoritmo de rede neural convolucional (RNC) para a
obtencdo de um modelo que fosse capaz de predizer a presenca de nematoides. Foi
escolhida como arquitetura para implementacdo desta rede uma UNet modificada
(Ronneberger et al., 2015). Essa rede totalizou mais de 7 milhdes de parametros para
treinamento. A arquitetura completa da rede e o codigo, implementada através do pacote
Keras, podem ser acessados no apéndice 5.

Posteriormente a obtengdo do modelo, este é utilizado para confeccionar as
mascaras de predicdo. Neste processo ocorrem algumas operacdes de filtragem (como
exclusdo de pequenas regides). O cddigo para tal estd contido na segunda metade do
apéndice 5.

Para o treinamento da RNC a rede foi alimentada com entradas (imagens) de
dimensdes 480 x 480 x 3. Escolheu-se trabalhar com trés canais (imagem colorida), pois
essa estratégia apresentou o melhor resultado nos testes de segmentacdo quando
comparado a utilizacdo de apenas um canal (escala de cinza). A escolha por essas
dimens@es se deu pelo melhor detalhamento proporcionado ao se trabalhar com essas
medidas ja que representava as dimensdes originais em que as imagens foram captadas.

O modelo foi obtido através de 97 imagens usadas durante o treinamento, e suas
respectivas mascaras, e 44 imagens de validacdo (com suas respectivas mascaras). Por
mascara é entendido uma imagem binaria em que todos os pixels da imagem sdo
classificados em pertencentes ou ndo ao objeto de interesse (N0 Nosso caso nematoides).
Nesse experimento, os pixels da méascara assumiram valor 255 (representado pela cor
branca) quando os pixels da imagem correspondente faziam parte de nematoides, ou 0
(representado pela cor preta) em casos negativos. As mascaras foram obtidas com o
auxilio do software Via (Dutta e Zisserman, 2019). Um exemplo de mascara esta contido
na figura 2.a. Neste software sdo anotadas as coordenadas das regides de interesse que
constituem a mascara sendo necessario posteriormente reconstruir a mascara através
destes pontos. O codigo utilizado para esse fim esta presente no apéndice 6.

Como uma rede neural convolucional necessita de um numero de dados muito
maior para treinamento do que o conjunto de 141 dados (imagens) que utilizamos
inicialmente, foi utilizada a estratégia de aumentacdo de dados (data augmentation).
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Nessa estratégia as imagens sdo artificialmente modificadas de forma que seja aumentada
a variabilidade do conjunto de dados. Em Gltima instancia esse processo leva ao aumento
de precisao da predi¢cdo do modelo para conjuntos de dados diferentes daqueles utilizados
no treinamento, evitando o sobreajuste (overfitting) (Shorten e Khoshgoftaar, 2019).

Para o treinamento da rede neural foi utilizado o Google Colab. Para que fosse
possivel o treinamento em tempo aceitavel, foi utilizada uma unidade de processamento
grafico GPU Tesla T4 disponibilizada gratuitamente pela plataforma. Para verificar a
eficiéncia do modelo quanto a segmentacao (predicdo de estruturas de nematoides) foi
utilizado o indice RMSE (raiz do erro quadratico médio) calculado conforme a equacao
a sequir:

N _(Predito; — Observado;)?
RMSE = |[== : :
\/ N

Quanto menor for o valor de RMSE, mais similar é a mascara predita pelo modelo
em relacdo a méascara gerada manualmente, logo mais acurado é o modelo. No Keras, foi
utilizado como o valor 2 para o parametro patience, fazendo com que, apés dois ciclos de
treinamento (epoch), caso ndo fosse diminuido o valor de RMSE, o treinamento cessasse.
Assim, 0 modelo com o Gltimo menor valor de RMSE obtido seria salvo para uso
posterior e ndo haveria novas tentativas de obtencéo de menor valor para este parametro.
O modelo foi desenhado para ter 50 épocas de treinamento, porém foram necessarios
apenas 17. O tempo total para treinamento do modelo ficou entre 3 e 4 horas.

Apds o modelo ter sido obtido foi necessaria a testagem da capacidade de deteccao
e segmentacdo de nematoides em uma matriz de imagens ndo utilizadas para o
treinamento do modelo, para verificar a capacidade de generalizacdo dos resultados.
Esses dados foram adicionais ao conjunto de dados usado na validagcdo, compondo um
conjunto de dados de teste, composto por oito imagens.

2.4.2 Medicao dos nematoides

Para andlise de largura e comprimento de nematoides foi desenvolvido o software
MeasureNema. Neste software as imagens originais sdo binarizadas (figura 1.a) e
posteriormente esqueletonizadas (reducdo de um objeto a uma amplitude de pixels
conectados conforme o objeto se expande conforme a figura 1.b) e sdo medidas quanto
ao numero de pixels do comprimento e da largura. O cddigo de NemaMeasure é aberto e
esta disponivel no apéndice 7.
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Figura 2 Exemplo de imagem binéria obtida apds o uso do modelo de precisdo (2.a) e do esqueleto (linha preta dentro do

nematoide) sobreposto ao nematoide na figura 2.b.

Para verificar a precisdo das medidas realizadas atraves do uso de NemaMeasure,
inicialmente foi realizada a medicdo manual dos nematoides a partir das imagens
utilizando o software ImageJ (Schneider et al., 2012). Um modelo de regressao linear foi
aplicado para verificar o grau de concordancia entre valores de largura e
comprimento obtidos a partir de 83 nematoides medidos automaticamente (variavel
preditora) e os valores medidos manualmente (variavel predita), utilizando o R (RStudio
Team, 2020).

2.5 Deteccdo de imagens contiguas de nematoides e
juncgéo

No processo de escaneamento da lamina, devido ao pequeno campo focal do
microscopio em compara¢do com a area total da lamina, é necessario gerar multiplas
imagens para varrer toda a area de interesse, resultando em um imageamento
fragmentado. Entretanto, para posterior andlise das imagens (e.g. contagem de
nematdides, classificacdo quanto ao estadio e medidas), é necessario reconstruir uma
imagem mais ampla da amostra através da combinacéo das imagens fragmentadas obtidas
no escaneamento. A demanda de recursos computacionais para executar esse processo,
entretanto, pode tornar-se proibitiva a medida que o nimero de fragmentos aumenta, o
que depende do tamanho da amostra. Adicionalmente, grande parte destas imagens
obtidas, ndo possuem o0s objetos de interesse (nematoides). Por essa razéo,
desenvolvemos um algoritmo que reconstroi apenas as areas de interesse, ou seja, realiza
a juncdo de imagens que contém nematoides. O codigo para esse software esta disponivel
no apéndice 8, bem como na url
(https://github.com/teodecarvalho/nematodes/blob/main/stitching.py).
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No algoritmo desenvolvido, a juncdo se da apenas entre imagens que contém
nematoides e suas vizinhas imediatas. Estas vizinhas podem ser imagens que contém
nematoides de maneira contigua (ou seja, um nematoide gque, na verdade, tem parte em
uma imagem e o complemento dela em outra) ou apenas imagens imediatamente vizinhas
em que nenhuma estrutura de nematoide esta presente. Essa juncdo com vizinhas
imediatas se faz necessério para verificar a presenga ou ndo de nematoides nas
imagens. Para efetuar a juncdo das imagens o usuario deve executar o cddigo presente no
apéndice 9.

Para exemplificar essa juncdo apresentamos a figura 2. Apds o escaneamento da
lamina (figura 2.a) sdo obtidas imagens separadas que, quando juntas, representam uma
regido (figura 2.b). Nessa ilustragdo reduzimos o nimero de imagens para apenas 24 para
facilitar a compreensdo, mas é importante ter em mente que, em cenarios reais, milhares
de imagens individuais sdo obtidas a partir do escaneamento de uma lamina tipica. A
imagem individual que contém nematoide (imagens centrais dos quadrados azuis
contendo estrutura curvilinea na figura 2) serve como pivd, ou seja, passa a ser o centro
para selecdo de imagens de juncdo. Nesse processo de juncao, uma regido que contenha
nematoide terd no minimo 9 imagens (0 nematoide que serviu como pivd mais as oito
vizinhas imediatas). Caso uma das vizinhas imediatas contenha uma estrutura
considerada nematoide, o processo de juncdo continua e a imagem da junc¢do tera mais de
9 imagens. Desta maneira é evitada a presenca de nematoides nas bordas das imagens
finais combinadas (as que sofreram juncéo), o que constituiria uma importante limitacéo
para operacdes de medicao e contagem. No exemplo da figura 2 os quadrados (imagens)
que sofrerdo o processo de juncdo estdo preenchidos em azul, e aquelas que nao sofreréo
juncao estdo representadas pelo preenchimento branco.

Posteriormente a aplicagdo deste algoritmo para definir quais imagens devem ser
combinadas, a juncdo é efetuada por meio do plugin Stitching (Preibisch et al., 2009) do
Fiji, executado atraves de macros automaticamente criadas no Python.
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Microscopio

Lamina

Figura 2. Exemplo de selecdo de imagens para jungdo. Inicialmente uma lamina é imageada inteiramente ou
apenas uma regido (figura 2.a). Posteriormente sdo selecionadas imagens que contém estruturas classificadas
como nematoides (figura 2.b) e juntas com suas vizinhas imediatas. Caso alguma destas vizinhas contenha
nematoide, o processo de sele¢éo continua.

3. Resultados e Discusséo

Ap0s 17 ciclos de treinamento (como descrito na se¢do 2.3.1) foi salvo 0 modelo
que teve o menor valor de RMSE (0,0109). O modelo com esse valor de perda resultou
em acuracia de 0,9914. Embora extremamente elevado, é necessario interpretar esse valor
com cautela. Como a maior parte da imagem de validacdo consiste de fundo
(background), a predigdo por parte do modelo se torna facilitada pela menor
complexidade da imagem e mesmo pela menor quantidade de pixels que podem ser
classificados como o objeto de interesse (nesse caso nematoide). Estes fatores podem ter
contribuido paraeste elevado valor de acuracia. De qualquer forma, conforme
demonstrado nas imagens a seguir, a segmentacdo dos nematoides foi bastante precisa e
atendeu aos objetivos desse trabalho.
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Apos a obtencdo do modelo, a capacidade de predigdo foi testada em um novo
conjunto, de teste (conjunto de imagens néo utilizadas para o treinamento do modelo nem
para o processo de validacdo), que continha 8 imagens. A figura 3 apresenta alguns dos
resultados destas predicdes.
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Figura3. Nematoides preditos (figuras 3.a e 3.b) das imagens originais de nematoides (figuras 3.c e 3.d).

Conforme visto na figura 3, a rede neural convolucional foi capaz de realizar
segmentacdes de qualidade em situacdes onde o background estava mais homogéneo
(predicéo 3.b daimagem 3.d) bem como quando artefatos (nesse caso fragmentos de solo)
estavam presentes na imagem como na predicao 3.a da figura 3.c.

Invariavelmente, quando se escaneia uma lamina na sua totalidade, sdo capturadas
imagens em que nenhum objeto de interesse esta contido (figura 4.a). Desta maneira se
faz necessario que a rede neural convolucional que realiza as predi¢cdes seja capaz de
indicar corretamente que estas imagens ndo possuem nenhum nematoide. Como visto na
mascara predita (figura 4.b), a rede que utilizamos foi capaz de prever corretamente que
ndo haviam estruturas de nematoide naquela imagem.
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Figura 4. Exemplo de imagem (figura 4.a) que, invariavelmente, ocorrem no escaneamento e ndo contém nematoides.
A figura 4.b traz a predicdo correta da auséncia de nematoides na imagem avaliada.

Tipicamente a segmentacdo (separacdo da estrutura de interesse do restante da
imagem) é o primeiro passo para a analise de estruturas bioldgicas quando se tenta estudar
estes organismos utilizando visdo computacional (Danielsen e Nordenfelt, 2017). Desta
forma o nosso resultado de segmentacdo utilizando uma rede neural convolucional € um
importante passo para o estudo dos nematoides fitoparasitas. Apos a segmentacdo é
possivel realizar multiplas analises sobre 0s objetos obtidos, como, por exemplo, verificar
a acuracia do modelo quanto a deteccdo de estruturas. Esta analise pode ocorrer através
da contagem das estruturas detectadas (segmentadas) pelo modelo comparada com a
contagem de estruturas detectadas manualmente através da observacdo por parte do
usudrio, resultando em uma porcentagem de acuracia do modelo (Al-Kohafi et al., 2018).
Caso o resultado desta comparacdo seja satisfatdrio, pode-se automatizar essa tarefa antes
realizada de maneira manual. Desta maneira pode-se reduzir a variabilidade de analise
conforme o observador que a realiza, bem como otimizar o tempo que o pesquisador
dedica as atividades realizadas no laboratorio. Estes objetos segmentados podem ser
submetidos a outros tipos de analises, como, por exemplo, no artigo publicado por Fischer
et al. (2020) que apresentaram uma ferramenta baseada em aprendizagem profunda capaz
de medir o perimetro e a area de mitocdndrias. Neste artigo apresentamos o software
NemaMeasure que realiza a medi¢do do comprimento e largura de nematoides presentes
em imagens.
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Inicialmente os nematdides presentes nas imagens foram medidos manualmente
quanto a quantidade de pixels que os constituiam. Essas medic¢Ges se deram nas imagens
originais (antes de sofrerem binarizacdo e esqueletizacdo). Posteriormente os dados
destas medicGes foram comparados com as medi¢des automaticas realizadas através do
software NemaMeasure. Os objetivos desta comparacdo foram verificar a eficiéncia do
método automatico, bem como verificar se havia necessidade de utilizar um fator de
correcdo no seu uso para que os valores da analise automatica fossem tao precisos quanto
aqueles obtidos na analise manual (tida como a analise mais precisa). A figura 5 traz o
resultado da andlise de regressdo para um modelo linear que visou verificar a correlacdo
entre as medi¢Bes manuais e as medi¢Oes automaticas de NemaMeasure.
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Figura 5. Graficos da analise de regressdo implementada para verificar a consonancia entre as medi¢es manuais e automaticas. A figura 6.a traz a andlise
concernente ao comprimento e a figura 6.b a largura.

A figura 5.a traz a anélise do comprimento e a figura 5.b a da largura dos
nematoides em numero de pixels. Conforme visto, para ambas as anélises, o resultado do
coeficiente de determinagdo ficou em torno de 0,92, indicando uma 6tima acurécia do
método automatico, especialmente considerando que a medi¢do manual esta sujeita a
variacoes.
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Para a predigdo do comprimento dos nematoides, os pardmetros da equacdo de
regressdo ndo diferiram significativamente dos valores de uma linha 1:1. Isso significa
que os valores obtidos automaticamente para o comprimento dos nematoides podem ser
usados diretamente, sem necessidade de aplicar essa equacdo. Para a variavel largura do
nematoide (figura 6.b), o intervalo de confianga para o intercepto do modelo n&o admitiu
o valor 0, indicando haver, portanto, um viés nos valores obtidos automaticamente, que
pode ser corrigido pela aplicacdo da equacdo estimada y= fx

ID0; Length: 0.00; Width: 0.00

Figura 6. Exemplo de erro nas operacdes de medicéo. Por conta de uma regido no topo do nematoide (7.a) ter sido erroneamente classificada
como nematoide na mascara predita (7.b) o esqueleto apresentou bifurcacéo (7.c) impossibilitando que as medicoes fossem realizadas.

Os resultados das medicGes automaticas de largura e comprimento s6 foram
possiveis em mascaras preditas (aquelas obtidas através do modelo) que ndo sofreram
bifurcacdes. Nesse caso, por conta das ramificacdes, o algoritmo néo foi capaz de predizer
valores de comprimento e largura. A figura 6 traz um exemplo da imagem original (6.a),
da méscara predita (6.b) e do esqueleto obtido (6.c), no qual ndo foi possivel realizar as
analises de comprimento e largura de maneira precisa por conta da bifurcacdo que o
esqueleto calculado a partir da mascara predita apresentou. O mesmo problema pode
ocorrer quando ha nematoides sobrepostos na imagem.

Nossos resultados utilizando uma rede neural convolucional se soma a outros
esforcos no estudo de nematoides que utilizaram ferramentas de aprendizado de maquina.
Chen et al. (2020) apresentaram um algoritmo de rede neural convolucional capaz de
detectar nematoides presentes em imagens, separando-os do background, logo
segmentando-os. Hakim et al. (2018) apresentaram resultado similar com um algoritmo
de rede neural capaz de diferenciar o nematoide Caenorhabditis elegans de artefatos
presentes na imagem. Além disso, o algoritmo foi capaz de diferenciar nematoides fémeas
de nematoides machos e realizar algumas medi¢cdes como o comprimento. Utilizando
algoritmos de visdo computacional, é possivel realizar outras analises além das citadas
anteriormente quando se estuda nematoides. Akintayo et al. (2018) utilizando
aprendizado profundo, apresentaram um algoritmo capaz de contar ovos depositados pelo
nematoide parasita da soja, Heterodera glycines. Desta maneira essa tarefa de contagem
pdde ser automatizada o que reduz o tempo para a analise, bem como elimina o problema
de contagens diferentes entre si conforme mudanca de observador que a realiza.
Thevenoux et al. (2021) apresentaram, similarmente a este artigo, um algoritmo capaz de
realizar medicGes em alguns orgaos de nematoides baseado na contagem de pixels.
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A figura 7 traz o processo de selecdo de imagens e o resultado da juncdo descrita
anteriormente na secao 2.4 deste capitulo. Neste processo, imagens individuais (figura
7.a) sdo juntadas para criar uma imagem SO que representa uma regido contendo
nematoide, ampliando o campo de visdo sobre a amostra e permitindo que nematoides
presentes em imagens contiguas estejam presentes em uma sé imagem. Nesse caso como
apenas duas imagens possuiam nematoides, a juncdo se deu em 12 imagens. Para que
ocorra um encaixe satisfatorio entre as imagens, € necessario aplicar sobreposicédo entre
elas. No caso deste experimento utilizamos 20% de sobreposicéo.
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Figura 7. Imagens individuais que contém nematoides (imagens centrais em 7.a e 7.b) sdo selecionadas e servem de “pivd”. A
partir destas imagens suas vizinhas sdo selecionadas e juntas, até que nenhuma das vizinhas possuam nematoides, formando
imagens compostas com maior amplitude de visao (figura 7.c).

Nesse experimento foi escaneada uma lamina que continha fragmentos de raiz de
soja parasitadas por nematoides. Ao fim do processo de escaneamento foram originadas
8.856 imagens. ApoOs 0 processo de selecdo de imagens que continham nematoides
(realizado através do modelo criado pela UNet modificada descrita anteriormente) e do
processo de juncdo, foram obtidas 153 imagens que representavam regides que continham
nematoides. Essa reducdo diminui consideravelmente o tempo e 0S recursos
computacionais necessarios para efetuar a analise.

Acreditamos que a abordagem de jungdo de imagens que contem estruturas de
interesse (N0 NOsso caso nematoides) com as suas vizinhas imediatas para formar regides
que contém estes organismos pode facilitar o estudo de amostras bioldgicas. Inicialmente
h& uma reducéo na necessidade de capacidade de processamento computacional ja que a
juncéo se dard em um numero menor de imagens, evitando, também, o armazenamento
de dados supérfluos (por exemplo, imagens que contém apenas background). Outra
vantagem é a otimizacdo do tempo utilizado para as atividades do laboratorio. Atraves
dessa juncdo o nimero de imagens a serem avaliadas é diminuido drasticamente. Nesse
trabalho, por exemplo, essa reducao superou 90%.

Outra vantagem da abordagem aqui proposta é que, quando se utiliza o
escaneamento completo de uma amostra acoplado a uma estratégia de juncdo de imagens,
objetos que estavam “fragmentados” em mais de uma imagem podem ser reconstruidos.
Por exemplo, quando se escaneia uma amostra contendo nematoides automaticamente,
invariavelmente serdo originadas imagens em que um nematoide (ou mais) esta
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parcialmente presente em duas ou mais imagens (como 0s nematoides da figura 7). Sem
a adocdo de uma estratégia de juncdo, ndo seria possivel realizar medi¢Ges neste
nematoide ja que ele estaria presente em mais de uma imagem, o que, na melhor das
hipoteses, resultaria numa medicdo errada, por exemplo, do comprimento. Mesmo uma
operacdo mais simples como a contagem estaria sujeita a erro ja que o avaliador poderia
contar o0 mesmo nematoide mais de uma vez.

Acreditamos que a abordagem de escaneamento total com posterior sele¢do de
imagens para obtencdo de imagens amplas que representem regides que contem
nematoides, apresenta vantagens em relacdo a microscopia convencional. Na abordagem
convencional (sem escaneamento digital) o pesquisador deve percorrer toda a lamina
manualmente e, quando encontra o nematoide, capturar uma imagem deste organismo, ou
apenas conta-lo. Desta forma o processo é dispendioso em termos de tempo (ja que €
necessario percorrer toda a lamina na procura pelo organismo), bem como exige elevada
atencdo do usudrio para evitar capturar/contar mais de uma vez o0 mesmo nematoide. Na
abordagem proposta neste artigo o risco de imagens duplicadas do mesmo nematoide
inexiste ja que, mesmo nematoides presentes em mais de uma imagem, passam a formar
uma imagem s6 (a imagem de regido contendo nematoide). Outra vantagem é que, através
do escaneamento automatico digital, o usuario necessita apenas colocar a lamina e
especificar a movimentacdo do estagio automatizado. Desta maneira pode dedicar o
tempo que utilizava para o escaneamento manual para outras tarefas laboratoriais.

Ha de se ressaltar que, dentre as imagens que sofreram juncdo, algumas delas nao
possuiam estruturas de nematoide como exemplificado na figura 8. Desta maneira, se faz
necessario que o usuario realize uma avaliacdo de cada uma destas imagens para verificar
se elas de fato contém nematoides. Mesmo com esta limitacdo, ocorreu uma reducao de
cerca de 98% no nimero de imagens que o observador tem que avaliar para verificar a
presenca destes organismos.
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I
Figura 8. Exemplo de imagem ampla que erroneamente sofreu o processo de jungao.

Esses falsos positivos (imagens montadas sem nematoides) podem ser mitigados
pelo re-treinamento da rede neural convolucional, ou pela utilizagdo de outra arquitetura
que pode levar a obtencdo de resultados superiores (BRESSEM et al., 2020). Entretanto,
consideramos desnecessaria essa correcdo porque o impacto dos falsos positivos na
qualidade da anélise é negligivel.

Na microscopia tradicional apenas uma imagem pode ser avaliada em cada
momento. Com o0 uso de um estagio automatizado (que proporciona a captacdo de
imagens que representam a lamina de microscopia ou a regido por inteiro) e uma
estratégia de juncdo de imagens, este problema é superado ja que a imagem (que sofreu
juncéo) é composta por maultiplas imagens, proporcionando que todas estas imagens
(outrora individuais) sejam analisadas em um s6 momento. Além disso, esta ampliacdo
pode proporcionar um melhor entendimento das relacdes espaciais que pode ser de
importancia para o entendimento de um determinado fendbmeno ocorrente na amostra. A
figura 9 traz um exemplo intuitivo desta ampliagdo no campo de visdo. Originalmente
uma s imagem contém todas as imagens que sofreram juncdo. Caso o0 usuario deseje
mais detalhamento basta realizar zoom com o visualizador de fotos (sem que se perca
qualidade). Como todas as informagdes contidas na imagem composta originalmente
foram captadas em imagens individuais, ndo ha perca de informacéao proporcionando que
operacdes, como por exemplo medigdes, sejam realizadas de maneira eficiente.
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Figura 9. Na figura 9.a a imagem que sofreu jungdo é exemplificada. Regides mais especificas podem ser avaliadas
pelo observador através do zoom (9.b, 9.c e 9.d).

Embora promissores, os resultados de experimentos que envolvem ferramentas de
visdo computacional e aprendizado de maquina no estudo de nematoides, devem ser
interpretados com cautela. Como em outras areas da biologia em que essas ferramentas
ja foram utilizadas, ha uma preocupacdo que os modelos obtidos através de aprendizado
de maquina ndo performem tdo bem quando sdo submetidos a imagens que sofreram
processo de captacéo diferente (Ferentinos, 2018, Ramcharan et al., 2019). Outro ponto
importante € que a maioria dos estudos que envolvem nematoides e aprendizado de
maéaquina sdo focados na espécie Caenorhabditis elegans, tida como uma espécie modelo,
0 que langa duvidas se estes modelos conseguiriam performar satisfatoriamente na analise
de outras espécies de nematoides como Meloidogyne javanica, que estudamos neste
artigo. Outro ponto a se ressaltar € a auséncia de estudos que identifiguem nematoides em
raizes utilizando técnicas de visdo computacional, tornando este experimento um pioneiro
nesta abordagem.

A comunidade cientifica que atua no campo da biologia ainda ndo possui, de
maneira geral, familiaridade com linguagens de programacéo e algoritmos como o0s de
aprendizagem profunda. Desta maneira a ado¢do dessas técnicas ainda € incipiente
(Zhang et al., 2021).Outro problema que pode limitar o uso destas técnicas é o custo para
obtencdo e uso de tecnologias que utilizem aprendizado de maquina, ja que podem
envolver o uso de equipamentos de elevado custo, seja na captacdo das imagens
(necessidade de microscépio de alto custo e de cdmera acoplada) ou mesmo no
treinamento dos modelos de aprendizado de maquina (custo com computadores com
elevada capacidade de processamento e unidade de processamento grafico). Acreditamos
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que nossa abordagem apresenta a vantagem de ser uma tecnologia de baixo custo, o0 que
a torna mais acessivel a comunidade do que outras abordagens que tradicionalmente
dependem da utilizacdo de equipamentos dispendiosos do ponto de vista financeiro, ja
que utilizamos em todas as etapas desta metodologia material de acesso livre e/ou de
baixo custo. Além disso, todos os codigos, quer sejam para 0s softwares ou para 0s
hardwares, sdo de acesso livre. Desta maneira o usuario pode adapta-lo conforme suas
necessidades (para mais informac6es sobre o software de controle de NemaStage e 0s
custos deste equipamento, acessar o capitulo I desta dissertacdo). Outro ponto que pode
ser interessante ao se utilizar NemaStage é o possivel escaneamento simultaneo de placas
de microscopia de dimensdes menores (como por exemplo as utilizadas no estudo de
fungos micorrizicos arbusculares). Para confirmar tal uso possivel, serdo necessarios
futuros testes.

4. Conclustes

Neste artigo foi demonstrada a capacidade de um modelo obtido através do
treinamento de uma rede neural convolucional (implementada através do pacote Keras
utilizando como linguagem de programacdo Python), nomeadamente uma Unet, em
segmentar e identificar nematoides contidos em imagens. Assim sendo, este modelo foi
utilizado para segmentar nematoides que posteriormente foram medidos quanto a largura
e 0 comprimento através do software NemaMeasure. Este software foi tdo preciso quanto
a medicdo manual em numero de pixels que constituiam os nematoides para a variavel
comprimento.

Adicionalmente, o modelo foi utilizado para classificar imagens que continham ou
ndo nematoides, obtidas através do uso de NemaStage (que se mostrou capaz de captar
imagens de qualidade) controlado por StageControl (que foi eficiente no controle de
NemaMeasure). Estas imagens foram juntas de maneira satisfatéria com suas vizinhas
imediatas, em um processo que cessou quando estas vizinhas ndo possuiam mais
nematoides. Esta estratégia de juncdo resultou em regiGes contendo nematoides. Essa
abordagem de trabalhar com regides que contém o objeto de interesse no lugar de todas
as imagens obtidas no escaneamento, reduziu significativamente as imagens a serem
avaliadas manualmente pelo usuario. Além disso, esta abordagem proporcionou a
ampliacdo do campo de visdo em relacdo a amostra.

De maneira geral apresentamos neste artigo uma abordagem de baixo custo,
baseada em ferramentas de visdo computacional e dentro do escopo da ciéncia aberta, de
baixa necessidade de processamento computacional e de codigo aberto que pode ser
utilizada para o estudo de nematoides parasitas de raizes de maneira eficiente.



66

Referéncias

Abdelday, EA., Erriquens, F., Sasanelli, N., Ceglie, F.G., Zaccone, C., Miano, T.,
Cocozza, C. 2014 .Effects of several amendments on organic melon growth and
production, Meloidogyne incognita population and soil properties. Scientia
Horticulturae, v. 180, p. 156-160. Elsevier B.V. Disponivel em:
<http://dx.doi.org/10.1016/j.scienta.2014.10.032>.

Akintayo A, Tylka GL, Singh, AK SINGH, Ganapathysubramanian B, Singh A, Sarkar
S. 2018. A deep learning framework to discern and count microscopic nematode eggs.
Scientific Reports, v. 8, n. 1, p. 1-11.

Al-Kohafi, Y., Zaltsman, A., Graves, R., Marshall, W., Rusu, M. 2018. A deep
learning-based algorithm for 2-D cell segmentation in microscopy images. BMC
Bioinformatics, v. 19, n. 1, p. 1-11.

Bressem, K.K., Adams, L.C., Erxleben, C., Hamm, B., Niehues, S.M., Vahldiek, J.L.
2020. Comparing different deep learning architectures for classification of chest
radiographs. Scientific Reports, v. 10, n. 1, p. 1-16. Nature Publishing Group UK.
Disponivel em: <https://doi.org/10.1038/s41598-020-70479-z>.

Campbell, R.A.A., Eifert, R.W., Turner, G.C. 2014. Openstage: A low-cost motorized
microscope stage with sub-micron positioning accuracy. PLoS ONE, v. 9, n. 2.

Cascione, A., Bicalho, G., Aleandro, S., Cristina, A., Machado, Z. 2021. Control of
Meloidogyne paranaensis mediated by silicon. Scientia Agricola, v.78, n.3.

Chen, L., Strauch, M., Daub, M., Jiang, X., Jansen, M., Luigs, H., Schultz-Kuhlmann,
S., Krissel, S., Merhof, D. 2020 . A CNN FRAMEWORK BASED ON LINE
ANNOTATIONS FOR DETECTING NEMATODES IN MICROSCOPIC IMAGES.
IEEE 17" International Symposium on Biomedical Imaging (ISBI), p. 508-512.

Collins, J.T., Knapper, J., Stirling, J., Mduda, J., Mkindi, C., Mayagaya, V.,
Mwakajinga, G.A., Nyakyi, P.A., Sanga, V.L., Carbery, D., White, L., Dale, S., Lim,
Z.J., Baumberg, J.J., Cicuta, P., McDermott, S., Vodenicharski, B., Bowman, R. 2020.
Robotic microscopy for everyone: the OpenFlexure microscope. Biomedical Optics
Express, v. 11, n. 5, p. 2447.

Conduta, N.S., Silva, M.T.R., Rinaldi, L.K., Dias-Arieira, C.R. 2020. Interaction
between resistance inducer and micronutrients on the control of root-lesion nematode
and the development of soybean plants. Revista Caatinga, v. 33, n. 3, p. 591-598.

Danielse, J., Nordenfelt, P. 2017. Computer vision-based image analysis of bacteria.
Methods in Molecular Biology, v. 1535, p. 161-172.

Ferentinos, K.P. 2018. Deep learning models for plant disease detection and diagnosis.
Computers and Electronics in Agriculture, v. 145, n. January, p. 311-318. Elsevier.
Disponivel em: <https://doi.org/10.1016/j.compag.2018.01.009>.

Fischer, C.A., Besora-Casals, L., Rolland, S.G., Duchen, M., Conradt, B., Marr, C.



67

2020. MitoSegNet: Easy-to-use Deep Learning Segmentation for Analyzing
Mitochondrial Morphology. iScience, v. 23, n. 10.

Gomes, V.M., Souza, R.M., Mussi-Dias, V., Silveira, S.F., Dolinski, C. 2011. Guava
decline: A complex disease involving meloidogyne mayaguensis and fusarium solani.
Journal of Phytopathology, v. 159, n. 1, p. 45-50.

Hakim, A., Mor, Y., Toker, I.A., Levine, A., Neuhof, M., Markovitz, Y., Rechavi, O.
2018. WorMachine: Machine learning-based phenotypic analysis tool for worms. BMC
Biology, v. 16, n. 1, p. 1-11.

Kapagianni, P.D., Boutsis, G., Argyropolou, M.D., Papatheodorou, E.M., Stamou, G.P.
2010. The network of interactions among soil quality variables and nematodes: short-
term responses to disturbances induced by chemical and organic disinfection. Applied
Soil Ecology, v. 44,n. 1, p. 67-7.

Kirwa, H.K., Murungi, L.K., Beck, J.J., Torto, B. 2018. Elicitation of Differential
Responses in the Root-Knot Nematode Meloidogyne incognita to Tomato Root Exudate
Cytokinin, Flavonoids, and Alkaloids. Journal of Agricultural and Food Chemistry,
V. 66, n. 43, p. 11291-11300.

Korfhage, N., Muhling, M., Ringshandl, S., Becker, A., Schmeck, B., Freisleben, B.
2020. Detection and segmentation of morphologically complex eukaryotic cells in
fluorescence microscopy images via feature pyramid fusion. PLoS Computational
Biology, v. 16, n. 9, p. 1-16.

Liu, S., Kandoth, P.K., Warren, S.D., Yeckel, G., Heinz, R., Alden, J., Yang, C., El-
Mellouki, T., Juvale, P.S., Hill, J., Baum, T.J., Cianzio, S., Whitham, S.A., Korkin, D.,
Mitchum, M.G., Meksem, K. 2012. A soybean cyst nematode resistance gene points to
a new mechanism of plant resistance to pathogens. Nature, v. 492, n. 7428, p. 256—
260,. Nature Publishing Group. Disponivel em:
<http://dx.doi.org/10.1038/nature11651>.

Mesa-Valle, C.M., Garrido-Cardenas, J.A., Cebrian-Carmona, J., Talavera, M.,
Manzano=Agugliaro, F. 2020. Global research on plant nematodes. Agronomy, v. 10,
n. 8.

Moura, G.S., Franzener, G. 2017. Biodiversity of nematodes biological indicators of
soil quality in the agroecosystems. Arquivos do Instituto Bioldgico, v. 84, n. 0, p. 1-8.

Ngalam, B., Mariette, N., lanszen, M., Dewaegeneire, P., Denis, M., Porte, C., Piriou,
C., Robilliard, E., Couteil, A., Nguema-Ona, E., Yvin, J., Gobert, V., Beury, A., Le
Roux, A., Montarry, J., Fournet, S. 2021. Hatching Induction of Cyst Nematodes in
Bare Soils Drenched With Root Exudates Under Controlled Conditions. Frontiers in
Plant Science, v. 11, n. January, p. 1-14.

Preibisch, S., Saalfeld, S., Tomancak, P. 2009. Globally optimal stitching of tiled 3D
microscopic image acquisitions. Bioinformatics, v. 25, n. 11, p. 1463-1465.

Rahman, S.A.S.A., Mohamed, Z., Othman, R.Y., Swennen, R., Panis, B., De Waele, D.,



68

Remy, S., Carpentier, S.C. 2010. In planta PCR-based detection of early infection of
plant-parasitic nematodes in the roots: A step towards the understanding of infection
and plant defence. European Journal of Plant Pathology, v. 128, n. 3, p. 343-35.

Ramcharan, A., McCloskey, P., Baranowski, K., Mbilinyi, N., Mrisho, L., Ndalahwa,
M., Legg, J., Hughes, D.P. 2019.A mobile-based deep learning model for cassava
disease diagnosis. Frontiers in Plant Science, v. 10, n. March, p. 1-8.

Ronneberger, O., Fischer, P.; Brox, T. 2015. U-Net: Convolutional Networks for
Biomedical Image Segmentation. In: Internacional Conference on Medical Image
Computing and Computer-Assisted Intervetion, p. 234-241, Springer.

RStudio Team (2020). RStudio: Integrated Development for R. RStudio, PBC, Boston,
URL: http://www.rstudio.com.

Sasanenelli, N., Konrat, A., Mingunova, V., Toderas, I., lurcu-Straistaru, E., Rusu, S.,
Bivol, A., Andoni, C., Veronico, P. 2021. Review on control methods against plant
parasitic nematodes applied in southern member states (C zone) of the european union.
Agriculture (Switzerland), v. 11, n. 7.

Seid, A., Fininsa, C., Mekete, T., Decraemer, W., Wesemael, W.M.L. 2015. Tomato
(Solanum lycopersicum) and root-knot nematodes (Meloidogyne spp.)-a century-old
battle. Nematology, v. 17, n. 9, p. 995-1009.

Skantar, A.M., Carta, L.K., Handoo, Z.A. 2008. Molecular and Morphological
Characterization of an Unusual Meloidogyne arenaria Population from Traveler's Tree,
Ravenala madagascariensis. Journal of Nematology, v.40, n.3, p. 179-189.

Shorten, C., Khoshgoftaar, T.M. 2019. A survey on Image Data Augmentation for Deep
Learning. Journal of Big Data, v. 6, n. 1. Springer International Publishing. Disponivel
em: <https://doi.org/10.1186/s40537-019-0197-0>.

Thevenoux R, Le VL, Villesseche H, Buisson A, Burton-Aimar M, Folcher L, Parisey
N. 2021. Image based species identification of Globodera quarantine nematodes using
computer vision and deep learning. Computers and Electronics in Agriculture, v.
186, n. May.VAN BEZOOIJEN, J.; Methods and Techniques for Nematology.
Wagenigen university, p. 102, 2006.

Weber, F., Weber, V.A. M., Menezesm G.V., Oliveira Junior, A.S., Alves, D.A.,
Oliveira, M.V.M., Matsubara, E.T., Pistori, H., Abreu, U.G. 2020. Recognition of
Pantaneira cattle breed using computer vision and convolutional neural networks.
Computers and Electronics in Agriculture, v. 175, n. May, p. 105548. Elsevier.
Disponivel em: <https://doi.org/10.1016/j.compag.2020.105548>.

Zinger, F.D., Zinger, L.K.C.R., Moraes, W.B., Camara, G.D.R., Alves, F.R. 2021.
Quantification of damage and yield losses and management of root-knot nematodes in
conilon coffee. Revista Caatinga, v. 34, n. 2, p. 287-297.



69

ARTIGO Il
Uso de aprendizado de méquina para segmentacéo de hifas de fungo micorrizico
arbuscular em fragmentos de raizes

Abstract

O estudo de fungos micorrizicos arbusculares (FMA) esta em constante evolugao no que
concerne as metodologias utilizadas. Recentemente, como no restante da biologia, 0s
pesquisadores tentam aplicar & anélise destes organismos estratégias que envolvam
aprendizado de maquina. Desta maneira, tarefas podem ser automatizadas, o que pode
levar a reducdo no tempo gasto para estas analises e 0 aumento da precisdo quando
comparada a abordagens tradicionais. Uma das aplicacdes praticas que pode ser utilizada
para o estudo dos FMAs é a deteccdo de estruturas destes organismos em raizes
micorrizadas. Visando detectar hifas de fungos micorrizicos arbusculares colonizando
raizes de milheto, utilizamos uma rede neural convolucional do tipo UNet, junto a uma
estratégia de aumentacdo de dados, para obtencdo de um modelo que fosse capaz de
detectar a presenca destas estruturas. O desempenho do modelo obtido neste trabalho foi
bastante satisfatério, ndo apenas nas imagens de treinamento e validacdo, mas também
no conjunto de imagens de teste, com alta correspondéncia entre a segmentacdo feita
manualmente e a obtida através do modelo. O resultado aqui apresentado pode subsidiar
aplicacbes mais complexas como, por exemplo, a automatizagdo da determinacdo do
percentual e intensidade de colonizacdo de FMA em raizes micorrizadas.

Palavras-chave: Fungos, aprendizagem profunda, UNet, hifas, Novas Técnicas

O artigo cientifico se encontra nas normas da revista “Mycologia” e esta sujeito a
alteracdes.
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1. Introdugéo
Fungos micorrizicos arbusculares (FMAS) constituem um importante grupo de

microrganismos do solo. Esses organismos estabelecem simbiose com cerca de 85% das
espécies de angiosperma, sendo o grupo dominante de micorriza em termos de
estabelecimento de simbiose com espécies de planta (Wang e Qiu, 2006). Uma série de
efeitos benéficos € relatada na literatura como resultante da simbiose entre fungos
micorrizicos arbusculares e plantas. Sdo exemplos destes beneficios o melhor
desenvolvimento de mudas, reducao do tempo necessario para o transplantio em mudas
de espécies nativas, aumento da qualidade fisico-quimica de frutos, auxilio na absor¢édo
de fésforo, aumento da producdo de matéria seca e aumento da capacidade da planta em
lidar com condicGes de estresse hidrico e osmotico (Abreu et al. 2018; Bressan et al. 2001,

Cordeiro et al. 2019; Rosseto et al. 2020; Honorato et al., 2020).

Do ponto de vista do funcionamento mais saudavel do solo, os FMAs podem
apresentar papéis de fundamental importancia. Em solos contaminados por metais
pesados como cadmio, mercurio e chumbo, esses fungos podem acumular estes metais
em uma estrutura chamada vesicula evitando que estes componentes potencialmente
toxicos se acumulem nos tecidos vegetais (Bano e Ashfaq, 2013). Outro efeito positivo
dos FMAs no combate a poluicdo do solo se da através da formacdo de complexos
glicoproteina-metais, evitando que esses poluentes estejam disponiveis para absorcao por
parte da planta (Dhalaria et al. 2020). Outra importante acdo destes organismos no solo
se da através da formacdo de redes comuns de micorrizas. Nesse processo diferentes
espécies de plantas sdo ligadas por simbiontes em comuns (os fungos micorrizicos
arbusculares). Sdo exemplos de beneficios oriundos desse processo a transferéncia de

nutrientes e agua entre plantas (Egerton-Warbuton et al. 2007; Ingraffia et al. 2019).
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Todos esses beneficios para o solo e plantas justificam o interesse da comunidade

cientifica no estudo desses organismos.

A analise destes organismos muitas vezes ocorre através do estudo de fragmentos
de raiz, de maneira que esta deve ser retirada do solo, constituindo um processo destrutivo
para a amostra. Outra abordagem pode ser o uso de analises que objetivam verificar o
efeito da simbiose sob a planta, como por exemplo através da pesagem da massa seca da

planta que recebeu tratamento micorrizado (Feitosa e Santos, 2017; Melloni et al. 2020).

Na biologia recentemente vem crescendo o uso de ferramentas de aprendizado de
maquina nas rotinas de andlise de areas como genbmica, protedmica, fitopatologia e
nematologia (Ferentinos, 2018; Lahmer et al. 2020; Meyer, 2021; Thevennoux et
al.,2021). De maneira resumida, estes algoritmos de aprendizado de maquina visam
treinar a maquina através do reconhecimento e aprendizado de padrdes contidos nos
dados a realizar determinada analise, como, por exemplo, a detec¢cdo de uma determinada
estrutura de interesse como ovos de nematoides presentes em uma amostra (Akintayo et

al. 2018).

Essas ferramentas também podem ser utilizadas no estudo de FMAs. Melo et al.
(2019) apresentaram um algoritmo de rede neural artificial capaz de realizar a distingdo
entre esporos e outras estruturas contidas em imagens, com posterior contagem.
Evangelisti et al. (2021) publicaram uma metodologia de identificacdo e quantificagéo da
colonizagdo de fungos micorrizicos arbusculares em raizes de algumas espécies baseado
no uso de uma rede neural convolucional, que é um tipo de algoritmo de aprendizado de

maquina.
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Neste artigo visamos verificar a capacidade de uma UNet (Ronneberger et al.
2015) modificada (uma arquitetura de rede neural convolucional) segmentar hifas de

fungos micorrizicos arbusculares em raizes de milheto (Pennisetum glaucum).

2. Metodologia

2.1 Obtencéo de raizes micorrizadas

Plantas de milheto, Pennisetum glaucum (L.) R.Br., serviram como plantas
armadilhas para obtencdo de raizes micorrizadas. As informacdes concernentes as
caracteristicas edafoclimaticas da regido em que o solo foi coletado, as coordenadas
geograficas e a analise quimica do solo onde as plantas foram cultivadas estdo contidas

em Vieira (2021).

Para a obtencdo de mudas de milheto, inicialmente sementes foram imersas em
alcool 70% por 30 segundos para a desinfestacdo superficial. Posteriormente as sementes
foram lavadas em agua destilada autoclavada. Apos esse processo de desinfestacdo as
sementes foram colocadas em bandejas contendo vermiculita esterilizada. Quando as
mudas atingiram 5 centimetros, 10 mudas foram transplantadas para cada um dos
microcosmos. Os microcosmos consistiram de vasos preenchidos com 3 litros de solo

(para mais especifica¢fes consultar Vieira (2021)).

Em cada um dos transplantios, cada microcosmo foi inoculado com 100 esporos
das seguintes espécies de FMAs: Acaulospora colombiana (Espanha & N.C. Schenck)
Kaonongbua, J.B. Morton & Bever (isolado SCT115A), Gigaspora albida I.R. Hall &

L.K. Abbott (isolado MGR521C) and Claroideoglomus etunicatum (W.N. Becker &
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Gerdemann) C. 39 Walker & A. SchiBler (isolado SCT101A). Os isolados de fungos
foram obtidos da Colecdo Internacional de Culturas de Glomeromycota (CICG-

https://www.furb.br/cicg, Blumenau, Brasil).

As plantas foram mantidas em casa de vegetacdo com temperatura média de
23,4°C e 65% de humidade. Os microcosmos foram irrigados com &gua destilada
autoclavada e 100 mL de solucdo nutritiva de Hoagland e Arnon (1950) a partir de 60
dias apds o inicio do experimento. 120 dias apds o transplantio, as plantas de milheto
foram retiradas dos microcosmos, as raizes lavadas em agua corrente, secadas e

posteriormente armazenadas a 4°C.

Trés gramas de raizes frescas foram coletadas das plantas de milheto, de cada
microcosmo, e colorida de acordo com a metodologia descrita por Koske e Gemma
(1989). Fragmentos de raiz de cerca de 1 centimetro foram selecionadas para serem
colocadas em laminas que passaram por posterior analise em microscépio. Dessa forma,
os fragmentos de raizes foram postos em laminas que continham PLVG (polivinil-acido
latico-glicerol). A colonizacdo de FMAS nas raizes foi considerada positiva quando pelo
menos uma estrutura (hifa, vesicula ou arbisculo) desse grupo de fungos estava presente

nas raizes.

2.2 Obtencéo das imagens de hifas de FMA

As laminas de microscopia que continham raizes micorrizadas, adquiridas

conforme a metodologia descrita na se¢éo 2.1 deste capitulo, foram submetidas a analise
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em microscépio. O microscopio utilizado foi um Nikon. As imagens foram obtidas

através do acoplamento de uma camera digital da marca Cannon a este microscopio.

Os fragmentos de raizes foram observados e algumas regides que continham hifas
de fungo micorrizico arbuscular foram escolhidas e imagens destas estruturas foram

capturadas.

2.3 Rede Neural Convolucional para extragdo de estruturas de FMA
Para a segmentacdo de hifas de fungos micorrizicos arbusculares presentes nas

imagens de raizes de milheto foi utilizada uma uma rede neural convolucional tendo como
arquitetura uma UNet (Ronneberger et al. 2015). Esta rede sofreu algumas modificacdes
como por exemplo nos valores de entrada e das camadas de convolucgéo e de agrupamento.

A arquitetura da rede pode ser acessada no apéndice 11.

Para essa rede neural foram utilizadas 28 imagens na matriz de treinamento e 11
imagens na matriz de validacdo. Ambas as matrizes continham mascaras (imagens
binarias em que apenas o0 objeto de interesse esta destacado em branco e todo o restante
da imagem assume coloracdo preta) associadas para que o algoritmo aprendesse quais
caracteristicas eram importantes na definicdo do objeto de interesse (nesse caso hifas).
Para aumentar a variabilidade e o numero de dados para treinamento, foi utilizada a

técnica de aumentacgdo de dados.

Foram utilizadas como entradas imagens em escala de cinza de dimensdes 448 x
448 pixels. Ao todo a rede consistiu de 4.751.153 parametros treinaveis. No treinamento

a rede extrai informacdes importantes para o entendimento do contexto da imagem de
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forma que aprenda quais sdo as caracteristicas importantes para a definicdo dos objetos
de interesse ali contidos (as hifas). O entendimento destas caracteristicas, no caso deste
experimento, se da através da comparacao da imagem original e as mascaras que contém
as regides de interesse marcadas. A matriz de validacdo diz respeito a imagens e suas
respectivas mascaras que servem para o treinamento da capacidade de predicdo do
modelo obtido através do processo de aprendizado que ocorre na matriz de treinamento.
Ou seja, as mascaras criadas utilizando o modelo sdo comparadas com as mascaras
confeccionadas manualmente na matriz de validacdo. As mascaras da matriz de

treinamento e de validacdo foram obtidas atraveés do uso do software Apeer da Carl Zeiss.

Como métrica de precisdo do modelo foi utilizada a RMSE (equacdo
abaixo). Esse valor diz respeito a diferenca entre a predicédo realizada pelo modelo e os
valores que representam as mascaras manuais criadas pelo usuario para a matriz de
validacdo. O modelo que resultou no menor valor deste parametro foi salvo e utilizado

posteriormente para a obtencdo das mascaras preditas.

YN (Predito; — Observado;)?

RMSE =
N

O ultimo passo para a avaliacdo do modelo foi testa-lo em um conjunto de dados
separado, ao qual a rede neural ndo havia sido exposta previamente, seja no processo de
treinamento ou no processo de validagdo. Essa matriz de teste consistiu de 14 imagens
para as quais 0 modelo deveria gerar uma imagem bindaria contendo somente as hifas

(mascara predita).

Para o treinamento a rede foi desenhada para ter 50 ciclos de treinamento (epochs)

e valor de patience 3 (esse valor significa que, se apds trés ciclos de treinamento o modelo
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ndo sofreu reducdo de RMSE o treinamento deve parar e o modelo que obteve 0 menor

valor desta métrica deve ser salvo).

3. Resultados e Discussao
O menor valor de RMSE obtido foi 0,06877 e acuracia de 0.9778, logo, o modelo

que resultou nestes valores foi salvo e utilizado posteriormente para a predi¢ao (obtencéo
de imagens de hifas segmentadas). A figura 1 traz exemplos das predi¢fes que o modelo
realizou na identificacdo de hifas presentes em imagens de raizes de milheto colonizadas

por FMA:s.

Como percebido nas figuras 1.b, 1.d e 1.j, embora retilinea, as formas que as hifas
assumem sdo bastante diversas. Além disso aglomerados de hifas podem ser formados
(figura 1.f). A irregularidade de formas que as hifas podem assumir nas imagens pode
ser um dos fatores que levaram a segmentacdo de hifas apresentada nesse artigo nao ser

tdo eficiente em alguns casos.

Como visto nas imagens 1.f, 1.h e 1.0, o modelo obtido distinguiu
satisfatoriamente, em alguns casos, hifas que estavam dentro das raizes daquelas que nédo
estavam. Esse resultado se torna imprescindivel caso, em um passo adiante, se deseje
realizar um calculo de colonizacéo de raiz por FMA. Desta forma, seria possivel, através
da divisdo do numero de pixels classificados como FMA pelo namero de pixels
classificados como pertencentes a raiz, uma métrica de colonizacdo da raiz por FMA.
Para tal seria necessario anteriormente uma estratégia de segmentacdo de raizes. Esta

poderia se dar em imagens com fundo claramente distinto da raiz, atraves de operacoes
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de limiar (traduzido da palavra inglesa (threshold), ou mesmo em casos mais complexos,

produzir um algoritmo de segmentacéo de raizes baseado em aprendizagem profundo.

Figura 1. Exemplos das predi¢des obtidas através do uso do modelo (imagens a esquerda) e as hifas contidas nas raizes
hue se tenta predizer (imagens a direita)._Hifas externas a raiz foram propositalmente desconsideradas no treinamento, de
modo que a rede neural segmentasse apenas hifas dentro ou imediatamente na superficie da raiz
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Como visto em algumas imagens, (por exemplo 1.b e 1.d) pequenas regides de
pixels foram classificadas como pertencentes a hifas. Essas regifes seriam pequenas
demais e ndo conectadas a outros pixels para formar filamentos o que excluiria a real
possibilidade de elas serem hifas. Uma possivel saida para resolver esse problema € a
utilizacdo de operacdes de filtragem que excluam objetos presentes na imagem que nao
atendam uma determinada condi¢do como, por exemplo, ndo possuirem area (em termos

de quantidade de pixels) menores que um valor limite.

Nosso resultado promissor utilizando técnica de segmentacdo semantica se soma
a outros que ja a utilizaram como na classificacdo de veiculos presentes em imagens
aéreas (Audebert et al. 2017), deteccdo de células cancerosas (Karabag et al. 2020),
segmentacdo de nucleos de célula (Yang et al. 2020) e deteccdo de mutacdes

cromossoémicas (Pardo et al. 2018).

O resultado desse experimento € mais um resultado promissor alcancado
utilizando uma UNet. Essa arquitetura, criada por Ronneberger et al. (2015), vem sendo
bastante utilizada para a resolucdo de uma série de problemas como, por exemplo, em
imagens de diagndsticos de medicina (Zhou et al. 2018), remocao de artefatos presentes
em imagens de tomografia que dificultam o diagnostico (Guan et al. 2018) e segmentacéao

de minerais presentes em imagens do relevo oceanico (Song et al. 2019).

Uma das vantagens dessa arquitetura € a pequena necessidade de recurso
computacional quando comparada a outras arquiteturas, principalmente quando se acopla

técnicas de aumentacdo de dados, o que leva a possibilidade de seu uso por uma série de
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laboratdérios que possuem limitacdo de processamento e de quantidade de dados
disponiveis para treinamento (Ronneberger et al. 2015). Outras arquiteturas de
aprendizado de maquina podem levar até dias para que o treinamento seja completado

(Ferentinos, 2018), um problema que ndo ocorre quando se utiliza uma UNet.

O resultado apresentado nesse experimento se junta a outros trabalhos que
utilizaram aprendizado de maquina no estudo de fungos. Zielinski et al. (2020)
apresentam um algoritmo de aprendizado profundo que é capaz de classificar fungos
causadores de doencas através da analise de imagens, de forma que o tempo para
diagnostico seja reduzido, bem como os custos. Outro exemplo se da na aplicacdo de
algoritmo de aprendizado de méaquina para acelerar a classificacdo de fungos (Vu et al.

2020).

Os usos de outras abordagens de aprendizado de maquina também podem ser
utilizados no estudo de fungos micorrizicos arbusculares. Scascia et al. (2021)
apresentaram a utilizacdo de um software de aprendizado de maquina (baseado na
aplicacdo de filtros) para detectar e analisar a presenca de FMAS em raizes. Esses autores
propGem um indice de coloniza¢do micorrizica baseado no nimero de pixels na imagem
considerados como estruturas de micorriza dentro da raiz. Embora promissor, este
resultado ainda apresenta algumas limitacdes. Por exemplo, foi utilizado, para o processo
de treinamento do modelo de aprendizado de maquina e seu uso, um software pago. Outro
problema é que, em backgrounds menos distintos das estruturas micorrizicas ou da raiz,
algoritmos baseados em simples filtros como Sobel e gaussian podem néo ser suficientes
para realizar essa distingdo, ja que, na condugdo do nosso experimento tentamos utilizar

esse tipo de abordagem e os resultados ndo foram satisfatérios. Outra limitacdo € que a
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presenca de artefatos pode confundir o algoritmo nessa tarefa de classificacdo. Além
disso, nesse experimento, ndo foi possivel realizar a distincdo entre estruturas de
micorriza presentes na raiz, ou seja, hifas, arbusculos e vesiculas eram considerados as
mesmas estruturas o que, a depender da andlise que se deseja realizar, pode nédo ser o

suficiente para resolver um determinado problema.

Uma estratégia mais robusta para a solucdo destes problemas pode se dar através
do uso de algoritmos de aprendizado de maquina baseados em rede neural convolucional
(RNC) como no nosso artigo e em Evangelisti et al. (2021). Os ultimos autores citados
apresentaram um algoritmo capaz de identificar e quantificar a colonizagdao por FMA’s
em imagens de raizes colonizadas por este grupo de fungos. Uma das vantagens dessa
abordagem utilizada é a possibilidade de o usuario treinar sua propria RNC o que aumenta
a versatilidade de aplicacdo para dados que difiram dos dados utilizados para criar 0

modelo de aprendizado original.

A utilizacdo de algoritmos de aprendizado de maquina apresenta algumas
vantagens quando comparada com as metodologias tradicionais utilizadas no estudo de
FMA'’s. As andlises tradicionais de colonizacdo sdo bastante dispendiosas em termos de
tempo gasto e de impacto sobre a amostra ja que estas podem ser destruidas no processo
de forma que se algum erro ocorrer a amostra ndo pode ser reaproveitada. Além disso, 0s
resultados destas analises podem variar conforme o observador que as realize (Vierheilig
et al. 2005). Com o uso de ferramentas de aprendizado de maquina parte destes problemas
podem ser solucionados. Por exemplo, a variabilidade pode ser extinta quando um
software realiza a analise de colonizagdo micorrizica ou conte as estruturas de micorriza

presentes em uma imagem. Outra vantagem € a possibilidade de capturar as imagens em
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um momento e somente posteriormente realizar a analise. Essa estratégia evita que sejam
realizadas analises em amostras deterioradas, 0 que, em ultima instancia, pode diminuir

a precisao do resultado obtido.

Embora promissor, abordagens que utilizam ferramentas de aprendizado de
maquina (quando se utiliza programacao) encontram barreiras de aplicacdo no campo da
biologia. Por exemplo, a comunidade cientifica que lida com biologia ainda ndo possui
familiaridade com linguagens de programacdo (Zhang et al. 2021). Uma outra
preocupacao é que esses algoritmos obtidos performem bem apenas em condi¢fes muito
especificas (em imagens obtidas em processo muito similar aquele em que ocorreu a
captacdo das imagens que serviram como base para a obtencdo do modelo) (Ramcharan

etal. 2019)

Outro fator ¢é a capacidade de processamento necessaria para o treinamento e uso
de algoritmos de redes neurais convolucionais. Muitos laboratdrios ndo possuem a
capacidade para tal. Um fator importante, também, é o preco de softwares baseados em
aprendizado de méaquina, que podem ser utilizados para estudo dos mais diferentes
organismos. Nesse contexto, a ado¢do de softwares e cddigos de acesso livre constitui-se
em um importante avanco para a comunidade cientifica. Desta forma, um maior nimero
de laboratorios tem acesso a analises e até mesmo equipamentos (hardware) que possuem

a capacidade necesséaria para realizar determinada analise com qualidade.

4. Conclusoes
Neste artigo demonstramos o potencial de uma técnica de aprendizado profundo,

nomeadamente uma UNet modificada, para identificar hifas de fungos micorrizicos
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arbusculares em imagens de raizes colonizadas. Nosso artigo se junta a uma crescente,
mas ainda incipiente, tentativa de utilizar ferramentas computacionais no estudo de

organismos do solo.
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Considerac0es Finais

Abordagens que envolvem o uso de ciéncia aberta vém ganhando momentum por
conta de uma crescente necessidade e demanda por transparéncia dos dados que norteiam
a pesquisa cientifica. Desta forma, os resultados se tornam mais confidveis e
reprodutiveis. Dentro da ciéncia aberta, hA um movimento que tenta incentivar a
utilizacdo e criacdo de softwares e hardwares de cddigo livre. Estes irdo proporcionar, em
ultima instancia, a popularizacdo do uso de uma determinada metodologia.

Nesta dissertacdo todos os equipamentos utilizados (criados no nosso grupo de
pesquisa) sdo de codigo aberto. Adicionalmente, houve uma preocupacdo em utilizar
equipamentos de baixo custo (sejam eles os proprios equipamentos de codigo livre ou
nédo). Desta maneira, acreditamos que esta dissertagdo contribui significativamente para
a popularizacdo de hardwares de baixo custo. Os estagios automatizados que aqui foram
apresentados constituem uma op¢do mais barata que o0s estagios automatizados
tradicionais. Esta realidade proporciona que um maior numero de pesquisadores possa
utilizar esta tecnologia.

Estes estagios automatizados aumentam o poder de analise dos laboratorios, bem
como otimiza o tempo utilizado para as rotinas laboratoriais. Exemplos muito claros desta
realidade sdo descritos ao longo dos trés artigos desta dissertagcdo. Por exemplo,
NemasStage (controlado por StageControl) é bastante eficiente para o escaneamento
automatizado de laminas contendo raizes parasitadas por nematoides. Desta forma, o
pesquisador ndo precisa mais operar 0 microscopio manualmente na procura por estes
organismos parasitando raizes. O pesquisador pode optar pelo escaneamento
automatizado enquanto dedica o tempo que utilizaria para esta operacéo, exaustiva e que
necessita elevada atencdo, para outra atividade laboratorial. Adicionalmente, pode-se
fazer uso da abordagem utilizada no artigo 3 para selecionar e juntar imagens contiguas
contendo nematoides posteriormente ao escaneamento. Desta maneira € reduzido
drasticamente o nimero de imagens que o pesquisador tem que avaliar.

Os resultados de juncdo de imagens contendo nematoides alcancados nos
experimentos descritos anteriormente, se torna fundamental ao proporcionar operagoes
de contagem e medicBes mais eficientes que abordagens tradicionais. Os softwares (e 0s
codigos que os criaram) para selecdo, juncdo e medicdo de nematoides, também estdo
disponiveis de maneira aberta. Esta € uma importante contribuicdo, especialmente pela
adaptabilidade que o usuéario pode dar a estes codigos. Por exemplo, mesmo um
pesquisador que ndao milite no campo da microbiologia, pode adaptar esses codigos para
um determinado objetivo que necessite selecionar imagens contendo objetos de interesse
e posteriormente juntar imagens contiguas contendo estas estruturas.

As segmentagdes alcancadas nestes experimentos foram de altissima qualidade
para 0s objetivos tracados. Interessantemente, estes resultados foram alcancados
utilizando técnicas de segmentacdo simples (com pouca necessidade de dados rotulados)
e atraves de ferramentas abertas para o publico (geralmente para a obtencdo de modelos
de segmentacéo se faz necessario computadores de elevada capacidade de treinamento).
Para 0 modelo de segmentacdo de nematoides obtido, j& temos uma aplicagdo prética, isto
é, ele serve como base tanto para a selecdo de imagens contendo nematoides que
posteriormente sofrerdo junc¢do, bem como para segmentar 0s nematoides que sofrerdo
medi¢cdes em NemaMeasure. Para 0 modelo que segmentou hifas de fungo micorrizico
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arbuscular, conseguimos segmentacdes de qualidade que futuramente pode subsidiar, em
parte, processos de medicao e de indices de colonizagdo micorrizica.

Vale ressaltar que os softwares e hardwares aqui apresentados sao primeiras
versdes que constituem minimos produtos viaveis. Desta forma, estes equipamentos e
softwares, podem sofrer alteracOes que os otimizem e/ou facilitem seus usos, como, por
exemplo, a criacdo de uma interface gréafica.



Apéndices

Apéndice 1
classes Stage, Camera

stage = Stage ( )

camera = Camera (1)

_name == :

camera.capture during scan (x= y= crop bound= [

1)

stage.scan (xstart = xend = step x=
ystart = yend = step y =
camera camera)

camera.convert2tif ()

Apéndice 2
serial
time
math
cv?2
os

Stage() :
( port) :
.connect (port)
.go_home ()
.walt move ()

connect ( port) :
.serial = serial.Serial (port
sleep (3)

send gcode str( gcode str, debug =
debug =

.serial.flushInput ()
sleep ( )

debug:
(gcode str)

gcode str +=

.serial.write (gcode str.encode ())
grbl out = .serial.readline ()

debug:
(grbl out.strip())
(grbl out.strip () .decode (

is_done ( ) g
status = .send gcode str(
status == 8
.send gcode str ( )
status ==

go_home ( ) &
.send gcode str(
wait move (

sleep (




move X ( X) :
.send gcode_ str (
.wailt move ()

move v ( y):
.send gcode_ str (
.walit move ()

scan ( camera, Xend, yend, step X, step y, Xstart =
= 0):

range x = xXend - xstart

range_y yend - ystart

nsteps x = ceil(rangeix/ (step x)) +
nsteps y = ceil (range y/ (step y)) +
flip =

y (nsteps y):
.move y(ystart + y * step y)
flip:
X seq (nsteps x) [::-1]

X seq (nsteps x)
flip = flip
X X seq:
.move X (xstart + x * step x)
camera.capture during scan(x, YY)
camera.cap.release|()

Camera () :
( camera) :
.connect ( =camera)
.set resolution|()

connect ( camera) :
.cap = cv2.VideoCapture (camera)

set resolution ( ) 2
.cap.set (cv2.CAP_PROP FRAME WIDTH
.cap.set (cv2.CAP PROP FRAME HEIGHT

capture ( ) g
image = & .cap.read () [1]
i (D) ¢
image += w .cap.read() [1]

image

save ( image obj, filepath):
cv2.imwrite (filepath, image obj)

crop ( image, xstart, xend, ystart
image[xstart:xend, ystart:yend]

convert2tif ( ) 2

images = [f f os.listdir () f]
img images:
imagem = cv2.imread (img)
cv2.imwrite (img.replace ( imagem)
0s.remove (img)
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capture during scan ( <, Yy, crop bound= [

1)) &
. _limage = .capture ()
. _limage = . _image, crop bound[0]
crop_bound[1]
_bound|[ crop bound[3])

image

Apéndice 3

cla Stage, Camera

Apéndice 4

serial

time
math

send gcode str( gcode str, debug
.serial.flushInput ()

(gcode s

debug:
(grbl out.strip())
(grbl out.strip () .decode (

is_done ( ) 2
status = .send gcode
status ==




.send gcode str(

go_home ( ) =
.send gcode_ str (

walit move ( ) &
.1s _done () :
sleep (

move X ( X, 1lnvert x
invert x:
X ==
.send gcode str(
.wailt move ()

move vy ( y, invert y
invert y:
Yy Y
.send gcode str(
.walt move ()

scan ( camera, xXend, yend, step x, step y

ystart =

invert x = invert y = ) :

range X = xend - Xstart
range y yend - ystart
nsteps x ceil (range x/ (step x)) +
nsteps_y ceil (range y/ (step_y))
flip =
y (nsteps y):
.move y(ystart + y * step y
flip:
X seq (nsteps x) [::-1]

X seq (nsteps x)
flip = flip
X X _seq:
.move x(xstart + x * step x
camera.capture during scan(x, YY)
camera.cap.release|()

Camera () :
( camera) :
.connect ( =camera)

connect ( camera) :
.cap = cv2.VideoCapture (camera)

capture ( ) =
image = 1 .cap.read() [1]
i (9) :

image += * .cap.read () [1]
image

save ( image obj, filepath):
cv2.imwrite (filepath, image obj)

4=

xstart =

= invert y)




crop ( image, xstart, xend, ystart, yend):
image[xstart:xend, ystart:yend]

capture red layer and make square ( image) :
image[: g ]

capture during scan ( X, y):
. _lmage = .capture ()
. _lmage =
.capture red layer and make square (
.save ( . ilmage

Apéndice 5
tensorflow.keras.layers Conv2D, Dropout, MaxPooling2D
Lambda, Input
tensorflow.keras.layers Conv2DTranspose, concatenate
tensorflow. keras Model
skimage.measure label, regionprops
skimage.morphology skeletonize, medial axis, closing
square
matplotlib.pyplot plt
numpy np
skimage.io imsave, imread
os
glob glob

pandas pd
skan Skeleton

stitching Image Matrix, Stitcher
plt.rcParams [ ] =
Model Nematoides() :

( ) &
.load model (

load model ( model path) :
kw = ( =
= )

IMG HEIGHT =
IMG WIDTH =
IMG CHANNELS =

inputs = Input ((IMG HEIGHT, IMG WIDTH, IMG CHANNELS))

= Conv2D ( ( ), **kw) (inputs)
Dropout ( ) (cl)
Conv2D ( ( ), **kw) (cl)
MaxPooling2D ( ( )) (cl)

= Conv2D ( ( ), **kw) (pl)
Dropout ( ) (c2)
Conv2D ( ( ), **kw) (c2)
= MaxPooling2D ( ( )) (c2)




c3 =

c3 Dropout (

c3 Conv2D (

p3 = MaxPooling2D

cd4 = Conv2D (
c4 Dropout (
cd Conv2D (
p4 = MaxPooling2D

c5 = Conv2D (
c5 Dropout ( ) (c5)
c5 = Conv2D( (

kw_conv2transp = ( = )
u6 = Conv2DTranspose ( ( **kw conv2transp) (cb)
u6b = concatenate ([u6, c4])

cb6 Conv2D ( ( ) **kw) (u6)

c6 Dropout ( ) (c6)

c6 = Conv2D ( ( ) **kw) (c6)

u’7 = Convz2DTranspose ( ( ) **kw conv2transp) (c6)
u’ concatenate ([u7, c3])

c’ Conv2D ( ( ) **kw) (u’7)

c7 Dropout ( ) (c7)

c7 = Conv2D ( ( ) **kw) (c7)

u8 = Conv2DTranspose ( ( ), **kw conv2transp) (c7)
us8 concatenate ([u8, c2])

c8 Conv2D ( ( ) **kw) (u8)

c8 Dropout ( ) (c8)

c8 = Conv2D ( ( ), **kw) (c8)

u9 = Conv2DTranspose ( ( ) **kw conv2transp) (c8)
u9 concatenate ([u9, cl] =3)

c9 Conv2D ( ( ), **kw) (u9)

©9 Dropout ( ) (c9)

c9 = Conv2D ( ( ), **kw) (c9)

outputs = Conv2D (

.model = Model (
.model.compile (

.model.summary ()
.model.load weights (model path)

read image ( image path) :
img = imread (image path) [:
img

preprocess ( img) :
img = np.expand dims (img
img

predict ( img, threshold =
resize mask (mask) :
mask [ 3 3 ]
mask = .model .predict (img)
mask[mask < threshold] =




mask[mask >= threshold] =
resize mask (mask)

close mask ( mask, square size = 2):
mask = closing(mask, square (square size))
mask

erase small region ( image, min area =
labels = label (image)
region regionprops (labels) :
region.area < min area:
coord region.coords:
image [coord[0] coord[1l]] =
image

segment ( img path, save masks
(img path)
img or = .read image (img path)
img = .preprocess (img or)
maskl = .predict (img
mask2 = .close mask (maskl
mask3 = .erase_small region (mask2
save masks:
filename = img path.split ( ) [2]
(filename)
imsave ( filename
mask3

detect nematodes ( img path) :
mask = .segment (img path)
area = mask.sum()
(area > 0):
(

area >

make matrix( img dir):
XS [ (f.split( ) [11) .listdir (img dir)

VS [ (f.split( Y [2]) .listdir (img dir)

f]
f]

(np.zeros ( (ys) + (xs) + 1)))

populate matrix ( matrix, found nematodes list):
xXs = [ (f.split( ) [1]) f found nematodes list]
ys = [ (f.split( ) [2]) f found nematodes list]
X, ¥ (xs, ys):
matrix[y, x] =
matrix

apply segmentation ( :
( handle:
i, img (glob ( )) =
(1)
detected = model nematodes.detect nematodes (img)
detected:
handle.write (img + )

stitch ( ) 2
mat = model nematodes.make matrix(
( ) handle:
found nematodes = handle.readlines|()




mat = model nematodes.populate matrix(mat, found nematodes)

image matrix = Image Matrix (mat)

regions = image matrix.get regions ()

stitcher = Stitcher (regions)
i, region (regions.values ()):
stitcher.get images ( 1)
stitcher.stitch region (i)

__name___ 3

model nematodes = Model Nematoides ()
model nematodes.apply segmentation ()
model nematodes.stitch ()

Apéndice 6
skimage.io imread, imsave
glob glob
Jjson
numpy np
os
shutil
skimage.draw
cv2
pandas pd

combine layers() :
images = glob (
image images:

= imread (image)
img[:, : ]
G = img[:,:,1]
B = img[:,:,2]
RelR = GERENET
imsave ( + image.split (
RelR.astype ( ) )

json path=
(Json path ) file:
txt = file.read()
masks = json.loads (txt)

Masks () :
( json path) :
.load masks from json ( = Json_path)

load masks from json ( json path) :
(Json path file:
txt = file.read()
masks = json.loads (txt)
.masks metadata = masks|

get polygons coord( key) :
.masks metadatalkey] [

draw_ polygons ( regions) :
img = np.zeros (( ) = np.uint8)
regions:
region regions:
X = region| 11




[c x -
region|
[c_y - c_y
cc = polygon (y
img[rr, cc] =
img

make binary masks (
os.path.isdir (
shutil.rmtree (
os.mkdir ( )
mask .masks metadata.values() :
regions = mask|[ ]
img = .draw_polygons (regions)
imsave ( mask [ ]

__name ==
masks = Masks ( )
masks.make binary masks ()

Apéndice 7
segmentation Model Nematoides
skimage.transform resize
skimage.measure label, regionprops
skimage.morphology skeletonize, medial axis, closing
square
skimage.io imread
skimage.segmentation clear border
skan Skeleton
pandas pd
glob glob
matplotlib.pyplot plt

Measure () :
( ) :
. model = Model Nematoides ()

calculate width ( image) :

_, distance = medial axis (image

max width = (distance[image > 0]) *
(max width)

measure nematoide ( img path, mask

label im = label (mask)

results = []

regionprops (label im) :

count, region (regionprops (label im)) :
skel = skeletonize (region.image)
Skel = Skeleton (skel)
length = Skel.path lengths () [0] Skel.n paths

width = .calculate width (region.image)
Skel.n paths ==
fatness = (region.area) / Skel.path lengths () [0]
Skel.n paths
result = { : count
width
Skel.n paths




length
region.coords
region.bbox
skel
fatness

region.centroid]|
region.centroid][
region.centroid[1] /

]
]

(mask.shape[1])
- region.centroid[0] /
(mask.shape[0])
region.image}
results.append (result)
data = pd.DataFrame (results)
.annotate img(img path, data)

results = [{

: ]
data = pd.DataFrame (results)
data

find and measure one ( img path) :
mask = . model.segment (img path
data = .measure nematoide ( = mask
img path = )
data

superimpose skeleton ( skel, bbox, image, coords):
X, V coords:
skel[x - bbox[0] y — bbox[1]] >
image[x, y] =
image

annotate img ( img path, data):
img = imread (img path)
filename = img path.split ( ) [2]
i, row data.iterrows () :
img = .superimpose skeleton (
row.bbox = img = row.coords)
fig, ax = plt.subplots = ( ))
ax.imshow (img = )
i, row data.iterrows () :
text = row.id row.length
row.width
ax.text (row.centroid x pix, row.centroid y pix, text
)
plt.axis ( )
fig.savefig( + filename

)

find and measure all ( img dir =
results = []
file glob (img dir + ) &
data = .find and measure one (file)
results.append (data)
pd.concat (results)




__name :

measure nematodes Measure
measure = Measure ()

data measure.find and measure all ()

Apéndice 8
numpy np
matplotlib.pyplot plt
os
shutil
skimage.io imsave, imread
imagej

Image Matrix() :

( matrix) :
.matrix matrix
.regions = {}
.found = []
.new _cells = []
.nrows = .matrix.shape[0]
.ncols = .matrix.shape]|

get neighbours ( coord) :
i, 3 = coord

(1, 3

(G =

create region ( pivot) :
.found. append (pivot)
.new cells += .get neighbours (pivot)
.regions[pivot] = [pivot] + .get neighbours (pivot)
.current region = pivot

add cell ( cell):
.found. append (cell)
.new cells += .get neighbours (cell)
.regions| .current region] += [cell] +
.get neighbours (cell)

check new cells ( ) &
.new cells:
i, 3 = .new_cells.pop ()

.matrix[i, J] ==
(i, 3)
.add cell (

get regions (
i

) [1:]:

.matrix[i 3
(1, J) . found:
.create region (




.check new cells ()
.regions

Stitcher () :
( regions) :
.regions = regions

make region square ( region idx) :
key = ( .regions.keys ()) [region idx]
region = .regions[key]
i s [r[0] r region]
Jj s = [r[1] r region]
topleft corner = ( (1_s) (J_s))
bottom right corner = ( (1_s) (J_s))
i (topleft corner[0] bottom right corner[0] + 1):
j (topleft corner[1] bottom right corner[1l] +

(i, 3J) region:
region.append ( (i, 3J))
(topleft corner, bottom right corner, region)

get images ( image dir, region idx):
topleft corner, bottom right corner, square =
.make region square (region_ idx)
os.path.isdir ( ) 2
shutil.rmtree ( )
os.mkdir ( )
empty image = np.zeros (
i, J square:
file name = image dir
os.path.isfile(file name) :
img = imread(file name) [:

img = empty image
out file =
imsave (out file, img)

stitch region ( region idx) :

topleft corner, bottom right corner, square =
.make region square (region_ idx)

max X, max_ y = bottom right corner

min x, min y = topleft corner

fiji macro =

N
(max y-min y) +

+\

min x
os.path.abspath ( )

os.path.abspath ( region idx

( ) handle:
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ching Image Mat
ching Stitcher

__name 9
model nematodes.stitch ()

Apéndice 10

ure.find and no

sorflow
tensorflow. ke yers Conv2D, Dropout, MaxPooling2D
Lambda, Input

tensorflow.k : Conv2DTranspose
tensorflow.
tensorflow.
tensorflow. ke preproce

orflow. ke callback

Redu )nPlateau

random
numpy np
tgdm tgdm
mage.io imread, imshow, imsave
> . transform resize
ot plt

mask data gen args =




X: np.where (x>
) .astype (x.dtype))

train datagen = ImageDataGenerator (**data gen args)

valid datagen ImageDataGenerator (mask data gen args

seed =

batch size =

target size =

training path

valid path =

train image generator = train datagen.flow/from directory (
training path +

= target size
= batch size
= seed)

train mask generator = train datagen.flow from directory(
training path +

= target size
= batch size
= seed)

valid image generator = valid datagen.flow from directory (
valid path +

= target size
= batch size
= seed)

valid mask generator = valid datagen.flow from directory (
valid path +

= target size
= batch size
= seed)

train generator = (train image generator, train mask generator)
train generator (pair pair train generator)

val generator = (valid image generator, valid mask generator)
val generator = (pair pair val generator)

IMG HEIGHT =
IMG WIDTH =
IMG CHANNELS




inputs = Input ((IMG HEIGHT, IMG WIDTH, IMG CHANNELS) )

= Conv2D ( ( ) **kw) (inputs)
Dropout ( ) (cl)
Conv2D ( ( ) **kw) (cl)

= MaxPooling2D ( ( )) (cl)

= Conv2D ( ( ), **kw) (pl)
Dropout ( ) (c2)
Conv2D ( ( ), **kw) (c2)
= MaxPooling2D ( ( )) (c2)

= Conv2D ( ( **kw) (p2)
Dropout ( ) (c3)
Conv2D ( ( ), **kw) (c3)
= MaxPooling2D ( ( )) (c3)

= Conv2D ( (

Dropout ( ) (c4)
Conv2D ( ( **kw) (c4)
= MaxPooling?2D ( = ( )) (c4)

**kw) (p3)

= Conv2D( ( **kw) (p4)
Dropout ( ) (c5)
= Conv2D ( (

conv2transp = ( = ( ) = )
= Convz2DTranspose ( ( ) **kw conv2transp) (c5)
= concatenate ([u6, c4])
Conv2D ( ( ) **kw) (ub6)
Dropout ( ) (c6)
= Conv2D ( ( ), **kw) (c6)
= Convz2DTranspose ( ( ) **kw conv2transp) (c6)
concatenate ([u7, c3])
Conv2D ( ( ), **kw) (u7)
Dropout ( ) (c7)
= Conv2D ( ( ), **kw) (c7)

= Conv2DTranspose ( ( ), **kw convZ2transp) (c7)
concatenate ([u8, c2])
Conv2D ( ( ) **kw) (u8)
Dropout ( ) (c8)

= Conv2D ( ( ), **kw) (c8)

= Conv2DTranspose ( ( ) **kw conv2transp) (c8)
concatenate ([u9, cl] =3)
Conv2D ( ( ), **kw) (u9)
Dropout ( ) (c9)

= Conv2D ( ( ) **kw) (c9)

outputs = Conv2D ( ( )

model = Model ( =[inputs]
model.compile ( =

1)

model . summary ()

callbacks = [ModelCheckpoint (training path +
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EarlyStopping (
ReduceLROnPlateau (

= train




