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RESUMO

A teoria de processos pontuais é uma área da Estatística bastante importante para des-
crever o comportamento de um determinado fenômeno aleatório cuja a realização resulta em
um conjunto de pontos distribuídos de forma aleatória que representam ocorrências de natureza
pontual. Esses pontos, quando indexados nos reais unidimensionais, podem representar o mo-
mento exato de ocorrência. No entanto, o processo pode estar definido em qualquer conjunto
de indexação, seja ele o tempo ou não. Uma das maneiras de se estudar a realização do pro-
cesso pontual é através da função de intensidade, que descreve uma taxa média de ocorrências.
Diversos modelos para descrever o comportamento da intensidade de um processo pontual fo-
ram propostos na literatura, incluindo a recente contribuição de Lloyd et al. (2015), baseado
na classe de processos de Cox na qual a função de intensidade é descrita em função de um
processo estocástico Gaussiano. A abordagem de Lloyd et al. (2015) se baseia em um método
de estimação variacional com a inclusão de um método esparso, o que permite que o modelo
consiga lidar com uma grande quantidade de observações. Além disso, informações adicionais
associadas às ocorrências do processo pontual podem ser incorporadas ao modelo, sendo essas
informações denominadas por marcas. Desse modo, o objetivo da presente tese foi propor um
esquema de modelagem para descrever a intensidade de processos pontuais marcados, na qual
a marca é uma variável de natureza qualitativa, composta por duas categorias. A proposta se
tratou de uma extensão do modelo de Lloyd et al. (2015), na qual a função de intensidade mar-
cada, baseada em duas categorias, foi modelada em função de um processo Gaussiano esparso
bivariado. Seguindo a proposta de Lloyd et al. (2015), o processo de estimação se baseou no
método variacional Bayesiano, o que permitiu que a função de intensidade pudesse ser esti-
mada para qualquer ponto pertencente ao conjunto de indexação. Como forma de exemplificar
a proposta dessa tese, uma aplicação foi feita a partir de um conjunto de dados reais baseado
em ocorrências de acidentes em rodovias federais brasileiras. O modelo proposto se mostrou
promissor, sugerindo que outras extensões possam ser feitas a fim de que o modelo consiga
descrever um conjunto muito maior de fenômenos estocásticos de natureza pontual.

Palavras-chave: Inferência Bayesiana variacional. Modelagem em processos pontuais. Processos
Gaussianos esparsos multivariados.



ABSTRACT

The theory of point processes is a very important Statistics area to describe the beha-
vior of a certain random phenomenon whose realization results in a set of random points that
represent occurrences of a point nature. These points, when indexed by the onedimensional set,
they can represent the exact moment of occurrence. However, it can be defined in any indexing
set, whether it is time or not. One of the ways to study a point process is through the intensity
function, which describes an average rate of occurrences. It have been proposed several models
to describe the behavior of the intensity of a point process in the literature, including the recent
contribution of Lloyd et al. (2015), based on the Cox processes’ class in which the intensity
function is described as a function of a stochastic Gaussian process . Lloyd et al. (2015) appro-
ach is based on a variational estimation method with the inclusion of a sparse method, which
allows the model to handle a large number of observations. In addition, additional information
associated with the occurrences of the point process can be incorporated into the model, which
is called by marks. Thus, this thesis aimed to propose a modeling scheme to describe the inten-
sity of a marked point processes, in which the mark is a qualitative variable, with two categories.
The proposal was an extension of the Lloyd et al. (2015) model, in which the marked intensity
function, based on two categories, was modeled as a function of a sparse bivariate Gaussian
process. Following Lloyd et al. (2015), the estimation process was based on the Bayesian va-
riational method, which allowed that the intensity function could be estimated for any point in
the index set. As a way of exemplifying the proposal of this thesis, it was made an application
from a set of real data based on the occurrence of accidents on Brazilian federal highways. The
proposed model proved to be promising, suggesting that other extensions can be made so that
the model can describe a much larger set of stochastic phenomena of a point nature.

Keywords: Variational Bayesian inference. Point process modeling. Multivariate sparse Gaussian
process.
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1 INTRODUÇÃO

Diversos tipos de fenômenos aleatórios ocorrem diariamente e, de alguma forma, po-

dem afetar a vida humana, seja positivamente ou negativamente. Estas ocorrências podem se

manifestar de diversas formas, apresentando inúmeros possíveis resultados, sendo alguns mais

prováveis do que outros. A aleatoriedade presente nesses fenômenos é o principal objeto de

estudo da Estatística. Conhecer como as coisas aleatórias se comportam é o que move a ciência

Estatística, com o intuito de detectar possíveis padrões e prever futuras ocorrências.

Por isso, a Estatística é uma ciência de grande importância para os dias atuais. Sua prin-

cipal ferramenta são dados observados a partir da realização de algum fenômeno aleatório em

questão e seu principal objetivo é lidar, basicamente, com a coleta, análise e interpretação des-

ses dados, a fim de fornecer informações relevantes para que se possa tomar decisões diante de

alguma situação. Seus métodos e técnicas contribuem para que diversas áreas do conhecimento

possam compreender o comportamento de determinados eventos presentes no cotidiano.

Dentre as diversas formas de análise de dados presentes na Estatística, a teoria de pro-

cessos estocásticos se destaca como um dos principais métodos existentes. Apesar de ser um

conceito bastante amplo, o termo “estocástico” geralmente está relacionado às ferramentas ex-

ploratórias e de modelagem que se baseiam no estudo da dependência entre variáveis aleatórias

indexadas a um determinado conjunto. Em geral, esse conjunto de indexação pode representar

a posição da variável aleatória no tempo (análise temporal), no espaço (análise espacial) ou em

ambas (análise espaço-temporal).

Processos pontuais são mecanismos estocásticos que geram dados de natureza pontual,

isto é, a informação primordial necessária para análise desse tipo de dado se encontra na posi-

ção exata da ocorrência do evento. Segundo Daley e Vere-Jones (2003), a teoria de processos

pontuais teve seu início a partir de problemas estatísticos relacionado a demografia, seguros e

tábuas de vida. No entanto, a teoria se desenvolveu, de fato, a partir de 1930. A princípio,

seus métodos foram desenvolvidos para descrever ocorrências pontuais de eventos no domínio

do tempo. A partir das contribuições feitas por diversos pesquisadores em relação ao contexto

temporal, a teoria se expandiu para outros contextos, através da inclusão de marcas, extensões

para problemas espaciais, espaço-temporais, entre outros.
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No contexto temporal, diversos modelos para processos pontuais já foram propostos

na literatura, entre eles destacam-se os processos de Poisson, processos de Hawkes, processos

self-correcting e processos de Cox.

Uma sub-classe pertencente aos modelos de Cox, amplamente utilizada para descrever

fenômenos desta natureza, são os processos de Cox modulado por processos Gaussianos ou,

simplesmente, processos de Cox Gaussianos. Esse tipo de modelagem consiste em relacionar a

função de intensidade de um processo pontual com um outro processo estocástico latente, cuja

distribuição é Gaussiana. Essa relação pode se dar por meio de uma variedade de funções de

ligação, o que permite uma maior flexibilização no processo de modelagem.

Uma proposta desenvolvida por Lloyd et al. (2015), que recebe o nome de Variational

Bayes for Point Processes (VBPP), consiste em modelar a função de intensidade por meio de

um processo Gaussiano, utilizando um método inferencial Bayesiano variacional. Além disso,

os autores incluíram uma abordagem esparsa sob o processo Gaussiano, a fim de contornar o

problema de inversões de matrizes com alta dimensionalidade. Apesar de seu modelo apresentar

bom desempenho, ele se limita apenas à uma abordagem envolvendo processos pontuais não

marcados, isto é, o modelo considera apenas a informação da posição exata das ocorrências dos

eventos, desprezando qualquer informação adicional que o evento pontual possa ter.

Assim, o objetivo dessa tese foi propor um modelo para a intensidade de processos pon-

tuais, a partir da proposta de Lloyd et al. (2015), que utiliza um modelo de Cox modulado por

processos Gaussianos para inferir sobre a intensidade de uma configuração pontual unidimensi-

onal. Especificamente, esta proposta consiste em estender o modelo de Lloyd et al. (2015) para

processos pontuais marcados, utilizando as ideias apresentadas por Liang, Carlin e Gelfand

(2009) para a construção de um modelo com marcas categóricas.

Com o objetivo exposto, chegou-se ao seguinte problema de pesquisa: Como modelar

a função de intensidade de um processo de Cox marcado a partir de uma configuração pontual

unidimensional considerando marcas de natureza qualitativa e assumindo que os atributos da

marca podem ser correlacionados?

Devido a variedade de eventos que se comportam de maneira pontual, a presente pro-

posta pode ser aplicada à diversas áreas do conhecimento, tais como a neurociência, epidemio-

logia, estudos sobre ocorrências de crimes, entre outros.

Desse modo, como forma de exemplificar a proposta metodológica dessa tese, objetivou-

se um estudo aplicado à ocorrências de acidentes em rodovias federais brasileiras. Especifica-
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mente para o conjunto de dados em questão, foram considerados os acidentes que ocorreram

em um trecho da rodovia Fernão Dias (entre Extrema e Betim) no período de janeiro de 2017

à setembro de 2021. Primeiramente, uma estimativa da intensidade dessas ocorrências foram

obtidas por meio do modelo de Lloyd et al. (2015). Posteriormente, os acidentes foram catego-

rizados de acordo com o tipo de veículo envolvido no acidente (veículos de pequeno e grande

porte), criando assim uma marca para os dados pontuais.
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2 REFERENCIAL TEÓRICO

Nesse capítulo, serão introduzidos alguns tópicos importantes que darão suporte a cons-

trução de toda a teoria desenvolvida nesta tese. Primeiramente, serão abordadas as teorias

de processos estocásticos e de processos Gaussianos. Após isso, será introduzida a teoria de

processos pontuais e de algumas classes de modelos para sua função de intensidade. Poste-

riormente, métodos e técnicas de inferência Bayesiana serão discutidos visando apresentar a

estimação variacional, método inferencial que será utilizado nesta tese. E, por fim, serão apre-

sentados os modelos para a função de intensidade propostos por Lloyd et al. (2015) e de Liang,

Carlin e Gelfand (2009), respectivamente, essenciais para a construção da tese.

2.1 Processos estocásticos

Em muitas situações, o interesse de um pesquisador pode estar não apenas no estudo

do comportamento aleatório de um determinado fenômeno, mas de possíveis evoluções ou mu-

danças que este fenômeno venha a sofrer ao longo do tempo e/ou em diferentes regiões de um

espaço de dimensão qualquer. A teoria de processos estocásticos, segundo Basu (2003), é a

área da Estatística que se propõe a construir, matematicamente, os conceitos probabilísticos

envolvendo tais fenômenos.

Considerando um conjunto de todas as possíveis realizações de um experimento aleató-

rio, denominado por espaço amostral e denotado por Ω = {ω1, ω2, . . . , ωi, . . .}, define-se uma

variável aleatóriaX como sendo uma função que associa cada elemento de Ω a um valor perten-

cente ao conjunto dos reais R, isto é, X : Ω→ R (ALBUQUERQUE; FORTES; FINAMORE,

2008).

Para uma definição formal sobre processos estocásticos é necessário estabelecer um

novo tipo de conjunto, que recebe o nome de conjunto de indexação. Denotado por S =

{s1, s2, . . .}, sendo si ∈ T ⊂ Rd e d ≥ 1, os elementos que compõem o conjunto de indexação

podem, em geral, representar momentos no tempo, quando o conjunto é unidimensional (d = 1),

ou coordenadas espaciais de algum fenômeno aleatório, quando a dimensão do conjundo é

multidimensional (d ≥ 2).

De acordo com Schabenberger e Gotway (2004) e Therrien (2012), um processo esto-

cástico pode ser definido por meio de uma variável aleatória X mensurada em cada elemento
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pertencente ao conjunto de indexação S, formando assim uma família infinita de variáveis ale-

atórias, denotada por

X = {X(s1), X(s2), X(s3), . . .}, (2.1)

para X(si) : Ω → R, si ∈ T ⊂ Rd, i = 1, 2, 3, . . .. De acordo com Albuquerque, Fortes e

Finamore (2008), o processo estocástico pode ser visto como uma função de s ∈ T ⊂ Rd e de

ω ∈ Ω.

Dado uma realização do experimento aleatório em questão, fixando ω ∈ Ω, a variável

aleatória X se reduz em um único valor real, chamado de realização da variável aleatória,

na qual é denotado por x. Considerando o conjunto de indexação S, a realização da variável

aleatória X em cada indexador si ∈ T resultará em uma realização do processo estocástico,

formando um conjunto infinito de valores reais x,

{x(s1, ω), x(s2, ω), x(s3, ω), . . .},

em que x(si, ω) é a realização da variável aleatória X indexada ao ponto si, para i = 1, 2, . . .,

associada à um único elemento ω do espaço amostral Ω.

Na prática, a realização de uma variável aleatória de interesse é observada apenas em

um conjunto finito de N pontos de indexação, formando assim um vetor de N observações de

X , indexado por {s1, s2, . . . , sN}, no qual é denotado por

{x(s1, ω), x(s2, ω), . . . , x(sN , ω)}. (2.2)

Vale ressaltar que a realização do processo estocástico X em (2.2) não corresponde à

uma amostra de tamanho N , mas sim em uma única amostra de X obtida em cada um dos N

pontos de indexação observados, uma vez que a variável aleatória X está associada à um único

elemento ω (SCHABENBERGER; GOTWAY, 2004). Além disso, a realização do processo

representa uma observação incompleta, uma vez que a variável X não é obtida, na prática,

para todos os pontos s ∈ T . Em outras palavras, a observação do processo X é uma amostra

de tamanho um obtida por meio de uma distribuição N -variada. A Figura 2.1 apresenta uma

ilustração de realizações do processo estocástico X considerando ω ∈ Ω fixo e um conjunto

de indexação unidimensional pertencentes à T = [a, b] ⊂ R1 (Figura 2.1(a)) e um conjunto de

indexação bidimensional (d = 2) pertencentes à T ⊂ R2 (Figura 2.1(b)).
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Figura 2.1 – Realizações de um processo estocástico X associado a cada elemento do espaço amostral
Ω, considerando um conjunto de indexação unidimensional (a) e bidimensional (b).

..
.

(a)

...

(b)

Fonte: Do autor (2021).

Segundo Albuquerque, Fortes e Finamore (2008), a partir da definição acima de um

processo estocástico como sendo uma função de s e ω, pode-se ter diferentes formas de se tratar

um determinado fenômeno aleatório. São elas:
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a) um processo estocástico X , considerando S um conjunto infinito de pontos de indexação

e ω variável;

b) uma realização do processo X , {x(s1), x(s2), . . .}, considerando S um conjunto infinito

e ω fixo;

c) uma variável aleatória X(s), fixando em um único ponto s e considerando ω variável;

d) um vetor aleatório de uma mesma variávelX , {X(s1), X(s2), . . . , X(sN)}, para um con-

junto finito de N pontos de indexação e ω variável;

e) um valor real x(s) como realização da variável aleatória X(s), quando apenas um único

ponto de indexação s for considerado e ω for fixo.

Por questão de conveniência e simplicidade nas notações aqui apresentadas, será omitida

das notações de processos estocásticos, bem como suas realizações, sua relação com os elemen-

tos do espaço amostral, Ω. Porém, é necessário reforçar que, apesar de não estar evidenciada,

esta relação continuará presente implicitamente em toda a teoria apresentada nessa tese.

No que se refere ao conjunto de indexação S e à natureza da variável aleatória associ-

ados ao processo estocástico, pode-se classificá-lo em quatro possíveis cenários. O primeiro é

chamado de processo estocástico discreto com indexação discreta quando a variável aleatória

X é discreta e S apresenta um conjunto de valores discretos. O segundo cenário é chamado de

processo estocástico discreto com indexação contínua, na qual a natureza da variável aleatória

continua sendo discreta mas com um conjunto de pontos de indexação contínuo. Já o terceiro

recebe o nome de processo estocástico contínuo com indexação discreta, quando a variável

aleatória é contínua e com conjunto de indexação discreta. Por fim, o quarto cenário, denomi-

nado por processo estocástico contínuo com indexação contínua, se dá quando tanto a variável

aleatória quanto o conjunto de indexação são de natureza contínua. A Figura 2.2 exemplifica

uma realização do processo estocástico X considerando suas quatro possíveis classificações,

supondo um conjunto de pontos de indexação pertencentes ao intervalo T ⊂ R1.

Já a Figura 2.3 mostram exemplos de uma realização de processos estocásticos cuja

indexação está definida em uma subregião de um espaço bidimensional, considerando as qua-

tro possíveis classificações que um processo pode apresentar. Esses exemplos são típicos de

processos espaciais. A Figura 2.3 (A) representa uma realização de um processo estocástico

contínuo com indexação contínua, comumente chamada de processo de superfície contínua ou,
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Figura 2.2 – Representação gráfica do comportamento de um processo estocástico X , quanto à natureza
de sua variável aleatória e sua indexação. Tanto as variáveis aleatórias quanto seu conjunto
de indexação podem ser de natureza discreta ou contínua, apresentando quatro possíveis
cenários. Ambos os exemplos são consideram os pontos de indexção do processo unidi-
mensionais.
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Fonte: Do autor (2021).

simplesmente, de geoestatística. Já a Figura 2.3 (B) exemplifica um processo estocástico em

que a indexação é contínua e a variável aleatória associada é discreta (binária), indicando a ocor-

rência ou não ocorrência da variável. Esse exemplo é típico de um processo estocástico pontual,

que será detalhado mais a frente. Por outro lado, as Figuras 2.3 (C) e 2.3 (D) são exemplos de

uma realização de processos estocásticos com indexação discreta e variável aleatória discreta e

contínua, respectivamente. Ambos os exemplos representam processos espaciais chamados de

dados em lattice, ou apenas dados de área.

De acordo com Ripley (1981), a especificação de um processo estocástico é feita por

meio da função de distribuição conjunta de dimensão finita, para qualquer subconjunto finito do

processo. Isto é, se

F
[
x(s1), . . . , x(sN)

]
= p

(
X(s1) ≤ x(s1), . . . , X(sN) ≤ x(sN)

)
(2.3)
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Figura 2.3 – Representação gráfica do comportamento de um processo estocástico X , quanto à natureza
de sua variável aleatória e sua indexação. Tanto as variáveis aleatórias quanto seu conjunto
de indexação podem ser de natureza discreta ou contínua, apresentando quatro possíveis
cenários. Ambos os exemplos são consideram os pontos de indexação pertencentes à uma
subregião de R2, representando processos espaciais.
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Fonte: Do Autor (2021).

for conhecida, para todo N ≥ 1, então o processo estocástico estará completamente especifi-

cado (ALBUQUERQUE; FORTES; FINAMORE, 2008). Desse modo, é possível conhecer as

distribuições marginais de cada variável aleatória associada ao processo, bem como qualquer

distribuição bivariada ou, até mesmo, a distribuição conjunta de qualquer subconjunto de variá-

veis aleatórias de tamanho inferior à N (MORETTIN; TOLOI, 2006). Isso se deve ao fato de

que, uma vez que o processo está especificado até a ordem N , é possível conhecer a função de

distribuição (ou, de forma análoga, sua função densidade de probabilidade) para qualquer ordem

menor que N por meio da integração (ALBUQUERQUE; FORTES; FINAMORE, 2008).
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No entanto, trabalhar com a especificação completa do processo estocástico, como em

(2.3), é extremamente complexa e em alguns casos impossível, uma vez que não é possível

conhecer todas essas distribuições de dimensão finita, como indicam Albuquerque, Fortes e

Finamore (2008) e Morettin e Toloi (2006). Uma alternativa que é utilizada na prática para es-

tudar processos estocásticos é restringi-lo a uma especificação máxima de ordem N = 2, bem

como estudar suas características baseada em momentos. O momento de um processo estocás-

tico nada mais é do que o momento da variável aleatória X em qualquer ponto de indexação

s ∈ T (ALBUQUERQUE; FORTES; FINAMORE, 2008). Existem dois tipos de momentos:

momento não central (ou momento centrado na origem) e momento central (ou momento cen-

trado na média). Considerando um processo estocástico especificado até a ordem N , o r-ésimo

momento produto não central para esse processo, tal que r = r1 + . . .+ rN , é definido como

E
[
Xr1(s1) . . . XrN (sN)

]
=

=

∫
. . .

∫
xr1(s1) . . . xrN (sN) p(X(s1), . . . , X(sN)) ∂x(s1) . . . ∂x(sN),

(2.4)

ao passo que, o r-ésimo momento produto central, para r = r1 + . . .+ rN , é dado por

E
[(
X(s1)− µ(s1)

)r1 . . . (X(sN)− µ(sN)
)rN ] =

=

∫
. . .

∫ (
x(s1)− µ(s1)

)r1 . . . (x(sN)− µ(sN)
)rN p(X(s1), . . . , X(sN)) ∂x(s1) . . . ∂x(sN),

(2.5)

sendo
(
x(si)−µ(si)

)
o desvio entre x(si) e sua respectiva média µ(si) e p(X(s1), . . . , X(sN))

a função densidade de probabilidade de X(s1), . . . , X(sN) obtida a partir de (2.3).

Considerando um processo estocástico especificado até a primeira ordem, com função

densidade de probabilidade p
(
X(s)

)
, tem-se que o primeiro momento não central de X , pela

expressão (2.4), é dado por

E
[
X(s)

]
= µ(s) =

∫
x(s) p(X(s)) dx(s), s ∈ T , (2.6)

definido como a média da variável aleatória X associada ao ponto de indexação s. Utilizando

a expressão em (2.5) para o primeiro momento central, é possível verificar que ele é nulo, uma

vez que E
(
X(s)−µ(s)

)
= µ(s)−µ(s) = 0. Considerando ainda a expressão (2.5), tem-se que

o segundo momento central de X é dado por

E
[(
X(s)− µ(s)

)2]
= σ2(s) =

∫ (
x(s)− µ(s)

)2
p(X(s)) dx(s), s ∈ T , (2.7)

na qual é definida como a função de variância de X em um ponto s.
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Agora, para um processo estocástico especificado até a ordem N = 2, com função den-

sidade de probabilidade p(X(s1), X(s2)), tem-se que o segundo momento produto não central

de X(s1) e X(s2), através de (2.4) e considerando r1 = r2 = 1 e r = r1 + r2 = 2, é dado por

E
[
X(s1) X(s2)

]
=

∫ ∫
x(s1)x(s2) p(X(s1), X(s2)) ∂x(s1)∂x(s2), (2.8)

chamada de função de autocorrelação do processo estocástico, que correlaciona a variável ale-

atória X em dois pontos de indexação, s1 ∈ T e s2 ∈ T , quaisquer. De forma análoga,

considerando r1 = r2 = 1 e r = r1 + r2 = 2, o segundo momento produto central do processo

é dado por

E
[(
X(s1)− µ(s1)

) (
X(s2)− µ(s2)

)]
= E

[
X(s1) X(s2)

]
− µ(s1) µ(s2) =

= Cov
[
X(s1), X(s2)

]
=

=

∫ ∫ (
x(s1)− µ(s1)

)(
x(s2)− µ(s2)

)
p(X(s1), X(s2)) ∂x(s1)∂x(s2),

(2.9)

sendo definido como a função de autocovariância do processo, mensurada em dois pontos de in-

dexação quaisquer, s1 ∈ T e s2 ∈ T . Note que a função de autocovariância (segundo momento

central) depende da função de autocorrelação (segundo momento não central). Como um caso

particular, supondo que s1 = s2 = s, tem-se que a função de autocovariância se reduz à σ2(s),

a variância do processo estocástico como na expressão em (2.7).

Para se fazer inferências sobre essas características relacionadas ao processo estocástico,

tal como a média, a variância e a covariância, em geral, é necessário que múltiplas realizações do

processo sejam obtidas para que as técnicas inferenciais estatísticas possam ser empregadas. No

entanto, é muito comum em estudos envolvendo processos estocásticos que apenas uma única

amostra seja obtida. Desse modo, os métodos clássicos de inferência baseada em múltiplas

realizações de uma variável aleatória e amplamente utilizada na teoria estatística se tornam

inviáveis (SCHABENBERGER; GOTWAY, 2004). Nesse caso, as chamadas suposições de

estacionariedade são admitidas na teoria estocástica justamente para contornar essa falta de

amostras observadas. De acordo com Albuquerque, Fortes e Finamore (2008), existem vários

níveis de estacionariedade, que vão desde suposições mais fortes sob a estrutura probabilística

do processo até às mais fracas.

O primeiro tipo de estacionariedade é a chamada estacionariedade estrita, também de-

nominada de estacionaridade forte, que supõe que

F
[
x(s1), . . . , x(sN)

]
= F

[
x(s1 + h), . . . , x(sN + h)

]
, (2.10)
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isto é, a função de distribuição de dimensão finita do processo é invariante sob translações

de comprimento h. Em outras palavras, isso quer dizer que a distribuição do processo não

se altera sob qualquer movimento feito nos pontos de indexação em T ⊂ Rd. No entanto,

como o próprio nome já diz, essa suposição é muito forte, pois impõe restrições sobre toda

a estrutura probabilística do processo estocástico e, portanto, poucos fenômenos atenderão a

essas condições (SCHABENBERGER; GOTWAY, 2004).

Desse modo, uma suposição mais suave pode ser imposta ao processo, o que garante que

mais fenômenos possam atende-la de forma mais satisfatória. A estacionariedade de segunda

ordem ou, simplesmente, estacionariedade fraca estabelece que

E
[
X(s)

]
= µ

e

Cov
[
X(si), X(sj)

]
= Cov(h),

sendo h =‖ si− sj ‖ a distância euclidiana entre os pontos si e sj . Isso é, a estacionariedade de

segunda ordem implica que a média do processo não se altera sob o conjunto de indexação e que

a função de covariância do processo é dada apenas como função de h. É possível verificar que

as condições aqui estabelecidas são mais fracas, uma vez que a suposição de estacionariedade

é feita sobre os momentos do processo estocástico e não sobre sua distribuição.

Para processos estocásticos indexados em um subconjunto de Rd, para d ≥ 2, um ou-

tro tipo de suposição é feito além da estacionariedade de segunda ordem. Quando o processo,

além de ser invariante sob translação, também for invariante sob rotação (ou estacionário sob

rotações), o processo estocástico é chamado de isotrópico (RIPLEY, 1981). Isso implica que

covariância do processo mensurado em dois pontos de indexação quaisquer irá depender unica-

mente da distância euclidiana que os separam, independente de sua localização e de sua direção

em uma determinada região espacial.

2.1.1 Processos estocásticos Gaussianos

A partir dos conceitos básicos de processos estocásticos, diversos modelos estatísticos

podem ser descritos dependendo da natuzera da variável aleatória ou do conjunto de indexa-

ção associado à ela. Um caso particular de processos estocásticos, bastante importante para

a compreensão dessa tese e amplamente utilizado na literatura, são os chamados processos
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estocásticos Gaussianos. De acordo com Albuquerque, Fortes e Finamore (2008), os proces-

sos Gaussianos possuem bastante relevância na literatura devido à sua simplicidade teórica e a

grande capacidade de explicar e modelar diversos fenômenos presentes na natureza. Particular-

mente para essa tese, o processo Gaussiano se torna de suma importância devido à sua relação

com a classe de processos estocásticos de Cox, uma família de modelos amplamente utilizada

para modelar configurações pontuais, teoria que será abordada posteriormente.

Segundo Dobrow (2016), um processo Gaussiano é definido por meio de uma variável

aleatória Gaussiana, denotada por f , indexada por um conjunto de pontos {s1, s2, s3, . . .} ∈

T ⊂ Rd, sendo completamente especificado por uma função de média, denotada por µ(s), e

função de covariância entre dois pontos s ∈ T e s′ ∈ T , denotada por K(s, s′). Ou seja,

f ∼ PG
(
µ(s), K(s, s′)

)
.

Além disso, considerando qualquer subconjunto de N pontos indexadores definido sob

o processo, tem-se que o vetor de variáveis aleatórias f = [f(s1), f(s2), . . . , f(sN)]> segue uma

distribuição Normal N -variada, com vetor de médias e matriz de covariâncias dados, respecti-

vamente, por

µ =


µ(s1)

µ(s2)
...

µ(sN)

 e K =


K(s1, s1) K(s1, s2) . . . K(s1, sN)

K(s2, s1) K(s2, s2) . . . K(s2, sN)
...

... . . . ...

K(sN , s1) K(sN , s2) . . . K(sN , sN)

 ,

e com função densidade de probabilidade conjunta

p(f ;µ,K) = (2π)−N/2 | K |−1/2 exp

{
− 1

2
(f − µ)>K−1(f − µ)

}
, (2.11)

cujo os elementos da matriz K podem ser calculados através de

K(si, sj) = γ × c(si, sj;θ), (2.12)

sendo γ o parâmetro de variância do processo Gaussiano e c(si, sj;θ) uma função que correla-

ciona a variável Gaussiana em dois pontos distintos do conjunto de indexação, controlada pelo

vetor de parâmetros θ que parametriza a dependência estocástica existente entre as variáveis

aleatórias.
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Na literatura, foram propostos vários modelos para descrever a estrutura de correlação

estocástica existente no processo Gaussiano, que também é chamada de função kernel. Para

que uma determinada função de covariância e, consequentemente, de correlação seja conside-

rada válida, ela deve ser caracterizada como uma função positiva semi-definida, de tal modo

que a forma quadrática a>Ka atenda a condição a>Ka ≥ 0, para todos os vetores a ∈ RN

(RASMUSSEN, 2006a).

Assumindo que o momento de segunda ordem do processo Gaussiano, K(s, s′), seja

invariante sob translação e rotação, ou seja, estacionário de segunda ordem e isotrópico, al-

guns modelos para c(si, sj;θ) podem ser usados para descrevê-lo, de acordo com Rasmussen

(2006a). A Tabela 2.1 apresenta alguns deles.

Tabela 2.1 – Exemplos de funções de correlação para processos Gaussianos e que são consideradas po-
sitiva semi-definidas.

Funções de correlação Expressões para c(si, sj;θ) θ

Matérn 1
2ν−1Γ(ν)

(√
2ν
α
‖ s− s′ ‖

)ν
Bν

(√
2ν
α
‖ s− s′ ‖

)
θ = {ν, α}

Exponencial quadrático exp
{
− (s−s′)2

2α2

}
θ = {α}

Exponencial exp
{
− ‖s−s′‖

α

}
θ = {α}

β-exponencial exp
{
−
(
‖s−s′‖
α

)β}
θ = {α, β}

Quártica racional
(

1 + (s−s′)2

2δα2

)δ
θ = {α, δ}

Dentre as várias funções de correlação mostradas na Tabela 2.1, destaca-se a função de

correlação exponencial quadrática que, segundo Rasmussen (2006a), é uma das mais usadas em

estudos desse tipo, e que será a função escolhida para o desenvolvimento dessa tese.

Como explicado anteriormente, diferentes modelos de processos estocásticos podem ser

estabelecidos, considerando as diferentes especificações que, tanto a variável aleatória de in-

teresse quanto o conjunto de indexação, podem assumir. A próxima subseção apresentará um

novo modelo de processo estocástico, na qual o processo tem por objetivo descrever ocorrências

de um determinado fenômeno aleatório, podendo ser usado para modelar uma série de aplica-

ções, como ocorrências de doenças epidemiológicas, acidentes, terremotos, e muitos outros.

2.1.2 Processos pontuais

Um processo pontual, denotado por S = {s1, s2, s3, . . .}, é descrito como um fenô-

meno que gera pontos aleatoriamente sob um domínio T ⊂ Rd, para d ≥ 1, a partir de um
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modelo estocástico. A realização desse processo consiste na geração de um conjunto de pontos,

denominados por eventos, de quantidade finita e distribuídos de forma irregular em T (CRES-

SIE, 1993). O conjunto de eventos obtidos a partir da realização do processo pontual recebe

várias denominações na literatura, tais como: configurações pontuais, padrão de pontos ou pa-

drão pontual (SCHABENBERGER; GOTWAY, 2004). De acordo com Rasmussen (2018), a

terminologia “ponto” é utilizada, pois o evento está associado a uma localização precisa de sua

ocorrência, representando um ponto na linha temporal ou em uma região espacial.

Padrões pontuais distribuídos na reta real, d = 1, geralmente representam processos

pontuais indexados no tempo, ou seja, é uma sequência de tempos aleatórios que representam o

momento de ocorrência de um determinado evento, S = {t1, t2, . . . , tN}. Apesar da maior parte

das aplicações envolvendo configurações pontuais unidimensionais estar associada ao domínio

do tempo, podem haver situações em que os eventos estejam indexados em outro conjunto de

indexação que não seja necessariamente o tempo. Com o objetivo de distinguir as as diferentes

abordagens envolvendo processos pontuais, será utilizada a notação

{t1, t2, . . . , tN}

para representar uma configuração pontual indexada no tempo,

{s1, s2, . . . , sN}

para descrever um padrão pontual indexado em qualquer outro subconjunto de R1 e que seja

diferente do tempo, ao passo que

{s1, s2, . . . , sN}

representará padrões de pontos indexados em qualquer subconjunto de Rd, para d ≥ 2. Quando

os eventos de uma configuração pontual estão indexados em um plano, d = 2, ou em outra

dimensão maior, d ≥ 3, geralmente, eles representam localizações espaciais de ocorrências

de um fenômeno (BADDELEY; BÁRÁNY; SCHNEIDER, 2007). Nessa tese, será dada uma

ênfase maior para processos pontuais unidimensionais.

Na Figura 2.4 apresenta-se uma configuração pontual com indexação unidimensional.
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Figura 2.4 – Representação de uma configuração pontual unidimensional.

Fonte: Do autor (2021).

De acordo com Daley e Vere-Jones (2003), existem várias formas de lidar matematica-

mente com um processo pontual no domínio do tempo. Entre elas:

a) Medidas de contagem: se um processo pontual é estudado por meio de uma contagem

de eventos, um subconjunto (ou intervalo) (a, b] da reta real deve ser estabelecido. Além

disso, é especificada uma medida N(.) que contabiliza o número de eventos ocorridos em

(a, b], definido como

N(a, b] = #{ti ∈ (a, b]}, para (a, b] ⊂ R1. (2.13)

Assim, a medida N(.), definida em (2.13), deve ser um valor inteiro e não negativo. Na

Figura 2.5 apresenta-se um exemplo de uma contagem em uma configuração pontual na

reta real;

Figura 2.5 – Processo de contagem para uma configuração pontual na reta real, em que a medida N(a, b]
estabelece o número de eventos contidos no intervalo (a, b]. No exemplo ilustrativo, a me-
dida N contabiliza 3 eventos ocorridos no intervalo semi-aberto (a, b].

t1 t2 t3 t4 t5

Fonte: Do autor (2021).

b) Funções step: considerando que a indexação do processo pontual ocorre no conjunto dos

reais positivos, R+, uma nova medida pode ser estabelecida. Considerando

N(t) = N(0, t], para 0 < t ≤ ∞, (2.14)

em que N(t) é uma medida que quantifica um número acumulado de ocorrências de even-

tos a partir de um ponto inicial (neste caso, o zero) até um instante de tempo t qualquer.

Se, ao contrário do caso anterior, a indexação do processo pontual for em toda a reta real,

a definição da função step em (2.14) pode ser reescrita como
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N(t) =


−N(0, t], se t > 0

0, se t = 0

−N(t, 0], se t < 0.

(2.15)

Com base nessas definições, a função N(t) é uma função crescente, contínua à direita e

que assume apenas valores inteiros. Seu comportamento pode ser visto na Figura 2.6;

Figura 2.6 – Exemplo de uma função step para uma configuração de pontos no tempo, os quais estão
contidos no R+. De forma análoga a uma função de distribuição, N(t) quantifica uma con-
tagem acumulativa de eventos até o instante de tempo t. Por exemplo, 4 eventos ocorreram
até o instante de tempo ti.

t1 t2 t3 t4 t5

ti

Fonte: Do autor (2021).

c) Sequências de pontos: esta é a forma mais direta e, no entanto, a menos usual para

se trabalhar com um processo pontual na reta. Ao invés de se trabalhar com contagens

acumuladas ou em sub-intervalos, a informação do tempo exato da ocorrência do evento

é utilizada. No entanto, uma forte dependência entre os eventos é estabelecida, uma vez

que ti < ti+1. Assim, uma estrutura de ordem é imposta entre os eventos, como mostra a

Figura 2.7;
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Figura 2.7 – Exemplo de uma configuração pontual considerando uma sequência de pontos. Neste caso,
apesar dos eventos serem gerados de forma aleatória no tempo, uma relação de ordem é
estabelecida, de tal forma que t1 < t2 < t3 < · · · .

t1 t2 t3 t4 t5

Fonte: Do autor (2021).

d) Sequências de intervalos: por fim, uma última forma de se trabalhar com processos pon-

tuais é considerar uma sequência de tempos intervalares entre eventos pontuais, definido

como

ξi = ti − ti−1. (2.16)

Como pode ser visto na Figura 2.8, ξi é uma variável aleatória que assume qualquer valor

real positivo.

Figura 2.8 – Exemplo uma configuração pontual considerando uma sequência de intervalos entre os tem-
pos de ocorrências. Neste caso, o estudo do processo se baseia nas diferenças, que é uma
variável aleatória contínua e que assume apenas valores positivos.

t1 t2 t3 t4 t5

Fonte: Do autor (2021).

De acordo com Rasmussen (2006b), uma característica importante associada a um pro-

cesso pontual no tempo é o seu caráter evolutivo. Assim, os eventos ocorrem seguindo uma

ordem temporal, que é algo natural e intrínseco a esse tipo de abordagem, sendo de suma im-

portância para a sua modelagem. Dessa forma, a ocorrência de um evento no tempo atual pode

depender do que ocorreu no passado. Segundo Baddeley, Bárány e Schneider (2007), essa ca-

racterística evolutiva é o que diferencia a teoria de processos pontuais no domínio do tempo em

relação a outros processos pontuais com conjunto de indexação diferente do tempo, tanto uni-

dimensional quanto de múltiplas dimensões. Processos espaciais, por exemplo, não possuem

essa característica, o que torna os seus métodos e técnicas diferentes do caso temporal.

Sendo assim, o conjunto composto por todos os tempos de ocorrências dos eventos

antes de um instante de tempo t, é definido como a história do processo pontual, denotado por
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Ht = {t1, t2, . . . , tN−1}, para tN−1 < t. Este conjunto é essencial para a caracterização de

medidas que descrevem o processo pontual (RASMUSSEN, 2018).

Segundo Johnson (1996), um processo pontual no tempo é especificado pelas duas quan-

tidades

p [N[t, t+ dt) = 1 | Ht] = λ(t | Ht)× dt (2.17)

e

p [N[t, t+ dt) > 1 | Ht] = o(t, dt),×ddt (2.18)

sendo que o(t, dt)
dt

tende à zero a medida que dt → 0. Isto é, a equação (2.18) define que não

mais do que um evento pode ocorrer em um intervalo infinitesimal após t.

Além disso, a equação em (2.17) descreve que a probabilidade de ocorrer um evento

em um intervalo suficientemente pequeno em torno de t é igual ao produto do tamanho desse

intervalo pela função λ(t | Ht). Essa função é conhecida por função de intensidade (ou função

taxa) condicional do processo pontual que, segundo Daley e Vere-Jones (2003), é definida como

λ(t | Ht) ≈
E [N(dt) | Ht]

dt
, (2.19)

o qual especifica o número esperado de eventos em uma pequena região em torno de t, dada a

historia do processo até esse instante de tempo.

Apesar de uma configuração pontual conter N eventos observados, esse conjunto re-

presenta uma única realização do processo estocástico sob o tempo. Neste caso, hipóteses

que simplificam a estrutura do processo se tornam essenciais. Uma suposição feita em rela-

ção ao processo pontual, é considerá-lo estacionário. Processos pontuais estacionários ocor-

rem se a sua distribuição não for alterada em decorrência de uma translação no tempo (COX;

ISHAM, 1980). De acordo com Daley e Vere-Jones (2003), considerando r subconjuntos,

(a1, b1], (a2, b2], . . . , (ar, br], contidos no conjunto dos números reais positivos, R1, o pro-

cesso pontual será estritamente estacionário se a distribuição conjunta de {N(a1 + t, b1 +

t], N(a2 + t, b2 + t], . . . , N(ar + t, br + t]} não depender de t, sendo t ≥ 0.

De acordo com a definição, a suposição de estacionariedade é considerada uma supo-

sição forte, pois leva em consideração a distribuição do processo como um todo. Assim como

foi falado anteriormente para processos estocásticos em geral, suposições mais fracas podem

ser estabelecidas, sendo baseadas apenas nas medidas de momentos do processo pontual. Neste
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caso, supõe-se que o processo pontual será fracamente estacionário se a função de intensidade,

que se associa ao momento de primeira ordem, for invariante sob translação no conjunto de

indexação (COX; ISHAM, 1980).

2.1.2.1 Processos pontuais com marcas

Um estudo que leva em consideração apenas a distribuição pontual de eventos pode, em

alguns casos, ser um fator limitante quando se quer obter informações mais precisas sob o fenô-

meno em questão. Segundo Daley e Vere-Jones (2003), em diversos modelos para processos

pontuais, o momento (ou a localização referenciada, no caso espacial) da ocorrência do evento

perde sua relevância primordial quando este carrega consigo uma ou mais informações adicio-

nais. Tais informações são denominadas por marcas. Nesse caso, o processo pontual passa a

ser apenas mais uma componente incorporada a um modelo mais complexo, o qual visa, não

apenas o estudo da distribuição de eventos, mas as relações de dependência estocástica entre as

marcas e evento/marca.

Dessa forma, define-se um processo pontual marcado como um conjunto aleatório de

pares Sm = {(s1, A(s1)), (s2, A(s2)), . . .} definido em T × M, sendo si denotado como o

i-ésimo evento pertencente à uma subregião T ⊆ Rd e A(si) denota o valor (ou atributo) da

marca associada ao ponto si eM é o espaço das marcas no qual A(si) está definida (CHIU et

al., 2013). Mais especificamente para o caso temporal, uma configuração pontual marcada é

uma sequência finita de eventos, Sm = {(t1, A(t1)), (t2, A(t2)), . . . , (tN , A(tN))}, distribuídos

sob os reais, T ⊆ R1, que carrega consigo uma marca (DU et al., 2016). De acordo com Daley

e Vere-Jones (2003), os eventos pontuais marcados estão definidos no produto dos espaços dos

eventos T e das marcasM. Desse modo, se apenas o conjunto de informações sobre o tempo de

ocorrência dos eventos for considerado, tal processo pode ser visto como um processo marginal

de Sm e, nesse contexto, recebe o nome de “processo pontual de base”.

Sobre a natureza das marcas, elas podem ser classificadas como categóricas ou quan-

titativas. Para o caso quantitativo, o espaço das marcas assume um conjunto de valores re-

ais, que atribui às marcas associadas aos eventos de uma configuração pontual um valor real,

isto é, M ⊆ R1. Por outro lado, se as marcas forem categóricas, o espaço das marcas se

reduz à um conjunto finito e enumerável, composto por K categorias não numéricas, isto é,

M = {1, . . . ,K}. Nesse caso, a literatura denomina processo pontual com marcas categóricas,

processo pontual multivariado e processos de multi-tipos (ou multitypes) como sinônimos.
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De acordo com Rasmussen (2018), a distribuição das marcas associada a um evento

no tempo t é especificada por meio de uma função de probabilidade (ou função densidade de

probabilidade, para o caso quantitativo) condicional, p(A(t) | t,Ht), sendo que a história do

processo agora depende tanto da referência temporal quanto das marcas passadas. Desse modo,

o processo é especificado pela função de intensidade condicional marcada, denotada por

λ(t, A(t) | Ht) = λ(t | Ht) p(A(t) | t,Ht), (2.20)

em que λ(t | Ht) é a intensidade do processo de base, mas que também pode depender das

marcas dos eventos passados.

Seguindo a definição para processos pontuais sem a existência das marcas, a função

de intensidade condicional marcada é interpretada de forma análoga, incluindo apenas a infor-

mação da marca. Nesse caso, se a marca for categórica, a intensidade condicional descreve o

número médio de eventos associados à k-ésima marca, A(t) = k, em um pequeno intervalo de

tempo dt, sendo denotada por

λ(t, A(t) = k | Ht) =
E [N(dt× k) | Ht]

dt
. (2.21)

No entanto, se a marca for quantitativa, a intensidade em (2.20) é interpretada como o

número esperado de eventos em um pequeno intervalo de tempo dt e em um pequeno intervalo

de valores associados à marca, da, sendo denotado por

λ(t, A(t) | Ht) =
E [N(dt× da) | Ht]

dt× da
. (2.22)

De acordo com Cox e Isham (1980), o objetivo principal na pesquisa sob a teoria de mar-

cas se encontra no estudo da distribuição conjunta entre os pontos e as marcas, com um enfoque

maior no estudo da existência de uma estrutura de correlação estocástica. Mais precisamente,

três cenários possíveis podem acontecer:

a) as marcas são variáveis aleatórias independentes e identicamente distribuídas (i.i.d.) e

independem do processo pontual;

b) existe uma estrutura de dependência entre as marcas e os eventos de um processo pontual,

sendo as marcas i.i.d. entre si;

c) as marcas estão correlacionadas umas com as outras e também com os eventos.
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Uma particularidade da teoria de processos pontuais marcados e que resulta em outra

teoria é considerar as marcas de um processo pontual no tempo como sendo localizações refe-

renciadas, em que o espaço das marcas é o Rd. Neste caso, tem-se um processo pontual espaço

temporal (RASMUSSEN, 2006b).

2.2 Modelos para processos pontuais

Nessa seção serão apresentados os processos de Poisson e de Cox, classes de mode-

los usuais para representar o mecanismo estocástico de um processo pontual. Até o presente

momento, a teoria de processos pontuais foi, particularmente, apresentada considerando a in-

dexação sob o ponto de vista temporal, devido à sua particularida evolutiva do tempo. A partir

de agora, os modelos serão apresentados para qualquer tipo de indexação unidimensional, in-

cluindo o tempo. Desse modo, será usada a notação s ao invés de t para denotar a configuração

pontual.

2.2.1 Processos de Poisson

Um processo de Poisson é a estrutura mais simples para a representação de uma confi-

guração pontual, seja ela no domínio do tempo, no espaço ou em qualquer outro conjunto de

indexação. De acordo com Kingman (1996), tal processo é utilizado para descrever o compor-

tamento de fenômenos que se distribuem de forma completamente aleatória sobre o espaço de

indexação. Considerando um processo pontual de indexação unidimensional e tomando r sub-

conjuntos disjuntos, (a1, b1], (a2, b2], . . . , (ar, br], um processo de Poisson é completamente

definido pela distribuição conjunta do número de elementos em cada subintervalo:

p [N(a1, b1] = N1, . . . ,N(ar, br] = Nr] =
r∏
i=1

p [N(ai, bi] = Ni]

=
r∏
i=1

M(ai, bi]
Ni

Ni!
exp{−M(ai, bi]}.

(2.23)

A partir da distribuição conjunta em (2.23), duas propriedades podem ser obtidas:

a) se N(ai, bi] denota o número de eventos aleatórios que ocorrem no intervalo arbitrário

(ai, bi] ⊂ R1, então N(ai, bi] ∼ Poisson(M(ai, bi]), sendo M(ai, bi] > 0 o número médio

de eventos no intervalo bi − ai;
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b) se (a1, b1], (a2, b2], . . . , (ar, br] são subconjuntos disjuntos de R1, então N(a1, b1],

N(a2, b2], . . . , N(ar, br] são variáveis aleatórias independentes.

Outra forma de escrever o comportamento médio do processo de Poisson, M(.), é por

meio da função de intensidade, definida em (2.19). Como esse processo possui a propriedade

de independência entre as ocorrências de eventos, então a função de intensidade condicional

para um processo pontual temporal se torna λ(t | Ht) = λ(t). Desse modo, o número médio de

eventos no intervalo (ai, bi] pode ser obtido por

M(ai, bi] =

∫ bi

ai

λ(s) ds. (2.24)

Segundo Kingman (1996), se a medida de intensidade, λ, for uma função que varia pelo

conjunto indexador, então a média de eventos, definida em (2.24), para um pequeno intervalo

(a, b] em torno de s, pode ser aproximada por

M(a, b] ≈ λ(s) (b− a). (2.25)

Nesse caso, o processo pontual recebe o nome de processo de Poisson não homogêneo (ou não

uniforme), pois o comportamento da intensidade muda com s. Assim, λ(s) (b − a) é interpre-

tado como uma probabilidade aproximada de um evento ocorrer em um pequeno intervalo, de

tamanho b − a. Essa probabilidade será alta se a intensidade neste intervalo também for, ou

baixa, caso contrário.

Do mesmo modo, se a função de intensidade for considerada uma taxa constante por

todo o conjunto de indexação, isto é, λ(s) = λ, o número médio de eventos em um intervalo

arbitrário será exatamente igual à

M(a, b] = λ (b− a). (2.26)

Logo, o processo de Poisson é classificado como sendo homogêneo (ou uniforme). Esse tipo

de processo coincide, também, com os chamados processos fracamente estacionários definidos

anteriormente, pois o comportamento médio do processo não muda devido à uma translação

de S . Em outras palavras, considerando dois subconjuntos (a1, b1] e (a2, b2], sendo (a2, b2] =

(a1 + s, b1 + s], o número médio de eventos em cada um deles será o mesmo, uma vez que a

intensidade é constante e o comprimento dos intervalos são os mesmos.

Dado que o processo de Poisson (homogêneo e não homogêneo) é considerado a classe

de modelos mais simples em toda a teoria de processos pontuais, outros diversos tipos de classes
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de modelos foram formuladas por meio de uma generalização em sua teoria. Dentre elas, se

destaca a classe de processos de Poisson duplamente estocásticos, o qual será apresentada na

próxima subseção.

2.2.2 Processos de Cox

Os processos de Poisson duplamente estocásticos representam uma classe importante de

modelos para processos pontuais, o qual surgiu por meio de uma generalização dos processos

de Poisson, a partir dos estudos de Lundberg (1940). Posteriormente, esta classe veio a ser

denominada como processos de Cox, graças às contribuições feitas por Cox (1955).

Um processo de Cox pode ser definido como um processo pontual dirigido por um pro-

cesso de intensidade, λ. Isto é, a função de intensidade que descreve o comportamento médio

do processo pontual também é fruto de um mecanismo aleatório. Daí surgiu a terminologia de

um processo “duplamente estocástico”. Sua relação com o processo de Poisson é que, dada

uma realização do processo de intensidade, o processo pontual condicional segue um processo

de Poisson não homogêneo com função de intensidade λ(s). Segundo Adams, Murray e Mac-

Kay (2009), a motivação por trás desse tipo de abordagem surge a partir da necessidade de se

modelar uma função de intensidade de um processo de Poisson que varia ao longo da indexa-

ção, mas que sua forma funcional não é conhecida. Desse modo, um novo processo estocástico

é incorporado ao modelo a fim de modelar não parametricamente a variação da intensidade ao

longo de sua indexação.

Segundo Kingman (1996), definir o processo de Cox é impor um conjunto de suposi-

ções sob a distribuição conjunta condicional das contagens em subintervalos, dado λ(s). Desse

modo, tomando r subconjuntos disjuntos, (a1, b1], (a2, b2], . . . , (ar, br], sua distribuição con-

junta, condicionado a uma realização de λ(s), é dada por:

p [N(a1, b1] = N1, . . . ,N(ar, br] = Nr | λ(s)] =
r∏
i=1

p [N(ai, bi] = Ni | λ(s)]

=
r∏
i=1

M(ai, bi]
Ni

Ni!
exp{−M(ai, bi]},

(2.27)

em que

M(ai, bi] =

∫ bi

ai

λ(s) ds, (2.28)

e λ(s) é um processo estocástico contínuo indexado sobre T e que assume valores positivos na

reta real.
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De acordo com Kingman (1996), o processo de intensidade pode assumir várias formas,

o que torna o processo de Cox uma classe de modelos para processos pontuais bastante flexível.

Uma forma de caracterizar o processo de intensidade é considerá-lo em função de um outro

processo estocástico, denotado por f(s). Considerando que f(s) é um processo Gaussiano, o

processo de Cox recebe a terminologia processo de Cox modulado por um processo Gaussiano

ou, simplesmente, processo de Cox Gaussiano, que assume a forma

λ(s) = g
(
f(s)

)
, (2.29)

em que f(s) também é um processo estocástico contínuo indexado em T e que pode assumir

qualquer valor real, sendo parametrizado por uma função de média e uma função de covariância

entre dois pontos indexadores quaisquer; g(.) é uma função de ligação não negativa para garantir

que as propriedades de λ(s) sejam mantidas.

Na literatura, diversas propostas para a modelagem utilizando um processo de Cox

Gaussiano foram feitas. Dentre elas, destacam-se

a) Processo de Cox log-Gaussiano: desenvolvido por Møller, Syversveen e Waagepetersen

(1998), em que seu processo de intensidade é modelado considerando

λ(s) = exp {f(s)} , (2.30)

sendo g(.) = exp{.}.

Tal modelo é amplamente utilizado no contexto espacial, tendo diversas extensões feitas a

partir da proposta de Møller, Syversveen e Waagepetersen (1998). Dentre elas, destacam-

se os trabalhos de Brix e Diggle (2001) e Diggle, Rowlingson e Su (2005) para o contexto

espaço-temporal; Kelsall e Wakefield (2002) com uma variação do modelo que permite

um ajuste a dados de área; Diggle et al. (2013) adaptado para processos multivariados;

entre outros;

b) Processo de Cox Gaussiano Sigmoidal: proposto por Adams, Murray e MacKay (2009),

considera a intensidade como

λ(s) = λ∗ σ
(
f(s)

)
, (2.31)

em que λ∗ é o valor máximo que a intensidade pode assumir e σ
(
f(s)

)
=
(
1 + e−f(s)

)−1

é uma função logística;
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c) Processo de Cox Gaussiano Quadrático: tal processo foi primeiramente apresentado por

Møller, Syversveen e Waagepetersen (1998) como um processo de Cox Qui-quadrado,

pois este leva consigo algumas características da distribuição. No entanto, o modelo só

foi explorado, de fato, por Lloyd et al. (2015), que considera o processo de intensidade

como

λ(s) = f 2(s). (2.32)

Outros modelos baseados no processo de Cox, mas que não levam em consideração o

processo Gaussiano, foram desenvolvidos na literatura. Dentre eles, destacam-se os processos

de Neyman-Scott (BARTLETT, 1964), processos de Cox Shot Noise (MØLLER, 2003), Shot

Noise Generalizado (MØLLER; TORRISI, 2005), entre outros.

Na próxima seção, será exposta a teoria Bayesiana usada para a estimação de parâ-

metros. Esta seção se faz necessária, pois ela dará suporte para a compreensão dos modelos

propostos por Lloyd et al. (2015) e Liang, Carlin e Gelfand (2009), que serão abordados poste-

riormente e se baseiam em processos de Cox Gaussiano com enfoque Bayesiano variacional.

2.3 Inferência Bayesiana

O objetivo da Estatística é conhecer e descrever o comportamento de determinados fenô-

menos aleatórios, tendo como ferramenta principal amostras obtidas a partir de suas ocorrên-

cias. Conhecer seu comportamento é também conhecer suas principais características. Em

termos estatísticos, as características de um fenômeno são descritas por meio de um conjunto

de vetor de parâmetros, θ = {θ1, . . . ,θk}. Em geral, os valores desses parâmetros são quan-

tidades desconhecidas e incertas e, portanto, métodos e técnicas de inferência estatística são

utilizados a fim de estimá-los por meio de tais amostras.

De acordo com Bolstad (2004), a inferência sobre parâmetros pode ser realizada por

meio de diversas óticas inferenciais, sendo os métodos frequentista (ou clássico) e bayesiano os

principais. A abordagem frequentista se baseia exclusivamente na informação dos dados e um

estimador para θ é construído a partir de uma distribuição amostral. Além disso, os parâmetros

são considerados como quantidades fixas.

Nos métodos bayesianos, a incerteza envolvida em relação ao valor paramétrico real é

tratada como algo aleatório. Desse modo, uma distribuição de probabilidade pode ser atribuída
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ao parâmetro, associando um peso maior a valores que podem ser mais prováveis (GHOSH;

DELAMPADY; SAMANTA, 2007).

A teoria Bayesiana teve seu desenvolvimento a partir dos estudos do reverendo Thomas

Bayes descrito no artigo An essay towards solving a problem in the doctrine of chances, publi-

cado em 1763, o qual recebeu o nome de teorema de Bayes em sua homenagem. Seu método

começou a ser utilizado no século XIX, porém só em meados do século XX é que a teoria

ganhou força e se consolidou entre os pesquisadores (BOLSTAD, 2004).

O método consiste em incorporar uma informação probabilística prévia dos valores pa-

ramétricos no processo de estimação, o qual é chamada de distribuição a priori de θ, descrita

por p(θ). Esta priori, segundo Ghosh, Delampady e Samanta (2007), quantifica a incerteza sob

θ antes dos dados serem observados.

A distribuição conjunta dos dados amostrais, x = {x1, . . . , xn}, recebe o nome de fun-

ção de verossimilhança, descrita por p(x | θ) , que, quando combinada com a distribuição a

priori, p(θ), obtém-se uma distribuição a posteriori, por meio da relação estabelecida no teo-

rema de Bayes:

p(θ | x) =
p(x | θ) p(θ)

p(x)
=

p(x | θ) p(θ)∫
Θ
p(x | θ) p(θ) dθ

. (2.33)

A distribuição a posteriori, descrita em (2.33), pode ser vista como uma quantificação da

incerteza em relação aos parâmetros desconhecidos após a introdução da informação amostral

no processo de estimação. Segundo Ghosh, Delampady e Samanta (2007), o aprendizado que se

ganha sobre θ por meio da função de verossimilhança é o que fornece a transição da distribuição

a priori para a posteriori. Assim, os dados amostrais representam uma componente chave que

afeta o conhecimento prévio que se tem sob θ, quando p(x | θ) é considerado como função de

θ, para x1, . . . , xn fixos (GELMAN et al., 2014).

Uma forma equivalente à expressão em (2.33) desconsidera a componente presente no

denominador, a distribuição marginal dos dados, também chamada de verossimilhança marginal

(CONGDON, 2003) ou de função de evidência (BLEI; KUCUKELBIR; MCAULIFFE, 2017).

Uma vez que p(x) não depende do conjunto de parâmetros θ, pode-se considera-la como uma

simples constante normalizadora. Desse modo, a posteriori em (2.33) pode ser reescrita como

p(θ | x) ∝ p(x | θ) p(θ). (2.34)

em que ∝ representa proporcionalidade.
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De acordo com Ghosh, Delampady e Samanta (2007), as informações associadas à pos-

teriori de θ podem ser apresentadas de diversas formas, por meio de medidas descritivas asso-

ciadas a sua distribuição, tais como a média a posteriori

E(θ | x) =

∫
Θ

θ p(θ | x) dθ, (2.35)

seus quantis, como por exemplo, sua mediana a posteriori

Med(θ | x) = argθ

∫ θ

−∞
p(θ | x) dθ = 0, 5, (2.36)

a variância a posteriori

V ar(θ | x) =E
[
(θ − E(θ | x))2 | x

]
=

∫
Θ

(θ − E(θ | x))2 f(θ | x) dθ,
(2.37)

ou, então, o desvio padrão a posteriori, dado por DP (θ | x) =
√
V ar(θ | x).

Entretanto, o cálculo de integrais como em (2.35), (2.36) e em (2.37) pode ser, em

algumas situações, analiticamente intratável. Uma forma de contornar tal problema é utilizando

métodos de amostragem Monte Carlo, amplamente utilizado em problemas como esse. Esses

métodos possibilitam que estimativas dessas medidas descritivas possam ser tomadas, sendo

que essas irão convergir para suas grandezas a posteriori à medida que o número de simulações

Monte Carlo se torna cada vez maior (PRESS, 2003).

2.3.1 Métodos de Monte Carlo via Cadeias de Markov

Mais precisamente, quando a distribuição a posteriori não é analiticamente tratável, as

amostras podem ser tomadas utilizando algoritmos Monte Carlo via Cadeias de Markov (ou

apenas MCMC, usando a sigla em inglês para o termo Markov Chain Monte Carlo). Os mé-

todos MCMC tem por finalidade gerar amostras Monte Carlo de uma distribuição alvo (nesse

caso, a distribuição a posteriori) a partir de um mecanismo estocástico que é descrito por uma

cadeia de Markov (PRESS, 2003). Isto é, esses métodos simulam uma cadeia de Markov cujo

estado atual (nesse caso, a última observação gerada da distribuição a posteriori) depende do

estado anterior (observação anterior gerada). De acordo com Ghosh, Delampady e Samanta

(2007), a ideia dos métodos MCMC é que, para um dado número de simulações relativamente

grande, a cadeia de Markov converge para uma distribuição estacionária, sendo esta distribuição
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a densidade a posteriori exata. Dentre os diversos métodos existentes na literatura, os algoritmos

de Metropolis-Hastings e amostrador de Gibbs são uns dos principais métodos MCMC.

O algoritmo de Metropolis-Hastings, proposto por Metropolis et al. (1953) e Hastings

(1970), consiste em tomar amostras de uma função densidade de probabilidade que, neste caso,

é a densidade a posteriori p(θ | x). Para isso, um valor inicial, θ(0), é tomado a partir de

uma distribuição qualquer. Dado que i − 1 valores amostrais foram simulados, um novo valor

amostral, θ′, é obtido a partir de uma densidade de probabilidade arbitrária, q(θ(i−1), θ′), de-

nominada de núcleo (ou densidade) de transição. Esse novo valor é considerado um candidato

para ocupar a i-ésima amostra simulada e será aceito com probabilidade

α(θ(i−1),θ′) = min

{
p(θ′ | x)

p(θ(i−1) | x)

q(θ′, θ(i−1))

q(θ(i−1), θ′)
, 1

}
, (2.38)

em que α(θ(i−1),θ′) é denominada como probabilidade de aceitação. Assim, se este valor for

aceito, a i-ésima amostra da simulação receberá o valor θ′, isto é, θ(i) = θ′. Caso contrário, a

i-ésima amostra recebe o valor anterior, isto é, θ(i) = θ(i−1). O processo é repetido até que as

amostras geradas descrevam uma distribuição estacionária (ROBERT; CASELLA, 2009).

Já o amostrador de Gibbs, proposto por Geman e Geman (1984) e consolidado por

Gelfand e Smith (1990) em análises Bayesianas, diferentemente do algoritmo de Metropolis-

Hastings, gera amostras de Monte Carlo dos parâmetros de interesse considerando suas respec-

tivas distribuições condicionais completas a posteriori com formas conhecidas.

A técnica de amostragem de Gibbs consiste em decompor o vetor de parâmetros θ em

k sub-vetores, isto é, θ = [θ1,θ2, . . . ,θk]. Atribuindo valores iniciais para o conjunto de

parâmetros, denotados por θ(0) = [θ
(0)
1 ,θ

(0)
2 , . . . ,θ

(0)
k ], uma nova amostra é tomada, de forma

iterativa, a partir do seguinte procedimento:

obtem-se a amostra θ
(1)
1 através de p(θ1 | x,θ(0)

2 , θ
(0)
3 , . . . ,θ

(0)
k )

obtem-se a amostra θ
(1)
2 através de p(θ2 | x,θ(1)

1 , θ
(0)
3 , . . . ,θ

(0)
k )

...

obtem-se a amostra θ
(1)
k através de p(θk | x,θ(1)

1 , θ
(1)
2 , . . . ,θ

(1)
k−1)

A primeira iteração é finalizada após as k amostras terem sido geradas, obtendo-se

θ(1) = [θ
(1)
1 ,θ

(1)
2 , . . . ,θ

(1)
k ]. Assim, uma nova iteração é feita, θ(2), através das condicionais
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completas, apresentadas anteriormente, e condicionada nas amostras geradas na iteração ante-

rior.

Assim, de acordo com Paulino, Turkman e Murteira (2003) sucessivas amostras de θ

serão obtidas por meio de uma cadeia markoviana com um núcleo de transição dado por

q(θ(i−1), θ(i)) =
k∏
j=1

p(θ
(i)
j | x,θ

(i)
1 , . . . ,θ

(i)
j−1,θ

(i−1)
j+1 , . . . ,θ

(i−1)
k ). (2.39)

Supondo t iterações realizadas pelo amostrador de Gibbs, θ(t) = [θ
(t)
1 ,θ

(t)
2 , . . . ,θ

(t)
k ]

irá convergir em distribuição para um vetor de variáveis aleatórias cuja distribuição conjunta

é a própria distribuição a posteriori, p(θ1, . . . ,θk | x), a medida que t → ∞ (BERNARDO;

SMITH, 1994). Da mesma forma, a t-ésima iteração para o i-ésimo sub-vetor θ(t)
i também irá

convergir em distribuição para um vetor de variáveis aleatórias cuja distribuição será a marginal

a posteriori de θi, isto é, p(θi | x). Desse modo, a amostra gerada na t-ésima iteração, para t

grande e considerando que houve convergência da cadeia de Markov, para θ(t)
i será uma amostra

aleatória gerada de p(θi | x).

No entanto, os algoritmos baseados em simulação MCMC podem demandar um tempo

computacional elevado, principalmente para problemas de inferência com um grande número de

parâmetros (BISHOP, 2011). Em outros casos, principalmente em situações na qual o conjunto

de dados é muito grande ou os modelos são bastante complexos, os algoritmos MCMC se tor-

nam inviáveis para solucionar problemas inferenciais (BLEI; KUCUKELBIR; MCAULIFFE,

2017). Neste caso, a inferência Bayesiana variacional se torna uma boa alternativa.

2.3.2 Inferência Bayesiana variacional

O método variacional, em sua essência, é um método de otimização usado para maximi-

zar (ou minimizar) uma integral que envolve funções que são desconhecidas (RUSTAGI, 1976).

De acordo com Rustagi (1976), o método surgiu no século XVII para solucionar problemas de

engenharia a partir dos estudos de Newton, que buscava obter o formato do casco de um navio

que assegurasse o mínimo de resistência da água. Com o passar dos anos, o método foi aprimo-

rado e passou a ser usado em diferentes áreas do conhecimento e aplicações. Especificamente

no contexto estatístico, a inferência Bayesiana atrelada ao uso variacional teve seu início na

década de 1980 (ZHANG et al., 2019).

Segundo Blei, Kucukelbir e McAuliffe (2017), a inferência Bayesiana variacional é uma

abordagem alternativa aos algoritmos MCMC para obter aproximações de densidades a poste-
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riori difíceis de serem obtidas analiticamente pelo teorema de Bayes em (2.33), devido a inte-

gração presente na função de evidência p(x).

Este esquema de aproximação consiste em propor uma família de distribuições densi-

dade de probabilidade Q associadas ao vetor de parâmetros desconhecidos do modelo, sendo

cada q(θ) ∈ Q uma densidade candidata para representar a verdadeira posteriori de interesse

(ZHANG et al., 2019). As densidades que compõem Q são chamadas de densidades variacio-

nais. De acordo com Blei, Kucukelbir e McAuliffe (2017), o objetivo da inferência variacional

é obter a densidade variacional q(.) que melhor se aproxima do comportamento aleatório da

real densidade a posteriori, p(θ | x). Para isso, é necessário utilizar de alguma medida que

consiga mensurar o grau de similaridade entre duas distribuições. Na literatura, diversas medi-

das foram propostas para esta finalidade, como a divergência-α, divergência-f e a discrepância

de Stein, como apontado por Zhang et al. (2019). No entanto, a medida mais utilizada para

esta finalidade é a divergência de Kullback-Leibler ou, simplesmente, divergência KL, devido

à sua simplicidade teórica em relação as demais e por apresentar soluções fechadas para deter-

minados modelos. Considerando duas funções densidades de probabilidade, q(θ) e p(θ | x), a

divergência KL é definida como

KL
(
q(θ) ‖ p(θ | x)

)
=

∫
q(θ) log

(
q(θ)

p(θ | x)

)
dθ

= Eq
[

log

(
q(θ)

p(θ | x)

)]
,

(2.40)

sendo KL
(
q(.) ‖ p(.)

)
≥ 0. Se a distribuição variacional for exatamente igual a distribuição a

posteriori verdadeira, q(.) = p(.), tem-se que KL
(
q(.) ‖ p(.)

)
= 0.

Sendo assim, o objetivo da inferência variacional é, simplesmente, minimizar a diver-

gência KL entre a densidade variacional e a densidade a posteriori de interesse, a fim tornar

o comportamento probabilístico de ambas o mais similar possível (BLEI; KUCUKELBIR;

MCAULIFFE, 2017), como mostra a Figura 2.9. Em outras palavras, a inferência variacio-

nal se reduz a obter uma densidade variacional dentre todas aquelas pertencentes a Q, tal que a

divergência KL seja mínima:

q∗(θ) = argmin
q(θ)∈Q

KL
(
q(θ) ‖ p(θ | x)

)
. (2.41)

Blei, Kucukelbir e McAuliffe (2017) ressaltam que a finalidade do uso do método va-

riacional na inferência Bayesiana é a mesma dos algoritmos MCMC: obter a distribuição a

posteriori de interesse. No entanto, o caminho que cada método segue é diferente. Enquanto



44

Figura 2.9 – Ilustração do método variacional aplicado à inferência Bayesiana, na qual a densidade a pos-
teriori de interesse ( A ) é aproximada pela densidade variacional ( B ) usando a divergêngia
de Kullback-Leibler como critério de otimização ( C ). Uma vez obtida uma densidade va-
riacional ótima ( D ), tem-se que q∗(θ) ≈ p(θ | x) e a divergência de Kullback-Leibler é
próximo de zero, isto é, KL

(
q(θ) ‖ p(θ | x)

)
≈ 0.

( B )

( C ) ( D )

( A )

Fonte: Adaptado de Silveira (2018).

os métodos MCMC se baseiam em simular amostras Monte Carlo, os métodos variacionais se

baseiam em otimização. Outra característica apresentada pelos autores é que a distribuição esta-

cionária obtida pelos métodos MCMC resulta em uma amostra da verdadeira posteriori ao passo

que, a densidade variacional otimizada não é exata, apenas uma aproximação da posteriori.

No entanto, otimizar a divergência KL em (2.40) se torna inviável, pois a expressão

envolve a verdadeira distribuição a posteriori que inclui a função de evidência, difícil de ser

calculada. Desenvolvendo a expressão em (2.40), tem-se que
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KL
(
q(θ) ‖ p(θ | x)

)
= Eq

[
log

q(θ)

p(θ | x)

]
= Eq

[
log q(θ)

]
− Eq

[
log p(θ | x)

]
= Eq

[
log q(θ)

]
− Eq

[
log

(
p(x | θ)p(θ)

p(x)

)]
= Eq

[
log q(θ)

]
− Eq

[
log p(θ)

]
− Eq

[
log p(x | θ)

]
+ Eq

[
log p(x)

]
= Eq

[
log

(
q(θ)

p(θ)

)]
− Eq

[
log p(x | θ)

]
+ log p(x)

= KL
(
q(θ) ‖ p(θ)

)
− Eq

[
log p(x | θ)

]
+ log p(x)

= −L+ log p(x).

(2.42)

Ou seja, a divergência KL entre a densidade variacional e a densidade a posteriori é fatorada em

dois termos: logaritmo da função de evidência, log p(x), e o limite inferior da log evidência,

denotado por L. Este termo recebe esse nome devido a sua relação com a função de log-

evidência, uma vez que

KL
(
q(.) ‖ p(.)

)
≥ 0

log p(x)− L ≥ 0

log p(x) ≥ L.

Ou seja, a quantidade L é o menor valor que log p(x) pode assumir.

Uma vez que KL
(
q(.) ‖ p(.)

)
é uma medida difícil de ser minimizada por conta da

presença do termo log p(x) na expressão, uma alternativa é otimizar o termo L. Como L é

inversamente proporcional a divergência KL, minimizarKL
(
q(.) ‖ p(.)

)
é análogo a maximizar

L. Desse modo, a distribuição variacional ótima em (2.41) pode ser encontrada, de maneira

análoga, obtendo uma densidade variacional, dentre todas aquelas pertencentes a família de

densidades Q, que maximize o termo L. Isto é,

q∗(θ) = argmax
q(θ)∈Q

L, (2.43)

sendo L = Eq
[

log p(x | θ)
]
− KL

(
q(θ) ‖ p(θ)

)
uma quantidade que depende tanto dos

hiperparâmetros que parametrizam a distribuição variacional quanto dos hiperparâmetros que

parametrizam a distribuição a priori de θ.

De acordo com Blei, Kucukelbir e McAuliffe (2017), a escolha da família de densidades

variacionais é um fator que pode afetar o processo de otimização do método. Isto é, a escolha
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de famílias variacionais mais simples implicará em um processo de otimização mais rápido e

simples também. Nesse sentido, uma abordagem bastante utilizada na literatura é considerar a

chamada família variacional do campo médio, que parte da ideia de que o vetor de parâmetros

é particionado em k parâmetros mutuamente independentes, tal que

q(θ) =
k∏
i=1

qi(θi). (2.44)

Vale ressaltar que a utilização dessa estratégia para se obter q(θ) apresenta vantagens

e desvantagens. Apesar do uso desta família variacional conseguir capturar o efeito das den-

sidades marginais de cada θi, para i = 1, . . . , k, e simplificar a otimização, ela não consegue

capturar possíveis efeitos de correlação que possam existir entre os parâmetros. Neste caso,

a utilização do campo médio se torna inviável para modelos mais complexos com estruturas

de dependência. Além disso, estudos mostram que supor independência entre os parâmetros

pode levar a uma sub-estimação da variância marginal variacional quando comparado com as

posterioris reais (BLEI; KUCUKELBIR; MCAULIFFE, 2017).

Em relação a forma da distribuição variacional de cada parâmetro sob a ótica da família

do campo médio, cada parâmetro pode assumir qualquer forma paramétrica dependendo do seu

comportamento. No entanto, Blei, Kucukelbir e McAuliffe (2017) descrevem formas mais sim-

ples de se obter essas distribuições considerando densidades pertencentes a família exponencial.

Trabalhar com distribuições que estão nesta família podem simplificar ainda mais o processo

de otimização, principalmente com o uso do algoritmo chamado inferência variacional de as-

censão por coordenadas (IVAC), pois a densidade variacional para cada parâmetro de interesse

pode ser otimizada como

q∗i (θi) ∝ exp
{
Eq−i[log p(θi | θ−i,x)]

}
, (2.45)

em que p(θi | θ−i,x) é a condicional completa a posteriori de θi e Eq−i(.) é a esperança varia-

cional em relação a todos os parâmetros, exceto θi.

Assim como é usado no algoritmo do amostrador de Gibbs, as distribuições condicionais

completas a posteriori também desempenham um papel importante na utilização do algoritmo

IVAC, demonstrando a forte relação existente entre essas duas abordagens. No entanto, ao

invés de se gerar amostras MCMC dessa condicional completa, o IVAC toma o valor esperado

do logaritmo desta função (BLEI; KUCUKELBIR; MCAULIFFE, 2017).
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Além do IVAC, existem outros algoritmos de otimização mais gerais que podem ser uti-

lizados na inferência variacional, principalmente quando não se usa a família do campo médio

para representar as densidades variacionais. São eles: o algoritmo do gradiente descendente e o

gradiente descendente estocástico (HOFFMAN et al., 2013) (BLEI; KUCUKELBIR; MCAU-

LIFFE, 2017), bem como os algoritmos de Quase-Newton, como o BFGS (Broyden-Fletcher-

Goldfarb-Shanno) (GERSHMAN; HOFFMAN; BLEI, 2012).

A inferência variacional é um método de estimação que tem ganhado espaço nos últimos

anos em análises Bayesianas nos últimos anos e que será utilizada nesta tese. Na próxima

seção, será apresentada a estrutura inferencial desenvolvida no modelo proposto por Lloyd et

al. (2015), que utiliza as técnicas variacionais para resolver seus problemas de estimação, cuja

teoria serve como base para a modelagem proposta nesta tese.

2.4 Modelo proposto por Lloyd et al. (2015)

Lloyd et al. (2015) propuseram uma nova estrutura de modelagem para processos de

Cox Gaussiano com a introdução da inferência Bayesiana variacional, o que permitiu um de-

senvolvimento de estimação com maior rapidez do ponto de vista computacional. Além disso,

o método variacional estabelece uma forma fechada para a distribuição a posteriori do processo

estocástico, permitindo assim que suas respectivas estimativas possam ser obtidas para qualquer

ponto pertencente ao conjunto de indexação, não necessitando de uma discretização sob esse

conjunto como é usual nos métodos MCMC. Além disso, o modelo buscou contornar um pro-

blema da chamada alta dimensionalidade dos dados, levando ao uso de um processo Gaussiano

esparso, que será explicado um pouco mais a frente.

Apesar do seu modelo ser flexível para configurações pontuais tanto unidimensionais

quanto espaciais (no espaço d-dimensional, para qualquer d ≥ 2), esta seção tratará o modelo

apenas para o caso unidimensional, uma vez que o objetivo de pesquisa é lidar com processos

gerados na reta real.

Para a modelagem da função de intensidade, Lloyd et al. (2015) utilizaram uma função

de ligação quadrática para conectar λ(s) ao processo Gaussiano f(s), levando a expressão

λ(s) = f 2(s). (2.46)

Considerando o teorema de Bayes, a distribuição a posteriori para o modelo é dada por
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p(f | S,Θ) =
p(S | f,Θ) p(f | Θ)

p(S)
, (2.47)

sendo p(S | f,Θ) a verossimilhança da configuração pontual, condicionado ao processo Gaus-

siano f , expressa na forma de um processo de Poisson não homogêneo com função de intensi-

dade, definida como (2.46),

p(S | f,Θ) = exp

{
−
∫
T
f 2(s)ds

}
×

N∏
i=1

f 2(si). (2.48)

Já p(f | Θ) descreve a densidade a priori de f , que segue um processo Gaussiano (PG) com

função de média nula e função de covariância K(s, s′), definida por

K(s, s′) = γ × c(s, s′;α)

= γ × exp

{
− (s− s′)2

2α

}
,

(2.49)

em que γ é a variância do processo Gaussiano a priori comum para qualquer ponto s ∈ T

(K(s, s′) = γ, para s = s′) e c(s, s′;α) uma função de correlação exponencial quadrática,

apresentada anteriormente na Tabela 2.1, sendo α um parâmetro de escala que controla a de-

pendência do processo em dois pontos distintos, s e s′. Por fim, p(S) é função de evidência

(ou verossimilhança marginal) do modelo, difícil de ser obtida devido à uma dupla integração

estocástica presente na expressão:

p(S) =

∫
p(S, f | Θ) df

=

∫
p(f | Θ) p(S | f,Θ) df

=

∫
p(f | Θ) exp

{
−
∫
T
f 2(s)ds

}
×

N∏
i=1

f 2(si) df,

(2.50)

sendo Θ = {γ, α} o conjunto de hiperparâmetros do modelo.

Para contornar o problema da obtenção de p(S), Lloyd et al. (2015) propuseram o es-

quema inferencial variacional para o modelo em questão. Considerando uma densidade variaci-

onal para f , tem-se que q(f) = PG
(
µ̃(s), Σ̃(s, s′)

)
, sendo µ̃(s) e Σ̃(s, s′) funções variacionais

de média e covariância respectivamente. Por questão de simplificação na notação, será usado µ̃s

para representar µ̃(s) e, de modo análogo, Σ̃ss′ para representar Σ̃(s, s′). Desse modo, tomando

a divergência KL, definida em (2.42), para mensurar a similaridade entre p(f | S,Θ) e q(f),

tem-se que o limite inferior da log evidência é dado por
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L = Eq
[

log p(S | f,Θ)
]
−KL

(
q(f) ‖ p(f | Θ)

)
, (2.51)

sendo Eq
[

log p(S | f,Θ)
]

o valor esperado da função de log-verossimilhança em relação a

q(f) e KL
(
q(f) ‖ p(f | Θ)

)
a divergência de Kullback-Leibler entre a densidade variacional

de f e a sua respectiva priori.

Aplicando os processos Gaussianos a priori e variacionais no conjunto de localizações

dos N eventos da configuração pontual, a expressão para KL
(
q(f) ‖ p(f | Θ)

)
em (2.51) pode

ser desenvolvida como

KL
(
q(f) ‖ p(f | Θ)

)
=

1

2

{
log

det Kss′

det Σ̃ss′
−N + tr

{
K−1
ss′Σ̃ss′

}
+ µ̃>s K−1

ss′ µ̃s

}
. (2.52)

Uma vez que KL
(
q(f) ‖ p(f | Θ)

)
é um dos termos presente na função L e sabendo

que esta mesma função L é usada como critério alternativo de otimização para aproximar q(f)

de p(f | S,Θ), utilizar a abordagem variacional da forma como foi explicitada pode apresentar

um custo computacional elevado. Isso se deve ao fato de que o termo KL
(
q(f) ‖ p(f | Θ)

)
em (2.52) inclui a inversão da matriz Kss′ de dimensão N ×N , sendo N o número de eventos

observados na configuração pontual e que, em geral, é um número relativamente grande.

A fim de eliminar esse problema da inversão de matrizes de altas dimensões, os autores

introduziram ao modelo a abordagem dos chamados processos Gaussianos esparsos. A ideia

por traz do método esparso em processos Gaussianos é introduzir um conjunto de M pontos de

indução (também chamado de pseudo-pontos), denotados por Z = {z1, . . . , zM} para M �

N , na qual esses pontos tem por objetivo refletir o comportamento dos dados originais, S.

Aplicando o processo Gaussiano nesses pontos de indução, um vetor de variáveis aleatórias de

indução é obtido, denotado por f(Z) = {f(z1), . . . , f(zM)} = {u1, . . . , uM} = u, seguindo

uma distribuição Gaussiana multivariada a priori: u ∼ N
(
~1ū,Kzz

)
, sendo ~1 um vetor coluna

unitário de ordem M , ū o valor médio de u comum para todos os pontos e Kzz uma matriz de

covariâncias de dimensão M ×M cujas entradas são calculadas pela expressão do kernel em

(2.49), considerando os pontos de indução Z . Além disso, o modelo supõe que os parâmetros

do kernel para calcular Kss′ e Kzz são os mesmos, ressaltando assim que f e u compartilham

as mesmas características.

Deste modo, uma nova priori conjunta é determinada para o modelo, considerando tanto

o processo estocástico Gaussiano f quando o vetor de indução Gaussiano multivariado u, que

pode ser fatorada na forma
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p(f,u | Θ) = p(f | u,Θ) p(u | Θ), (2.53)

em que f | u ∼ PG
(
µ(s),Σ(s, s′)

)
, sendo

µ(s) = KszK
−1
zz u, (2.54)

Σ(s, s′) = Kss′ −KszK
−1
zz Kzs′ , (2.55)

na qual Ksz e Kzs′ descrevem uma função matricial de covariâncias cruzadas entre f e u, consi-

derando os pontos em S e Z respectivamente, obtidas através da expressão (2.49). Além disso,

Θ agora incorpora um novo hiperparâmetro, resultando em Θ = {γ, α, ū}. As expressões em

(2.54) e (2.55) são obtidas considerando uma combinação linear de distribuições Gaussianas.

Sendo assim, a distribuição a posteriori do modelo em (2.47) pode ser reescrita como

p(f,u | S,Θ) =
p(S | f,Θ) p(f | u,Θ) p(u | Θ)

p(S)
. (2.56)

Para a formulação da inferência variacional, uma nova densidade variacional conjunta é

proposta, na qual q(f,u) = q(f | u)q(u), em que q(u) é uma função densidade de probabili-

dade Gaussiana multivariada, N
(
m,S

)
, sendo m e S um vetor de médias e uma matriz de co-

variâncias variacionais, respectivamente. Para simplificação dos cálculos a fim de garantir que

alguns termos na divergência KL sejam cancelados, o modelo supõe que q(f | u) = p(f | u,Θ).

Além disso, uma vez que p(f | u,Θ) é conjugada com q(u), é possível obter q(f) na forma

fechada a partir da integração da conjunta

q(f) =

∫
q(f,u) du

=

∫
p(f | u,Θ)q(u) du

= PG
(
µ̃(s), Σ̃(s, s′)

)
,

(2.57)

em que

µ̃(s) = KszK
−1
zz m (2.58)

Σ̃(s, s′) = Kss′ −KszK
−1
zz Kzs′ + KszK

−1
zz SK−1

zz Kzs′ . (2.59)

Desse modo, a divergência KL pode ser obtida como
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KL
(
q(f,u) ‖ p(f,u | S,Θ)

)
=Eq

[
log

q(f,u)

p(f,u | S,Θ)

]
= Eq[log q(f,u)]− Eq[log p(f,u | S,Θ)]

=
{
Eq[log p(f | u,Θ)] + Eq[log q(u)]

}
−
{
Eq[log p(S | f,Θ)]

+ Eq[log p(f | u,Θ)] + Eq[log p(u | Θ)]− Eq[log p(S)]
}

= −

{
Eq[log p(S | f,Θ)]− Eq

[
log

q(u)

p(u | Θ)

]}
+ log p(S)

= −
{
Eq[log p(S | f,Θ)]−KL

(
q(u) ‖ p(u | Θ)

)}
+ log p(S)

= − L+ log p(S).

(2.60)

Assim, como exposto anteriormente, a divergência KL não é uma boa medida para ser

usada como critério de otimização, uma vez que ela envolve o termo log p(S). Sendo assim, ao

invés de minimizar a divergência KL, será maximizado o limite inferior da log evidência, dado

por

L = Eq[log p(S | f)]−KL
(
q(u) ‖ p(u,Θ)

)
= Eq

[
−
∫
T
f 2(s) ds+

N∑
i=1

log f 2(si)

]
−KL

(
q(u) ‖ p(u,Θ)

)
= −

∫
T
Eq[f 2(s)] ds+

N∑
i=1

Eq[log f 2(si)]−KL
(
q(u) ‖ p(u,Θ)

)
= −

∫
T
Eq[f(s)]2 ds−

∫
T
V arq[f(s)] ds+

N∑
i=1

Eq[log f 2(si)]−KL
(
q(u) ‖ p(u,Θ)

)
,

(2.61)

em que KL
(
q(u) ‖ p(u,Θ)

)
é a divergência KL entre a densidade variacional de u e a sua

respectiva densidade a priori. Desenvolvendo sua expressão, tem-se que

KL
(
q(u) ‖ p(u,Θ)

)
=

1

2

{
log

det Kzz

det S
−M + tr

{
K−1
zz S
}

+ (~1ū−m)>K−1
zz (~1ū−m)

}
.

(2.62)

Comparando as expressões (2.52) e (2.62), pode-se verificar que o problema da alta

dimensionalidade da matriz Kss′ , de dimensão N × N , foi contornado com a inclusão das

variáveis de indução ao modelo, uma vez que a inversão de Kss′ foi reduzida à uma inversão

da matriz Kzz com dimensão muito inferior, M ×M . Isso reduz a complexidade de tempo do

algoritmo de otimização, levando a uma eficiência computacional maior.

De acordo com Lloyd et al. (2015), os termos de L apresentam algumas vantagens que

permitem que sejam calculadas esperanças em relação a q(f) em qualquer ponto s, uma vez
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que q
(
f(s)

)
também é um processo Gaussiano. Essas vantagens se devem a três motivos des-

tacados pelos autores: (i) a formulação de um processo Gaussiano condicional, permitindo que

esperanças tratáveis sejam tomadas em relação a q(f); (ii) as variáveis de indução já foram

integradas; (iii) o uso de uma função de ligação quadrática entre a intensidade estocástica e o

processo Gaussiano.

Desenvolvendo o termo
∫
T Eq[f(s)]2 ds em L, a partir da expressão (2.58), tem-se que

Eq[f(s)]2 = µ̃2(s) = m>K−1
zz KzsKszK

−1
zz m (2.63)

e, portanto, ∫
T
Eq[f(s)]2 ds = m>K−1

zz

∫
T
{KzsKsz}ds K−1

zz m

= m>K−1
zz ΨK−1

zz m,

(2.64)

sendo Ψ uma matriz de dimensão M × M , em que seus elementos são obtidos a partir da

integração do produto entre K(z, s) e K(s, z′), dados por

Ψ(z, z′) =

∫
T
K(z, s)K(s, z′) ds

= −γ2

√
πα

2
exp

{
− (z − z′)2

4α

}
×
[

erf
(

(z̄ − Tmax√
α

)
− erf

(
(z̄ − Tmin√

α

)]
,

(2.65)

cuja demonstração pode ser vista no Apêndice B.1, sendo z̄ = z+z′

2
e erf(.) a função erro de

Gauss.

Já o termo
∫
T V arq[f(s)] ds em L é obtido a partir da integração da expressão (2.59),

considerando s = s′, de tal modo que

V arq[f(s)] = σ̃2(s) = γ − Tr
(
K−1
zz KzsKsz

)
+ Tr

(
K−1
zz SK−1

zz KzsKsz

)
(2.66)

e, portanto,∫
T
V arq[f(s)] ds =

∫
T
γ ds− Tr

(
K−1
zz

∫
T
{KzsKsz}ds

)
+ Tr

(
K−1
zz SK−1

zz

∫
T
{KzsKsz}ds

)
= γ | T | − Tr

(
K−1
zz Ψ

)
+ Tr

(
K−1
zz SK−1

zz Ψ
)
.

(2.67)

Já para
∑N

i=1 Eq[log f 2(si)], Lloyd et al. (2015) apresentam uma solução analítica para

a expressão envolvendo uma função hipergeométrica confluente. A expressão é dada por
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N∑
i=1

Eq[log f 2(si)] =
N∑
i=1

∫ +∞

−∞
log
(
f 2(si)

)
N
(
f(si); µ̃(si), σ̃

2(si)
)
df(si)

=
N∑
i=1

{
− G̃

(
− µ̃2(si)

2σ̃2(si)

)
+ log

(
σ̃2(si)

2

)
− C

}
,

(2.68)

em que C ≈ 0, 57721566 é a constante de Euler-Mascheroni e G̃(.) é uma função definida a

partir da derivada parcial de

1F1(a, b, z) =
∞∑
k=0

(a)kz
k

(b)kk!
,

em relação ao argumento “a”. A função 1F1(a, b, z) é chamada de função hipergeométrica

confluente e (.)k descreve a crescente série de Pochhammer, tal que (a)0 = 1 e (a)k = a(a +

1)(a+ 2) . . . (a+ k + 1). Neste caso,

G̃(z) =
∂1F1

∂a
(a, b, z) =1 F

(1,0,0)
1 (0,

1

2
, z) = 2z

∞∑
j=0

j! zj

(2)j(1
1
2
)j

Uma vez que os termos que compõem L foram especificados em (2.62), (2.64), (2.67)

e em (2.68), o processo de inferência do modelo ocorre por meio da maximização de L em

relação aos hiperparâmetros, tanto a priori quanto variacional. Isto é, os hiperparâmetros do

modelo vão sendo atualizados por meio de um processo iterativo de otimização até que se

obtenha um ponto de máximo de L. O processo de otimização é feito por meio de algoritmos

baseados em gradientes, cujo os cálculos são apresentados no Apêndice B.2 e B.3. Dentre os

vários algoritmos existentes na literatura destaca-se o algoritmo BFGS que, dentre os algoritmos

quase-Newton, tem como vantagem a utilização apenas dos gradientes (derivadas parciais de

primeira ordem) do modelo. O Apêndice A apresenta de forma mais detalhada a teoria do

algoritmo de otimização BFGS.

Uma vez otimizados os hiperparâmetros do modelo, γ∗, α∗, ū∗, m∗ e S∗, a distribuição

a posteriori aproximada é obtida considerando q∗(f) ≈ p(f | S), sendo q∗(f) um processo

estocástico Gaussiano com funções de média e de covariância obtidas pelas expressões (2.58)

e (2.59), respectivamente, considerando os hiperparâmetros otimizados. Com isso, é possível

inferir sobre o processo Gaussiano em qualquer ponto s ∈ T .

Considerando o processo de inferência sob f realizado, as estimativas da função de in-

tensidade do processo pontual de Cox pode ser obtida por meio da relação em (2.46). Para isso,

é necessário encontrar a distribuição de probabilidade de λ(s). Sabendo de sua relação com
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o processo Gaussiano e que, para cada ponto de indexação s específico, f(s) segue uma dis-

tribuição Gaussiana univariada a posteriori, com média e variância denotadas respectivamente

por µ̃∗(s) e σ̃2∗(s), λ(s) seguirá uma distribuição variacional Qui-quadrada não centralizada

escalonada, com ν = 1 grau de liberdade e um parâmetro δ de não centralidade dado pela razão

entre µ̃2∗(s) e σ̃2∗(s). Isto é,

λ(s) ∼ σ̃2∗(s)χ2

(
ν = 1, δ =

µ̃2∗(s)

σ̃2∗(s)

)
, (2.69)

com média variacional dada por

E[λ(s)] = σ̃2∗(s)× (ν + δ)

= σ̃2∗(s) + µ̃2∗(s)
(2.70)

e variância variacional

V ar[λ(s)] = σ̃2∗(s)× (2ν + 4δ)

= 2σ̃2∗(s) + 4µ̃2∗(s).
(2.71)

Uma vez que a distribuição a posteriori de λ(s) foi obtida de maneira aproximada pela

distribuição variacional, estimativas pontuais de λ(s) podem ser estabelecidas por meio de sua

média variacional, em (2.70), ou pela mediana variacional, definida por

Med[λ(s)] = argλ

∫ λ

0

q∗(λ′) dλ′ = 0, 5, (2.72)

ou, ainda, por seu respectivo máximo variacional (ou moda variacional), definido por

Moda[λ(s)] = arg max
λ

q∗(λ). (2.73)

Já para a obtenção dos intervalos de credibilidade à um nível de (1 − α)100% de pro-

babilidade, é utilizado o método do HPD (sigla em inglês para highest posterior density). Tal

método tem por finalidade obter um intervalo de valores a posteriori para λ no ponto s com

(1 − α)100% de probabilidade e que sejam os mais prováveis, isto é, o método visa obter

aqueles intervalos de maior densidade a posteriori.

2.5 Modelo proposto por Liang, Carlin e Gelfand (2009)

Liang, Carlin e Gelfand (2009) propuseram uma extensão do modelo de Cox log Gaussi-

ano para configurações pontuais espaciais indexadas no conjunto dos reais bidimensionais, R2,
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o qual consiste em descrever o processo de intensidade em função de covariáveis tanto espaciais

quanto não espaciais.

A motivação dos autores surge a partir do interesse em se investigar a distribuição espa-

cial das ocorrências de casos de câncer de colon e reto no estado de Minnesota, no período de

1998 a 2002. Além do estudo das ocorrências no espaço, os autores estavam interessados em

verificar a existência de possíveis associações entre os dois tipos de câncer, no qual foi incor-

porado ao modelo sob a estrutura de marcas categóricas. Isto é, eles estavam investigando se

pessoas com câncer de reto estariam expostas ao risco de se ter câncer de colon devido à uma

possível metástase. Além disso, outras informações externas foram introduzidas nas análises,

como: taxa de pobreza local, sob a forma de covariável espacial; e fatores de risco do indivíduo,

como idade e estágio do câncer, expresso na forma de covariável não espacial.

As covariáveis não espaciais foram classificadas, de acordo com os autores, em dois

tipos. O primeiro tipo de covariável apresenta informações as quais são vistas como marcas

(tipos de câncer) dos eventos na configuração pontual (modelagem de processos pontuais mar-

cados). Já o segundo tipo é visto como variável auxiliar, no qual consiste em fornecer alguma

informação adicional ao padrão de intensidade do processo (fatores de risco).

O processo de intensidade marcado é, portanto, descrito em função das posições espa-

ciais, s, e das covariáveis auxiliares (ou não espaciais), v, gerando assim uma superfície no

produto dos domínios do espaço geográfico, pelo espaço das marcas e, também, pelo espaço

das covariáveis, T ×M×V . Desse modo, a intensidade estocástica para a k-ésima marca, para

k = 1, . . . ,K, é definida como

λk(s,v) = r(s) exp{β0k + y(s)′βk + v′δk + (v⊗ y(s))′ζk + fk(s)}, (2.74)

em que r(s) é um offset que descreve a densidade populacional de Minnesota, β0k é o efeito

global da k-ésima marca, βk é um vetor de coeficientes de regressão associado às covariáveis

espaciais y(s), δk é um vetor de coeficientes associado ao conjunto de variáveis auxiliares v, ζk

é um vetor de coeficientes associados à interação entre as covariáveis espaciais e não espaciais

e, por fim, fk(s) é um processo estocástico Gaussiano para a k-ésima marca com média zero.

Além disso, o modelo permite que o processo Gaussiano varie de acordo com as marcas

e que haja uma estrutura de dependência entre si. Essa dependência aborda a relação exis-

tente entre as marcas por meio da intensidade. Dessa forma, essa dependência estabelece se o

aumento na intensidade na localização s para uma determinada marca aumenta ou diminui a in-
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tensidade para outra(s) marca(s) na mesma localização (LIANG; CARLIN; GELFAND, 2009).

Assim, para dar suporte a essa teoria, define-se um processo Gaussiano multivariado, f(s), com

média zero e função de covariâncias Σ(s, s′;α,γ,ρ) descrito como

Σ(s, s′;α,γ,ρ) = c(s, s′, α)


γ2

1 ρ12γ1γ2 · · · ρ1Kγ1γK

ρ21γ2γ1 γ2
2 · · · ρ2Kγ2γK

...
... . . . ...

ρK1γKγ1 ρK2γKγ2 · · · γ2
K

 , (2.75)

sendo s e s′ duas localizações espaciais, ρij a correlação entre o i−ésimo e j−ésimo processo

Gaussiano, para i 6= j, i, j = 1, . . . ,K e c(., .;α) uma função de correlação univariada, com um

parâmetro de escala, α, comum para todas as marcas.

Casos particulares do modelo de intensidade, descrito em (2.74), podem ser obtidos a

partir de determinadas simplificações. Por exemplo, formas separáveis podem ser estabelecidas

em (2.74) quando ζk = 0, possibilitando, assim, um estudo do efeito das marcas na intensidade

espacial. Outra simplificação seria considerar K = 1, reduzindo o modelo para um processo

pontual não marcado (LIANG; CARLIN; GELFAND, 2009).

A função de verossimilhança associada ao processo de intensidade em (2.74), dado um

processo pontual marcado Sm, é∏
k

exp

{
−
∫
T

∫
V
λk(s,v) dsdv

}
×
∏
k

∏
ski,vki

λk(ski,vki). (2.76)

No entanto, a função de verossimilhança, dada em (2.76), envolve uma integração es-

tocástica da intensidade, sob o domínio T , devido ao processo Gaussiano fk(s), no qual não

possui forma fechada. Para contornar este problema, os autores utilizaram o método do processo

preditivo, apresentado em Banerjee et al. (2008), para obter uma aproximação dessa integral.

Uma vez obtida essa aproximação para a integral e, consequentemente, para a função

de verossimilhança em (2.76), um modelo bayesiano pode ser especificado quando combinado

com prioris para os parâmetros do modelo em (2.74). Além disso, amostras da posteriori podem

ser obtidas usando o método MCMC.
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3 MATERIAIS E MÉTODOS

3.1 Conjunto de dados reais

A base de dados que foi utilizada neste estudo se refere a ocorrências de acidentes re-

gistradas na rodovia Fernão Dias (BR-381) durante o período de 01 de janeiro de 2017 a 30 de

setembro de 2021. Foi considerado apenas um trecho dessa rodovia, começando no município

de Extrema e terminando em Betim. Este trecho se encontra, em grande parte, na região sul do

estado de Minas Gerais, como mostra a Figura 3.1.

Figura 3.1 – Geolocalização de trecho da rodovia Fernão Dias (em vermelho), localizado na região sul do
estado de Minas Gerais, no qual será estimada a intensidade das ocorrências de acidentes.

Fonte: Do autor (2021).

Os dados dessas ocorrências foram coletados no portal de Dados Abertos no site da

Polícia Rodoviária Federal (POLÍCIA RODOVIÁRIA FEDERAL, 2021). Esse portal dispo-

nibiliza duas bases de dados associados aos acidentes. Para a primeira base, o registro é feito

por ocorrência, associando a ocorrência à um ou mais veículos envolvidos no acidente. Já a

segunda base disponibiliza o registro dos acidentes por pessoa, onde são especificadas informa-

ções relacionadas a todos os indivíduos envolvidos em uma determinada ocorrência de acidente

na rodovia.

Os conjuntos de dados em questão consistem em duas informações importantes que

podem ser usadas para a caracterizar a ocorrência como um evento de uma configuração pon-

tual: o momento em que o acidente aconteceu e sua respectiva localização georreferenciada, no

sistema de latitude e longitude. Apesar do modelo de intensidade em questão ter sido desen-
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volvido considerando configurações pontuais indexadas no tempo, esse estudo considerou uma

indexação que levou em consideração apenas a informação espacial. Nesse caso, foi aplicada

uma função sob o conjunto de coordenadas espaciais que calculasse a distância percorrida na

rodovia entre o evento e um ponto inicial pré-estabelecido. Esse ponto inicial se refere ao início

do trecho da rodovia Fernão Dias considerado aqui, que se inicia na divisa entre os estados de

São Paulo e Minas Gerais, localizado no município de Extrema. A Figura 3.2 apresenta um

esquema exemplificando a transformação feita para a construção do conjunto de indexação do

processo pontual. Com isso, a configuração pontual em estudo pôde ser analisada considerando

uma informação “espacial”, ou georreferenciada, mas usando modelos unidimensionais, que

são comuns para processos indexados no tempo.

Figura 3.2 – Exemplificação da criação do conjunto de indexação. Distância percorrida (em verde) a
partir do ponto inicial até a localização do evento.

Extrema Extrema

Betim

Betim

Fonte: Do autor (2021).

Para uma primeira análise, foram utilizadas as informações presentes na primeira base

de dados, acidentes por ocorrência. Nessa análise, o objetivo foi ajustar uma função de inten-

sidade para os dados considerando apenas a informação dos pontos, desconsiderando qualquer

informação adicional. Ou seja, o primeiro ajuste foi feito considerando um processo pontual

não marcado, seguindo a proposta de Lloyd et al. (2015). Primeiramente, foi realizada uma

filtragem no conjunto de dados a fim de se obter apenas ocorrências com uma causa específica

de acidente. Considerou-se apenas os acidentes cuja a causa tenha sido devido à incompatibi-

lidade da velocidade permitida na rodovia, em condições meteorológicas de: “chuva”, “garoa /

chuvisco” e “nevoeiro / neblina”. A Figura 3.3 mostra parte das informações contidas na base

de dados dos registros de acidentes por ocorrência que foram consideradas na primeira aná-
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lise. A coluna “DistKM” mostra o valor das distâncias percorridas na rodovia até a ocorrência

do acidente, calculadas por meio das coordenadas georreferenciadas nas colunas “latitute” e

“longitude”.

Figura 3.3 – Base de dados de acidentes por ocorrência registrados no período de janeiro de 2017 a
setembro de 2021 em um trecho da rodovia federal BR-381, considerando apenas os regis-
tros cuja a causa tenha sido “Velocidade Incompatível” e em condições meteorológicas de
“chuva”, “garoa / chuvisco” e “nevoeiro / neblina”.

Fonte: Do autor (2021).

Já para uma segunda análise, uma nova base de dados foi criada incorporando as in-

formações presentes nas duas bases de dados disponibilizadas pela Polícia Rodoviária Federal,

acidentes por ocorrência e por pessoa. Para essa análise, o objetivo foi obter a estimativa de

intensidade para as ocorrências de acidentes, mas agora considerando uma informação adici-

onal inerente ao evento, categorizando o acidente pelo tipo de veículo envolvido. A análise

foi baseada na teoria de marcas de um processo pontual, levando à um ajuste de intensidade

para acidentes envolvendo cada tipo de veículo. O modelo utilizado nessa análise se baseia na

teoria desenvolvida nessa tese, apresentada no capítulo de Resultados Teóricos. Basicamente,

foram consideradas duas categorias de veículos: grande porte e pequeno porte. De acordo com

o Anexo 1 do Código de Trânsito Brasileiro, um veículo de grande porte é definido como um

veículo automotor que se destina ao transporte de carga (com peso bruto total máximo superior

à 10000 Kg) e de passageiros (superior a 20 passageiros). Desse modo, considerou-se como
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grande porte apenas veículos do tipo “Caminhão”, “Caminhão-trator” e “Ônibus”. Os demais

veículos foram classificados como pequeno porte. Considerando que um acidente pode envol-

ver um ou mais veículos, a atribuição da marca foi realizada da seguinte maneira. Se o acidente

envolveu apenas um veículo, então esse acidente foi considerado um evento da configuração

pontual e rotulado de acordo com uma das categorias da marca (pequeno ou grande porte). Por

outro lado, se o acidente envolveu dois ou mais veículos, três possíveis cenários foram consi-

derados: (1) todos os veículos envolvidos foram de pequeno porte e, desse modo, o acidente

passou a ser rotulado como um evento da configuração pontual para veículos de pequeno porte;

(2) de maneira análoga, se todos os veículos envolvidos no acidente foram classificados como

de grande porte, atribuiu-se um único evento para a configuração pontual com veículos dessa

categoria; (3) por fim, se o acidente envolveu veículos de pequeno e grande porte simultanea-

mente, então foram criados dois eventos, sendo um para cada categoria da marca. A Figura 3.4

apresenta um esquema com a classificação das categorias da marca.

Figura 3.4 – Exemplificação da atribuição do tipo de marca (veículo de pequeno/ grande porte) associado
ao evento (veículo(s) associado(s) à ocorrência do acidente).

  

ACIDENTE POR OCORRÊNCIA

APENAS UM
VEÍCULO

ENVOLVIDO

DOIS OU MAIS
VEÍCULOS

ENVOLVIDOS

TODOS SÃO
DE GRANDE

PORTE

PELO MENOS 1 DE
PEQUENO E 1 DE
GRANDE PORTE

TODOS SÃO
DE PEQUENO

PORTE

1 único evento 
para veículo de
Pequeno Porte

1 único evento 
para veículo de
Grande Porte

2 eventos: 1 
para Pequeno porte

e outro para
Grande porte

1 único evento 
para veículo de
Pequeno Porte

1 único evento 
para veículo de
Grande Porte

Fonte: Do autor (2021).

A Figura 3.5 mostra parte das informações contidas na base de dados criada a partir das

duas bases que são disponibilizadas pela Polícia Rodoviária Federal: acidentes por ocorrência

e acidentes por pessoa. Da mesma forma como foi realizado na primeira análise, foram con-

siderados apenas os registros feitos no período de janeiro de 2017 a setembro de 2021 em um
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trecho da rodovia federal BR-381, cuja a causa do acidente tenha sido por “Velocidade Incom-

patível” e as condições meteorológicas tenham sido de “chuva”, “garoa / chuvisco” e “nevoeiro

/ neblina”

Figura 3.5 – Base de dados de acidentes utilisada na segunda análise, criada a partir da junção das
duas bases disponibilizadas pela Polícia Rodoviária Federal, na qual o evento é rotulado
de acordo com o tipo de veículo envolvido: Pequeno porte ou Grande porte.

Fonte: Do autor (2021).

3.2 Recursos computacionais

Todo o processo de preparação dos dados, bem como a programação dos modelos e sua

respectiva estimação, foram feitos utilizando funções desenvolvidas pelo autor (vide Apêndice

C) na linguagem de programação R (R CORE TEAM, 2021).
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4 RESULTADOS TEÓRICOS

4.1 Modelo

Seja um processo estocástico pontual marcado {(s1, A(s1)), . . . : si ∈ T , A(si) ∈ M}

definido no produto cartesiano do conjunto indexador dos eventos com o espaço das marcas T ×

M. Assume-se que processo pontual está definido em um conjunto de indexação pertencente

aos reais unidimensionais ao passo que, o espaço das marcas é um conjunto finito composto por

K categorias. Logo, T ×M = R1 × {1, . . . ,K}. Uma configuração pontual é definida como

uma realização desse processo, que resulta em um conjunto finito de N eventos que se distribui

sob o domínio dos reais unidimensionais, sendo cada evento associado à uma das K categorias

de uma marca. Desse modo, denota-se

Sm = {(s1, A(s1)), . . . , (sN , A(sN))}

como sendo a realização de um processo pontual marcado.

De maneira análoga, pode-se denotar a configuração pontual marcada como um conjunto

composto por K padrões de pontos, Sm = {S(1),S(2), . . . ,S(K)}, cada um associado à uma

categoria da marca, sendo

S(k) = {(s1k , A(s1k) = k), . . . , (sNk , A(sNk) = k)}

a configuração pontual associada à k-ésima categoria da marca, composta por Nk eventos, para

todo k = 1, . . . ,K. Considerando todas as K categorias da marca, o número total de eventos

observados é dado por N =
∑K

k=1 Nk.

Baseado na estrutura de um processo de Cox, assume-se que a medida de intensidade do

processo pontual marcado é, também, uma componente estocástica, que pode ser representada

em função de outra componente estocástica Gaussiana latente, expressa por
λ1(s)

λ2(s)
...

λK(s)

 =


f 2

1 (s)

f 2
2 (s)
...

f 2
K(s)

 ,

e que pode ser resuminda como
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λ(s) = f2(s), (4.1)

sendo λ um vetor deK intensidades estocásticas, descrito em função de um processo Gaussiano

multivariado, f(.).

Para o modelo proposto, será considerado uma configuração pontual marcada, restrita

à uma marca composta por K = 2 categorias, resultando em processo pontual marcado bivari-

dado.

Seguindo a proposta de Lloyd et al. (2015), o modelo assume que o processo Gaus-

siano bivariado, f(.), depende de um conjunto de M pontos de indução, denotados por Z =

{z1, . . . , zM} e definidos no mesmo conjunto de indexação do processo pontual, zi ∈ T ⊂ R1

para i = 1, . . . ,M . A avaliação do processo nestes pontos resulta em uma distribuição Normal

multivariada, denotada por u = [u>1 ,u
>
2 ]>. Deste modo,u1

u2

 ∼ N
ū =

~1ū1

~1ū2

 , K(z,z) =

 K
(z,z)
11 K

(z,z)
12

K
(z,z)
21 K

(z,z)
22

 , (4.2)

em que ū é um vetor particionado de ordem 2M , sendo ūi a média associada ao i-ésimo vetor

de variáveis de indução e ~1 um vetor unitário de ordem M . K(z,z) é uma matriz particionada de

dimensão 2M×2M , sendo K
(z,z′)
ij a matriz de covariâncias cruzada entre o i-ésimo e o j-ésimo

vetor de variáveis de indução, ui e uj , de dimensão M ×M e avaliado nos pontos (z, z′) ∈ Z .

Seguindo a regra da distribuição condicional entre subvetores Gaussianos multivariados,

f | u seguirá um processo Gaussiano bivariado a priori, com um vetor particionado de funções

de médias

µ = K(s,z)K(z,z)−1
u (4.3)

e matriz particionada contendo funções matrizes de covariâncias

Σ = K(s,s′) −K(s,z)K(z,z)−1
K(z,s′), (4.4)

sendo

K(s,s′) =

 K
(s,s′)
11 K

(s,s′)
12

K
(s,s′)
21 K

(s,s′)
22

 e K(s,z) =

 K
(s,z)
11 K

(s,z)
12

K
(s,z)
21 K

(s,z)
22

 .
Os elementos de cada uma das submatrizes K

(s,s′)
ij , K

(z,z)
ij e K

(s,z)
ij são obtidos, respec-

tivamente, a partir das seguintes funções, dados por
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Kij(s, s
′) = ρij × γiγj × c(s, s′;α), (4.5)

Kij(z, z
′) = ρij × γiγj × c(z, z′;α), (4.6)

e

Kij(s, z) = ρij × γiγj × c(s, z;α), (4.7)

em que −1 ≤ ρij ≤ 1 quantifica a correlação cruzada entre o i-ésimo e o j-ésimo processo

Gaussiano, para i, j = 1, 2, sendo γi > 0 e γj > 0 seus respectivos desvios padrão; se i =

j, então ρii = 1 e γiγi = γ2
i , levando à expressão da função de covariância para o i-ésimo

processo Gaussiano. No entanto, se i 6= j, então ρii 6= 1 levando à expressão de uma função de

covariância cruzada entre o i-ésimo e o j-ésimo processo Gaussiano.

A função c(., .;α), presente nas expressões (4.5), (4.6) e (4.7), quantifica a correlação

existente entre dois pontos que pertencem ao conjunto de indexação do processo Gaussiano e

é obtida através da função de correlação (ou kernel) exponencial quadrático, apresentado na

Tabela 2.1 e que é dado por

c(s, s′;α) = exp

{
−(s− s′)2

2α

}
, (4.8)

sendo α > 0 um parâmetro de escala que caracteriza o alcance da dependência entre os pontos

do conjunto de indexação. Assume-se que, tanto o parâmetro α, na equação (4.8), quanto o

parâmetro de correlação cruzado, ρij , bem como os desvios padrão,γi e γj , são os mesmos para

calcular os elementos de K
(z,z)
ij , K

(s,z)
ij e de K

(s,z)
ij .

Na expressão (4.1), cada λi, para i = 1, . . . ,K, caracteriza a intensidade do processo

pontual associada à i-ésima categoria da marca. Em geral, espera-se que as marcas tenham

uma estrutura de dependência entre si e, consequentemente, entre suas respectivas intensidades.

Deste modo, o processo Gaussiano multivariado se torna uma componente importante, pois ele

consegue mensurar a estrutura de correlação cruzada entre os diferentes processos Gaussianos,

descrita por ρij , além da correlação presente no conjunto de indexação em cada um deles,

descrita por c(., .;α). Esta correlação cruzada é que irá determinar a relação existente entre as

categorias da marca de um processo pontual, por meio de sua intensidade.
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4.2 Estimação

Considerando uma marca composta de duas categorias, a função de verossimilhança

para o modelo apresentado anteriormente é dada por

p(Sm | λ = f2,Θ) =
2∏

k=1

p(S(k) | λk = f 2
k ,Θ)

=
2∏

k=1

[
exp

{
−
∫
T
λk(s) ds

}
×

Nk∏
i=1

λk(ski)

]

=
2∏

k=1

[
exp

{
−
∫
T
f 2
k (s) ds

}
×

Nk∏
i=1

f 2
k (ski)

]
,

(4.9)

em que Nk corresponde ao número total de eventos observados para a k-ésima categoria da

marca.

Com o modelo formulado, a distribuição a posteriori conjunta de f e u pode ser obtida

através do teorema de Bayes, dado por

p(f ,u | Sm,Θ) =
p(Sm | λ = f2,Θ)× p(f | u,Θ)× p(u | Θ)

p(Sm)
, (4.10)

em que p(f | u,Θ) é a priori condicional de f | u que segue um processo Gaussiano com média

e função de covariância dado pelas expressões em (4.3) e (4.4), respectivamente; p(u | Θ)

é a distribuição a priori do conjunto de variáveis indutoras, definida em (4.2); já p(Sm) é a

função de verossimilhança marginal, também chamada de função de evidência, que pode ser

obtida integrando o numerador da expressão em (4.10) em relação a f e u; por fim, Θ =

{ρ12, α, γ1, γ2, ū1, ū2} é o conjunto de todos os parâmetros do modelo.

Uma vez definida a estrutura do modelo e sua respectiva função de verossimilhança, um

método inferencial se faz necessário a fim de obter estimativas dos parâmetros, bem como a

realização de predições na função de intensidade. Para isso, será utilizado método Bayesiano

variacional, seguindo o mesmo caminho do que foi proposto por Lloyd et al. (2015), uma vez

que este método apresentou bom desempenho no processo inferencial.

Partindo da premissa de que a densidade a posteriori do modelo é desconhecida e não

pode ser obtida de forma fechada, uma distribuição variacional, denotada por q(f ,u) é consi-

derada como forma de representar, de maneira aproximada, a verdadeira posteriori. Para isto,

é necessário que haja um certo grau de similaridade entre p(f ,u | Sm,Θ) e q(f ,u) para que,

de fato, a distribuição variacional q(.) possa retratar adequadamente o padrão de aleatoriedade
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presente na distribuição a posteriori. Para isso, utiliza-se a medida de divergência de Kullback-

Leibler, ou simplesmente divergência KL, para avaliar o grau de similaridade entre as duas

distribuições em questão: a posteriori e a variacional. Seguindo a proposta de Lloyd et al.

(2015), assume-se que a distribuição variacional conjunta de f e de u pode ser fatorada como

q(f ,u) = q(f | u)q(u), sendo

q(u) = N

m =

m1

m2

 , S =

 S11 S12

S21 S22

 , (4.11)

em que S21 = S>12. Além disso, impõe-se que q(f | u) = p(f | u,Θ) para simplificar o processo

inferencial.

Por meio dessas simplificações, a distribuição variacional marginal de f pode ser obtida

por meio da integração da densidade variacional conjunta, na qual

q(f) =

∫
q(f ,u) ∂u

=

∫
p(f | u,Θ)q(u) ∂u,

(4.12)

sendo u = [u>1 ,u
>
2 ]>. Nesse caso, f(s) seguirá um processo estocástico Gaussiano bivariado,

com um vetor de funções de médias, µ̃, e uma matriz particionada, Σ̃, contendo as funções

de covariância para cada processo Gaussiano e a função de covariância cruzada entre eles, por

meio da seguinte relação:

µ̃ =

µ̃1(s)

µ̃2(s)

 = K(s,z)
(
K(z,z)

)−1
m

=

K
(s,z)
11 Am1 + K

(s,z)
12 Cm1 + K

(s,z)
11 Bm2 + K

(s,z)
12 Dm2

K
(s,z)
21 Am1 + K

(s,z)
22 Cm1 + K

(s,z)
21 Bm2 + K

(s,z)
22 Dm2

 ,
(4.13)

em que A, B, C e D são submatrizes obtidas através da inversão de K(z,z), seguindo a regra

de inversas de matrizes particionadas apresentada em Searle (1982). Isto é,

(
K(z,z)

)−1
=

( K
(z,z)
11 K

(z,z)
12

K
(z,z)
21 K

(z,z)
22

)−1

=

 A B

C D
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sendo A =
(
K

(z,z)
11

)−1
+
(
K

(z,z)
11

)−1
K

(z,z)
12

(
K

(z,z)
22 −K

(z,z)
21

(
K

(z,z)
11

)−1
K

(z,z)
12

)−1

K
(z,z)
21

(
K

(z,z)
11

)−1
,

B = −
(
K

(z,z)
11

)−1
K

(z,z)
12

(
K

(z,z)
22 −K

(z,z)
21

(
K

(z,z)
11

)−1
K

(z,z)
12

)−1

,C = −
(
K

(z,z)
22 −K

(z,z)
21

(
K

(z,z)
11

)−1

K
(z,z)
12

)−1

K
(z,z)
21

(
K

(z,z)
11

)−1 e D =
(
K

(z,z)
22 −K

(z,z)
21

(
K

(z,z)
11

)−1
K

(z,z)
12

)−1

. E Σ̃ é dado por

Σ̃ =

 Σ̃11(s, s′) Σ̃12(s, s′)

Σ̃21(s, s′) Σ̃22(s, s′)


= K(s,s′) −K(s,z)

(
K(z,z)

)−1
K(z,s′) + K(s,z)

(
K(z,z)

)−1
S
(
K(z,z)

)−1
K(z,s′),

(4.14)

sendo

• Σ̃11(s, s′) = K
(s,s′)
11 −

(
K

(s,z)
11 A + K

(s,z)
12 C

)
K

(z,s′)
11 −

(
K

(s,z)
11 B + K

(s,z)
12 D

)
K

(z,s′)
21 +

K
(s,z)
11

(
AS11+BS21

)
AK

(z,s′)
11 +K

(s,z)
12

(
CS11+DS21

)
AK

(z,s′)
11 +K

(s,z)
11

(
AS12+BS22

)
CK

(z,s′)
11 +

K
(s,z)
12

(
CS12+DS22

)
CK

(z,s′)
11 +K

(s,z)
11

(
AS11+BS21

)
BK

(z,s′)
21 +K

(s,z)
12

(
CS11+DS21

)
BK

(z,s′)
21 +

K
(s,z)
11

(
AS12 + BS22

)
DK

(z,s′)
21 + K

(s,z)
12

(
CS12 + DS22

)
DK

(z,s′)
21 ;

• Σ̃12(s, s′) = K
(s,s′)
12 −

(
K

(s,z)
11 A + K

(s,z)
12 C

)
K

(z,s′)
12 −

(
K

(s,z)
11 B + K

(s,z)
12 D

)
K

(z,s′)
22 +

K
(s,z)
11

(
AS11+BS21

)
AK

(z,s′)
12 +K

(s,z)
12

(
CS11+DS21

)
AK

(z,s′)
12 +K

(s,z)
11

(
AS12+BS22

)
CK

(z,s′)
12 +

K
(s,z)
12

(
CS12+DS22

)
CK

(z,s′)
12 +K

(s,z)
11

(
AS11+BS21

)
BK

(z,s′)
22 +K

(s,z)
12

(
CS11+DS21

)
BK

(z,s′)
22 +

K
(s,z)
11

(
AS12 + BS22

)
DK

(z,s′)
22 + K

(s,z)
12

(
CS12 + DS22

)
DK

(z,s′)
22 ;

• Σ̃21(s, s′) = K
(s,s′)
21 −

(
K

(s,z)
21 A + K

(s,z)
22 C

)
K

(z,s′)
11 −

(
K

(s,z)
21 B + K

(s,z)
22 D

)
K

(z,s′)
21 +

K
(s,z)
21

(
AS11+BS21

)
AK

(z,s′)
11 +K

(s,z)
22

(
CS11+DS21

)
AK

(z,s′)
11 +K

(s,z)
21

(
AS12+BS22

)
CK

(z,s′)
11 +

K
(s,z)
22

(
CS12+DS22

)
CK

(z,s′)
11 +K

(s,z)
21

(
AS11+BS21

)
BK

(z,s′)
21 +K

(s,z)
22

(
CS11+DS21

)
BK

(z,s′)
21 +

K
(s,z)
21

(
AS12 + BS22

)
DK

(z,s′)
21 + K

(s,z)
22

(
CS12 + DS22

)
DK

(z,s′)
21 ;

• Σ̃22(s, s′) = K
(s,s′)
22 −

(
K

(s,z)
21 A + K

(s,z)
22 C

)
K

(z,s′)
12 −

(
K

(s,z)
21 B + K

(s,z)
22 D

)
K

(z,s′)
22 +

K
(s,z)
21

(
AS11+BS21

)
AK

(z,s′)
12 +K

(s,z)
22

(
CS11+DS21

)
AK

(z,s′)
12 +K

(s,z)
21

(
AS12+BS22

)
CK

(z,s′)
12 +

K
(s,z)
22

(
CS12+DS22

)
CK

(z,s′)
12 +K

(s,z)
21

(
AS11+BS21

)
BK

(z,s′)
22 +K

(s,z)
22

(
CS11+DS21

)
BK

(z,s′)
22 +

K
(s,z)
21

(
AS12 + BS22

)
DK

(z,s′)
22 + K

(s,z)
22

(
CS12 + DS22

)
DK

(z,s′)
22 .

Com base na distribuição a posteriori, explicitada na equação (4.10), e seguindo as defi-

nições de inferência variacional apresentadas na subseção 2.3.2, a divergência KL entre q(f ,u)

e p(f ,u | Sm,Θ) é dada por
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KL
(
q(f ,u) ‖ p(f ,u | Sm,Θ)

)
=Eq

[
log

q(f ,u)

p(f ,u | Sm,Θ)

]
= Eq

[
log

q(f ,u) p(Sm | Θ)

p(Sm | f ,Θ) p(f | u,Θ) p(u | Θ)

]
= Eq[log q(f ,u)] + Eq[log p(Sm)]− Eq[log p(Sm | f ,Θ)]

− Eq[log p(f | u,Θ)]− Eq[log p(u,Θ)]

= Eq[log p(f | u,Θ)]− Eq[log p(f | u,Θ)] + Eq[log q(u)]

+ Eq[log p(Sm)]− Eq[log p(Sm | f ,Θ)]− Eq[log p(u,Θ)]

= Eq[log q(u)]− Eq[log p(u | Θ)]− Eq[log p(Sm | f ,Θ)]

+ Eq[log p(Sm)]

= Eq
[

log
q(u)

p(u | Θ)

]
− Eq[log p(Sm | f ,Θ)] + log p(Sm)

= KL
(
q(u) ‖ p(u | Θ)

)
− Eq[log p(Sm | f ,Θ)] + log p(Sm)

= − L+ log p(Sm),

(4.15)

em que L = Eq[log p(Sm | f ,Θ)] −KL
(
q(u) ‖ p(u | Θ)

)
é denominado de limite inferior da

log evidência.

Como descrito anteriormente, a divergência KL é uma medida maior ou igual a zero.

Deste modo, quanto mais parecido for o comportamento de q(f ,u) em relação a p(f ,u | Sm,Θ),

mais próximo a divergência KL estará de zero. Sendo assim, o método variacional tem por obje-

tivo reduzir a discrepância existente entre as duas distribuições, isto é, minimizar a divergência

KL. No entando, pode-se observar na equação (4.15) que o logarítmo da função de evidência,

log p(Sm), é uma quantidade constante e que está somente em função da configuração pontual

marcada observada e apenas L depende do conjunto de parâmetros Θ. Uma vez que L é inver-

samente proporcional à medida KL, minimizar a divergência de Kullback-Leibler,KL(q ‖ p), é

análogo a maximizar o limite inferior da log evidência, L, o que torna o processo de inferência

mais vantajoso, uma vez que o logaritmo da log evidência, difícil de ser obtido, não é levado

em consideração.

O limite inferior da log evidência é composto por dois termos. O primeiro termo des-

creve o logaritmo da função de verossimilhança do processo pontual, mostrado na equação

(4.9), ao passo que, o segundo termo descreve a divergência KL da distribuição variacional dos

pontos de indução, q(u), em relação a sua respectiva distribuição a priori, p(u | Θ).

Aplicando o logaritmo na função de verossimilhança dos dados em (4.9), tem-se que



69

Eq[log p(Sm | f ,Θ)] = −
2∑

k=1

{∫
T
Eq[f 2

k (s)] ds︸ ︷︷ ︸
Termo (∗)

}
+

2∑
k=1

Nk∑
i=1

Eq[log f 2
k (ski)]︸ ︷︷ ︸

Termo (∗∗)

, (4.16)

sendo Nk o número total de eventos para a k−ésima categoria da marca. Desenvolvendo o

Termo (∗), tem-se que:∫
T
Eq[f 2

k (s)] ds =

∫
T

{
V arq[fk(s)] + E2

q[fk(s)]

}
ds

=

∫
T
V arq[fk(s)] ds+

∫
T
E2
q[fk(s)] ds,

(4.17)

na qual a esperança ao quadrado e a variância de fk(s) em relação a q(f ,u) respectivamente,

para k = 1, é dado por

E2
q[f1(s)] = µ̃2

1(s) = µ̃>1 µ̃1 =

=

[
K

(s,z)
11 Am1 + K

(s,z)
12 Cm1 + K

(s,z)
11 Bm2 + K

(s,z)
12 Dm2

]>
×

×
[
K

(s,z)
11 Am1 + K

(s,z)
12 Cm1 + K

(s,z)
11 Bm2 + K

(s,z)
12 Dm2

]
=

= (Am1 + Bm2)>
[
(K

(s,z)
11 )>K

(s,z)
11 Am1 + (K

(s,z)
11 )>K

(s,z)
12 Cm1 +

+ (K
(s,z)
11 )>K

(s,z)
11 Bm2 + (K

(s,z)
11 )>K

(s,z)
12 Dm2

]
+

+ (Cm1 + Dm2)>
[
(K

(s,z)
12 )>K

(s,z)
11 Am1 + (K

(s,z)
12 )>K

(s,z)
12 Cm1 +

+ (K
(s,z)
12 )>K

(s,z)
11 Bm2 + (K

(s,z)
12 )>K

(s,z)
12 Dm2

]
,

e
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V arq[f1(s)] = σ̃2
1 = γ2

1 − Tr
(

AK
(z,s)
11 K

(s,z)
11

)
− Tr

(
CK

(z,s)
11 K

(s,z)
12

)
−

− Tr
(

BK
(z,s)
21 K

(s,z)
11

)
− Tr

(
DK

(z,s)
21 K

(s,z)
12

)
+

+ Tr

(
AS11AK

(z,s)
11 K

(s,z)
11

)
+ Tr

(
BS21AK

(z,s)
11 K

(s,z)
11

)
+

+ Tr

(
CS11AK

(z,s)
11 K

(s,z)
12

)
+ Tr

(
DS21AK

(z,s)
11 K

(s,z)
12

)
+

+ Tr

(
AS12CK

(z,s)
11 K

(s,z)
11

)
+ Tr

(
BS22CK

(z,s)
11 K

(s,z)
11

)
+

+ Tr

(
CS12CK

(z,s)
11 K

(s,z)
12

)
+ Tr

(
DS22CK

(z,s)
11 K

(s,z)
12

)
+

+ Tr

(
AS11BK

(z,s)
21 K

(s,z)
11

)
+ Tr

(
BS21BK

(z,s)
21 K

(s,z)
11

)
+

+ Tr

(
CS11BK

(z,s)
21 K

(s,z)
12

)
+ Tr

(
DS21BK

(z,s)
21 K

(s,z)
12

)
+

+ Tr

(
AS12DK

(z,s)
21 K

(s,z)
11

)
+ Tr

(
BS22DK

(z,s)
21 K

(s,z)
11

)
+

+ Tr

(
CS12DK

(z,s)
21 K

(s,z)
12

)
+ Tr

(
DS22DK

(z,s)
21 K

(s,z)
12

)
,

Portanto, integrando estas medidas de momentos em relação a s, obtém-se∫
T
Eq[f 2

1 (s)] ds = (Am1 + Bm2)>
[
Ψ11

11Am1 + Ψ11
12Cm1 + Ψ11

11Bm2 + Ψ11
12Dm2

]
+

+ (Cm1 + Dm2)>
[
Ψ21

11Am1 + Ψ21
12Cm1 + Ψ21

11Bm2 + Ψ21
12Dm2

]
e∫
T
V arq[f1(s)] ds = γ2

1 | T | −Tr
(

AΨ11
11

)
− Tr

(
CΨ11

12

)
− Tr

(
BΨ21

11

)
− Tr

(
DΨ21

12

)
+

+ Tr

(
AS11AΨ11

11

)
+ Tr

(
BS21AΨ11

11

)
+ Tr

(
CS11AΨ11

12

)
+

+ Tr

(
DS21AΨ11

12

)
+ Tr

(
AS12CΨ11

11

)
+ Tr

(
BS22CΨ11

11

)
+

+ Tr

(
CS12CΨ11

12

)
+ Tr

(
DS22CΨ11

12

)
+ Tr

(
AS11BΨ21

11

)
+

+ Tr

(
BS21BΨ21

11

)
+ Tr

(
CS11BΨ21

12

)
+ Tr

(
DS21BΨ21

12

)
+

+ Tr

(
AS12DΨ21

11

)
+ Tr

(
BS22DΨ21

11

)
+ Tr

(
CS12DΨ21

12

)
+

+ Tr

(
DS22DΨ21

12

)
,
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sendo o cálculo dos elementos da matriz Ψij
ji, para todo i, j = 1, 2, apresentados no Apêndice

C.1.

Já, para k = 2,

E2
q[f2(s)] =µ̃2

2(s) = µ̃>2 µ̃2 =

=

[
K

(s,z)
21 Am1 + K

(s,z)
22 Cm1 + K

(s,z)
21 Bm2 + K

(s,z)
22 Dm2

]>
×

×
[
K

(s,z)
21 Am1 + K

(s,z)
22 Cm1 + K

(s,z)
21 Bm2 + K

(s,z)
22 Dm2

]
=

=(Am1 + Bm2)>
[
(K

(s,z)
21 )>K

(s,z)
21 Am1 + (K

(s,z)
21 )>K

(s,z)
22 Cm1 +

+ (K
(s,z)
21 )>K

(s,z)
21 Bm2 + (K

(s,z)
21 )>K

(s,z)
22 Dm2

]
+

+ (Cm1 + Dm2)>
[
(K

(s,z)
22 )>K

(s,z)
21 Am1 + (K

(s,z)
22 )>K

(s,z)
22 Cm1 +

+ (K
(s,z)
22 )>K

(s,z)
21 Bm2 + (K

(s,z)
22 )>K

(s,z)
22 Dm2

]
e

V arq[f2(s)] = σ̃2
2 = γ2

2 − Tr
(

AK
(z,s)
12 K

(s,z)
21

)
− Tr

(
CK

(z,s)
12 K

(s,z)
22

)
−

− Tr
(

BK
(z,s)
22 K

(s,z)
21

)
− Tr

(
DK

(z,s)
22 K

(s,z)
22

)
+

+ Tr

(
AS11AK

(z,s)
12 K

(s,z)
21

)
+ Tr

(
BS21AK

(z,s)
12 K

(s,z)
21

)
+

+ Tr

(
CS11AK

(z,s)
12 K

(s,z)
22

)
+ Tr

(
DS21AK

(z,s)
12 K

(s,z)
22

)
+

+ Tr

(
AS12CK

(z,s)
12 K

(s,z)
21

)
+ Tr

(
BS22CK

(z,s)
12 K

(s,z)
21

)
+

+ Tr

(
CS12CK

(z,s)
12 K

(s,z)
22

)
+ Tr

(
DS22CK

(z,s)
12 K

(s,z)
22

)
+

+ Tr

(
AS11BK

(z,s)
22 K

(s,z)
21

)
+ Tr

(
BS21BK

(z,s)
22 K

(s,z)
21

)
+

+ Tr

(
CS11BK

(z,s)
22 K

(s,z)
22

)
+ Tr

(
DS21BK

(z,s)
22 K

(s,z)
22

)
+

+ Tr

(
AS12DK

(z,s)
22 K

(s,z)
21

)
+ Tr

(
BS22DK

(z,s)
22 K

(s,z)
21

)
+

+ Tr

(
CS12DK

(z,s)
22 K

(s,z)
22

)
+ Tr

(
DS22DK

(z,s)
22 K

(s,z)
22

)
,

e, portanto,
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∫
T
Eq[f 2

2 (s)] ds = (Am1 + Bm2)>
[
Ψ12

21Am1 + Ψ12
22Cm1 + Ψ12

21Bm2 + Ψ12
22Dm2

]
+

+ (Cm1 + Dm2)>
[
Ψ22

21Am1 + Ψ22
22Cm1 + Ψ22

21Bm2 + Ψ22
22Dm2

]
e∫
T
V arq[f2(s)] ds = γ2

2 | T | −Tr
(

AΨ12
21

)
− Tr

(
CΨ12

22

)
− Tr

(
BΨ22

21

)
− Tr

(
DΨ22

22

)
+

+ Tr

(
AS11AΨ12

21

)
+ Tr

(
BS21AΨ12

21

)
+ Tr

(
CS11AΨ12

22

)
+

+ Tr

(
DS21AΨ12

22

)
+ Tr

(
AS12CΨ12

21

)
+ Tr

(
BS22CΨ12

21

)
+

+ Tr

(
CS12CΨ12

22

)
+ Tr

(
DS22CΨ12

22

)
+ Tr

(
AS11BΨ22

21

)
+

+ Tr

(
BS21BΨ22

21

)
+ Tr

(
CS11BΨ22

22

)
+ Tr

(
DS21BΨ22

22

)
+

+ Tr

(
AS12DΨ22

21

)
+ Tr

(
BS22DΨ22

21

)
+ Tr

(
CS12DΨ22

22

)
+

+ Tr

(
DS22DΨ22

22

)
.

Desse modo, tem-se as expressões para o Termo (∗) considerando ambos os processos

Gaussianos, f1(s) e f2(s).

Já o Termo (∗∗) da equação (4.16) é desenvolvido de forma análoga à expressão (2.68).

Nesse caso, para k = 1, tem-se que

Eq[log f 2
1 (s1i)] =

∫ +∞

−∞
log f 2

1 (s1i) N
(
f1(s1i); µ̃1(s1i), σ̃

2
1(s1i)

)
df1(s1i)

= −G̃
(
−µ̃2

1(s1i)

2σ̃2
1(s1i)

)
+ log

(
σ̃2

1(s1i)

2

)
− C,

ao passo que, para k = 2,

Eq[log f 2
2 (s2i)] = −G̃

(
−µ̃2

2(s2i)

2σ̃2
2(s2i)

)
+ log

(
σ̃2

2(s2i)

2

)
− C.

em que C ≈ 0, 57721566 é a constante de Euler-Mascheroni e G̃(.) é uma função definida

a partir da derivada parcial de 1F1(a, b, z) em relação ao argumento “a”, como definido na

subseção 2.4.

Outro termo que compõe a expressão L é a divergência KL entre a densidade varia-

cional de u = [u>1 ,u
>
2 ]>, q(u), e sua respectiva priori, p(u | Θ). Sabendo que log q(u) =
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−1
2

[
2M log(2π)+log det(S)+(u−m)>S−1(u−m)

]
e que log p(u | Θ) = −1

2

[
2M log(2π)+

log det(K(z,z′)) + (u− ū)>K(z,z′)−1
(u− ū)

]
tem-se que

KL
(
q(u) ‖ p(u | Θ)

)
=Eq

[
log

q(u)

p(u | Θ)

]
=Eq[log q(u)]− Eq[log p(u | Θ)]

=Eq
{

1

2

[
− 2M log(2π) + 2M log(2π)− log det(S) + log det(K(z,z′))

− (u−m)>S−1(u−m) + (u− ū)>K(z,z′)−1
(u− ū)

]}
=

1

2

{
log

det(K(z,z′))

det(S)
− Eq

[
(u−m)>S−1(u−m)

+ (u− ū)>K(z,z′)−1
(u− ū)

]}
=

1

2

{
log

det(K(z,z′))

det(S)︸ ︷︷ ︸
Expressão 1

−Eq
[
(u−m)>S−1(u−m)

]︸ ︷︷ ︸
Expressão 2

+ Eq
[
(u− ū)>K(z,z′)−1

(u− ū)
]︸ ︷︷ ︸

Expressão 3

}

Para desenvolver a Expressão 1, foi utilizada a regra do determinante de matriz partici-

onada. Desse modo, tem-se que para a matriz K(z,z′) seu determinante é dado por

det
(
K(z,z′)

)
= det

(
K

(z,z′)
11

)
× det

(
K

(z,z′)
22 −K

(z,z′)
21 K

(z,z′)
11

−1
K

(z,z′)
12

)
e, de forma análoga,

det
(
S
)

= det
(
S11

)
× det

(
S22 − S21S

−1
11 S12

)
.

Logo, a Expressão 1 pode ser escrita por

log
det(K(z,z′))

det(S)
= log det

(
K

(z,z′)
11

)
+ log det

(
K

(z,z′)
22 −K

(z,z′)
21 K

(z,z′)
11

−1
K

(z,z′)
12

)
−

− log det
(
S11

)
− log det

(
S22 − S21S

−1
11 S12

)
Já para a Expressão 2, usando a propriedade E(x>Ax) = E[tr(x>Ax)] e assumindo que

a inversa da matriz particionada de covariâncias variacionais de u é S−1 =

( S11 S12

S21 S22

)−1

=
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 E F

G H

, em que E = S−1
11 + S−1

11 S12HS21S
−1
11 , F = −S−1

11 S12H, G = −HS21S
−1
11 e

H = (S22 − S21S
−1
11 S12)−1, tem-se que

Eq
[
(u−m)>S−1(u−m)

]
= Eq

[
(u1 −m1)>E(u1 −m1) + (u2 −m2)>G(u1 −m1)+

(u1 −m1)>F(u2 −m2) + (u2 −m2)>H(u2 −m2)
]

= tr
(
ES11 + GS12 + FS21 + HS22

)
= M + tr

(
− FS21 + GS12 + FS21 + HS22

)
= M + tr

(
GS12 + HS22

)
= M + tr

(
−HS21S

−1
11 S12 + HS22

)
= M + tr

[
H(S22 − S21S

−1
11 S12)

]
= M + tr

{
HH−1

}
= M + tr

{
I
}

= 2M

De maneira análoga ao desenvolvimento da Expressão 2, assumindo que a inversa da

matriz particionada de covariâncias a priori de u é K(z,z′)−1
=

 A B

C D

, tem-se que a Ex-

pressão 3 é dada por

Eq
[
(u− ū)>K(z,z′)−1

(u− ū)
]

= Eq
[
(u1 − ~1ū1)>A(u1 − ~1ū1) + (u2 − ~1ū2)>C(u1 − ~1ū1)+

(u1 − ~1ū1)>B(u2 − ~1ū2) + (u2 − ~1ū2)>D(u2 − ~1ū2)
]

= Eq
{
tr
[
(u1 − ~1ū1)>A(u1 − ~1ū1) + (u2 − ~1ū2)>C(u1 − ~1ū1)

+ (u1 − ~1ū1)>B(u2 − ~1ū2) + (u2 − ~1ū2)>D(u2 − ~1ū2)
]}

= tr(AS11) + tr(CS12) + tr(BS21) + tr(DS22) +

+ (m1 − ~1ū1)>A(m1 − ~1ū1) + (m2 − ~1ū2)>C(m1 − ~1ū1) +

+ (m1 − ~1ū1)>B(m2 − ~1ū2) + (m2 − ~1ū2)>D(m2 − ~1ū2)

= tr
(
AS11 + CS12 + BS21 + DS22

)
+

+ (m1 − ~1ū1)>A(m1 − ~1ū1) + (m2 − ~1ū2)>C(m1 − ~1ū1)+

+ (m1 − ~1ū1)>B(m2 − ~1ū2) + (m2 − ~1ū2)>D(m2 − ~1ū2)

Logo, a divergência KL entre q(u) e p(u | Θ) é dada por
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KL

(
q(u) ‖ p(u | Θ)

)
=

1

2

[
log det

(
K

(z,z′)
11

)
+ log det

(
K

(z,z′)
22 −K

(z,z′)
21 K

(z,z′)
11

−1
K

(z,z′)
12

)
−

− log det
(
S11

)
− log det

(
S22 − S21S

−1
11 S12

)
− 2M+

+ tr
(
AS11 + CS12 + BS21 + DS22

)
+

+ (m1 − ~1ū1)>A(m1 − ~1ū1) + (m2 − ~1ū2)>C(m1 − ~1ū1)+

+ (m1 − ~1ū1)>B(m2 − ~1ū2) + (m2 − ~1ū2)>D(m2 − ~1ū2)

]
(4.18)

Uma vez definidas as expressões dos termos que compõem L, o processo de inferência

pode ser realizado com base em um método de otimização. Como foi descrito anteriormente,

minimizar a divergência KL entre q(f ,u) e p(f ,u | Θ) é análogo a maximizar o limite infe-

rior da log evidência, L. Desse modo, a inferência variacional para o presente modelo tem

por finalidade obter os valores de seus hiperparâmetros que maximizam L. Na literatura, exis-

tem vários métodos de otimização que podem ser utilizados no processo de estimação, entre

eles o algoritmo BFGS (Apêndice A), que necessita do cálculo do gradiente de L. Para fazer

uso desse método, os gradientes de L foram calculados e estão apresentados no Apêndice C,

especificamente nas partes C.2, C.3, C.4, C.5 e C.6.

Dado que os hiperparâmetros do modelo foram otimizados, denotados por α∗, ρ∗12, γ
∗
1 , γ

∗
2 ,

ū∗1, ū
∗
2, m∗1, m∗2, S∗11, S∗12, S∗21 e S∗22, a distribuição a posteriori para o processo Gaussiano bi-

variado f(s) pode ser aproximada por meio de sua distribuição marginal variacional otimizada,

isto é, q∗(f) ≈ p(f | Sm,Θ). Seguindo a expressão em (4.12), tem-se que

q∗(f) = q∗(f1, f2) = PG

(
µ̃∗ =

µ̃∗1(s)

µ̃∗2(s)

 , Σ̃∗ =

 Σ̃∗11(s, s′) Σ̃∗12(s, s′)

Σ̃∗21(s, s′) Σ̃∗22(s, s′)

), (4.19)

sendo µ̃∗ o vetor de funções de médias e Σ̃
∗

uma matriz de funções de covariâncias cruzadas

definidas, respectivamente, pelas expressões (4.13) e (4.14), considerando os hiperparâmetros

otimizados.

Por meio da expressão (4.19), é possível obter a distribuição marginal variacional para

cada processo Gaussiano através da integração. Desse modo, tem-se que

q∗(f1) =

∫
q∗(f1, f2)df2 = PG

(
µ̃∗1(s), Σ̃∗11(s, s′)

)
(4.20)
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sendo µ̃∗1(s) e Σ̃∗11(s, s′) as funções de média e de covariância para o processo Gaussiano f1(s),

para qualquer s, s′ ∈ T ⊂ R1. De maneira análoga, a distribuição marginal variacional de f2(s)

será

q∗(f2) =

∫
q∗(f1, f2)df1 = PG

(
µ̃∗2(s), Σ̃∗22(s, s′)

)
(4.21)

em que µ̃∗2(s) e Σ̃∗22(s, s′) suas respectivas funções de média e de covariância, para qualquer

s, s′ ∈ T ⊂ R1.

Uma vez obtidas as distribuições marginais variacionais de f1(s) e f2(s), é possível

inferir sob as intensidades de cada categoria da marca do processo de Cox Gaussiano, definido

em (4.1). Sabendo que, para cada ponto de indexação s ∈ T , fi(s) pode ser vista como uma

variável aleatória univariada, seguindo uma distribuição variacional Normal com média µ̃∗i (s) e

variância Σ̃∗ii(s, s) = σ2∗
i (s), para i = 1, 2, então λi(s) =

[
f ∗i (s)

]2 pode ser inferida por meio

de uma distribuição Qui-quadrada não centralizada escalonada, com νi = 1 grau de liberdade

e com um parâmetro δi de não centralidade, que é obtido pela razão entre µ̃∗i (s) e σ̃2∗
i (s). Ou

seja,

λi(s) ∼ σ̃2∗
i (s)χ2

(
νi = 1, δi =

µ̃∗2i (s)

σ̃2∗
i (s)

)
, para s ∈ T e i = 1, 2, (4.22)

na qual a média variacional de λi(s) é dada por

E[λi(s)] = σ̃2∗
i (s) + µ̃∗2i (s) (4.23)

e sua variância variacional é dada por

V ar[λi(s)] = 2σ̃2∗
i (s) + 4µ̃∗2i (s). (4.24)

Para a obtenção de uma estimativa pontual de λi(s), para i = 1, 2, pode-se utilizar

algumas de suas medidas de tendência central, como a média, mediana ou a moda variacional,

seguindo o mesmo raciocínio de Lloyd et al. (2015). Já para a obtenção dos intervalos de

credibilidade de λi(s) à um nível de (1 − α)100% de probabilidade, a ideia também é similar.

Utiliza-se o método do HPD (sigla em inglês para highest posterior density) para obter aquele

intervalo de valores de λi(s) com maior densidade variacional.
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5 APLICAÇÃO EM DADOS DE ACIDENTES RODOVIÁRIOS

Os acidentes de trânsito figuram como uma das principais causas de morte no mundo,

estando na nona posição no ranking mundial entre as causas de óbito. De acordo com a Organi-

zação Mundial de Saúde, cerca de 1, 2 milhões de pessoas morrem anualmente em decorrência

de tal fatalidade e cerca de 3% do PIB mundial é destinado para esta finalidade. Além disso, os

acidentes de trânsito são considerados a principal causa de morte mundial entre os jovens de 15

à 29 anos de idade (WORLD HEALTH ORGANIZATION, 2015).

Diversos fatores podem agravar o risco de acidentes. A World Health Organization

(2015) destaca cinco fatores chave que aumentam tal risco, como a velocidade inadequada,

uso de bebida alcoólica, falha no uso de capacetes para motociclistas, falta do uso de cinto de

segurança e de restrições para crianças.

Segundo Mesquita Filho, Carvalho e Garcia (2017), o Brasil é considerado o país que

apresenta a maior taxa de mortalidade decorrente de acidentes com veículos automotores no

continente americano. De acordo com dados divulgados pelo Ministério da Saúde, a região

Sudeste se encontra na primeira posição dentre as regiões brasileiras que mais se destaca em

relação à frequência de mortes associadas a acidentes de trânsito. Para o ano de 2015, cerca de

34% dos óbitos por acidente de trânsito no Brasil ocorreram no Sudeste, sendo fortemente con-

tribuído pelos estados de São Paulo (47%) e Minas Gerais(30%) (MINISTÉRIO DA SAÚDE,

2018).

Uma das principais causas de acidentes está associada a imprudências cometidas por

condutores desses veículos. Este fato já foi discutido por Freitas (2013), que destaca a influência

do ser humano como um dos principais causadores para que um acidente, de fato, aconteça.

Dentre as várias causas que podem ser classificadas como imprudência, o excesso de velocidade

tem sido a causa de maior destaque, uma vez que o uso inadequado da velocidade nestas vias

aumentam diretamente o risco de acidente e, consequentemente, a chance de uma pessoa vir a

óbito (WORLD HEALTH ORGANIZATION, 2018).

De acordo com a base de dados apresentada pela Policia Rodoviária Federal, durante o

período de janeiro de 2017 à setembro de 2021, foram registrados 337584 acidentes em todas

as rodovias federais em todo o país. Extratificando essas ocorrências por cada estado brasileiro,

verificou-se que Minas Gerais, estado com a maior malha rodoviária do Brasil, foi o estado que

apresentou o maior número de acidentes registrados no período, com 13, 3% das ocorrências
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totais (N = 44983). Dentre todas as rodovias que passam por Minas Gerais, a rodovia BR-381

foi a rodovia que apresentou o maior número absoluto de acidentes, com 31, 1% das notificações

registradas no estado (N = 14008).

A rodovia Fernão Dias, parte da BR-381, é considerada uma das principais rodovias

federais do Brasil, uma vez que ela está situada na região de maior desenvolvimento industrial

e econômico do país, responsável por interligar dois dos mais importantes estados do país: São

Paulo e Minas Gerais. Por conter uma grande circulação de veículos, essa rodovia se torna

uma das mais expressivas em termos de ocorrências de acidentes. Entre os anos de 2015 e

2019, a BR-381 foi a terceira rodovia com o maior registro de acidentes em relação as demais

(POLÍCIA RODOVIÁRIA FEDERAL, 2021).

Diversos fatores podem potencializar a exposição ao risco em um acidente de trânsito.

Alguns estudos indicam que condições climáticas ruins (CALEFFI et al., 2016), geometria da

rodovia (ANDRIOLA; TORRES; GARCÍA, 2019), entre outros, exercem grande influência

para o aumento do risco de tais acontecimentos, sendo, a imprudência por parte do condutor do

veículo a mais expressiva (TEIXEIRA; CASTANHO; NETO, 2017).

Em concordância com Teixeira, Castanho e Neto (2017), observou-se que as principais

causas de acidentes na BR-381 dentro do estado de Minas Gerais decorre da imprudência do

condutor, sendo a incompatibilidade da velocidade permitida na rodovia a causa de acidente

mais frequente registrada, correspondendo à 28, 1% (N = 3933) de todos os acidentes regis-

trados nesse estado e rodovia. Considerando um cenário meteorológico adverso, observou-se

que cerca de 44, 4% dos acidentes em toda a BR-381 no estado de Minas Gerais (N = 1746)

ocorreram em situações de chuva, garoa, chuvisto ou granizo.

Do ponto de vista estatístico, os acidentes podem ser vistos como fenômenos aleatórios

de natureza pontual, ou seja, as ocorrências estão associadas, especificamente, a uma locali-

zação no espaço e em um instante de tempo, representando um “ponto” indexado no domínio

espaço-temporal. Desse modo, um estudo sob o comportamento dos acidentes ao longo de um

determinado trecho de uma rodovia pode ser realizado a partir de uma metodologia envolvento

processos pontuais, inclusive com base na teoria apresentada nessa tese.

Considerando exclusivamente a informação referenciada da distância percorrida na ro-

dovia BR-381 a partir do ponto inicial (0 Km no município de Extrema) até a localização exata

de ocorrência do acidente, um conjunto de N = 1357 “pontos indexadores” unidimensionais

foi obtido, formando assim uma configuração pontual. A Figura 5.1 mostra o histograma com a
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frequência absoluta dos acidentes durante o período de janeiro de 2017 à setembro de 2021, ao

longo do trecho da rodovia em estudo (Extrema à Betim), totalizando um percurso de 448, 6025

quilômetros percorridos. O histograma foi obtido considerando a frequencia absoluta dos aci-

dentes a cada 1 Km de distância percorrida.

Figura 5.1 – Histograma com a frequência absoluta do número de ocorrências de acidentes por quilôme-
tro em um trecho da rodovia Fernão Dias (BR-381) entre os municípios de Extrema e Betim.
Os traços em vermelho, |, representam as posições exatas (distância em quilômetros) de cada
ocorrência.
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Com base no histograma, observou-se basicamente dois trechos da rodovia que apresen-

taram uma frequência alta de acidentes. São eles: entre os municípios de Extrema e Estiva e

entre os municípios de Itatiaiuçu e Igarapé. Outros trechos, como entre Carmo da Cachoeira e

Oliveira, apresentaram um leve aumento das ocorrências, mas não tão elevado quanto os dois

trechos citados anteriormente.

Uma vez que o conjunto de dados de ocorrências de acidentes pode ser estudado a partir

da teoria de processos pontuais, foi aplicado o modelo proposto por Lloyd et al. (2015), descrito

anteriormente na subseção 2.4. Utilizando o algoritmo BFGS (Broyden-Fletcher-Goldfarb-

Shanno) para a otimização no processo inferencial do modelo, utilizou-se α = 200, γ = 0, 01 e

ū = 1 como valores iniciais para os hiperparâmetros eM = 15 pontos de indução. Com relação

ao vetor de médias variacionais associado à distribuição Gaussiana nos pontos de indução, m,

foi utilizado um vetor unitário de ordem M . Já os valores iniciais da matriz de variâncias de

covariâncias variacional de dimensão M × M , S, foram obtidos utilizando o modelo de co-
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variância exponencial quadrático, expressão (2.49), considerando os valores iniciais de α e γ

descritos anteriormente. A função de intensidade estimada para a configuração pontual de aci-

dentes, bem como seu respectivo intervalo com 95% de credibilidade são mostrados na Figura

5.2.

Figura 5.2 – Gráfico da estimativa da função de intensidade dos registros de acidentes ao longo do trecho
da BR-381 (entre Extrema e Betim), durante janeiro de 2017 à setembro de 2021, conside-
rando apenas os acidentes cuja a causa principal tenha sido por “velocidade incompatível”
e tenham ocorrido em situações de chuva, chuvisco, garoa ou granizo. A faixa na cor cinza
em torno da estimativa de intensidade mostra o intervalo de credibilidade com 95% de pro-
babilidade.
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Com base no gráfico na Figura 5.2, observou-se que a função de intensidade estimada

apresentou uma característica não homogênea em seu comportamento, na qual em alguns tre-

chos a taxa de ocorrência se mostrou mais elevada do que em outros. Verificou-se que nos

primeiros 33 quilômetros de distância aproximadamente, entre os municípios de Extrema e de

Camanducaia, houve um aumento substancial na intensidade de acidentes na rodovia. Após

atingir seu nível máximo no município de Camanducaia, a função de intensidade apresentou

um comportamento de queda. A partir do município de Pouso Alegre, a função de intensidade

apresentou um comportamente de estabilidade, com taxas de acidente relativamente baixas, que

perpetuou-se até o município de Campanha. Mais adiante, a intensidade de acidentes na ro-

dovia apresentou um novo aumento, porém menos expressivo em relação ao trecho inicial, a

partir do município de Três Corações e que perdurou até, aproximadamente, o município de

Oliveira. Nesse segundo trecho em destaque, é possível verificar que a função de intensidade
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das ocorrências atinge seu máximo dentro dos limites do município de Carmo da Cachoeira,

trecho bastante conhecido por conter muitas curvas sinuosas. Novamente, as taxas voltam a

crescer bruscamente a partir do município de Itaguara, atingindo seu ápice entre Rio Manso e

Brumadinho. De acordo com o modelo estimado, esse trecho foi considerado o de maior risco

em relação a todo o percurso da rodovia.

A Figura 5.3 mostra a projeção da mesma intensidade estimada, discutida anteriormente

e apresentada na Figura 5.2, no trecho da rodovia BR-381, entre os municípios de Extrema e de

Betim. Para isso foi criado um mapa de calor ao longo do trajeto em estudo, de tal modo que

áreas mais “quentes”, com cores mais avermelhadas, refletem intensidades mais altas.

Uma das principais causas de acidentes está associada a imprudências cometidas por

condutores desses veículos. Este fato já foi discutido por Freitas (2013), que destaca a influência

do ser humano como um dos principais causadores para que um acidente, de fato, aconteça.

Dentre as várias causas que podem ser classificadas como imprudência, o excesso de velocidade

tem sido a causa de maior destaque, uma vez que o uso inadequado da velocidade nestas vias

aumentam diretamente o risco de acidente e, consequentemente, a chance de uma pessoa vir a

óbito (WORLD HEALTH ORGANIZATION, 2018).

Outro fator importante que pôde ser notado neste estudo foi a influência das condições

meteorológicas nas ocorrências de acidentes. Para dias de chuva, o risco de acidentes tende a se

agravar, principalmente quando a causa se deve ao excesso de velocidade permitido na rodovia.

Especificamente para o conjunto de dados analisados neste estudo, percebeu-se o impacto que

as condições meteorológicas desfavoráveis tem nos acidentes por incompatibilidade de veloci-

dade, uma vez que 45% do total dos acidentes registrados nesse trecho ocorreram em situações

adversas (chuva, chuvisco, granizo ou garoa). Em geral, veículos de grande porte passam longas

horas nessas estradas, o que aumenta a probabilidade de apresentarem problemas mecânicos,

como vazamentos de combustível nas pistas. Associando esse problema, a presença de chuvas,

o cansaço dos motoristas e o excesso de velocidade nessas rodovias, também aumentam a pro-

babilidade de potencializar o risco dos acidentes. Outros fatores também podem ser cruciais

para o aumento da gravidade desses acidentes, como o consumo de bebidas alcoólicas e drogas,

como destaca Bringmann et al. (2014).

De acordo com os resultados obtidos, basicamente três trechos apresentaram intensida-

des elevadas em diferentes situações meteorológicas e fases do dia, sendo considerados poten-

ciais trechos de risco. São eles os percursos entre Extrema e Estiva, Três Corações e Oliveira e
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Figura 5.3 – Mapa de calor da projeção da função de intensidade estimada no trecho da rodovia federal
BR-381 (entre Extrema e Betim). Áreas mais quentes (mais avermelhadas) representam
áreas de maior intensidade.
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Itaguara e Betim. Estes trechos são considerados bastante perigosos, uma vez que elas apresen-

tam curvas bastante sinuosas, o que aliado ao excesso de velocidade, aumentam as chances de

que um acidente ocorra. Com base nas informações associadas aos dados em análise, observou-

se que grande parte dos registros de acidentes nestes trechos em decorrência da velocidade

excedida ocorreram em trajetos da via compostos por curvas. Para o primeiro trecho, ocorreram

302 acidentes em curvas, o que corresponde a 72, 4% das ocorrências totais registradas. Para o

segundo, observou-se 299 acidentes (67, 5%), ao passo que no terceiro trecho, foram notificadas

264 ocorrências (77, 6%). Diversos estudos relatam que a condição geométrica de uma rodo-

via pode estar associada aos acidentes que ocorrem nela (ANDRIOLA; TORRES; GARCÍA,

2019; CARMO; JUNIOR, 2019; OLIVEIRA; BORGES; GODINHO, 2018). Isto é, trechos

mais sinuosos tendem a aumentar a probabilidade de acidentes nas rodovias. Desse modo, os

resultados obtidos no presente estudo se mostra coerente com o que vem sendo discutido na

literatura.

Considera-se agora uma configuração pontual marcada, sendo essas marcas de natureza

qualitativa e composta por K = 2 categorias. Os eventos representam agora ocorrências de

acidentes por incompatibilidade de velocidade em um trecho da rodovia BR-381 associados

à um determinado tipo de veículo, em que o veículo classificado é como sendo de grande ou

de pequeno porte. O número de observações de ocorrências de acidentes envolvendo veículos

de pequeno porte foi de N1 = 1210 ao passo que, para veículos de grande porte, o total de

acidentes foi de N2 = 225. Vale ressaltar que a base de dados é a mesma utilizada no estudo

feito anteriormente, na qual desconsiderou o tipo de veículo envolvido no acidente. À princípio,

observa-se que o número de eventos considerando a marca “tipo de veículo” é maior do que o

número de registros de acidentes usado no estudo anterior. Isso se deve ao fato de que uma

determinada ocorrência pode envolver veículos de pequeno e de grande porte simultaneamente.

Nesse caso, a ocorrência é contabilizada duas vezes, sendo uma para cada tipo de categoria da

marca. A Figura 5.4 mostra o histograma da fequência de acidentes por quilômetro ao longo

do trecho da rodovia em estudo, considerando o tipo de veículo envolvido no acidente, sendo a

Figura 5.4 (A) o histograma para acidentes com veículos de pequeno porte e a Figura 5.4 (B) o

histograma considerando os veículos de grande porte.

Com base nos histogramas da Figura 5.4, observou-se que os acidentes envolvendo veí-

culos de pequeno porte é muito mais frequente do que os acidentes de veículos de grande porte.

Ao comparar os dois histogramas, percebeu-se que ambos apresentaram o mesmo padrão de
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Figura 5.4 – Histograma com a frequência absoluta do número de ocorrências de acidentes envolvendo
veículos de pequeno porte (A) e grande porte (B) por quilômetro em um trecho da rodovia
Fernão Dias (BR-381) entre os municípios de Extrema e Betim. Os traços em vermelho, |,
representam as posições exatas (distância em quilômetros) de cada ocorrência.
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ocorrência, isto é, ambos tiveram mais ocorrências de acidentes praticamente nos mesmos tre-

chos da rodovia. Esse comportamento indica uma forte evidência de que ambas as configu-

rações pontuais podem estar correlacionadas positivamente. Ou seja, o aumento no número

de acidentes envolvento um tipo de veículo para um determinado trecho da rodovia pode estar

associado ao aumento de ocorrências envolvendo o outro tipo de veículo.

Com base nisso, foi ajustado à esses dados de acidentes o modelo desenvolvido anteri-

ormente considerando o porte do veículo envolvido no acidente como sendo a marca que rotula

o evento da configuração pontual. Para isso, considerou-se novamente o algoritmo BFGS como

otimizador necessário para realizar a inferência variacional do modelo. Além disso, considerou-

se M = 20 pontos de indução e, para os valores iniciais dos hiperparâmetros, utilizou-se

α = 350, ρ12 = 0, 75, γ1 = 0, 1, γ2 = 0, 015, ū1 = 1, 5 e ū2 = 0, 5. Para os hiperparâmetros

variacionais associados aos pontos de indução, considerou-se um vetor de médias constante

com os valores de 1, 5 e 0, 5 para m1 e m2, respectivamente. Já os valores iniciais das matrizes

de covariâncias variacionais cruzadas, Sij para i, j = 1, 2, foram obtidos utilizando a função

de covariância exponencial quadrática com os mesmos valores iniciais dos hiperparâmetros do

modelo, α, ρ12, γ1 e γ2.

Baseado nas Figuras 5.5(A) e 5.5(B), observou-se que, de fato, a função de intensidade

para os acidentes envolvendo veículos de pequeno porte no trecho em estudo foi superior à

intensidade de acidentes envolvendo veículos de grande porte. Foi possível verificar também

que o modelo conseguiu detectar os trechos em que houve uma maior taxa de acidentes e,

além disso, corroborou com os resultados obtidos por meio do ajuste do modelo de Lloyd et

al. (2015), detectando basicamente os mesmos trechos: entre os municípios de Extrema e Ca-

manducaia; Três Corações e Oliveira; e no trecho final do percurso da rodovia, entre Itaguara e

Betim. No entanto, verificou-se que o modelo apresentou pouca flexibilidade em modelar pos-

síveis oscilações no comportamento de queda das funções de intensidade, quando comparado

com o resultado usando modelo de Lloyd et al. (2015), na Figura 5.2. Uma possível causa que

poderia justificar tal comportamento se deve ao fato de que o modelo de covariância cruzado,

expressões (4.5), (4.6) e (4.7), compartilham de um mesmo parâmetro de escala, α, para des-

crever a correlação de ambos os processos Gaussianos. Desse modo, limitar o modelo à ter

um mesmo parâmetro α para ambos os processos poderia resultar em intensidades menos flexí-

veis. No entanto, um estudo mais aprofundado precisaria ser realizado para analisar a influência

dessa suposição feita ao modelo.
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Figura 5.5 – Estimativas das funções de intensidade dos registros de acidentes em trecho da BR-381,
entre os municípios de Extrema e Betim, durante janeiro de 2017 à setembro de 2021,
considerando os acidentes envolvendo veículos de pequno porte (A) e grande porte (B),
cuja a causa principal tenha sido por “velocidade incompatível” ocorridos em situações de
chuva, chuvisco, garoa ou granizo. A faixa na cor cinza em torno das estimativas descrevem
os intervalos de credibilidade com 95% de probabilidade.
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Outra característica que pôde ser verificada foi que ambas as funções de intensidade

apresentaram um padrão similar em detectar trechos da rodovia com altas intensidades. Isso

se deve ao fato dos processos Gaussianos terem apresentado uma estimativa para ρ12 de 0, 67,

aproximadamente. Esse resultado revelou uma correlação positiva entre os processos Gaussia-

nos e, consequentemente, entre as funções de intensidade para cada porte de veículo.No entanto,

não se pode afirmar se o aumento na intensidade de acidentes envolvendo um determinado tipo

de veículo influenciou no aumento da intensidade de acidentes para o outro tipo de veículo,

pois a correlação existente não reflete a relação de causa e efeito entre essas quantidades alea-

tórias. Além disso, outros fatores externos podem também estar influenciando nas intensidades

de acidentes das categorias das marcas, como por exemplo as características que são inerentes

à rodovia.

A Figura 5.6 apresenta a projeção das intensidades estimadas no trecho da rodovia BR-

381, entre os municípios de Extrema e de Betim, para cada porte de veículos envolvidos nos

acidentes. Da mesma forma como apresentado nos resultados usando o modelo de Lloyd et

al. (2015), um mapa de calor ao longo do trajeto em estudo foi novamente gerado, a fim de

evidenciar os trechos da rodovia com maior risco de acidentes.
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Figura 5.6 – Projeção das funções de intensidades estimadas para as ocorrências de acidentes no trecho
da rodovia federal BR-381, entre Extrema e Betim, considerando o porte do(s) veículo(s)
envolvido(s), sendo (A) a intensidade de acidentes para veículos de pequeno porte e (B)
para veículos de grande porte.
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6 LIMITAÇÕES DO MODELO E FUTUROS TRABALHOS

Com base na proposta de modelagem desenvolvida nessa tese e na aplicação feita aos

dados de acidentes na rodovia federal brasileira BR-381, é possível discutir alguns pontos em

relação à possíveis limitações que o modelo apresenta.

O primeiro ponto a ser discutido é a informação da indexação do processo estocástico.

Muitos fenômenos aleatórios que são tratados pela teoria de processos estocásticos, em geral,

são observados com base em algum momento no tempo e em alguma posição espacial. Em

alguns casos, estudos de tais fenômenos podem ser feitos separadamente de acordo com a in-

dexação, isto é, uma análise puramente espacial e outra puramente temporal. No entanto, em

algumas situações, ambas as informações de indexação do processo estocástico são importantes

e precisam ser levadas em consideração no estudo para que o comportamento aleatório pre-

sente no fenômeno possa ser compreendido de maneira clara e que sua estimativa expresse seu

real comportamento. O modelo de Lloyd et al. (2015), bem como sua extensão para marcas

categóricas desenvolvida nessa tese, levam em consideração apenas uma única informação de

indexação. Considerando a aplicação do modelo proposto nessa tese em dados de acidentes, é

possível verificar que esse estudo de fato necessita não apenas de uma informação de indexação

georeferenciada (ou, de maneira análoga, a transformação feita por meio de distâncias), mas

também da informação do momento exato em que o acidente ocorreu. Ambas as informações

se fazem necessárias no estudo de modelagem em acidentes uma vez que, a intensidade de aci-

dentes envolvendo veículos de uma determinada categoria da marca (pequeno ou grande porte)

tende a influenciar na intensidade de novos acidentes com veículos de outra categoria da marca,

para curtas distâncias de tempo e de espaço. Desse modo, para que o modelo consiga estimar

de forma adequada essa influência, a função correlação cruzada entre os processos Gaussianos

na expressões (4.5), (4.6) e (4.7) precisam levar em consideração tanto as defasagens temporais

quanto as defasagens referenciadas baseadas na distância. A falta da informação de tempo pode

levar à um viés nas estimativas dos hiperparâmetros do modelo, principalmente na estimativa

de correlação cruzada entre os processos Gaussianos, ρij , pois o modelo pode estar correlacio-

nando fortemente dois eventos que estejam próximos espacialmente, mas com uma defasagem

tempo muito grande.

Replicações de um processo estocástico, apesar de não serem frequentes, também po-

dem ocorrer. Assim como diversas amostras de uma variável aleatória podem ser obtidas, di-
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versas realizações de um processo aleatório também podem ser passíveis de serem observadas.

No entanto, isso raramente ocorre para alguns fenômenos aleatórios, uma vez que é esperado

que as diferentes amostras sejam independentes umas das outras. A configuração pontual que

descreve os acidentes em rodovias apresenta uma característica interessante que atende a esse

enfoque. As ocorrências de acidentes ao longo da rodovia em um determinado dia, à princí-

pio, não irá influenciar em novas ocorrências para o dia seguinte. A dependência estocástica

temporal presente entre os eventos de acidente existe para curtos períodos de tempo. Ou seja,

a ocorrência de um acidente na rodovia pode aumentar a probabilidade de novos acidentes nos

próximos segundos ou minutos, mas não terá impacto em possíveis acidentes que ocorrerão nos

dias subsequentes. Dessa forma, pode-se pensar que o conjunto de acidentes ocorridos para

cada dia representa uma replicação, ou seja, uma amostra do processo estocástico pontual que

gera esses eventos. No entanto, o modelo desenvolvido na presente tese não abrange esse tipo

informação.

Deve-se ressaltar que, para a presente tese, o modelo foi desenvolvido unicamente para

o ajuste de intensidades envolvendo configurações pontuais indexadas na reta real, R1. Po-

rém, é possível estender o modelo para processos pontuais com indexação em dimensões mais

elevadas, assim como foi apresentado por Lloyd et al. (2015).

No que se refere ao número de categorias de uma marca, o modelo desenvolvido se

restringe à modelagem de intensidade para configurações pontuais marcadas envolvendo apenas

K = 2 categorias, dado a complexidade dos cálculos envolvidos na sua inferência. No entanto,

muitos fenômenos aleatórios de natureza pontual podem não satisfazer essa condição, tornando

o modelo bastante restrito para a representação de fenômenos na prática.

Com base no que foi exposto anteriormente, estrutura e limitações que o modelo apre-

senta, é possível propor diversas extensões na estrutura de modelagem para trabalhos futuros.

Dentre essas possíveis propostas de extensão, destacam-se: a inclusão da informação “tempo”

como indexador adicional do processo, levando à um processo pontual com dupla indexação;

atribuição de uma estrutura de modelagem para processos com múltiplas observações, isto é,

um processo pontual replicado com marcas; uma estrutura de modelagem para processos pon-

tuais com marcas, indexados em qualquer dimensão Rd, para d ≥ 1; um estudo envolvendo

a modelagem da intensidade para outras funções de ligação diferentes da quadrática entre o

processo de intensidade e o processo Gaussiano, bem como um estudo com outras funções de

correlação para o processo Gaussiano, além da que foi utilizada nessa tese.
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7 CONCLUSÃO

O objetivo dessa tese foi propor um novo esquema de modelagem para configurações

pontuais marcadas na qual a indexação pudesse ser qualquer conjunto pertencente aos reais

unidimensionais, seja ele o tempo ou não. A proposta surgiu como uma extensão do modelo

Variational Bayes for point process, proposto por Lloyd et al. (2015), considerando uma marca

de natureza qualitativa nominal, composta por duas categorias.

Como contribuição, o modelo proposto considerou uma estrutura de processos Gaussia-

nos multivariados associados ao vetor de intensidades do processo de Cox, possibilitando assim

que as intensidades associadas a cada atributo da marca pudessem estar correlacionadas entre

si. Com base nos resultados obtidos, foi possível verificar que o modelo proposto conseguiu

estimar a intensidade de configurações pontuais marcadas, a partir de um estudo de aplicação

em um conjunto de dados reais sobre ocorrências de acidentes em rodovias federais brasileiras.

Além disso, a proposta dessa tese sugere que novos avanços metodológicos possam ser feitos,

a fim de que o modelo consiga descrever um número muito maior de fenômenos aleatórios de

natureza pontual.
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APÊNDICE A – Algoritmo Broyden–Fletcher–Goldfarb–Shanno (BFGS)

A otimização é um problema recorrente em estudos matemáticos e estatísticos, na qual

se tem por objetivo conhecer o valor das variáveis onde uma determinada função atinge seu valor

extremo, seja ele o máximo ou o mínimo. Isto é, a otimização se preocupa em minimizar ou

maximizar uma função com base nos valores de suas variáveis. Matematicamente, o problema

da otimização é dado por

min
Θ
L(Θ),

ou, de maneira análoga,

max
Θ
L(Θ),

sendo Θ = [θ1, . . . , θP ]> ∈ RP um vetor composto por P ≥ 1 variáveis reais e L : RP → R

uma função que associa um valor do vetor Θ a um valor real. Para o modelo de Lloyd et al.

(2015), bem como o modelo proposto nessa tese, a função L descreve o limite inferior da log-

evidência, presente na divergência de KL entre q(f ,u) e p(f ,u | S,Θ), ao passo que Θ é o

conjunto de hiperparâmetros do modelo.

De acordo com Chong e Zak (2001), a maximização e a minimização de uma função

podem ser vistas de maneira análoga, uma vez que maximizar a função L(Θ) é a mesma coisa

que minimizar a função −L(Θ). Uma vez que o problema de otimização tratado nessa tese

se resume em obter o valor máximo do limite inferior da log-evidência, os algoritmos aqui

apresentados terão por finalidade maximizar L(Θ).

Algoritmos de otimização se fazem necessários quando a função na qual se deseja ma-

ximizar for muito complexa ou o número de variáveis em Θ é muito grande, dificultando a

obtenção de uma solução analítica. De acordo com Nocedal e Wright (2006), existem várias

propostas de algoritmos de otimização na literatura, cada um com suas características e particu-

laridades. A escolha de um algoritmo adequado para a solução do problema é muito importante,

pois ele determinará a rapidez com que a otimização será alcançada.

Dentre os diversos algoritmos existentes, o método de Newton, também conhecido como

Newton-Raphson, é uma das abordagens mais conhecidas. Esse algoritmo tem por objetivo

obter uma aproximação quadrática para a função L(Θ) usando expansão em série de Taylor de
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ordem 2. Além disso, assume-se que essa função de aproximação, que será denotada por J (Θ),

é contínua e duas vezes diferenciável. Desse modo, define-se

J (Θ) = L(Θ(k)) + (Θ−Θ(k))> ∇L(Θ(k)) +
1

2
(Θ−Θ(k))> ∇2L(Θ(k)) (Θ−Θ(k)), (1)

em que ∇L(Θ(k)) =

[
∂L(Θ(k))
∂θ1

, . . . , ∂L(Θ(k))
∂θP

]>
é o vetor gradiente da função L(Θ) aplicado

no ponto Θ(k), composto pelas derivadas parciais de primeira ordem em relação ao conjunto

de variáveis Θ da função. Já ∇2L(Θ(k)) é definida como a matriz Hessiana composta pelas

derivadas parciais de segunda ordem da função L relação às variáveis, aplicado em Θ(k), sendo

∇2L(Θ(k)) =



∂2L(Θ(k))

∂θ2
1

∂2L(Θ(k))

∂θ1∂θ2

. . .
∂2L(Θ(k))

∂θ1∂θP
∂2L(Θ(k))

∂θ2∂θ1

∂2L(Θ(k))

∂θ2
2

. . .
∂2L(Θ(k))

∂θ2∂θP
...

... . . . ...
∂2L(Θ(k))

∂θP∂θ1

∂2L(Θ(k))

∂θP∂θ2

. . .
∂2L(Θ(k))

∂θ2
P


.

É possível verificar que a função de aproximação em (1) coincide exatamente com a

função de interesse L considerando Θ = Θ(k). Da mesma forma, ∇J (Θ(k)) = ∇L(Θ(k)) e

∇2J (Θ(k)) = ∇2L(Θ(k)). Sendo assim, otimizar a função J (Θ) é muito mais fácil do que

otimizar a função de interesse, L(Θ).

Uma forma de garantir que a função atinja seu ponto de máximo, é garantindo que seu

vetor gradiente seja um vetor nulo, isto é,∇J (Θ) = 0. Desse modo, derivando a função J (Θ)

em relação a Θ e igualando-o a 0, tem-se que

0 = ∇J (Θ)

= ∇L(Θ(k)) +∇2L(Θ(k))(Θ−Θ(k)).
(2)

Tomando Θ = Θ(k+1) e garantindo que ∇2L(Θ(k)) > 0, a função J atinge seu ponto

ótimo em

Θ(k+1) = Θ(k) − {∇2L(Θ(k))}−1 ∇L(Θ(k)), (3)

em que {∇2L(Θ(k))}−1 é a inversa da matriz Hessiana.

De acordo com Chong e Zak (2001), apesar do algoritmo de Newton apresentar boas

propriedades de convergência, o método pode apresentar falhas se a escolha do ponto inicial,
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Θ0, estiver longe do ponto de solução. Além disso, o método pode não maximixar a função,

fazendo com que L(Θ(k+1)) ≤ L(Θ(k)). Para contornar esse problema, uma modificação do

algoritmo é imposta a fim de garantir que a direção do gradiente de L seja mantida na direção

e subida, fazendo assim com que a função seja maximizada. Desse modo, a equação (3) é

reescrita como

Θ(k+1) = Θ(k) − ϑk{∇2L(Θ(k))}−1 ∇L(Θ(k)), (4)

em que

ϑk = arg max
ϑ>0

L(Θk − ϑ {∇2L(Θ(k))}−1 ∇L(Θ(k))) (5)

sendo ϑk o tamanho do passo de subida em direção ao ponto de máximo que, a cada iteração

do algoritmo, seu valor é atualizado a fim de buscar um tamanho ótimo de passo para que o

método de Newton garanta que o ponto de máximo da função seja obtido.

No entanto, o método de Newton, apesar de apresentar rápida taxa de convergência,

apresenta algumas desvantagens, sendo a principal delas a necessidade de se obter a matriz

Hessiana,∇2L(Θ(k)), e, consequentemente, a solução da equação (4), que pode ter um elevado

custo computacional para ser calculada (NOCEDAL; WRIGHT, 2006).

Como forma de contornar esse problema, uma nova classe de métodos de otimização

surgiu, denominada como métodos quasi-Newton, com a finalidade de obter a solução em (4)

sem a necessidade de calcular a inversa da matriz Hessiana. Como alternativa, os métodos quasi-

Newton se utilizam de uma aproximação de {∇2L(Θ(k))}−1 ao invés de utilizar sua verdadeira

inversa (CHONG; ZAK, 2001). O cálculo da aproximação dessa matriz requer apenas o uso da

avaliação dos gradientes e da própria função em cada iteração. E justamente por não haver mais

a necessidade de se obter derivadas de segunda ordem da função L é que os métodos quasi-

Newton se mostram mais eficientes do que os métodos de Newton (NOCEDAL; WRIGHT,

2006).

Considerando a abordagem dos métodos quasi-Newton, a expressão (4) pode ser rees-

crita como

Θ(k+1) = Θ(k) − ϑkHk ∇L(Θ(k)), (6)

sendo Hk uma matriz de dimensão P × P definida como uma aproximação da inversa da ver-

dadeira matriz Hessiana.
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Na literatura, muitas técnicas para aproximar a inversa da matriz Hessiana tem sido

propostas, gerando diferentes novos algoritmos de otimização. Segundo Nocedal e Wright

(2006), um dos mais populares algoritmos quasi-Newton foi proposto por Boyden, Fletcher,

Goldfarb e Shanno em 1970, o qual recebeu o nome de fórmula BFGS, cuja aproximação da

inversa da Hessiana é dada por:

Hk+1 = Hk +

(
1 +

∆L(k)> Hk ∆L(k)

∆L(k)> ∆Θ(k)

)
∆Θ(k) ∆Θ(k)>

∆Θ(k)> ∆L(k)
−

−
Hk ∆L(k) ∆Θ(k)> +

(
Hk ∆L(k) ∆Θ(k)>)>

∆L(k)> ∆Θ(k)
,

(7)

em que ∆L(k) = ∇L(Θ(k+1)) − ∇L(Θ(k)) e ∆Θ(k) = Θ(k+1) − Θ(k). É possível verificar

que a expressão (7) depende apenas da informação dos gradientes, isto é, das derivadas de

primeira ordem da função L(Θ) em relação a Θ. Desse modo, o método BFGS não necessita

da utilização da matriz Hessiana.

Portanto, o algoritmo BFGS é dado da seguinte forma:

Algoritmo 1: Algoritmo BFGS
Entrada: Valor inicial para Θ(0) e para H0; Tolerância de convergência ε > 0;

k ← 0;

while ‖ ∇L(Θ) ‖> ε do
1. Calcular:

dk = −Hk ∇L(Θ(k))

2. Atualizar o valor de Θ:

Θ(k+1) = Θ(k) + ϑkdk,

sendo ϑk calculado pela expressão (5).

3. Atualizar a matriz de aproximação H:

Hk+1 = Hk +

(
1 +

∆L(k)> Hk ∆L(k)

∆L(k)> ∆Θ(k)

)
∆Θ(k) ∆Θ(k)>

∆Θ(k)> ∆L(k)
−

−
Hk ∆L(k) ∆Θ(k)> +

(
Hk ∆L(k) ∆Θ(k)>)>

∆L(k)> ∆Θ(k)

4. k ← k + 1

end
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APÊNDICE B – Alguns resultados importantes para o modelo de Lloyd et al. (2015)

Neste Apêndice são apresentados o desenvolvimento de alguns resultados de cálculos

importantes e necessários para a compreensão da estrutura de modelagem e de inferência pro-

posto por Lloyd et al. (2015).

B.1 Obtenção da expressão das entradas da matriz Ψ

Os elementos da matriz Ψ podem ser obtidos a partir da integração do produto de

K(z, s) e K(s, z′) em relação a s. Nesse caso, tem-se que

Ψ(z, z′) =

∫
T
K(z, s)×K(s, z′) ds

=

∫
T
γ2 × exp

{
−(z − s)2

2α
− (s− z′)2

2α

}
ds

= γ2

∫
T

exp

{
−z2 + 2sz − s2 − s2 + 2sz′ − z′2

2α

}
ds

= γ2

∫
T

exp

{
−z2 − z′2 + 2s(z + z′)− 2s2

2α

}
ds

= γ2

∫
T

exp

{
−z2 − z′2 + 2zz′ − 2zz′ + 4sz̄ − 2s2 + 2z̄2 − 2z̄2

2α

}
ds

= γ2

∫
T

exp

{
−(z − z′)2 − 2zz′ + 2z̄2

2α
− 2(s− z̄)2

2α

}
ds

= γ2

∫
T

exp

{−(z − z′)2 − 2zz′ + 2
4
(z + z′)2

2α

2

2
− (s− z̄)2

α

}
ds

= γ2

∫
T

exp

{
−(z − z′)2

4α
− (s− z̄)2

α

}
ds

= γ2 exp

{
−(z − z′)2

4α

}∫
T

exp

{
− (s− z̄)2

α

}
ds

= γ2
√
πα exp

{
−(z − z′)2

4α

}∫ Tmax
Tmin

1√
πα

exp

{
− (s− z̄)2

α

}
ds

= γ2
√
πα exp

{
−(z − z′)2

4α

}[
Φ

(
Tmax − z̄√

α
2

)
− Φ

(
Tmin − z̄√

α
2

)]
= γ2
√
πα exp

{
−(z − z′)2

4α

}[
1

2
+

1

2
erf
(
Tmax − z̄√

2
√

α
2

)
− 1

2
− 1

2
erf
(
Tmin − z̄√

2
√

α
2

)]
= −γ2

√
πα

2
exp

{
−(z − z′)2

4α

}[
erf
(
z̄ − Tmax√

α

)
− erf

(
z̄ − Tmin√

α

)]
,

em que z̄ = z+z′

2
e Φ(x) = 1

2
+ 1

2
erf
(
x√
2

)
, sendo erf(.) denominado como a função erro de

Gauss.
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B.2 Derivadas parciais de L em relação aos parâmetros

O Limite inferior do logaritmo da evidência, L, é dado pela expressão abaixo.

L = −
∫
T
Eq(f)[fs]

2ds︸ ︷︷ ︸
TERMO 1

−
∫
T
V arq(f)[fs]ds︸ ︷︷ ︸
TERMO 2

−
N∑
i=1

G̃

(
− µ̃2(si)

2σ̃2(si)

)
︸ ︷︷ ︸

TERMO 3

+
N∑
i=1

log(σ̃2(si))− log(2)− C︸ ︷︷ ︸
TERMO 4

− KL
(
q(u) ‖ p(u | Θ)

)︸ ︷︷ ︸
TERMO 5

Para fins didáticos, a expressão foi dividida em cinco termos. Para derivar o Termo 1,

em relação a cada um dos parâmetros do modelo, seja ele a priori ou variacional, foi aplicada a

regra do produto, resultando nas seguintes expressões:

∂Termo 1
∂α

=
−∂
[
m>K−1

zz ΨK−1
zz m

]
∂α

= − 2

[
∂K−1

zz

∂α
m

]>
Ψ
[
K−1
zz m

]
−
[
K−1
zz m

]>∂Ψ

∂α

[
K−1
zz m

]
∂Termo 1

∂γ
= − 2

[
∂K−1

zz

∂γ
m

]>
Ψ
[
K−1
zz m

]
−
[
K−1
zz m

]>∂Ψ

∂γ

[
K−1
zz m

]
∂Termo 1

∂ū
= 0

∂Termo 1
∂m

= −2K−1
zz ΨK−1

zz m

∂Termo 1
∂S

= 0

De forma análoga, para derivar o Termo 2, aplicou-se a regra de derivada para traços de

matriz. Como o traço envolve produtos de matrizes, foi utilizada a regra do produto para derivar

os termos em relação aos parâmetros, levando as seguintes expressões:

∂Termo 2
∂α

=
−∂
[
γ | T | −Tr(K−1

zz Ψ) + Tr(K−1
zz SK−1

zz Ψ)
]

∂α

= Tr

(
K−1
zz

∂Ψ

∂α
+ Ψ

∂K−1
zz

∂α

)
− Tr

(
S

[
2K−1

zz Ψ
∂K−1

zz

∂α
+ K−1

zz

∂Ψ

∂α
K−1
zz

])
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∂Termo 2
∂γ

= Tr

(
K−1
zz

∂Ψ

∂γ
+ Ψ

∂K−1
zz

∂γ

)
− Tr

(
S

[
2K−1

zz Ψ
∂K−1

zz

∂γ
+ K−1

zz

∂Ψ

∂γ
K−1
zz

])

∂Termo 2
∂ū

= 0

∂Termo 2
∂m

= 0

∂Termo 2
∂S

= −K−1
zz ΨK−1

zz

Já para derivar o Termo 3, foi aplicada a regra da cadeia e, posteriormente, a regra do

quociente, o que leva as seguintes expressões:

∂Termo 3
∂α

=
N∑
i=1

G̃′
(
− µ̃2(si)

2σ̃2(si)

) [
1

2

(
2µ̃(si)

∂µ̃(si)
∂α

σ̃2(si)
)

+
(
µ̃2(si)

∂σ̃2(si)
∂α

)(
σ̃2(si)

)2

]

∂Termo 3
∂γ

=
N∑
i=1

G̃′
(
− µ̃2(si)

2σ̃2(si)

) [
1

2

(
2µ̃(si)

∂µ̃(si)
∂γ

σ̃2(si)
)

+
(
µ̃2(si)

∂σ̃2(si)
∂γ

)(
σ̃2(si)

)2

]

∂Termo 3
∂ū

= 0

∂Termo 3
∂m

=
N∑
i=1

G̃′
(
− µ̃2(si)

2σ̃2(si)

)
µ̃(si)

σ̃2(si)

∂µ̃(si)

∂m

∂Termo 3
∂S

= −
N∑
i=1

G̃′
(
− µ̃2(si)

2σ̃2(si)

)
µ̃2(si)

2
(
σ̃2(si)

)2

∂σ̃2(si)

∂S
,

sendo as derivadas parciais de µ̃(si) e σ̃2(si) em relação aos parâmetros são apresentadas no

Apêndice B.3. Já para o Termo 4, as derivadas parciais são dadas por

∂Termo 4
∂α

=
N∑
i=1

1

σ̃2(si)

∂σ̃2(si)

∂α

∂Termo 4
∂γ

=
N∑
i=1

1

σ̃2(si)

∂σ̃2(si)

∂γ

∂Termo 4
∂ū

= 0
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∂Termo 4
∂m

= 0

∂Termo 4
∂S

=
N∑
i=1

1

σ̃2(si)

∂σ̃2(si)

∂S

Por fim, o Termo 5 é derivado como

∂Termo 5
∂α

=
∂
{
− 1

2

[
tr(K−1

zz S)− log det(Kzz)
det(S)

−M + (~1ū−m)>K−1
zz (~1ū−m)

]}
∂α

= − 1

2

[
tr

(
∂K−1

zz

∂α
S

)
− tr

(
K−1
zz

∂Kzz

∂α

)
+ (~1ū−m)>

∂K−1
zz

∂α
(~1ū−m)

]

∂Termo 5
∂γ

= − 1

2

[
tr

(
∂K−1

zz

∂γ
S

)
− tr

(
K−1
zz

∂Kzz

∂γ

)
+ (~1ū−m)>

∂K−1
zz

∂γ
(~1ū−m)

]
∂Termo 5

∂ū
= −~1>

(
K−1
zz
~1ū−K−1

zz m
)

∂Termo 5
∂m

= −K−1
zz m + K−1

zz
~1ū

∂Termo 5
∂S

= −1

2

(
K−1
zz − S−1

)

B.3 Derivadas parciais de µ̃(si) e σ̃2(si) em relação aos parâmetros

A seguir, são apresentadas as derivadas em relação aos parâmetros da média variacional,

µ̃(si), avaliado i-ésimo evento observado da configuração pontual, para i = 1, . . . , N . Deste

modo,

∂µ̃(si)

∂α
=
∂
[
KszK

−1
zz m

]
∂α

=
∂Ksz

∂α
K−1
zz m + Ksz

∂K−1
zz

∂α
m

∂µ̃(si)

∂γ
=
∂Ksz

∂γ
K−1
zz m + Ksz

∂K−1
zz

∂γ
m

∂µ̃(si)

∂ū
= 0
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∂µ̃(si)

∂m
= KszK

−1
zz

∂µ̃(si)

∂S
= 0

Do mesmo modo, as derivadas parciais da variância variacional do processo Gaussiano,

σ̃2(si), em cada evento observado si foram obtidas, de tal modo que

∂σ̃2(si)

∂α
=
∂
[
γ − Tr

(
K−1
zz KzsKsz

)
+ Tr

(
K−1
zz SK−1

zz KzsKsz

)]
∂α

= − 2 Tr

(
∂Ksz

∂α
K−1
zz Kzs

)
− Tr

(
Ksz

∂K−1
zz

∂α
Kzs

)
+ 2 Tr

(
∂Ksz

∂α
K−1
zz SK−1

zz Kzs

)
+

+ 2 Tr

(
Ksz

∂K−1
zz

∂α
SK−1

zz Kzs

)

∂σ̃2(si)

∂γ
= − 2 Tr

(
∂Ksz

∂γ
K−1
zz Kzs

)
− Tr

(
Ksz

∂K−1
zz

∂γ
Kzs

)
+ 2 Tr

(
∂Ksz

∂γ
K−1
zz SK−1

zz Kzs

)
+

+ 2 Tr

(
Ksz

∂K−1
zz

∂γ
SK−1

zz Kzs

)

∂σ̃2(si)

∂ū
= 0

∂σ̃2(si)

∂m
= 0

∂σ̃2(si)

∂S
= K−1

zz KszKzsK
−1
zz
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APÊNDICE C – Alguns resultados importantes para o modelo proposto

Neste segundo Apêndice serão apresentados alguns resultados relacionados a estrutura

do modelo proposto, bem como alguns cálculos que são usados no processo inferencial, apre-

sentado no capítulo de “Resultados”, que são importantes e necessários para a compreensão do

texto principal.

C.1 Cálculo dos elementos das matrizes Ψ

Nessa subseção, são apresentados os cálculos necessários para a obtenção dos elementos

de todas as matrizes Ψij
ij , para i, j = 1, 2.

Ψ11
11(z, z′) =

∫
T
K11(z, s)×K11(s, z′) ds

=
(
γ2

1

)2 ×
∫
T

exp

{
−(z − s)2

2α
− (s− z′)2

2α

}
ds

= γ4
1

∫
T

exp

{
−z2 + 2sz − s2 − s2 + 2sz′ − z′2

2α

}
ds

= γ4
1

∫
T

exp

{
−z2 − z′2 + 2s(z + z′)− 2s2

2α

}
ds

= γ4
1

∫
T

exp

{
−z2 − z′2 + 2zz′ − 2zz′ + 4sz̄ − 2s2 + 2z̄2 − 2z̄2

2α

}
ds

= γ4
1

∫
T

exp

{
−(z − z′)2 − 2zz′ + 2z̄2

2α
− 2(s− z̄)2

2α

}
ds

= γ4
1

∫
T

exp

{−(z − z′)2 − 2zz′ + 2
4
(z + z′)2

2α

2

2
− (s− z̄)2

α

}
ds

= γ4
1

∫
T

exp

{
−(z − z′)2

4α
− (s− z̄)2

α

}
ds

= γ4
1 exp

{
−(z − z′)2

4α

}∫
T

exp

{
− (s− z̄)2

α

}
ds

= γ4
1

√
πα exp

{
−(z − z′)2

4α

}∫ Tmax
Tmin

1√
πα

exp

{
− (s− z̄)2

α

}
ds

= γ4
1

√
πα exp

{
−(z − z′)2

4α

}[
Φ

(
Tmax − z̄√

α
2

)
− Φ

(
Tmin − z̄√

α
2

)]
= γ4

1

√
πα exp

{
−(z − z′)2

4α

}[
1

2
+

1

2
erf
(
Tmax − z̄√

2
√

α
2

)
− 1

2
− 1

2
erf
(
Tmin − z̄√

2
√

α
2

)]
= −γ4

1

√
πα

2
exp

{
−(z − z′)2

4α

}[
erf
(
z̄ − Tmax√

α

)
− erf

(
z̄ − Tmin√

α

)]
,
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em que z̄ = z+z′

2
e Φ(x) = 1

2
+ 1

2
erf
(
x√
2

)
, sendo erf(.) denominado como a função erro de

Gauss.

Ψ21
11(z, z′) = Ψ12

11(z, z′) = Ψ11
21(z, z′) = Ψ11

12(z, z′) =

=

∫
T
K21(z, s)×K11(s, z′) ds

= ρ12γ
3
1γ2 ×

∫
T

exp

{
−(z − s)2

2α
− (s− z′)2

2α

}
ds

= −ρ12γ
3
1γ2

√
πα

2
exp

{
−(z − z′)2

4α

}[
erf
(
z̄ − Tmax√

α

)
− erf

(
z̄ − Tmin√

α

)]
,

Ψ12
12(z, z′) = Ψ21

21(z, z′) = Ψ12
21(z, z′) = Ψ21

12(z, z′) =

=

∫
T
K12(z, s)×K12(s, z′) ds

= ρ2
12γ

2
1γ

2
2 ×

∫
T

exp

{
−(z − s)2

2α
− (s− z′)2

2α

}
ds

= −ρ2
12γ

2
1γ

2
2

√
πα

2
exp

{
−(z − z′)2

4α

}[
erf
(
z̄ − Tmax√

α

)
− erf

(
z̄ − Tmin√

α

)]
,

Ψ11
22(z, z′) = Ψ22

11(z, z′) =

∫
T
K11(z, s)×K22(s, z′) ds

= γ2
1γ

2
2 ×

∫
T

exp

{
−(z − s)2

2α
− (s− z′)2

2α

}
ds

= −γ2
1γ

2
2

√
πα

2
exp

{
−(z − z′)2

4α

}[
erf
(
z̄ − Tmax√

α

)
− erf

(
z̄ − Tmin√

α

)]
,

Ψ12
22(z, z′) = Ψ21

22(z, z′) = Ψ22
12(z, z′) = Ψ22

21(z, z′) =

=

∫
T
K12(z, s)×K22(s, z′) ds

= ρ12γ1γ
3
2 ×

∫
T

exp

{
−(z − s)2

2α
− (s− z′)2

2α

}
ds

= −ρ12γ1γ
3
2

√
πα

2
exp

{
−(z − z′)2

4α

}[
erf
(
z̄ − Tmax√

α

)
− erf

(
z̄ − Tmin√

α

)]
,

Ψ22
22(z, z′) =

∫
T
K22(z, s)×K22(s, z′) ds

= γ4
2 ×

∫
T

exp

{
−(z − s)2

2α
− (s− z′)2

2α

}
ds

= −γ4
2

√
πα

2
exp

{
−(z − z′)2

4α

}[
erf
(
z̄ − Tmax√

α

)
− erf

(
z̄ − Tmin√

α

)]
,
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C.2 Derivadas parciais de L em relação aos parâmetros

O Limite inferior do logaritmo da evidência, L, obtido pelo modelo proposto nessa tese,

é dado pela expressão abaixo. Assim como foi apresentado no Apêndice B, esse Apêndice

tem por objetivo expor os cálculos dos gradientes de L em relação aos hiperparâmetros do

modelo. Esses cálculos serão importantes para o processo de otimização, a fim de minimizar a

divergência KL entre a distribuição variacional e a posteriori. A expressão L foi dividida em 9

termos para que os gradientes pudessem ser melhor apresentados.

L = −
∫
T
Eq(f)[f1(s)]2ds︸ ︷︷ ︸

TERMO 1

−
∫
T
Eq(f)[f2(s)]2ds︸ ︷︷ ︸

TERMO 2

−
∫
T
V arq(f)[f1(s)]ds︸ ︷︷ ︸

TERMO 3

−
∫
T
V arq(f)[f2(s)]ds︸ ︷︷ ︸

TERMO 4

−
N1∑
i=1

G̃

(
− µ̃2

1(s1i)

2σ̃2
1(s1i)

)
︸ ︷︷ ︸

TERMO 5

−
N2∑
i=1

G̃

(
− µ̃2

2(s2i)

2σ̃2
2(s2i)

)
︸ ︷︷ ︸

TERMO 6

+

N1∑
i=1

log
(
σ̃2

1(s1i)
)
− log(2)− C︸ ︷︷ ︸

TERMO 7

+

N2∑
i=1

log
(
σ̃2

2(s2i)
)
− log(2)− C︸ ︷︷ ︸

TERMO 8

− KL
(
q(u) ‖ p(u | Θ)

)︸ ︷︷ ︸
TERMO 9

Aplicando a regra do produto para as derivadas parciais do Termo 1 em relação aos

hiperparâmtros do modelo, tem-se que

∂Termo 1
∂α

= −

{[
∂A

∂α
m1 +

∂B

∂α
m2

]>
[Ψ11

11Am1 + Ψ11
12Cm1 + Ψ11

11Bm2 + Ψ11
12Dm2]+

+ [Am1 + Bm2]>
[(

∂Ψ11
11

∂α
A + Ψ11

11

∂A

∂α

)
m1 +

(
∂Ψ11

12

∂α
C + Ψ11

12

∂C

∂α

)
m1+

+

(
∂Ψ11

11

∂α
B + Ψ11

11

∂B

∂α

)
m2 +

(
∂Ψ11

12

∂α
D + Ψ11

12

∂D

∂α

)
m2

]
+

+

[
∂C

∂α
m1 +

∂D

∂α
m2

]>
[Ψ21

11Am1 + Ψ21
12Cm1 + Ψ21

11Bm2 + Ψ21
12Dm2]+

+ [Cm1 + Dm2]>
[(

∂Ψ21
11

∂α
A + Ψ21

11

∂A

∂α

)
m1 +

(
∂Ψ21

12

∂α
C + Ψ21

12

∂C

∂α

)
m1+

+

(
∂Ψ21

11

∂α
B + Ψ21

11

∂B

∂α

)
m2 +

(
∂Ψ21

12

∂α
D + Ψ21

12

∂D

∂α

)
m2

]}
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∂Termo 1
∂ρ12

= −

{[
∂A

∂ρ12

m1 +
∂B

∂ρ12

m2

]>
[Ψ11

11Am1 + Ψ11
12Cm1 + Ψ11

11Bm2 + Ψ11
12Dm2]+

+ [Am1 + Bm2]>
[(

∂Ψ11
11

∂ρ12

A + Ψ11
11

∂A

∂ρ12

)
m1 +

(
∂Ψ11

12

∂ρ12

C + Ψ11
12

∂C

∂ρ12

)
m1+

+

(
∂Ψ11

11

∂ρ12

B + Ψ11
11

∂B

∂ρ12

)
m2 +

(
∂Ψ11

12

∂ρ12

D + Ψ11
12

∂D

∂ρ12

)
m2

]
+

+

[
∂C

∂ρ12

m1 +
∂D

∂ρ12

m2

]>
[Ψ21

11Am1 + Ψ21
12Cm1 + Ψ21

11Bm2 + Ψ21
12Dm2]+

+ [Cm1 + Dm2]>
[(

∂Ψ21
11

∂ρ12

A + Ψ21
11

∂A

∂ρ12

)
m1 +

(
∂Ψ21

12

∂ρ12

C + Ψ21
12

∂C

∂ρ12

)
m1+

+

(
∂Ψ21

11

∂ρ12

B + Ψ21
11

∂B

∂ρ12

)
m2 +

(
∂Ψ21

12

∂ρ12

D + Ψ21
12

∂D

∂ρ12

)
m2

]}

∂Termo 1
∂γ1

= −

{[
∂A

∂γ1

m1 +
∂B

∂γ1

m2

]>
[Ψ11

11Am1 + Ψ11
12Cm1 + Ψ11

11Bm2 + Ψ11
12Dm2]+

+ [Am1 + Bm2]>
[(

∂Ψ11
11

∂γ1

A + Ψ11
11

∂A

∂γ1

)
m1 +

(
∂Ψ11

12

∂γ1

C + Ψ11
12

∂C

∂γ1

)
m1+

+

(
∂Ψ11

11

∂γ1

B + Ψ11
11

∂B

∂γ1

)
m2 +

(
∂Ψ11

12

∂γ1

D + Ψ11
12

∂D

∂γ1

)
m2

]
+

+

[
∂C

∂γ1

m1 +
∂D

∂γ1

m2

]>
[Ψ21

11Am1 + Ψ21
12Cm1 + Ψ21

11Bm2 + Ψ21
12Dm2]+

+ [Cm1 + Dm2]>
[(

∂Ψ21
11

∂γ1

A + Ψ21
11

∂A

∂γ1

)
m1 +

(
∂Ψ21

12

∂γ1

C + Ψ21
12

∂C

∂γ1

)
m1+

+

(
∂Ψ21

11

∂γ1

B + Ψ21
11

∂B

∂γ1

)
m2 +

(
∂Ψ21

12

∂γ1

D + Ψ21
12

∂D

∂γ1

)
m2

]}

∂Termo 1
∂γ2

= −

{[
∂A

∂γ2

m1 +
∂B

∂γ2

m2

]>
[Ψ11

11Am1 + Ψ11
12Cm1 + Ψ11

11Bm2 + Ψ11
12Dm2]+

+ [Am1 + Bm2]>
[(

∂Ψ11
11

∂γ2

A + Ψ11
11

∂A

∂γ2

)
m1 +

(
∂Ψ11

12

∂γ2

C + Ψ11
12

∂C

∂γ2

)
m1+

+

(
∂Ψ11

11

∂γ2

B + Ψ11
11

∂B

∂γ2

)
m2 +

(
∂Ψ11

12

∂γ2

D + Ψ11
12

∂D

∂γ2

)
m2

]
+

+

[
∂C

∂γ2

m1 +
∂D

∂γ2

m2

]>
[Ψ21

11Am1 + Ψ21
12Cm1 + Ψ21

11Bm2 + Ψ21
12Dm2]+

+ [Cm1 + Dm2]>
[(

∂Ψ21
11

∂γ2

A + Ψ21
11

∂A

∂γ2

)
m1 +

(
∂Ψ21

12

∂γ2

C + Ψ21
12

∂C

∂γ2

)
m1+

+

(
∂Ψ21

11

∂γ2

B + Ψ21
11

∂B

∂γ2

)
m2 +

(
∂Ψ21

12

∂γ2

D + Ψ21
12

∂D

∂γ2

)
m2

]}
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∂Termo 1
∂m1

= −

{
A>[Ψ11

11Am1 + Ψ11
12Cm1 + Ψ11

11Bm2 + Ψ11
12Dm2]+

+ A>Ψ11
11(Am1 + Bm2) + C>Ψ11

12(Am1 + Bm2)+

+ C>[Ψ21
11Am1 + Ψ21

12Cm1 + Ψ21
11Bm2 + Ψ21

12Dm2]+

+ A>Ψ21
11(Cm1 + Dm2) + C>Ψ21

12(Cm1 + Dm2)

}

∂Termo 1
∂m2

= −

{
B>[Ψ11

11Am1 + Ψ11
12Cm1 + Ψ11

11Bm2 + Ψ11
12Dm2]+

+ B>Ψ11
11(Am1 + Bm2) + D>Ψ11

12(Am1 + Bm2)+

+ D>[Ψ21
11Am1 + Ψ21

12Cm1 + Ψ21
11Bm2 + Ψ21

12Dm2]+

+ B>Ψ21
11(Cm1 + Dm2) + D>Ψ21

12(Cm1 + Dm2)

}

As derivadas do Termo 1 em relação à ū1, ū2, S11, S12 e S22 foram nulas, uma vez que

a expressão não depende desses parâmetros. Já as derivadas parciais das matrizes A, B, C e

D estão apresentadas na subseção C.3 desse Apêndice. Já as derivadas parciais dos Ψ’s estão

descritas na subseção C.6. Seguindo o mesmo raciocínio, as expressões das derivadas parciais

do Termo 2 são dadas abaixo.

∂Termo 2
∂α

= −

{[
∂A

∂α
m1 +

∂B

∂α
m2

]>
[Ψ12

21Am1 + Ψ12
22Cm1 + Ψ12

21Bm2 + Ψ12
22Dm2]+

+ [Am1 + Bm2]>
[(

∂Ψ12
21

∂α
A + Ψ12

21

∂A

∂α

)
m1 +

(
∂Ψ12

22

∂α
C + Ψ12

22

∂C

∂α

)
m1+

+

(
∂Ψ12

21

∂α
B + Ψ12

21

∂B

∂α

)
m2 +

(
∂Ψ12

22

∂α
D + Ψ12

22

∂D

∂α

)
m2

]
+

+

[
∂C

∂α
m1 +

∂D

∂α
m2

]>
[Ψ22

21Am1 + Ψ22
22Cm1 + Ψ22

21Bm2 + Ψ22
22Dm2]+

+ [Cm1 + Dm2]>
[(

∂Ψ22
21

∂α
A + Ψ22

21

∂A

∂α

)
m1 +

(
∂Ψ22

22

∂α
C + Ψ22

22

∂C

∂α

)
m1+

+

(
∂Ψ22

21

∂α
B + Ψ22

21

∂B

∂α

)
m2 +

(
∂Ψ22

22

∂α
D + Ψ22

22

∂D

∂α

)
m2

]}
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∂Termo 2
∂ρ12

= −

{[
∂A

∂ρ12

m1 +
∂B

∂ρ12

m2

]>
[Ψ12

21Am1 + Ψ12
22Cm1 + Ψ12

21Bm2 + Ψ12
22Dm2]+

+ [Am1 + Bm2]>
[(

∂Ψ12
21

∂ρ12

A + Ψ12
21

∂A

∂ρ12

)
m1 +

(
∂Ψ12

22

∂ρ12

C + Ψ12
22

∂C

∂ρ12

)
m1+

+

(
∂Ψ12

21

∂ρ12

B + Ψ12
21

∂B

∂ρ12

)
m2 +

(
∂Ψ12

22

∂ρ12

D + Ψ12
22

∂D

∂ρ12

)
m2

]
+

+

[
∂C

∂ρ12

m1 +
∂D

∂ρ12

m2

]>
[Ψ22

21Am1 + Ψ22
22Cm1 + Ψ22

21Bm2 + Ψ22
22Dm2]+

+ [Cm1 + Dm2]>
[(

∂Ψ22
21

∂ρ12

A + Ψ22
21

∂A

∂ρ12

)
m1 +

(
∂Ψ22

22

∂ρ12

C + Ψ22
22

∂C

∂ρ12

)
m1+

+

(
∂Ψ22

21

∂ρ12

B + Ψ22
21

∂B

∂ρ12

)
m2 +

(
∂Ψ22

22

∂ρ12

D + Ψ22
22

∂D

∂ρ12

)
m2

]}

∂Termo 2
∂γ1

= −

{[
∂A

∂γ1

m1 +
∂B

∂γ1

m2

]>
[Ψ12

21Am1 + Ψ12
22Cm1 + Ψ12

21Bm2 + Ψ12
22Dm2]+

+ [Am1 + Bm2]>
[(

∂Ψ12
21

∂γ1

A + Ψ12
21

∂A

∂γ1

)
m1 +

(
∂Ψ12

22

∂γ1

C + Ψ12
22

∂C

∂γ1

)
m1+

+

(
∂Ψ12

21

∂γ1

B + Ψ12
21

∂B

∂γ1

)
m2 +

(
∂Ψ12

22

∂γ1

D + Ψ12
22

∂D

∂γ1

)
m2

]
+

+

[
∂C

∂γ1

m1 +
∂D

∂γ1

m2

]>
[Ψ22

21Am1 + Ψ22
22Cm1 + Ψ22

21Bm2 + Ψ22
22Dm2]+

+ [Cm1 + Dm2]>
[(

∂Ψ22
21

∂γ1

A + Ψ22
21

∂A

∂γ1

)
m1 +

(
∂Ψ22

22

∂γ1

C + Ψ22
22

∂C

∂γ1

)
m1+

+

(
∂Ψ22

21

∂γ1

B + Ψ22
21

∂B

∂γ1

)
m2 +

(
∂Ψ22

22

∂γ1

D + Ψ22
22

∂D

∂γ1

)
m2

]}

∂Termo 2
∂γ2

= −

{[
∂A

∂γ2

m1 +
∂B

∂γ2

m2

]>
[Ψ12

21Am1 + Ψ12
22Cm1 + Ψ12

21Bm2 + Ψ12
22Dm2]+

+ [Am1 + Bm2]>
[(

∂Ψ12
21

∂γ2

A + Ψ12
21

∂A

∂γ2

)
m1 +

(
∂Ψ12

22

∂γ2

C + Ψ12
22

∂C

∂γ2

)
m1+

+

(
∂Ψ12

21

∂γ2

B + Ψ12
21

∂B

∂γ2

)
m2 +

(
∂Ψ12

22

∂γ2

D + Ψ12
22

∂D

∂γ2

)
m2

]
+

+

[
∂C

∂γ2

m1 +
∂D

∂γ2

m2

]>
[Ψ22

21Am1 + Ψ22
22Cm1 + Ψ22

21Bm2 + Ψ22
22Dm2]+

+ [Cm1 + Dm2]>
[(

∂Ψ22
21

∂γ2

A + Ψ22
21

∂A

∂γ2

)
m1 +

(
∂Ψ22

22

∂γ2

C + Ψ22
22

∂C

∂γ2

)
m1+

+

(
∂Ψ22

21

∂γ2

B + Ψ22
21

∂B

∂γ2

)
m2 +

(
∂Ψ22

22

∂γ2

D + Ψ22
22

∂D

∂γ2

)
m2

]}
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∂Termo 2
∂m1

= −

{
A>[Ψ12

21Am1 + Ψ12
22Cm1 + Ψ12

21Bm2 + Ψ12
22Dm2]+

+ A>Ψ12
21(Am1 + Bm2) + C>Ψ22

21(Am1 + Bm2)+

+ C>[Ψ22
21Am1 + Ψ22

22Cm1 + Ψ22
21Bm2 + Ψ22

22Dm2]+

+ A>Ψ12
22(Cm1 + Dm2) + C>Ψ22

22(Cm1 + Dm2)

}

∂Termo 2
∂m2

= −

{
B>[Ψ12

21Am1 + Ψ12
22Cm1 + Ψ12

21Bm2 + Ψ12
22Dm2]+

+ B>Ψ12
21(Am1 + Bm2) + D>Ψ22

21(Am1 + Bm2)+

+ D>[Ψ22
21Am1 + Ψ22

22Cm1 + Ψ22
21Bm2 + Ψ22

22Dm2]+

+ B>Ψ12
22(Cm1 + Dm2) + D>Ψ22

22(Cm1 + Dm2)

}

Da mesma forma como no Termo 1, o Termo 2 de L não depende de ū1, ū2, S11, S12

e S22. Portanto, sua derivada em relação à esses parâmetros também serão nulas. Derivando o

Termo 3, tem-se
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∂Termo 3
∂α

= −

[
− Tr

(
∂A

∂α
Ψ11

11 + A
∂Ψ11

11

∂α

)
− Tr

(
∂C

∂α
Ψ11

12 + C
∂Ψ11

12

∂α

)
− Tr

(
∂B

∂α
Ψ21

11+

+ B
∂Ψ21

11

∂α

)
− Tr

(
∂D

∂α
Ψ21

12 + D
∂Ψ21

12

∂α

)
+ Tr

(
2
∂A

∂α
S11AΨ11

11 + AS11A
∂Ψ11

11

∂α

)
+

+ Tr

(
∂B

∂α
S>12AΨ11

11 + BS>12

∂A

∂α
Ψ11

11 + BS>12A
∂Ψ11

11

∂α

)
+ Tr

(
∂C

∂α
S11AΨ11

12+

+ CS11
∂A

∂α
Ψ11

12 + CS11A
∂Ψ11

12

∂α

)]
+ Tr

(
∂D

∂α
S>12AΨ11

12 + DS>12

∂A

∂α
Ψ11

12+

+ DS>12A
∂Ψ11

12

∂α

)
+ Tr

(
∂A

∂α
S12CΨ11

11 + AS12
∂C

∂α
Ψ11

11 + AS12C
∂Ψ11

11

∂α

)
+

+ Tr

(
∂B

∂α
S22CΨ11

11 + BS22
∂C

∂α
Ψ11

11 + BS22C
∂Ψ11

11

∂α

)
+ Tr

(
2
∂C

∂α
S12CΨ11

12+

+ CS12C
∂Ψ11

12

∂α

)
+ Tr

(
∂D

∂α
S22CΨ11

12 + DS22
∂C

∂α
Ψ11

12 + DS22C
∂Ψ11

12

∂α

)
+

+ Tr

(
∂A

∂α
S11BΨ21

11 + AS11
∂B

∂α
Ψ21

11 + AS11B
∂Ψ21

11

∂α

)
+ Tr

(
2
∂B

∂α
S>12BΨ21

11+

+ BS>12B
∂Ψ21

11

∂α

)
+ Tr

(
∂C

∂α
S11BΨ21

12 + CS11
∂B

∂α
Ψ21

12 + CS11B
∂Ψ21

12

∂α

)
+

+ Tr

(
∂D

∂α
S>12BΨ21

12 + DS>12

∂B

∂α
Ψ21

12 + DS>12B
∂Ψ21

12

∂α

)
+ Tr

(
∂A

∂α
S12DΨ21

11+

+ AS12
∂D

∂α
Ψ21

11 + AS12D
∂Ψ21

11

∂α

)
+ Tr

(
∂B

∂α
S22DΨ21

11 + BS22
∂D

∂α
Ψ21

11+

+ BS22D
∂Ψ21

11

∂α

)
+ Tr

(
∂C

∂α
S12DΨ21

12 + CS12
∂D

∂α
Ψ21

12 + CS12D
∂Ψ21

12

∂α

)
+

+ Tr

(
2
∂D

∂α
S22DΨ21

12 + DS22D
∂Ψ21

12

∂α

)]



114

∂Termo 3
∂ρ12

= −

[
− Tr

(
∂A

∂ρ12

Ψ11
11 + A

∂Ψ11
11

∂ρ12

)
− Tr

(
∂C

∂ρ12

Ψ11
12 + C

∂Ψ11
12

∂ρ12

)
− Tr

(
∂B

∂ρ12

Ψ21
11+

+ B
∂Ψ21

11

∂ρ12

)
− Tr

(
∂D

∂ρ12

Ψ21
12 + D

∂Ψ21
12

∂ρ12

)
+ Tr

(
2
∂A

∂ρ12

S11AΨ11
11 + AS11A

∂Ψ11
11

∂ρ12

)
+

+ Tr

(
∂B

∂ρ12

S>12AΨ11
11 + BS>12

∂A

∂ρ12

Ψ11
11 + BS>12A

∂Ψ11
11

∂ρ12

)
+ Tr

(
∂C

∂ρ12

S11AΨ11
12+

+ CS11
∂A

∂ρ12

Ψ11
12 + CS11A

∂Ψ11
12

∂ρ12

)]
+ Tr

(
∂D

∂ρ12

S>12AΨ11
12 + DS>12

∂A

∂ρ12

Ψ11
12+

+ DS>12A
∂Ψ11

12

∂ρ12

)
+ Tr

(
∂A

∂ρ12

S12CΨ11
11 + AS12

∂C

∂ρ12

Ψ11
11 + AS12C

∂Ψ11
11

∂ρ12

)
+

+ Tr

(
∂B

∂ρ12

S22CΨ11
11 + BS22

∂C

∂ρ12

Ψ11
11 + BS22C

∂Ψ11
11

∂ρ12

)
+ Tr

(
2
∂C

∂ρ12

S12CΨ11
12+

+ CS12C
∂Ψ11

12

∂ρ12

)
+ Tr

(
∂D

∂ρ12

S22CΨ11
12 + DS22

∂C

∂ρ12

Ψ11
12 + DS22C

∂Ψ11
12

∂ρ12

)
+

+ Tr

(
∂A

∂ρ12

S11BΨ21
11 + AS11

∂B

∂ρ12

Ψ21
11 + AS11B

∂Ψ21
11

∂ρ12

)
+ Tr

(
2
∂B

∂ρ12

S>12BΨ21
11+

+ BS>12B
∂Ψ21

11

∂ρ12

)
+ Tr

(
∂C

∂ρ12

S11BΨ21
12 + CS11

∂B

∂ρ12

Ψ21
12 + CS11B

∂Ψ21
12

∂ρ12

)
+

+ Tr

(
∂D

∂ρ12

S>12BΨ21
12 + DS>12

∂B

∂ρ12

Ψ21
12 + DS>12B

∂Ψ21
12

∂ρ12

)
+ Tr

(
∂A

∂ρ12

S12DΨ21
11+

+ AS12
∂D

∂ρ12

Ψ21
11 + AS12D

∂Ψ21
11

∂ρ12

)
+ Tr

(
∂B

∂ρ12

S22DΨ21
11 + BS22

∂D

∂ρ12

Ψ21
11+

+ BS22D
∂Ψ21

11

∂ρ12

)
+ Tr

(
∂C

∂ρ12

S12DΨ21
12 + CS12

∂D

∂ρ12

Ψ21
12 + CS12D

∂Ψ21
12

∂ρ12

)
+

+ Tr

(
2
∂D

∂ρ12

S22DΨ21
12 + DS22D

∂Ψ21
12

∂ρ12

)]
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∂Termo 3
∂γ1

= −

[
2γ1 | T | −Tr

(
∂A

∂γ1

Ψ11
11 + A

∂Ψ11
11

∂γ1

)
− Tr

(
∂C

∂γ1

Ψ11
12 + C

∂Ψ11
12

∂γ1

)
− Tr

(
∂B

∂γ1

Ψ21
11+

+ B
∂Ψ21

11

∂γ1

)
− Tr

(
∂D

∂γ1

Ψ21
12 + D

∂Ψ21
12

∂γ1

)
+ Tr

(
2
∂A

∂γ1

S11AΨ11
11 + AS11A

∂Ψ11
11

∂γ1

)
+

+ Tr

(
∂B

∂γ1

S>12AΨ11
11 + BS>12

∂A

∂γ1

Ψ11
11 + BS>12A

∂Ψ11
11

∂γ1

)
+ Tr

(
∂C

∂γ1

S11AΨ11
12+

+ CS11
∂A

∂γ1

Ψ11
12 + CS11A

∂Ψ11
12

∂γ1

)]
+ Tr

(
∂D

∂γ1

S>12AΨ11
12 + DS>12

∂A

∂γ1

Ψ11
12+

+ DS>12A
∂Ψ11

12

∂γ1

)
+ Tr

(
∂A

∂γ1

S12CΨ11
11 + AS12

∂C

∂γ1

Ψ11
11 + AS12C

∂Ψ11
11

∂γ1

)
+

+ Tr

(
∂B

∂γ1

S22CΨ11
11 + BS22

∂C

∂γ1

Ψ11
11 + BS22C

∂Ψ11
11

∂γ1

)
+ Tr

(
2
∂C

∂γ1

S12CΨ11
12+

+ CS12C
∂Ψ11

12

∂γ1

)
+ Tr

(
∂D

∂γ1

S22CΨ11
12 + DS22

∂C

∂γ1

Ψ11
12 + DS22C

∂Ψ11
12

∂γ1

)
+

+ Tr

(
∂A

∂γ1

S11BΨ21
11 + AS11

∂B

∂γ1

Ψ21
11 + AS11B

∂Ψ21
11

∂γ1

)
+ Tr

(
2
∂B

∂γ1

S>12BΨ21
11+

+ BS>12B
∂Ψ21

11

∂γ1

)
+ Tr

(
∂C

∂γ1

S11BΨ21
12 + CS11

∂B

∂γ1

Ψ21
12 + CS11B

∂Ψ21
12

∂γ1

)
+

+ Tr

(
∂D

∂γ1

S>12BΨ21
12 + DS>12

∂B

∂γ1

Ψ21
12 + DS>12B

∂Ψ21
12

∂γ1

)
+ Tr

(
∂A

∂γ1

S12DΨ21
11+

+ AS12
∂D

∂γ1

Ψ21
11 + AS12D

∂Ψ21
11

∂γ1

)
+ Tr

(
∂B

∂γ1

S22DΨ21
11 + BS22

∂D

∂γ1

Ψ21
11+

+ BS22D
∂Ψ21

11

∂γ1

)
+ Tr

(
∂C

∂γ1

S12DΨ21
12 + CS12

∂D

∂γ1

Ψ21
12 + CS12D

∂Ψ21
12

∂γ1

)
+

+ Tr

(
2
∂D

∂γ1

S22DΨ21
12 + DS22D

∂Ψ21
12

∂γ1

)]
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∂Termo 3
∂γ2

= −

[
− Tr

(
∂A

∂γ2

Ψ11
11 + A

∂Ψ11
11

∂γ2

)
− Tr

(
∂C

∂γ2

Ψ11
12 + C

∂Ψ11
12

∂γ2

)
− Tr

(
∂B

∂γ2

Ψ21
11+

+ B
∂Ψ21

11

∂γ2

)
− Tr

(
∂D

∂γ2

Ψ21
12 + D

∂Ψ21
12

∂γ2

)
+ Tr

(
2
∂A

∂γ2

S11AΨ11
11 + AS11A

∂Ψ11
11

∂γ2

)
+

+ Tr

(
∂B

∂γ2

S>12AΨ11
11 + BS>12

∂A

∂γ2

Ψ11
11 + BS>12A

∂Ψ11
11

∂γ2

)
+ Tr

(
∂C

∂γ2

S11AΨ11
12+

+ CS11
∂A

∂γ2

Ψ11
12 + CS11A

∂Ψ11
12

∂γ2

)]
+ Tr

(
∂D

∂γ2

S>12AΨ11
12 + DS>12

∂A

∂γ2

Ψ11
12+

+ DS>12A
∂Ψ11

12

∂γ2

)
+ Tr

(
∂A

∂γ2

S12CΨ11
11 + AS12

∂C

∂γ2

Ψ11
11 + AS12C

∂Ψ11
11

∂γ2

)
+

+ Tr

(
∂B

∂γ2

S22CΨ11
11 + BS22

∂C

∂γ2

Ψ11
11 + BS22C

∂Ψ11
11

∂γ2

)
+ Tr

(
2
∂C

∂γ2

S12CΨ11
12+

+ CS12C
∂Ψ11

12

∂γ2

)
+ Tr

(
∂D

∂γ2

S22CΨ11
12 + DS22

∂C

∂γ2

Ψ11
12 + DS22C

∂Ψ11
12

∂γ2

)
+

+ Tr

(
∂A

∂γ2

S11BΨ21
11 + AS11

∂B

∂γ2

Ψ21
11 + AS11B

∂Ψ21
11

∂γ2

)
+ Tr

(
2
∂B

∂γ2

S>12BΨ21
11+

+ BS>12B
∂Ψ21

11

∂γ2

)
+ Tr

(
∂C

∂γ2

S11BΨ21
12 + CS11

∂B

∂γ2

Ψ21
12 + CS11B

∂Ψ21
12

∂γ2

)
+

+ Tr

(
∂D

∂γ2

S>12BΨ21
12 + DS>12

∂B

∂γ2

Ψ21
12 + DS>12B

∂Ψ21
12

∂γ2

)
+ Tr

(
∂A

∂γ2

S12DΨ21
11+

+ AS12
∂D

∂γ2

Ψ21
11 + AS12D

∂Ψ21
11

∂γ2

)
+ Tr

(
∂B

∂γ2

S22DΨ21
11 + BS22

∂D

∂γ2

Ψ21
11+

+ BS22D
∂Ψ21

11

∂γ2

)
+ Tr

(
∂C

∂γ2

S12DΨ21
12 + CS12

∂D

∂γ2

Ψ21
12 + CS12D

∂Ψ21
12

∂γ2

)
+

+ Tr

(
2
∂D

∂γ2

S22DΨ21
12 + DS22D

∂Ψ21
12

∂γ2

)]
∂Termo 3
∂S11

= −
{(

AΨ11
11A

)>
+
(
AΨ11

12C
)>

+
(
BΨ21

11A
)>

+
(
BΨ21

12C
)>}

∂Termo 3
∂S12

= −
{(

CΨ11
11A

)>
+
(
CΨ11

12C
)>

+
(
DΨ21

11A
)>

+
(
DΨ21

12C
)>

+

+
(
AΨ11

11B
)

+
(
AΨ11

12D
)

+
(
BΨ21

11B
)

+
(
BΨ21

12D
)}

∂Termo 3
∂S22

= −
{(

CΨ11
11B
)>

+
(
CΨ11

12D
)>

+
(
DΨ21

11B
)>

+
(
DΨ21

12D
)>}

Derivando o Termo 4, tem-se as seguintes expressões:
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∂Termo 4
∂α

= −

[
− Tr

(
∂A

∂α
Ψ12

21 + A
∂Ψ12

21

∂α

)
− Tr

(
∂C

∂α
Ψ12

22 + C
∂Ψ12

22

∂α

)
− Tr

(
∂B

∂α
Ψ22

21+

+ B
∂Ψ22

21

∂α

)
− Tr

(
∂D

∂α
Ψ22

22 + D
∂Ψ22

22

∂α

)
+ Tr

(
2
∂A

∂α
S11AΨ12

21 + AS11A
∂Ψ12

21

∂α

)
+

+ Tr

(
∂B

∂α
S>12AΨ12

21 + BS>12

∂A

∂α
Ψ12

21 + BS>12A
∂Ψ12

21

∂α

)
+ Tr

(
∂C

∂α
S11AΨ12

22+

+ CS11
∂A

∂α
Ψ12

22 + CS11A
∂Ψ12

22

∂α

)
+ Tr

(
∂D

∂α
S>12AΨ12

22 + DS>12

∂A

∂α
Ψ12

22+

+ DS>12A
∂Ψ12

22

∂α

)
+ Tr

(
∂A

∂α
S12CΨ12

21 + AS12
∂C

∂α
Ψ12

21 + AS12C
∂Ψ12

21

∂α

)
+

+ Tr

(
∂B

∂α
S22CΨ12

21 + BS22
∂C

∂α
Ψ12

21 + BS22C
∂Ψ12

21

∂α

)
+ Tr

(
2
∂C

∂α
S12CΨ12

22+

+ CS12C
∂Ψ12

22

∂α

)
+ Tr

(
∂D

∂α
S22CΨ12

22 + DS22
∂C

∂α
Ψ12

22 + DS22C
∂Ψ12

22

∂α

)
+

+ Tr

(
∂A

∂α
S11BΨ22

21 + AS11
∂B

∂α
Ψ22

21 + AS11B
∂Ψ22

21

∂α

)
+ Tr

(
2
∂B

∂α
S>12BΨ22

21+

+ BS>12B
∂Ψ22

21

∂α

)
+ Tr

(
∂C

∂α
S11BΨ22

22 + CS11
∂B

∂α
Ψ22

22 + CS11B
∂Ψ22

22

∂α

)
+

+ Tr

(
∂D

∂α
S>12BΨ22

22 + DS>12

∂B

∂α
Ψ22

22 + DS>12B
∂Ψ22

22

∂α

)
+ Tr

(
∂A

∂α
S12DΨ22

21+

+ AS12
∂D

∂α
Ψ22

21 + AS12D
∂Ψ22

21

∂α

)
+ Tr

(
∂B

∂α
S22DΨ22

21 + BS22
∂D

∂α
Ψ22

21+

+ BS22D
∂Ψ22

21

∂α

)
+ Tr

(
∂C

∂α
S12DΨ22

22 + CS12
∂D

∂α
Ψ22

22 + CS12D
∂Ψ22

22

∂α

)
+

+ Tr

(
2
∂D

∂α
S22DΨ22

22 + DS22D
∂Ψ22

22

∂α

)]
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∂Termo 4
∂ρ12

= −

[
− Tr

(
∂A

∂ρ12

Ψ12
21 + A

∂Ψ12
21

∂ρ12

)
− Tr

(
∂C

∂ρ12

Ψ12
22 + C

∂Ψ12
22

∂ρ12

)
− Tr

(
∂B

∂ρ12

Ψ22
21+

+ B
∂Ψ22

21

∂ρ12

)
− Tr

(
∂D

∂ρ12

Ψ22
22 + D

∂Ψ22
22

∂ρ12

)
+ Tr

(
2
∂A

∂ρ12

S11AΨ12
21 + AS11A

∂Ψ12
21

∂ρ12

)
+

+ Tr

(
∂B

∂ρ12

S>12AΨ12
21 + BS>12

∂A

∂ρ12

Ψ12
21 + BS>12A

∂Ψ12
21

∂ρ12

)
+ Tr

(
∂C

∂ρ12

S11AΨ12
22+

+ CS11
∂A

∂ρ12

Ψ12
22 + CS11A

∂Ψ12
22

∂ρ12

)
+ Tr

(
∂D

∂ρ12

S>12AΨ12
22 + DS>12

∂A

∂ρ12

Ψ12
22+

+ DS>12A
∂Ψ12

22

∂ρ12

)
+ Tr

(
∂A

∂ρ12

S12CΨ12
21 + AS12

∂C

∂ρ12

Ψ12
21 + AS12C

∂Ψ12
21

∂ρ12

)
+

+ Tr

(
∂B

∂ρ12

S22CΨ12
21 + BS22

∂C

∂ρ12

Ψ12
21 + BS22C

∂Ψ12
21

∂ρ12

)
+ Tr

(
2
∂C

∂ρ12

S12CΨ12
22+

+ CS12C
∂Ψ12

22

∂ρ12

)
+ Tr

(
∂D

∂ρ12

S22CΨ12
22 + DS22

∂C

∂ρ12

Ψ12
22 + DS22C

∂Ψ12
22

∂ρ12

)
+

+ Tr

(
∂A

∂ρ12

S11BΨ22
21 + AS11

∂B

∂ρ12

Ψ22
21 + AS11B

∂Ψ22
21

∂ρ12

)
+ Tr

(
2
∂B

∂ρ12

S>12BΨ22
21+

+ BS>12B
∂Ψ22

21

∂ρ12

)
+ Tr

(
∂C

∂ρ12

S11BΨ22
22 + CS11

∂B

∂ρ12

Ψ22
22 + CS11B

∂Ψ22
22

∂ρ12

)
+

+ Tr

(
∂D

∂ρ12

S>12BΨ22
22 + DS>12

∂B

∂ρ12

Ψ22
22 + DS>12B

∂Ψ22
22

∂ρ12

)
+ Tr

(
∂A

∂ρ12

S12DΨ22
21+

+ AS12
∂D

∂ρ12

Ψ22
21 + AS12D

∂Ψ22
21

∂ρ12

)
+ Tr

(
∂B

∂ρ12

S22DΨ22
21 + BS22

∂D

∂ρ12

Ψ22
21+

+ BS22D
∂Ψ22

21

∂ρ12

)
+ Tr

(
∂C

∂ρ12

S12DΨ22
22 + CS12

∂D

∂ρ12

Ψ22
22 + CS12D

∂Ψ22
22

∂ρ12

)
+

+ Tr

(
2
∂D

∂ρ12

S22DΨ22
22 + DS22D

∂Ψ22
22

∂ρ12

)]
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∂Termo 4
∂γ1

= −

[
− Tr

(
∂A

∂γ1

Ψ12
21 + A

∂Ψ12
21

∂γ1

)
− Tr

(
∂C

∂γ1

Ψ12
22 + C

∂Ψ12
22

∂γ1

)
− Tr

(
∂B

∂γ1

Ψ22
21+

+ B
∂Ψ22

21

∂γ1

)
− Tr

(
∂D

∂γ1

Ψ22
22 + D

∂Ψ22
22

∂γ1

)
+ Tr

(
2
∂A

∂γ1

S11AΨ12
21 + AS11A

∂Ψ12
21

∂γ1

)
+

+ Tr

(
∂B

∂γ1

S>12AΨ12
21 + BS>12

∂A

∂γ1

Ψ12
21 + BS>12A

∂Ψ12
21

∂γ1

)
+ Tr

(
∂C

∂γ1

S11AΨ12
22+

+ CS11
∂A

∂γ1

Ψ12
22 + CS11A

∂Ψ12
22

∂γ1

)
+ Tr

(
∂D

∂γ1

S>12AΨ12
22 + DS>12

∂A

∂γ1

Ψ12
22+

+ DS>12A
∂Ψ12

22

∂γ1

)
+ Tr

(
∂A

∂γ1

S12CΨ12
21 + AS12

∂C

∂γ1

Ψ12
21 + AS12C

∂Ψ12
21

∂γ1

)
+

+ Tr

(
∂B

∂γ1

S22CΨ12
21 + BS22

∂C

∂γ1

Ψ12
21 + BS22C

∂Ψ12
21

∂γ1

)
+ Tr

(
2
∂C

∂γ1

S12CΨ12
22+

+ CS12C
∂Ψ12

22

∂γ1

)
+ Tr

(
∂D

∂γ1

S22CΨ12
22 + DS22

∂C

∂γ1

Ψ12
22 + DS22C

∂Ψ12
22

∂γ1

)
+

+ Tr

(
∂A

∂γ1

S11BΨ22
21 + AS11

∂B

∂γ1

Ψ22
21 + AS11B

∂Ψ22
21

∂γ1

)
+ Tr

(
2
∂B

∂γ1

S>12BΨ22
21+

+ BS>12B
∂Ψ22

21

∂γ1

)
+ Tr

(
∂C

∂γ1

S11BΨ22
22 + CS11

∂B

∂γ1

Ψ22
22 + CS11B

∂Ψ22
22

∂γ1

)
+

+ Tr

(
∂D

∂γ1

S>12BΨ22
22 + DS>12

∂B

∂γ1

Ψ22
22 + DS>12B

∂Ψ22
22

∂γ1

)
+ Tr

(
∂A

∂γ1

S12DΨ22
21+

+ AS12
∂D

∂γ1

Ψ22
21 + AS12D

∂Ψ22
21

∂γ1

)
+ Tr

(
∂B

∂γ1

S22DΨ22
21 + BS22

∂D

∂γ1

Ψ22
21+

+ BS22D
∂Ψ22

21

∂γ1

)
+ Tr

(
∂C

∂γ1

S12DΨ22
22 + CS12

∂D

∂γ1

Ψ22
22 + CS12D

∂Ψ22
22

∂γ1

)
+

+ Tr

(
2
∂D

∂γ1

S22DΨ22
22 + DS22D

∂Ψ22
22

∂γ1

)]
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∂Termo 4
∂γ2

= −

[
2γ2 | T | −Tr

(
∂A

∂γ2

Ψ12
21 + A

∂Ψ12
21

∂γ2

)
− Tr

(
∂C

∂γ2

Ψ12
22 + C

∂Ψ12
22

∂γ2

)
− Tr

(
∂B

∂γ2

Ψ22
21+

+ B
∂Ψ22

21

∂γ2

)
− Tr

(
∂D

∂γ2

Ψ22
22 + D

∂Ψ22
22

∂γ2

)
+ Tr

(
2
∂A

∂γ2

S11AΨ12
21 + AS11A

∂Ψ12
21

∂γ2

)
+

+ Tr

(
∂B

∂γ2

S>12AΨ12
21 + BS>12

∂A

∂γ2

Ψ12
21 + BS>12A

∂Ψ12
21

∂γ2

)
+ Tr

(
∂C

∂γ2

S11AΨ12
22+

+ CS11
∂A

∂γ2

Ψ12
22 + CS11A

∂Ψ12
22

∂γ2

)
+ Tr

(
∂D

∂γ2

S>12AΨ12
22 + DS>12

∂A

∂γ2

Ψ12
22+

+ DS>12A
∂Ψ12

22

∂γ2

)
+ Tr

(
∂A

∂γ2

S12CΨ12
21 + AS12

∂C

∂γ2

Ψ12
21 + AS12C

∂Ψ12
21

∂γ2

)
+

+ Tr

(
∂B

∂γ2

S22CΨ12
21 + BS22

∂C

∂γ2

Ψ12
21 + BS22C

∂Ψ12
21

∂γ2

)
+ Tr

(
2
∂C

∂γ2

S12CΨ12
22+

+ CS12C
∂Ψ12

22

∂γ2

)
+ Tr

(
∂D

∂γ2

S22CΨ12
22 + DS22

∂C

∂γ2

Ψ12
22 + DS22C

∂Ψ12
22

∂γ2

)
+

+ Tr

(
∂A

∂γ2

S11BΨ22
21 + AS11

∂B

∂γ2

Ψ22
21 + AS11B

∂Ψ22
21

∂γ2

)
+ Tr

(
2
∂B

∂γ2

S>12BΨ22
21+

+ BS>12B
∂Ψ22

21

∂γ2

)
+ Tr

(
∂C

∂γ2

S11BΨ22
22 + CS11

∂B

∂γ2

Ψ22
22 + CS11B

∂Ψ22
22

∂γ2

)
+

+ Tr

(
∂D

∂γ2

S>12BΨ22
22 + DS>12

∂B

∂γ2

Ψ22
22 + DS>12B

∂Ψ22
22

∂γ2

)
+ Tr

(
∂A

∂γ2

S12DΨ22
21+

+ AS12
∂D

∂γ2

Ψ22
21 + AS12D

∂Ψ22
21

∂γ2

)
+ Tr

(
∂B

∂γ2

S22DΨ22
21 + BS22

∂D

∂γ2

Ψ22
21+

+ BS22D
∂Ψ22

21

∂γ2

)
+ Tr

(
∂C

∂γ2

S12DΨ22
22 + CS12

∂D

∂γ2

Ψ22
22 + CS12D

∂Ψ22
22

∂γ2

)
+

+ Tr

(
2
∂D

∂γ2

S22DΨ22
22 + DS22D

∂Ψ22
22

∂γ2

)]
∂Termo 4
∂S11

= −
{(

AΨ12
21A

)>
+
(
AΨ12

22C
)>

+
(
BΨ22

21A
)>

+
(
BΨ22

22C
)>}

∂Termo 4
∂S12

= −
{(

CΨ12
21A

)>
+
(
CΨ12

22C
)>

+
(
DΨ22

21A
)>

+
(
DΨ22

22C
)>

+

+
(
AΨ12

21B
)

+
(
AΨ12

22D
)

+
(
BΨ22

21B
)

+
(
BΨ22

22D
)}

∂Termo 4
∂S22

= −
{(

CΨ12
21B
)>

+
(
CΨ12

22D
)>

+
(
DΨ22

21B
)>

+
(
DΨ22

22D
)>}

Os Termos 3 e 4 não dependem de ū1, ū2, m1 e m2 e, portanto, suas derivadas também

serão nulas. As derivadas paciais do o Termo 5, aplicando a regra da cadeia, são dadas por:
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∂Termo 5
∂α

=
R∑
j=1

N1∑
i=1

G̃′
(
− µ̃2

1(s1i)

2σ̃2
1(s1i)

) [
1

2

(
2µ̃1(s1i)

∂µ̃1(s1i)
∂α

σ̃2
1(s1i)

)
−
(
µ̃2

1(s1i)
∂σ̃2

1(s1i)

∂α

)(
σ̃2

1(s1i)
)2

]

∂Termo 5
∂ρ12

=

N1∑
i=1

G̃′
(
− µ̃2

1(s1i)

2σ̃2
1(s1i)

) [
1

2

(
2µ̃1(s1i)

∂µ̃1(s1i)
∂ρ12

σ̃2
1(s1i)

)
−
(
µ̃2

1(s1i)
∂σ̃2

1(s1i)

∂ρ12

)(
σ̃2

1(s1i)
)2

]

∂Termo 5
∂γ1

=

N1∑
i=1

G̃′
(
− µ̃2

1(s1i)

2σ̃2
1(s1i)

) [
1

2

(
2µ̃1(s1i)

∂µ̃1(s1i)
∂γ1

σ̃2
1(s1i)

)
−
(
µ̃2

1(s1i)
∂σ̃2

1(s1i)

∂γ1

)(
σ̃2

1(s1i)
)2

]

∂Termo 5
∂γ2

=

N1∑
i=1

G̃′
(
− µ̃2

1(s1i)

2σ̃2
1(s1i)

) [
1

2

(
2µ̃1(s1i)

∂µ̃1(s1i)
∂γ2

σ̃2
1(s1i)

)
−
(
µ̃2

1(s1i)
∂σ̃2

1(s1i)

∂γ2

)(
σ̃2

1(s1i)
)2

]

∂Termo 5
∂m1

=

N1∑
i=1

G̃′
(
− µ̃2

1(s1i)

2σ̃2
1(s1i)

) [
1

2

(
2µ̃1(s1i)

∂µ̃1(s1i)
∂m1

σ̃2
1(s1i)

)
−
(
µ̃2

1(s1i)
∂σ̃2

1(s1i)

∂m1

)(
σ̃2

1(s1i)
)2

]

∂Termo 5
∂m2

=

N1∑
i=1

G̃′
(
− µ̃2

1(s1i)

2σ̃2
1(s1i)

) [
1

2

(
2µ̃1(s1i)

∂µ̃1(s1i)
∂m2

σ̃2
1(s1i)

)
−
(
µ̃2

1(s1i)
∂σ̃2

1(s1i)

∂m2

)(
σ̃2

1(s1i)
)2

]

∂Termo 5
∂S11

=

N1∑
i=1

G̃′
(
− µ̃2

1(s1i)

2σ̃2
1(s1i)

) [
1

2

(
2µ̃1(s1i)

∂µ̃1(s1i)
∂S11

σ̃2
1(s1i)

)
−
(
µ̃2

1(s1i)
∂σ̃2

1(s1i)

∂S11

)(
σ̃2

1(s1i)
)2

]

∂Termo 5
∂S12

=

N1∑
i=1

G̃′
(
− µ̃2

1(s1i)

2σ̃2
1(s1i)

) [
1

2

(
2µ̃1(s1i)

∂µ̃1(s1i)
∂S12

σ̃2
1(s1i)

)
−
(
µ̃2

1(s1i)
∂σ̃2

1(s1i)

∂S12

)(
σ̃2

1(s1i)
)2

]

∂Termo 5
∂S22

=

N1∑
i=1

G̃′
(
− µ̃2

1(s1i)

2σ̃2
1(s1i)

) [
1

2

(
2µ̃1(s1i)

∂µ̃1(s1i)
∂S22

σ̃2
1(s1i)

)
−
(
µ̃2

1(s1i)
∂σ̃2

1(s1i)

∂S22

)(
σ̃2

1(s1i)
)2

]

As derivadas parciais de µ̃1(s1i), µ̃2(s2i) e σ̃2
1(s1i), σ̃

2
2(s2i) em relação aos hiperparâme-

tros do modelo estão apresentadas na subseção C.4 e C.5, respectivamente. Seguindo a mesma

regra aplicada ao Termo 5, as derivadas parciais do Termo 6 são:

∂Termo 6
∂α

=

N2∑
i=1

G̃′
(
− µ̃2

2(s2i)

2σ̃2
2(s2i)

) [
1

2

(
2µ̃2(s2i)

∂µ̃2(s2i)
∂α

σ̃2
2(s2i)

)
−
(
µ̃2

2(s2i)
∂σ̃2

2(s2i)

∂α

)(
σ̃2

2(s2i)
)2

]

∂Termo 6
∂ρ12

=

N2∑
i=1

G̃′
(
− µ̃2

2(s2i)

2σ̃2
2(s2i)

) [
1

2

(
2µ̃2(s2i)

∂µ̃2(s2i)
∂ρ12

σ̃2
2(s2i)

)
−
(
µ̃2

2(s2i)
∂σ̃2

2(s2i)

∂ρ12

)(
σ̃2

2(s2i)
)2

]
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∂Termo 6
∂γ1

=

N2∑
i=1

G̃′
(
− µ̃2

2(s2i)

2σ̃2
2(s2i)

) [
1

2

(
2µ̃2(s2i)

∂µ̃2(s2i)
∂γ1

σ̃2
2(s2i)

)
−
(
µ̃2

2(s2i)
∂σ̃2

2(s2i)

∂γ1

)(
σ̃2

2(s2i)
)2

]

∂Termo 6
∂γ2

=

N2∑
i=1

G̃′
(
− µ̃2

2(s2i)

2σ̃2
2(s2i)

) [
1

2

(
2µ̃2(s2i)

∂µ̃2(s2i)
∂γ2

σ̃2
2(s2i)

)
−
(
µ̃2

2(s2i)
∂σ̃2

2(s2i)

∂γ2

)(
σ̃2

2(s2i)
)2

]

∂Termo 6
∂m1

=

N2∑
i=1

G̃′
(
− µ̃2

2(s2i)

2σ̃2
2(s2i)

) [
1

2

(
2µ̃2(s2i)

∂µ̃2(s2i)
∂m1

σ̃2
2(s2i)

)
−
(
µ̃2

2(s2i)
∂σ̃2

2(s2i)

∂m1

)(
σ̃2

2(s2i)
)2

]

∂Termo 6
∂m2

=

N2∑
i=1

G̃′
(
− µ̃2

2(s2i)

2σ̃2
2(s2i)

) [
1

2

(
2µ̃2(s2i)

∂µ̃2(s2i)
∂m2

σ̃2
2(s2i)

)
−
(
µ̃2

2(s2i)
∂σ̃2

2(s2i)

∂m2

)(
σ̃2

2(s2i)
)2

]

∂Termo 6
∂S11

=

N2∑
i=1

G̃′
(
− µ̃2

2(s2i)

2σ̃2
2(s2i)

) [
1

2

(
2µ̃2(s2i)

∂µ̃2(s2i)
∂S11

σ̃2
2(s2i)

)
−
(
µ̃2

2(s2i)
∂σ̃2

2(s2i)

∂S11

)(
σ̃2

2(s2i)
)2

]

∂Termo 6
∂S12

=

N2∑
i=1

G̃′
(
− µ̃2

2(s2i)

2σ̃2
2(s2i)

) [
1

2

(
2µ̃2(s2i)

∂µ̃2(s2i)
∂S12

σ̃2
2(s2i)

)
−
(
µ̃2

2(s2i)
∂σ̃2

2(s2i)

∂S12

)(
σ̃2

2(s2i)
)2

]

∂Termo 6
∂S22

=

N2∑
i=1

G̃′
(
− µ̃2

2(s2i)

2σ̃2
2(s2i)

) [
1

2

(
2µ̃2(s2i)

∂µ̃2(s2i)
∂S22

σ̃2
2(s2i)

)
−
(
µ̃2

2(s2i)
∂σ̃2

2(s2i)

∂S22

)(
σ̃2

2(s2i)
)2

]

Aplicando a regra da cadeia, as derivadas parciais do Termo 7 em relação aos hiperpa-

râmetros do modelo são:

∂Termo 7
∂α

=

N1∑
i=1

1

σ̃2
1(s1i)

∂σ̃2
1(s1i)

∂α

∂Termo 7
∂ρ12

=

N1∑
i=1

1

σ̃2
1(s1i)

∂σ̃2
1(s1i)

∂ρ12

∂Termo 7
∂γ1

=

N1∑
i=1

1

σ̃2
1(s1i)

∂σ̃2
1(s1i)

∂γ1

∂Termo 7
∂γ2

=

N1∑
i=1

1

σ̃2
1(s1i)

∂σ̃2
1(s1i)

∂γ2

∂Termo 7
∂S11

=

N1∑
i=1

1

σ̃2
1(s1i)

∂σ̃2
1(s1i)

∂S11
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∂Termo 7
∂S12

=

N1∑
i=1

1

σ̃2
1(s1i)

∂σ̃2
1(s1i)

∂S12

∂Termo 7
∂S22

=

N1∑
i=1

1

σ̃2
1(s1i)

∂σ̃2
1(s1i)

∂S22

O Termo 7 não depende dos hiperparâmetros ū1, ū2, m1 e m2 e, desse modo, suas

derivadas parciais serão 0. De maneira análoga, as derivadas do Termo 8 são dadas por

∂Termo 8
∂α

=

N2∑
i=1

1

σ̃2
2(s2i)

∂σ̃2
2(s2i)

∂α

∂Termo 8
∂ρ12

=

N2∑
i=1

1

σ̃2
2(s2i)

∂σ̃2
2(s2i)

∂ρ12

∂Termo 8
∂γ1

=

N2∑
i=1

1

σ̃2
2(s2i)

∂σ̃2
2(s2i)

∂γ1

∂Termo 8
∂γ2

=

N2∑
i=1

1

σ̃2
2(s2i)

∂σ̃2
2(s2i)

∂γ2

∂Termo 8
∂S11

=

N2∑
i=1

1

σ̃2
2(s2i)

∂σ̃2
2(s2i)

∂S11

∂Termo 8
∂S12

=

N2∑
i=1

1

σ̃2
2(s2i)

∂σ̃2
2(s2i)

∂S12

∂Termo 8
∂S22

=

N2∑
i=1

1

σ̃2
2(s2i)

∂σ̃2
2(s2i)

∂S22

Por fim, as derivadas do Termo 9 são dadas por
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∂Termo 9
∂α

= − 1

2

{
Tr

[
K

(z,z)
11

−1∂K
(z,z)
11

∂α

]
+ Tr

[
D

(
∂K

(z,z)
22

∂α
− ∂K

(z,z)
21

∂α
K

(z,z)
11

−1
K

(z,z)
12 −

−K
(z,z)
21

∂K
(z,z)
11

−1

∂α
K

(z,z)
12 −K

(z,z)
21 K

(z,z)
11

−1∂K
(z,z)
12

∂α

)]
+ Tr

[
∂A

∂α
S11+

+
∂C

∂α
S12 +

∂B

∂α
S>12 +

∂D

∂α
S22

]
+ (m1 − ~1ū1)>

∂A

∂α
(m1 − ~1ū1)+

+ (m2 − ~1ū2)>
∂C

∂α
(m1 − ~1ū1) + (m1 − ~1ū1)>

∂B

∂α
(m2 − ~1ū2)+

(m2 − ~1ū2)>
∂D

∂α
(m2 − ~1ū2)

}

∂Termo 9
∂ρ12

= − 1

2

{
Tr

[
K

(z,z)
11

−1∂K
(z,z)
11

∂ρ12

]
+ Tr

[
D

(
∂K

(z,z)
22

∂ρ12

− ∂K
(z,z)
21

∂ρ12

K
(z,z)
11

−1
K

(z,z)
12 −

−K
(z,z)
21

∂K
(z,z)
11

−1

∂ρ12

K
(z,z)
12 −K

(z,z)
21 K

(z,z)
11

−1∂K
(z,z)
12

∂ρ12

)]
+ Tr

[
∂A

∂ρ12

S11+

+
∂C

∂ρ12

S12 +
∂B

∂ρ12

S>12 +
∂D

∂ρ12

S22

]
+ (m1 − ~1ū1)>

∂A

∂ρ12

(m1 − ~1ū1)+

+ (m2 − ~1ū2)>
∂C

∂ρ12

(m1 − ~1ū1) + (m1 − ~1ū1)>
∂B

∂ρ12

(m2 − ~1ū2)+

(m2 − ~1ū2)>
∂D

∂ρ12

(m2 − ~1ū2)

}

∂Termo 9
∂γ1

= − 1

2

{
Tr

[
K

(z,z)
11

−1∂K
(z,z)
11

∂γ1

]
+ Tr

[
D

(
∂K

(z,z)
22

∂γ1

− ∂K
(z,z)
21

∂γ1

K
(z,z)
11

−1
K

(z,z)
12 −

−K
(z,z)
21

∂K
(z,z)
11

−1

∂γ1

K
(z,z)
12 −K

(z,z)
21 K

(z,z)
11

−1∂K
(z,z)
12

∂γ1

)]
+ Tr

[
∂A

∂γ1

S11+

+
∂C

∂γ1

S12 +
∂B

∂γ1

S>12 +
∂D

∂γ1

S22

]
+ (m1 − ~1ū1)>

∂A

∂γ1

(m1 − ~1ū1)+

+ (m2 − ~1ū2)>
∂C

∂γ1

(m1 − ~1ū1) + (m1 − ~1ū1)>
∂B

∂γ1

(m2 − ~1ū2)+

(m2 − ~1ū2)>
∂D

∂γ1

(m2 − ~1ū2)

}
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∂Termo 9
∂γ2

= − 1

2

{
Tr

[
K

(z,z)
11

−1∂K
(z,z)
11

∂γ2

]
+ Tr

[
D

(
∂K

(z,z)
22

∂γ2

− ∂K
(z,z)
21

∂γ2

K
(z,z)
11

−1
K

(z,z)
12 −

−K
(z,z)
21

∂K
(z,z)
11

−1

∂γ2

K
(z,z)
12 −K

(z,z)
21 K

(z,z)
11

−1∂K
(z,z)
12

∂γ2

)]
+ Tr

[
∂A

∂γ2

S11+

+
∂C

∂γ2

S12 +
∂B

∂γ2

S>12 +
∂D

∂γ2

S22

]
+ (m1 − ~1ū1)>

∂A

∂γ2

(m1 − ~1ū1)+

+ (m2 − ~1ū2)>
∂C

∂γ2

(m1 − ~1ū1) + (m1 − ~1ū1)>
∂B

∂γ2

(m2 − ~1ū2)+

(m2 − ~1ū2)>
∂D

∂γ2

(m2 − ~1ū2)

}

∂Termo 9
∂ū1

= − 1

2

{
ū2

(
~1>C~1 + ~1>B~1

)
−m>2 C~1− ~1>Bm2 − 2m>1 A~1 + 2ū1

~1>A~1
}

∂Termo 9
∂ū2

= − 1

2

{
ū1

(
~1>C~1 + ~1>B~1

)
−m>1 B~1− ~1>Cm1 − 2m>2 D~1 + 2ū2

~1>D~1
}

∂Termo 9
∂m1

= − 1

2

{[
A(m1 − ~1ū1) + A>(m1 − ~1ū1)

]
+ C>(m2 − ~1ū2) + B(m2 − ~1ū2)

}
∂Termo 9
∂m2

= − 1

2

{
C(m1 − ~1ū1) + B>(m1 − ~1ū1) +

[
D(m2 − ~1ū2) + D>(m2 − ~1ū2)

]}
∂Termo 9
∂S11

= − 1

2

{
A> − S−1

11 + S−1
11 S12

(
S22 − S>12S

−1
11 S12

)−1
S>12S

−1
11

}
∂Termo 9
∂S12

= − 1

2

{
C> + B + 2×

(
S−1

11 S12

(
S22 − S>12S

−1
11 S12

)−1
)}

∂Termo 9
∂S22

= − 1

2

{
D> −

(
S22 − S>12S

−1
11 S12

)−1
}

C.3 Derivadas parciais da inversa da matriz particionada K(z,z) em relação aos parâme-

tros

Nessa subseção, são apresentadas as derivadas das submatrizes que compõe a inversa da

matriz particionada K(z,z), sendo K(z,z′)−1
=

 A B

C D

 e A =
(
K

(z,z)
11

)−1
+
(
K

(z,z)
11

)−1
K

(z,z)
12

(
K

(z,z)
22 −

K
(z,z)
21

(
K

(z,z)
11

)−1
K

(z,z)
12

)−1

K
(z,z)
21

(
K

(z,z)
11

)−1
,B = −

(
K

(z,z)
11

)−1
K

(z,z)
12

(
K

(z,z)
22 −K

(z,z)
21

(
K

(z,z)
11

)−1
K

(z,z)
12

)−1

,
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C = −
(
K

(z,z)
22 −K

(z,z)
21

(
K

(z,z)
11

)−1
K

(z,z)
12

)−1

K
(z,z)
21

(
K

(z,z)
11

)−1 e D =
(
K

(z,z)
22 −K

(z,z)
21

(
K

(z,z)
11

)−1
K

(z,z)
12

)−1

.

Essas matrizes não dependem de ū1, ū2, m1, m2, S11, S12, S>12 e S22. Portanto, suas derivadas

serão nulas.

∂A

∂α
=
∂K

(z,z)
11

−1

∂α
+ 2

∂K
(z,z)
11

−1

∂α
K

(z,z)
12 DK

(z,z)
21 K

(z,z)
11

−1
+ 2K

(z,z)
11

−1∂K
(z,z)
12

∂α
DK

(z,z)
21 K

(z,z)
11

−1
+

+ 2K
(z,z)
11

−1
K

(z,z)
12

∂D

∂α
K

(z,z)
21 K

(z,z)
11

−1

∂A

∂ρ12

=
∂K

(z,z)
11

−1

∂ρ12

+ 2
∂K

(z,z)
11

−1

∂ρ12

K
(z,z)
12 DK

(z,z)
21 K

(z,z)
11

−1
+ 2K

(z,z)
11

−1∂K
(z,z)
12

∂ρ12

DK
(z,z)
21 K

(z,z)
11

−1
+

+ 2K
(z,z)
11

−1
K

(z,z)
12

∂D

∂ρ12

K
(z,z)
21 K

(z,z)
11

−1

∂A

∂γ1

=
∂K

(z,z)
11

−1

∂γ1

+ 2
∂K

(z,z)
11

−1

∂γ1

K
(z,z)
12 DK

(z,z)
21 K

(z,z)
11

−1
+ 2K

(z,z)
11

−1∂K
(z,z)
12

∂γ1

DK
(z,z)
21 K

(z,z)
11

−1
+

+ 2K
(z,z)
11

−1
K

(z,z)
12

∂D

∂γ1

K
(z,z)
21 K

(z,z)
11

−1

∂A

∂γ2

=
∂K

(z,z)
11

−1

∂γ2

+ 2
∂K

(z,z)
11

−1

∂γ2

K
(z,z)
12 DK

(z,z)
21 K

(z,z)
11

−1
+ 2K

(z,z)
11

−1∂K
(z,z)
12

∂γ2

DK
(z,z)
21 K

(z,z)
11

−1
+

+ 2K
(z,z)
11

−1
K

(z,z)
12

∂D

∂γ2

K
(z,z)
21 K

(z,z)
11

−1

∂B

∂α
= − ∂K

(z,z)
11

−1

∂α
K

(z,z)
12 D−K

(z,z)
11

−1∂K
(z,z)
12

∂α
D−K

(z,z)
11

−1
K

(z,z)
12

∂D

∂α

∂B

∂ρ12

= − ∂K
(z,z)
11

−1

∂ρ12

K
(z,z)
12 D−K

(z,z)
11

−1∂K
(z,z)
12

∂ρ12

D−K
(z,z)
11

−1
K

(z,z)
12

∂D

∂ρ12

∂B

∂γ1

= − ∂K
(z,z)
11

−1

∂γ1

K
(z,z)
12 D−K

(z,z)
11

−1∂K
(z,z)
12

∂γ1

D−K
(z,z)
11

−1
K

(z,z)
12

∂D

∂γ1

∂B

∂γ2

= − ∂K
(z,z)
11

−1

∂γ2

K
(z,z)
12 D−K

(z,z)
11

−1∂K
(z,z)
12

∂γ2

D−K
(z,z)
11

−1
K

(z,z)
12

∂D

∂γ2

∂C

∂α
= − ∂D

∂α
K

(z,z)
12 K

(z,z)
11

−1
−D

∂K
(z,z)
21

∂α
K

(z,z)
11

−1
−DK

(z,z)
21

∂K
(z,z)
11

−1

∂α

∂C

∂ρ12

= − ∂D

∂ρ12

K
(z,z)
12 K

(z,z)
11

−1
−D

∂K
(z,z)
21

∂ρ12

K
(z,z)
11

−1
−DK

(z,z)
21

∂K
(z,z)
11

−1

∂ρ12
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∂C

∂γ1

= − ∂D

∂γ1

K
(z,z)
12 K

(z,z)
11

−1
−D

∂K
(z,z)
21

∂γ1

K
(z,z)
11

−1
−DK

(z,z)
21

∂K
(z,z)
11

−1

∂γ1

∂C

∂γ2

= − ∂D

∂γ2

K
(z,z)
12 K

(z,z)
11

−1
−D

∂K
(z,z)
21

∂γ2

K
(z,z)
11

−1
−DK

(z,z)
21

∂K
(z,z)
11

−1

∂γ2

∂D

∂α
= D

∂D∗

∂α
D, em que

∂D∗

∂α
= 2

∂K
(z,z)
21

∂α
K

(z,z)
11

−1
K

(z,z)
12 + K

(z,z)
21

∂K
(z,z)
11

−1

∂α
K

(z,z)
12

∂D

∂ρ12

= D
∂D∗

∂ρ12

D, em que
∂D∗

∂ρ12

= 2
∂K

(z,z)
21

∂ρ12

K
(z,z)
11

−1
K

(z,z)
12 + K

(z,z)
21

∂K
(z,z)
11

−1

∂ρ12

K
(z,z)
12

∂D

∂γ1

= D
∂D∗

∂γ1

D, em que
∂D∗

∂γ1

= 2
∂K

(z,z)
21

∂γ1

K
(z,z)
11

−1
K

(z,z)
12 + K

(z,z)
21

∂K
(z,z)
11

−1

∂γ1

K
(z,z)
12

∂D

∂γ2

= D
∂D∗

∂γ2

D, em que
∂D∗

∂γ2

= 2
∂K

(z,z)
21

∂γ2

K
(z,z)
11

−1
K

(z,z)
12 + K

(z,z)
21

∂K
(z,z)
11

−1

∂γ2

K
(z,z)
12

C.4 Cálculo das derivadas parciais de µ̃1(s1i) e µ̃2(s2i) em relação aos parâmetros do mo-

delo

Nessa subseção são apresentadas as derivadas parciais de µ̃2
1(s1i) e µ̃2

2(s2i) em relação

aos hiperparâmetros a priori e variacional do modelo. As derivadas de µ̃2
1(s1i), necessárias para

o cálculo das derivadas parciais do Termo 5 de L são dadas por

∂µ̃1(s1i)

∂α
=

(
∂K

(s,z)
11

∂α
A + K

(s,z)
11

∂A

∂α

)
m1 +

(
∂K

(s,z)
12

∂α
C + K

(s,z)
12

∂C

∂α

)
m1+

+

(
∂K

(s,z)
11

∂α
B + K

(s,z)
11

∂B

∂α

)
m2 +

(
∂K

(s,z)
12

∂α
D + K

(s,z)
12

∂D

∂α

)
m2

∂µ̃1(s1i)

∂ρ12

=

(
∂K

(s,z)
11

∂ρ12

A + K
(s,z)
11

∂A

∂ρ12

)
m1 +

(
∂K

(s,z)
12

∂ρ12

C + K
(s,z)
12

∂C

∂ρ12

)
m1+

+

(
∂K

(s,z)
11

∂ρ12

B + K
(s,z)
11

∂B

∂ρ12

)
m2 +

(
∂K

(s,z)
12

∂ρ12

D + K
(s,z)
12

∂D

∂ρ12

)
m2
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∂µ̃1(s1i)

∂γ1

=

(
∂K

(s,z)
11

∂γ1

A + K
(s,z)
11

∂A

∂γ1

)
m1 +

(
∂K

(s,z)
12

∂γ1

C + K
(s,z)
12

∂C

∂γ1

)
m1+

+

(
∂K

(s,z)
11

∂γ1

B + K
(s,z)
11

∂B

∂γ1

)
m2 +

(
∂K

(s,z)
12

∂γ1

D + K
(s,z)
12

∂D

∂γ1

)
m2

∂µ̃1(s1i)

∂γ2

=

(
∂K

(s,z)
11

∂γ2

A + K
(s,z)
11

∂A

∂γ2

)
m1 +

(
∂K

(s,z)
12

∂γ2

C + K
(s,z)
12

∂C

∂γ2

)
m1+

+

(
∂K

(s,z)
11

∂γ2

B + K
(s,z)
11

∂B

∂γ2

)
m2 +

(
∂K

(s,z)
12

∂γ2

D + K
(s,z)
12

∂D

∂γ2

)
m2

∂µ̃1(s1i)

∂m1

= K
(s,z)
11 A + K

(s,z)
12 C

∂µ̃1(s1i)

∂m2

= K
(s,z)
11 B + K

(s,z)
12 D

As derivadas parciais de µ̃2
1(s1i) em relação à ū1, ū2, S11, S12 e S22 são nulas e, por-

tanto, não foram apresentadas. Já as derivadas de µ̃2
2(s2i) são dadas por:

∂µ̃2(s2i)

∂α
=

(
∂K

(s,z)
21

∂α
A + K

(s,z)
21

∂A

∂α

)
m1 +

(
∂K

(s,z)
22

∂α
C + K

(s,z)
22

∂C

∂α

)
m1+

+

(
∂K

(s,z)
21

∂α
B + K

(s,z)
21

∂B

∂α

)
m2 +

(
∂K

(s,z)
22

∂α
D + K

(s,z)
22

∂D

∂α

)
m2

∂µ̃2(s2i)

∂ρ12

=

(
∂K

(s,z)
21

∂ρ12

A + K
(s,z)
21

∂A

∂ρ12

)
m1 +

(
∂K

(s,z)
22

∂ρ12

C + K
(s,z)
22

∂C

∂ρ12

)
m1+

+

(
∂K

(s,z)
21

∂ρ12

B + K
(s,z)
21

∂B

∂ρ12

)
m2 +

(
∂K

(s,z)
22

∂ρ12

D + K
(s,z)
22

∂D

∂ρ12

)
m2

∂µ̃2(s2i)

∂γ1

=

(
∂K

(s,z)
21

∂γ1

A + K
(s,z)
21

∂A

∂γ1

)
m1 +

(
∂K

(s,z)
22

∂γ1

C + K
(s,z)
22

∂C

∂γ1

)
m1+

+

(
∂K

(s,z)
21

∂γ1

B + K
(s,z)
21

∂B

∂γ1

)
m2 +

(
∂K

(s,z)
22

∂γ1

D + K
(s,z)
22

∂D

∂γ1

)
m2

∂µ̃2(s2i)

∂γ2

=

(
∂K

(s,z)
21

∂γ2

A + K
(s,z)
21

∂A

∂γ2

)
m1 +

(
∂K

(s,z)
22

∂γ2

C + K
(s,z)
22

∂C

∂γ2

)
m1+

+

(
∂K

(s,z)
21

∂γ2

B + K
(s,z)
21

∂B

∂γ2

)
m2 +

(
∂K

(s,z)
22

∂γ2

D + K
(s,z)
22

∂D

∂γ2

)
m2

∂µ̃2(s2i)

∂m1

= K
(s,z)
21 A + K

(s,z)
22 C
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∂µ̃2(s2i)

∂m2

= K
(s,z)
21 B + K

(s,z)
22 D

C.5 Cálculo das derivadas parciais de σ̃2
1(s1i) e σ̃2

2(s2i) em relação aos parâmetros do mo-

delo

Nessa subseção são mostrados os resultados das derivadas parciais de σ̃2
1(s1i) e σ̃2

2(s2i),

respectivamente, em relação aos hiperparâmetros α, ρ12, γ1, γ2, S11, S12 e S22. Para os demais

hiperparâmetros, ū1, ū2, m1 e m2, as derivadas são nulas. Desse modo, calculando as derivadas

parciais de σ̃2
1(s1i), necessárias para o cálculo das derivadas dos Termos 5 e 7 de L, tem-se
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∂σ̃2
1(s1i)

∂α
= −Tr

(
∂A

∂α
K

(z,s)
11 K

(s,z)
11 + A

∂K
(z,s)
11

∂α
K

(s,z)
11 + AK

(z,s)
11

∂K
(s,z)
11

∂α

)
− Tr

(
∂C

∂α
K

(z,s)
11 K

(s,z)
12

+ C
∂K

(z,s)
11

∂α
K

(s,z)
12 + CK

(z,s)
11

∂K
(s,z)
12

∂α

)
− Tr

(
∂B

∂α
K

(z,s)
21 K

(s,z)
11 + B

∂K
(z,s)
21

∂α
K

(s,z)
11

+ BK
(z,s)
21

∂K
(s,z)
11

∂α

)
− Tr

(
∂D

∂α
K

(z,s)
21 K

(s,z)
12 + D

∂K
(z,s)
21

∂α
K

(s,z)
12 + DK

(z,s)
21

∂K
(s,z)
12

∂α

)
+

+ Tr

(
2
∂A

∂α
S11AK

(z,s)
11 K

(s,z)
11 + AS11A

∂K
(z,s)
11

∂α
K

(s,z)
11 + AS11AK

(z,s)
11

∂K
(s,z)
11

∂α

)
+

+ Tr

(
∂B

∂α
S>12AK

(z,s)
11 K

(s,z)
11 + BS>12

∂A

∂α
K

(z,s)
11 K

(s,z)
11 + BS>12A

∂K
(z,s)
11

∂α
K

(s,z)
11 + BS>12AK

(z,s)
11

∂K
(s,z)
11

∂α

)
+

+ Tr

(
∂C

∂α
S11AK

(z,s)
11 K

(s,z)
12 + CS11

∂A

∂α
K

(z,s)
11 K

(s,z)
12 + CS11A

∂K
(z,s)
11

∂α
K

(s,z)
12 + CS11AK

(z,s)
11

∂K
(s,z)
12

∂α

)
+

+ Tr

(
∂D

∂α
S>12AK

(z,s)
11 K

(s,z)
12 + DS>12

∂A

∂α
K

(z,s)
11 K

(s,z)
12 + DS>12A

∂K
(z,s)
11

∂α
K

(s,z)
12 + DS>12AK

(z,s)
11

∂K
(s,z)
12

∂α

)
+

+ Tr

(
∂A

∂α
S12CK

(z,s)
11 K

(s,z)
11 + AS12

∂C

∂α
K

(z,s)
11 K

(s,z)
11 + AS12C

∂K
(z,s)
11

∂α
K

(s,z)
11 + AS12CK

(z,s)
11

∂K
(s,z)
11

∂α

)
+

+ Tr

(
∂B

∂α
S22CK

(z,s)
11 K

(s,z)
11 + BS22

∂C

∂α
K

(z,s)
11 K

(s,z)
11 + BS22C

∂K
(z,s)
11

∂α
K

(s,z)
11 + BS22CK

(z,s)
11

∂K
(s,z)
11

∂α

)
+

+ Tr

(
2
∂C

∂α
S12CK

(z,s)
11 K

(s,z)
12 + CS12C

∂K
(z,s)
11

∂α
K

(s,z)
12 + CS12CK

(z,s)
11

∂K
(s,z)
12

∂α

)
+

+ Tr

(
∂D

∂α
S22CK

(z,s)
11 K

(s,z)
12 + DS22

∂C

∂α
K

(z,s)
11 K

(s,z)
12 + DS22C

∂K
(z,s)
11

∂α
K

(s,z)
12 + DS22CK

(z,s)
11

∂K
(s,z)
12

∂α

)
+

+ Tr

(
∂A

∂α
S11BK

(z,s)
21 K

(s,z)
11 + AS11

∂B

∂α
K

(z,s)
21 K

(s,z)
11 + AS11B

∂K
(z,s)
21

∂α
K

(s,z)
11 + AS11BK

(z,s)
21

∂K
(s,z)
11

∂α

)
+

+ Tr

(
2
∂B

∂α
S>12BK

(z,s)
21 K

(s,z)
11 + BS>12B

∂K
(z,s)
21

∂α
K

(s,z)
11 + BS>12BK

(z,s)
21

∂K
(s,z)
11

∂α

)
+

+ Tr

(
∂C

∂α
S11BK

(z,s)
12 K

(s,z)
21 + CS11

∂B

∂α
K

(z,s)
12 K

(s,z)
21 + CS11B

∂K
(z,s)
12

∂α
K

(s,z)
21 + CS11BK

(z,s)
12

∂K
(s,z)
21

∂α

)
+

+ Tr

(
∂D

∂α
S>12BK

(z,s)
12 K

(s,z)
21 + DS>12

∂B

∂α
K

(z,s)
12 K

(s,z)
21 + DS>12B

∂K
(z,s)
12

∂α
K

(s,z)
21 + DS>12BK

(z,s)
12

∂K
(s,z)
21

∂α

)
+

+ Tr

(
∂A

∂α
S12DK

(z,s)
21 K

(s,z)
11 + AS12

∂D

∂α
K

(z,s)
21 K

(s,z)
11 + AS12D

∂K
(z,s)
21

∂α
K

(s,z)
11 + AS12DK

(z,s)
21

∂K
(s,z)
11

∂α

)
+

+ Tr

(
∂B

∂α
S22DK

(z,s)
21 K

(s,z)
11 + BS22

∂D

∂α
K

(z,s)
21 K

(s,z)
11 + BS22D

∂K
(z,s)
21

∂α
K

(s,z)
11 + BS22DK

(z,s)
21

∂K
(s,z)
11

∂α

)
+

+ Tr

(
∂C

∂α
S12DK

(z,s)
12 K

(s,z)
21 + CS12

∂D

∂α
K

(z,s)
12 K

(s,z)
21 + CS12D

∂K
(z,s)
12

∂α
K

(s,z)
21 + CS12DK

(z,s)
12

∂K
(s,z)
21

∂α

)
+

+ Tr

(
2
∂D

∂α
S22DK

(z,s)
12 K

(s,z)
21 + DS22D

∂K
(z,s)
12

∂α
K

(s,z)
21 + DS22DK

(z,s)
12

∂K
(s,z)
21

∂α

)
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∂σ̃2
1(s1i)

∂ρ12

= −Tr
(
∂A

∂ρ12

K
(z,s)
11 K

(s,z)
11 + A

∂K
(z,s)
11

∂ρ12

K
(s,z)
11 + AK

(z,s)
11

∂K
(s,z)
11

∂ρ12

)
− Tr

(
∂C

∂ρ12

K
(z,s)
11 K

(s,z)
12

+ C
∂K

(z,s)
11

∂ρ12

K
(s,z)
12 + CK

(z,s)
11

∂K
(s,z)
12

∂ρ12

)
− Tr

(
∂B

∂ρ12

K
(z,s)
21 K

(s,z)
11 + B

∂K
(z,s)
21

∂ρ12

K
(s,z)
11

+ BK
(z,s)
21

∂K
(s,z)
11

∂ρ12

)
− Tr

(
∂D

∂ρ12

K
(z,s)
21 K

(s,z)
12 + D

∂K
(z,s)
21

∂ρ12

K
(s,z)
12 + DK

(z,s)
21

∂K
(s,z)
12

∂ρ12

)
+

+ Tr

(
2
∂A

∂ρ12

S11AK
(z,s)
11 K

(s,z)
11 + AS11A

∂K
(z,s)
11

∂ρ12

K
(s,z)
11 + AS11AK

(z,s)
11

∂K
(s,z)
11

∂ρ12

)
+

+ Tr

(
∂B

∂ρ12

S>12AK
(z,s)
11 K

(s,z)
11 + BS>12

∂A

∂ρ12

K
(z,s)
11 K

(s,z)
11 + BS>12A

∂K
(z,s)
11

∂ρ12

K
(s,z)
11 + BS>12AK

(z,s)
11

∂K
(s,z)
11

∂ρ12

)
+

+ Tr

(
∂C

∂ρ12

S11AK
(z,s)
11 K

(s,z)
12 + CS11

∂A

∂ρ12

K
(z,s)
11 K

(s,z)
12 + CS11A

∂K
(z,s)
11

∂ρ12

K
(s,z)
12 + CS11AK

(z,s)
11

∂K
(s,z)
12

∂ρ12

)
+

+ Tr

(
∂D

∂ρ12

S>12AK
(z,s)
11 K

(s,z)
12 + DS>12

∂A

∂ρ12

K
(z,s)
11 K

(s,z)
12 + DS>12A

∂K
(z,s)
11

∂ρ12

K
(s,z)
12 + DS>12AK

(z,s)
11

∂K
(s,z)
12

∂ρ12

)
+

+ Tr

(
∂A

∂ρ12

S12CK
(z,s)
11 K

(s,z)
11 + AS12

∂C

∂ρ12

K
(z,s)
11 K

(s,z)
11 + AS12C

∂K
(z,s)
11

∂ρ12

K
(s,z)
11 + AS12CK

(z,s)
11

∂K
(s,z)
11

∂ρ12

)
+

+ Tr

(
∂B

∂ρ12

S22CK
(z,s)
11 K

(s,z)
11 + BS22

∂C

∂ρ12

K
(z,s)
11 K

(s,z)
11 + BS22C

∂K
(z,s)
11

∂ρ12

K
(s,z)
11 + BS22CK

(z,s)
11

∂K
(s,z)
11

∂ρ12

)
+

+ Tr

(
2
∂C

∂ρ12

S12CK
(z,s)
11 K

(s,z)
12 + CS12C

∂K
(z,s)
11

∂ρ12

K
(s,z)
12 + CS12CK

(z,s)
11

∂K
(s,z)
12

∂ρ12

)
+

+ Tr

(
∂D

∂ρ12

S22CK
(z,s)
11 K

(s,z)
12 + DS22

∂C

∂ρ12

K
(z,s)
11 K

(s,z)
12 + DS22C

∂K
(z,s)
11

∂ρ12

K
(s,z)
12 + DS22CK

(z,s)
11

∂K
(s,z)
12

∂ρ12

)
+

+ Tr

(
∂A

∂ρ12

S11BK
(z,s)
21 K

(s,z)
11 + AS11

∂B

∂ρ12

K
(z,s)
21 K

(s,z)
11 + AS11B

∂K
(z,s)
21

∂ρ12

K
(s,z)
11 + AS11BK

(z,s)
21

∂K
(s,z)
11

∂ρ12

)
+

+ Tr

(
2
∂B

∂ρ12

S>12BK
(z,s)
21 K

(s,z)
11 + BS>12B

∂K
(z,s)
21

∂ρ12

K
(s,z)
11 + BS>12BK

(z,s)
21

∂K
(s,z)
11

∂ρ12

)
+

+ Tr

(
∂C

∂ρ12

S11BK
(z,s)
12 K

(s,z)
21 + CS11

∂B

∂ρ12

K
(z,s)
12 K

(s,z)
21 + CS11B

∂K
(z,s)
12

∂ρ12

K
(s,z)
21 + CS11BK

(z,s)
12

∂K
(s,z)
21

∂ρ12

)
+

+ Tr

(
∂D

∂ρ12

S>12BK
(z,s)
12 K

(s,z)
21 + DS>12

∂B

∂ρ12

K
(z,s)
12 K

(s,z)
21 + DS>12B

∂K
(z,s)
12

∂ρ12

K
(s,z)
21 + DS>12BK

(z,s)
12

∂K
(s,z)
21

∂ρ12

)
+

+ Tr

(
∂A

∂ρ12

S12DK
(z,s)
21 K

(s,z)
11 + AS12

∂D

∂ρ12

K
(z,s)
21 K

(s,z)
11 + AS12D

∂K
(z,s)
21

∂ρ12

K
(s,z)
11 + AS12DK

(z,s)
21

∂K
(s,z)
11

∂ρ12

)
+

+ Tr

(
∂B

∂ρ12

S22DK
(z,s)
21 K

(s,z)
11 + BS22

∂D

∂ρ12

K
(z,s)
21 K

(s,z)
11 + BS22D

∂K
(z,s)
21

∂ρ12

K
(s,z)
11 + BS22DK

(z,s)
21

∂K
(s,z)
11

∂ρ12

)
+

+ Tr

(
∂C

∂ρ12

S12DK
(z,s)
12 K

(s,z)
21 + CS12

∂D

∂ρ12

K
(z,s)
12 K

(s,z)
21 + CS12D

∂K
(z,s)
12

∂ρ12

K
(s,z)
21 + CS12DK

(z,s)
12

∂K
(s,z)
21

∂ρ12

)
+

+ Tr

(
2
∂D

∂ρ12

S22DK
(z,s)
12 K

(s,z)
21 + DS22D

∂K
(z,s)
12

∂ρ12

K
(s,z)
21 + DS22DK

(z,s)
12

∂K
(s,z)
21

∂ρ12

)
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∂σ̃2
1(s1i)

∂γ1

= 2γ1 − Tr
(
∂A

∂γ1

K
(z,s)
11 K

(s,z)
11 + A

∂K
(z,s)
11

∂γ1

K
(s,z)
11 + AK

(z,s)
11

∂K
(s,z)
11

∂γ1

)
− Tr

(
∂C

∂γ1

K
(z,s)
11 K

(s,z)
12 + C

∂K
(z,s)
11

∂γ1

K
(s,z)
12 + CK

(z,s)
11

∂K
(s,z)
12

∂γ1

)
− Tr

(
∂B

∂γ1

K
(z,s)
21 K

(s,z)
11 + B

∂K
(z,s)
21

∂γ1

K
(s,z)
11

+ BK
(z,s)
21

∂K
(s,z)
11

∂γ1

)
− Tr

(
∂D

∂γ1

K
(z,s)
21 K

(s,z)
12 + D

∂K
(z,s)
21

∂γ1

K
(s,z)
12 + DK

(z,s)
21

∂K
(s,z)
12

∂γ1

)
+

+ Tr

(
2
∂A

∂γ1

S11AK
(z,s)
11 K

(s,z)
11 + AS11A

∂K
(z,s)
11

∂γ1

K
(s,z)
11 + AS11AK

(z,s)
11

∂K
(s,z)
11

∂γ1

)
+

+ Tr

(
∂B

∂γ1

S>12AK
(z,s)
11 K

(s,z)
11 + BS>12

∂A

∂γ1

K
(z,s)
11 K

(s,z)
11 + BS>12A

∂K
(z,s)
11

∂γ1

K
(s,z)
11 + BS>12AK

(z,s)
11

∂K
(s,z)
11

∂γ1

)
+

+ Tr

(
∂C

∂γ1

S11AK
(z,s)
11 K

(s,z)
12 + CS11

∂A

∂γ1

K
(z,s)
11 K

(s,z)
12 + CS11A

∂K
(z,s)
11

∂γ1

K
(s,z)
12 + CS11AK

(z,s)
11

∂K
(s,z)
12

∂γ1

)
+

+ Tr

(
∂D

∂γ1

S>12AK
(z,s)
11 K

(s,z)
12 + DS>12

∂A

∂γ1

K
(z,s)
11 K

(s,z)
12 + DS>12A

∂K
(z,s)
11

∂γ1

K
(s,z)
12 + DS>12AK

(z,s)
11

∂K
(s,z)
12

∂γ1

)
+

+ Tr

(
∂A

∂γ1

S12CK
(z,s)
11 K

(s,z)
11 + AS12

∂C

∂γ1

K
(z,s)
11 K

(s,z)
11 + AS12C

∂K
(z,s)
11

∂γ1

K
(s,z)
11 + AS12CK

(z,s)
11

∂K
(s,z)
11

∂γ1

)
+

+ Tr

(
∂B

∂γ1

S22CK
(z,s)
11 K

(s,z)
11 + BS22

∂C

∂γ1

K
(z,s)
11 K

(s,z)
11 + BS22C

∂K
(z,s)
11

∂γ1

K
(s,z)
11 + BS22CK

(z,s)
11

∂K
(s,z)
11

∂γ1

)
+

+ Tr

(
2
∂C

∂γ1

S12CK
(z,s)
11 K

(s,z)
12 + CS12C

∂K
(z,s)
11

∂γ1

K
(s,z)
12 + CS12CK

(z,s)
11

∂K
(s,z)
12

∂γ1

)
+

+ Tr

(
∂D

∂γ1

S22CK
(z,s)
11 K

(s,z)
12 + DS22

∂C

∂γ1

K
(z,s)
11 K

(s,z)
12 + DS22C

∂K
(z,s)
11

∂γ1

K
(s,z)
12 + DS22CK

(z,s)
11

∂K
(s,z)
12

∂γ1

)
+

+ Tr

(
∂A

∂γ1

S11BK
(z,s)
21 K

(s,z)
11 + AS11

∂B

∂γ1

K
(z,s)
21 K

(s,z)
11 + AS11B

∂K
(z,s)
21

∂γ1

K
(s,z)
11 + AS11BK

(z,s)
21

∂K
(s,z)
11

∂γ1

)
+

+ Tr

(
2
∂B

∂γ1

S>12BK
(z,s)
21 K

(s,z)
11 + BS>12B

∂K
(z,s)
21

∂γ1

K
(s,z)
11 + BS>12BK

(z,s)
21

∂K
(s,z)
11

∂γ1

)
+

+ Tr

(
∂C

∂γ1

S11BK
(z,s)
12 K

(s,z)
21 + CS11

∂B

∂γ1

K
(z,s)
12 K

(s,z)
21 + CS11B

∂K
(z,s)
12

∂γ1

K
(s,z)
21 + CS11BK

(z,s)
12

∂K
(s,z)
21

∂γ1

)
+

+ Tr

(
∂D

∂γ1

S>12BK
(z,s)
12 K

(s,z)
21 + DS>12

∂B

∂γ1

K
(z,s)
12 K

(s,z)
21 + DS>12B

∂K
(z,s)
12

∂γ1

K
(s,z)
21 + DS>12BK

(z,s)
12

∂K
(s,z)
21

∂γ1

)
+

+ Tr

(
∂A

∂γ1

S12DK
(z,s)
21 K

(s,z)
11 + AS12

∂D

∂γ1

K
(z,s)
21 K

(s,z)
11 + AS12D

∂K
(z,s)
21

∂γ1

K
(s,z)
11 + AS12DK

(z,s)
21

∂K
(s,z)
11

∂γ1

)
+

+ Tr

(
∂B

∂γ1

S22DK
(z,s)
21 K

(s,z)
11 + BS22

∂D

∂γ1

K
(z,s)
21 K

(s,z)
11 + BS22D

∂K
(z,s)
21

∂γ1

K
(s,z)
11 + BS22DK

(z,s)
21

∂K
(s,z)
11

∂γ1

)
+

+ Tr

(
∂C

∂γ1

S12DK
(z,s)
12 K

(s,z)
21 + CS12

∂D

∂γ1

K
(z,s)
12 K

(s,z)
21 + CS12D

∂K
(z,s)
12

∂γ1

K
(s,z)
21 + CS12DK

(z,s)
12

∂K
(s,z)
21

∂γ1

)
+

+ Tr

(
2
∂D

∂γ1

S22DK
(z,s)
12 K

(s,z)
21 + DS22D

∂K
(z,s)
12

∂γ1

K
(s,z)
21 + DS22DK

(z,s)
12

∂K
(s,z)
21

∂γ1

)
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∂σ̃2
1(s1i)

∂γ2

= −Tr
(
∂A

∂γ2

K
(z,s)
11 K

(s,z)
11 + A

∂K
(z,s)
11

∂γ2

K
(s,z)
11 + AK

(z,s)
11

∂K
(s,z)
11

∂γ2

)
− Tr

(
∂C

∂γ2

K
(z,s)
11 K

(s,z)
12

+ C
∂K

(z,s)
11

∂γ2

K
(s,z)
12 + CK

(z,s)
11

∂K
(s,z)
12

∂γ2

)
− Tr

(
∂B

∂γ2

K
(z,s)
21 K

(s,z)
11 + B

∂K
(z,s)
21

∂γ2

K
(s,z)
11

+ BK
(z,s)
21

∂K
(s,z)
11

∂γ2

)
− Tr

(
∂D

∂γ2

K
(z,s)
21 K

(s,z)
12 + D

∂K
(z,s)
21

∂γ2

K
(s,z)
12 + DK

(z,s)
21

∂K
(s,z)
12

∂γ2

)
+

+ Tr

(
2
∂A

∂γ2

S11AK
(z,s)
11 K

(s,z)
11 + AS11A

∂K
(z,s)
11

∂γ2

K
(s,z)
11 + AS11AK

(z,s)
11

∂K
(s,z)
11

∂γ2

)
+

+ Tr

(
∂B

∂γ2

S>12AK
(z,s)
11 K

(s,z)
11 + BS>12

∂A

∂γ2

K
(z,s)
11 K

(s,z)
11 + BS>12A

∂K
(z,s)
11

∂γ2

K
(s,z)
11 + BS>12AK

(z,s)
11

∂K
(s,z)
11

∂γ2

)
+

+ Tr

(
∂C

∂γ2

S11AK
(z,s)
11 K

(s,z)
12 + CS11

∂A

∂γ2

K
(z,s)
11 K

(s,z)
12 + CS11A

∂K
(z,s)
11

∂γ2

K
(s,z)
12 + CS11AK

(z,s)
11

∂K
(s,z)
12

∂γ2

)
+

+ Tr

(
∂D

∂γ2

S>12AK
(z,s)
11 K

(s,z)
12 + DS>12

∂A

∂γ2

K
(z,s)
11 K

(s,z)
12 + DS>12A

∂K
(z,s)
11

∂γ2

K
(s,z)
12 + DS>12AK

(z,s)
11

∂K
(s,z)
12

∂γ2

)
+

+ Tr

(
∂A

∂γ2

S12CK
(z,s)
11 K

(s,z)
11 + AS12

∂C

∂γ2

K
(z,s)
11 K

(s,z)
11 + AS12C

∂K
(z,s)
11

∂γ2

K
(s,z)
11 + AS12CK

(z,s)
11

∂K
(s,z)
11

∂γ2

)
+

+ Tr

(
∂B

∂γ2

S22CK
(z,s)
11 K

(s,z)
11 + BS22

∂C

∂γ2

K
(z,s)
11 K

(s,z)
11 + BS22C

∂K
(z,s)
11

∂γ2

K
(s,z)
11 + BS22CK

(z,s)
11

∂K
(s,z)
11

∂γ2

)
+

+ Tr

(
2
∂C

∂γ2

S12CK
(z,s)
11 K

(s,z)
12 + CS12C

∂K
(z,s)
11

∂γ2

K
(s,z)
12 + CS12CK

(z,s)
11

∂K
(s,z)
12

∂γ2

)
+

+ Tr

(
∂D

∂γ2

S22CK
(z,s)
11 K

(s,z)
12 + DS22

∂C

∂γ2

K
(z,s)
11 K

(s,z)
12 + DS22C

∂K
(z,s)
11

∂γ2

K
(s,z)
12 + DS22CK

(z,s)
11

∂K
(s,z)
12

∂γ2

)
+

+ Tr

(
∂A

∂γ2

S11BK
(z,s)
21 K

(s,z)
11 + AS11

∂B

∂γ2

K
(z,s)
21 K

(s,z)
11 + AS11B

∂K
(z,s)
21

∂γ2

K
(s,z)
11 + AS11BK

(z,s)
21

∂K
(s,z)
11

∂γ2

)
+

+ Tr

(
2
∂B

∂γ2

S>12BK
(z,s)
21 K

(s,z)
11 + BS>12B

∂K
(z,s)
21

∂γ2

K
(s,z)
11 + BS>12BK

(z,s)
21

∂K
(s,z)
11

∂γ2

)
+

+ Tr

(
∂C

∂γ2

S11BK
(z,s)
12 K

(s,z)
21 + CS11

∂B

∂γ2

K
(z,s)
12 K

(s,z)
21 + CS11B

∂K
(z,s)
12

∂γ2

K
(s,z)
21 + CS11BK

(z,s)
12

∂K
(s,z)
21

∂γ2

)
+

+ Tr

(
∂D

∂γ2

S>12BK
(z,s)
12 K

(s,z)
21 + DS>12

∂B

∂γ2

K
(z,s)
12 K

(s,z)
21 + DS>12B

∂K
(z,s)
12

∂γ2

K
(s,z)
21 + DS>12BK

(z,s)
12

∂K
(s,z)
21

∂γ2

)
+

+ Tr

(
∂A

∂γ2

S12DK
(z,s)
21 K

(s,z)
11 + AS12

∂D

∂γ2

K
(z,s)
21 K

(s,z)
11 + AS12D

∂K
(z,s)
21

∂γ2

K
(s,z)
11 + AS12DK

(z,s)
21

∂K
(s,z)
11

∂γ2

)
+

+ Tr

(
∂B

∂γ2

S22DK
(z,s)
21 K

(s,z)
11 + BS22

∂D

∂γ2

K
(z,s)
21 K

(s,z)
11 + BS22D

∂K
(z,s)
21

∂γ2

K
(s,z)
11 + BS22DK

(z,s)
21

∂K
(s,z)
11

∂γ2

)
+

+ Tr

(
∂C

∂γ2

S12DK
(z,s)
12 K

(s,z)
21 + CS12

∂D

∂γ2

K
(z,s)
12 K

(s,z)
21 + CS12D

∂K
(z,s)
12

∂γ2

K
(s,z)
21 + CS12DK

(z,s)
12

∂K
(s,z)
21

∂γ2

)
+

+ Tr

(
2
∂D

∂γ2

S22DK
(z,s)
12 K

(s,z)
21 + DS22D

∂K
(z,s)
12

∂γ2

K
(s,z)
21 + DS22DK

(z,s)
12

∂K
(s,z)
21

∂γ2

)
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∂σ̃2
1(s1i)

∂S11

=
(
AK

(z,s)
11 K

(s,z)
11 A

)>
+
(
AK

(z,s)
11 K

(s,z)
12 C

)>
+
(
BK

(z,s)
21 K

(s,z)
11 A

)>
+
(
BK

(z,s)
21 K

(s,z)
12 C

)>
∂σ̃2

1(s1i)

∂S12

=
(
CK

(z,s)
11 K

(s,z)
11 A

)>
+
(
CK

(z,s)
11 K

(s,z)
12 C

)>
+
(
DK

(z,s)
21 K

(s,z)
11 A

)>
+
(
DK

(z,s)
21 K

(s,z)
12 C

)>
+

+
(
AK

(z,s)
11 K

(s,z)
11 B

)
+
(
AK

(z,s)
11 K

(s,z)
12 D

)
+
(
BK

(z,s)
21 K

(s,z)
11 B

)
+
(
BK

(z,s)
21 K

(s,z)
12 D

)
∂σ̃2

1(s1i)

∂S22

=
(
CK

(z,s)
11 K

(s,z)
11 B

)>
+
(
CK

(z,s)
11 K

(s,z)
12 D

)>
+
(
DK

(z,s)
21 K

(s,z)
11 B

)>
+
(
DK

(z,s)
21 K

(s,z)
12 D

)>
Da mesma maneira, o cálculo das derivadas parciais de σ̃2

2(s2i), necessárias para o cál-

culo das derivadas dos Termos 6 e 8 de L, é dado por:
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∂σ̃2
2(s2i)

∂α
= −Tr

(
∂A

∂α
K

(z,s)
12 K

(s,z)
21 + A

∂K
(z,s)
12

∂α
K

(s,z)
21 + AK

(z,s)
12

∂K
(s,z)
21

∂α

)
− Tr

(
∂C

∂α
K

(z,s)
12 K

(s,z)
22

+ C
∂K

(z,s)
12

∂α
K

(s,z)
22 + CK

(z,s)
12

∂K
(s,z)
22

∂α

)
− Tr

(
∂B

∂α
K

(z,s)
22 K

(s,z)
21 + B

∂K
(z,s)
22

∂α
K

(s,z)
21

+ BK
(z,s)
22

∂K
(s,z)
21

∂α

)
− Tr

(
∂D

∂α
K

(z,s)
22 K

(s,z)
22 + D

∂K
(z,s)
22

∂α
K

(s,z)
22 + DK

(z,s)
22

∂K
(s,z)
22

∂α

)
+

+ Tr

(
2
∂A

∂α
S11AK

(z,s)
12 K

(s,z)
21 + AS11A

∂K
(z,s)
12

∂α
K

(s,z)
21 + AS11AK

(z,s)
12

∂K
(s,z)
21

∂α

)
+

+ Tr

(
∂B

∂α
S>12AK

(z,s)
12 K

(s,z)
21 + BS>12

∂A

∂α
K

(z,s)
12 K

(s,z)
21 + BS>12A

∂K
(z,s)
12

∂α
K

(s,z)
21 + BS>12AK

(z,s)
12

∂K
(s,z)
21

∂α

)
+

+ Tr

(
∂C

∂α
S11AK

(z,s)
12 K

(s,z)
22 + CS11

∂A

∂α
K

(z,s)
12 K

(s,z)
22 + CS11A

∂K
(z,s)
12

∂α
K

(s,z)
22 + CS11AK

(z,s)
12

∂K
(s,z)
22

∂α

)
+

+ Tr

(
∂D

∂α
S>12AK

(z,s)
12 K

(s,z)
22 + DS>12

∂A

∂α
K

(z,s)
12 K

(s,z)
22 + DS>12A

∂K
(z,s)
12

∂α
K

(s,z)
22 + DS>12AK

(z,s)
12

∂K
(s,z)
22

∂α

)
+

+ Tr

(
∂A

∂α
S12CK

(z,s)
12 K

(s,z)
21 + AS12

∂C

∂α
K

(z,s)
12 K

(s,z)
21 + AS12C

∂K
(z,s)
12

∂α
K

(s,z)
21 + AS12CK

(z,s)
12

∂K
(s,z)
21

∂α

)
+

+ Tr

(
∂B

∂α
S22CK

(z,s)
12 K

(s,z)
21 + BS22

∂C

∂α
K

(z,s)
12 K

(s,z)
21 + BS22C

∂K
(z,s)
12

∂α
K

(s,z)
21 + BS22CK

(z,s)
12

∂K
(s,z)
21

∂α

)
+

+ Tr

(
2
∂C

∂α
S12CK

(z,s)
12 K

(s,z)
22 + CS12C

∂K
(z,s)
12

∂α
K

(s,z)
22 + CS12CK

(z,s)
12

∂K
(s,z)
22

∂α

)
+

+ Tr

(
∂D

∂α
S22CK

(z,s)
12 K

(s,z)
22 + DS22

∂C

∂α
K

(z,s)
12 K

(s,z)
22 + DS22C

∂K
(z,s)
12

∂α
K

(s,z)
22 + DS22CK

(z,s)
12

∂K
(s,z)
22

∂α

)
+

+ Tr

(
∂A

∂α
S11BK

(z,s)
22 K

(s,z)
21 + AS11

∂B

∂α
K

(z,s)
22 K

(s,z)
21 + AS11B

∂K
(z,s)
22

∂α
K

(s,z)
21 + AS11BK

(z,s)
22

∂K
(s,z)
21

∂α

)
+

+ Tr

(
2
∂B

∂α
S>12BK

(z,s)
22 K

(s,z)
21 + BS>12B

∂K
(z,s)
22

∂α
K

(s,z)
21 + BS>12BK

(z,s)
22

∂K
(s,z)
21

∂α

)
+

+ Tr

(
∂C

∂α
S11BK

(z,s)
22 K

(s,z)
22 + CS11

∂B

∂α
K

(z,s)
22 K

(s,z)
22 + CS11B

∂K
(z,s)
22

∂α
K

(s,z)
22 + CS11BK

(z,s)
22

∂K
(s,z)
22

∂α

)
+

+ Tr

(
∂D

∂α
S>12BK

(z,s)
22 K

(s,z)
22 + DS>12

∂B

∂α
K

(z,s)
22 K

(s,z)
22 + DS>12B

∂K
(z,s)
22

∂α
K

(s,z)
22 + DS>12BK

(z,s)
22

∂K
(s,z)
22

∂α

)
+

+ Tr

(
∂A

∂α
S12DK

(z,s)
22 K

(s,z)
21 + AS12

∂D

∂α
K

(z,s)
22 K

(s,z)
21 + AS12D

∂K
(z,s)
22

∂α
K

(s,z)
21 + AS12DK

(z,s)
22

∂K
(s,z)
21

∂α

)]
+

+ Tr

(
∂B

∂α
S22DK

(z,s)
22 K

(s,z)
21 + BS22

∂D

∂α
K

(z,s)
22 K

(s,z)
21 + BS22D

∂K
(z,s)
22

∂α
K

(s,z)
21 + BS22DK

(z,s)
22

∂K
(s,z)
21

∂α

)
+

+ Tr

(
∂C

∂α
S12DK

(z,s)
22 K

(s,z)
22 + CS12

∂D

∂α
K

(z,s)
22 K

(s,z)
22 + CS12D

∂K
(z,s)
22

∂α
K

(s,z)
22 + CS12DK

(z,s)
22

∂K
(s,z)
22

∂α

)
+

+ Tr

(
2
∂D

∂α
S22DK

(z,s)
22 K

(s,z)
22 + DS22D

∂K
(z,s)
22

∂α
K

(s,z)
22 + DS22DK

(z,s)
22

∂K
(s,z)
22

∂α

)
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∂σ̃2
2(s2i)

∂ρ12

= −Tr
(
∂A

∂ρ12

K
(z,s)
12 K

(s,z)
21 + A

∂K
(z,s)
12

∂ρ12

K
(s,z)
21 + AK

(z,s)
12

∂K
(s,z)
21

∂ρ12

)
− Tr

(
∂C

∂ρ12

K
(z,s)
12 K

(s,z)
22

+ C
∂K

(z,s)
12

∂ρ12

K
(s,z)
22 + CK

(z,s)
12

∂K
(s,z)
22

∂ρ12

)
− Tr

(
∂B

∂ρ12

K
(z,s)
22 K

(s,z)
21 + B

∂K
(z,s)
22

∂ρ12

K
(s,z)
21

+ BK
(z,s)
22

∂K
(s,z)
21

∂ρ12

)
− Tr

(
∂D

∂ρ12

K
(z,s)
22 K

(s,z)
22 + D

∂K
(z,s)
22

∂ρ12

K
(s,z)
22 + DK

(z,s)
22

∂K
(s,z)
22

∂ρ12

)
+

+ Tr

(
2
∂A

∂ρ12

S11AK
(z,s)
12 K

(s,z)
21 + AS11A

∂K
(z,s)
12

∂ρ12

K
(s,z)
21 + AS11AK

(z,s)
12

∂K
(s,z)
21

∂ρ12

)
+

+ Tr

(
∂B

∂ρ12

S>12AK
(z,s)
12 K

(s,z)
21 + BS>12

∂A

∂ρ12

K
(z,s)
12 K

(s,z)
21 + BS>12A

∂K
(z,s)
12

∂ρ12

K
(s,z)
21 + BS>12AK

(z,s)
12

∂K
(s,z)
21

∂ρ12

)
+

+ Tr

(
∂C

∂ρ12

S11AK
(z,s)
12 K

(s,z)
22 + CS11

∂A

∂ρ12

K
(z,s)
12 K

(s,z)
22 + CS11A

∂K
(z,s)
12

∂ρ12

K
(s,z)
22 + CS11AK

(z,s)
12

∂K
(s,z)
22

∂ρ12

)
+

+ Tr

(
∂D

∂ρ12

S>12AK
(z,s)
12 K

(s,z)
22 + DS>12

∂A

∂ρ12

K
(z,s)
12 K

(s,z)
22 + DS>12A

∂K
(z,s)
12

∂ρ12

K
(s,z)
22 + DS>12AK

(z,s)
12

∂K
(s,z)
22

∂ρ12

)
+

+ Tr

(
∂A

∂ρ12

S12CK
(z,s)
12 K

(s,z)
21 + AS12

∂C

∂ρ12

K
(z,s)
12 K

(s,z)
21 + AS12C

∂K
(z,s)
12

∂ρ12

K
(s,z)
21 + AS12CK

(z,s)
12

∂K
(s,z)
21

∂ρ12

)
+

+ Tr

(
∂B

∂ρ12

S22CK
(z,s)
12 K

(s,z)
21 + BS22

∂C

∂ρ12

K
(z,s)
12 K

(s,z)
21 + BS22C

∂K
(z,s)
12

∂ρ12

K
(s,z)
21 + BS22CK

(z,s)
12

∂K
(s,z)
21

∂ρ12

)
+

+ Tr

(
2
∂C

∂ρ12

S12CK
(z,s)
12 K

(s,z)
22 + CS12C

∂K
(z,s)
12

∂ρ12

K
(s,z)
22 + CS12CK

(z,s)
12

∂K
(s,z)
22

∂ρ12

)
+

+ Tr

(
∂D

∂ρ12

S22CK
(z,s)
12 K

(s,z)
22 + DS22

∂C

∂ρ12

K
(z,s)
12 K

(s,z)
22 + DS22C

∂K
(z,s)
12

∂ρ12

K
(s,z)
22 + DS22CK

(z,s)
12

∂K
(s,z)
22

∂ρ12

)
+

+ Tr

(
∂A

∂ρ12

S11BK
(z,s)
22 K

(s,z)
21 + AS11

∂B

∂ρ12

K
(z,s)
22 K

(s,z)
21 + AS11B

∂K
(z,s)
22

∂ρ12

K
(s,z)
21 + AS11BK

(z,s)
22

∂K
(s,z)
21

∂ρ12

)
+

+ Tr

(
2
∂B

∂ρ12

S>12BK
(z,s)
22 K

(s,z)
21 + BS>12B

∂K
(z,s)
22

∂ρ12

K
(s,z)
21 + BS>12BK

(z,s)
22

∂K
(s,z)
21

∂ρ12

)
+

+ Tr

(
∂C

∂ρ12

S11BK
(z,s)
22 K

(s,z)
22 + CS11

∂B

∂ρ12

K
(z,s)
22 K

(s,z)
22 + CS11B

∂K
(z,s)
22

∂ρ12

K
(s,z)
22 + CS11BK

(z,s)
22

∂K
(s,z)
22

∂ρ12

)
+

+ Tr

(
∂D

∂ρ12

S>12BK
(z,s)
22 K

(s,z)
22 + DS>12

∂B

∂ρ12

K
(z,s)
22 K

(s,z)
22 + DS>12B

∂K
(z,s)
22

∂ρ12

K
(s,z)
22 + DS>12BK

(z,s)
22

∂K
(s,z)
22

∂ρ12

)
+

+ Tr

(
∂A

∂ρ12

S12DK
(z,s)
22 K

(s,z)
21 + AS12

∂D

∂ρ12

K
(z,s)
22 K

(s,z)
21 + AS12D

∂K
(z,s)
22

∂ρ12

K
(s,z)
21 + AS12DK

(z,s)
22

∂K
(s,z)
21

∂ρ12

)]
+

+ Tr

(
∂B

∂ρ12

S22DK
(z,s)
22 K

(s,z)
21 + BS22

∂D

∂ρ12

K
(z,s)
22 K

(s,z)
21 + BS22D

∂K
(z,s)
22

∂ρ12

K
(s,z)
21 + BS22DK

(z,s)
22

∂K
(s,z)
21

∂ρ12

)
+

+ Tr

(
∂C

∂ρ12

S12DK
(z,s)
22 K

(s,z)
22 + CS12

∂D

∂ρ12

K
(z,s)
22 K

(s,z)
22 + CS12D

∂K
(z,s)
22

∂ρ12

K
(s,z)
22 + CS12DK

(z,s)
22

∂K
(s,z)
22

∂ρ12

)
+

+ Tr

(
2
∂D

∂ρ12

S22DK
(z,s)
22 K

(s,z)
22 + DS22D

∂K
(z,s)
22

∂ρ12

K
(s,z)
22 + DS22DK

(z,s)
22

∂K
(s,z)
22

∂ρ12

)
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∂σ̃2
2(s2i)

∂γ1

= −Tr
(
∂A

∂γ1

K
(z,s)
12 K

(s,z)
21 + A

∂K
(z,s)
12

∂γ1

K
(s,z)
21 + AK

(z,s)
12

∂K
(s,z)
21

∂γ1

)
− Tr

(
∂C

∂γ1

K
(z,s)
12 K

(s,z)
22

+ C
∂K

(z,s)
12

∂γ1

K
(s,z)
22 + CK

(z,s)
12

∂K
(s,z)
22

∂γ1

)
− Tr

(
∂B

∂γ1

K
(z,s)
22 K

(s,z)
21 + B

∂K
(z,s)
22

∂γ1

K
(s,z)
21

+ BK
(z,s)
22

∂K
(s,z)
21

∂γ1

)
− Tr

(
∂D

∂γ1

K
(z,s)
22 K

(s,z)
22 + D

∂K
(z,s)
22

∂γ1

K
(s,z)
22 + DK

(z,s)
22

∂K
(s,z)
22

∂γ1

)
+

+ Tr

(
2
∂A

∂γ1

S11AK
(z,s)
12 K

(s,z)
21 + AS11A

∂K
(z,s)
12

∂γ1

K
(s,z)
21 + AS11AK

(z,s)
12

∂K
(s,z)
21

∂γ1

)
+

+ Tr

(
∂B

∂γ1

S>12AK
(z,s)
12 K

(s,z)
21 + BS>12

∂A

∂γ1

K
(z,s)
12 K

(s,z)
21 + BS>12A

∂K
(z,s)
12

∂γ1

K
(s,z)
21 + BS>12AK

(z,s)
12

∂K
(s,z)
21

∂γ1

)
+

+ Tr

(
∂C

∂γ1

S11AK
(z,s)
12 K

(s,z)
22 + CS11

∂A

∂γ1

K
(z,s)
12 K

(s,z)
22 + CS11A

∂K
(z,s)
12

∂γ1

K
(s,z)
22 + CS11AK

(z,s)
12

∂K
(s,z)
22

∂γ1

)
+

+ Tr

(
∂D

∂γ1

S>12AK
(z,s)
12 K

(s,z)
22 + DS>12

∂A

∂γ1

K
(z,s)
12 K

(s,z)
22 + DS>12A

∂K
(z,s)
12

∂γ1

K
(s,z)
22 + DS>12AK

(z,s)
12

∂K
(s,z)
22

∂γ1

)
+

+ Tr

(
∂A

∂γ1

S12CK
(z,s)
12 K

(s,z)
21 + AS12

∂C

∂γ1

K
(z,s)
12 K

(s,z)
21 + AS12C

∂K
(z,s)
12

∂γ1

K
(s,z)
21 + AS12CK

(z,s)
12

∂K
(s,z)
21

∂γ1

)
+

+ Tr

(
∂B

∂γ1

S22CK
(z,s)
12 K

(s,z)
21 + BS22

∂C

∂γ1

K
(z,s)
12 K

(s,z)
21 + BS22C

∂K
(z,s)
12

∂γ1

K
(s,z)
21 + BS22CK

(z,s)
12

∂K
(s,z)
21

∂γ1

)
+

+ Tr

(
2
∂C

∂γ1

S12CK
(z,s)
12 K

(s,z)
22 + CS12C

∂K
(z,s)
12

∂γ1

K
(s,z)
22 + CS12CK

(z,s)
12

∂K
(s,z)
22

∂γ1

)
+

+ Tr

(
∂D

∂γ1

S22CK
(z,s)
12 K

(s,z)
22 + DS22

∂C

∂γ1

K
(z,s)
12 K

(s,z)
22 + DS22C

∂K
(z,s)
12

∂γ1

K
(s,z)
22 + DS22CK

(z,s)
12

∂K
(s,z)
22

∂γ1

)
+

+ Tr

(
∂A

∂γ1

S11BK
(z,s)
22 K

(s,z)
21 + AS11

∂B

∂γ1

K
(z,s)
22 K

(s,z)
21 + AS11B

∂K
(z,s)
22

∂γ1

K
(s,z)
21 + AS11BK

(z,s)
22

∂K
(s,z)
21

∂γ1

)
+

+ Tr

(
2
∂B

∂γ1

S>12BK
(z,s)
22 K

(s,z)
21 + BS>12B

∂K
(z,s)
22

∂γ1

K
(s,z)
21 + BS>12BK

(z,s)
22

∂K
(s,z)
21

∂γ1

)
+

+ Tr

(
∂C

∂γ1

S11BK
(z,s)
22 K

(s,z)
22 + CS11

∂B

∂γ1

K
(z,s)
22 K

(s,z)
22 + CS11B

∂K
(z,s)
22

∂γ1

K
(s,z)
22 + CS11BK

(z,s)
22

∂K
(s,z)
22

∂γ1

)
+

+ Tr

(
∂D

∂γ1

S>12BK
(z,s)
22 K

(s,z)
22 + DS>12

∂B

∂γ1

K
(z,s)
22 K

(s,z)
22 + DS>12B

∂K
(z,s)
22

∂γ1

K
(s,z)
22 + DS>12BK

(z,s)
22

∂K
(s,z)
22

∂γ1

)
+

+ Tr

(
∂A

∂γ1

S12DK
(z,s)
22 K

(s,z)
21 + AS12

∂D

∂γ1

K
(z,s)
22 K

(s,z)
21 + AS12D

∂K
(z,s)
22

∂γ1

K
(s,z)
21 + AS12DK

(z,s)
22

∂K
(s,z)
21

∂γ1

)]
+

+ Tr

(
∂B

∂γ1

S22DK
(z,s)
22 K

(s,z)
21 + BS22

∂D

∂γ1

K
(z,s)
22 K

(s,z)
21 + BS22D

∂K
(z,s)
22

∂γ1

K
(s,z)
21 + BS22DK

(z,s)
22

∂K
(s,z)
21

∂γ1

)
+

+ Tr

(
∂C

∂γ1

S12DK
(z,s)
22 K

(s,z)
22 + CS12

∂D

∂γ1

K
(z,s)
22 K

(s,z)
22 + CS12D

∂K
(z,s)
22

∂γ1

K
(s,z)
22 + CS12DK

(z,s)
22

∂K
(s,z)
22

∂γ1

)
+

+ Tr

(
2
∂D

∂γ1

S22DK
(z,s)
22 K

(s,z)
22 + DS22D

∂K
(z,s)
22

∂γ1

K
(s,z)
22 + DS22DK

(z,s)
22

∂K
(s,z)
22

∂γ1

)
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∂σ̃2
2(s2i)

∂γ2

= 2γ2 − Tr
(
∂A

∂γ2

K
(z,s)
12 K

(s,z)
21 + A

∂K
(z,s)
12

∂γ2

K
(s,z)
21 + AK

(z,s)
12

∂K
(s,z)
21

∂γ2

)
−

− Tr
(
∂C

∂γ2

K
(z,s)
12 K

(s,z)
22 + C

∂K
(z,s)
12

∂γ2

K
(s,z)
22 + CK

(z,s)
12

∂K
(s,z)
22

∂γ2

)
− Tr

(
∂B

∂γ2

K
(z,s)
22 K

(s,z)
21 + B

∂K
(z,s)
22

∂γ2

K
(s,z)
21

+ BK
(z,s)
22

∂K
(s,z)
21

∂γ2

)
− Tr

(
∂D

∂γ2

K
(z,s)
22 K

(s,z)
22 + D

∂K
(z,s)
22

∂γ2

K
(s,z)
22 + DK

(z,s)
22

∂K
(s,z)
22

∂γ2

)
+

+ Tr

(
2
∂A

∂γ2

S11AK
(z,s)
12 K

(s,z)
21 + AS11A

∂K
(z,s)
12

∂γ2

K
(s,z)
21 + AS11AK

(z,s)
12

∂K
(s,z)
21

∂γ2

)
+

+ Tr

(
∂B

∂γ2

S>12AK
(z,s)
12 K

(s,z)
21 + BS>12

∂A

∂γ2

K
(z,s)
12 K

(s,z)
21 + BS>12A

∂K
(z,s)
12

∂γ2

K
(s,z)
21 + BS>12AK

(z,s)
12

∂K
(s,z)
21

∂γ2

)
+

+ Tr

(
∂C

∂γ2

S11AK
(z,s)
12 K

(s,z)
22 + CS11

∂A

∂γ2

K
(z,s)
12 K

(s,z)
22 + CS11A

∂K
(z,s)
12

∂γ2

K
(s,z)
22 + CS11AK

(z,s)
12

∂K
(s,z)
22

∂γ2

)
+

+ Tr

(
∂D

∂γ2

S>12AK
(z,s)
12 K

(s,z)
22 + DS>12

∂A

∂γ2

K
(z,s)
12 K

(s,z)
22 + DS>12A

∂K
(z,s)
12

∂γ2

K
(s,z)
22 + DS>12AK

(z,s)
12

∂K
(s,z)
22

∂γ2

)
+

+ Tr

(
∂A

∂γ2

S12CK
(z,s)
12 K

(s,z)
21 + AS12

∂C

∂γ2

K
(z,s)
12 K

(s,z)
21 + AS12C

∂K
(z,s)
12

∂γ2

K
(s,z)
21 + AS12CK

(z,s)
12

∂K
(s,z)
21

∂γ2

)
+

+ Tr

(
∂B

∂γ2

S22CK
(z,s)
12 K

(s,z)
21 + BS22

∂C

∂γ2

K
(z,s)
12 K

(s,z)
21 + BS22C

∂K
(z,s)
12

∂γ2

K
(s,z)
21 + BS22CK

(z,s)
12

∂K
(s,z)
21

∂γ2

)
+

+ Tr

(
2
∂C

∂γ2

S12CK
(z,s)
12 K

(s,z)
22 + CS12C

∂K
(z,s)
12

∂γ2

K
(s,z)
22 + CS12CK

(z,s)
12

∂K
(s,z)
22

∂γ2

)
+

+ Tr

(
∂D

∂γ2

S22CK
(z,s)
12 K

(s,z)
22 + DS22

∂C

∂γ2

K
(z,s)
12 K

(s,z)
22 + DS22C

∂K
(z,s)
12

∂γ2

K
(s,z)
22 + DS22CK

(z,s)
12

∂K
(s,z)
22

∂γ2

)
+

+ Tr

(
∂A

∂γ2

S11BK
(z,s)
22 K

(s,z)
21 + AS11

∂B

∂γ2

K
(z,s)
22 K

(s,z)
21 + AS11B

∂K
(z,s)
22

∂γ2

K
(s,z)
21 + AS11BK

(z,s)
22

∂K
(s,z)
21

∂γ2

)
+

+ Tr

(
2
∂B

∂γ2

S>12BK
(z,s)
22 K

(s,z)
21 + BS>12B

∂K
(z,s)
22

∂γ2

K
(s,z)
21 + BS>12BK

(z,s)
22

∂K
(s,z)
21

∂γ2

)
+

+ Tr

(
∂C

∂γ2

S11BK
(z,s)
22 K

(s,z)
22 + CS11

∂B

∂γ2

K
(z,s)
22 K

(s,z)
22 + CS11B

∂K
(z,s)
22

∂γ2

K
(s,z)
22 + CS11BK

(z,s)
22

∂K
(s,z)
22

∂γ2

)
+

+ Tr

(
∂D

∂γ2

S>12BK
(z,s)
22 K

(s,z)
22 + DS>12

∂B

∂γ2

K
(z,s)
22 K

(s,z)
22 + DS>12B

∂K
(z,s)
22

∂γ2

K
(s,z)
22 + DS>12BK

(z,s)
22

∂K
(s,z)
22

∂γ2

)
+

+ Tr

(
∂A

∂γ2

S12DK
(z,s)
22 K

(s,z)
21 + AS12

∂D

∂γ2

K
(z,s)
22 K

(s,z)
21 + AS12D

∂K
(z,s)
22

∂γ2

K
(s,z)
21 + AS12DK

(z,s)
22

∂K
(s,z)
21

∂γ2

)]
+

+ Tr

(
∂B

∂γ2

S22DK
(z,s)
22 K

(s,z)
21 + BS22

∂D

∂γ2

K
(z,s)
22 K

(s,z)
21 + BS22D

∂K
(z,s)
22

∂γ2

K
(s,z)
21 + BS22DK

(z,s)
22

∂K
(s,z)
21

∂γ2

)
+

+ Tr

(
∂C

∂γ2

S12DK
(z,s)
22 K

(s,z)
22 + CS12

∂D

∂γ2

K
(z,s)
22 K

(s,z)
22 + CS12D

∂K
(z,s)
22

∂γ2

K
(s,z)
22 + CS12DK

(z,s)
22

∂K
(s,z)
22

∂γ2

)
+

+ Tr

(
2
∂D

∂γ2

S22DK
(z,s)
22 K

(s,z)
22 + DS22D

∂K
(z,s)
22

∂γ2

K
(s,z)
22 + DS22DK

(z,s)
22

∂K
(s,z)
22

∂γ2

)
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∂σ̃2
2(s2i)

∂S11

=
(
AK

(z,s)
12 K

(s,z)
21 A

)>
+
(
AK

(z,s)
12 K

(s,z)
22 C

)>
+
(
BK

(z,s)
22 K

(s,z)
21 A

)>
+
(
BK

(z,s)
22 K

(s,z)
22 C

)>
∂σ̃2

2(s2i)

∂S12

=
(
CK

(z,s)
12 K

(s,z)
21 A

)>
+
(
CK

(z,s)
12 K

(s,z)
22 C

)>
+
(
DK

(z,s)
22 K

(s,z)
21 A

)>
+
(
DK

(z,s)
22 K

(s,z)
22 C

)>
+

+
(
AK

(z,s)
12 K

(s,z)
21 B

)
+
(
AK

(z,s)
12 K

(s,z)
22 D

)
+
(
BK

(z,s)
22 K

(s,z)
21 B

)
+
(
BK

(z,s)
22 K

(s,z)
22 D

)
∂σ̃2

2(s2i)

∂S22

=
(
CK

(z,s)
12 K

(s,z)
21 B

)>
+
(
CK

(z,s)
12 K

(s,z)
22 D

)>
+
(
DK

(z,s)
22 K

(s,z)
21 B

)>
+
(
DK

(z,s)
22 K

(s,z)
22 D

)>

C.6 Cálculo das derivadas parciais dos Ψ’s em relação aos parâmetros do modelo

Nessa seção serão apresentados os resultados referentes às derivadas parciais de todas as

matrizes Ψ’s, apresentadas anteriormente na seção C.1, em relação aos parâmetros α, ρ12, γ1 e

γ2. Os Ψ’s não dependem dos demais parâmetros e, consequentemente, suas derivadas parciais

são nulas. Para a realizar os cálculos das derivadas parciais, será necessário destacar um termo

comum para todos os Ψ’s, que é denotado por

Núcleo =

√
πα

2
exp

{
−(z − z′)2

4α

}[
erf
(
z̄ − Tmax√

α

)
− erf

(
z̄ − Tmin√

α

)]
.

Uma vez que o termo “Núcleo” depende do parâmetro α, sua derivada é dada por

∂Núcleo
∂α

= −
√
π(z − z′)2

8α3/2
exp

{
−(z − z′)2

4α

} [
erf
(
z̄ − Tmax√

α

)
− erf

(
z̄ − Tmin√

α

)]
−

−
√
π

4
√
α

exp

{
−(z − z′)2

4α

} [
erf
(
z̄ − Tmax√

α

)
− erf

(
z̄ − Tmin√

α

)]
−

−
√
π
√
α

2
exp

{
−(z − z′)2

4α

} [
(z̄ − Tmin)√

πα3/2
exp

{
(z̄ − Tmin)2

α

}
−

+

√
π
√
α

2
exp

{
−(z − z′)2

4α

} [
− (z̄ − Tmax)√

πα3/2
exp

{
(z̄ − Tmax)2

α

}]
.

Desse modo, as derivadas parciais de Ψ11
11(z, z′) são dadas por

∂Ψ11
11(z, z′)

∂α
= γ4

1 ×
∂Núcleo
∂α

∂Ψ11
11(z, z′)

∂ρ12

= 0
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∂Ψ11
11(z, z′)

∂γ1

= 4γ3
1 × Núcleo

∂Ψ11
11(z, z′)

∂γ2

= 0

Como as expressões de Ψ21
11(z, z′), Ψ12

11(z, z′), Ψ11
21(z, z′) e Ψ11

12(z, z′) são as mesmas,

suas respectivas derivadas parciais também serão. Desse modo,

∂Ψ21
11(z, z′)

∂α
=

∂Ψ12
11(z, z′)

∂α
=

∂Ψ11
21(z, z′)

∂α
=

∂Ψ11
12(z, z′)

∂α
=

= ρ12γ
3
1γ2 ×

∂Núcleo
∂α

∂Ψ21
11(z, z′)

∂ρ12

=
∂Ψ12

11(z, z′)

∂ρ12

=
∂Ψ11

21(z, z′)

∂ρ12

=
∂Ψ11

12(z, z′)

∂ρ12

=

= γ3
1γ2 × Núcleo

∂Ψ21
11(z, z′)

∂γ1

=
∂Ψ12

11(z, z′)

∂γ1

=
∂Ψ11

21(z, z′)

∂γ1

=
∂Ψ11

12(z, z′)

∂γ1

=

= 3ρ12γ
2
1γ2 × Núcleo

∂Ψ21
11(z, z′)

∂γ2

=
∂Ψ12

11(z, z′)

∂γ2

=
∂Ψ11

21(z, z′)

∂γ2

=
∂Ψ11

12(z, z′)

∂γ2

=

= ρ12γ
3
1 × Núcleo

Já os resultados das derivadas de Ψ22
11(z, z′) e Ψ11

22(z, z′) são dadas por

∂Ψ22
11(z, z′)

∂α
=

∂Ψ11
22(z, z′)

∂α
= γ2

1γ
2
2 ×

∂Núcleo
∂α

∂Ψ22
11(z, z′)

∂ρ12

=
∂Ψ11

22(z, z′)

∂ρ12

= 0

∂Ψ22
11(z, z′)

∂γ1

=
∂Ψ11

22(z, z′)

∂γ1

= 2γ1γ
2
2 × Núcleo

∂Ψ22
11(z, z′)

∂γ2

=
∂Ψ11

22(z, z′)

∂γ2

= 2γ2
1γ2 × Núcleo

De maneira análoga, as derivadas parciais de Ψ12
21(z, z′), Ψ21

12(z, z′), Ψ21
21(z, z′) e Ψ12

12(z, z′)

serão
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∂Ψ12
21(z, z′)

∂α
=

∂Ψ21
12(z, z′)

∂α
=
∂Ψ21

21(z, z′)

∂α
=
∂Ψ12

12(z, z′)

∂α
=

= ρ12γ
2
1γ

2
2 ×

∂Núcleo
∂α

∂Ψ12
21(z, z′)

∂ρ12

=
∂Ψ21

12(z, z′)

∂ρ12

=
∂Ψ21

21(z, z′)

∂ρ12

=
∂Ψ12

12(z, z′)

∂ρ12

=

= γ2
1γ

2
2 × Núcleo

∂Ψ12
21(z, z′)

∂γ1

=
∂Ψ21

12(z, z′)

∂γ1

=
∂Ψ21

21(z, z′)

∂γ1

=
∂Ψ12

12(z, z′)

∂γ1

=

= 2ρ12γ1γ
2
2 × Núcleo

∂Ψ12
21(z, z′)

∂γ2

=
∂Ψ21

12(z, z′)

∂γ2

=
∂Ψ21

21(z, z′)

∂γ2

=
∂Ψ12

12(z, z′)

∂γ2

=

= 2ρ12γ
2
1γ2 × Núcleo

Considerando agora as funções Ψ12
22(z, z′), Ψ21

22(z, z′), Ψ22
12(z, z′) e Ψ22

21(z, z′), tem-se que

∂Ψ12
22(z, z′)

∂α
=

∂Ψ21
22(z, z′)

∂α
=
∂Ψ22

12(z, z′)

∂α
=
∂Ψ22

21(z, z′)

∂α
=

= ρ12γ1γ
3
2 ×

∂Núcleo
∂α

∂Ψ12
22(z, z′)

∂ρ12

=
∂Ψ21

22(z, z′)

∂ρ12

=
∂Ψ22

12(z, z′)

∂ρ12

=
∂Ψ22

21(z, z′)

∂ρ12

=

= γ1γ
3
2 × Núcleo

∂Ψ12
22(z, z′)

∂γ1

=
∂Ψ21

22(z, z′)

∂γ1

=
∂Ψ22

12(z, z′)

∂γ1

=
∂Ψ22

21(z, z′)

∂γ1

=

= ρ12γ
3
2 × Núcleo

∂Ψ12
22(z, z′)

∂γ2

=
∂Ψ21

22(z, z′)

∂γ2

=
∂Ψ22

12(z, z′)

∂γ2

=
∂Ψ22

21(z, z′)

∂γ2

=

= 3ρ12γ1γ
2
2 × Núcleo

Por fim, tem-se que as derivadas parciais de Ψ22
22(z, z′) serão

∂Ψ22
22(z, z′)

∂α
= γ4

2 ×
∂Núcleo
∂α
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∂Ψ22
22(z, z′)

∂ρ12

= 0

∂Ψ22
22(z, z′)

∂γ1

= 0

∂Ψ22
22(z, z′)

∂γ2

= 4γ3
2 × Núcleo
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