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Resumo
Em mercados financeiros, a modelagem da volatilidade vem sendo uma estratégia muito utilizada por refletir
as incertezas sobre as variações dos preços dos ativos. Incorporando peculiaridades de séries financeiras,
este estudo estimou a volatilidade para o índice intradiário do mercado acionário brasileiro (Ibovespa)
por meio de modelos ARIMA-APARCH em diferentes frequências temporais com o auxílio da técnica de
decomposição wavelet MODWT. Este trabalho propõe a análise dos impactos dos componentes de frequência
no comportamento da volatilidade de retornos intradiários com o uso de séries de detalhes wavelet em
diferentes horizontes temporais, em um período atípico nos mercados financeiros mundiais, gerado pela
pandemia do COVID-19. Os resultados empíricos sugerem baixa volatilidade incondicional e fortes sinais de
persistência em todas as frequências analisadas. A assimetria na volatilidade é evidenciada nas frequências
maiores, com efeito alavancagem presente apenas nas séries de detalhes com variações de 15-120 min., o
que é corroborado com os resultados obtidos com a série reconstruída. Os comportamentos evidenciados
impactam na elaboração de estratégias de investimento de curto prazo e gerenciamento de risco, uma vez
que os choques positivos e negativos, como os dados pela pandemia mundial do COVID-19, têm impactos
diferenciados sobre a volatilidade dos retornos em prazos menores. As informações obtidas podem contribuir
na análise de futuros eventos atípicos no mercado acionário brasileiro embasando a tomada de decisão dos
agentes econômicos.
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Abstract
In financial markets, volatility modeling has been a strategy widely used because it reflects uncertainties
about changes in asset prices. Incorporating peculiarities of financial series, this study estimated the volatility
for the intraday index of the Brazilian stock market (Ibovespa) using ARIMA-APARCH models in different
time frequencies with the aid of the wavelet MODWT decomposition technique. This work proposes an
analysis of the impacts of the frequency components on the behavior of the volatility of intraday returns using
the series of details wavelet in different time horizons, in an atypical period in the global financial markets,
generated by the COVID-19 pandemic. The empirical results suggest low unconditional volatility and strong
signs of persistence in all analyzed frequencies. The asymmetry in volatility is evidenced in the higher
frequencies, the leverage effect being present only in the series of details with variations of 15-120 min.,
which is corroborated with the results obtained with the reconstructed series. The evidenced behaviors have
an impact on the elaboration of short-term investment strategies and risk management, since the positive
and negative shocks, such as those given by the world pandemic of COVID-19, have different impacts on
the volatility of returns in shorter periods. The information obtained can contribute to the analysis of future
atypical events in the Brazilian stock market, supporting the decision-making of economic agents.
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Introdução

A análise de séries intradiárias de mercados finan-
ceiros apresenta desafios específicos. Estes dados in-
cluem componentes de alta frequência, variantes ao
longo do tempo, caracterizados por dinâmicas com-
plexas que retratam os frequentes movimentos de pre-
ços de ativos em um dado período de negociação
(GALLEGATI; SEMMLER, 2014; IN; KIM, 2013). Os
retornos financeiros apresentam peculiaridades (stylized

facts) como:

i) alto valor de curtose;
ii) enômenos de alta volatilidade que se aglomeram no

tempo;
iii) presença de padrões sazonais durante o pe-

ríodo de negociação dos ativos, dentre outras
(MORETTIN, 2017).

No que se refere a estas questões, em finanças, a vo-
latilidade é um dos componentes mais relevantes. Essa
medida corresponde ao desvio padrão condicional dos
retornos dos ativos, que pode se manifestar de várias ma-
neiras numa série financeira, refletindo as incertezas sobre
as variações dos preços. Quanto maior a variação do preço
de um ativo ao longo de um período de tempo, mais volátil
ele é considerado. Aspectos associados à volatilidade do
mercado como presença de persistência e assimetria aos
choques de informação em séries de retornos financeiros
tem sido um importante objeto de estudos empíricos em
Audrino e Hu (2016), Baur e Dimpfl (2018), Pan e Liu
(2018), Patton e Sheppard (2015), Ramzan, Ramzan e
Zahid (2012), dentre outros.

A complexidade intrínseca destes sistemas demanda
metodologias que incorporem na modelagem da volati-
lidade essas características tão comuns nas séries finan-
ceiras intradiárias. Para tanto, modelos de heterocedas-
ticidade condicional da família ARCH (Autoregressive

Conditional Heteroskedasticity), introduzidos a partir de
Engle (1982), vêm se mostrando uma importante ferra-
menta em áreas como precificação de ativos, seleção de
portfólios e avaliação de riscos por incorporar problemas
como distribuição assimétrica, persistência e efeito ala-
vancagem, ver em Black (1976).

Um dos modelos desta classe é o APARCH (Asym-

metric Power ARCH), desenvolvido por Ding, Granger e
Engle (1993). Além de refletir a persistência, este modelo
adiciona a flexibilidade de um expoente do desvio padrão
condicional variando com um coeficiente de assimetria
para considerar o efeito de alavancagem que decorre da
característica de aversão ao risco inerente aos agentes

econômicos. Conforme Daly (2008), o fenômeno de ala-
vancagem surge quando em momentos de baixa nos preços
a volatilidade de seu retorno aumenta, enquanto, em pe-
ríodos de alta nos preços a volatilidade não é tão intensa.
O APARCH ainda inclui sete outras extensões ARCH
como casos especiais: ARCH e GARCH clássicos, GJR-
GARCH, TS-GARCH, TARCH, NARCH e LogARCH
(ou MGARCH).

Essas informações específicas associadas a volatili-
dade podem ser analisadas em termos da decomposição
de escalas de variação temporal. Hasbrouck (2016)
e Nava, Matteo e Aste (1989) evidenciam que con-
siderar diferentes escalas de tempo contribui para
explicar a complexidade inerente dos comportamen-
tos da volatilidade de índices financeiros, captando
efeitos de padrões periódicos intradiários e de ca-
lendário refletidos nos movimentos dos preços
(LATIF et al., 2011; ROSSI, 2015) e impac-
tos de tendências de longo ou curto prazo
(GALLEGATI; SEMMLER, 2014). Neste contexto, o
uso de técnicas wavelet vem ganhando muitos adeptos
(BIAGE, 2019; JENSEN; WHITCHER, 2014; OMANE-
ADJEPONG; ABABIO; ALAGIDEDE, 2019; SHAH;
TALI; FAROOQ, 2018).

Este estudo busca compreender as implicações da mi-
croestrutura financeira na volatilidade, analisando os im-
pactos de diferentes frequências de tempo sobre o compor-
tamento da volatilidade intradiária, aplicando o processo
ARIMA-APARCH para estimar a variância condicional
em escalas a partir da decomposição wavelet da série tem-
poral intradiária dos retornos. Essa técnica permite captar
diferentes níveis de detalhes da série original de forma
não agregada no tempo. O objetivo é analisar em cada
frequência considerada aspectos como assimetria, variân-
cia incondicional, a presença da persistência e do efeito
alavancagem no cenário em que incorre efeitos dos des-
dobramentos da pandemia do COVID-19 nos mercados
financeiros mundiais.

Para a análise foram selecionados os retornos intra-
diários do índice Ibovespa, em um período que retrata os
impactos do COVID-19. O Ibovespa corresponde ao indi-
cador de desempenho médio de ações negociadas no mer-
cado de capitais brasileiro e é um dos principais mercados
da América Latina. Dessa forma, a contribuição deste es-
tudo reside na avaliação dos impactos de diferentes ciclos
financeiros nas estimativas da variância condicional da
bolsa de valores brasileira, refletindo a forma com que im-
portantes ações respondem aos efeitos da volatilidade em
diferentes horizontes temporais. Além disso, por ser um
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mercado financeiro mais suscetível aos efeitos de crises,
dado o período de amostragem, os resultados do trabalho
podem ser utilizados futuramente na incidência de eventos
de incertezas, embasando a gestão de investimentos de
agentes econômicos.

O período de análise compreende entre 17 de março
de 2020 a 11 de setembro de 2020, com intervalo
de amostragem de 15 minutos, considerando um dia
útil com 7 horas de negociação no mercado brasileiro.
Propõe-se o uso da técnica de transformação de wa-

velet discreta de sobreposição máxima (MODWT) de
Percival e Walden (2000) que permite filtrar séries em
diferentes componentes de frequência, preservando a va-
riação da série original com invariância de deslocamento.
Por apresentar propriedades importantes na análise mul-
tirresolução, a decomposição foi realizada usando o filtro
wavelet (DAUBECHIES, 1992) com 2 momentos nulos.

Estrutura e procedimentos metodológicos

A seguir é apresentada a estrutura base dos proce-
dimentos metodológicos utilizados neste estudo relacio-
nados aos processos heterocedásticos condicionais e o
modelo APARCH, bem como os aspectos sobre a de-
composição MODWT. Os resultados foram obtidos com
o auxílio do software R (R CORE TEAM, 2020) utili-
zando os pacotes fGarch (WUERTZ et al., 2019) e wmtsa

(CONSTANTINE; PERCIVAL, 2017).

Dados

Os dados das cotações do indicador Ibovespa foram
obtidos no pacote QuantTools (KOVALEVSKY, 2018)
em que cada registro contém informações sobre preço,
volume negociado, dia e hora da negociação. A Tabela
1 contém a participação relativa das principais ações
que compõem o índice. O período de análise abrange
17 de março de 2020 a 11 de setembro de 2020, com
n = 3660 observações. O intervalo de amostragem con-
siderado foi de 15 minutos com tempo espaçado para as
sete horas de negociação contínua no mercado brasileiro.
A série analisada refere-se aos log-retornos intradiários
rd,m = ln(pd,m)− ln(pd,m−1), em que pd,m é a cotação do
ativo no período m = 1, . . . ,28 do dia útil d = 1, . . . ,124.
A notação rt foi usada aqui para a série intradiária de
retornos do Ibovespa rd,m.

Análise Wavelet

A transformação de wavelet discreta de sobrepo-
sição máxima (MODWT) consiste na filtragem de

Tabela 1 – Principais ações que compõem a Carteira Teó-
rica do Ibovespa para o perído de março a dezembro de
2020.

S/A Código da Ação Participação
Vale do Rio Doce VALE3 10,46%

Itaú Unibanco ITUB4 6,38%
Petrobras PETR4 5,62%

B3 B3SA3 5,33%
Bradesco BBDC4 5,09%
Petrobras PETR3 4,40%

Magazine Luiza MGLU3 3,19%
Ambev ABEV3 2,95%

Banco do Brasil BBAS3 2,34%
Weg WEGE3 2,34%

Intermédica GNDI3 2,33%
Lojas Renner LREN3 1,95%

Natura NTCO3 1,91%
Suzano SUZB3 1,85%

JBS JBSS3 1,84%

Fonte: Os autores.

uma série de tempo em informações multiescala.
A MODWT apresenta propriedades essenciais na decom-
posição de séries temporais: é não ortogonal e invariante a
translação, conservando a variação da série original, para
mais detalhes ver Percival e Walden (2000). Dada essas
características, é possível estimar a volatilidade usando
séries reconstruídas das decomposições.

Para gerar as séries financeiras wavelet é necessário
uma filtragem sucessiva nos dados de retornos. Para todos
os inteiros n, de comprimento L, os filtros passa-baixa
{g j,l} e passa-alta {h j,l}, são aplicados para decompor
um sinal e precisam atender aos seguintes critérios:

i) ∑
L−1
l=0 hl = 0;

ii) ∑
L−1
l=0 h2

l =
1
2 ;

iii) ∑
L−1
i=0 hihi+2n = 0;

iv) gl =−1lhl−.

Os filtros da MODWT são expressos como um di-
mensionamento dos filtros {g j,l} e {h j,l} da seguinte
forma: h̃ j,l = h j,l/2 j e g̃ j,l = g j,l/2 j. Com a vanta-
gem de suporte compacto e ortogonalidade, neste tra-
balho foram empregados os filtros wavelet Daubechie

hl, j = (−1)l−L j gL j−1−l com 2 momentos nulos (db2)
(DAUBECHIES, 1992).

Com entrada inicial dada por s̃0,t = rN−1
t=0 , o processo

de decomposição ocorre a partir do algoritmo piramidal de
Mallat (1989) a partir dos relacionamentos apresentados
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nas equações (1) e (2)

s̃ j,t ≡
L j−1

∑
l=0

g̃ j,lrt−l mod N (1)

e

d̃ j,t ≡
L j−1

∑
l=0

h̃ j,lrt−l mod N , (2)

em que L j = (2 j−1)(L−1)+1 corresponde ao tamanho
do filtro associado a cada escala j, j = 1, . . . ,J e mod N é
um operador de módulo. Nos níveis j e no índice de tempo
t os coeficientes de escala s̃ j,t referem-se a aproximação
de rt que capturam oscilações mais longas, e os coefici-
entes d̃ j,t captam oscilações como mudanças estruturais,
representando o detalhamento de rt .

Como a MODWT preserva a variação original da série
de entrada, dada as relações apresentadas nas equações (1)
e (2), uma reconstrução de rt pode ser obtida como apre-
sentado na equação (3)

rt =
J

∑
j=1

d̃ j,t + s̃J,t . (3)

Séries wavelet de detalhes

Os coeficientes d̃ j,t foram nosso objeto de análise,
pois consistem em séries temporais que descrevem rt

em níveis cada vez mais grosseiros de resolução, de
forma não agregada no tempo. Cada nível de detalhe cor-
responde a um ciclo, sendo que quanto maior o nível
de decomposição, maior o intervalo de tempo do ciclo
(CROWLEY, 2007). As séries d̃ j,t utilizadas são as que
captam, aproximadamente, variações de minutos, hora,
semana e mês. As frequências são mensuradas de acordo
com a Tabela 2, conforme Crowley (2007), e tem como
base um dia útil do mercado brasileiro.

Tabela 2 – Variação e interpretação dos componentes de
decomposição nos níveis de variação dos log-retornos
intradiários do índice Ibovespa

Nível Frequência

d̃1,t 15-30 minutos de negociação

d̃3,t 60-120 minutos de negociação

d̃6,t 8-16 horas ≈ 1-2 dias de negociação

d̃8,t 32-64 horas ≈ 5-9 dias de negociação

d̃10,t 128-256 horas ≈ 18-37 dias de negociação

Fonte: Os autores.

Como as variações semanais captadas por d̃8,t , apre-
sentam influência de dias da semana, como os chamados
efeitos segunda e sexta-feira, para ajuste da volatilidade é

necessário neste nível isolar essas sazonalidades como em
Alberg, Shalit e Yosef (2008), conforme as equações (4)
e (5), dadas por

d̃8,t = α1Mot +α2Tut +α3Wet +α4Tht +α5Frt +δt (4)

e

(d̃8,t −
ˆ̃d8,t)

2 = α1Mot +α2Tut +α3Wet +α4Tht +α5Frt + εt

(5)

em que Mot , Tut , Wet , Tht , Frt , são variáveis dummies

representando os dias de semana e ˆ̃d8,t o valor predito
com a equação (4). A série filtrada é dada a partir das

estimativas da equação (5) como d̃8,t =
(d̃8,t−

ˆ̃d8,t )√
η̂

, sendo

η̂ o valor estimado de (d̃8,t − ˆ̃d8,t)
2.

Modelo APARCH

Processos denominados da classe ARCH expressam,
de modo geral, a componente de volatilidade (variân-
cia condicional) e uma componente de inovação comu-
mente assumida como Gaussiana, t-Student ou exten-
são dessas distribuições. Dentro dessa classe, o modelo
APARCH foi desenvolvido para introduzir flexibilidade
de um expoente variável com o coeficiente de assimetria
para detectar impactos assimétricos de choques sobre a
volatilidade (efeito alavancagem) de séries de retornos
financeiros.

A estrutura geral do modelo APARCH(p,q) para des-
vio padrão condicional (σt) de rt é dada por rt = µ + εt ,
em que εt = ztσt e zt ∼ Dν(0,1), com σδ

t definido na
equação (6)

σ
δ
t = ω +

p

∑
i=1

αi(|εt−i|− γiεt−i)
δ +

q

∑
j=1

β jσ
δ
t− j, (6)

sujeito as seguintes restrições nos parâmetros para garantir
que a variância condicional seja positiva e fracamente
estacionária:

• ω ≥ 0 , δ ≥ 0, |γi| ≤ 1;

• αi ≥ 0 , i = 1, . . . , p, β j ≥ 0, j = 1, . . . ,q;

• 0≤ ∑
p
i=1 αi +∑

q
j=1 βi ≤ 1, caso contrário.

O parâmetro ω corresponde ao nível médio da vo-
latilidade da variância condicional, δ possibilita a esti-
mação de outras potências para o desvio padrão condi-
cional, por meio de uma transformação Box-Cox em σt .
O coeficiente αi indica a reação da volatilidade a um cho-
que na série e β j mede o quanto da volatilidade do período
anterior persiste no período corrente.
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A soma de αi e βi retrata a persistência da
volatilidade, sujeita a restrição dada anteriormente.
Caso ∑(αi+β j)> 1 a série apresenta alta persistência na
volatilidade, ou seja, choques na volatilidade perdurarão
por um período muito longo na série. A presença do efeito
de alavancagem é indicada se γi > 0. O termo Dν detecta,
se existir, a distribuição com cauda pesada e indica a dis-
tribuição dos erros com média 0 e variância 1, em que se
ν = 0 trata-se de uma distribuição normal.

A média condicional µ aqui é modelada por um
processo autoregressivo integrado de médias móveis
(ARIMA), por meio da metodologia Box e Jenkins (1970).
Denota-se por ARMA(p,q) um processo autorregressivo
e de médias móveis de ordem (p,q) que pode ser especifi-
cado conforme descrito na equação (7)

rt =
p

∑
i=1

φirt−i +
q

∑
i=1

θiεt−i + εt , (7)

em que o termo εt é o resíduo que constitui variáveis
aleatórias independentes e identicamente distribuídas
(iid) com média zero e variância σ2, φi,θ j ∈ R, com
i= 1, . . . , p e j = 1, . . . ,q. A partir da definição do modelo
ARMA, na hipótese da série temporal estacionária temos
anolagamente um processo ARIMA(p,0,d), caso contrá-
rio, rt deve ser diferenciada e ajusta-se o ARIMA(p,d,q)
sendo d a ordem de diferenciação da série. A análise da es-
tacionalidade em cada série a ser estimada é realizada com
o teste Augmented Dickey-Fuller (ADF teste) proposto
por Dickey e Fuller (1979, 1981).

Com as séries de detalhes representando rt em dife-
rentes frequências j, os modelos ARIMA-APARCH são
estimados com d̃ j,t usando uma abordagem de máxima
verossimilhança (ML). Depois de identificado e estimado
o modelo ARIMA(p,d,q), para modelagem da variân-
cia condicional é necessário fazer uma suposição adici-
onal da função densidade Dν , denotado g(zt ;τ), onde τ

é um vetor de parâmetros da distribuição. A função de
log-verossimilhança é dada pela equação (8)

l(θ ,τ) =
T

∑
t=1

log f j
(
d̃ j,t | θ ,τ, It−1

)
, (8)

com o estimador de máxima verossimilhança (MLE),
θ̂hMLE = maxθ∈Θ l(θ ,τ) em que θ é o vetor de parâme-
tros desconhecidos para a média e variância condicional,
It−1 são as informações definidas no tempo t.

Uma vez que as séries temporais financeiras frequen-
temente exibem padrões de não normalidade, apresen-
tando excesso de curtose e assimetria, uma distribui-
ção mais apropriada para zt é a t-Skewed(ν ,ξ ), com os

parâmetros ν e ξ representando os graus de liberdade
e assimetria, respectivamente. Para estrutura GARCH,
Lambert e Laurent (2001) especificam a função l(θ ,τ)

dada distribuição t-Skewed, descrita pela equação (9)

l(θ ,ν ,ξ ) = T
[

logΓ

(
ν +1

2

)
− log

(
ν

2

)
− 1

2
log(π(ν−2))

]
+T

[
log

(
2

ξ + 1
ξ

)
+ log(s)

]
− 1

2

T

∑
t=1

[
log
(

σ
2
t

)]

− 1
2

T

∑
t=1

[
(1+ν) log

(
1+

(szt +m)2

ν−2
ξ
−2It

)]
,

(9)

em que

It =

{
1, if zt ≥−m

s ,

−1 if zt <−m
s ,

m =
Γ((v+1/2))

√
v−2√

πΓ(v/2)

(
ξ − 1

ξ

)
e

s =

√(
ξ 2 +

1
ξ 2 −1

)
−m2.

Resultados e discussões

Dados e estatísticas descritivas

Nas Figuras 1(a) e 1(b) tem-se os gráficos dos preços
e dos log-retornos intradiários (∆ = 15 min), no período
de 17 de março a 11 de setembro de 2020. Evidencia-se
que os movimentos da série de preços refletem o com-
portamento intradiário e dos log-retornos a caracterís-
tica de agrupamentos de volatilidade. Estes comporta-
mentos refletem os impactos do COVID-19 nos merca-
dos financeiros mundiais, o qual teve choque inicial dado
em março/2020. Em conjunto ao fenômeno, há a influên-
cia das instabilidades da política brasileira no período.
Também é necessário levar em consideração a expansão
que vem apresentado o mercado de capitais brasileiro
no campo dos investimentos. Com a análise descritiva,
peculiaridades são observadas como assimetria negativa
com valor de −0,65 e excesso de curtose igual a 40,14.
Pela estatística KS = 0,49 do teste Kolmogorov-Smirnov

constata-se também a não normalidade.
O processo de decomposição com a MODWT foi apli-

cado nas séries usando os procedimentos metodológicos
da seção anterior, em que obteve-se J = 11 níveis de de-
composição. Para o ajuste do APARCH, utilizou-se as
séries wavelet de detalhe d̃ j,t , j = 1,3,6,8,10 referen-
tes as frequências de variação de curtíssimo prazo (ruído
estocástico) a longo/médio prazo. As séries obtidas são
ilustradas nas Figuras 2(a)-(e).
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Figura 1 – Séries Ibovespa intradiário no período de 17 de março a 11 de setembro (∆ = 15min): (a) Série dos preços;
(b) Séries de log-retornos.

(a) (b)

Fonte: Os autores.

Figura 2 – Séries de detalhes d̃ j,t , com j = 1,3,6,8,10, da decomposição MODWT no log-retornos intradiários do
Ibovespa no período de 17 de março a 11 de setembro (∆ =15 min).

(a) (b)

(c) (d)

(e)

Fonte: Os autores.

Para série d̃8,t foi captado o efeito sexta-feira. Assim,
foi utilizada a série filtrada na modelagem da volatilidade
conforme o método apresentado nos procedimentos meto-

dológicos, com base na estimação das equações (4 ) e (5).
Os resultados da regressão, com os erros-padrão entre
parênteses, são apresentados na Tabela 3.
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Tabela 3 – Coeficientes de regressão para efeito do dia da
semana para d8,t .

Coeficientes Estimativas
α1 0,000063

(0,00001)

α2 0,000016
(0,00001)

α3 −0,00000014
(0,00001)

α4 0,000017
(0,00001)

α5 −0,000039*
(0,00001)

*significância de 5%

Fonte: Os autores.

Análise da Volatilidade

Definidas as séries obtidas pelos coeficientes wavelets,
a condição de estacionariedade foi analisada. Conforme
se observa na Tabela 4, os resultados do teste ADF sem
constante (sem cte) e constante e tendência (cte+tend)
identificaram que apenas a série d̃10,t é não estacionária.

Tabela 4 – Teste ADF de raiz unitária para as séries de
detalhes d̃ j,t , j = 1,3,6,8,10.

Séries Opção p-Valor

d̃1,t sem cte
cte+tend

≤ 0,01
≤ 0,01

d̃3,t sem cte
cte+tend

≤ 0,01
≤ 0,01

d̃3,t sem cte
cte+tend

≤ 0,01
≤ 0,01

d̃6,t sem cte
cte+tend

≤ 0,01
≤ 0,01

d̃8,t sem cte
cte+tend

≤ 0,01
≤ 0,01

d̃10,t sem cte
cte+tend

≤ 0,01
0,04

Fonte: Os autores.

Procedeu-se a estimação dos processos
ARIMA(p,d,q)-APARCH(1,1). As especificações
para média condicional foram dadas pelos modelos
ARIMA(1,0,1), ARIMA(0,0,8), ARIMA(2,0,0),
ARIMA(1,0,0) e ARIMA(2,1,1) para d̃1,t , d̃3,t , d̃6,t ,
d̃8,t filtrada e d̃10,t , respectivamente. Os resultados das
estimativas dos parâmetros, com os erros-padrão entre
parênteses, são apresentados na Tabela 5. A estatística
Box-Pierce Q(20) dos resíduos padronizados indica a
adequabilidade do ajuste dos modelos.

Em relação aos resultados para µ , com os valores es-
timados das variáveis explicativas definidas por φ e θ ,
destaca-se que para a frequência representada pela sé-

rie d̃3,t , Figura 2(b), os resultados refletem a persistência
dos movimentos dos preços durante o dia como aponta
Schulmeister (2009). Para d̃10,t , Figura 2(e), foi necessário
o ajuste de um ARIMA(p,1,q), pois esse nível reflete os
movimentos de frequências menores, referente a tendên-
cia de médio-longo prazo, que retrata o dinamismo das
atividades de negociação de ativos no mercado financeiro.
Esse comportamento é evidenciado pelos resultados do
teste ADF e com o correlograma apresentado na Figura 3,
em que os valores da autocorrelação decaem lentamente
para zero indicando a tendência da série.

Em todas as escalas, os resultados para σ mostram
uma baixa volatilidade incondicional dado pela estimati-
vas de ω . O parâmetro de assimetria ξ foi significativo e
positivo, e a estimativa de ν captou a presença de caudas
pesadas. Os coeficientes α1 e β1 também apresentaram-se
significativos para todas as séries. Efeitos assimétricos
e de alavancagem na volatilidade são verificados apenas
nas decomposições de oscilações de curto prazo e ruídos
estocásticos.

Os baixos valores obtidos para α1, exceto para frequên-
cia semanal, indicam que de forma geral os choques que
persistem na volatilidade, dados por β1, são percebidos ra-
pidamente. No período analisado, os choques se referem,
principalmente, as incertezas existentes nas economias
mundiais devido aos desdobramentos da pandemia do
COVID-19.

Para as frequências intradiárias, diária e mensal mais
de 90% de um choque gerado na série no tempo t − 1
persistirá no tempo t, e para a frequência semanal esse
valor ficou em torno de 78%. Adicionalmente, em todas as
frequências ∑α1 +∑β1 > 1, o que retrata que choques na
volatilidade permanecem na série por um período maior de
tempo em todas as frequências, ou seja, após um choque,
o processo de reversão da variância condicional para seu
valor médio tende a ser lento.

O efeito de alavancagem retratado por γ1 > 0 foi evi-
denciado apenas para os níveis d̃1,t e d̃3,t , indicando que
choques negativos passados, como efeitos do COVID-19,
instabilidades econômicas/políticas e modificações exó-
genas no volume de transações, impactam de forma mais
intensa na volatilidade condicional no tempo t do que
os choques positivos passados. Em d̃6,t γ1 < 0 o que in-
dica presença de assimetria, sendo que choques positivos
impactam mais que os negativos na volatilidade. Para as
demais séries γ1 não foi significativo, apontando que que-
das ou altas nos preços podem ter o mesmo efeito sobre a
volatilidade.
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Tabela 5 – Estimativas dos modelos ARIMA-APARCH para as séries de detalhes d̃ j,t , j = 1,3,6,8,10

Coefficientes d̃1.t d̃3.t d̃6.t d̃8.t d̃10.t Coefficientes d̃1.t d̃3.t d̃6.t d̃8.t d̃10.t

φ1 −0,02** 0,99* 0,98* 0,30* ω 5e−5* 1e−6* 3e−8* 7e−4* 6e−8*
(0,01) (0,01) (0,00) (0,02) (0,00) (0,00) (0,00) (0,00) (0,00)

φ2 −0,03* −0,02** α1 0,10* 0,11* 0,05* 0,56* 0,04*
(0,01) (0,00) (0,02) (0,00) (0,01) (0,07) (0,00)

θ1 −0,99* 0,95* −0,29* γ1 0,31* 0,28* −1,32** −0,06 −1,21
(0,00) (0,00) (0,02) (0,08) (0,07) (0,07) (0,05) (0,11)

θ2 0,89* β1 0,93* 0,91* 0,95* 0,78* 0,96*
(0,00) (0,014) (0,01) (0,00) (0,01) (0,00)

θ3 0,85* δ 1,18* 1,25* 1,38* 0,35* 0,98*
(0,00) (0,12) (0,13) (0,17) (0,03) (0,25)

θ4 −1,00* ξ 1,01* 1,01* 1,00* 0,99* 1,00*
(0,00) (0,01) (0,01) (0,01) (0,01) (0,01)

θ5 −0,92* ν 2,50* 2,85* 3,26* 2,01* 2,91*
(0,00) (0,11) (0,15) (0,18) (0,01) (0,15)

θ6 −0,87* Q(20) 0,55 0,12 0,30 0,99 0,38
(0,00)

θ7 −0,83*
(0,00)

θ8 0,02*
(0,00)

*significância de 5%, **significância de 10%.
Fonte: Os autores.

Figura 3 – Gráfico da função de autocorrelação da série de
detalhe d̃10,t , da decomposição MODWT no log-retornos
intradiários do Ibovespa no período de 17 de março a 11
de setembro (∆ = 15min).

Fonte: Os autores.

Os resultados do coeficiente γ1 refletem o fato de
que os primeiros níveis da decomposição são respon-
sáveis pela maior parte da variabilidade (em torno de
89%) de rt , como nos trabalhos de Biage (2019) e
Kumar e Anandarao (2019). Como decomposições de
frequência mais alta foram mais impactantes para detec-
tar o efeito alavancagem, os processos ARIMA(p,d,q)-
APARCH(1,1) foram aplicados na série reconstruída
rt = d̃1,t − d̃3,t = ∑

3
j=1 d̃ j,t utilizando a equação (3). Na

Figura 4 observa-se a reconstrução obtida. Os resultados
do teste ADF não mostraram evidências de raiz unitária na
série reconstruída (valor-p ≤ 0,01 para os casos sem cte
e cte+tend). O modelo ARIMA(2,0,1)-APARCH(1,1)
foi ajustado, e os resultados são verificados na Tabela 6,
com os erros-padrão entre parênteses, em que assimetria,
efeito alavancagem e persistência foram evidenciados no
período.

Figura 4 – Série reconstruída com os detalhes d̃ j,t , com
j = 1,2,3, da decomposição MODWT no log-retornos
intradiários do Ibovespa (∆ = 15min).

Fonte: Os autores.

Tabela 6 – Estimativas dos modelos ARIMA-APARCH
para série reconstruída do Ibovespa intradiário
(∆ = 15min).

Coefficientes Ibovespa Coefficientes Ibovespa

φ1 -0,630* β1 0,880*
(0,291) (0,022)

φ2 -0,680* δ 1,300*
(0,282) (0,264)

θ1 0,656* ξ 0,927*
(0,289) (0,026)

ω 0,006* ν 4,197*
(0,002) (0,410)

α1 0,139* Q(20) 0,670
(0,025)

γ1 0,120*
(0,007)

*significância de 5%
Fonte: Os autores.
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Conclusão

Tendo em vista a dinâmica de ativos financeiros, o
objetivo principal deste estudo foi obter o comporta-
mento dos componentes da volatilidade condicional em
séries financeiras intradiárias em ciclos de curtissímo,
curto, médio e longo prazo. Para isso, utilizamos a téc-
nica MODWT para separar a série dos log-retornos do
Ibovespa (∆ = 15min.) em cinco componentes de frequên-
cia d̃ j,t , j = 1,3,6,8,10. Conforme as peculiaridades
de séries financeiras intradiárias como assimetria, sa-
zonalidade e agrupamentos de volatilidade, os mode-
los foram especificados como modelos ARIMA(p,d,q)-
APARCH(1,1) com distribuição t-Skewed(ν ,ξ ).

Aufere-se que no período amostrado, todas as frequên-
cias de variação dos retornos do Ibovespa apresentaram
baixa volatilidade incondicional e assimetria. Além disso,
estão suscetíveis a reações de persistência em sua vo-
latilidade em todas as frequências. Efeitos assimétricos
de choques na volatilidade foram significativos para a
frequência em torno de 1-2 dias, mas a alavancagem foi
captada apenas nas frequências menores (15-120 min.),
revelando que oscilações negativas nas cotações têm um
efeito maior sobre a volatilidade a curtissímo prazo. A
partir das informações auferidas concluímos que impac-
tos das decomposições de alta frequência, componentes
que também mostraram efeitos substanciais na série de
retornos, refletem a presença do efeito alavancagem. As
estimavas obtidas com a modelagem da série reconstruída
com os três primeiros níveis da MODWT, corroboram os
resultados nas frequências.

Os resultados deste estudo mostram que os modelos
estimados com auxílio de recursos multiescala por meio
de técnicas wavelet, possibilitam obter informações espe-
cíficas de determinados períodos sobre a volatilidade intra-
diária em mercados financeiros. Captar essas informações
e seus impactos na variância condicional, principalmente
em momentos de incertezas, como os relacionados a in-
fluência do avanço da pandemia do COVID-2019 ao redor
do mundo, é essencial na elaboração de estratégias de
hedge pelos agentes econômicos que podem ser aplicadas
tanto no curto como no longo prazo. Logo, as repercussões
obtidas podem contribuir na gestão e análise financeira,
principalmente as relacionadas a eventos que aumentem a
incerteza no mercado acionário brasileiro.
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