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RESUMO

O Reconhecimento de Entidade Nomeada (NER) € a tarefa de identificar fokens em textos li-
vres e os classificar de acordo com um conjunto de categorias pré-definidas, tais como, nome de
pessoa, organizacao e local. Conjuntos de dados rotulados para essa tarefa sdo essenciais para
treinar modelos de aprendizagem de maquina supervisionados. Entretanto, apesar de existirem
muitos conjuntos de dados rotulados com textos em inglés, para a lingua portuguesa eles ainda
sdo escassos. Portanto, este trabalho contribui com a cria¢do e avaliagdo de um conjunto de
dados rotulado manualmente para a tarefa de NER, com textos escritos em portugués brasileiro,
no dominio especifico da bebida destilada cachaca. Essa € uma bebida popular no Brasil e de
grande importancia econdmica. O conjunto de dados proposto neste trabalho € o primeiro em
portugués no dominio de bebidas e pode ser titil para outros tipos de bebidas com categorias
de entidades semelhantes a cachaga, como o vinho e a cerveja. Neste trabalho € descrito o pro-
cesso de coleta e extracdo de dados textuais, criagdo e rotulacdo do conjunto de dados NER e
sua avaliacao experimental. Como resultado obteve-se um dataset chamado de cachacaNER,
o qual contém mais de 180.000 rokens rotulados em 17 categorias de entidades nomeadas es-
pecificas ao contexto da cachaca e categorias genéricas. De acordo a métrica Kappa de Fleiss
a concordancia (0,857) obtida entre os diferentes rotuladores foi quase perfeita, garantindo a
confiabilidade do dataset em relagdo as rotulacdes feitas manualmente. O tamanho do con-
junto de dados, bem como o resultado de sua avaliagdo experimental, sdo compardveis a outros
conjuntos de dados em lingua portuguesa, embora o deste trabalho tenha um niimero maior de
categorias de entidades nomeadas. Além da rotulagdo manual, também foi avaliada uma técnica
de rotulag¢do automadtica de entidades, com os dados do cachacaNER, a fim de propor uma rotu-
lacdo mais rdpida e com menos trabalho manual. Como resultado, identificou-se que o modelo
de NER treinado com os dados rotulados automaticamente obteve um bom desempenho (F1 de
0,808), considerando o resultado do mesmo modelo treinado com os dados rotulados manual-
mente (F1 de 0,899).

Palavras-chave: Reconhecimento de Entidades Nomeadas. Cachaca. Aprendizagem de Méquina.
Processamento de Linguagem Natural.



ABSTRACT

Named Entity Recognition (NER) is the task of identifying tokens in free text and classifying
them according to a set of predefined categories such as person name, organization and location.
Datasets labeled for this task are essential for training supervised machine learning models.
However, although there are many datasets labeled with texts in English, for the Portuguese
language they are still scarce. Therefore, this work contributes with the creation and evaluation
of a manually labeled dataset for the NER task, with texts written in Brazilian Portuguese, in
the specific domain of the distilled beverage cachaga. Essa € uma bebida popular no Brasil e
de grande importancia econdmica. The dataset proposed in this work is the first in Portuguese
in the field of beverages and may be useful for other types of beverages with categories of
entities similar to cachaca, such as wine and beer. This work describes the process of textual
data collection and extraction, creation and labeling of the NER data set and its experimental
evaluation. As a result, a dataset called cachacaNER was obtained, which contains more than
180,000 tokens labeled in 17 categories of named entities specific to the cachaga context and
generic categories. According to Fleiss’ Kappa metric, the agreement (0.857) obtained between
the different labelers was almost perfect, guaranteeing the reliability of the dataset in relation to
manual labeling. The size of the dataset, as well as the result of its experimental evaluation, are
comparable to other datasets in Portuguese, although the one in this work has a greater number
of categories of named entities. In addition to manual labeling, an automatic entity labeling
technique was also evaluated, with cachacaNER data, in order to propose faster labeling with
less manual work. As a result, it was identified that the NER model trained with automatically
labeled data performed well (F1 of 0.808), considering the result of the same model trained with
manually labeled data (F1 of 0.899).

Keywords: Named Entity Recognition. Cachaca. Machine Learning. Natural Language
Processing.
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1 INTRODUCAO

O Reconhecimento de Entidade Nomeada, do inglés Named Entity Recognition (NER), é
uma tarefa computacional que permite o reconhecimento de entidades (ou conceitos) relevantes
em textos, bem como a classificacdo dessas entidades de acordo com um conjunto de categorias
semanticas pré-definidas, tais como, nome de pessoa, organizagdo, local, data e hora. Uma
entidade pode ser qualquer palavra ou sequéncia de palavras que se refiram ao mesmo conceito.
Por exemplo, na sentenca “Desde 2015 a Cachacga Princesa Isabel é produzida em Linhares
pelo mestre Leandro Marelli, um mago dos destilados”, tem-se as entidades: “2015” (tempo),
“Princesa Isabel” (nome da bebida), “Linhares” (local) e “Leandro Marelli” (nome de pessoa).

A tarefa de NER surgiu em 1996 na 6* Message Understanding Conference (MUC-6)
(GRISHMAN; SUNDHEIM, 1996), um evento focado na extracdo automadtica de informacdes
em mensagens militares. Nesse evento, identificou-se a importancia do reconhecimento de
determinadas entidades para a extra¢do de informacdes relevantes em conjuntos de dados tex-
tuais, tais como, dados de paginas Web e artigos jornalisticos. Atualmente, essa tarefa também
desempenha um papel fundamental em sistemas de recuperacio de informacao, resposta a per-
guntas, traducdo automaética, resumo automatico de texto e monitoramento de eventos/produtos.
Ela permite a desambiguacdo do contexto de um conteddo textual. Por exemplo, reconhecer a
entidade “Sao Paulo” como um local (nome de uma cidade brasileira) em uma frase, pode ser
importante para detectar onde um determinado evento ocorreu e diferencid-la de uma entidade
da categoria referente a nome de santo no contexto religioso.

As pesquisas atuais relacionadas a NER sdo em sua grande maioria baseadas em técnicas
de aprendizagem de mdaquina supervisionada (GOYAL; GUPTA; KUMAR, 2018). Esse tipo
de aprendizagem requer dados anotados/rotulados, para que um modelo de NER seja treinado
e entdo consiga identificar e categorizar entidades em textos livres. Entretanto, a rotulagem
manual tem um alto custo, pois € um processo caro, tedioso e demorado. Embora existam varios
conjuntos de dados textuais (datasets) rotulados manualmente na lingua inglesa, em portugués
eles sdo mais raros. Entre eles estdo o primeiro e o sesgundo HAREM (MOTA; SANTOS, 2008;
ALBUQUERQUE et al., 2022), o Paramopama (JUNIOR et al., 2015) e o LeNER-Br (JUNIOR
et al., 2015). Os dois primeiros sdo formados por textos de diferentes contextos e o ultimo, por
textos na drea especifica do judicidrio.

Considerando a problematica descrita anteriormente, este trabalho teve como um de

seus objetivos a criacdo e avaliagdo de um novo conjunto de dados NER em portugués, anotado
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manualmente, no dominio especifico da bebida cachaca, o qual recebeu o nome de cachacaNER.
Além disso, também foi avaliada uma técnica de rotulacdo automadtica de dados, a fim de propor
uma rotulacio mais rdpida, que nao depende tanto de esfor¢co manual.

A cachaga é uma bebida destilada, tipicamente brasileira, cuja principal matéria-prima
¢ a cana-de-agicar. Consiste em uma das bebidas mais conhecidas dentro e fora do pais e
compde o coquetel mundialmente conhecido como caipirinha. Essa bebida faz parte da histéria
do Brasil, pois surgiu ainda no peridio colonial, quando os portugueses improvisaram uma
bebida destilada a partir da fermentacao e destilacdo de derivados do caldo da cana-de-acucar,
que produzia o mesmo efeito alcodlico da Bagaceira, um destilado de origem portuguesa feito
de casca de uva (Brasil Travel New, 2021). Uma das principais caracteristicas da cachaca € sua
versatilidade, pois pode ser consumida de varias formas, pura, gelada ou misturada com outras
bebidas.

De acordo com o Instituto Brasileiro da Cachaca (2021), a cachaga € a segunda bebida
alcodlica mais consumida no Brasil, atrds apenas da cerveja. Representa 72% do mercado de
destilados do pais, além de ser um dos quatro mais consumidos no mundo (Brasil Travel New,
2021). Atualmente € exportada para 67 paises, dentre eles, os maiores importadores sao os
EUA, a Alemanha e o Paraguai.

Segundo o IBRAC (2021), Instituto Brasileiro da Cachaca, o Brasil possui a capacidade
de produzir 1,2 bilhdo de litros de cachaca por ano e produz efetivamente aproximadamente 800
milhdes de litros, o que gera mais de 600 mil empregos diretos e indiretos no pais (SEBRAE,
2022). Apenas em 2020 foram exportados 7,22 milhdes de litros de cachaca, o que resultou em
um faturamento de 13,17 milhdes de ddlares. Esses nimeros representam um crescimento de
38,39% em valor e de 29,52% em volume, em comparacio a 2019 (IBRAC, 2021). Além disso,
o Anudrio da Cachaca 2021 registrou a existéncia de 1.131 produtores de cachaca e aguardente
no Brasil em 2020, aumento de 4,14% em relacdo aos 1.086 de 2019 (MAPA, 2021).

Apesar da importancia e contribuicdo da cachaga para o mercado e economia brasileira,
ap6s uma revisao da literatura e até onde vai nosso conhecimento, ndo existem datasets de
NER anotados em portugués para o dominio de bebidas, tal como a cachaca. Essa bebida em
particular compartilha caracteristicas em comum com outros tipos de bebidas, tais como, vinho,
cerveja e whisky. O vinho, por exemplo, assim como a cachaga, possui caracteristicas sensoriais
(cor, aroma, sabor e consisténcia), recipiente de armazenamento, local de origem e preco. Na

literatura, é possivel encontrar alguns trabalhos que buscam extrair informagdes relevantes de
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textos em inglés sobre o vinho, tal como, Katumullage et al. (2022), Lefever et al. (2018),
Palmer e Chen (2018) que aplicaram técnicas de mineragdo de texto em revisoes de vinho, a fim
de identificar caracteristicas relevantes sobre esse tipo de bebida. Assim sendo, um conjunto de
dados de NER no dominio da cachaca também pode ser ttil para extrair informacdes relevantes
sobre outros tipos de bebidas.

Dados rotulados com entidades nomeadas sobre cachaga podem ser titeis na constru¢ao
de sistemas de recomendacdo de bebidas, os quais facilitem o processo de tomada de decisdao
ao mostrar e recomendar por meio de antincios de empresas especificas uma sele¢do de ca-
chacas que melhor se encaixem no que o cliente estd procurando ou que gostaria de consumir.
Além disso, também podem ser utilizados por maquinas de busca para recuperar informacoes
relevantes sobre a bebida cachaca, dentre outras bebidas com mesmas caracteristicas.

Para ilustrar os dados contidos no cachacaNER, dataset criado neste trabalho, segue
o trecho de um texto extraido do mesmo contendo a andlise de um cachacier (andlogo a um
sommelier' de vinho) sobre uma cachaca especifica: “De cor amarelo-palha, possui uma mescla
de aromas de frutas citricas, mel e baunilha. No paladar, traz um gosto doce, mas que aguca
as papilas salgadas. Além disso, causa uma sensac@o picante e um pouco alcoodlica na boca.

Retrogosto agraddvel e moderado.”.

1.1 Contribuicoes

Dentre as principais contribui¢des desta disserta¢do para a drea da computagdo destacam-
se: (1) identificagdo das principais categorias de entidades nomeadas descritas em textos sobre
cachaca, (ii) coleta, extracdo e rotulagem (manual) de dados textuais em portugués para a ta-
refa de NER, (iii) avaliacdo experimental do dataset criado e (iv) avaliacdo de uma técnica de
rotulacdo automatica de entidades nomeadas. O dataset cachacaNER, encontra-se disponivel
publicamente em <https://github.com/LabRI-Information-Retrieval-Lab/CachacaNER>.

Os resultados deste trabalho também contribuem das seguintes maneiras para o mer-
cado de cachaca: (v) constru¢do de mercados e melhoria da comunicagdo entre produtores e
consumidores de cachaca, (vi) avango do conhecimento sobre o consumo de cachaga e outras

bebidas, (vii) as categorias identificadas podem servir de referéncia para o desenvolvimento ou

! Profissional responsével por cuidar da carta de bebidas de restaurantes, bares, importadoras e lojas
especializadas.


https://github.com/LabRI-Information-Retrieval-Lab/CachacaNER
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construcdo de marcas de cachaga, (vii) constru¢cao da identidade da cachaga por meio da escrita

apresentada neste trabalho.

1.2 Objetivos Geral e Especificos

O objetivo geral desta pesquisa consiste na rotulagio e avaliacdo de dados textuais para
a tarefa de reconhecimento de entidades nomeadas na lingua portuguesa, no dominio da bebida
cachaca.
Para alcancar o objetivo geral, foram definidos os seguintes objetivos especificos:
a) criar uma base de dados composta por documentos textuais sobre a bebida cachaca;
b) identificar as categorias de entidades nomeadas que caracterizem a cachaga;
c¢) criar e avaliar um dataset para a tarefa de NER rotulado manualmente;
d) avaliar uma técnica de rotulagdo automatica de entidades nomeadas para o dataset cri-

ado.

1.3 Estrutura deste Documento

O restante deste documento estd organizado da seguinte maneira. O Capitulo 2 apre-
sentada os pressupostos tedricos que embasam esta pesquisa, tais como, Aprendizagem de Ma-
quina, PLN, Minera¢do de Texto, Reconhecimento de Entidades Nomeadas e Cachaca. O Ca-
pitulo 3 apresenta os principais trabalhos na literatura sobre criagdo de conjuntos de dados, em
portugués, para a tarefa de NER. O Capitulo 4 descreve em detalhes a criacdo, as caracteristicas
do dataset cachacaNER, bem como a avalia¢do experimental dos dados rotulados manualmente.
O Capitulo 5 traz a descri¢do de como foi realizada a rotulagdo automatica de entidades nome-
ada, bem como a sua avaliacdo experimental. O Capitulo 6 destaca as conclusdes e trabalhos
futuros. E por fim, € apresentado um anexo com informagdes sobre atributos sensoriais da
cachaca e um manual de rotulacdo automadtica de categorias de entidades nomeadas, proposto

nesta pesquisa.
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2 FUNDAMENTACAO TEORICA

Neste capitulo, € descrito o contexto no qual a presente pesquisa se insere: Aprendi-
zagem de Mdaquina, Processamentos de Linguagem Natural, Mineracdo de Texto, Reconheci-

mento de Entidades Nomeadas e Cachaca.

2.1 Aprendizagem de Maquina

Aprendizagem de Médquina (AM) € uma disciplina da inteligéncia artificial que fornece
aos computadores a capacidade de aprender automaticamente com dados de exemplo, identi-
ficando padrdes para fazer previsdes com o minimo de intervencdo humana. Para isso, cria
modelos que recebem dados de entrada como exemplo, e depois utiliza os proprios modelos
treinados para realizar novas predi¢cdes em dados ndo rotulados (SIMON et al., 2016). Essa
tecnologia envolve basicamente dois tipos de abordagens: aprendizagem supervisionada e ndo
supervisionada. Segundo Becker (2013), o objetivo principal de ambas abordagens € a desco-

berta automatica de regras ou padrdes gerais, implicitos em grandes conjuntos de dados.

Figura 2.1 — Processo de treinamento e teste de um modelo baseado em aprendizagem de méa-
quina.

Aprende padroes e

relacionamento:
Dadosde | Treina Algoritmo de entre os dados
treino Aprendizagem de Maquina

Divididos em Gera um

Testa
Dadosde | """ | modelo Preditivo
teste

Fonte: Adaptado de Escovedo (2020).

Dados 1e
entrad

Na aprendizagem supervisionada, o modelo € treinado a partir de um conjunto de dados
predefinido, isto é, ele conhece previamente as classes ou categorias que os dados pertencem,
0 que permite a capacidade de chegar a uma conclusdo precisa ao receber novos dados de
entrada. A Figura 2.1, ilustra o processo bdsico de treinamento e teste de um modelo baseado em
aprendizagem de méquina supervisionada. Na aprendizagem ndo supervisionada, o algoritmo
recebe os dados e deve encontrar informacdes e relagdes existentes neles, mas sem ter acesso
as classes dos dados.

Além dos métodos tradicionais de aprendizagem de méquina, tem-se também uma téc-

nica conhecida como Aprendizagem Profunda, do ingl€s Deep Learning, uma rede artificial
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que simula a estrutura de nés de neurdnios conectados entre si como uma teia, a fim de detectar
objetos, reconhecer a fala humana, traduzir idiomas e tomar decisdes. Os algoritmos baseados
nessa técnica produzem representacdes hierdrquicas com processamento nao linear, por meio
de camadas de processamento sequencial em uma rede neural artificial (RNA) (WANG et al.,
2014).

Diferentemente dos métodos de aprendizagem tradicional, a aprendizagem profunda
se baseia na utilizacdo de redes neurais multicamadas, isto €, vdrias camadas de neur6nios
matematicos (artificias) para processar os dados de entrada e extrair informacdes relevantes.
Conforme ilustrado no exemplo da Figura 2.2, a arquitetura de uma rede neural de aprendizagem
profunda se da por meio de varios neur6nios alinhados verticalmente constituindo uma camada,
0s quais se conectam aos neurdnios da camada anterior e da seguinte. A primeira camada é
denominada de camada de entrada, enquanto a tltima é chamada de camada de saida, e todas as
camadas entre essas duas sao conhecidas como camadas ocultas (NEU; LAHANN; FETTKE,
2021).

Figura 2.2 — Rede Neural de aprendizagem profunda.

@ Camada de Entrada () Camada Oculta (@ Camada de Saida

Fonte: Adaptado de Deep Learning Book (2020).

Durante o processamento, as redes neurais multicamadas fazem com que os dados de
entrada sejam passados por meio de cada camada, com a saida da camada anterior fornecendo
entrada para a proxima camada. Cada neurdnio processa uma transformacao linear nos sinais
recebidos da camada anterior. Uma funcao de ativagado € aplicada ao resultado da transformacgao
linear para atingir a ndo linearidade, e o sinal se propaga para a préxima camada de neurdnios.
Os pesos dos neurdnios sdo os parametros do modelo, os quais sdo treinados iterativamente,

propagando de volta o erro entre a previsdao da rede e o resultado correto (NEU; LAHANN;
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FETTKE, 2021). Dentre as diferentes arquiteturas de redes neurais de aprendizagem profunda
existentes, tem-se a Rede Neural Convolucional (CNN) e a Rede Neural Recorrente (RNN).

Rede Neural Convolucional € um tipo de rede projetada originalmente para a analise
de imagens, todavia, a sua aplicacdo em processamento de linguagem natural também tem tra-
zido resultados interessantes para a area, dada sua capacidade de analisar dados sequenciais
(ZHOU; RUECKERT; FICHTINGER, 2019). A CNN extrai toda e qualquer por¢ao da imagem
de entrada, conhecida como campo receptivo. Ela atribui pesos para cada neur6nio, a fim de
discriminar a importancia deles entre si. Uma rede neural convolucional possui duas operagdes
basicas, a saber, convolucdo e pooling. A operacdo de convolucdo utiliza vérios filtros para
extrair feicdes (mapa de feicdes) do conjunto de dados, por meio do qual suas informagdes es-
paciais correspondentes podem ser preservadas. A operagdo de pooling, no que lhe concerne,
€ usada para reduzir a dimensionalidade dos mapas de caracteristicas da convolugdo. Na parte
mais profunda das convolucdes, espera-se que os dados num espaco dimensional reduzido con-
tenham informacdo suficiente sobre os mapas de fei¢des, para ser possivel atribuir um valor
semantico ao dado original (ZHU et al., 2018).

Rede Neural Recorrente processa dados de séries temporais ou dados sequenciais, e é
comumente utilizada para tarefas de tradugdo de linguagem, reconhecimento de fala, geracdo
de texto (legendagem de imagens, por exemplo) e processamento de linguagem natural. As
RNNs s@o projetadas para reconhecer as caracteristicas sequenciais dos dados e usar padroes
para prever o proximo cendrio provéavel, isto é, recebem informacdes de entradas anteriores
para influenciar a entrada e a saida atuais. Essa estrutura de rede se distingue das demais, pois
usa loops de feedback para processar uma sequéncia de dados que informa a saida final, que
também pode ser uma sequéncia de dados. Esses loops de feedback permitem que as informa-
coes persistam, efeito conhecido como “memoria” (MIKOLOV et al., 2010). Os casos de uso
de RNN tendem a ser conectados a modelos de linguagem em que saber a proxima letra em
uma palavra, ou a préxima palavra em uma sentenca depende dos dados que vém antes dela.
Por exemplo, uma RNN pode ser treinada com as obras do autor José de Alencar para produzir
automaticamente textos de prosas semelhantes as do referido autor.

Uma estrutura de rede neural que tem se destacado, atualmente, no processamento de
linguagem natural é o Transformer, o qual consiste em um modelo de deep learning que trabalha
com o0 mecanismo de autoatencdo. Esse mecanismo possibilita a aprendizagem de contextos

linguisticos, pois consegue processar e rastrear as relacdes/associacdes entre as palavras que
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compdem um texto de entrada. (CRUZ, 2022; VASWANI et al., 2017). Tal como nas redes
neurais tradicionais, os modelos transformers transformam uma sequéncia de entrada em outra
sequéncia de saida, por meio da arquitetura codificador-decodificador. O codificador extrai
recursos de uma sentenca de entrada, e o decodificador utiliza esses recursos para produzir uma
sentenga de saida (ALAMMAR, 2018; KIKABEN, 2021). Pode ser aplicado, por exemplo, na
tradugdo ou sumarizacao de textos.

Para processa um texto de entrada, o transformer utiliza vérios blocos de codificadores
e decodificadores, de maneira que a saida do dltimo bloco codificador € a entrada dos blocos

decodificadores, conforme ilustrado na Figura 2.3.

Figura 2.3 — Arquitetura codificador-decodificar do modelo transformer.
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Fonte: Adaptado de Alammar (2018).

Diferentemente dos modelos tradicionais, o transformer nao recebe uma entrada por
vez, mas sim uma frase completa no formato de uma sequéncia de vetores incorporados. Esses
vetores representam a semantica e a posicao de cada palavra/foken na frase. Para conseguir
manter a ordem sequencial das palavras referente a sentenga original, o modelo aplica a “codifi-
cacdo posicional” em cada vetor, ou seja, ele modifica os valores de cada vetor para representar
sua localizagdo na sentenca. ApOs isso, a entrada € passada entre os blocos codificadores, os
quais a processam por meio de uma “camada de autoatencdo”, a fim enriquecer cada vetor de
incorporacdo com informacdes contextuais de toda a frase (KIKABEN, 2021; VASWANI et al.,
2017).

A camada de autoatencdo, visa capturar diferentes tipos de relacdes existentes entre as

palavras da frase. Por meio da aplicagdo de multiplos cdlculos de atencdo paralela, o modelo
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pode examinar diferentes subespacgos de incorporagdo. Por exemplo, na frase “A UFLA ¢ uma
universidade de destaque internacional, e ela merece o reconhecimento que tem.”, o modelo
deve estabelecer associagdes como “UFLA” e “ela’, “UFLA” e “universidade” e“UFLA” e “des-
taque’. Em suma, a camada de atenc¢do recebe vetores com os valores de palavras individuais e
gera vetores que representam palavras individuais com as relacdes que possuem com as demais
palavras (KIKABEN, 2021; VASWANI et al., 2017).

O decodificador utiliza a mesma tokenizacdo, incorporagdo de palavras e mecanismo de
autoatencdo do codificador, a fim de traduzir (transformar) o vetor (saida) do codificador nos
dados de saida esperados. Por exemplo, traduzir a frase em inglés “I love Brazil”, na frase em

portugués “Eu amo o Brasil”.

2.2 Processamento de Linguagem Natural

Processamento de linguagem natural € uma area da computagao que estuda as interagdes
entre computadores e a linguagem humana, de modo que os sistemas computacionais consigam
entender, interpretar e utilizar essa linguagem (POWERS; TURK, 1989). PLN também ¢é res-
ponsavel por grande parte das técnicas computacionais utilizadas na etapa de pré-processamento
de dados, etapa que demanda consideravel esforco no processo de descoberta de conhecimento
(MORENQO, 2015). Nessa etapa os dados textuais sdo geralmente transformados em representa-
cdes numéricas, as quais podem ser processadas pelos algoritmos de aprendizagem de maquina
tradicionais ou de deep learning.

Para processar a linguagem humana, o processamento de linguagem natural trabalha
com vdrios niveis de conhecimentos linguisticos, tais como (FELDMAN, 1999; MORENO,
2015):

a) morfologico: lida com a estrutura, a forma e as inflexdes das palavras;

b) Iéxico: trabalha com o acervo de palavras de uma determinada lingua;

c¢) sintdtico: lida com a gramdtica e a estrutura das frases;

d) fonético: trabalha com a fala;

e) semantico: traduz o significado das palavras e frases;

f) discurso: analisa a estrutura de diferentes tipos de texto;

g) pragmatico: investiga o uso da lingua em diferentes contextos, € como esses contextos

afetam o significado e interpretacdo do texto.
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Os modelos de PLN propostos para interpretagdo da linguagem humana escrita nao bus-

cam aprender apenas a sequéncia do texto, mas também compreender como funciona a relagao

entre o texto e o contexto no qual ele se encontra inserido. O PLN dispde de diferentes tarefas

e técnicas que trabalham especificamente com textos, tais como (OLIVEIRA, 2020):

a)
b)

d)

g)

lowercasing: tarefa que transforma todas as letras do texto em minusculas;

word tokenization: consiste no processo de dividir/quebrar um texto em unidades me-
nores, chamadas de tokens. Um tokem pode ser uma tnica palavras, uma juncdo de
palavras, parte de uma frase, ou até mesmo uma frase inteira (MUJTABA, 2020);
remocgao de stopwords: equivale a remocao de palavras que possuem pouco ou nenhum
significado dentro do texto, tais como, artigos, preposi¢des e pronomes (K.; SAINI,
2016);

stemming: tarefa responsdvel pela redu¢ao de uma palavra ao seu radical, a partir da
retirada de letras adicionais, isto €, sufixos e prefixos;

lemmatization: reducdo de uma determinada palavra ao seu lema, a partir do sentido da
palavra;

normalizagdo: tarefa que transforma palavras com desvios de escrita, por exemplo, erros
ortograficos ou abreviacdes, em sua forma canonica;

remogdo de ruidos: consiste na remog¢do de caracteres que atrapalham o entendimento

do texto na totalidade;

h) part-of-speech tagging: tarefa de marcar uma palavra em um texto como correspon-

i)

)

dendo a uma classe gramatical especifica. O conjunto mais comum de fags ¢ formado
por artigos, substantivos, verbos, adjetivos, preposicdes € nomes proprios;

dependency parsing: tarefa de reconhecer uma frase e atribuir uma estrutura sintdtica
a ela. Uma das estruturas sintdticas mais utilizadas € a arvore de andlise, que pode ser
gerada usando alguns algoritmos de anélise;

named entity recognition: visa extrair e classificar as entidades mencionadas em um

texto de acordo com diferentes categorias, tais como, pessoas, lugares, preco, etc.

2.3 Representacao de Textos

Para realizar operagdes sobre dados textuais, os algoritmos de aprendizagem de maquina

utilizam representacdes de texto na forma de vetores numéricos, os quais guardam o significado

das palavras do texto. A seguir sdo apresentados alguns métodos de representacao de palavras.
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O Bag-of-words € uma representacdo, simplificada, de um texto como uma bolsa com-
posta por palavras, que formam o texto. Essa técnica desconsidera a gramatica e at€ mesmo
a ordem das palavras, mas mantém a multiplicidade. Por exemplo, para criar o bag-of-words
da sentenca “A cachaca Princesa Isabel foi criada no estado de Espirito Santo.”, é necessa-
rio quebrar cada uma das palavras, ‘A”, “‘cachaca”, “Princesa”, “Isabel”, “foi”, “criada”, “no”,
“estado”, “do”, “Espirito”, “Santo”. Apoés essa quebra, pode-se agrupar as palavras e listar
a frequéncia de cada uma no texto. Esses valores podem ser utilizados pelos algoritmos de
aprendizagem de mdquina, como uma representacdo matemadtica das caracteristicas dos textos
de entrada. Posto que algoritmos de aprendizado de mdquina necessitam de valores numéricos
para realizar suas operagdes.

Os Word embeddings, no que lhe concerne, geram modelos de vetores de palavras que
consideram o contexto no qual elas se encontram inseridas (OLIVEIRA, 2020). Nesse método,
cada palavra do conjunto de textos de entrada vira um vetor em um espaco multidimensional
chamado de embedding space. Nesse espaco, a proximidade entre os vetores representa a proxi-
midade entre as palavras, isto €, palavras usadas no mesmo contexto ficam mais préximas umas
das outras, enquanto palavras de contextos diferentes se distanciam. A Figura 2.4 ilustra a re-
presentacao de um espaco vetorial tridimensional, no qual as palavras computador, informatica
e programacao encontram-se agrupadas em uma mesma drea, mostrando que fazem parte de um
mesmo contexto. Entretanto, as palavras cachorro e rins estdo em areas totalmente diferentes,

pois fazem parte de contextos completamente diferentes.

Figura 2.4 — Embedding space representado em trés dimensoes.
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Fonte: Adaptado de
https://www.kaggle.com/sbongo/do-pretrained-embeddings-give-you-the-extra-edge.

Na literatura ha diferentes modelos de word embeddings que podem ser utilizados como
representacdo de palavras para aprendizagem de maquina, tais como: Word2Vec, GloVe, ELMo,

FastText e BERT.


https://www.tensorflow.org/tutorials/text/word2vec
https://nlp.stanford.edu/projects/glove/
https://github.com/allenai/bilm-tf
https://fasttext.cc/docs/en/support.html
https://github.com/google-research/bert
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Word2Vec (MIKOLOV et al., 2013) é um modelo baseado em rede neural linear com
apenas uma camada, capaz de aprender associagdes de palavras a partir de uma grande quan-
tidade de dados textuais. Esse modelo ndo € unico, pois inclui dois modelos de aprendizagem
nao supervisionada: Continuous Bag-of-Words (CBOW) e Continuous Skip-gram (Skip-gram).
O CBOW tenta prever uma palavra-alvo com base nas palavras do contexto de origem (palavras
ao redor), sendo o contexto interpretado como uma sentenga. Todas as palavras que fazem parte
de um mesmo contexto sdo combinadas para prever uma palavra-alvo. Ja o Skip-gram, geral-
mente tenta alcangar o reverso do que o CBOW faz, pois visa prever as palavras do contexto de
origem dada uma palavra alvo (SARKAR; BALI; GHOSH, 2018).

O GloVe (PENNINGTON; SOCHER; MANNING, 2014) trabalha de forma semelhante
ao Word2Vec, mas ao invés de prever o contexto de uma palavra, ele aprende construindo
uma matriz de coocorréncia, isto €, palavras versus contexto. Essa matriz contabiliza com que
frequéncia uma dada palavra aparece em um contexto.

O FastText (BOJANOWSKI et al., 2017) € uma extensao do modelo Word2vec, que ao
invés de aprender vetores para palavras diretamente, usa caracteres de n-gram como a menor
unidade necessdria para se criar um vetor de palavras. Ele considera cada palavra como um
saco de caracteres de tamanho n-gram, por exemplo, a palavra “polonia”, pode ser dividida
em unidades de vetores de palavras separadas com 3-gram: ‘“pol”, “0l6”, “l6n”, “Oni”, “nia”.
Essa segmentagdo permite ao modelo entender a estrutura morfoldgica das palavras como, por
exemplo, o significado de palavras mais curtas e a identificagdo de sufixos e prefixos. No
FastText o vetor de uma palavra € considerado a soma de todos os vetores de seus char-ngrams
componentes.

ELMo (PETERS et al., 2018) é uma representacdo de palavras contextualizadas, que
modela caracteristicas complexas do uso da palavra (sintaxe e semantica, por exemplo) e como
esses usos variam entre os contextos linguisticos, ou seja, para modelar a polissemia®. Os
vetores de palavras criados com o ELMo sao func¢des aprendidas dos estados internos de um
modelo de linguagem bidirecional profundo (biLM), que € pré-treinado em um grande corpus
de texto. As representacdes ELMo podem ser: contextual, onde a representacdo de cada palavra
depende de todo o contexto em que € usada; profunda, onde as representacdes de palavras

combinam todas as camadas de uma rede neural profunda pré-treinada; baseada em caracteres,

na qual as representacdes sdo puramente baseadas em caracteres, permitindo que a rede neural

2 Multiplicidade de sentidos de uma palavra ou locugio.
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use pistas morfoldgicas para formar representacdes robustas para tokens fora do vocabulario
invisivel no treinamento.

BERT (DEVLIN; CHANG, 2019) é um modelo de representacdo de palavras recente,
desenvolvido por pesquisadores do Google Al Language. Esse modelo utiliza uma técnica inu-
sitada chamada de Masked LM (MLM), a qual permite o treinamento bidirecional da sequéncia
de texto. Esse tipo de treinamento garante ao modelo de representacdo de palavras um senso
mais profundo de contexto e fluxo da linguagem humana se comparado aos modelos de dire¢ao
Unica, isto €, que leem a entrada de texto sequencialmente (da esquerda para a direita ou da

direita para a esquerda).

2.4 Mineracao de Texto

Para tratar dados no formato de texto, compartilhados principalmente por meio da Web,
surgiu um campo da computacdo denominado de Mineracdo de Texto (MT), do inglés Text
Mining. Segundo Shelley, Jerry e J.Robert (2007), Mineragao de Texto € um processo de desco-
berta de conhecimento usado para extrair padrdes interessantes e nao triviais de bases de dados
textuais, por meio de principios da linguistica computacional e aprendizagem de maquina. Park
e Ryu (2014) definem mineracdo de texto como uma variedade de técnicas computacionais uti-
lizadas para classificar e organizar uma grande quantidade de texto, com o objetivo de extrair
temas comuns, tendéncias lexicais, tendéncias frasais ou sentenciais dos dados.

O processo de descoberta de conhecimento na mineracdo de texto é composto basica-

mente por cinco etapas (ARANHA; PASSOS, 2009), conforme ilustrado na Figura 2.5.

Figura 2.5 — Processo de descoberta de conhecimento na mineragdo de texto.

Base ‘ Preparacdo dos dados e Descoberta de conhecimento ‘ Pessoas

Pré-processamento Indexagdo Mineragdo Analise

Coleta @ ] %@

Criagdo da base Preparagéo dos Objetivo acesso Célculos, Andlise humana.
de documentos dados. rapido, busca. inferéncias, Navegacao.
ou corpus. padroes e

Aplicacao de Recuperagdo de - Leiturae
N - . extragdo de .
Robos de técnicas de PLN. informagdo. ) interpretacdo dos
7 conhecimento.
Crawling dados.
recuperando Mineracdo de dados.

dados em
diferentes
ambientes.

Fonte: Adaptado de Aranha e Passos (2009).
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As etapas sdo descritas a seguir:

a) coleta ¢ a etapa inicial do processo, e tem por objetivo criar um conjunto/base de dados
textuais, denominada na literatura de corpus ou dataset. Os dados podem ser extraidos
a partir de fontes diversas, tais como, paginas Web, midias sociais, féruns, blogs, entre
outros;

b) pré-processamento ¢ uma das etapas cruciais do processo, pois impacta diretamente
na qualidade no conjunto de dados criado. Consiste na identificacdo e eliminagdo de
anomalias que capazes de comprometer a eficiéncia do processo, bem como na trans-
formacdo dos dados textuais em representagdes numéricas ou vetoriais, que possam ser
entendidas pelos algoritmos de minerac@o de dados. Para tratar e preparar os dados sio
aplicadas diferentes técnicas de PLN, tais como: remog¢do de palavras irrelevantes, nor-
malizacdo, lemmatization, stemming, criagao de vetores de palavras (word embedding),
entre outras;

¢) indexacao € aplicada quando se tem um grande volume de dados, pois permite a orga-
nizacdo de todos os termos adquiridos a partir do conjunto de dados, acelerando assim
O processamento dos textos;

d) mineracao de texto é a fase relacionada 4 aplicacdo de tarefas de mineracdo texto e
algoritmos de aprendizagem de miquina, para a extra¢do de informacdes relevantes dos
dados resultante das etapas anteriores. Por tanto, dependendo da necessidade de infor-
macao em questdo, pode-se optar por tarefas como clusterizacao, classifica¢iao, sumari-
zacgdo ou extracdo de informacio;

e) analise da informacao, consiste na observacdo dos resultados gerados pela minera¢io
de texto, para serem utilizados como suporte no processo de tomada de decisdo. Isto €,
consiste em analisar de maneira qualitativa ou quantitativa os resultados gerados pelos
algoritmos utilizados na etapa anterior.

Tarefas tipicas de mineracao de texto incluem classificacdo, agrupamento, extracao de
informacao, anélise de sentimentos, reconhecimento de entidades nomeadas, sumarizagao, ex-

tracdo de palavras-chave, regressdo e nuvem de palavras.

2.5 Reconhecimento de Entidades Nomeadas

O Reconhecimento de Entidades Nomeadas, uma tarefa tipicamente baseada em apren-

dizagem supervisionada, € responsdvel pela identificacdo de entidades nomeadas em docu-
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mentos textuais, bem como a atribuicao dessas entidades a categorias semanticas pré-definidas
(LEITNER; REHM; MORENO-SCHNEIDER, 2019). Entende-se por entidades nomeadas os
termos identificados em um texto que dao nomes as coisas reais, por exemplo, pessoa (Isabel),
organizacio (UFLA), lugar (Brasil), tempo (10/02/2021), dentre outras categorias consideradas
relevantes em dominios especificos.

A entrada de sistemas ou modelo NER sio textos em sua forma livre, e a saida sdo con-
juntos de textos rotulados. Para melhor exemplificar, suponha que a tarefa de reconhecimento
de entidades foi aplicada ao texto “O professor Denilson trabalha na UFLA desde 2010, uma
universidade localizada em Minas Gerais”. O resultado do modelo seria o seguinte conjunto
de anotacOes, formado por categorias versus entidades: “Pessoa: Denilson”, “Organizagao:
UFLA”, “Tempo: 20107, “Lugar: Minas Gerais”. A Figura 2.6, traz a ilustracdo do processo

tipico de treinamento de um modelo NER, para rotulacao de entidades.

Figura 2.6 — Processo tipico de treinamento de um modelo NER.

Dataset Rotulagdo Textos
Bruto Manual Rotulados

Pré-processamento

Quebra de Frases
Tokenizagdo

Codificagdo
10B

Modelo NER Treinamento Dataset
do Modelo NER

Fonte: Adaptado de Devopedia (2020).

De maneira geral, o processo de treinamento de um modelo NER inicia com a rotulagio
manual dos dados coletados, por um ou mais especialistas. Em seguida, os textos rotulados
podem ser segmentados, isto €, quebrados em sentencas menores, para que cada sentenga seja
processada individualmente sem depender do contexto da anterior. Posteriormente, ainda como
parte do pré-processamento, as sentencas sao divididas em tokens, isto é, palavras ou conjuntos
de palavras. O objetivo da tokenizagdo € representar o texto como um vetor de palavras ou
conjunto de palavras. Entidades nomeadas precisam ser marcadas de maneira adequada, para

que os algoritmos de aprendizagem consigam identificar seu inicio e fim nas sentencas. O IOB>

3 Abreviagdo em inglés de Inside, Outside e Begin.
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¢ um dentre os diferentes esquemas de marcacdo disponiveis. Apds todos os fokens serem
marcados, obtém-se um dataset, o qual pode ser utilizado para a tarefa de NER. A etapa de
treinamento do modelo acontece por meio de um algoritmo baseado em alguma abordagem
de aprendizagem de mdquina, tal como, aprendizagem tradicional ou deep learning, o qual ird
aprender regras e padroes através dos dados rotulados. Por fim, € gerado um modelo de NER
capaz de identificar e rotular entidades de acordo com as categorias utilizadas nos dados de

treinamento.

2.5.1 Abordagens de NER

Os sistemas de NER podem ser divididos basicamente em quatro tipos de abordagens:
a) baseada em diciondrios, b) baseada em regras, ¢) baseada em aprendizagem de maquina
tradicional e d) baseada em deep learning.

A abordagem baseada em diciondrios utiliza 1éxicos construidos a partir de fontes ex-
ternas de conhecimento, a fim de combinar partes do texto com os elementos (entidades) do
diciondrio. A combinag¢ao entre os elementos representados nos diciondrios com as palavras do
texto de entrada € feita por meio de algoritmos bésicos de correspondéncia de strings, os quais
verificam se as entidades estdo ocorrendo no texto fornecido. Entretanto, essa abordagem lida
com o problema da falta de recursos lexiais completos, dada a variedade de termos existentes
em cada lingua (ALBARED et al., 2019).

A abordagem baseada em regras utiliza conjuntos pré-definidos de regras criadas ma-
nualmente por especialistas linguisticos para identificar tipos especificos de entidades nomea-
das. As regras sdo baseadas em conhecimento sintdtico, gramatical, ortografico e de dominio
(ANANDIKA; MISHRA, 2019). Nessa abordagem, os algoritmos realizam buscas nos textos,
e retornam apenas as entidades que se encaixam nas regras estabelecidas. Existem basicamente
dois tipos de regras, baseadas em padrdes, que dependem do padrao morfolégico das palavras
usadas, e regras baseadas em contexto, que dependem do contexto da palavra usada no texto.
Apesar de regras serem eficazes, em alguns dominios especificos, elas podem ser dificeis de
serem criadas e mantidas, pois precisam ser atualizadas a cada nova mudanca do sistema de
NER, além de que ndo generalizam bem entre dominios ou idiomas diferentes (PALSHIKAR,
2012).

Abordagem baseada em aprendizagem de maquina tradicional utiliza modelos estatis-

ticos para identificar padrdes e relacionamentos nos textos, os quais possibilitam a deteccdo e
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categorizacdo de entidades. Esses modelos aprendem por meio das caracteristicas existentes
nos dados, e possuem melhor capacidade de generalizacdo, pois ndo dependem de dominio
(GARCIA, 2021). Apesar de serem eficazes, geralmente dependem de grandes quantidades de
dados de treinamento, o que pode ser um desafio em termos de custo e tempo (ANANDIKA;
MISHRA, 2019).

A abordagem de deep learning é composta por varias camadas de processamento, por
meio das quais tenta aprender representacdes dos dados de entrada. O NER aproveita o recurso
ndo linear e as funcdes de ativacdo do deep learning para descobrir relacdes e caracteristi-
cas complexas embutidas nos dados de entrada. Ele extrai automaticamente informagdes dos
dados de entrada e aprende as representacdes das informagdes (GUO; WANG; WAN, 2020;
BAIGANG:; Y1, 2022).

De acordo com Jing et al. (2018), alguns dos benéficos da aplicac@o de técnicas de deep
learning ao NER sdo: 1) permite o aprendizado de recursos complexos e intrinsecos de dados,
por meio de funcdes de ativacdo nio lineares, ii) economiza tempo e esfor¢co na criagdo de recur-
sos NER, algo necessdrio para outras abordagens tradicionais, pois sao eficazes no aprendizado
automaético de representagdes uteis e fatores subjacentes a partir de dados brutos, iii) podem ser
treinados em um paradigma de ponta a ponta, por gradiente descendente, permitindo assim a
criacdo de sistemas NER possivelmente complexos. A desvantagem desse tipo de abordagem
€ que ela exige muito mais dados do que um algoritmo de aprendizagem tradicional, para con-
seguir identificar diferentes elementos dentre as camadas da rede neural. Entretanto, mesmo
com essa desvantagem, segundo (BAIGANG:; Y1, 2022), nos tultimos anos, os modelos base-
ados em deep learning tornaram-se dominantes na area de PLN, e vem alcancando resultados

significativos.

2.5.2 Aplicacoes de NER

De acordo com (GOYAL; GUPTA; KUMAR, 2018), o reconhecimento de entidades
nomeadas atua como base para diferentes aplicagdes complexas de PLN, tais como, extracio de
informacao, perguntas e respostas, traducdo automdtica de textos, sumarizagao automatica de
textos, recuperacao de informac¢ao, mineracao de opinido e anota¢do semantica.

Extracdo de informagdes € uma tarefa que, como o proprio nome diz, extrai informagdes
relevantes de textos conforme solicitacao realizada pelo usudrio. Segundo Goyal, Gupta e Ku-

mar (2018), a precisdo de um sistema de extracdo de informagao depende de nomes proprios,
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isto é, entidades nomeadas, pois elas contém informacdes relevantes sobre o préprio texto. Por-
tanto, empregar o reconhecimento de entidades nomeadas melhora significativamente a precisao
da extracao de informacao.

Os sistemas de perguntas e respostas objetivam gerar resposta para perguntas realizadas
por seres humanos em linguagem natural, a partir de documentos textuais (GOYAL; GUPTA;
KUMAR, 2018). As respostas de perguntas baseadas em fatos sdo entidades nomeadas, de
modo que a incorporac¢do do sistema de entidades nomeadas melhora a velocidade e a precisdo
de obter respostas corretas (ARCHANA; MANISH; VISHAL, 2017).

A traducdo automatica consiste na conversao automadtica, sem interferéncias humana,
de um texto ou fala de uma lingua natural de origem para outro idioma de destino. Diferentes
regras de traducgdo sdo aplicadas em entidades nomeadas e outras palavras, entdo a extracao de
entidades nomeadas torna a tarefa de traducdo mais facil (ARCHANA; MANISH; VISHAL,
2017; JING et al., 2018).

O objetivo da sumarizacdo automdtica € extrair um resumo condensado e preciso do
texto de entrada, de maneira que o texto de saida contenha todas as informacdes mais rele-
vantes do documento original. Entidades nomeadas sdo informacdes importantes do texto, e
aumentam o desempenho de identificacdo de segmentos de texto incluidos em dados resumidos
(ARCHANA; MANISH; VISHAL, 2017).

Recuperagao de informagao lida com o armazenamento de documentos e a recuperacao
automética de informacdes relevantes associada a eles. As consultas consistem em uma cole¢@o
de strings que incluem palavras-chave ou entidades nomeadas. Essas palavras-chave ou entida-
des sdo combinadas com o conteddo da informagdo armazenada em grandes bancos de dados
para tornar o acesso a informacdo rdpido. O NER, no que lhe concerne, desempenha um papel
importante nesse tipo de aplicagdo, pois as pesquisas podem ser feitas a partir da perspectiva de
entidades nomeadas (ARCHANA ; MANISH; VISHAL, 2017).

A mineragdo de opinido, também conhecida como andlise de sentimentos, coleta e clas-
sifica opinides, emocdes, avaliagdes e atitudes das pessoas em relacdo a diferentes entidades
que podem aparecer em documentos textuais. Essas entidades podem se referir a individuos,
organizagdes, produtos, servigcos, eventos, entre outros. A tarefa de NER, neste contexto, iden-
tifica as entidades que serdo classificadas com algum sentimento pelo sistema de mineracao de

opinido (JING et al., 2018).



33

A anotac¢do semantica € o processo de anexar a um documento de texto metadados que o
descrevam, por meio de referéncias a conceitos e entidades (ex.: pessoas, lugares, organizacoes,
produtos ou tépicos) relevantes, mencionados no texto. Ao informar para um computador como
os itens de dados do documento estdo relacionados e como essas relagdes podem ser avaliadas
automaticamente, torna-se possivel processar operagdes complexas de filtro e pesquisa. Essa
automacdo é implementada com técnicas de extracao de informagdes, entre as quais o reconhe-
cimento de entidades nomeadas € usado para identificar conceitos a serem anotados (JING et

al., 2018).

2.6 A Cachaca

Cachaca € uma denominacdo tipica da aguardente de cana fabricada no Brasil. Consiste
em uma bebida fermento-destilada que apresenta graduacdo alcodlica de 38% a 48% (v/v), a
20 graus Celsius, obtida por meio da destilacdo e fermentacdo do caldo de cana-de-agicar com
caracteristicas sensoriais peculiares, podendo ser adicionada de acticares até seis gramas por
litro, expressos em sacarose? (BRASIL, 2005).

De acordo com Meneghin e Barboza (2014), existem dois aspectos que diferenciam a
cachaca da aguardente de cana, sdo eles, o teor alcodlico e a origem de producdo. Enquanto
a cachaca apresenta graduacao alcodlica entre 38°GL a 48°GL, a aguardente pode possuir um
teor entre 38°GL a 54°GL. A cachaga precisa ser produzida obrigatoriamente no Brasil, ja a

aguardente ndo.

2.6.1 Fabricacao

A fabricacao da cachaca € composta basicamente pelas etapas de colheita, moagem, fer-
mentacgdo, destilacdo e envelhecimento, as quais sdo descritas por Borragine (2009), INMETRO
(2009), Oliveira (2010), Oliveira (2016), Lacerda (2018), Mapa da Cachaca (2021a), Cachaca
Gestor (2022):

a) colheita ou corte: a colheita da cana-de-acticar, matéria-prima da cachacga, pode ser
realizada por meio de maquinas ou manualmente. A cana madura, fresca e limpa deve
ser espremida no mdximo vinte e quatro horas apds o corte, pois quanto mais fresca ela

for, melhor sera o caldo (suco da cana);

4 Sacarose é um carboidrato dissacarideo natural encontrado em frutas, vegetais e grios. E composta
por uma molécula de glicose e outra de frutose.
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moagem: depois de cortada, a cana é submetida ao processo de moagem, que consiste
na extrac¢ao do seu caldo por pressao mecanica nos rolos de uma moenda, maquina com
cilindros giratérios que espremem o liquido, conforme apresentado na Figura 2.7. O

bagaco em alguns casos € utilizado como combustivel para aquecer os alambiques;

Figura 2.7 — Mdquina de moagem da cana-de-acucar.

Fonte: Meneghin e Barboza (2014).

filtragem e fecantacio: o caldo obtido apds a moagem ¢ filtrado e decantado, isto é,
limpo de impurezas como pedacgos de bagaco, terra e areia, garantindo assim a separacao
entre liquido e s6lido. Em seguida, o caldo limpo é preparado com a adi¢@o de nutrientes

e levado as dornas de fermentacao;

Figura 2.8 — Equipamento de decantacao.

Fonte: Meneghin e Barboza (2014).

fermentacdo: nessa etapa, o actcar € transformado em dlcool. Para que isso ocorra, na
fabricacdo artesanal, sdo acrescentados ao caldo da cana produtos naturais como fuba,
farelo de trigo, arroz, soja ou milho, que estimulam a multiplicacdo de leveduras, isto
€, fungos microscopios. Na fabricacdo industrial, sdo acrescentados produtos quimicos,
como sulfato de amonia e antibioticos. Sdo essas leveduras que transformam o agu-

car em alcool. Apds ser fermentado, o caldo passa a ser chamado de vinho, o qual é
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composto por até 12% de dlcool. A fermentacdo € normalmente feita em recipientes

chamados de dorna, os quais s@o de madeira ou aco inox, conforme a Figura 2.9;

Figura 2.9 — Dorna de fermentacao.

Fonte: Meneghin e Barboza (2014).

e) destilacdo: processo de separacdo de compostos voléteis do vinho, obtido na etapa de
fermentacdo, a fim de purificar a bebida, de forma que ela possa ser consumida. A
destilacdo da cachaca, em particular, consiste em aquecer o vinho de cana até a sua
fervura, gerando vapores que ao serem condensados constituirdo um destilado com teor
alcodlico de cinco a seis vezes maior do que o liquido inicial. Para destilar, utiliza-
se basicamente dois tipos de equipamentos, alambique, o mais comum, apresentado na

Figura 2.10, ou coluna de ago inox, utilizado na producao de cachaca industrial;

Figura 2.10 — Alambique de destilacao.

Fonte: Meneghin e Barboza (2014).

f) armazenamento e envelhecimento: apds a destilacdo, a bebida deve ser armazenada

em um recipiente de madeira ou outro material inerte que ndo influéncia negativamente
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no aroma e sabor da cachaca, por um periodo inferior a 12 meses, conforme exemplo da
Figura 2.11. Segundo a Portaria 276 de 2009 do Inmetro (INMETRO, 2009), o armaze-
namento da bebida deve ser feito em recipientes de madeira apropriada, ago inoxidavel
ou acgo carbono revestido internamente com madeira, de maneira que as perdas por eva-
poragdo sejam reduzidas. Envelhecimento € o processo de armazenar a cachaga em reci-
piente de madeira, com capacidade méxima de setecentos litros, por um periodo minimo
1 um ano. Entre as madeiras utilizadas para armazenamento ou envelhecimento pode-se
citar: amburana, ip€, balsamo, jequitiba-branco, jequitiba-rosa, ariribd, canela-sassafras,
tapinhoa, grapia, amendoim e freij6. O tempo de envelhecimento e as propriedades da
madeira, desencadeiam alteragdes na composicdo quimica do destilado, refletindo em

suas caracteristicas sensorias de cor, aroma € sabor.

Figura 2.11 — Barril de armazenamento.

Fonte: Meneghin e Barboza (2014).

2.6.2 Tipos de Cachaca

De acordo com a Portaria 276 de 2009 do Inmetro, a cachaga pode ser classificada em
diferentes tipos, sao eles INMETRO, 2009; Mapa da Cachaca, 2021b):

a) cachaca adocada: produto que contém agucares em quantidade superior a 6 gramas por
litro e inferior a 30 gramas litro, expressos em sacarose;

b) cachaca envelhecida: bebida composta por, no minimo, 50% de cachaca ou aguardente
de cana envelhecidas em recipiente de madeira apropriado, com capacidade médxima de
700 litros, e que envelheceu por um periodo ndo inferior a 1 um ano;

¢) cachaca premium: contém 100% de cachaca ou aguardente de cana envelhecidas em
recipiente de madeira apropriado, com capacidade maxima de 700 litros, por um periodo

minimo de 1 ano. Podem ter cor ou ser incolor, dependendo do tipo de madeira em que
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foi armazenada. As madeiras mais comuns para esse tipo de cachaca sdo: carvalho,
amburana e balsamo;

cachaca extra premium: contém 100% de cachaca ou aguardente de cana envelhecidas
em recipiente de madeira apropriado, com capacidade maxima de 700 litros, por um
periodo minimo de 3 anos. Pode ser colorida ou incolor, sendo essa ultima bastante rara
no mercado. As madeiras comumente utilizadas para esse tipo de bebida sdo: carvalho,
amburana, jequitiba-rosa, balsamo, sendo bastante comum a presenca de blends (em
portugués significa misturas) com diferentes madeiras;

cachaca classica, tradicional ou prata: uma cachaga pode ser considerada cléssica,
tradicional ou prata quando ndo possui coloragdo, e foi ou ndo armazenada em recipiente
de madeira. Algumas madeiras brasileiras ndo alteram a colora¢do da bebida, tais como,
freijo, jequitiba-branco, amendoim, jequitiba-rosa. Algumas cachagas que passam por
carvalho sao filtradas posteriormente, para continuarem sem coloragao;

cachaca ouro: para ser considerada ouro, pelo menos 50% da bebida deve ter sido ar-
mazenada ou envelhecida em recipiente de madeira, além de apresentar alteracao subs-
tancial na sua coloragdo, isto €, uma coloracao amarelada;

cachaca reserva especial: para ser considerada reserva especia, a cachaca deve possuir
caracteristicas sensoriais diferentes do padrao usual das outras cachagas elaboradas pelo
estabelecimento produtor, e essas diferencas devem ser devidamente comprovadas para

os fiscais do Ministério da Agricultura, Pecudria e Abastecimento.
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3 TRABALHOS RELACIONADOS

Nesta secdo, sdo apresentados alguns dos principais trabalhos correlatos a esta pesquisa,
os quais discorrem sobre a criacdo e utilizacao de datasets NER para a lingua portuguesa.

De acordo com Silva et al. (2021), as aplicacdes de NER para a lingua portuguesa ainda
possuem baixa acurdcia em comparacdo aos resultados obtidos para o inglés. Isso se deve ao
fato de que os conjuntos de dados rotulados existentes geralmente sdo pequenos e/ou insufi-
cientes para treinar os modelos de reconhecimento de entidades nomeadas, haja vista que a
rotulacdo € uma tarefa que demanda tempo, esfor¢o e investimento financeiro. Uma alternativa
¢ anotar os dados automaticamente. Mesmo alcancando desempenho um pouco menor que a
rotulacdo manual, as anotagdes geradas automaticamente sdo importantes para o treinamento
de sistemas NER, especialmente para linguagens com poucos recursos, pois possibilitam uma
rapida aquisi¢do de dados rotulados. Considerando essa problemdtica, alguns trabalhos encon-
trados na literatura, assim como esta dissertacao, propuseram solucdes relacionadas a rotulagao
manual e automatica de datasets para treinamento e/ou teste de modelos NER. Alguns des-
ses trabalhos s@o descritos a seguir, e estdo organizados de acordo com o tipo de rotulacdo do
dataset utilizado, isto €, rotulacdo manual ou automatica.

Em Mota e Santos (2008), foi elaborado o HAREM, um dos primeiros conjuntos de da-
dos rotulados manualmente com entidades nomeadas em portugués. Esse dataset contém dados
de diferentes dominios e estilos, tais como textos jornalisticos, de wikis, blogs e avaliacdes de
produtos. Ele possui 7.834 entidades rotuladas com as categorias Pessoa, Local, Tempo, Orga-
nizacao, Obra, Valor, Abstracdo, Coisa, Acontecimento e Outro. O HAREM foi testado a partir
de diferentes ferramentas NER, as quais foram treinadas durante a competicdo de avaliagdo con-
junta de entidades nomeadas em portugués, organizada pelo Linguateca®. Tanto este trabalho
de dissertacdo quanto o de Mota e Santos (2008) realizam a andlise e rotulacdo manual de todos
os textos coletados. Entretanto, os dados do HAREM sao de contextos diversos, enquanto nesta
pesquisa sdo de dominio especifico, isto é, cachaca.

Pires (2017) apresenta em sua dissertacao diferentes configuragdes para as ferramentas
spaCy, Stanford CoreNLP, OpenNLP e NLTK, a fim de identificar a melhor abordagem para
a tarefa de NER em textos compartilhados no SIGARRA, um sistema de busca de noticias da

Universidade do Porto, em Portugal. Para comparar as ferramentas, foram realizados testes

3> Linguateca é um centro de recursos distribuido para o processamento computacional da lingua portu-
guesa.
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(baterias de treinamento) com dois conjuntos de dados diferentes, HAREM e SIGARRA News
Corpus. O segundo dataset foi criado manualmente, especificamente para o objetivo da disser-
tacdo. Ele é composto por 905 textos em portugués extraidos do SIGARRA, os quais foram
rotulados manualmente com entidades relacionadas a Hora, Evento, Organizacdo, Curso, Pes-
soa, Localizacdo, Data ou Unidade Organica. Segundo o autor, a Stanford CoreNLP obteve
o melhor resultado de reconhecimento de entidades nomeadas, tanto para o HAREM (56% de
F1-measure) quanto para o SIGARRA News Corpus (86,86%). Semelhantemente ao trabalho
de Pires (2017), nesta pesquisa o dataset proposto também foi rotulado manualmente e avaliado
por meio do treinamento de um modelo de NER.

Peres, Esteves e Maheshwari (2017) criaram um dataset de NER composto por 3.968
tweets de assuntos gerais escritos em PtBR, rotulados manualmente com entidades do tipo
Pessoa, Local e Organizagdo. Para testar o dataset, os autores realizaram experimentos utili-
zando uma variedade de modelos baseados em redes neurais do tipo Long Short-Term Memory
(LSTM). O modelo com melhor resultado obteve F1 igual a 52,78. De acordo com os autores,
para o contexto em que trabalharam, esse resultado foi maior que o alcancado pelo sistema ba-
seline Stanford NER, que obteve F1 de 38,06%. Neste trabalho, assim com no de Peres, Esteves
e Maheshwari (2017), a rotulagc@o do dataset de NER foi realizada manualmente.

Araujo et al. (2018) criaram um dataset composto por 70 documentos para o reconheci-
mento de entidades nomeadas em textos juridicos brasileiros, o qual denominaram de LeNER-
Br. Esse conjunto de dados foi rotulado manualmente com entidades genéricas (Pessoa, Local,
Tempo e Organizacdo) e entidades especificas (Jurisprudéncia e Legislagcdo). Para avaliar o da-
taset proposto treinaram um modelo de redes neurais LSTM-CRF com os dados do LeNER-Br
e com os dados de outro dataset ja existente chamado Paramopama, dado que ambos possuem
as mesmas categorias genéricas. Assim como em Araujo et al. (2018), neste trabalho também
foi utilizado o esquema de marcacao IOB, os dados foram rotulados manualmente e utilizada
a estratégia de modificar os valores dos parametros do algoritmo de NER para verificar se isso
impactaria no desempenho do modelo.

Albuquerque et al. (2022) desenvolveram o UlyssesNER-Br, um dataset composto por
600 documentos legislativos brasileiros® para NER. Os documentos contém 10.226 sentengas e
216.182 tokens. As sentengas foram rotuladas manualmente com entidades nomeadas que re-

presentam organizacoes, pessoas, produtos juridicos, localizacdo, fundamentos juridicos, even-

% Documentos referentes a projetos de lei e consultas legislativas da cAmara dos deputados do Brasil.
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tos e datas. A fim de validar confiabilidade da rotulacdo manual, os autores calcularam o coefi-
ciente de concordancia da Kappa de Cohen, a partir do qual identificaram 88% de concordancia
entre os rotuladores. Para avaliar o dataset UlyssesNER-Br os autores, treinaram o Modelo
Oculto de Markov (HMM) e o modelo de aprendizado de maquina Conditional Random Fields
(CRF). Os resultados mostraram que o CRF tem uma maior chance de sucesso em tarefas de
NER, com uma pontuacdo média de F'/-measure igual a 80,8%. Assim como em Albuquerque
et al. (2022), neste trabalho também utilizou-se a estratégia de avaliar o dataset proposto por
meio do treinamento e teste de um modelo NER com os dados do préprio cachacaNER.

Nothman et al. (2013) apresentaram o WikiNER, uma abordagem para criar automa-
ticamente datasets de treinamento multilingue para NER explorando a estrutura de links e os
textos da Wikipedia ’. Para alcancar tal objetivo, primeiramente os autores classificaram cada
documento da Wikipédia em tipos de entidades nomeadas, através do treinamento e avaliacao
de diferentes artigos da Wikipédia rotulados manualmente em 9 idiomas: inglés, portugués, ale-
mao, frances, polonés, italiano, espanhol, holandés e russo. Em seguida, os links da Wikipédia
foram convertidos em rétulos, classificando os artigos de destino em Pessoa, Organizacio, Lo-
calizagdo ou Entidades Diversas. Como resultado, os autores identificaram que para o idioma
inglés as anotagdes realizadas automaticamente superaram o treinamento tradicional em uma
colecdo anotada manualmente de artigos da Wikipédia em 10-12% de F-measure. O modelo
da Wikipédia pode ser melhor em alguns dominios do que os padrdes de ouro existentes, mas
também geralmente aplicdvel onde os dados de treinamento ndo estdo disponiveis para corres-
ponder a um alvo especifico. Assim como na pesquisa de Nothman et al. (2013), neste trabalho
também houve um esfor¢o para rotular dados de treinamento automaticamente.

Junior et al. (2015) propuseram o Paramopama, um dataset de NER que consiste na
extensdo da versdo PtBR® do dataset WikiNER. Para isso, primeiramente, realizaram a revisao
manual de rétulos atribuidos incorretamente aos dados e em seguida rotularam automatica-
mente, por meio de um classificador treinado com os dados revisados, 2.500 novas sentengas
extraidas de sites de noticias de dominios diversos. O resultado desse processo foi um conjunto
de dados composto pelas sentencas revisadas do WikiNER e pelos textos sobre noticias, além
das entidades rotuladas com as categorias Pessoa, Localiza¢do, Organizacdo e Tempo. Para a
tarefa de avaliacdo, um classificador NER foi treinado separadamente com o Paramopama e

com outros dois datasets, HAREM e o WikiNER. O Paramopama obteve a melhor pontuagao

7 https://pt.wikipedia.org/
8 Textos escritos em portugués do Brasil.


https://figshare.com/articles/dataset/Learning_multilingual_named_entity_recognition_from_Wikipedia/5462500
https://github.com/davidsbatista/NER-datasets/blob/master/Portuguese/Paramopama/corpus_Paramopama.txt
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de FI-measure (81,58%). Diferentemente de Junior et al. (2015), nesta pesquisa, a ideia de
rotular automaticamente o conjunto de treinamento se baseou em um algoritmo de comparagdo
de tokens, ao invés de um classificador de NER.

No trabalho de Silva et al. (2021) foi realizada a criacdo de um dataset de treinamento
NER padronizado para a lingua portuguesa, isto é, um conjunto de dados formado por textos
jornalisticos que possuem estruturas morfossintaticas e contextuais iguais. Os textos utilizados
foram extraidos de um corpus ji existente chamado CETENPublico’, o qual ndo possui entida-
des rotuladas, mas sim classes gramaticais. O dataset resultante foi rotulado automaticamente,
por meio de uma metodologia que utiliza as classes gramaticais para definir os tokens como
Organizacdo, Pessoa ou Localizagdo. Para avaliar o dataset proposto, utilizaram a Bi-LSTM!?,
uma varia¢do da rede neural recorrente. Diferentemente do trabalho de Silva et al. (2021), nesta
pesquisa nao foi proposta uma nova metodologia de rotulagdo automética de entidades, mas
sim a avaliacdo de uma técnica de rotulagdo automdtica de dados baseada em um algoritmo j4
existente na literatura.

Em Melo e Figueiredo (2021), foi proposta uma abordagem metodoldgica baseada em
modelagem de tépicos, reconhecimento de entidades nomeadas e andlise de sentimentos, a fim
de identificar em textos jornalisticos (18.413) e tweets (1.597.934) escritos em portugués do
Brasil os principais temas em discussdo sobre COVID-19, e como os sentimentos sobre esses
temas evoluiram ao longo do tempo. Dada a grande quantidade de dados a ser utilizada para
o treinamento de um modelo NER, os autores propuseram um algoritmo que recebe como en-
trada o texto a ser rotulado e uma lista de exemplos composta por fokens/entidades rotulados
manualmente com categorias de entidade nomeadas especificas. Entao, o algoritmo rotula no
texto apenas os fokens que ja existem na lista de entidades rotuladas. Vale enfatizar que o tra-
balho de Melo e Figueiredo (2021) difere dos demais descritos neste capitulo, pois ele ndo gera
um dataset para ser utilizado na tarefa de NER. A rotulacdo deles serve apenas para identificar
0s termos mais representativos nos conjuntos de dados avaliados. Nesta pesquisa, utilizou-se
o algoritmo proposto por Melo e Figueiredo (2021) para simular a rotulacdo automaticamente
dos dados do cachacaNER.

O diferencial deste trabalho em relacio aos demais € o fato dele propor o reconhecimento
de entidades nomeadas em textos compartilhados na Web sobre a bebida brasileira cachaca.

Isso poderd auxiliar na identificacdo de caracteristicas e aspectos especificos a esse tipo de

9 CETENFolha é um conjunto de dados composto por 190,6 milhdes de palavras em portugués do Brasil.
19Bi-LSTM significa Bi-directional long short term memory.


https://www.linguateca.pt/acesso/corpus.php?corpus=CETEMPUBLICO
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bebida, por parte de sistemas computacionais, tais como, andlise de sentimentos, extracao de
informagdo e recuperacao de informagdo. Além disso, também foi avaliada uma técnica de

rotulagdo automética de entidade nomeadas.
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4 CRIACAO E AVALIACAO DE UM DATASET PARA NER

Na tarefa de reconhecimento de entidades nomeadas, um dataset € uma colecio de dados
textuais que podem ser tratados por algoritmos computacionais para alcancar fins analiticos e
de previsdo. Para que esses dados sejam compreensiveis e gerem informagdes relevantes, €
necessdrio que sejam previamente tratados, limpos e rotulados com categorias de entidades
nomeadas que os representem.

Nesse contexto, este capitulo compreende a descri¢do da metodologia, ferramentas, ta-
refas, experimentos e avaliacdes aplicadas durante o processo de construcdo de um dataset para
NER, composto por textos sobre a bebida cachaga. As palavras que compdem os textos desse
dataset foram rotuladas segundo a categoria de entidade nomeada que representam, sendo elas,
especificas ou genéricas. As categorias especificas representam aspectos ou caracteristicas re-
lacionadas a cachaca, e genéricas se referem as entidades que podem ser encontradas em textos
de diferentes dominios.

O dataset proposto recebeu o nome de “cachacaNER” e foi criado a partir de um con-
junto de dados bruto maior denominado de “datasetBASE”, o qual também foi criado por meio
dos esfor¢cos empregados nesta pesquisa. O datasetBASE € composto por dados textuais extrai-
dos de paginas Web sobre cachaca. Cada instancia (documento textual) desse dataset corres-
ponde a um produto do tipo cachaca, e € composto por atributos que representam informacoes
relacionadas ao produto. Por exemplo, nome da bebida, preco e anélise do cachacier, graduagcdo

alcodlica, local de producao, entre outros.

4.1 Metodologia

A constru¢do do cachacaNER contou com uma sequéncia de tarefas que iniciou com
a coleta e extracdo dos dados textuais em paginas Web e finalizou com a sua avaliac@o para a
tarefa de NER. O fluxo da Figura 4.1 apresenta de maneira resumida cada uma dessas tarefas.

A tarefa inicial consistiu na leitura e andlise de diferentes textos compartilhados na Web
sobre cachaca, a fim de identificar caracteristicas e aspectos relacionados a esse tipo de bebida.
O resultado dessa andlise foi a criacdo de categorias de entidades especificas a bebida cachaca

e o levantamento de categorias genéricas.
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Figura 4.1 — Etapas para criacao e avaliacdo do dataset cachacaNER.

&N N Y

Levantamento de Coleta e Extracdo Preparacdo dos Rotulagdo Manual Estruturacdo do Avaliagdo
Categorias de dos Dados Dados dos Dados Dataset para NER Experimental

W \V

Fonte: Elaboracao prépria.

Ap0s a construgdo do conhecimento sobre as categorias de entidades, realizou-se a co-
leta de paginas Web sobre o produto cachaca. Posteriormente, os textos e demais dados rele-
vantes (ex.: graduacdo alcodlica e preco) foram extraidos de cada pagina coletada e utilizados
para criar um conjunto de dados inicial, nomeado nesta etapa da pesquisa de “datasetBASE”.
Esse conjunto é uma base de dados relacional onde os registros representam as bebidas cole-
tadas e os atributos as caracteristicas relevantes dessas bebidas. A partir desses dados foram
extraidas as sentengas utilizadas no conjunto apelidado de ‘““‘conjuntoRotulacaoManual”. E o
dataset resultante da rotulagdo manual dessas sentencas recebeu o apelido de cachacaNER.

A preparacdo dos dados consistiu, basicamente, na remocdo de itens ndo relevantes e
ruidosos, preenchimento de dados sem contexto e divisdo dos textos em sentencas. Sentenca é
uma unidade minima de comunicacao que produz efeitos de sentidos em um contexto especifico.
Uma sentenca € formada por uma ou varias palavras, e encerrada pelos seguintes sinais de
pontuacdo: “.”, “I” e “77.

Na rotulagdo manual, trés pessoas realizaram separadamente a leitura e rotulacdo das
entidades nomeadas identificadas nas sentencas pré-processadas na etapa anterior. Para isso
utilizaram as categorias de entidades nomeadas especificas e genéricas, relacionadas a cachaca.

Na tarefa de estruturacdo do dataset para NER, as sentengas rotuladas manualmente na
etapa anterior foram divididas em tokens'! de tamanho um, e seus rétulos foram convertidos
para o formato de marcacdo IOB, criando-se assim, o cachacaNER, dataset proposto por esta
pesquisa. Esse dataset também foi convertido para o formato processado pelo spaCy (HONNI-
BAL; MONTANI, 2017), para que os dados fossem reconhecidos pelo algoritmo de NER dessa

ferramenta.

""Um token pode ser uma palavra, um fragmento de texto ou um elemento de pontuacio (SILVA et al.,
2021).



45

Por fim, foram realizados experimentos relacionados ao treinamento e teste de um mo-
delo NER do spaCy, com o cachacaNER. O objetivo foi verificar a viabilidade dos dados desse
dataset para a tarefa de reconhecimento de entidades nomeadas.

A seguir, sdo apresentados mais detalhes sobre a metodologia e o dataset criado.

4.2 Levantamento das Categorias de Entidades Nomeadas

O levantamento das categorias de entidades nomeadas teve como principal objetivo a
identificacdo de aspectos que melhor descrevam a bebida cachaga, a partir de textos escritos
em portugués do Brasil. Aspectos sdo caracteristicas, atributos ou componentes de uma dada
entidade/objeto. Para isso, realizou-se a leitura analitica de varios textos e comentdrios sobre
cachaca, a fim de identificar informagdes intrinsecas a esse tipo de bebida, as quais pudessem
ser transformadas em categorias semanticas de entidades nomeadas. Como resultado, foram
criadas as seguintes categorias de entidades especificas, 11 no total:

a) nome de bebida: nome comercial do produto, tais como, Pinga Ni Mim, Prazer de

Minas e 51;

b) graduacio alcodlica: volume alcodlico que a bebida possui. Por exemplo, 42% e 27GL;
c) classificacdo da bebida: a cachaga pode ser classificada de diferentes maneiras: Cl4s-
sica, Tradicional, Prata, Ouro, Premium, Extra Premium, Reserva Especial, Envelhecida

e Adocada. A classificacdo depende de algumas varidveis, tais como, tempo de enve-

lhecimento, madeira utilizada, caracteristicas sensoriais identificadas e misturas entre

diferentes bebidas ou madeiras;
d) equipamento de destilacdo: tipo de equipamento/aparelho utilizado no processo de
destilacdo da cachaca. De modo geral, existem dois tipos de equipamentos, alambique

e coluna, os quais assumem diferentes tipos e tamanhos. Cada um desses equipamentos

impacta diferentemente no processo produtivo e na qualidade sensorial percebida na

bebida;

e) tempo de armazenamento: quantidade de tempo que a bebida fica armazenada ou
envelhecendo antes de ser distribuida;

f) recipiente de armazenamento: recipiente no qual a bebida ¢ acomodada antes de ser
comercializada;

g) tipo de madeira: nome da madeira utilizada para a confec¢do do recipiente onde a

bebida é armazenamento, envelhecidas ou fermentada;
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caracteristica sensorial cor: coloragdo que a bebida possui. Essa colora¢do pode ser
alterada conforme o tipo da madeira ou pelo acréscimo de outras substancias colorantes.
Alguns exemplos de coloracao sdo: amarela, clara, translucida, branca e brilhante;
caracteristica sensorial aroma: aroma ou cheiro exalado pela bebida. Exemplos: ca-
nela, toque de especiarias e floral;

caracteristica sensorial sabor: sabor sentido na boca quando a bebida ¢ ingerida. Os
sabores sdo divididos basicamente em doce, azedo, 4cido, amargo, salgado e adstrin-
gente, mas também podem ser descritos de maneiras mais especificas, por exemplo,
através de sabores de frutas e plantas;

caracteristica sensorial consisténcia: consisténcia ou textura se refere a sensagao per-
cebida na boca em relagdo a bebida. Alguns dos termos utilizados para descrever essa
sensagdo sdo: aveludado, macio, viscoso, cremoso, oleoso, licoroso, encorpado e pe-
sado.

Além das categorias especificas, também foram levantadas outras seis categorias gené-

ricas, as quais podem ser encontradas em textos que abordam diferentes assuntos, isto é, que

nao sejam especificamente sobre bebidas alcodlicas. A seguir, tem-se a descricao das categorias

genéricas:

a)

b)

c)

d)

nome de pessoa: sdo considerados como pessoas as mencdes de nomes proprios e apeli-
dos que correspondam a um ser humano, por exemplo, Pedro, Maria S. Silva e Denilson
Alves Pereira;

nome de local: sdo menc¢des que podem ser traduzidas como um local geografico, tais
como, Lavras, Minas Gerais e Brasil;

nome de organizacio: nome de entidade que possui vida prépria, tendo uma adminis-
tracdo propria e que ndo € caracterizada como Pessoa. Por exemplo, empresas privadas
ou publicas, bancos, hospitais e fundacdes;

tempo: sdo as mengdes no texto que podem ser traduzidas como a representacdo do
tempo. Exemplos: 10/10/202, agosto de 2021 e 15/02/20 as 10:33hr;

preco: valores monetarios, por exemplo, R$120,00 e 20 reais;

volume: sdo medicdes usadas para verificar qual o volume que pode ser ocupado dentro
de um objeto ou de um espago. Por exemplo, a quantidade de cachaca em mililitros que
uma garrafa suporta (ex.: 250ml), ou a quantidade de litros que um barril comporta (ex.:

200 litros).
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4.3 Ferramentas Utilizadas

Na etapa de coleta e extracdo dos dados, foram utilizadas as ferramentas de web scraping
Beautiful Soup'? e Selenium'3. As paginas recuperadas durante as requisicdes foram armaze-
nadas em um banco de dados no MongoDB'#. Para a etapa de rotulagio manual dos dados,
optou-se pelo Doccano!”. Para a realizagio dos experimentos com o dataset rotulado, utilizou-
se a biblioteca Spacy'®. A linguagem de programacio selecionada para a implementacio das
tarefas que necessitavam de desenvolvimento foi o Python.

Beautiful Soup € uma biblioteca Python, de c6digo aberto, para extracdo de dados em
paginas Web estaticas, ou seja, o contetdo baixado pela requisicdo Web é o mesmo que € exi-
bido online na pagina Web. Essa ferramenta organiza a estrutura HTML das pédginas coletadas
em objetos que podem ser inspecionados, pesquisados e modificados. O Selenium, no que lhe
concerne, ¢ um conjunto de ferramentas de cddigo aberto multiplataforma, usado para auto-
macao de navegadores. Ele simula a navegacdo humana, o que possibilita a coleta de dados
em paginas carregadas dinamicamente. Nesta pesquisa, ele foi usando apenas para realizar a
requisi¢do e download de algumas pdginas dindmicas, pois a maior parte da extragdo dos dados
foi realizada com o Beautiful Soup.

MongoDB € um sistema gerenciador de banco de dados orientado a documentos, possui
cddigo aberto e € multiplataforma. O Doccano é uma ferramenta de codigo aberto para anotagdo
de textos de maneira intuitiva, por meio do qual € possivel criar dados rotulados para as tarefas
de reconhecimento de entidades nomeadas, analise de sentimentos, resumo de textos, entre
outras.

A spaCy € uma biblioteca gratuita de processamento de linguagem natural escrita em
Python e de c6digo aberto. Oferece varios recursos, tais como, reconhecimento de entidades no-
meadas, andlise de dependéncia, marcacao de parte da fala (POS) e lematizacdo, dentre outros.
Suporta 64 linguas, dentre as quais se encontra o portugués. Possui 18 categorias de entidades
nomeadas previamente treinadas, além de permitir a inser¢do de novas categorias no médulo
NER, e a atualizacdo do modelo com novos exemplos de dados rotulados. Para a maioria das

tarefas, implementa modelos estatisticos baseados em redes neurais profundas convolucionais.

12 https://www.crummy.com/software/Beautiful Soup/bs4/doc/
13 https://www.selenium.dev/

14 https://www.mongodb.com/

I3 https://github.com/doccano/doccano

16 https://spacy.io


https://www.crummy.com/software/BeautifulSoup/bs4/doc/
https://www.selenium.dev/
https://www.mongodb.com/
https://github.com/doccano/doccano
https://spacy.io/
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Especificamente para o reconhecimento de entidades nomeadas, usa uma abordagem baseada

em transi¢do apresentando por Lample et al. (2016).

4.4 Coleta e Extracao dos Dados

A coleta e extracdo de dados textuais em paginas Web pode ser realizada por meio de
scripts ou programas baseados em uma técnica conhecida como Web Scraping. Essa técnica
automatiza a coleta de piginas, bem como a extracio de seu conteudo. Em vez de realizar ma-
nualmente o processo de entrar em vdrias paginas, verificar o contetido, copiar e salvar os dados,
com web scraping é possivel simplificar esse processo ao criar um script que itere automatica-
mente sobre as vdrias paginas e extraia os dados relevantes do HTML. Para isso utilizou-se as
ferramentas Beautiful Soup e Selenium.

Antes de iniciar a coleta e extragdo propriamente dita, foi necessario primeiramente
realizar o levantamento dos sites que possuiam textos sobre cachaca. Apds uma minuciosa
busca e andlise manual de varias paginas Web, foram selecionados 24 sites de venda de produtos
do tipo bebida alcodlica, os quais possuiam diversos tipos de cachaca.

Em seguida, foram criados e executados diferentes scripts baseados na técnica de web
scraping para: (i) coletar dos 24 sites somente as paginas Web referentes aos produtos do tipo
cachaca, e (ii) extrair dessas paginas os dados textuais relevantes ao contexto da cachaca, a
fim de criar uma base de dados relacional composta por documentos textuais representado os
diferentes tipos de cachaca coletados. No total, foram coletadas 3.381 paginas Web no formato
HTML, das quais foram extraidos os seguintes tipos de dados:

a) nome comercial da bebida. Exemplos: Cachacga Trés Cora¢des 700ml, Cachacga Theo-
doro Jequitib4a, Wiba Amburana;

b) graduacdo alcodlica presente na bebida. Exemplos: Grad. Alcool. 35%, 40 porcento de
graduacgdo alcodlica, 28°GL;

c¢) tipo de classificacdo da bebida. Exemplos: Cléssica, Tradicional ou Ouro;

d) equipamento onde a bebida é produzida. Por exemplo: alambique de cobre e coluna de
aco;

e) tempo de armazenamento da bebida. Exemplos: 1 ano, oito meses, 5 anos;

f) recipiente onde a bebida é armazenada ou envelhecida. Exemplos: barril de carvalho,

dorna de aco inoxidével;
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g) andlise sensorial. Exemplos: Cor dourada com reflexos verdes, intensidade média no
nariz, aromas florais e frutados muito agradaveis com notas de anis, pimenta e frutas
vermelhas, persisténcia elegante da madeira;

h) local de producdo da bebida. Exemplo: Minas Gerais - MG;

i) Preco do produto. Exemplos: R$120,00, Setenta reais, R$20;

J) volume do recipiente onde a bebida € engarrafada. Exemplos: 700ml, volume 700,
vol.500ml;

k) texto contendo informacdes descritivas sobre a bebida. Exemplo: “A Cachaga Wiba
Amburana € armazenada por cerca de 1 ano em tonéis de jequitiba e em sequéncia
mais 6 meses em barris de carvalho. Cristalina, limpida e de brilho intenso, tem uma
tonalidade amarelo bem claro com nuances esverdeadas”;

1) texto com a andlise do cachacier. Exemplo: “Cachaga levemente amadeirada, mas com
o sabor e predominancia do carvalho francés, podendo ser degustada pura ou em drinks
mais elaborados. Equilibrio perfeito entre o amadeirado e o frutado.”;

m) histéria da empresa ou da bebida. Exemplo: “A Cachaga Costa Rica € produzida em
Guarani, Minas Gerais. O alambique foi projetado e concebido para produzir de forma
sustentavel, preservando as tradi¢des seculares de fabricacdo da cachaca mineira de qua-
lidade. Mesmo assim, ndo abre mao do que existe de mais moderno e eficiente em boas
praticas de fabricacdo e seguranga dos alimentos, resultando em um produto sem igual
e sem comparacao. No Alambique Guarani, o que faz a diferenca na bebida € o carinho
com que € produzida.”;

n) nome do produtor. Exemplos: Glauri Ind Com. Ltda, Princesa Isabel, RXM Agrope-
cudria;

0) premiagdes que a bebida recebeu. Exemplos: Medalha de Prata na Cacharitiba — 2019;
Ouro - 2011 Concours Mondial de Bruxelas;

p) harmonizagdo da bebida com alguns tipos de comidas. Exemplo: Harmoniza com carnes
e chocolates, além de ser um excelente digestivo;

q) ingredientes que compdem a bebida. Exemplos: cana-de-actcar, corantes, esséncias;

r) modo como a bebida foi produzida. Exemplos: artesanal ou orgénica;

s) informacgdes técnicas. Exemplos: tamanho da garrafa e peso médio do produto.

O resultado da etapa de coleta e extracdo dos dados foi a criacdo do datasetBASE, o qual

¢ composto por documentos que representam diferentes tipos de cachacas, por meio de textos
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com informagdes relevantes sobre os produtos. Na Tabela 4.1, sdo apresentas as quantidades de
paginas Web coletadas em cada site de venda de bebidas, onde os sites estio representados por
numeros, mas podem ser identificados por nome na Tabela 4.2. O Quadro 4.1 mostra uma parte
de como ficou a organizagdo do dataset em questdo. Destaca-se que nem todos os documentos

possuem valores para todos os atributos.

Tabela 4.1 — Total de paginas coletadas por site.

Sites | Total de Paginas | Sites | Total de Paginas | Sites | Total de Paginas

1 576 2 111 3 61
4 31 5 13 6 164
7 90 8 299 9 1.080
10 4 11 183 12 139
13 98 14 15 15 10
16 5 17 69 18 6
19 227 20 170 21 4
22 8 23 12 24 6

Fonte: Elaboracao prépria.

Quadro 4.1 — Exemplo de alguns documentos e atributos do datasetBASE com dados brutos.

Cachaca levemente amadeirada,
mas com o sabor e predominancia
0  |Cachaga Costa Rica Carvalho 670mlR$ 55,00|do carvalho francés, podendo ser |...
degustada pura ou em drinks mais
elaborados.

De cor amarelo-palha, possui uma
mescla de aromas frutado e de

1  |Cachaga Famosinha de Minas 600ml{R$ 29,90|cana-de-agticar, com notasde
améndoas. No paladar, traz um
gosto predominantemente doce.

Transparente, possui aroma de

cana-de-agucar. No paladar, traz
um doce. Além disso, causa uma |
sensacdo aveludada e licorosa.

3381|Cachaga Weber Haus Rota 48 Pura |R$ 70,00

Fonte: Elaboracao prépria.

Vale ressaltar que a coleta e extragdo dos dados foram coordenados pela autora desta
dissertacdo e executadas por dois alunos de iniciacdo cientifica ligados ao projeto. Portanto,
a coleta das péginas e extracdo dos textos das estruturas HTML ndo sdo contribui¢des desta
dissertacao. Mas toda a estratégia relacionada ao que coletar, onde e como sdo contribuicoes,

pois foram planejadas e lideradas pela autora deste trabalho.
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4.5 Preparacao dos Dados

Esta etapa consistiu basicamente em: (i) limpar os dados (ii), completar os dados textuais
que possuiam pouca ou nenhuma contextualizacdo, (iii) separar os textos em sentengas e (iv)
criar um novo conjunto de dados textuais a partir do dataseBASE, para ser utilizado na etapa de
rotulacdo manual.

Na limpeza, foram aplicadas as seguintes corre¢des ao datasetBASE: remogao de atribu-
tos nao relevantes, sendo eles, link da pagina coletada, data da coleta e ids gerados automatica-
mente pela biblioteca pandas durante a criacao dos arquivos, remog¢do de espacamento e quebra
de linhas replicadas, substituicao de caracteres unicodes gerados pela ferramenta Beautiful Soup
ou que ja faziam parte das paginas HTML.

Alguns dados coletados possuiam pouca ou nenhuma informagdo textual para lhes con-
textualizar, por exemplo, no atributo graduagdo alcodlica alguns dados consistiam apenas de
um nimero seguido ou ndo do simbolo de percentual. No atributo local de producdo, entre
a maioria dos dados havia apenas o nome do local onde a bebida foi produzida. No atributo
volume, normalmente aparecia apenas nimeros seguidos da sigla de ml, da palavra volume ou
de sua contracdo (vol.). Para resolver esse problema de dados sem contexto, optou-se por inse-
rir automaticamente textos que descrevessem o que os dados representavam, por exemplo, nos
dados relacionados a graduagdo alcodlica foi inserido o texto “graduacdo alcodlica”. Antes de
inserir os textos, primeiramente, foram definidos manualmente quais atributos possuiam dados
sem contexto e em seguida os textos especificos foram inseridos automaticamente para todos
os dados de cada atributo escolhido. Esses ajustes foram realizados em uma pequena quanti-
dade de dados em comparacdo a base de dados total, de maneira que nao houvesse impacto na
estrutura original do mesmo. O Quadro 4.2 mostra alguns dados antes e apds a aplicagc@o desse

ajuste.

Quadro 4.2 — Exemplo de dados sem contextualizacao preenchidos.

670ml | VOLUME: 670ml 40% GRADUACAO ALCOOLICA: 40%

600ml | VOLUME: 600ml 42% GRADUACAO ALCOOLICA: 42%
ILT VOLUME: ILT 48GL GRADUACAO ALCOOLICA: 48GL

500ml | VOLUME: 500ml 40 GRADUACAO ALCOOLICA: 40

Fonte: Elaboragdo prépria.
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Apo6s a limpeza e ajuste, os dados textuais do datasetBase que estavam separados por
atributo foram divididos em sentencas. A divisdo por sentenga € a forma tradicional de organiza-
cao de datasets para NER. Para isso, os textos foram quebrados por ponto final (.), interrogagao
(?7) ou exclamagdo(!), criando-se assim um novo dataset composto por sentencas. O Quadro

4.3 traz o exemplo de um texto antes e apOs a quebra por sentengas.

Quadro 4.3 — Exemplo de texto dividido em sentengas.

De cor amarelo-palha, possui
De cor amarelo-palha, possui uma mescla uma mescla de aromas de frutas
de aromas de frutas citricas, mel e baunilha. citricas, mel e baunilha.
No paladar, traz um gosto doce, mas que aguca | No paladar, traz um gosto doce,
as papilas salgadas. Além disso, causa uma mas que aguga as papilas salgadas.
sensacgao picante e um pouco alcodlica na boca. | Além disso, causa uma sensacio
Retrogosto agraddvel e moderado. picante e um pouco alcodlica na
boca.
Retrogosto agraddvel e moderado.

Fonte: Elaboracao prépria.

Por fim, foram escolhidos estrategicamente 1.000 documentos do datasetBASE para se-
rem rotulados manualmente e compor o dataset de NER proposto neste trabalho. Selecionou-se
essa quantidade de dados especifica, ao invés de todos os dados coletados, porque o custo de
rotulagdo manual é muito alto. Para garantir diversidade entre os textos que comporiam esse
conjunto de sentengas, apelidado neste trabalho de conjuntoRotulacaoManual, optou-se por se-
lecionar por¢des equilibradas de dados referentes a cada site de venda de bebidas, as quais
podem ser observadas na Tabela 4.2. Vale enfatizar que, foram escolhidas todas as paginas dos
sites com menos de 69 pdginas, conforme nimeros apresentados na Tabela 4.1. O conjuntoRo-
tulacaoManual ndo € um novo dataset, mas sim um arquivo .txt composto por 13.628 sentengas

provenientes dos documentos textuais escolhidos para compor o cachacaNER.

4.6 Rotulaciao Manual dos Dados

Nessa etapa, as sentencas do conjuntoRotulacaoManual foram analisadas e rotuladas
manualmente, por trés pessoas, com as categorias de entidades nomeadas levantadas previa-
mente, especificas e genéricas. Para isso, utilizou-se a ferramenta Doccano, que permitiu a
insercao manual de rétulos nos textos, conforme exemplo real da Figura 4.2.

O processo de rotulagdo manual ocorreu basicamente da seguinte maneira:



Tabela 4.2 — Distribuicdo da quantidade de pédginas por site.

Nuamero \ Site \ Quantidade de Documentos
1 Amburana 69
2 Ararauna 68
3 Bebida Online 61
4 Blubeer 31
5 Cachaca Companheira 13
6 Cachaga e Pinga 69
7 Cachaca e Presente 68
8 Cachagaria dos Amigos 69
9 Cachacaria Nacional 69
10 Cachaca Sagatiba 4
11 Cachagas Brasileiras 69
12 Canela de Ema 69
13 Casa da Bebida 68
14 Ceia Clandestina 15
15 Cia Muller 10
16 Dom Tapparo 5
17 Ethylica 69
18 Cachaca Magnifica 6
19 Moca Bonita 69
20 Salinas 69
21 Sanhagu 4
22 Sapucaia 8
23 Velho Barreiro 12
24 Cachaga Wiba 6

Fonte: Elaboracao prépria..

Figura 4.2 — Exemplo de sentenca rotulada manualmente com o Doccano.

v Y E R # O

Mais uma excelente cachaca da

Princesa Isabel que todo
*NOME_ORGANIZACAO

apreciador deveria experimentar.De

coloragdo amarela intensa, esta
CARACTERISTICA_SENSORIAL_COR

cachaca se apresenta limpida,
CARACTERISTICA_SENSORIAL_COR

brilhante e com 6timo corpo.
CARACTERISTICA_SENSORIAL_COR

Fonte: Elaboracao prépria.
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a) primeiramente, cada um dos trés rotuladores analisou e rotulou individualmente todas
as sentencas do conjuntoRotulacaoManual, por meio do Doccano. No final dessa pri-
meira rotulacdo foram gerados separadamente trés arquivos no formato jsonl, cada qual
contendo as sentenca e rotulacdes realizadas. A Figura 4.3 mostra exemplos de como
sao0 os dados gerados pelo Doccano, o quais sao compostos por: a) um id, para enumerar
cada item passado como entrada ao Doccano, isto €, as sentengas, b) o texto analisado e
¢) uma lista contendo a posic¢ao inicial e final da entidade rotulada e o rétulo atribuido a
entidade;

b) em seguida, os resultados obtidos foram comparados automaticamente para identificar
onde houve divergéncias entre os rotuladores e definir qual dentre as rotulagdes seria
utilizada como a correta;

c¢) por fim, os trés rotuladores conjuntamente reanalisaram as 403 divergéncias e defini-
ram a qual categoria de entidade cada uma delas pertenceria. Vale ressaltar que, nos
casos onde dois participantes rotularam as entidades igualmente e apenas um rotulou de
maneira diferente, considerou-se como rotulacao final aquela realizada pelos dois rotu-
ladores. Nos casos onde os trés rotularam igualmente, considerou-se a marca¢ao como

rotulacdo final. Estes dois tltimos casos ndo entraram no processo de reandlise;

Figura 4.3 — Exemplo de dados gerados pelo Doccano.

ID Texto analisado Inicio Fim Rétulo atribuido a entidade

"id": "data":|"Graduacdo Alcodlica: 40%'|, "label": [ "GRADUACAO_ALCOOLICA"]}
{ | g L ’ ’ _—

{"id":["2"] "data":["PRECO: RS 35,00"] "label": [[7] [L5] ['PRECO"]}
{"id":['3"] "data":|"Volume: 500ml"}, "label": [[8] 13, ['VOLUME"]]}

Fonte: Elaboracao prépria.

4.6.1 Diretrizes para Rotulacao Manual

Antes de iniciar a rotulagao manual das sentencas, foi elaborado um documento de ori-
entacao para a rotulagdo. Em seguida foi realizada uma amostragem dos dados, 30 produtos
no total, onde cada rotulador fez sua rotulacdo seguindo as orientacdes do documento. Poste-
riormente, realizou-se uma discussdo sobre duvidas e problemas encontrados. A partir disso, o
documento de orientacdo foi ajustado, para que a rotulagcao completa do conjuntoRotulacaoMa-

nual fosse realizada. Esse documento € apresentado no Apéndice A.
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Para orientar e auxiliar o processo de rotulacdo das caracteristicas sensoriais, principal-
mente aroma e sabor, que dependem fortemente da percep¢ao de quem avalia a bebida, optou-se
por utilizar a Roda Sensorial da Cachaga proposta por Bortoletto (2016) e o levantamento de
atributos sensoriais elaborado no trabalho de Pinheiro (2010), apresentado no Anexo A. Na
Figura 4.4 € mostrada a roda sensorial da cachaca, a qual é composta por diferentes termos

utilizados para descrever as caracteristicas sensoriais percebidas ao se degustar uma cachaga.

Figura 4.4 — Roda sensorial da cachaca.

Roda
sensorial

da Cachaga

Aline Bortoletto

Fonte: Bortoletto (2016).

4.6.2 Concordancia entre os Rotuladores

Para verificar e validar a consisténcia da rotulacdo manual realizada pelos rotuladores,
utilizou-se o coeficiente de concordancia Kappa de Fleiss (FLEISS, 1971). Essa métrica mede

a concordincia entre trés ou mais avaliadores!’

ao atribuirem classificacdes categéricas a um
mesmo conjunto de dados. Ela expressa o grau em que a propor¢ao observada de concordancia
entre os avaliadores excede o que seria esperado se todos fizessem suas classificagdes de forma
totalmente aleatdria.

O coeficiente Kappa basicamente calcula uma medida de quao consistentes sdo as ro-

tulacdes feitas, pois remove a concordancia esperada devido ao acaso. Pode ser expresso da

17 Nesta pesquisa, avaliador é o mesmo que rotulador, ou seja, quem atribuiu as categorias de entidades
nomeadas as sentencgas textuais.
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seguinte maneira: -
kappa(k) = Lfe 4.1)
1—-P,

P, é o acordo observado, e P, o acordo esperado. O fator 1— P, equivale ao grau
de concordancia que € atingivel acima do acaso, e P, — P, o grau de concordincia realmente
alcancado acima do acaso. Se os avaliadores estiverem de acordo, entdo tem-se k£ = 1. Se ndo
houver concordancia entre eles, entdo k < 1. Quando £ é igual a 0, entdo a concordancia nao
€ melhor do que a que seria obtida por acaso. Para k negativo, a concordancia € menor do que
a esperada ao acaso. Para k positivo, a concordancia excede a concordancia ao acaso.

Para auxiliar na interpretacdo dos valores de concordancia do kappa, Landis e Koch
(1977) propuseram uma tabela que contém intervalos de valores e, para cada intervalo, uma

interpretagdo do que o valor significa. Por meio dessa tabela, apresentada pela Tabela 4.3, foi

possivel verificar a qualidade das rotulagdes de entidades nomeadas realizadas nesta pesquisa.

Tabela 4.3 — Interpretacdo dos valores da concordancia Kappa.

Valor Kappa \ Interpretacao
Menor que zero Concordancia Ruim

Entre 0 e 0,20 Concordancia Fraca
Entre 0,21 € 0,40 Concordancia Razoavel
Entre 0,41 e 0,60 Concordancia Moderada
Entre 0,61 e 0,80 Concordancia Forte
Entre 0,81 e 1,00 Concordancia Quase perfeita

Fonte: Adaptado de Landis e Koch (1977).

Nesta pesquisa, calculou-se a estatistica Kappa de Fleiss para todo o dataset rotulado
manualmente (kappa total), e também para cada categoria de entidade nomeada individual-
mente. Para obtengdo dessas estatisticas, foi necessario:

a) tokenizar todas as sentengas, sem perder a referéncia entre os fokens (palavras que com-
poem as entidades) e suas respectivas categorias de entidades nomeadas, atribuidas du-
rante a etapa de rotulacdo manual. A Figura 4.5 traz um exemplo real de como os dados
rotulados por cada analisador foram tokenizados, o rétulo ‘0’ significa que o token ndo
foi rotulado, por ndo pertencer a nenhuma categoria;

b) criar um unico dataset, composto pelos fokens e suas respectivas rotulacoes feitas por
cada um dos analisadores, conforme exemplo da Figura 4.6. O proposito dessa etapa
foi ter uma estrutura que possibilitasse a identificacdo do que cada analista rotulou para

cada token do conjuntoRotulacaoManual;
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¢) criar uma matriz M i, j] para ser utilizada no calculo Kappa. Essa matriz guarda a quan-
tidade de avaliadores que atribuiram o ‘i-€simo’ foken a ‘j-ésima’ categoria de entidade
nomeada. As colunas representam as categorias e as linhas os tokens. Assim, tem-se
uma matriz que contém o somatério de quantos analistas rotularam cada token para cada
categoria. A Figura 4.7 ilustra a matriz em questdo, as categorias estdo representadas
por nimeros de 1 a 17 e os itens destacados compreendem o somatério de rotuladores
por categoria;

d) por fim, foi realizado por meio da ferramenta IBM SPSSStatistics'8, o célculo da esta-
tistica Kappa de Fleiss total e por categoria. A entrada dessa ferramenta foi o dataset
que representa a matriz de tokens versus categorias. Essa ferramenta oferece diferentes
tipos de andlises estatisticas avangadas, bibliotecas de algoritmos de machine learning e

analise de texto.

Figura 4.5 — Exemplo de como as sentengas rotuladas manualmente foram tokenizadas.

ROTULADOR 1 ROTULADOR 2 ROTULADOR 3
['Cachaca', 'o']l, ['Cachacga', 'o']l, ['Cachaca', 'o']l,
['Colombina', 'NOME_BEBIDA'], ['Colombina', 'NOME_BEBIDA'], ['Colombina', 'NOME_LOCAL'],
['Chita', 'NOME_BEBIDA'], ["Chita', 'NOME_BEBIDA'], ["Chita', 'NOME_LOCAL'],
["PRECO', 'o'], ['PRECO' 'o'], ['PRECO' 'o'],
L', te'l, [":', 'o'l, [":v, to'l,
['R$', 'PRECO'], ['R$' 'PRECO'], ['R$' '"PRECO'],
["100", '"PRECO'], ['100', 'PRECO'], ['100', 'PRECO'],
[',', "PRECO'], [',', "PRECO'], [',', "PRECO'],
['00', 'PRECO'], ['00', 'PRECO'], ['00', 'PRECO'],
['DESCRIGAO', 'o'], ['DESCRICAO' 'o'], [’DESCRI(;AO' 'o'],
['DA', 'o'], ['DA 'o'l, ['DA 'o'],
['CACHACA', 'o'], ['CACHAQA' 'o']l, ['CACHAQA' 'o'],
[":', "a'], [": ‘o', [": 'o'l,
['Colombina', 'NOME BEBIDA'], ['Colomblna , 'NOME_BEBIDA'], ['Colomblna , 'NCME_BEBIDA'],
['Chita', 'NOME BEBIDA'], ['Chita', 'NOME BEBIDA'], ['Chita', 'NOME BEBIDA'],
["700ml', 'VOLUME'], ['700ml' 'VOLUME'], ['700ml' 'VOLUME'],
['Volume', 'o'], ['Volume , 'o'1, ['Volume , 'o'1,
L', te'l, [":', 'o'l, [":', 'o'l "VOLUME'],
["700ml', 'VOLUME'], ['TOOml' 'VOLUME'], ['TOOml' '"VOLUME'],

Fonte: Elaboracao prépria.

Figura 4.6 — Exemplo do dataset composto pelos tokens rotulados por cada analista.

Tokens Rotulador 1 Rotulador 2 Rotulador 3
0 Trés NOME_BEBIDA NOME_BEBIDA NOME_BEBIDA
1 Coronéis NOME_BEBIDA NOME_BEBIDA NOME_BEBIDA
2 R$ PRECO PRECO PRECO
3 35 PRECO PRECO PRECO
4 , PRECO PRECO PRECO
5 00 PRECO PRECO PRECO
6 Barril RECIPIENTE_ARMAZENAMENTO TIPO_MADEIRA RECIPIENTE_ARMAZENAMENTO
7 Amburana TIPO_MADEIRA TIPO_MADEIRA RECIPIENTE_ARMAZENAMENTO
8 Floral CARACTERISTICA_SENSORIAL_AROMA CARACTERISTICA_SENSORIAL_SABOR CARACTERISTICA_SENSORIAL_SABOR
9 6 TEMPO_ARMAZENAMENTO TEMPO_ARMAZENAMENTO TEMPO_ARMAZENAMENTO
10 anos TEMPO_ARMAZENAMENTO TEMPO_ARMAZENAMENTO TEMPO_ARMAZENAMENTO

Fonte: Elaboragdo prépria.

18 https://www.ibm.com/br-pt/analytics/spss-statistics-software
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Figura 4.7 — Matriz de token por categoria de entidade nomeada.

Categoria

1/2(3|4|5|6|7(8 9/|10|11 12|13|14|15|16|17
Trés 0.0/0.0/0.0/0.0/0.0(/0.0{0.0 0.0/0.0/0.0/0.0|0.0(0.0|0.0(0.0|0.0
Coronéis 0.0/0.0/0.0/0.0/0.0(/0.0{0.0 0.0/0.0/0.0/0.0|0.0(0.0|0.0(0.0|0.0

R$ 0.0/0.0/0.0/0.0(/0.0/0.0{0.0/0.0 0.0|0.0/0.0 0.0(0.0/0.0(0.0|0.0

= |35 0.0{/0.0/0.0{0.0/0.0|0.0/0.0/0.0/0.0/0.0{/0.0 0.0/0.0/0.0/0.0/0.0

% , 0.0{/0.0/0.0{0.0/0.0|0.0/0.0/0.0/0.0/0.0/0.0 0.0/0.0/0.0/0.0/0.0

= oo 0.0{/0.0/0.0{0.0/0.0|0.0/0.0/0.0/0.0/0.0/0.0 0.0/0.0/0.0/0.0/0.0
Barril 0.0{/0.0/0.0{0.0/0.0 0.0 0.0/0.0/0.0 0.0/0.0(0.0/0.0(0.0|0.0
Amburana|0.0/0.0/0.0/0.0 0.0 0.0/0.0(0.0{0.0(0.0/0.0/0.0
floral 0.0/0.0/0.0/0.0 0.0/0.0(/0.0/0.0(0.0/0.0/0.0

6 0.0/0.0/0.0(0.0
anos 0.0/0.0/0.0/0.0

0.0/0.0(/0.0{0.0(0.0{0.0/0.0
0.0/0.0/0.0{0.0{0.0{0.0|0.0

Fonte: Elaboracao prépria.

Os niveis de concordancia Kappa identificados para as rotulagdes realizadas neste traba-
lho sao apresentados na Tabela 4.5, onde € possivel observar que a concordancia geral foi quase
perfeita (0,857). Dentre as categorias individuais, mesmo o menor resultado (0,723) pode ser
interpretado como uma forte concordancia. Dada a satisfatoriedade dos resultados obtidos, foi
possivel constatar a viabilidade de dar continuidade a esta pesquisa, através das seguintes ta-
refas: criacdo de um dataset no formato IOB contendo todos os fokens rotulados, e avaliagao
desse dataset por meio do treinamento e teste de um modelo NER.

A Tabela 4.4 apresenta quantas entidades cada rotulador, individualmente, rotulou di-
ferente dos demais rotulados. Também mostra quantas entidades os trés analistas rotularam

diferente, 403 no total.

Tabela 4.4 — Total de divergéncias entre os rotuladores.

Rotuladores \ Total de Divergéncias
Rotulador 1 versus Rotulador 2 e Rotulador 3 3.706
Rotulador 2 versus Rotulador 1 e Rotulador 3 3.020
Rotulador 3 versus Rotulador 1 e Rotulador 2 1.846
Rotulador 1 versus Rotulador 2 versus Rotulador 3 403

Fonte: Elaboracao prépria.
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Tabela 4.5 — Resultados do coeficiente de concordancia da Kappa de Fleiss.

Categorias  Kappa
NOME_BEBIDA 0,899
GRADUACAO_ALCOOLICA 0,962
CLASSIFICACAO_BEBIDA 0,878
EQUIPAMENTO_DESTILACAO 0,911
TEMPO_ARMAZENAMENTO 0,955
RECIPIENTE_ARMAZENAMENTO 0,905
TIPO_MADEIRA 0,964
CARACTERISTICA_SENSORIAL_COR 0,924
CARACTERISTICA_SENSORIAL_AROMA 0,804
CARACTERISTICA_SENSORIAL_SABOR 0,723
CARACTERISTICA_SENSORIAL_CONSISTENCIA 0,803
NOME_PESSOA 0,899
NOME_LOCAL 0,897
NOME_ORGANIZACAO 0,793
TEMPO 0,901
PRECO 0,967
VOLUME 0,964
Resultado da Kappa Geral 0,857

Fonte: Elaboragdo prépria.

4.7 Estruturacao do Dataset para NER

Datasets sdo conjuntos de dados que podem ser utilizados para o treinamento e teste de
algoritmos de aprendizagem de mdaquina, os quais buscam prever automaticamente diferentes
tipos de informacdes, tais como, categorias de entidades nomeadas. Os dados contidos em
um dataset também podem servir para a extracdo de informagdes estatisticas, tais como, a
quantidade de tokens rotulados por categoria e a média de tokens por sentenga. Sao estruturas
comumente organizadas no formato de tabela, as quais possuem linhas e colunas preenchidas
com informagdes especificas acerca de sua finalidade. O formato pode variar entre txt, json, csv
e xml.

Para que um dataset possa ser utilizado na tarefa de reconhecimento de entidades no-
meadas, ele precisa primeiramente ser convertido para um formato adequado a ferramenta ou
algoritmo escolhido. Considerando essa particularidade, realizou-se a conversdo do cachaca-

NER para o formato IOB e também para o formato aceito pelo spaCly.
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4.7.1 Dataset no Formato I0B

O IOB ¢ um formato de marcacdo proposto Ramshaw e Marcus (1995) para marcar
tokens em tarefas de agrupamento linguistico computacional, tal como o reconhecimento de
entidades nomeadas. As marcagdes podem denotar o interior, o exterior € o inicio de um pe-
daco'®. O rétulo O indica que o foken ndo pertence a nenhum pedaco, isto é, nio faz parte de
uma entidade. O prefixo B- antes do nome do rétulo indica que o token € o inicio de um pedago
que segue imediatamente outro pedaco sem rotulacdes O entre eles. O prefixo I- antes do nome
do rétulo indica que o foken estd dentro de um pedaco, ou seja, faz parte da entidade.

Nesta pesquisa optou-se pelo formato IOB2 ao invés do IOB, pois é o mais amplamente
utilizado na literatura e pelos codigos compartilhados na Web. Ambos sdao semelhantes, exceto
pelo fato de que no IOB2 o rotulo B € usado no inicio de cada pedaco, ou seja, todas as entidades
comecam com B, enquanto no IOB a entidade inicia com I, e o rétulo B s6 € usado para separar
duas entidades adjacentes do mesmo tipo. O Quadro 4.4 apresenta o exemplo de uma sentenca

tokenizada e marcada com o formato IOB2.

Quadro 4.4 — Exemplo de uma sentenca do cachacaNER no formato I0OB2.

A o
Cachaca 0]
Serra B-NOME_BEBIDA
Limpa I-NOME_BEBIDA
355ml B-VOLUME
é o
uma 0]
A Cachaca Serra Limpa 355ml| bebida O
¢ uma bebida armazenada por |armazenada 0]
seis meses em tonéis de inox. por o
seis B-TEMPO_ARMAZENAMENTO
meses I-TEMPO_ARAZENAMENTO
em 0]
tonéis |B-RECIPIENTE_ARMAZENAMENTO
de I-RECIPIENTE_ARMAZENAMENTO
inox I-RECIPIENTE_ARMAZENAMENTO
o

Fonte: Elaboracao prépria.

Além do token (Palavra) e rétulo, acrescentou-se também ao dataset os seguintes atri-

butos: (i) “Sentencga”, guarda a referéncia de qual sentenca cada foken pertence, (ii) “Inicio”,

19 Pedaco se refere a um composto de tokens, que no caso desta pesquisa sdo as palavras que representam
as entidades nomeadas.
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indica a posi¢do inicial do token em sua respectiva sentenga, (iii), “Fim”, indica a posicao fi-
nal mais 1 do token em relagcdo a sua sentencga e (iv) “Documento”, contém nimeros de 1 até
1000 para referenciar o documento ao qual o foken faz parte. Esse dataset recebeu o nome de

cachacaNER, o qual é mostrado na Figura 4.8.

Figura 4.8 — Dataset real no formato [OB.

Palavras Rotulo Sentenca Inicio Fim Documento

0 NOME @] 1 0 4 1

1 DA 0 1 5 7 1

2 CACHAGA 0O 1 8 15 1

3 @] 1 15 186 1

4 Cachaca (0] 1 17 24 1
183014 Destilados @] 13628 54 64 1000
183015 do 0O 13628 65 67 1000
183016 Brasil B-NOME_LOCAL 13628 68 74 1000
183017 2019 B-TEMPO 13628 75 79 1000
183018 . 0 13628 79 80 1000

Fonte: Elaboracao prépria.

4.7.2 Dataset no formato aceito pelo spaCy

Para treinar um modelo de NER no spaCy, sdo necessdrios trés dados: (i) uma string
de texto, (ii) indices de inicio e fim de cada entidade no texto e (iii) a categoria que cada
entidade nomeada representa. Esses dados devem ser passados para o algoritmo de treinamento
do modelo como uma lista, a qual € composta por tuplas. Cada tupla contém o texto analisado e
um diciondrio. O diciondrio € composto por uma lista, a qual guarda tuplas com a posicao inicial
e final das entidades identificadas no texto e também a categoria que essa entidade representa.
As palavras que nao representam entidades sdo rotuladas com aspas simples ¢’, representando
assim um intervalo de inicio e fim sem categoria. A Figura 4.9 traz alguns exemplos reais de
como os dados do cachacaNER ficaram apds a transformacdo para o formato do spaCy. O
dataset nesse formato encontra-se disponivel publicamente em <https://github.com/PriscillalA/

cachacaNER/blob/main/cachacaNER_Formato_spaCy.bin>.


https://github.com/PriscillaIA/cachacaNER/blob/main/cachacaNER_Formato_spaCy.bin
https://github.com/PriscillaIA/cachacaNER/blob/main/cachacaNER_Formato_spaCy.bin
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Figura 4.9 — Exemplo de dados no formato processado pelo spaCy.

[ ("NOME DA CACHACA: Porto Estrela Ouro 1 Litro',
{'entities':[(0, 4, ""), (5, 7, '""),(8, 15, '""), (15, 16, '"),
(17, 30, '"NOME BEBIDA'),
(31, 35, 'CLASSIFICACAO BEBIDA'),

(36, 43, 'VOLUME')]}), Categoria
('PRECO: R$ 150,00", {'entities': [(0,5,'"),(5,6,"'"), (7,16, "PRECO")]})]
Te:l(to Inicio e Fim da entidade

Fonte: Elaboracao prépria.

4.8 Divisao do Dataset em Treino e Teste

Para dividir proporcionalmente as entidades por tipo de categoria, efetuou-se as seguin-
tes tarefas: particionamento dos documentos em conjuntos de dados de mesmo tamanho, com
selecdo aleatoria dos documentos para compor cada particdo, e divisdo dos dados em conjuntos
de treino e teste.

Os documentos foram divididos entre 10 particdes de tamanho 100, cada uma. Para
selecionar quais documentos comporiam as parti¢cdes, realizou-se uma escolha aleatéria exclu-
dente, isto €, cada documento foi alocado em apenas uma das dez particdes. Para construir cada
parti¢do, foram selecionados 10% dos documentos coletados em cada site de venda de bebidas,
conforme apresentado na Tabela 4.6.

Ap0s o particionamento, os dados foram concatenados novamente, de maneira que as
sete primeiras particdes foram definidas como o conjunto de dados de treinamento e as trés
ultimas, os dados de teste. Dessa maneira, foi verificado que aproximadamente 70% das enti-
dades de cada categoria foram alocadas no dataset de treinamento, e 30% no de teste, conforme
apresentando na Tabela 4.7. Além disso, o particionamento também permitiu que os dados
de treinamento e teste possuissem sentencas diversas, isto €, de diferentes sites de venda de
bebidas.

Para facilitar a identificacdo dos dados de treinamento, de teste e as particdes dentro do
cachacaNER, acrescentou-se os atributos “Particao” e “Identificacao_Treino_Teste” ao dataset,
conforme mostrado na Figura 4.10.

Nas Figuras 4.11, 4.12, 4.13, 4.14 e 4.15 sao apresentados graficos com as quantidades
de entidades por categoria em cada particdo do dataset. Por meio desses gréficos, € possivel
observar que as particdes possuem quantidades semelhantes de entidades rotuladas com cada

tipo de categoria.



Tabela 4.6 — Distribuicao dos documentos em cada particao.

Sites

Particoes

|

[ 5 [ 6]

[
=]

Amburana

Ararauna

Bebida Online
Blubeer

Cachaca Companheira
Cachacga e Pinga
Cachaca e Presente
Cachacaria dos Amigos
Cachacaria Nacional
Cachacga Sagatiba
Cachacas Brasileiras
Canela de Ema

Casa da Bebida

Ceia Clandestina

Cia Muller

Dom Tapparo
Ethylica

Cachaga Magnifica
Moca Bonita

Salinas

Sanhacgu

Sapucaia

Velho Barreiro

Wiba

Total de Documentos
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3
7
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6
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1
7
7
6
7
1
7
7
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1
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1
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1
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7
7
7
1
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2
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1
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1
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1
0
1
1
10
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Fonte: Elaboracao prépria.
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Tabela 4.7 — Percentual de entidades por categoria para os conjuntos de treinamento e teste.

Categorias Tg:)alc;icehﬁzlsglfa;llles Conjunto de Treino|Conjunto de Teste
NOME_BEBIDA 3.171 70% 30%
GRADUACAO_ALCOOLICA 1.144 69% 31%
CLASSIFICACAO_BEBIDA 1.325 67% 33%
EQUIPAMENTO_DESTILACAO 292 71% 29%
TEMPO_ARMAZENAMENTO 1.210 74% 32%
RECIPIENTE_ARMAZENAMENTO 991 70% 30%
TIPO_MADEIRA 2.557 68% 32%
CARACTERISTICA_SENSORIAL_ 560 73% 7%
COR

iﬁgﬁiTERISTICA_SENSORIAL_ 935 70% 30%
S[/:II;SETERISTICA_SENSORIAL_ 906 69% 31%
CARACTERISTICA_SENSORIAL

CONSISTENCIA 278 69% 31%
NOME_PESSOA 743 70% 30%
NOME_LOCAL 4.232 70% 30%
NOME_ORGANIZACAO 974 67% 33%
TEMPO 1.302 69% 31%
PRECO 885 70% 30%
VOLUME 2.532 70% 30%
Total de entidades 24.039 69 % 31%

Palavras

Figura 4.10 — Dataset cachacaNER versao final.

Fonte: Elaboracao prépria.

Rotule Sentenca Inicioc Fim Documento Particao Identificacac_Treino_Teste

= W N

183014
183015
183016
183017
183018

NOME
DA
CACHACA

Porto

Destilados
do
Brasil

2019

@
0
@)
@
B-NOME_BEBIDA

0

0
B-NOME_LOCAL
B-TEMFO

0

130 0 4
130 5 7
130 8 15
130 15 18
130 17 22

13618 53 63
13618 64 66
13618 67 73
13618 74 T8
13618 78 79

12
12
12
12
12

999
999
999
999
999

Fonte: Elaboracao prépria.

treino
treina
treino
treino

treina

teste
teste
teste
teste

teste
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Figura 4.11 — Particoes 1 e 2.

Entities per Category - Partition 1

Categories

Entities per Category - Partition 2

Location Name

Drink Classification
Organization Name

Storage Time

Alcoholic Graduation

Person Name

Storage Container

Price

Sensory Characteristic Flavor
Sensory Characteristic Color
Sensory Characteristic Aroma
Sensory Characteristic Consistency

Categories

Categories

Sensory Characteristic Consistency Distillation Equipment

0 50 100 150 200 250 300 350 400 0 100 200 300 400
Number of Entities Number of Entities
~ z .
Fonte: Elaboracao propria.
Figura 4.12 — Particdes 3 e 4.
Entities per Category - Partition 3 Entities per Category - Partition 4

Location Name Location Name
Drink Name Drink Name
Volume Wood Type
Wood Type Volume
Drink Classification Time
Time Storage Time
Alcoholic Graduation 3 Drink Classification
Storage Time T Sensory Characteristic Aroma
Storage Container S Alcoholic Graduation
Sensory Characteristic Aroma 3 Price
Price S Person Name
Organization Name Organization Name
Sensory Characteristic Flavor Sensory Characteristic Flavor
Person Name Storage Container
Sensory Characteristic Color Sensory Characteristic Color
Distillation Equipment Sensory Characteristic Consistency
Sensory Characteristic Consistency Distillation Equipment

0 50 100 150 200 250 300 350 400 0 100 200 300 400

Number of Entities Number of Entities
~ z .
Fonte: Elaboracao prépria.
Figura 4.13 — Particdes 5 € 6.
Entities per Category - Partition 5 Entities per Category - Partition 6
Location Name Location Name
Drink Name Drink Name
Wood Type Wood Type
Volume Volume
Drink Classification Time
Time Drink Classification
Alcoholic Graduation H Storage Time
Sensory Characteristic Aroma = Storage Container
Storage Time a Alcoholic Graduation
Sensory Characteristic Flavor 3 Sensory Characteristic Flavor
Storage Container S Sensory Characteristic Aroma
Organization Name Price
Price Organization Name
Person Name Sensory Characteristic Color
Sensory Characteristic Color Person Name
Sensory Characteristic Consistency Distillation Equipment
Distillation Equipment Sensory Characteristic Consistency
[ 50 100 150 200 250 300 350 400 [ 100 200 300 400

Number of Entities Number of Entities

Fonte: Elaboracao prépria.



Figura 4.14 —

Entities per Category - Partition 7

Location Name

Drink Name

Volume

Wood Type

Drink Classification

Alcoholic Graduation
Sensory Characteristic Flavor
Time

Storage Time

Storage Container

Sensory Characteristic Aroma
Organization Name

Price

Categories

Person Name

Sensory Characteristic Color
Distillation Equipment

Sensory Characteristic Consistency

o

50 100 150 200 250 300 350 400
Number of Entities
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Parti¢coes 7 e 8.

Entities per Category - Partition 8

Location Name

Drink Name

Wood Type

Volume

Storage Time

Drink Classification

Alcoholic Graduation

Time

Storage Container

Sensory Characteristic Flavor
Organization Name

Price

Sensory Characteristic Aroma
Person Name

Sensory Characteristic Color
Distillation Equipment
Sensory Characteristic Consistency

Categories

o

50 100 150 200 250 300 350 400
Number of Entities

Fonte: Elaboracao propria.

Figura 4.15 — Parti¢cdes 9 e 10.

Entities per Category - Partition 9

Location Name

Drink Name

Wood Type

Volume

Drink Classification

Time

Storage Time

Alcoholic Graduation
Organization Name

Storage Container

Price

Sensory Characteristic Aroma
Sensory Characteristic Flavor
Person Name

Sensory Characteristic Color
Sensory Characteristic Consistency
Distillation Equipment

Categories

0 50 100 150 200 250 300 350 400

Number of Entities

Entities per Category - Partition 10

Location Name

Drink Name

Wood Type

Volume

Time

Drink Classification

Storage Time

Alcoholic Graduation
Organization Name

Sensory Characteristic Aroma
Storage Container

Sensory Characteristic Flavor
Price

Person Name

Sensory Characteristic Color
Distillation Equipment
Sensory Characteristic Consistency

Categories

o

100 200 300 400
Number of Entities

Fonte: Elaboracao prépria.

4.9 Estatisticas Extraidas do Dataset

Nesta secdo, sdo apresentadas algumas informacdes e estatisticas descritivas extraidas

do dataset cachacaNER.

Para identificar as palavras que aparecem com maior frequéncia, implementou-se a téc-

nica de nuvem de palavras, apresentada na Figura 4.16. Dentre as palavras mais comuns tem-se:

cachaca, volume, graduagdo, alcodlica, carvalho, preco, madeira, envelhecida, entre outras.

O grafico da Figura 4.17 mostra a distribui¢do da quantidade de entidades por catego-

ria. As categorias com maior e menor nimero de entidades rotuladas foram NOME_LOCAL

(4.232) e CARACTERISTICA_SENSORIAL_CONSISTENCIA (278), respectivamente.

O histograma da Figura 4.18 apresenta a frequéncia com que determinados intervalos de

quantidade de fokens aparecem nas sentencas. Por meio desses dados, € possivel observar que
7.359 sentencas possuem entre 1 e 10 tokens, o equivalente a 53,99% das sentencas do dataset,

ou seja, a maioria das sentencas se enquadra neste intervalo, o que reflete um conjunto de dados
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com sentencas nao muito longas. Vale ressaltar que a maioria dos fokens de tamanho um, dois e
trés sdo mengoes a volume (ex.: 700ml), local (ex.: Brasil, Minas Gerais) e graduag¢do alcodlica

(ex.: 23%).

Figura 4.16 — Nuvem de Palavras do dataset cachacaNER.

~carvélho

“‘ lpremlum

grande possu
barris
tonéis

Tume brasil

750ml1 balsamo

alcoolicaproduzida-

Fonte: Elaboracao prépria.
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Figura 4.17 — Quantidade de entidades por categoria.

Entidade por Categoria

NOME_LOCAL

NOME_BEBIDA

TIPO_MADEIRA

VOLUME

CLASSIFICACAO_BEBIDA

TEMPO

TEMPO_ARMAZENAMENTO
GRADUACAO_ALCOOLICA
RECIPIENTE_ARMAZENAMENTO
NOME_ORGANIZACAO
CARACTERISTICA_SENSORIAL_AROMA
CARACTERISTICA_SENSORIAL_SABOR
PRECO

NOME_PESSOA
CARACTERISTICA_SENSORIAL_COR
EQUIPAMENTO_DESTILACAO
CARACTERISTICA_SENSORIAL_CONSISTENCIA

Categorias

0 500 1000 1500 2000 2500 3000 3500 4000
Quantidade de Entidades

Fonte: Elaboracao prépria.

No histograma da Figura 4.19 tem-se a relacio do intervalo de quantidade de rokens por
documento. O intervalo mais frequente € entre 100 e 200 tokens por documento, equivalendo a
381 documentos.

Na relagdo entre sentengas e documentos, observa-se por meio da Figura 4.20 que o
intervalo entre 10 e 20 sentengas € o mais frequente nos documentos, 394 documentos se en-

quadram neste intervalo.



Figura 4.18 — Frequéncia de intervalo de quantidade de fokens nas sentencas.

7000 A
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Figura 4.19 — Frequéncia de intervalo de quantidade de fokens nos documentos.

Histograma - Tokens nas Sentencas
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Fonte: Elaboragado prépria.

Histograma - Tokens nos Documentos

400

Frequéncia nos Documentos
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Fonte: Elaboragao prépria.
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Na Tabela 4.8 sdo apresentadas algumas medidas de tendéncia central (média aritmé-

tica, média harmonica, moda e mediana), de dispersdo (desvio padrdo, variancia populacional)

e de forma (assimetria e curtose), extraidas do dataset cachacaNER. As medidas de tendéncia

central mostram valores centrais significativos de um conjunto de dados. Medidas de dispersao

descrevem o grau de variabilidade dos dados observado, ou o quao espalhados eles se encon-

tram. As medidas de forma auxiliam na identificacdo de onde os dados estdo concentrados.

Essas medidas foram calculas para o nivel de token, sentenca e documento, sendo descritas a

seguir:
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Figura 4.20 — Frequéncia de intervalo de quantidade de sentencas nos documentos.

a)

b)

c)
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)
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Fonte: Elaboracdo prépria.

quantidade minima e maxima: menor € maior quantidade de dados que podem compor
uma senten¢a ou documento;

média aritmética: indica o valor onde estdo concentrados os dados de um conjunto de
valores;

média harmonica: tipo especial de média, aplicada quando a série de dados apresenta
uma relacdo inversa entre os dados;

moda: valor que mais se repete dentro do conjunto de dados;

mediana: valor encontrado no meio do conjunto de dados. Esse valor divide o conjunto
ao meio em uma metade superior e outra inferior;

variancia populacional: mede o quao afastados os dados estao de seu valor médio, isto
€, o quao dispersos sdo os dados;

desvio padriao: mede a dispersdo dos dados a partir da variancia populacional, pois € a
raiz quadrada desse parametro;

assimetria: grau de desvio da simetria de uma distribui¢do de dados em torno da média.
Uma distribui¢io serd considerada assimétrica negativa quando o valor de desvio da
média for negativo, e assimétrica positiva quando o valor de desvio for positivo;
curtose: € o grau de achatamento de uma distribui¢do de dados em relacao a distribuicao
normal. Se o valor da curtose for igual a 3, entdo tem o mesmo achatamento que a
distribui¢do normal, e recebe o nome de distribui¢do mesocurtica. Se o valor for maior

que 3, entdo € considerada uma distribuicao mais alta, afunilada e mais concentrada que
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a distribuicao normal, e se chama leptoctrtica. Se o valor for menor que 3, entdo tem-se

uma distribuicdo mais achatada, denominada de platicurtica.

Tabela 4.8 — Estatisticas extraidas do dataset cachacaNER.

Tokens por | Tokens por

Sentencas por

Estatisticas Sentenca Documento Documento
Quantidade Minima 1 17 3
Quantidade Mdxima 125 974 45
Média Aritmética 13,42 183,01 13,62
Média Harmonica 6,72 112,14 10,10
Moda 6 175 9
Mediana 9 140,5 12
Desvio Padrao 12,32 136,98 7,38
Variancia Populacional 151,82 1.8763,69 54,56
Assimetria 2 1,72 0,91
Curtose 5,84 3,72 0,37

Fonte: Elaboragdo propria.

De acordo com os valores da Tabela 4.8, as sentencas possuem em média 13,42 tokens e

os documentos 183,01 tokens, treze vezes mais do que uma sentenca. Os documentos possuem

uma média de 13,62 sentencas. A dispersdo (variancia populacional) da quantidade de fokens

nas sentencas e nos documentos € alta, dado que o dataset € composto por tamanhos de textos

variados, sendo assim algumas sentengas e documentos possuem muitos fokens € outras menos.

Isso se explica, pois alguns sites possuem apenas a ficha técnica do produto, a qual € resumida

em poucas informagdes, enquanto em outros sites hd textos com a histdria da bebida, anélise

do cachacier, explicacdo de como degustar a cachaca, além das informag¢des mais técnicas. Os

dados estao distribuidos de maneira assimétrica a direita, € possuem um achatamento do tipo

leptocurtica. Na Tabela 4.9 sdo apresentados alguns dados gerais e por particdo referentes ao

dataset cachacaNER

Tabela 4.9 — Dados gerais e por parti¢do referentes ao dataset cachacaNER.

* | Conjunto de Treino | Conjunto de Teste | Total do Dataset
Quantidade de 700 300 1.000
documentos )
Quantidade de 9.454 4.174 13.628
sentencas
Quantidade de 129.380 53.639 183.019
tokens
Quantidade de 16.651 7.388 24.039
entidades

Fonte: Elaboracao prépria.
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4.10 Avaliacio Experimental

A avaliacdo experimental teve como objetivos avaliar o dataset cachacaNER para a ta-
refa de reconhecimento de entidades nomeadas e estabelecer valores baseline de desempenho
para a implementacdo de outros modelos de NER. Para isso, utilizou-se o conjunto de dados
de treinamento do cachacaNER (70% dos dados) para treinar o modelo NER do spaCy com
diferentes configuracdes de parametros e o conjunto de teste, também do cachacaNER (30%
dos dados), para testar o modelo nesses diferentes cendrios.

A biblioteca spaCy requer o carregamento de pipelines treinados para conseguir definir
anotagdes, por exemplo, determinar se uma palavra € sujeito ou verbo. Um pipeline treinado
normalmente consiste em algumas tarefas (NER, POS-tagging, tokenizador, classificador, entre
outros) que usam um modelo estatistico de CNN treinado com dados rotulados. Os pipelines
previamente treinados para vdrias linguagens podem ser instalados como mdédulos de Python
individuais. Neste trabalho, utilizou-se o pacote de pipeline “pt_core_web_sm” para portugués,
o qual possui uma tabela de vetores de palavras reduzidas com 20 mil vetores exclusivos para
aproximadamente 500 mil palavras. Esse pipeline apresenta uma das melhores relacdes entre
dimensao/velocidade de execugdo e precisao (HONNIBAL; MONTANI, 2017).

O treinamento de um modelo NER no spaCy € um processo iterativo, no qual as clas-
sificacdes do modelo sdo comparadas com as rotulacdes de referéncia para estimar o gradiente
da perda’. O gradiente da perda é entdio usado para calcular o gradiente dos pesos através
de retropropagacdo, uma abordagem que permite expressar as operacdes da rede neural como
fungdes de ordem superior. Os gradientes indicam como os valores do peso devem ser alterados
para que as classificagdes do modelo se tornem mais semelhantes aos rétulos de referéncia ao
longo do tempo. Este fluxo iterativo € apresentado de maneira simplificada na Figura 4.21.

Um modelo spaCy nao busca apenas memorizar os dados de referéncia, mas sim apre-
sentar uma teoria que possa ser generalizada em dados ainda ndo vistos. O objetivo € que o
modelo aprenda com base no contexto em que as entidades aparecem no texto, isto €, aprender
que a instancia ‘“Princesa Isabel” provavelmente serd um nome de bebida, quando ela apare-
cer em um contexto semelhante aos dos dados de treinamento. Por exemplo, aprender que no

texto “A cachaca Prince Isabel possui 49% de graduagdo alcodlica.”, o foken Prince Isabel é

20 Gradiente é a direcdo e a taxa de mudanca de um valor numérico. Minimizar o gradiente dos pesos
deve resultar em previsdes mais proximas dos rétulos de referéncia dos dados de treinamento.
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uma entidade refente a nome de bebida, mas no texto “A empresa Princesa [sabel tem ganhado

destaque no mercado de cachaga nos dltimos anos.”, Prince Isabel é nome de organizacao.

Figura 4.21 — Treinamento iterativo de modelos no spaCy.

Dados Texto
De

Treinamento m Atualizar
-------------- Gradiente - _-_’
( . 3 odelo
1 Rotulo —

Fonte: Adaptado de Honnibal e Montani (2017).

4.10.1 Configuraciao do Experimento

Os parametros do algoritmo de treinamento do modelo NER que sofreram alteragdes
durante o experimento foram os seguintes:

a) epoch (época): quantas passagens o algoritmo de aprendizado faz pelo conjunto de trei-
namento;

b) batch (tamanho de lote): quantidade de amostras do conjunto de treino utilizada para
treinar o modelo antes que seus pesos sejam atualizados;

¢) drop (taxa de abandono): percentual de neurdnios que sdo descartados aleatoriamente
durante o treinamento do modelo, para evitar overfitting®!. Essa técnica dificulta a me-
morizagdo dos dados por parte do modelo.

Além dos parametros descritos acima, também utilizou-se os seguintes componentes
para compor a arquitetura do modelo utilizado:

a) otimizador “SGD” com um valor fixo igual a “nlp.create_optimizer()”. Esse parametro
atualiza os pesos do modelo apds seu treinamento, com cada amostra do conjunto de
treinamento. Quando nenhum valor € definido, o spaCy utiliza o otimizador “Adam”
com configuracdes padrao, mas nesta pesquisa utilizou-se apenas o SGD, por ser o mais
comum entre os cddigos encontrados na literatura;

b) word embbeding chamado Tok2Vec, o qual se concentra na ordem das palavras nas

frases;

21 Cendrio que ocorre quando um modelo estd muito alinhada a um conjunto limitado de dados. Conse-
quentemente, ele serd Util apenas para seu conjunto de dados inicial e ndo a quaisquer outros conjuntos
de dados.
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¢) random.shuffle (lista) para embaralhar aleatoriamente os dados da lista de exemplos

rotulados para treinar o algoritmo.

4.10.2 Execucao do Experimento

Para execuc¢do do experimento, as seguintes tarefas foram realizadas: (i) treinamento e
teste do modelo e (ii) avaliagdo da capacidade de rotulacdo do modelo.

Na tarefa de treinamento, os parametros do algoritmo de implementacdo do modelo
NER foram alterados para diferentes tamanhos de epoch, batch e drop, a fim de treinar e testar
o modelo com diferentes configuragdes.

Por fim, os resultados obtidos em cada execucao foram utilizados para calcular as métri-

cas de precisdo, revocacio e micro-F1%?

, as quais permitiram avaliar a capacidade de predicao
do modelo. Essas métricas foram calculadas para os resultados do modelo de forma global,
isto é, predicdo de todas as categorias juntas, e também para os resultados individuais de cada

categoria.

4.10.3 Métricas de Avaliacao

A avaliac@o de modelos de reconhecimento de entidades nomeadas é geralmente base-
ada na comparagdo das saidas geradas automaticamente pelo modelo com os textos rotulados
manualmente pelos analistas. As métricas, por sua vez, sdo maneiras de representar o desempe-
nho preditivo dos modelos por meio de valores numéricos. Dentre as principais métricas utili-
zadas, encontram-se a precisao (em inglés precision), revocagao (em inglés recall) e medida-F1
(em inglés F1-measure) (KUPERUS; VEENMAN; KEULEN, 2013), as quais sdo calculadas a

partir dos valores extraidos de uma matriz de confusao, tal como a ilustrada no Quadro 4.5.

Quadro 4.5 — Matriz de confusao.

, Previsao do Rétulo
Rotulo Real Previsao (+) Previsao (-)
Observacao Positiva (+) | Verdadeiro Positivo (VP) | Falso Negativo (FN)
Observacao Negativa (-) | Falso Positivo (FP) Verdadeiro Negativo (VN)

Fonte: Adaptado de Garcia (2021).

No caso do reconhecimento de entidades nomeadas VP, FP, FN e VN representam as

seguintes circunstancias (GARCIA, 2021):

22 Cada instancia em cada rétulo é ponderada igualmente.
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a) verdadeiro positivo: ocorre quando uma entidade (token) € classificada como perten-
cendo a determinada categoria de entidade e realmente pertence a essa categoria assina-
lada;

b) falso positivo: se dd quando o modelo afirma que uma entidade pertence a determinada
categoria, porém ela pertence a outra categoria;

c¢) falso negativo: acontece quando o modelo afirma que uma entidade nao pertence a de-
termina categoria, mas na realidade ela pertence a essa referida categoria;

d) verdadeiro negativo: ocorre quando o modelo afirma que a entidade ndo pertence a
determinada categoria e ela realmente ndo pertence.

Para mensurar a capacidade de predi¢do de um modelo NER, considera-se que uma
entidade estd correta apenas se for uma correspondéncia exata da entidade correspondente no
dataset rotulado, isto €, dataset de comparacdo (SANG; MEULDER, 2003). Correspondéncia
exata, significa que o intervalo de inicio e fim da string (token) identificada pelo modelo, bem
como o tipo/categoria de entidade atribuido a essa string, sdo exatamente iguais ao intervalo e
tipo encontrados no dataset de comparagdo. Esse é o formato de correspondéncia utilizado pelo
spaCy.

As métricas sdo definidas da seguinte forma:

Precisao: ¢ uma medida da qualidade da resposta do modelo, isto é, mede a proporcao
de entidades identificadas e classificadas corretamente dentre todas as repostas fornecidas pelo
modelo (MOTA; SANTOS, 2008). Calcula-se da seguinte forma:

Verdadeiros Positivos

Precisao = - — — 4.2
Verdadeiros Positivos + Falsos Positivos (4.2)

Revocacao: mede a proporcao de entidades corretamente identificadas e classificadas
pelo modelo em relacdo as entidades efetivamente corretas. Calcula-se da seguinte forma:
Verdadeiros Positivos

" o 4.3
EYORIEAO = Verdadeiros Positivos + Falsos Negativos )

Medida-F1: ¢ a média harmodnica que combina as medidas de precisdo e revocacao,

conforme a seguinte féormula:

Precisdo x Revocagdo

F1=2x (4.4)

Precisdo + Revocacdo
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As trés métricas podem ser calculadas para cada categoria separadamente (avaliacao
em nivel de categoria) e para todas as categorias conjuntamente (avaliacio em nivel global).
Para melhor exemplificar, considere o seguinte texto “A cachaca Sanhacu é envelhecida por 2
anos em Jatobd, 1 ano em Amburana, e descansa por seis meses em Carvalho”, e as seguintes
previsdes de categorias de entidades feitas por um modelo NER versus as categorias corretas,

conforme ilustrado no Quadro 4.6.

Quadro 4.6 — Exemplo de predi¢des do modelo NER versus categorias corretas.

Sanhacu NOME_BEBIDA NOME_BEBIDA
2 anos TEMPO_ARMAZENAMENTO | TEMPO_ARMAZENAMENTO
Jatobd TIPO_MADEIRA TIPO_MADEIRA
1 ano TEMPO_ARMAZENAMENTO | TEMPO_ARMAZENAMENTO
Amburana TIPO_MADEIRA TIPO_MADEIRA
seis meses TIPO_MADEIRA TEMPO_ARMAZENAMENTO
Carvalho TEMPO_ARMAZENAMENTO TIPO_MADEIRA

Fonte: Elaboragdo prépria.

De acordo com as previsdes apresentadas no Quadro 4.6, o modelo teria a seguinte
avaliacdo em nivel de categoria, para a categoria TIPO_MADEIRA:

a) 2 Verdadeiros Positivos, porque “Jatobd” e “Amburana” foram corretamente previstos
como TIPO_MADEIRA;

b) 1 Falso Positivo, pois “seis meses” foi incorretamente previsto como TIPO_MADEIRA,
enquanto deveria ter sido previsto como TEMPO_ARMAZENAMENTO;

c¢) 1 Falso Negativo, dado que “Carvalho” foi incorretamente previsto como TEMPO_AR-
MAZENAMENTO, em vez de TIPO_MADEIRA.
Avaliacdo do modelo a nivel de categoria para TEMPO_ARMAZENAMENTO:

a) 2 Verdadeiros Positivos: “2 anos” e “1 ano” foram preditos corretamente como TEMPO_
ARMAZENAMENTO;

b) 1 Falso Positivo: “Carvalho” foi incorretamente previsto como TEMPO_ARMAZENA-
MENTO, enquanto deveria ter sido previsto como TIPO_MADEIRA;

c) 1 Falso Negativo: “seis meses” foi incorretamente previsto como TIPO_MADEIRA, em
vez de TEMPO_ARMAZENAMENTO.
Avaliacdo do modelo a nivel de categoria para NOME_BEBIDA:

a) 1 Verdadeiro Positivo: “Sanhacu” foi predito corretamente como NOME_BEBIDA;

b) 0 Falso Positivo;
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¢) 0 Falso Negativo.

Na Tabela 4.10, sdo apresentados os calculos das métricas para o nivel de categoria.

Tabela 4.10 — Célculo das métricas de avaliagdo para o nivel de categoria.

Categoria | Precisdo | Revocagio | F1
TIPO_MADEIRA 527 = 0,66 7 =0,66 2x geoes = 0,66
TEMPO_ARMAZENAMENTO 32 =0,66 537 =0,66 2x ggepge = 0,66
NOME_BEBIDA =1 g =1 2x 25 =1

Fonte: Elaboragdo prépria.

Para a avaliacdo global, teria-se os seguintes cendrios e célculos:

a) 5 Verdadeiros Positivos: “Sanhagu”, “2 anos”, “Jatobd”, “1 ano” e “Amburana” foram
corretamente previstos, entdo 5 € a soma dos verdadeiros positivos para todas as catego-
rias;

b) 2 Falsos Positivos: “seis meses” e “Carvalho” foram incorretamente previstos;

c) 2 Falsos Negativos: “seis meses” e “Carvalho”, somando dos falsos negativos para todas
as categorias.

Para o nivel global as métricas seriam calculadas da seguinte maneira:

a) Precisdo: % =0,71;

b) Revocagio: % =0,71;

. 0,71x0,71 __
C) Fl: 2 x m —0,71

4.10.4 Resultados e Discussoes

Nesta secao sao discutidos os resultados do experimento de avaliagdo do dataset cacha-
caNER. Todos os resultados do modelo para as diferentes configuracdes de parametros foram
avaliados a nivel de categoria e global. O desempenho do modelo é calculado com base nos
dados do teste.

Para iniciar a avaliacdo, executou-se primeiramente um teste piloto, por meio do treina-
mento e teste do modelo NER dez vezes com parametros diferentes. A quantidade de épocas
foi aumentada em mais 10 unidades a cada novo ciclo de treinamento e teste, iniciando em
10 e terminando em 100. Os parametros batch e drop ndo sofreram alteracdes, permanecendo
com os valores 32 e 0,25, respectivamente. Esses valores foram escolhidos por serem os mais

comumente utilizados na literatura. O objetivo desse teste piloto foi verificar o desempenho do
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modelo para diferentes tamanhos de época. Como resultado, identificou-se que 50 € a menor
quantidade de épocas com que o modelo obteve maior resultado de desempenho.

A partir do conhecimento obtido com o teste piloto, foram realizados novos ciclos de
treinamento e teste do modelo, com os seguintes parametros: (i) épocas de tamanho 50 e 100,
(i1) batchs poténcias de 2, iniciando em 16 e terminando em 128, tamanhos comumente utiliza-
dos na literatura, (iii) drops de tamanho 0,10, 0,20 e 0,30, pois o tamanho padrao utilizado pelo
algoritmo do spaCy € 0,20, entdo 0,10 seria o valor inferior e 0,30 o superior ao padrdo. Os re-
sultados de desempenho do modelo a nivel global e por categoria, para os ciclos de treinamento

e teste com as 24 configuragdes de parametros, sdo apresentados nas Tabelas 4.11 e 4.12.

Tabela 4.11 — Resultados de desempenho do modelo a nivel global para diferentes configura-
coes de parametros.

Epoca \ Batch \ Drop \ Precisao | Revocacao | micro-F1

50 16 0,10 0,893 0,871 0,882
100 16 0,10 0,895 0,871 0,883
50 16 0,20 0,882 0,874 0,878
100 16 0,20 0,893 0,871 0,882
50 16 0,30 0,881 0,878 0,879
100 16 0,30 0,901 0,867 0,883
50 32 0,10 0,892 0,870 0,881
100 32 0,10 0,883 0,866 0,874
50 32 0,20 0,891 0,877 0,884
100 32 0,20 0,891 0,875 0,883
50 32 0,30 0,889 0,880 0,884
100 32 0,30 0,888 0,876 0,882
50 64 0,10 0,886 0,874 0,880
100 64 0,10 0,900 0,865 0,882
50 64 0,20 0,895 0,874 0,884
100 64 0,20 0,886 0,878 0,882
50 64 0,30 0,897 0,880 0,889
100 64 0,30 0,900 0,876 0,888
50 128 0,10 0,874 0,878 0,876
100 128 0,10 0,899 0,873 0,885
50 128 0,20 0,895 0,878 0,886
100 128 0,20 0,896 0,875 0,885
50 128 0,30 0,888 0,881 0,884
100 128 0,30 0,885 0,877 0,881

Fonte: Elaboracao prépria.

Para avaliar se os resultados obtidos pelo modelo, no contexto da classificacdo global e
por categoria, sdo significativamente diferentes, realizou-se um teste estatistico, com os valores

da métrica F1, através da andlise de variancia (ANOVA, abreviacdo em inglés). ANOVA € um
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teste paramétrico utilizado para determinar se ha ou nao diferenca estatisticamente significativa
entre as médias de trés, ou mais grupos independentes (JAPKOWICZ; SHAH, 2011; BOBBITT,
2021). O resultado da férmula ANOVA, a estatistica [, permite a anélise de varios grupos para
determinar qual € a variabilidade entre as amostras e dentro das amostras.

Na avaliacdo global, organizou-se os dados em grupos, onde um grupo se refere ao
conjunto de valores de F1 que possuem o mesmo tamanho de batch. No total tem-se 4 grupos,
representando os batchs de tamanho 16, 32, 64 e 128.

O resultado obtido, com a aplicacio da ANOVA Unidirecional??, F(3,20) = 1.03819,
p < 0,05, mostra que o resultado da estatistica do teste /' € 1.03819, e o valor p correspondente
€ 0.397108. Como o valor p ndo € inferior a 0,05 (nivel alfa utilizado para teste de confianga),
entdo deixa-se de rejeitar a hipétese nula. Nao rejeitar a hipétese nula significa dizer que ndo
existem evidéncias suficientes para dizer que hd uma diferenca estatisticamente significativa
entre os valores de F1 referentes ao desempenho global do modelo. A mesma anélise foi feita
com um conjunto de valores agrupados conforme o tamanho do Drop (0,10, 0,20 e 0,30), e a
hipétese nula também nao pode ser rejeitada. Os resultados foram F'igual a 2,4497 e p igual a
0,1105.

Conforme os resultados apresentados na Tabela 4.11 e os resultados da analise de vari-
ancia, € possivel extrair as seguintes informagdes:

a) nenhuma configuracdo de parametros obteve resultado estatisticamente melhor do que
outra, segundo o resultado da ANOVA;

b) analisando as métricas de precisdo e revocagdo separadamente, observa-se que para to-
dos os testes a precis@o € ligeiramente maior que a revocagao;

¢) o maior valor de precisao foi 0,901, onde o modelo foi configurado com 100 épocas, 16

batchs e drop igual a 0,30. A menor precisdo foi de 0,874, com 50 épocas, 128 batchs e

0,10 de drop;

d) o maior valor de revocacgao foi 0,881, o qual se refere a 50 épocas, 128 batchs e drop

igual a 0,30. O menor valore foi 0,865, com 100 épocas, 64 batchs e drop igual a 0,10.

A principal conclusdo obtida, em relagdo ao nivel global, é que a variagdo nos valores

dos parametros ndo altera o resultado de desempenho do modelo.

23 ANOVA Unidirecional é uma versio da andlise de variancia que identifica se existe ou nio diferencas
estatisticas entre as médias dos valores entre diferentes grupos, mas ndo consegue identificar quais
grupos foram estatisticamente significativamente diferentes entre si.
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Na Tabela 4.12, sdo apresentados os resultados das métricas de avaliacao calculados
individualmente para cada categoria de entidade nomeada. Esses resultados se referem a con-
figuracdo de parametros com o maior resultado de micro-F1 (0,889), apresentado na Tabela

4.11.

Tabela 4.12 — Resultados de desempenho do modelo a nivel de categoria.

Categorias | Precisdo | Revocagdo | F1
NOME_BEBIDA 0,836 0,804 0,820
GRADUACAO_ALCOOLICA 0,980 0,983 0,981
CLASSIFICACAO_BEBIDA 0,824 0,856 0,839
EQUIPAMENTO_DESTILACAO 0,842 0,882 0,862
TEMPO_ARMAZENAMENTO 0,952 0,930 0,941
RECIPIENTE_ARMAZENAMENTO 0,930 0,930 0,930
TIPO_MADEIRA 0,948 0,926 0,937
CARACTERISTICA

SENSORIAL,_COR 0,872 0,913 0,892
CARACTERISTICA

SENSORIAL_AROMA 0,737 0,679 0,707
CARACTERISTICA

SENSORIAL_SABOR 0.711 0,624 0,665
CARACTERISTICA

SENSORIAL_CONSISTENCIA 0,884 0,811 0,846
NOME_PESSOA 0,903 0,887 0,895
NOME_LOCAL 0,933 0,950 0,941
NOME_ORGANIZACAO 0,878 0,815 0,846
TEMPO 0,929 0,941 0,935
PRECO 0,858 0,903 0,880
VOLUME 0,957 0,887 0,921

Fonte: Elaboracio prépria..

Na avaliag@o por categorias considerou-se as proprias categorias para dividir os dados
em grupos, isto €, 17 grupos no total. O resultado obtido com a aplicagdo da ANOVA Unidireci-
onal € estatisticamente significativo, pois a estatistica do teste F' foi igual a 572, 7055802404764
e o valor de p igual a 8,173725409443941e-260.

Dentre todas as categorias, o modelo obteve maior desempenho (0,981 de F1) em rotu-
lar as entidades referentes a GRADUACAO_ALCOOLICA. Uma das possiveis razdes para esse
resultado € a regularidade e simplicidade estrutural das expressdes quantitativas que represen-
tam essa categoria, tais como, “40%”, “45,8” e “40GL", o que pode ter facilitado o trabalho do
modelo. Apds andlise minuciosa das rotulagdes geradas pelo modelo, identificou-se que os pou-
cos erros de rotulacdo relacionados a graduagdo alcodlica ocorreram porque o modelo rotulou

apenas parte de algumas entidades, por exemplo, na sentenca “”GRADUACAO ALCOOLICA:
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38.0%”, ao invés de rotular 38.0% ele rotulou apenas “38”, haja vista que ele também foi
treinado com dados sem o simbolo de porcentagem.

Em contrapartida, CARACTERISTICA_SENSORIAL_SABOR foi a categoria que o
modelo obteve menor desempenho (F1 igual 0,665), além de menor precisao (0,711) e revoca-
cdo (0,624). Esse baixo desempenho se deve ao fato de que um mesmo foken pode ser usado
para representar tanto sabor quanto aroma (CARACTERISTICA_SENSORIAL_AROMA). Por
exemplo, na sentencga “A cachaga Cabaré possui um toque frutado de baunilha na boca”, a pa-
lavra baunilha se refere a caracteristica sabor, ja na sentenga “Dom Bré Ouro possui um aroma
equilibrado entre baunilha e cravo, que exala no ambiente”, baunilha representa aroma. Esse
tipo de situacdo promove a ambiguidade entre as categorias, € consequentemente os erros de
classificagc@o das categorias.

Apesar das categorias TEMPO e TEMPO_ARMAZENAMENTO compartilharem to-
kens iguais, o modelo ndo cometeu muitos erros de ambiguidade, 6 total. Por exemplo, na
sentenca “Com o lucro obtido com a venda do café, Cyrineo produziu cachaca por apenas dois
anos e optou por dedicar-se exclusivamente ao cafezal”’, o modelo rotulou dois anos como
TEMPO_ARMAZENAMENTO, ao invés de TEMPO. Analisando os textos relacionados a es-
sas duas categorias, identificou-se que grande parte dos textos que continham entidades referen-
tes a tempo de armazenamento, possuiam proximo ao token de entidade palavras relacionadas
ao nome da bebida, tipo de madeira ou recipiente de armazenamento, além de palavras como
envelhecida ou armazenada. Isso nos leva a deduzir que possivelmente, mesmo com um cenério
de ambiguidade, o algoritmo rotulou as entidades corretamente, porque nas sentencas haviam
palavras vizinhas que cooperaram para o aprendizado do modelo.

O modelo NER também atribuiu incorretamente entidades do tipo NOME_BEBIDA a
categoria NOME_ORGANIZACAQO, e vice-versa. Isso se deve ao fato de que algumas bebidas
possuem o mesmo nome comercial das empresas que lhe produzem, gerando assim ambigui-
dade também. Por exemplo, na sentenga “A identidade visual do produto segue o conceito da
marca WIBA!” a palavra WIBA! representa uma entidade do tipo NOME_ORGANIZACAO,
jé na sentenc¢a “Em um copo long drink, encha de gelo até a borda, esprema metade de um limao
e adicione 60ml de WIBA!”, a mesma palavra se refere a NOME_BEBIDA. O modelo também
cometeu alguns erros relacionados a identificacio das entidades, pois rotulou entidade maiores

ou menores do que deveria. Por exemplo, na sentenca “A Santo Grau Reserva Itirapud é uma
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cachaca tradicional do interior paulista”, o modelo rotulou “Santo Grau Reserva Itirapud” como
nome de bebida, ao invés de Santo Grau.

Em relacdo a categoria CLASSIFICACAO_BEBIDA, o modelo também cometeu al-
guns erros relacionados a identificacdo de entidades, pois rotulou apenas parte das entidades.
Por exemplo, na sentenca “DESCRICAO DA CACHACA: Cachaca Premissa Extra Premium
670ml”, ele rotulou separadamente apalavras “Extra” e “Premium”, como classificacdo da be-
bida, ao invés de rotular Extra Premium como uma tnica entidade.

Os erros relacionados a categoria EQUIPAMENTO_DESTILACAO, ocorreram porque
o modelo rotulou como equipamento de destilagdo alguns nomes de organizagdes que conti-
nham a palavra alambique. Por exemplo, na sentenca “O Alambique Caialua segue uma tradi¢ao
familiar de cultivo e amor pela terra.”, o0 modelo rotulou incorretamente “Alambique Caialua”
como EQUIPAMENTO_DESTILACAQO, ao invés de NOME_ORGANIZACAO.

Os pouco erros do modelo em relagdo a categoria VOLUME ocorreram porque em al-
guns casos ele rotulou apenas os nimeros, que representavam as entidades, sem a particula
“ml”. Por exemplo, na sentenca “Cachaca Cabaré Extra Premium 15 Anos 700 ml”, o modelo
rotulou como graduacdo alcodlica “700”, ao invés de 700 ml. Talvez, esse equivoco ocorreu
porque no conjunto de treinamento hd dados com e sem o termo “ml”, consequentemente o
modelo pode ter aprendido o padrdo com e sem a particula “ml”.

Em relac@o as categorias recipiente de armazenamento, tipo de madeira, caracteristica
sensorial de consisténcia, caracteristica sensorial de cor, ndo foram identificados padrdes que

explicassem os erros do modelo relacionados a elas.

4.10.5 Resultados Obtidos por Outros Datasets

Para que esta pesquisa ndo se restringisse apenas aos relatos de autoavaliacio do cacha-
caNER, realizou-se também uma andlise dos resultados de desempenho obtidos por outros dois
datasets de NER em portugués, sao eles: HAREM?* ¢ LeNER-BR (ARAUJO et al., 2018). Os
resultados ndo sdo diretamente compardveis, pois foram obtidos por métodos diferentes, mas
podem ser usados como referéncia para o desempenho dos conjuntos de dados. A Tabela 4.13
traz os resultados de precisdo, revocacao e Fl-measure desses datasets e do cachacaNER.

O dataset HAREM € um dos principais conjuntos de dados anotados com diferentes ca-

tegorias de entidades nomeadas para a lingua portuguesa. Ele € composto por 129 documentos

24 https://www.linguateca.pt/HAREM/PacoteRecursosSegundoHAREM.zip
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extraidos de diferentes fontes, tais como, blogs, textos jornalisticos e Wikipédia, todos escritos
em portugués do Brasil e de Portugal. Os textos correspondem a 2.274 pardgrafos construidos
por 147.991 palavras, e contém 7.272 entidades categorizadas em Pessoa (2.036), Local (1.311),
Tempo (1.189), Organizacao (961), Obra (449), Valor (353), Coisa (308), Acontecimento (300),
Abstragao (286) e Outro (79) (MOTA; SANTOS, 2008). Na Tabela 4.14 sao apresentados, por
categorias, os maiores resultados de desempenho alcancados por sistemas de NER que utiliza-
ram o0 HAREM. Vale ressaltar que no trabalho de Mota e Santos (2008) nao foram realizados

testes com a categoria Outro.

Tabela 4.13 — Resultados a nivel global entre diferentes datasets para NER.

Datasets | Precisdo | Revocacio | F1-measure
cachacaNER 0,901 0,881 0,889
HAREM 0,834 0,535 0,590
LeNER-BR 0,9321 0,9191 0,9253

Fonte: Elaboracao prépria.

Tabela 4.14 — Resultados do HAREM a nivel de categoria, conforme relatado em Mota e Santos

(2008).
Entidades | Precisdo | Revocacdo | Fl-measure
Pessoa 0,777 0,723 0,638
Local 0,692 0,701 0,607
Tempo 0,748 0,733 0,709
Organizacdo 0,685 0,558 0,418
Obra 0,629 0,407 0,324
Valor 0,413 0,717 0,524
Coisa 1,000 0,513 0,128
Acontecimento 0,783 0,503 0,356
Abstracdo 0,236 0,567 0,181

Fonte: Adaptado de Mota e Santos (2008).

O LeNER-BR ¢ um dataset composto por 60 documentos legais extraidos de leis e de-
cisOes juridicas escritas em portugué€s do Brasil. Possui 10.392 sentencas, 318.073 rokens e
44.513 entidades categorizadas em Pessoa (6.241), Casos legais (5.370), Tempo (3.146), Loca-
lizagcdo (1793), Legislacao (18.317) e Organizacao (9.646). Na Tabela 4.15, sdao apresentados
os resultados de desempenho de um modelo treinado e testado com o LeENER-BR (ARAUJO et
al., 2018).
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Tabela 4.15 — Resultados do LeNER-Br a nivel de categoria, conforme relatado em Araujo et

al. (2018).
Entidades | Precisdo | Revocacdo | Fl-measure
Pessoa 0,9444 0,9252 0,9347
Casos legais 0,8739 0,903 0,8882
Tempo 09115 09115 09115
Localizacao 0,6124 0,5985 0,6054
Legislacao 0,9708 0,97 0,9704
Organizacdo 0,9127 0,8566 0,8838

Fonte: Adaptado de Araujo et al. (2018).

Tomando como referéncia os resultados obtidos com os datasets HAREM e LeNER-Br,
€ possivel observar que o dataset cachacaNER encontra-se dentro de um padrao de desempenho
de classificacdo de categorias de entidades nomeadas proximo ao do LeNER-Br e do HAREM.
Em relacdo ao tamanho dos datasets, o cachacaNER possui uma quantidade de documentos
(1.000), sentencas (13.628), tokens (183.019) e entidades (24.039) maior que o HAREM e
menor que o LeNER-Br. Em compara¢cdo com o LeNER-Br e 0o HAREM, o cachacaNER ¢
composto por uma quantidade maior de categorias de entidades nomeadas (17 no total), o que

o torna mais complexo.
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5 ROTULACAO AUTOMATICA

Um dos principais problemas relacionados ao treinamento de modelos de reconheci-
mento de entidades nomeadas é o esforco envolvido na criagdo e obtengdo de dados rotulados
(SILVA et al., 2021). Considerando essa problematica, neste trabalho, avaliou-se a rotulacao
automética de entidades do dataset cachacaNER, por meio do algoritmo proposto no traba-
lho de Melo e Figueiredo (2021). Para avaliar a qualidade da rotulagem feita pelo algoritmo,
calculou-se a diferenca entre o que o algoritmo deveria ter rotulado pela quantidade de acertos
do algoritmo. Além disso, também realizou-se o experimento de avaliar o desempenho de um
modelo NER ao ser treinado com conjuntos de dados que contém diferentes quantidades de
entidades rotuladas automaticamente.

Desta maneira, este capitulo traz a descri¢do da metodologia adotada, o algoritmo uti-
lizado para a rotulagdo automatica das entidades, o experimento e a avaliacio de um modelo

NER treinado com diferentes quantidades de entidades rotuladas.

5.1 Metodologia

O objetivo da rotulacdo automadtica € permitir que entidades sejam rotuladas sem a ne-
cessidade de que um humano as rotule manualmente. Para alcancar esse objetivo, foram re-
alizadas duas tarefas principais: (i) implementacdo de um algoritmo de rotulacdo automatica
pré-existente e (ii) simulac¢do da rotulagdo manual de entidades de diferentes tipos de catego-
rias, para compor a lista de entidades rotuladas utilizada pelo algoritmo.

Para rotular textos de entrada, o algoritmo utiliza uma lista composta por exemplos de
entidades acompanhadas de suas respetivas categorias. Vale enfatizar que o algoritmo consi-
derada apenas uma categoria por entidade. Ele verifica se o texto de entrada possui tokens
idénticos aos da lista, se a resposta for verdadeira, ele marca os fokens do texto com as ca-
tegorias associadas aos fokens da lista. Essa é uma rotulacio as cegas, pois o algoritmo ndo
interpreta o contexto no qual a entidade marcada/rotulada se encontra. Consequentemente, ele
pode cometer alguns erros, tais como, rotular palavras que ndo sdo entidades de fato, ou que
ndo representam as categorias em questdo. Por exemplo, algumas palavras como baunilha e
amadeirado podem representar tanto aroma quanto sabor, o que induziria o algoritmo ao erro.

Apesar do algoritmo realizar rotulagdo automadtica, para funcionar ele precisa de uma

lista com exemplos de entidades rotuladas corretamente. A criacdo dessa lista demanda tempo
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e esforco humano, entretanto, esse esforco ¢ muito menor do que a rotulagdo manual de um
dataset. Para otimizar o processo de criacao dessa lista, adotou-se a estratégia de reaproveitar
os dados (entidades e categorias) previamente rotulados do cachacaNER, mais especificamente
os dados do conjunto de treinamento. A ideia principal por trds dessa estratégia foi utilizar os
rétulos de categorias que ja existiam no dataset cachacaNER para simular uma pessoa rotulando
as entidades da lista de entidades e as fornecendo ao algoritmo de rotulacdo automatica.

O bom funcionamento do algoritmo de rotulacdo automatica também depende da quan-
tidade de dados que a lista de entidades possui, pois ele s rotula o que estd nela. Entdo, a fim
de tentar identificar a quantidade ideal de entidades rotuladas para compor essa lista, propds-se,
nesta pesquisa, a estratégia de criar varias listas com diferentes quantidades de entidades rotu-
ladas. Para determinar o tamanho das listas, cada uma recebeu uma porcentagem diferente do
total de entidades contidas na lista base, a qual foi construida a partir de todas as entidades e
categorias extraidas do conjunto de treinamento do cachacaNER. Essa porcentagem foi cumu-
lativa, isto €, a cada nova lista acrescentava-se uma porcentagem maior de entidades rotuladas,
até que a dltima lista possuisse 0 mesmo total de entidades que a lista base. Essas listas foram
criadas com base na ideia de simular a rotulagdo humana, descrita no pardgrafo anterior.

Para avaliar a variabilidade dos tamanhos das listas, optou-se por treinar um modelo de
NER com textos rotulados automaticamente a partir desses diferentes tamanhos de listas. Para
isso, foi necessario criar diferentes conjuntos de dados de treinamento, contendo 0s mesmos
textos, mas com quantidades diferentes de entidades rotuladas. Esses conjuntos de treinamento,
foram criados por meio do algoritmo de rotulacao automaética, o qual foi executado um nimero
de vezes igual ao total de lista de entidades criadas. Em cada execucdo, o algoritmo recebeu
como parametros os mesmos textos de entrada, extraidos do conjunto de treinamento do ca-
chacaNER, e as listas com diferentes quantidades de exemplos de entidades rotuladas, também
extraidas do conjunto de treinamento do cachacaNER.

De maneira mais detalhada, a estratégica metodolégica adotada para realizacao da rotu-
lagdo automatica e avaliacao do modelo NER treinado com diferentes quantidades de entidades
rotuladas consistiu em:

a) criar uma lista com exemplos, sem repeticdes, de pares formados por entidades versus
categorias, a qual é chamada neste trabalho de “lista de entidades”. Essa lista é com-
posta por 2.844 entidades distintas rotuladas, as quais serviram de base para a criacdo

das outras listas com diferentes porcentagens de entidades. Essa lista foi criada por
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meio da extracdo de entidades e categorias do conjunto de treinamento do cachacaNER.
Alguns exemplos reais dos dados que compdem essa lista sdo apresentados a seguir:
— (‘Porto Estrela’, ‘NOME_BEBIDA);
— (‘Ouro’, ‘CLASSIFICACAO_BEBIDA);
— (‘Jequitibd’, ‘TIPO_MADEIRA’);
— (‘Cachacaria Companheira’, ‘NOME_ORGANIZACAO’);
— (‘18%’, ‘GRADUACAO_ALCOOLICA’);

b) criar uma lista com sentengas extraidas do conjunto de treinamento do cachacaNER.
Essas sentengas, 9.454 no total, serviram de entrada para o algoritmo de rotulagdo au-
tomatica, e apds serem rotuladas, foram utilizadas no experimento de treinamento do
modelo NER;

¢) implementar o algoritmo de rotulagdao automética proposto por Melo e Figueiredo (2021).
Nessa etapa, realizou-se a codificacdo do algoritmo, em Python, de maneira que ele re-
cebesse como parametros a lista de entidades e a lista de sentengas a serem rotuladas,
além de gerar como saida um arquivo no formato aceito pelo modelo NER do spaCy,
apresentado anteriormente na Figura 4.9;

d) rotular as sentencas de entrada, a partir das listas de entidades de diferentes tamanhos.
Para isso, adotou-se a estratégia de dividir a lista de entidades base (com 2.844 entida-
des) em 10 conjuntos de dados sem repeticdes, cada um contendo de 10% a 100% do
total de entidades da lista base. Os dados que formariam cada lista de entidades rotu-
ladas foram selecionados aleatoriamente, e continham 10% das entidades de cada tipo
de categoria existente na lista base. Dessa maneira, o algoritmo de rotulagdo automa-
tica foi executado dez vezes, e a cada nova execucao ele acrescentava aproximadamente
mais 10% de entidades rotuladas ao conjunto anterior, até obter uma lista com 100%.
Essa foi a estratégia utilizada para simular uma pessoa criando listas de entidades e as
fornecendo ao algoritmo de rotulagdo automadtica. No final dos dez ciclos, foram cri-
ados 10 conjuntos de dados de treinamento contendo as mesmas sentengas, mas com
quantidades (percentuais) diferentes de entidades rotuladas;

e) treinar o modelo NER com cada um dos 10 conjuntos de dados rotulados automatica-
mente na etapa anterior. Para cada um dos 10 conjuntos, contendo quantidades dife-
rentes de entidades rotuladas, o modelo foi testado com o mesmo conjunto de teste do

cachacaNER;
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f) avaliar o desempenho do modelo para cada um dos 10 conjuntos de dados rotulados au-
tomaticamente. Para isso, utilizou-se as métricas de precisao, revocagao e Fl-measure,

a nivel global e por categoria.

5.2 Algoritmo de Rotulacio Automatica

A estratégia do algoritmo de rotulacdo automadtica consiste basicamente em utilizar uma
lista semente de tokens-chave associados as suas respectivas categorias, a partir da qual as de-

mais entidades existentes nos textos de entrada serdo rotuladas, conforme descrito no Algoritmo

1.

Algorithm 1 - Rotulacio automatica de entidades

seja K um conjunto de tokens-chave;

seja I/ o conjunto categorias;

Entrada: Um conjunto P = {{k,e) |k€ Kee€ E};

Entrada: Um conjunto S de sentengas nao rotuladas;

Saida: Um conjunto de pares de treinamento {(s,L) | s € S e L é uma listade p € P}

1: listaEntidades < {0}

2: for s Sdo

3: L+ {0}

4: for ke € Pdo

5: if k € {s} then

6: L+ LU{(k,e)}

7 end if

8: end for

9: listaEntidades < listaEntidades U{(s,L)}
10: end for

—
—

: return listaEntidades

O algoritmo recebe duas entradas. A primeira é um conjunto de pares (k,e) € P, onde
k € um token-chave, isto €, uma entidade e e uma categoria de entidade nomeada, por exemplo,
(Pinga Ni Mim, NOME_BEBIDA) ¢ (Amburana, TIPO_MADEIRA). A segunda entrada é um
conjunto S de sentencas nio rotuladas. A saida gerada pelo algoritmo € uma lista composta de
pares (s, L), onde s é uma sentenca e L uma lista de pares (k,e). Cada um desses pares repre-
senta que a sentenca s contém um ou mais fokens-chave k € K associado a alguma categoria
ec k.

O algoritmo itera através do conjunto de sentencas s € .S (linhas 2-10), tentando com-
binar qualquer um dos tokens que compdem a sentenca com algum foken k € P (linha 5). Se

houver uma ocorréncia de k com qualquer token da sentenga s, entdo o par (k,e) é adicionado a
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lista L (Linha 6), é nesse momento que ocorre a associagcdo entre os tokens (entidades) da sen-
tenca com os rétulos da lista de entidades, pois o k representa a prépria entidade identificada na
sentenga, € o e seu respectivo rotulo. Para marcar a posi¢do da entidade na sentenga, considerou-
se a posicao inicial e final do token (entidade) na sentenga. Apds todos os pares pertencentes
a P serem processados, um dado de treinamento (s, L) é adicionado a listaEntidades (linha
9). Depois que todas as sentengas s € S sdo processadas, o algoritmo retorna listaEntidades

(linha 11), lista que contém todas as sentengas rotuladas.

5.3 Avaliacao Experimental

O objetivo principal desta etapa consistiu em avaliar o desempenho de um modelo NER,
ao ser treinado com conjuntos de dados que possuem diferentes quantidades de entidades rotula-
das, isto €, com os dados rotulados pelo algoritmo de rotulacao automaticamente ao considerar
diferentes listas de entidades nomeadas, bem como, avaliar também o desempenho do préprio

algoritmo de rotulagdo automatica.

5.3.1 Configuracao do Experimento

O experimento foi dividido em 10 execucdes de treinamento e teste do modelo NER.
Em cada execuc¢do, o modelo foi treinado com um dos dez conjuntos de dados gerados pelo
algoritmo de rotulacio automatica.

Na segunda e terceira colunas da Tabela 5.1 sdo apresentadas as porcentagens e respec-
tivas quantidades de entidades rotuladas, através das listas de entidades, pelo algoritmo para
rotular automaticamente os conjuntos de dados de treinamento. A quarta coluna traz o total de
entidades rotuladas pelo algoritmo, de acordo com cada percentual de entidades rotuladas.

Em relacdo aos parametros de configuracio do modelo, utilizou-se a mesma configu-
racdo em todas as execucdes (50 épocas, 64 batchs e drop de 0,30), isto €, a configuracdo
associada ao maior valor de micro-F1 da rotulacdo manual, apresentado na Tabela 4.11. E no
que diz respeito ao conjunto de teste, foi utilizado o mesmo conjunto nos dez ciclos, o qual

corresponde ao conjunto de teste do dataset cachacaNER.
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Tabela 5.1 — Porcentagens de entidades rotuladas utilizadas pelo algoritmo para rotular automa-
ticamente os conjuntos de treinamento.

Execugiio Porcentagem de Quantidade de entidades Total de entidades
entidades rotuladas | referentes a porcentagem | rotuladas pelo algoritmo
1 10,27% 292 2.870
2 21,53% 584 5.147
3 30% 876 6.701
4 41,07% 1.168 9.920
5 51,34% 1.460 11.242
6 61,60% 1.752 13.142
7 71,87% 2.044 14.790
8 82,03% 2.333 17.082
9 92,09% 2.619 17.908
10 100% 2.844 19.171

Fonte: Elaboracao prépria.

5.3.2 Resultados e Discussoes

Nesta secdo, sdo apresentados os resultados da rotulacdo automadtica das sentencas com
o algoritmo e os resultados do modelo NER a nivel global e por categoria. O desempenho do

modelo foi calculado com base nos dados do conjunto de teste do cachacaNER.

5.3.2.1 Rotulacao Automatica com o Algoritmo

Na Tabela 5.2, sdo apresentados por categoria o total de entidades rotuladas automati-
camente pelo algoritmo, o total de entidades corretamente rotuladas, o total de erros cometidos
pelo algoritmo e o percentual de acertos do algoritmo. Por meio destes resultados, € possivel
observar que o algoritmo conseguiu rotular corretamente 95,16% de todas as entidades do con-
junto de treinamento, um percentual 6timo, dado os problemas relacionados a uma rotulagao
as cegas, como ambiguidade e rotulacdo de entidades equivocadas. O cdlculo desse percentual
consiste na subtracdo do total de acertos do algoritmo pelo total de erros.

TIPO_MADEIRA foi a categoria que o algoritmo mais acertou (99,94%), o que se
deve ao fato de que ela € representada por um conjunto pequeno de palavras especificas, as
quais ndo sofrem muitas mudancas em sua estrutura morfolégica. Dessa maneira, o algoritmo
conseguiu na maioria dos casos identificar corretamente esse conjunto de palavras dentro dos
textos. Entretanto, ele cometeu alguns poucos erros ao rotular algumas dessas entidades em
sentencas onde os referidos fokens ndo eram entidades de fato, ou representavam outras cate-

gorias. Por exemplo, na sentenca “Harmonizacdo: Indicado para ser apreciada antes e apos
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as refei¢des e acompanhar queijos, amendoim e azeitonas.”, o algoritmo rotulou “amendoim”
como TIPO_MADEIRA, mas de acordo com o contexto ele representa uma comida, ndo um
tipo de madeira. O algoritmo também rotulou incorretamente palavras ambiguas, por exem-
plo, em “Sabor suave e doce com aroma exclusivo de canela.”, ele rotulou “canela” como
TIPO_MADEIRA, ao invés de CARACTERISTICA_SENSORIAL_AROMA, pois na rotula-

¢do manual “canela” também aparece como tipo de madeira.

Tabela 5.2 — Resultados da rotulacdo com o algoritmo, a nivel de categoria, para o conjunto de
treinamento rotulado com 100% dos dados da lista de entidades rotuladas.

Entidades E:ttlll?:g:: Entidades Erros |Percentual

Categorias rotuladas elo rotuladas de de

manualmente| . P . corretamente |rotulacio| acertos

algoritmo

NOME_BEBIDA 2.205 2.466 2.044 422 92,70%
GRADUACAO_
ALCOOLICA 786 839 783 56 99,62%
CLASSIFICACAO_
BEBIDA 893 1.344 880 464 98,54%
EQUIPAMENTO_
DESTILACAO 207 325 205 120 99,03%
TEMPO_
ARMAZENAMENTO 822 881 795 86 96,72%
RECIPIENTE_
ARMAZENAMENTO 691 799 687 112 99,42%
TIPO_MADEIRA 1.744 1.804 1.743 61 99,94%
CARACTERISTICA_
SENSORIAL,_COR 412 484 399 85 96,84%
CARACTERISTICA_
SENSORIAL _AROMA 655 1.075 532 543 81,22%
CARACTERISTICA_
SENSORIAL SABOR 629 1.496 491 1.005 78,06%
CARACTERISTICA_
SENSORIAL_ 193 229 192 37 99,48%
CONSISTENCIA
NOME_PESSOA 521 510 496 14 95,20%
NOME_LOCAL 2.961 2.971 2.889 82 97,57%
NOME_
ORGANIZACAO 656 658 511 147 77,90%
TEMPO 893 894 872 22 97,65%
PRECO 616 624 609 15 98,86%
VOLUME 1.767 1.772 1717 55 97,17%
Total 16.651 19.171 15.845 3.337 95,16%

Fonte: Elaboracao prépria.

A categoria com menor percentual de acertos foi NOME_ORGANIZACAO (77,90%).

Isso se deve, primeiramente, ao fato de que o algoritmo rotulou incorretamente como nome de
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organizacdo vdrios fokens que ndo eram entidades de fato, dado o contexto em que se encon-
travam. O segundo maior motivo de erros estd relacionado com a restricdo do algoritmo de
ndo conseguir associar a uma mesma entidade mais de uma categoria. Todavia, no conjunto de
treinamento do cachacaNER, de onde as entidades rotuladas foram extraidas para criar as listas
de entidade, ha entidades associadas a mais de uma categoria, de maneira que foi necessario
escolher qual das categorias entraria na lista de entidades. Para realizar essa escolha, optou-se
por durante a cria¢io da lista de entidades base, automaticamente, definir a primeira categoria
que aparecesse associada a entidade ambigua como a categoria padrao, isto é, a que entraria na
lista de entidades. Entretanto, com essa estratégia, em algumas sentengas o algoritmo continuou
identificando as entidades corretamente, mas as rotulou com a categoria incorreta, por causa da
troca de categorias. Vale enfatizar que mesmo com esses erros, o algoritmo conseguiu resulta-
dos préximos de 100%. No caso de nome de organizacao, o algoritmo identificou corretamente
a posicdo inicial e final das entidades dentro dos textos, mas rotulou incorretamente com a
categoria nome de bebida, dado que houve na lista de entidades essa mudanga de categoria.

Em relacdo a categoria NOME_PESSOA, o algoritmo rotulou a menos 11 entidades,
pois durante a criacdo da lista de entidades as categorias dessas onze entidades foram trocadas
pelas categorias NOME_BEBIDA, NOME_ORGANIZACAO e NOME_LOCAL, assim como
ocorreu com nome de organizagdo em relacdo a nome de bebida. Por pertencerem a mais de
uma categoria, ao identificar essas entidades nos textos, o algoritmo as rotulou com as catego-
rias incorretas, por isso, na Tabela 5.2 ao invés de haver 25 erros, ha apenas 14. Os demais erros
relacionados a nome de pessoa, 14 no total, ocorreram devido a rotulagdes de entidades que ndo
eram entidades de fato, dado o contexto em que se encontravam, e devido a rotulagdo de catego-
rias incorretas, por exemplo, na sentenga “A Cachaga Leandro Batista Envelhecida 750ml, foi
premiada em diversas competi¢des importantes.”, o algoritmo rotulou Leandro Batista como
nome de pessoa, ao invés de nome de cachaca.

As categorias com o maior nimero de erros por troca de nome de categoria durante a
criacdo da lista de entidades foram CARACTERISTICA_SENSORIAL_AROMA e CARAC-
TERISTICA_SENSORIAL_SABOR, pois boa parte dos termos utilizados para descrevé-las
sdo iguais, provocando assim ambiguidade, e consequentemente a troca de nomes de catego-
rias.

De forma geral, a maioria dos erros relacionados as demais categorias consistiram na

rotulacdo de entidades que ndo eram entidades de fato, dado o contexto em que se encontram.
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5.3.2.2 Rotulacio com o0 Modelo de NER

Em relacdo ao treinamento do modelo NER com conjuntos de dados contendo diferen-
tes quantidades de entidades rotuladas, observa-se nos resultados apresentados na Tabela 5.3,
que houve uma melhoria gradual de desempenho do modelo a medida que a porcentagem de
entidades rotuladas aumentou, atingindo F1 méximo (0,808) com o conjunto de treinamento

contendo 100% das entidades rotuladas.

Tabela 5.3 — Resultados de desempenho do modelo, a nivel global, treinado com diferentes por-
centagens de entidades rotuladas.

Porcentagem de

entidades rotuladas Precisao | Revocacao | micro-F1

10,27% 0,602 0,099 0,171
21,53% 0,603 0,175 0,272

30% 0,726 0,273 0,396
41,07% 0,659 0,375 0,478
51,34% 0,698 0,448 0,546
61,60% 0,696 0,514 0,591
71,87% 0,707 0,603 0,651
82,03% 0,732 0,726 0,729
92,09% 0,746 0,785 0,765

100% 0,761 0,860 0,808

Fonte: Elaboracao prépria.

Comparando, a nivel global, o resultado do modelo treinado com os dados rotulados
manualmente (Tabela 4.11) versus o modelo treinado com os dados rotulados automaticamente
com 100% das entidade rotuladas (Tabela 5.3), observa-se que a diferenca de desempenho foi
de apenas 0,081 (0,889 - 0,808). Quando o modelo foi treinado com 92,09% das entidades
rotuladas, a diferenca foi de 0,124 (0,889 - 0,765). Com 82,03% das entidades rotuladas, a
diferenca aumentou para 0,16 (0,889 - 0,729). Com 71,87% das entidades rotuladas, a diferenca
foi de 0,238 (0,889 - 0,651). E com 61,60% das entidades rotuladas, a diferenca foi mais
expressiva, isto €, 0,298 (0,889 - 0,591).

Apesar da reducdo de desempenho do modelo, a medida que o percentual de entidades
rotuladas diminui dentro do conjunto de treinamento, pode ser vidvel ou até melhor optar pela
rotulagdo automadtica, em detrimento da rotulacdo manual, pois fornecer exemplos de entidades
rotuladas e implementar um algoritmo simples de verificacdo de fokens, é mais barato, mais

simples e mais rdpido do que rotular dados manualmente.



93

A nivel de categoria, conforme apresentando na Tabela 5.6, o modelo obteve melhor
desempenho (F1 de 0,951) para a categoria GRADUACAO_ALCOOLICA, o que pode ser atri-
buido a simplicidade estrutural desse tipo de entidade, que também vem associada ao simbolo
curinga de porcentagem.

Os menores desempenho ficaram com as categorias CARACTERISTICA_SENSORI-
AL_SABOR (F1 igual a 0,329) e CARACTERISTICA_SENSORIAL_AROMA (F1 de 0,485),
o que se deve a ambiguidade existente entre os termos que representam sabor e aroma. Por meio
dos resultados apresentados nas Tabelas 5.4, 5.5 e 5.6, também ¢ possivel observar que a pre-
cisdo, revocacdo e F1 de cada categoria aumentam de acordo com a porcentagem de entidades
rotuladas dentro do conjunto de dados de treinamento. Os resultados, por categoria, de F1 para
a rotulacdo automatica sdo de forma geral menores que os da rotulagdo manual (Tabela 4.12),

possivelmente devido a menor quantidade de dados rotulados para treinar o modelo.



Tabela 5.4 — Resultados de precisdo, a nivel de categoria, do modelo treinado com diferentes porcentagens de entidades rotuladas.

Categorias Precisao

10%\ 20%\ 30%\ 40%\ 50%\ 60%\ 70%\ 80%\ 90%\ 100 %
NOME_BEBIDA 0,473 0,630 0,698 0,632 0,688 0,681 0,719 0,735 0,679 0,700
GRADUACAO_ALCOOLICA 0,898 0,909 0,795 0,897 0,925 0,918 0,895 0,884 0,922 0,921
CLASSIFICACAO_BEBIDA 0,581 0,537 0,380 0,448 0,472 0,511 0,579 0,583 0,593 0,584
EQUIPAMENTO_DESTILACAO 0,428 0,435 0,512 0,562 0,555 0,552 0,515 0,510 0,510 0,530
TEMPO_ARMAZENAMENTO 0,647 0,824 0,877 0,848 0,865 0,810 0,752 0,769 0,900 0,901
RECIPIENTE_ARMAZENAMENTO 0,622 0,813 0,698 0,815 0,858 0,871 0,855 0,802 0,837 0,833
TIPO_MADEIRA 0,614 0,647 0,820 0,746 0,778 0,810 0,834 0,856 0,897 0,917

CARACTERISTICA_SENSORIAL_ 0,6 04 0,307 0,493 0,424 0,427 0,423 0,513 0,602 0,710

COR

CARACTERISTICA_SENSORIAL_ 0,612 0.4 0,377 0,350 0,366 0,378 0,361 0,363 0,379 0,389
AROMA

gﬁ}l;OAETERISTICA_SENSORIAL_ 0,210 0,215 0,253 0,281 0,296 0,219 0,200 0,208 0,226 0,245
CARACTERISTICA_SENSORIAL

CONSISTENCIA 0,411 0,857 0,785 0,575 0,585 0,510 0,674 0,707 0,762 0,783
NOME_PESSOA 0,625 0,514 0,687 0,392 0,681 0,700 0,767 0,865 0,864 0,840
NOME_LOCAL 0,883 0,918 0,906 0,921 0,915 0,914 0,919 0,929 0,932 0,936
NOME_ORGANIZACAO 0,653 0,687 0,565 0,558 0,586 0,617 0,6 0,677 0,669 0,701
TEMPO 0,695 0,727 0,896 0,938 0,942 0,948 0,953 0,950 0,932 0,944
PRECO 0,821 0,270 0,929 0,478 0,585 0,657 0,718 0,794 0,831 0,856
VOLUME 0,576 0,555 0,737 0,744 0,794 0,84 0,833 0,918 0.9 0,882

Fonte: Elaboracio prépria.
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Tabela 5.5 — Resultados de revocagdo, a nivel de categoria, do modelo treinado com diferentes porcentagens de entidades rotuladas.

Categorias

Revocacao

10% [ 20%] 30% | 40%] 50% | 60%] 70%] 80% | 90%] 100%

NOME_BEBIDA
GRADUACAO_ALCOOLICA
CLASSIFICACAO_BEBIDA
EQUIPAMENTO_DESTILACAO
TEMPO_ARMAZENAMENTO
RECIPIENTE_ARMAZENAMENTO
TIPO_MADEIRA
CARACTERISTICA_SENSORIAL_
COR
CARACTERISTICA_SENSORIAL _
AROMA
CARACTERISTICA_SENSORIAL _
SABOR
CARACTERISTICA_SENSORIAL _
CONSISTENCIA

NOME_PESSOA

NOME_LOCAL
NOME_ORGANIZACAO

TEMPO

PRECO

VOLUME

0,037 0,102 0,213 0,220 0,363 0,469 0,577 0,638 0,712 0,765
0,173 0,223 0,108 0,561 0,723 0,751 0,762 0,793 0,863 0,983
0,231 0,266 0,099 0,437 0,476 0,553 0,643 0,877 0,879 0,877
0,317 0,317 0,247 0,317 0,352 0,682 0,952 0,894 0,882 0,929
0,028 0,193 0,314 0,505 0,561 0,608 0,657 0,713 0,912 0,948
0,11 045 0,516 0,486 0,526 0,543 0,61 0,893 0,943 0,95
0,174 0,210 0,218 0,549 0,666 0,704 0,793 0,841 0,889 0,931

0,06 0,093 0,133 0,253 0,373 0,453 0,5 0,626 0,746 0,866
0,202 0,270 0,245 0,359 0,391 0,441 0,444 0,480 0,519 0,644
0,072 0,079 0,072 0,256 0,285 0,310 0,342 0,422 0,472 0,501

0,082 0,211 0,388 0,270 0,282 0,282 0,682 0,741 0,870 0,894

0,045 0,162 0,247 0,279 0,414 0,495 0,581 0,693 0,801 0,878
0,077 0,132 0,509 0,357 0,383 0,413 0,527 0,693 0,763 0,939
0,053 0,103 0,176 0,226 0,245 0,305 0,367 0,540 0,559 0,606
0,039 0,176 0,212 0,481 0,564 0,721 0,797 0,838 0,875 0,921
0,085 0,156 0,245 0,334 0,434 0,527 0,617 0,802 0,862 0,907
0,088 0,150 0,260 0,324 0,358 0,43 0,550 0,794 0,8 0,873

Fonte: Elaboracio prépria.
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Tabela 5.6 — Resultados de F1, a nivel de categoria, do modelo treinado com diferentes porcentagens de entidades rotuladas.

Categorias Fl-measure

10%\ 20%\ 30%\ 40%\ 50%\ 60%\ 70%\ 80%\ 90%\ 100%
NOME_BEBIDA 0,069 0,176 0,326 0,326 0,475 0,556 0,640 0,683 0,695 0,731
GRADUACAO_ALCOOLICA 0,290 0,358 0,191 0,690 0,811 0,826 0,823 0,836 0,891 0,951
CLASSIFICACAO_BEBIDA 0,331 0,356 0,157 0,443 0,474 0,531 0,609 0,700 0,708 0,701
EQUIPAMENTO_DESTILACAO 0,364 0,367 0,333 0,406 0,431 0,610 0,669 0,649 0,646 0,675
TEMPO_ARMAZENAMENTO 0,054 0,313 0,462 0,633 0,681 0,695 0,701 0,740 0,906 0,924
RECIPIENTE_ARMAZENAMENTO 0,186 0,579 0,593 0,609 0,652 0,669 0,712 0,845 0,887 0,887
TIPO_MADEIRA 0,272 0,317 0,345 0,633 0,718 0,753 0,813 0,848 0,893 0,924

CARACTERISTICA_SENSORIAL_ 0,109 0,151 0,186 0,334 0,397 0,440 0,458 0,564 0,666 0,780

COR

CARACTERISTICA_SENSORIAL_ 0,304 0,322 0,297 0,355 0,378 0,407 0,398 0,414 0,438 0,485
AROMA

gﬁ}l;OAETERISTICA_SENSORIAL_ 0,107 0,116 0,112 0,268 0,290 0,257 0,253 0,278 0,306 0,329
CARACTERISTICA_SENSORIAL

CONSISTENCIA 0,137 0,339 0,519 0,368 0,380 0,363 0,678 0,724 0,813 0,835
NOME_PESSOA 0,084 0,246 0,364 0,326 0,515 0,580 0,661 0,769 0,831 0,859
NOME_LOCAL 0,143 0,231 0,652 0,515 0,540 0,569 0,670 0,794 0,839 0,937
NOME_ORGANIZACAO 0,098 0,180 0,268 0,322 0,345 0,408 0,456 0,601 0,609 0,650
TEMPO 0,074 0,283 0,343 0,636 0,706 0,819 0,868 0,890 0,902 0,933
PRECO 0,154 0,198 0,388 0,393 0,498 0,585 0,664 0,798 0,846 0,880
VOLUME 0,154 0,236 0,384 0,451 0,493 0,576 0,662 0,852 0,847 0,877

Fonte: Elaboracio prépria.
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6 CONCLUSAO

Neste trabalho, foi apresentado o cachacaNER, um dataset de textos escritos em por-
tugués do Brasil sobre a bebida Cachacga, para a tarefa de Reconhecimento de Entidades No-
meadas. Os textos que compdem esse dataset foram coletados em sites de venda de bebidas
alcoolicas. Por meio da andlise desses textos, foram criadas onze categorias de entidades nome-
adas especificas, as quais representam caracteristicas e aspectos intrinsecos da cachaga, além
do levantamento de outras seis categorias genéricas.

Para criacdo do cachacaNER, os textos foram coletados e extraidos por meio da técnica
de Web Scraping, pré-processados, rotulados manualmente e anotados nos formatos IOB2 e do
spaCy. Ele também foi estrategicamente divido em dados de treinamento (70% dos dados) e
teste (30%), de maneira que € possivel reproduzir os experimentos realizados neste trabalho
ou realizar novos experimentos e aplicacdes. Para avaliar a qualidade da rotulacdo manual,
calculou-se o coeficiente de concordancia Kappa de Fleiss, por meio do qual se identificou uma
concordancia quase perfeita, de 0,857.

A partir das estatisticas extraidas do dataset proposto, foi possivel identificar que os tex-
tos desse conjunto de dados possuem tamanhos diferentes, dado que alguns sites de venda de
bebidas utilizam mais textos para apresentar o produto, por exemplo, textos com a descri¢cdo da
bebida, histéria do alambique, andlise do cachacier e ficha técnica, enquanto outros sites apre-
sentam apenas a ficha técnica que possui informagdes simples e precisas. Essa particularidade
influéncia na distribui¢do dos dados, por exemplo, na quantidade de tokens por sentenca (13,42)
e por documento (183,01), e de sentencas por documento (13,62).

Com a avaliac@o do cachacaNER por meio do treinamento de um modelo NER, identificou-
se que a nivel global o modelo obteve um bom desempenho de 0,889. Descobriu-se também
que a variacdo dos parametros do modelo, referentes a quantidade de épocas, batchs e tama-
nho do drop, ndo alteram muito o resultado de desempenho do modelo. No nivel de categoria,
o modelo obteve maior desempenho em identificar e rotular entidades referentes a categoria
GRADUACAO_ALCOOLICA, com F1 de 0,981. A parir de uma anélise comparativa com ou-
tros datasets de NER, identificou-se que o cachacaNER ¢é maior em quantidade de documentos,
de sentencas, de tokens e de categorias semanticas, do que o pioneiro HAREM.

No experimento de rotulagdo automatica de entidades, foi apresentada uma técnica de
identificagdo do, possivel, percentual minimo de entidades rotuladas que sdo necessdrias em

um conjunto de dados de treinamento para treinar um modelo NER. Essa técnica pode auxi-
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liar pesquisadores e empresas a terem uma base de quantos dados rotular antes de construir
um dataset para NER. Além disso, também foi criada uma lista com 2.844 entidades rotu-
ladas, a qual pode ser utilizada por empresas ou pesquisadores em tarefas que envolvam o
reconhecimento de entidades nomeadas. Essa lista encontra-se publicamente disponivel em
<https://github.com/PriscillalA/cachacaNER/blob/main/lista_de_entidades_rotuladas.txt>.

Este trabalho, portanto, é inovador, pois contribui para o meio académico e empresarial
com a criagdo e disponibilizacdo de um dataset para tarefa de NER exclusivo. Exclusivo, por-
que até onde vai nosso conhecimento, ndo ha na literatura um dataset de NER com textos em
portugués sobre cachaca. Além disso, as categorias semanticas de entidades nomeadas também
podem ser utilizadas para a rotulacio de outros datasets, pois neste trabalho também € dispo-
nibilizado um manual de rotulagdo com tais categorias. Para além do dataset cachacaNER,
das categorias especificas e do manual de rotulagao, neste trabalho também foram apresentados
valores baseline, que podem ser utilizados por outros trabalhos para comparacdo de desempe-
nho de modelos NER e percentuais de entidades rotuladas que podem servir de referéncia para
definir a porcentagem minima de entidades rotuladas em um dataset.

A cachaca possui categorias de entidades comuns a outros tipos de bebidas. Assim,
em trabalhos futuros, pretende-se avaliar o dataset cachacaNER na previsdo de entidades para
outras bebidas, como vinho e cerveja. Esse conjunto de dados também serd avaliado para o uso
de reconhecimento de entidades em um modelo de recuperagao de informacao para um motor

de busca no dominio especifico da cachaca.


https://github.com/PriscillaIA/cachacaNER/blob/main/lista_de_entidades_rotuladas.txt
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APENDICE A - Documento com Diretrizes para Rotulaciio Manual
As palavras sublinhadas se referem as entidades que devem ser rotuladas como perten-
centes a categoria de entidade em questdo, j4 as palavras em negrito sdo as que ndo devem ser
rotuladas como parte da categoria.

i. NOME_BEBIDA: esta categoria se refere ao nome comercial da bebida.

e Exemplo 1: Cachaca Princesa Isabel Blend Balsamo e Jaqueira.

A palavra cachaca ndo foi rotulada porque se refere ao tipo da bebida nao
ao nome comercial. Blend, Balsamo e Jaqueira fazem parte das categorias
Classificacdo da Bebida e Tipo de Madeira, respectivamente, por isso tam-

bém ndo foram rotuladas.

e Exemplo 2: Cachaca Vanderley Azevedo 600 ml 12 anos.

600 ml e 12 anos representam as categorias Volume e Tempo de Armazena-
mento.

e Exemplo 3: Cachaca de Alambique Carvalheira 750ml.
Alambique se refere ao equipamento ou processo de destilacio em que a
bebida € preparada.

e Exemplo 4: Cachaca Rapadura com Banana de Minas S00ml. Minas se re-

fere ao local onde a bebida foi produzida, desta maneira pertence a categoria
Local.
ii. GRADUACAO_ALCOOLICA: corresponde a quantidade de dlcool que a be-
bida possui.

e Exemplo 1: A Linha Top 45 foi desenvolvida para paladares mais exigentes.
Com grau alcodlico de 45%, veio para satisfazer os amantes de uma cachaga
mais forte.

e Exemplo 2: A Cachacga Pinga ni mim € armazenada por 3 anos em barris de
carvalho europeu, e possui 38 por cento de graduacgdo alcodlica.

e Exemplo 3: Ficha Técnica da cachaga Ypidca: graduagdo alcodlica - 17%
vol.; garrafa - 500ml; local de produgdo - Ouro Preto/MG.

iii. CLASSIFICACAO_BEBIDA: A cachaca pode ser classificada de acordo com
os seguintes nomes: Cléssica, Tradicional, Prata, Branca, Ouro, Amarela, Pre-
mium, Extra Premium, Super Premium e Reserva Especial, os quais foram iden-

tificados nos textos coletados.
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e Exemplo 1: Cachaca Dom Bré Clédssica Jequitiba 700ml.

e Exemplo 2: A Sagatiba Pura € uma cachaga premium com sabor suave, 38%

vol., aroma agraddvel e aspecto cristalino ideal para a preparacio de drinks.

iv. EQUIPAMENTO_DESTILACAO: equivale ao equipamento/aparelho utilizado

no processo de destilacdo da cachaca.

e Exemplo 1: A destilacdo da Sanhagu ocorre em alambiques de cobre, o que

lhe propicia caracteristicas especiais de aroma e sabor.

e Exemplo 2: A Cachaga Carvalheira Branca é um blend fantastico de cachaca
produzida em coluna de aco.

e Exemplo 3: Produzida no Alambique Taverna de Minas, a cachaca Legi-
tima de Minas é um reflexo da esséncia mineira deixada pelos tropeiros na
Estrada.

No exemplo 3, alambique ndo foi rotulado porque se refere a parte do nome
da empresa.
v. TEMPO_ARMAZENAMENTO: tempo em que a bebida fica armazenada ou
envelhecendo, antes de ser distribuida ou consumida.

e Exemplo 1: A Cachaca Cabaré € armazenada por 15 anos em tonéis de car-
valho europeu e envasada em garrafa de design francés.

e Exemplo 2: A Cachaga Moreninha € armazenada durante nove meses em
dornas de aco.

vi. RECIPIENTE_ARMAZENAMENTO: recipiente no qual a bebida é deposi-

tada para ser armazenada ou envelhecida.

e Exemplo 1: Envelhecida em seculares pardis de Jatobd, conserva o puro

sabor da cana e uma sutil coloragdo da madeira.

e Exemplo 2: A cachaga Saracura Prata representa a cachacga In natura, e é

descansada um ano em tonéis de balsamo.

e Exemplo 3: A Cachaga Vale do Cedro 700ml é armazenada por no minimo

5 anos em barris de madeira com capacidade para 200 litros.

vii. TIPO_MADEIRA: nome da madeira utilizada para a confeccdo do recipiente

de armazenamento.
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e Exemplo 1: As bebidas armazenadas por 3 anos em tonéis de balsamo ad-

quirem tonalidade e aroma caracteristico deste tipo de madeira.

e Exemplo 2: A Cachaga Sanhacu Amburana é proveniente de Cha Grande
em Pernambuco. Ela € produzida em alambique e armazenada em tonel de

amburana.

Nota explicativa: as caracteristicas sensoriais levantadas nesta pesquisa permi-
tem a identificacdo de mencgdes relacionadas ao que se pode ver e sentir durante
a degustacdo da bebida.

Observacao 1: Palavras como coloragao, cor, aroma, sabor, textura e consistén-
cia ndo deverao ser rotuladas, pois ndo sdo aspectos ou caracteristicas sensoriais
que descrevem a bebida de fato.

Observacao 2: Termos que qualificam ou atribuem intensidade a bebida deve-
rdo ser rotulados apenas quando acompanharem uma entidade, pois o objetivo €
identificar os termos que caracterizam os aspectos sensoriais da bebida, nio ape-
nas as palavras que lhe atribuem qualificacdo. Alguns desses termos sdo: rico,
elegante, fina, agraddvel, intenso, equilibrado, suave e leve.

viii. CARACTERISTICA_SENSORIAL_COR: coloracio que a bebida apresenta.

e Exemplo 1: Uma bela cachaga, com colora¢ao amarelo-esverdeado, limpida,

brilhante a muito encorpada.

e Exemplo 2: Um blend de trés tostas diferentes de barris de carvalho ameri-

cano (3 AOB — American Oak Barrel) que lhe confere a cor dourada alaranjada.

ix. CARACTERISTICA_SENSORIAL AROMA: aroma exalado ou sentido em

relacdo a bebida.

e Exemplo 1: A cachaga Trés Coronéis é produzida em alambique e armaze-

nada em amburana, o que lhe proporciona notas de canela com especiarias.

e Exemplo 2: Feita em alambique de cobre e envelhecida em tonéis novos
de bédlsamo, a Cachaga Porto Estrela Ouro ganha um toque especial em sua
finalizagdo ao ser armazenada em dornas de Jaqueira. Assim, temos um
blend de aromas ricos e equilibrados que além das caracteristicas herbais
habituais e do aroma de anis marcante é enriquecido com o perfume floral e

de frutas amarelas, proveniente da Jaqueira.
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CARACTERISTICA_SENSORIAL_SABOR: sabor sentido na boca durante

a ingestao da bebida.

e Exemplo 1: A Cachaca Formosinha possui baixa acidez, € levemente picante

e adocicada, lembrando um pouco o sabor do gengibre. O retrogosto € agra-
davel e inusitado de cravo.

e Exemplo 2: Essa cachaga possui uma das menores graduagdes alcodlicas
entre as bebidas envelhecidas em balsamo, além de possuir sabor equili-
brado.

Sabor e equilibrado ndo sdo rotulados neste caso porque ndo representam

um sabor de fato, por exemplo, baunilha ou cravo.
CARACTERISTICA_SENSORIAL_CONSISTENCIA: consisténcia ou tex-
tura percebida em relacdo a bebida.

e Exemplo 1: Essa € uma bela e deliciosa cachaca que possui uma coloracio
amarelo-esverdeado, e uma textura muito macia.

e Exemplo 2: A Cachaga Companheira Castanheira é proveniente do estado
do Parand, possui uma textura aveludada, e € levemente adocicada.

NOME_PESSOA: sdo considerados como pessoas as meng¢des de nomes pro-
prios e apelidos que correspondam a um ser humano.

— Exemplo: A Cachacaria Nacional é a maior loja de cachagas on-line

do mundo sendo fundada em 25 de janeiro de 2010. Idealizada por

Rafael Araujo e Marcos Paolinelli, tem o objetivo de difundir e demo-

cratizar o consumo da Cachaga, a bebida genuinamente brasileira.

NOME_LOCAL: mencdes nos textos que podem ser traduzidas como um local
geografico.

Observacao 1: Quando os nomes de lugares aparecerem juntos no texto, eles
deverdo ser rotulados separadamente, por exemplo: nome de municipio e es-
tado (Iterava-MGQG); estado e pais (Minas Gerais/BR); municipio, estado e pais
(Lavras-MG/Brasil).

Observacao 2: Abreviagdes também deverao ser rotuladas como nome de local,

por exemplo: BR, MG e PA.

e Exemplo: A Cachacaria Nacional oferece mais de 2000 rétulos de cachagas

artesanais de alambiques das principais regides produtoras do Brasil. Tam-
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bém comercializa dornas, barris e queijos produzidos por pequenos produ-
tores de Iterava - MG.
xiv. NOME_ORGANIZACAO: entidade que possui vida propria, tendo uma admi-
nistracao propria e que nao € caracterizada como pessoa.
e Exemplo 1: A empresa Weber Haus € administrada por Evandro Weber, des-
cendente de alemaes de Ivoti, encosta da Serra Gatucha, interior do Grande
do Sul.

e Exemplo 2: A Cachaga Porto do Vianna Premium € produzida pelo grupo

Gouveia Brasil.

xv. TEMPO: sio mencdes que podem ser traduzidas como a representacao do tempo.
Observacao: Quando as entidades que representam tempo aparecerem juntas

deverdo ser rotuladas separadamente.

e Exemplo 1: A empresa Cachaca Batista, engarrafou sua primeira cachaca

em 01/05/1992 as 10:32hr.

e Exemplo 2: A Cachaca Weber Haus Rota 48 € uma homenagem da des-
tilaria Weber Haus a Rota 48, um trajeto muito utilizado por tropeiros no

século XIX.
xvi. PRECO: se refe a valores monetdrios.

e Exemplo 1: A Cachacga Reserva do Gerente, pode ser encontrada no mer-

cado com o valor médio de R$ 350,00.

e Exemplo 2: Obviamente essa € uma pinga gostosa e que vale a pena pagar

62 reais.
xvii. VOLUME: menc¢des no texto que se referem a capacidade em volume de algo.

— Exemplo 1: A Prosa Mineira Ouro 500ml é uma cachaga envelhecida

por dois anos em barris de 200 litros.
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ATRIBUTOS | DESCRICAO
APARENCIA
Coloracao ‘Cor caracteristica de corante caramelo.
SENSACAO NASAL
Irritante |[Impacto irritante e agressivo na mucosa nasal.
Pungente |Sensacdo de ardor e queimacao na cavidade nasal.
AROMA
Alcoélico |Aroma caracteristico do etanol.
Adocicado |Aroma caracteristico de solugdes adocicadas.
Floral Aroma que lembra flores.
. Aroma caracteristico da madeira do carvalho utilizado no tonel
Amadeirado

para envelhecimento das aguardentes.

Caldo de cana

Aroma de caldo de cana que se evapora ao ser aquecido, diluido em
lcool.

Baunilha |Aroma exalado por uma solug@o alcodlica de baunilha.
Citrico Aroma caracteristico de frutas citricas.
SENSACAO NA BOCA
Ardéncia |Sensagdo ardente percebida na lingua e na garganta.
Agressividade |E o impacto agressivo de sabor inicial.
.~ . |Sensacdo de secura na mucosa oral, semelhante aquela causada de forma intensa
Adstringéncia
por certas frutas verdes, como banana.
Pungente |Sensacdo de ardor/queimacdo na cavidade oral
SABOR
Doce Gosto doce percebido pelas papilas gustativas.
Alcodlico |Sabor caracteristico de solu¢des alcodlicas.
. Sabor caracteristico promovido pela madeira do carvalho utilizado
Amadeirado .
no tonel para envelhecimento das aguardentes.
Acido Gosto 4cido caracteristica de frutas citricas.
Amargo |Gosto amargo , caracteristico de cafeina.
Caldo de cana|Sabor proveniente do caldo de cana fervido presente em base alcodlica.
Frutal Sabor que lembra frutas tropicais.
Floral Sabor que lembra flores.
Sulfuroso |Sabor caracteristico de ovo cozido.
Caramelo |Sabor caracteristico de agtcar caramelizado.
Toffe Sabor que lembra bala toffe.
Citrico Sabor associado a frutas citricas.
SABOR RESIDUAL
Doce Gosto doce que permanece por um certo periodo na boca apds a ingestao
de uma determinada substancia.
o Sabor de dlcool que permanece por um certo periodo na boca apds a ingestdo
Alcodlico . A
de uma determinada substancia.
Amadeirado Sabor caracteristico da madeira do carvalho que permanece por um periodo

de tempo apds a ingestdo de uma determinada substancia.

Fonte: Adaptado de Pinheiro (2010).



	INTRODUÇÃO
	Contribuições
	Objetivos Geral e Específicos
	Estrutura deste Documento

	FUNDAMENTAÇÃO TEÓRICA
	Aprendizagem de Máquina
	Processamento de Linguagem Natural
	Representação de Textos
	Mineração de Texto
	Reconhecimento de Entidades Nomeadas
	Abordagens de NER
	Aplicações de NER

	A Cachaça
	Fabricação
	Tipos de Cachaça


	TRABALHOS RELACIONADOS
	CRIAÇÃO E AVALIAÇÃO DE UM DATASET PARA NER
	Metodologia
	Levantamento das Categorias de Entidades Nomeadas
	Ferramentas Utilizadas
	Coleta e Extração dos Dados
	Preparação dos Dados
	Rotulação Manual dos Dados
	Diretrizes para Rotulação Manual
	Concordância entre os Rotuladores

	Estruturação do Dataset para NER
	Dataset no Formato IOB
	Dataset no formato aceito pelo spaCy

	Divisão do Dataset em Treino e Teste
	Estatísticas Extraídas do Dataset
	Avaliação Experimental
	Configuração do Experimento
	Execução do Experimento
	Métricas de Avaliação
	Resultados e Discussões
	Resultados Obtidos por Outros Datasets


	ROTULAÇÃO AUTOMÁTICA
	Metodologia
	Algoritmo de Rotulação Automática
	Avaliação Experimental
	Configuração do Experimento
	Resultados e Discussões
	Rotulação Automática com o Algoritmo
	Rotulação com o Modelo de NER



	CONCLUSÃO
	 REFERÊNCIAS
	 APÊNDICE A – Documento com Diretrizes para Rotulação Manual
	 ANEXO A – Atributos Sensoriais da Cachaça.

